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RESUMO

A dissertação aprofunda-se na elaboração de um modelo computacional adaptativo para a si-

mulação do tratamento dos tremores associados à doença de Parkinson, utilizando a técnica de

Estimulação Cerebral Profunda em combinação com estratégias de aprendizado por reforço e

a modelagem de neurônios através do modelo de Izhikevich. O objetivo central é otimizar os

resultados terapêuticos potencialmente transformando o paradigma de tratamento para pacientes

com Parkinson. Este estudo destaca-se por sua abordagem personalizada ao tratamento, pro-

pondo uma metodologia que ajusta dinamicamente os parâmetros de estimulação em resposta

às condições variáveis do paciente. Os resultados encontrados são analisados em termos da

eficiência da minimização dos sintomas e da energia despendida. Além disso, realiza-se uma

comparação com padrões de estimulação cerebral estabelecidos comercialmente, em que o

modelo aqui apresentado sugere ser mais eficiente em termos de energia quando acoplado com

técnicas de tratamento do sinal, apresentando uma taxa de 80% de energia despendida em relação

ao modelo comercial.

Palavras-chave: Estimulação Cerebral Profunda; Modelo de Izhikevich; Aprendizado por

Reforço; Doença de Parkinson; Tratamento de Tremores.



ABSTRACT

The dissertation delves into the development of an adaptive computational model for the simu-

lation of treating tremors associated with Parkinson’s disease, using Deep Brain Stimulation

technique in combination with reinforcement learning strategies and neuron modeling through

the Izhikevich model. The primary goal is to optimize therapeutic outcomes potentially transfor-

ming the treatment paradigm for Parkinson’s patients. This study stands out for its personalized

approach to treatment, proposing a methodology that dynamically adjusts stimulation parameters

in response to the patient’s varying conditions. The findings are analyzed in terms of symptom

minimization efficiency and energy expenditure. Furthermore, a comparison is made with com-

mercially established brain stimulation standards, where the model presented here is potentially

more energy-efficient when coupled with signal treatment techniques, showing an 80% rate of

energy released in comparison to the commercial model.

Keywords: Deep Brain Stimulation; Izhikevich Model; Reinforcement Learning; Parkinson’s

Disease; Tremor Treatment.
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1 INTRODUÇÃO

A doença de Parkinson (DP), do inglês Parkinson Disease (PD), é um transtorno

neurodegenerativo progressivo que afeta predominantemente a população idosa, representando a

segunda condição neurodegenerativa mais comum, depois da doença de Alzheimer. Caracteriza-

se pela degeneração de neurônios dopaminérgicos na substância negra do cérebro, levando

a sintomas motores distintos, como tremores em repouso, rigidez, bradicinesia (lentidão dos

movimentos) e instabilidade postural. Além dos sintomas motores, pacientes com DP podem

experimentar uma vasta gama de sintomas não motores, incluindo alterações cognitivas, distúr-

bios do sono, depressão e dificuldades na fala. Segundo a WORLD HEALTH ORGANIZATION

(2023b), estima-se que a incidência da doença de Parkinson esteja aumentando, com mais de 10

milhões de pessoas vivendo com a doença em todo o mundo, refletindo tanto o envelhecimento da

população quanto a melhoria na capacidade de diagnóstico. Este panorama reforça a necessidade

urgente de terapias mais eficazes e personalizadas, como a Estimulação Cerebral Profunda,

do inglês Deep Brain Stimulation (DBS), técnica de estímulo de regiões cerebrais por meio

de impulsos elétricos que visa melhorar a qualidade de vida dos pacientes afetados por este

transtorno debilitante (WORLD HEALTH ORGANIZATION, 2023a).

Diante desse desafio, a intersecção entre a neurociência computacional e a Aprendi-

zagem por Reforço, do inglês Reinforcement Learning (RL), tem aberto novos caminhos para o

tratamento de distúrbios neurológicos complexos (WU, 2023; RIBBA, 2023). A capacidade de

simular e analisar padrões de atividade neuronal, especialmente em doenças como a doença de

Parkinson, é de importância crítica para o avanço das terapias neuromoduladoras. A Estimula-

ção Cerebral Profunda apresenta-se como uma técnica promissora, proporcionando melhorias

significativas nos sintomas motores e na qualidade de vida dos pacientes que não respondem ao

tratamento farmacológico convencional (KRACK et al., 2019).

No cerne deste avanço tem-se a modelagem dos neurônios de Izhikevich (IZHI-

KEVICH, 2003), que permite uma representação detalhada dos potenciais de membrana e dos

impulsos de corrente no cérebro. Quando combinada com métodos avançados de aprendizagem

por reforço, como Otimização de Política Proximal, do inglês Proximal Policy Optimization

(PPO), proposta por Schulman et al. (2017), surge a possibilidade de se desenvolver algoritmos

que não apenas entendem, mas também influenciam a atividade neural. Esses algoritmos abrem

a possibilidade de personalizar a DBS para cada paciente ao ajustar os impulsos de corrente em

tempo real para otimizar os resultados terapêuticos.
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Este trabalho se propõe a explorar a aplicação de um algoritmo de RL baseado em

PPO na modulação de correntes em neurônios de Izhikevich (IZHIKEVICH, 2003), com foco no

Glóbulo Pálido Interno (GPi), uma região cerebral frequentemente alvo da DBS no tratamento

de doença de Parkinson. Através de uma abordagem que combina modelagem computacional

detalhada com algoritmos de aprendizagem adaptativa, é investigada a manipulação precisa dos

padrões de disparo neuronal que pode levar a uma melhoria nos sintomas de pacientes com

doença de Parkinson, potencialmente reduzindo a necessidade de medicamentos e melhorando a

qualidade de vida.

Com a integração de técnicas computacionais de aprendizado por reforço e conheci-

mento neurológico, objetiva-se não apenas avançar no tratamento de doença de Parkinson, mas

também contribuir para a compreensão mais ampla dos processos neuronais e das possibilidades

de sua modulação. Este estudo auxilia no entendimento de uma neurociência aplicada mais

interativa e adaptativa, onde a aprendizagem por reforço e a DBS convergem para a melhoria da

saúde humana.

1.1 Justificativa

A doença de Parkinson, sendo uma das principais desordens neurodegenerativas,

afeta significativamente a população global trazendo consigo um significativo ônus tanto para

os pacientes quanto para os sistemas de saúde. A complexidade dos sintomas motores e não

motores da DP e a progressão variável da doença apresentam desafios únicos para um tratamento

eficaz. Dado que a Estimulação Cerebral Profunda tem se mostrado uma terapia promissora

para diversos distúrbios, há avanços significativos na personalização do tratamento e na melhoria

da qualidade de vida dos pacientes com a utilização de algoritmos de inteligência artificial em

processamento de dados e de imagens, como análises de eletroencefalogramas e exames de

radiografia (ALIPOUR et al., 2023; OLIVEIRA et al., 2023), contudo, persistem oportunidades

para melhorias no processo pós-cirúrgico. A aplicação de métodos de aprendizado de máquina,

do inglês Machine Learning (ML), na DBS está sendo investigada como uma forma de melhorar

a personalização do tratamento. Esses métodos podem ajudar a otimizar os parâmetros de

estimulação e a seleção de alvos dentro do cérebro, proporcionando uma melhoria na qualidade

de vida dos pacientes (PERALTA et al., 2021).

Dentro deste contexto, a aplicação de algoritmos de aprendizagem por reforço, espe-

cialmente o Proximal Policy Optimization (PPO), destaca-se como um avanço na personalização



16

do tratamento da DP. A capacidade do PPO de ajustar dinamicamente os parâmetros da estimu-

lação em resposta às mudanças nos padrões de atividade neuronal tem o potencial de superar

as limitações inerentes às abordagens tradicionais de DBS. Especificamente, a modelagem de

neurônios de Izhikevich fornece uma representação detalhada dos potenciais de membrana e dos

impulsos de corrente, permitindo que o algoritmo de RL opere de maneira mais informada e com

respostas adaptativas às necessidades fisiológicas do paciente. Assim, este trabalho justifica-se

pela necessidade de explorar novas estratégias terapêuticas que abordem as complexidades do

tratamento da DP e pelo potencial de contribuição significativa para a neurociência aplicada.

Portanto, a motivação deste trabalho reside na exploração de tecnologias avançadas

para abordar as necessidades não atendidas no tratamento da DP, visando uma contribuição

significativa à neurociência aplicada e à melhoria da qualidade de vida dos pacientes.

1.2 Objetivos

O objetivo principal deste trabalho é desenvolver uma abordagem adaptativa, empre-

gando algoritmos de aprendizado por reforço, para otimizar o design de DBS no tratamento de

tremores associados à doença de Parkinson. Este tratamento é realizado através da dessincroni-

zação dos neurônios no Glóbulo Pálido Interno (GPi), visando a atenuação dos tremores. Os

objetivos específicos incluem:

– Implementar um algoritmo adaptável de aprendizado por reforço, especificamente utili-

zando Otimização de Política Proximal, para modular as correntes emitidas pelo DBS,

visando a dessincronização efetiva dos neurônios no GPi e a consequente atenuação dos

tremores;

– Conduzir uma análise detalhada da frequência de estimulações aplicadas pelo agente de

aprendizado por reforço, buscando um equilíbrio ótimo entre a eficiência do modelo e o

consumo energético;

– Comparar o desempenho e eficácia do modelo de sinal de corrente proposto com o modelo

padrão de DBS atualmente utilizados em práticas clínicas, destacando as melhorias e

inovações.
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1.3 Organização do Trabalho

Esta dissertação está estruturada da seguinte maneira para facilitar a compreensão

do estudo realizado:

– Capítulo 2: Este capítulo aborda as fundamentações teóricas essenciais para o desenvol-

vimento do trabalho, oferecendo um panorama detalhado da doença de Parkinson e dos

padrões de comportamento neuronal associados à doença. São discutidos os modelos de

Izhikevich, que simulam o comportamento dos neurônios, e os princípios fundamentais da

Aprendizagem por Reforço. Essa base conceitual é crucial para entender o contexto e a

relevância do projeto de DBS proposto;

– Capítulo 3: Descreve a metodologia utilizada no estudo, detalhando a criação do ambiente

de simulação, as estratégias de treinamento e validação do modelo, além dos métodos de

comparação e análise quantitativa adotados. Este capítulo é essencial para compreender as

técnicas e abordagens inovadoras implementadas na pesquisa;

– Capítulo 4: Apresenta os resultados alcançados, incluindo os desempenhos de treinamento

e a análise dos parâmetros definidos no capítulo anterior. Este capítulo também traz

comparações detalhadas com sinais reais e discute as melhorias introduzidas pelo modelo

proposto, evidenciando os avanços obtidos na personalização do tratamento da doença de

Parkinson através da DBS;

– Capítulo 5: Reúne as conclusões derivadas da pesquisa e propõe direções para trabalhos

futuros. Este capítulo reflete sobre o impacto do estudo na compreensão e tratamento da

doença de Parkinson, destacando a contribuição significativa para a neurociência aplicada

e sugerindo caminhos para o aprofundamento da temática.

A organização desta dissertação visa não apenas a apresentação clara e estruturada

dos resultados da pesquisa, mas também a demonstração de como o estudo contribui para o

avanço no tratamento da doença de Parkinson, enfatizando a importância da inovação tecnológica

e da interdisciplinaridade no campo da saúde.
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2 FUNDAMENTAÇÃO TEÓRICA

Este capítulo abordará os aspectos fundamentais para entendimento e realização do

trabalho e será dividido em quatro seções. A primeira seção trata da doença de Parkinson (DP) e

suas implicações, seguido da apresentação da técnica de atenuação dos sintomas: Estimulação

Cerebral Profunda (DBS). Em seguida, é descrevido o modelo de Izhikevich, trazido como objeto

de estudo neste trabalho e, por fim, o algoritmo proposto de Aprendizagem por Reforço (RL).

2.1 Doença de Parkinson

A doença de Parkinson é uma condição neurodegenerativa caracterizada pela dege-

neração progressiva de neurônios dopaminérgicos na substância negra, parte do mesencéfalo.

A perda de dopamina, um neurotransmissor crucial para o controle motor, resulta em sintomas

motores característicos como tremor, rigidez e bradicinesia. De acordo com estimativas globais,

aproximadamente 8,5 milhões de indivíduos foram afetados pela doença de Parkinson em 2019,

destacando sua relevância epidemiológica (WORLD HEALTH ORGANIZATION, 2023b).

A redução nos níveis de dopamina desencadeia alterações críticas nos circuitos do

gânglio basal, afetando principalmente o Núcleo Subtalâmico (STN), o Glóbulo Pálido externo

(GPe), o Glóbulo Pálido interno (GPi) e o Tálamo (TH). Este desequilíbrio leva à superativação

do STN, aumentando a excitação no GPi e na Substância Negra reticulada (SNr), o que resulta

em uma inibição excessiva das projeções motoras ao tálamo e tronco cerebral, manifestando-se

nos sintomas característicos da DP (OBESO et al., 2000).

Especificamente, a depleção dopaminérgica leva à hipoatividade no GPe e hiperativi-

dade no GPi e no STN. Essas alterações são acompanhadas por padrões anormais de disparos

neuronais e oscilações rítmicas síncronas nestas regiões, que estão intimamente relacionadas aos

sintomas motores da DP. Pesquisas mostram que o tratamento com levodopa reduz a atividade

de baixa frequência e resulta em um novo pico em torno de 70 Hz no espectro de potência do

STN e do GPi, alterando a coerência entre esses núcleos (BROWN et al., 2001).

Os tratamentos para a DP variam desde medicamentos que visam aumentar a dispo-

nibilidade de dopamina até intervenções avançadas como a Estimulação Cerebral Profunda. A

DBS, alvo dos núcleos STN e GPi, modula eficazmente a atividade neuronal anormal, oferecendo

melhorias significativas nos sintomas motores e na qualidade de vida dos pacientes (POEWE et

al., 2017).
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Consequentemente, entender a complexa dinâmica entre a deficiência de dopamina e

as mudanças neuronais nos gânglios basais é crucial para o desenvolvimento e aprimoramento

de estratégias terapêuticas eficazes contra a doença de Parkinson.

2.2 Estimulação Cerebral Profunda

A Estimulação Cerebral Profunda é uma técnica cirúrgica inovadora e menos invasiva

utilizada no tratamento de doenças do cérebro, como a DP. A DBS envolve a implantação de

eletrodos em áreas específicas do cérebro, com o objetivo de modular a atividade neural. Esta

modulação é realizada através de um estimulador externo controlado por bateria, implantado

no peito do paciente. A Figura 1 ilustra esquematicamente a aplicação da técnica, destacando

o caminho do estímulo elétrico que parte do neuroestimulador, passa pelo fio de extensão, e

chega ao eletrodo implantado, geralmente no GPi ou no STN (SIDIROPOULOS et al., 2016;

MIRZADEH et al., 2016; BURCHIEL et al., 2013). A seleção do local de implantação dos

eletrodos é baseada em uma série de fatores, incluindo as condições específicas do paciente e os

sintomas a serem tratados (STARR, 2003).

Comparativamente, a DBS é reconhecida como uma opção terapêutica menos inva-

siva, especialmente por evitar danos permanentes ao tecido cerebral, diferentemente de outras

abordagens cirúrgicas. Exemplos destas incluem a Palidotomia, que implica a destruição cirúr-

gica de uma parte do GPi, e a Terapia por Lesão por Radiofrequência, que cria lesões permanentes

em áreas específicas do cérebro (LEVI et al., 2021; SHARMA et al., 2020). Portanto, a DBS se

destaca por ser ajustável e reversível, adaptando-se às necessidades individuais de cada paciente,

proporcionando uma abordagem personalizada ao tratamento dos sintomas da DP.

2.2.1 Geração de Sinais e Influência nos Padrões de Potencial de Membrana

A DBS produz sinais elétricos cujas características, como frequência, largura de

pulso e amplitude, podem ser meticulosamente ajustadas. Essas variações são fundamentais

para influenciar os padrões de potencial de membrana dos neurônios nas áreas-alvo do cérebro.

Notavelmente, estudos demonstram que a DBS modula a interação entre a fase do ritmo beta

e a amplitude da atividade de banda larga no córtex motor primário em pacientes com doença

de Parkinson. Tal modulação sugere uma potencial melhoria na função cortical (HEMPTINNE

et al., 2015). A aplicação de altas frequências de estimulação (superiores a 100 Hz) conforme
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Figura 1 – Ilustração da aplicação de Deep Brain Stimulation (DBS).

Fonte: Adaptado de PARKINSON’s NSW (2024).

ilustrado na Figura 2, que são ajustadas manualmente pelo médico, tem demonstrado eficácia na

modulação da atividade neuronal, levando a um maior controle dos sintomas (POPOVYCH et

al., 2017).

Portanto, a DBS emerge como uma inovação significativa no tratamento de distúrbios

do movimento, incluindo a DP. Essa abordagem terapêutica está em constante evolução, abran-

gendo a identificação de novos alvos cirúrgicos, aprimoramento das técnicas de implantação

e aprofundamento da compreensão sobre os mecanismos neuronais subjacentes à eficácia do

tratamento.

Figura 2 – Representação gráfica de sinal emitido a 130 Hz na DBS.

Fonte: Elaboração Própria, 2024.
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2.3 Modelo de Izhikevich

O modelo de Izhikevich é um modelo computacional de neurônios desenvolvido

para replicar a dinâmica dos disparos neuronais de forma eficiente, considerando tanto o custo

computacional, medido em operações de ponto flutuante por segundo, do inglês FLoating-

point Operations Per Second (FLOPS), quanto a alta plausibilidade biológica, evidenciada pela

capacidade de representar características neuronais diversas (IZHIKEVICH, 2003). A Figura 3

oferece uma comparação deste modelo com outros modelos da literatura.

Figura 3 – Comparação de modelos de disparos neuronais.

Fonte: Adaptado de Izhikevich (2004).

Este modelo se destaca na simulação de vários padrões de disparo observados

em neurônios corticais, como disparo regular (regular spiking), rajada (bursting), chocalho

(chattering), entre outros (IZHIKEVICH, 2004), conforme ilustra a Figura 5. As equações

fundamentais do modelo são apresentadas a seguir:

v′ = 0.04v2 +5v+140−u+ I (2.1)

u′ = a(bv−u) (2.2)

em que v′ representa a variação do potencial de membrana em mV, v o potencial da membrana

no passo atual, u a variável de recuperação da membrana em mV, I a corrente equivalente às

interações sinápticas dos neurônios em pA, e a (mV.s−1), b (mV), c (mV), d (mV) são parâmetros

que determinam o tipo específico de comportamento do neurônio, representado na Figura 4.

Ajustando-se estes parâmetros, diferentes padrões de disparo podem ser simulados.

Quando um disparo é gerado, ou seja, quando v atinge 30 mV, v é resetado para c e u
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é incrementado por d para que o ciclo seja reiniciado:

se v≥ 30 mV, então

v← c

u← u+d
(2.3)

Figura 4 – Influência dos coeficientes do modelo nos sinais de potencial e excitação.

Fonte: Adaptado de Izhikevich (2024).

Figura 5 – Padrões de disparos utilizando modelo de Izhikevich.

Fonte: Elaboração Própria, 2024.
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2.3.1 Padrão de Rajada no GPi na Doença de Parkinson

Na doença de Parkinson, a diminuição dos níveis de dopamina contribui significa-

tivamente para a hiperatividade neuronal, frequentemente manifestada em forma de rajadas.

Alterações nos canais de íons, particularmente nos canais de cálcio e sódio, desempenham um

papel crucial na geração desses padrões de disparo (HALLWORTH et al., 2003; KADALA et al.,

2015). Estudos comparativos entre condições fisiológicas e patológicas (LIU et al., 2015) utiliza-

ram o modelo de Izhikevich para demonstrar diferenças nos padrões de disparo, especialmente

no GPi, padrões esses que também foram observados em células de pacientes humanos (TANG et

al., 2005; ALAM et al., 2016). Tais sinais são captados por técnicas e instrumentos de medição,

como o Eletroencefalograma (EEG), que emprega eletrodos posicionados no couro cabeludo,

e a Magnetoencefalografia (MEG), que detecta os campos magnéticos gerados pela atividade

elétrica neuronal.

Figura 6 – Diferença entre padrões de disparos fisiológicos e patológicos em DP.

Fonte: Adaptado de Liu et al. (2015).
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2.3.2 Sincronização Neuronal na Doença de Parkinson

A inibição sináptica mediada pelo ácido gama-aminobutírico (GABA) é fundamental

no sistema nervoso central, regulando a excitabilidade neuronal e mantendo o equilíbrio entre as

atividades excitatórias e inibitórias no cérebro. Esse processo é orquestrado pelo neurotransmissor

inibitório GABA, que ao interagir com seus receptores nos neurônios, induz a hiperpolarização

da membrana através da entrada de íons cloreto (BELELLI et al., 2009). Tal hiperpolarização

reduz a probabilidade de geração de potenciais de ação, desempenhando um papel crucial na

modulação da atividade neural.

Os principais receptores GABAérgicos, GABAA e GABAB, fornecem respostas

inibitórias rápidas e lentas, respectivamente, sendo essenciais para o funcionamento cerebral

adequado, desde o processamento de informações até a regulação do humor e a prevenção de

atividades anormais, como convulsões.

Especificamente na doença de Parkinson, alterações na neurotransmissão GABAér-

gica, consequentes à depleção dopaminérgica, indicam modificações substanciais na dinâmica

do circuito e na transmissão sináptica associadas à DP (RUBI; FRITSCHY, 2020). Além disso, a

observação de sincronização oscilatória entre neurônios no GPi e no GPe em pacientes exibindo

tremor de membros destaca a existência de padrões sincronizados característicos da DP (LEVY

et al., 2002). Pesquisas complementares revelam que o STN e o GPe constituem um loop de

feedback responsável por disparos oscilatórios sincronizados, fundamentais para compreender as

dinâmicas neuronais dos gânglios basais em condições normais e patológicas (PLENZ; KITAL,

1999).
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2.4 Aprendizado por Reforço

O Aprendizado por Reforço, do inglês Reinforcement Learning (RL), é um método

de aprendizagem de máquina onde um agente aprende a tomar decisões através de tentativa e

erro, recebendo recompensas ou penalidades para suas ações. Historicamente, a RL destacou-se

por sua capacidade de controlar agentes em ambientes de alta complexidade (MNIH et al., 2015).

Figura 7 – Esquemático de Reinforcement Learning.

Fonte: Adaptado de Sutton e Barto (2018).

A partir da Figura 7, é possível conceituar os principais componentes de um projeto

de aprendizado por reforço (SUTTON; BARTO, 2018):

– Ambiente: o contexto ou o espaço onde o agente opera. Inclui todos os fatores externos

que influenciam e são influenciados pelas ações do agente.

– Recompensa: um sinal numérico que o agente recebe do ambiente após cada ação. Indica

o sucesso ou falha da ação em relação ao objetivo a ser alcançado. Pode ser representado

por uma função matemática ou um valor numérico absoluto a depender de cada estado.

– Estado: uma representação do ambiente em um determinado momento. O estado pode

incluir a posição do agente, objetos ao redor, ou qualquer outra informação relevante para

a tomada de decisão.
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– Agente: a entidade que aprende e toma decisões no ambiente. O agente seleciona ações

com base na política atual com o objetivo de maximizar a soma das recompensas futuras.

– Algoritmo RL: um método ou conjunto de regras que o agente utiliza para aprender

a melhor política. O algoritmo atualiza a política com base na experiência adquirida

(recompensas recebidas e transições de estado observadas).

– Política: uma estratégia que o agente usa para determinar a próxima ação com base no

estado atual do ambiente. Pode ser uma função simples ou um modelo complexo, como

uma rede neural.

– Ação: uma decisão ou movimento específico que o agente executa no ambiente. A escolha

da ação é influenciada pela política do agente.

Em suma, através das ações impostas ao ambiente, busca-se otimizar a política para

que a recompensa seja a melhor possível.

2.4.1 Métodos Ator-Crítico em Aprendizagem por Reforço

Os métodos Ator-Crítico são uma abordagem fundamental na aprendizagem por

reforço, combinando as vantagens dos métodos baseados em valor e em política. Estes métodos

são compostos por duas partes: o ator que é responsável por escolher as ações, e o crítico

que avalia essas ações. O ator atualiza a política de ações, enquanto o crítico estima o valor

dessas ações, fornecendo um feedback ao ator sobre a qualidade das decisões tomadas. Tais

componentes são conceituados da seguinte maneira:

– Ator: representa a política de ações do agente, onde o objetivo é aprender a escolher ações

que maximizem a recompensa total. O ator é geralmente implementado por um modelo de

rede neural que mapeia estados para ações.

– Crítico: avalia as ações escolhidas pelo ator por meio de uma função de valor, como a

função de valor de estado ou a função de valor de ação. O crítico ajuda a guiar o ator para

melhores políticas.

– Atualizações de Política: a política é atualizada com base tanto nas previsões do crítico

quanto nos resultados das ações tomadas pelo ator, combinando as abordagens baseadas

em modelo e sem modelo.
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2.4.2 Otimização de Política Proximal

A Otimização de Política Proximal, do inglês Proximal Policy Optimization (PPO),

é uma abordagem de aprendizagem por reforço que foi desenvolvida para superar algumas das

dificuldades encontradas em métodos anteriores, como a Otimização de Política por Gradiente

de Confiança, do inglês Trusted Region Policy Optimization (TRPO). A PPO busca simplificar

o processo de otimização enquanto mantém a robustez e eficiência. Introduzida por Schulman

et al. (2017), a PPO se tornou popular devido à sua facilidade de implementação, facilidade de

otimização e desempenho estável em uma variedade de tarefas de controle, incluindo aplicações

complexas como robótica e jogos. Notavelmente, a PPO permite a realização de múltiplas

atualizações de política com o mesmo conjunto de dados, otimizando a eficiência de amostragem

do algoritmo (HAMALAINEN et al., 2020; YU et al., 2021).

O funcionamento da PPO é ilustrado no Algoritmo 1, onde, a cada iteração, múltiplos

atores coletam dados ao executar a política vigente no ambiente por um número predeterminado

de passos. A partir dos dados obtidos, o algoritmo calcula estimativas de vantagem para avaliar o

desempenho relativo das ações comparadas a uma política base. Com essas vantagens, a PPO efe-

tua várias passadas de otimização (ou épocas) para ajustar os parâmetros da política. Este ajuste

visa maximizar uma função objetivo composta, que engloba termos para a política (com clipping),

o valor estimado e um bônus de entropia para promover a exploração. Após a otimização, a

política é atualizada com novos parâmetros, prosseguindo iterativamente o aperfeiçoamento da

política do agente em busca da maximização das recompensas acumuladas (SCHULMAN et al.,

2017).
Algoritmo 1: PPO

for iteration = 1,2, . . . do

for ator = 1,2, . . . ,N do

Executa política πθantiga no ambiente para T passos de tempo

Calcula vantagem estimada Â1, . . . , ÂT

end

Otimiza substituto L com respeito a θ , com K épocas e minilotes de tamanho

M ≤ NT

θantiga← θ

end
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2.4.2.1 Função Objetivo Clipada

A PPO emprega uma estratégia de clipagem na função objetivo para evitar a neces-

sidade de resolver problemas de otimização complexos a cada atualização da política. Essa

abordagem é projetada para aprimorar a política de decisão do agente de maneira eficiente e

estável. A formulação da função objetivo clipada do PPO é dada por:

LCLIP
t (θ) = max

θ

Es,a∼πθantiga

[
min

(
rt(θ)A

πθantiga (s,a), clip(rt(θ),1− ε,1+ ε)Aπθantiga (s,a)
)]

,

(2.4)

onde ε é um hiperparâmetro que delimita o intervalo de clipagem.

A fim de facilitar o entendimento da equação, tem-se que a finalidade do algoritmo

é maximizar a função objetivo em relação aos parâmetros da política, denotados por θ . O

algoritmo ajusta θ para obter o máximo retorno possível. Dessa forma, tem-se que:

– Es,a∼πθantiga
é a expectativa matemática de recompensas sob a política antiga πθantiga , em

que s representa o estado e a representa a ação. O agente avalia as ações baseando-se na

experiência passada.

– rt(θ) =
πθ (a|s)

πθantiga(a|s)
é a razão de probabilidade, comparando a nova política πθ com a

política antiga πθantiga para uma ação a em um estado s.

– Aπθantiga (s,a) é a função de vantagem, indicando a qualidade de uma ação a em um estado

s em relação à média sob a política antiga. É um indicador crítico de quais ações devem

ser escolhidas e é definida por:

Aπ(s,a) = Qπ(s,a)−V π(s), (2.5)

em que V (s) é a função de valor de estado, estimada pelo retorno total esperado (ou seja, as

recompensas cumulativas descontadas) que um agente pode esperar começando do estado

s e seguindo uma política π , definida como:

V π(s) = Eπ

[
∞

∑
k=0

γ
kRt+k+1 | St = s

]
, (2.6)

em que:

• γ é o fator de desconto, com 0≤ γ < 1, que modula a importância das recompensas

futuras. Um γ mais próximo de 1 faz com que o agente valorize as recompensas

futuras quase tanto quanto as imediatas.
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• Rt+k+1 é a recompensa recebida no passo de tempo t + k+1.

• St é o estado no passo de tempo t.

• O somatório ∑
∞
k=0 calcula a soma total das recompensas futuras, ponderadas pelo

fator de desconto γ .

Similarmente, Q(s,a) é a função valor de ação, que representa o retorno ocorrido dada a

ação imposta. Assim, definida por:

Qπ(s,a) = Eπ

[
∞

∑
k=0

γ
kRt+k+1 | St = s,At = a

]
. (2.7)

– clip
(

πθ (a|s)
πθantiga(a|s)

,1− ε,1+ ε

)
limita a razão de probabilidade dentro de um intervalo

especificado por ε , prevenindo ajustes excessivos na política que possam comprometer a

estabilidade do aprendizado. Como exposto na Figura 8, quando a vantagem (A) é positiva,

ou seja, quando a ação é considerada boa e sua probabilidade aumenta, a função a clipa,

mantendo-a numa faixa segura para que não atualize excessivamente e piore. Do contrário,

caso a vantagem seja negativa, ou seja, com uma ação indesejada e menos provável, a

função impede que sua probabilidade seja reduzida demasiadamente.

Figura 8 – Funcionamento da função de clipagem.

Fonte: Schulman et al. (2017)

– min(· · ·) é a operação de minimização que garante que o menor valor entre a vantagem

multiplicada pela razão de probabilidade não clipada e a vantagem multiplicada pela

razão clipada seja usado. Isso efetivamente limita a atualização da política, equilibrando a

exploração de novas estratégias e a estabilidade do aprendizado.

Em resumo, a função objetivo do PPO é projetada para ajustar a política do agente

de maneira que maximize a recompensa total esperada, mantendo a estabilidade do processo de

aprendizado. O uso do clipping na razão de probabilidade é uma característica distintiva do PPO,

que o ajuda a evitar grandes desvios na política que poderiam prejudicar o desempenho.
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2.4.2.2 Função de Perda

O PPO utiliza uma função de perda especializada que busca maximizar a eficácia do

agente enquanto mantém as mudanças na política relativamente pequenas para evitar instabilida-

des no aprendizado. Assim, a fim de equilibrar eficiência do treinamento e a estabilidade, permite

que o agente explore o espaço de ação e aprenda políticas robustas sem grandes oscilações. A

função é definida por:

LCLIP+V F+S
t (θ) = Êt

[
LCLIP

t (θ)− c1LV F
t (θ)+ c2S[πθ ](st)

]
, (2.8)

onde c1 e c2 são coeficientes, S denota um bônus de entropia, e LV F
t é uma perda de erro

quadrático médio para a função de valor dada por, com definição em 2.9:

LV F
t =

(
Vθ (st)−V alvo

t

)2
. (2.9)

O primeiro termo, LCLIP
t (θ), representa a função objetivo 2.4. O segundo termo,

−c1LV F
t (θ), é a perda de valor que tenta minimizar o erro na estimativa do valor de estado. O

terceiro termo, c2S[πθ ](st), adiciona um bônus de entropia para incentivar a exploração adequada

pelo agente.

2.5 Estado da arte: métodos de estimulação cerebral aplicada no tratamento de DP

As abordagens de Estimulação Cerebral Profunda (DBS) no tratamento da Doença

de Parkinson (DP) abrangem diversas fases: pré-operatória, operatória e pós-operatória. O foco

deste trabalho reside na adaptação dos estímulos em caráter pós-operatório.

No contexto atual, a inovação em estímulos adaptativos emerge como um desafio

significativo, com várias abordagens sendo exploradas na literatura recente. Para compreender

o estado da arte, realizou-se um levantamento bibliográfico nos últimos 5 anos, destacando as

principais abordagens identificadas, conforme sumarizado na Tabela 1.

A metodologia de busca incorporou análises em duas plataformas com três queries

distintas:

– No PubMed, com as consultas: “((deep brain stimulation) AND (deep learning) AND

(parkinson))”; e “(parkinson AND machine learning AND (adaptive deep brain stimulation

OR closed-loop deep brain stimulation))”;
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– No Google Scholar, com a consulta: “(’deep brain stimulation’ and ’deep learning’ and

’parkinson’)”;

Essas consultas visaram identificar trabalhos que abordassem o uso de técnicas

avançadas de aprendizado de máquina e aprendizado profundo na otimização da DBS para

pacientes com DP, especialmente no contexto pós-operatório.

Além dessas buscas principais, realizou-se consultas pontuais por artigos envolvendo

estratégias de controle.

2.5.1 Estratégias Avançadas de Estimulação Cerebral para DP

A evolução das estratégias de Estimulação Cerebral Profunda (DBS) em resposta à

Doença de Parkinson (DP) tem sido influenciada significativamente pelo avanço das tecnologias

de aprendizado de máquina, aprendizado por reforço e sistemas de controle. Estas tecnologias

abrangem uma variedade de métodos computacionais que permitem a personalização e otimiza-

ção do tratamento de DBS. A Tabela 1 apresenta uma compilação dos métodos mais recentes e

suas métricas principais, refletindo a diversidade e a inovação no campo.

Tabela 1 – Artigos nos últimos 5 anos com Estimulação Cerebral
Profunda adaptativa em DP.

Autores Método Métrica principal

Su et al. (2021) Controlador P Frequência de oscilação
Bahadori-Jahromi et al. (2023) Controlador P Frequência de oscilação

Liu et al. (2021) Controlador PI Taxa de disparos de potencial e energia expendida
Yu et al. (2022) Direct Delayed Feedback Frequência de oscilação

Stojsavljevic et al. (2023) Estímulo On-Off Taxa de disparos de potencial
He et al. (2021) Estímulo On-Off Frequência de oscilação

Mohammed et al. (2020) Fuzzy e Método Ator-Crítico Acurácia e Latência
Su et al. (2023) Controlador CAR-fuzzy Frequência de oscilação

Kerman et al. (2022) Spiking Neural Networks (SNNs) Latência e energia expendida
Liu et al. (2020) Rede Neural + Controlador PID Energia expendida

Boutet et al. (2021) ML com processamento de imagens Teste de imagens
Shah et al. (2024) ML com processamento de imagens Observação de eletroencefalografia

Hirschmann et al. (2022) ML com processamento de imagens Observação de magnetoencefalografia
Merk et al. (2022) ML com dados de estímulo cerebral Frequência de oscilação

Kleinholdermann et al. (2023) ML (Floresta Aleatória) Validado clinicamente
Gao et al. (2020) Aprendizado por Reforço Validado clinicamente
Lu et al. (2020) Aprendizado por Reforço Energia expendida

Fonte: Elaboração Própria, 2024.

A revisão aborda técnicas de aprendizado por reforço e outras metodologias de

machine learning e de controle devido às relevâncias e aplicabilidades no ajuste fino dos

parâmetros de DBS. Estes métodos oferecem benefícios como a capacidade de adaptar-se em
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tempo real às condições do paciente, o que é vital para o tratamento de uma doença tão complexa

e variável como a DP.

A variabilidade de metodologia dos artigos chama atenção mesmo para aqueles em

que os métodos são similares, visto que a abordagem varia entre modelos neuronais e bases de

dados reais. Comparativamente à proposta deste trabalho, os seguintes artigos representados na

Tabela 2 usaram em sua maioria modelos próprios e complexificados entre mais de uma região

do cérebro.

Tabela 2 – Modelos utilizados pela literatura.
Autores Método Modelo

Su et al. (2021) Controlador P Córtex-Basal Gânglio-Tálamo
Bahadori-Jahromi et al. (2023) Controlador P Cortico-BG-Talâmico

Liu et al. (2021) Controlador PI Modelo Gânglio-Basal próprio
Yu et al. (2022) Direct Delayed Feedback Modelo Gânglio-Basal próprio

Stojsavljevic et al. (2023) Estímulo On-Off Modelo Gânglio-Basal próprio
Mohammed et al. (2020) Fuzzy e Método Ator-Crítico Modelo Gânglio-Basal próprio

Su et al. (2023) Controlador CAR-fuzzy Córtex-Basal Gânglio-Tálamo
Liu et al. (2020) Rede Neural + Controlador PID Modelo Gânglio-Basal próprio
Lu et al. (2020) Aprendizado por Reforço Hodgkin-Huxley

Fonte: Elaboração Própria, 2024.

Dessa forma, a metodologia aplicada neste trabalho e explicada na próxima seção

visa elaborar um modelo de agente de RL particular para o GPi e não explora a relação entre esse

estímulo e outras regiões do cérebro, tendo em vista o foco em entender e projetar, primeiramente,

um agente de aprendizado por reforço e sua capacidade de adaptar as correntes de estímulo numa

região específica.
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3 METODOLOGIA

Neste capítulo, são detalhadas as metodologias computacionais e o arcabouço teórico

utilizados para o desenvolvimento e a validação do algoritmo de Aprendizado por Reforço

aplicado ao tratamento da doença de Parkinson através da DBS. Primeiramente, é abordado o

panorama do trabalho, configurações experimentais e linha de projeto adotada. Em seguida,

o ambiente criado a partir do modelo de Izhikevich e seus métodos. Logo após, são descritas

a aplicação da Otimização de Política Proximal e a arquitetura escolhida para o agente de

treinamento. Por fim, são descritos os parâmetros utilizados na avaliação de desempenho do

modelo.

3.1 Panorama geral

A Figura 9 representa o panorama geral do trabalho. Uma corrente externa é aplicada

ao ambiente moldado por neurônios de Izhikevich e a saída ou estados do ambiente, em potenciais

de membrana, é aplicada ao modelo treinado de RL, o qual emite uma nova corrente adaptada ao

novo estado. O bloco “Modelo RL” é detalhado na Figura 10.

Figura 9 – Diagrama de blocos geral.

Fonte: Elaboração Própria, 2024.

O projeto teve como objetivo a criação de um modelo de aprendizado por reforço

que otimizou a aplicação de correntes elétricas em neurônios do modelo de Izhikevich, visando

o controle dos sintomas de tremor da doença de Parkinson. A metodologia aplicada é adaptada a

partir da ideia proposta por Krylov et al. (2021), onde houve a utilização de aprendizado por

reforço para atenuação de oscilações nos modelos de Hindmarsh-Rose e Bonhoeffer-van der Pol
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Figura 10 – Esquemático geral da metodologia.

Fonte: Elaboração Própria, 2024.

(HINDMARSH et al., 1984; BONHOEFFER, 1948).

Na Figura 10 é mostrado como o trabalho propôs abordar esse problema através

de uma visão de blocos. O Ambiente é o bloco responsável por receber os impulsos elétricos

(ações) e aplicar sobre o conjunto de neurônios de Izhikevich. Com essas aplicações, pôde-se

observar os potenciais de membrana dos neurônios, no bloco Estado, e realizar a medição do

potencial médio. A partir dessas informações, calculou-se uma recompensa baseada na variância

dos estados e nas ações aplicadas. No bloco Agente, o PPO atua em conjunto com o método

Ator-Crítico para atualizar a política de ações a serem aplicadas novamente no Ambiente e,

assim, fechar a malha.

Como linha de base do projeto, implementou-se os passos:

1. Importação das bibliotecas necessárias;

2. Criação do ambiente utilizando o modelo de Izhikevich;
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3. Testagem do ambiente para garantir que está funcionando corretamente;

4. Criação e treinamento do modelo utilizando PPO;

5. Ajuste fino dos parâmetros usando busca em grade;

6. Armazenamento do modelo treinado;

7. Avaliação e teste do modelo para verificar o desempenho.

3.2 Configuração Experimental

Este trabalho foi redigido em numa máquina com as configurações mostradas na

Tabela 3.

Tabela 3 – Configurações da máquina.
Processador Intel(R) Core(TM) i5-10300H CPU @ 2.50GHz 2.50 GHz

Memória RAM 8 GB
Placa de vídeo dedicada NVIDIA© GeForce GTX 1650 4GB

Sistema Operacional Windows© 11 Pro 64 bits Versão 22h2

Fonte: Elaboração Própria, 2024.

Além disso, houve necessidade de instalação dos softwares mostrados na Tabela 4,

com destaque para as bibliotecas e pacotes essenciais (RAFFIN et al., 2021).

Tabela 4 – Configurações de softwares e pacotes essenciais.
Python Versão 3.9.0 64 bits
Pytorch Stable 2.2.0 CUDA 11.8

Stable Baselines3 Versão 2.2.1

Fonte: Elaboração Própria, 2024.

O tempo de simulação do ambiente e de treinamento são diretamente influenciados

pelas configurações da máquina. Dessa forma, buscou-se otimizar os recursos e utilizou-se o

Jupyter notebook pela facilidade de importação de bibliotecas e registro automático de manuten-

ção do código.
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3.3 Criação do ambiente proposto de neurônios de Izhikevich

Algoritmo 2: Ambiente de Izhikevich para RL
Dados: Número de neurônios, tamanho do episódio, desvio padrão do ruído, parâmetro

beta

Resultado: Ambiente de simulação de Izhikevich para uso em RL

/* Definição da classe do ambiente de Izhikevich */

Classe IzhikevichEnv:

/* Inicialização do ambiente */

Inicialização __init__(num_neurons, ep_length, noise_std, beta):

Defina os parâmetros da simulação

Inicialize os parâmetros do modelo de Izhikevich

Defina os espaços de ação e observação

Método seed(seed):

Defina a semente do gerador de números aleatórios

Método step(action):

Aplique as perturbações como correntes externas

Atualize a dinâmica dos neurônios usando método de Euler

Implemente o mecanismo de disparo

Calcule a recompensa

Atualize o passo atual e verifique se o episódio terminou

Organize as observações para retornar

Método reset():

Redefina os estados dos neurônios

Método render(mode, close):

/* Renderização do ambiente, se necessário */

Função _calculate_reward(action):

Calcule a recompensa com base na ação e no estado

Para criação e inicialização do ambiente, a classe de neurônios obedeceu ao parâ-

metros estabelecidos na Tabela 5, com base nos valores fornecidos em (LIU et al., 2015) e

adaptados para essa aplicação.

Para a inicialização do modelo, o espaço de ações (corrente externa em pA) foi

adotado como variável float entre -0,5 e 0,5. O espaço de observações (potencial de membrana
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Tabela 5 – Parâmetros para modelagem dos neurônios de Izhikevich.
Parâmetro Conceito Valor

N Número de neurônios 1000
a Taxa de decaimento de variável de recuperação u. 0,01
b Sensibilidade de variável de recuperação u. 0,585
c Valor de reset do potencial v. -45
d Valor de reset da variável de recuperação u após disparo. 4
I Corrente (pA) composta pela soma de interações sinápticas. 15

Desvio padrão Perturbação adicionada seguindo a distribuição normal. 0,005

Fonte: Adaptado de (LIU et al., 2015).

em mV) foi definido como variável float entre -100 e 40. Além disso, o tamanho do episódio

foi de 5000 steps, escolhido como um valor suficiente para o reconhecimento e exploração da

política.

3.3.1 Método step

Durante esse trecho, a ação Iext representa a corrente externa a ser aplicada na soma

do potencial de membrana, como exposto na Equação 3.1:

v′ = 0,04v2 +5v+140−u+ I︸ ︷︷ ︸
equação padrão

+ Iext︸︷︷︸
ação

. (3.1)

Assim, a corrente total aplicada ao neurônio é a soma entre as interações sinápticas I

e a corrente externa Iext advinda do DBS, esta aplicada pelo agente do modelo. Como o máximo

adotado nesse caso para a aplicação foi 0,5 pA, o que o algoritmo de aprendizado por reforço

teve como missão foi definir a intensidade e a frequência da aplicação. Esta ação é ajustada

iterativamente com o objetivo de restaurar o padrão de disparo regular dos neurônios afetados

pelos disparos em rajada associados à doença de Parkinson.

A atualização da dinâmica dos neurônios foi realizada através do método de Euler,

com base na Equação 3.2:

yn+1 = yn + f (tn,yn) ·∆t, (3.2)

em que ∆t é o tamanho do passo, definido em 0,01 s, e n indica o índice do passo atual.

3.3.2 Método reset

Uma vez que o episódio é concluído, os valores de potencial de membrana e corrente

sináptica são atualizados para os valores iniciais. Processo exposto a seguir tendo os valores da

Tabela 5 como parâmetros.
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se v≥ 30 mV, então

v←−45 mV

u← u+4

3.3.3 Métodos render, seed e close

Os demais métodos compreendem conceitos de implementação do algoritmo de

RL (SUTTON; BARTO, 2018). O método render é responsável pela visualização do estado

atual do ambiente. Nesse caso, optou-se por uma visualização posterior ao treinamento. O

método seed estabelece uma semente para o gerador de números aleatórios do ambiente. Isso

é crucial para garantir a reprodutibilidade dos experimentos, pois a simulação pode envolver

processos estocásticos, como a introdução de ruído nos parâmetros dos neurônios. Ao definir

uma semente fixa, assegura-se que cada execução da simulação produza os mesmos resultados

sob as mesmas condições iniciais. Por fim, o método close é utilizado para finalizar a simulação

e liberar recursos, especialmente para fechar janelas gráficas. Embora não haja necessidade nesse

código, para futuras expansões, é uma boa prática manter esse método para compatibilidade com

padrões de ambientes de simulação.

Esses métodos são parte integrante do ciclo de vida do ambiente de simulação, per-

mitindo controle preciso sobre a execução, visualização e finalização das simulações realizadas.

3.3.4 Função de Recompensa

A função de recompensa é projetada para promover a sincronização neuronal próxima

ao padrão natural, penalizando desvios causados por padrões anormais de disparo. A recompensa

é calculada com base na diferença entre os padrões de disparo observados e os padrões desejados.

Com efeito, o objetivo é recompensar a dessincronização entre os neurônios, visto que é um

padrão encontrado em condições de DP (LEVY et al., 2002; PLENZ; KITAL, 1999).

A fim de ilustrar esse comportamento, a Figura 11 demonstra a sincronização para

50 neurônios do GPi em estado parkisoniano, a partir dos valores da Tabela 5.

Com ênfase a facilitar o entendimento da sincronização, expandido para 100 neurô-

nios e focado nos intervalos de 200 ms a 650 ms, o comportamentos dos potenciais de membrana

dos neurônios em sincronia é observado na Figura 12.

Por fim, para fins de comparação, a Figura 13 demonstra o comportamento de 50
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Figura 11 – Disparo sincronizado de neurônios em sintomas de DP.

Fonte: Elaboração Própria, 2024.

neurônios em condições fisiológicas (LIU et al., 2015), com c = -65 no modelo de Izhikevich.

Similarmente ao exposto na Figura 12, para condições fisiológicas, a Figura 14

demonstra os disparos regulares encontrados para condições saudáveis. Nota-se que os picos de

tensão são também mais espaçados.

Tendo em vista que a intenção da recompensa é promover o comportamento dessin-

cronizado entre os neurônios, foi adotada a Equação 3.3, adaptada de Krylov et al. (2021):

R[t] = Var(v(t))+β · |A(t)| , (3.3)

onde o primeiro valor representa a variância entre os potenciais no instante t, definida por:

Var(v(t)) =
∑(vi− v̄)2

N
, (3.4)

em que vi é o potencial no neurônio i, v̄ é a média de potencial no instante t e N é o número de

neurônios. Uma vez que a variância é desejada para uma maior dessincronização, esse fator é

recompensado na política.

O segundo componente recompensa valores de ação A relacionados com os valores

observados nos potenciais onde a recompensa é maior. O coeficiente β permite a adição de bias

a fim de padronizar as ordens de grandeza entre as duas componentes da função.
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Figura 12 – Sincronização de neurônios em sintomas de DP.

Fonte: Elaboração Própria, 2024.

Figura 13 – Disparos em condições saudáveis.

Fonte: Elaboração Própria, 2024.

É esperado que a recompensa inicie de um número de alta escala, dado que é

diretamente proporcional ao número de neurônios do treino. Assim, as recompensas individuais

são somadas e representam a recompensa do conjunto.
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Figura 14 – Dessincronização de neurônios em condições saudáveis.

Fonte: Elaboração Própria, 2024.

3.4 Parâmetros e Desempenho do modelo

Os hiperparâmetros do algoritmo de RL, incluindo taxa de aprendizado, desconto

de recompensa futura e parâmetros específicos da política PPO, são ajustados durante a fase de

validação para alcançar a convergência ótima e o equilíbrio entre exploração e explotação no

espaço de ações.

A metodologia proposta é validada em um ambiente computacional controlado,

permitindo a replicação e a verificação dos resultados obtidos. O desempenho do modelo de

RL é avaliado com base na sua capacidade de regular os padrões de disparo dos neurônios de

maneira a mitigar os sintomas da doença de Parkinson.

A seguir, são detalhados os aspectos levados em consideração:

– A divergência de Kullback-Leibler (KL), uma medida estatística utilizada pelo PPO para

quantificar a diferença entre a política antiga e a nova. A divergência KL é usada para

regular a magnitude das atualizações da política, garantindo que as mudanças sejam

pequenas e estáveis, evitando oscilações extremas no aprendizado (??). Uma divergência

alta indica uma alta explotação.

– O número de lotes, referente ao número de subconjuntos de dados em que o conjunto
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de treinamento é dividido. No contexto do PPO, um tamanho de lote adequado ajuda

a balancear a eficiência do treinamento e a qualidade das atualizações da política. Um

tamanho de lote maior pode aumentar a estabilidade do treinamento, mas também exige

mais recursos computacionais (WU, 2022).

– Gamma (γ), fator de desconto utilizado no cálculo do retorno descontado. Ele influencia

o quanto as recompensas futuras são valorizadas em relação às recompensas imediatas.

Um valor de γ próximo de 1 faz com que o agente valorize mais as recompensas futuras,

enquanto um valor menor dá mais ênfase às recompensas imediatas (ZOU, 2016).

– Passos de treinamento, do inglês Time steps, referente ao número de passos de tempo que

o agente interage com o ambiente durante o treinamento. Um número maior de timesteps

permite que o agente explore mais o ambiente e aprenda com uma gama mais ampla de

experiências, mas também aumenta o tempo de treinamento (SONG, 2021).

– A taxa de aprendizado, determinante da magnitude das atualizações dos parâmetros da

política a cada passo do treinamento. Uma taxa de aprendizado mais alta pode acelerar

o treinamento, mas também pode causar instabilidade e impedir a convergência. Por

outro lado, uma taxa mais baixa pode resultar em convergência mais estável, mas torna o

processo de treinamento mais lento (JAQUES et al., 2019).

3.5 Análise da atenuação

A implementação do modelo avalia se o algoritmo efetivamente age no processo de

dessincronização e, comparativamente a outros métodos, age de maneira mais eficiente. Para

analisar essa ação, foi utilizada a média entre os potenciais das membranas ao longo do tempo

para observar-se a atenuação, além do índice de gasto energético e a relação de desvios padrões

das médias dos estados.

A média dos potenciais dos neurônios é uma forma de observar em conjunto como

os neurônios se comportam em relação à sua sincronia, como mostrado na Figura 15.

O índice de gasto energético é utilizado para avaliar o custo energético do estimulador

utilizado nos sistemas de Estimulação Cerebral Profunda. No contexto da DBS em circuito

fechado, o gasto energético é proporcional ao quadrado do valor eficaz, do inglês root mean

square (RMS), da corrente, calculado por:
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Figura 15 – Média de estados (mV).

Fonte: Elaboração Própria, 2024.

ERMS = N

√
1

tmax− t1

∫ tmax

t1
I2
ext(t)dt (3.5)

em que N é o número de neurônios estimulados, tmax é o tempo máximo de estimulação e t1 é

o início da estimulação. Uma vez que há comparações entre o estímulo uniforme e o proposto

neste trabalho, a energia é uma métrica importante para indentificar custo-benefício entre os

métodos, além de ser proporcional ao valor efetivo da corrente de estimulação, sendo válida para

a análise (GORZELIC et al., 2013).

Outra forma de analisar a efetividade do sistema é através da relação entre desvios

padrões das médias dos estados antes e após a ação da corrente de controle. A medida é proposta

em Krylov et al. (2021) e é definida por:

S =
std[Xantes]

std[Xdepois]
. (3.6)

em que Xantes é a média dos estados antes da ação do agente e Xdepois é a média dos estados após

a ação. O operador std representa o cálculo de desvio padrão sobre as médias.

3.6 Estudo de frequência de passos e análise comparativa com sinal DBS padrão

Após análise e validação do modelo, foi estendida uma modificação na aplicação

a fim de minimizar o Índice de Gasto Energético, representado na Equação 3.5 ao passo que a

eficiência, representada pela equação 3.6, não fosse impactada demasiadamente. O objetivo foi

entender se a aplicação da ação do agente em todos os passos de tempo afeta a efetividade da

solução.
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Por fim, a fim de comparar a eficiência do modelo frente um sinal DBS padrão,

foram realizadas comparações de aplicações frente ao sinal DBS-RL, proposto neste trabalho.

3.7 Adaptabilidade

Na definição dos neurônios de Izhikevich, foi adicionado um ruído para os parâmetros

a, b, c e d dos neurônios do conjunto, seguindo uma distribuição normal. O ruído foi definido

durante a execução da classe e atualizado a cada iteração. Dessa forma, o modelo foi treinado e

validado levando em consideração a variabilidade dos neurônios de um conjunto.

A partir dessa metodologia definida, buscou-se implementar o framework proposto

em Krylov et al. (2021) para o modelo de Izhikevich em conjunto a métodos de avaliação

encontrados na literatura, como a análise de energia, contribuindo para os resultados encontrados

na próxima seção.
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4 RESULTADOS

Neste capítulo, são apresentados os resultados do aprendizado do algoritmo com

relação ao controle de impulsos elétricos para um conjunto de 1000 neurônios localizados no

Glóbulo Pálido interno (GPi), local escolhido para simular a inserção do eletrodo de Estimulação

Cerebral Profunda. Além disso, são expostos os resultados de simulação para o controle realizado

e a redução do potencial médio dos neurônios. Em seguida, é realizada a análise dos parâmetros

escolhidos considerando a frequência da estimulação e a energia expendida. Na última seção,

são discutidos os resultados.

4.1 Treinamento do modelo.

O processo de treinamento do modelo foi meticulosamente elaborado, iniciando com

uma análise exploratória de dados para identificar tendências, padrões e anomalias que poderiam

influenciar o comportamento do algoritmo. Em seguida, implementou-se um grid search siste-

mático para experimentar uma gama de valores candidatos e determinar a configuração ótima de

parâmetros, conforme ilustrado na Tabela 6.

Tabela 6 – Parâmetros de treinamento
Parâmetro Instância Valor

Tamanho de episódio Ambiente 5000 passos
β Função de Recompensa 0,5
γ Agente 0,99

Passos de Treinamento Agente 100000 passos
Tamanho de lote Agente 1024 passos

Taxa de aprendizagem Agente Função: [0,01 −→ 0,001]

Fonte: Elaboração Própria, 2024.

Cada parâmetro foi selecionado com base na sua contribuição para a eficiência e

eficácia do algoritmo.

O tamanho do episódio foi escolhido tendo em vista que 5000 passos foram suficien-

tes para que as equações de Izhikevich promovessem os potenciais de ação e que a ação imposta

fosse observada, equilibrando, também, um tamanho de episódio eficiente computacionalmente.

O parâmetro β foi escolhido através do método grid search e, também, foi levado

em consideração a padronização de ordens de grandeza entre os componentes da função de

recompensa 3.3: variância dos estados e ações implementadas. Utilizou-se o método evaluate−

policy da biblioteca Stable-baselines3 para avaliar o desvio padrão e a recompensa em 10 épocas.
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Dessa forma, o valor final escolhido que melhor equilibrou os resultados foi 0,5.

O parâmetro γ foi escolhido dado um critério de projetista, escolhido próximo a

1 para que as recompensas futuras fossem compensadas tanto quanto as imediatas, a fim de

promover um aprendizado mais rápido.

Os passos de treinamento foram definidos em 100000 para equilibrar a taxa de

aprendizagem e a média de recompensa por episódio treinado. Na Figura 16 é demonstrada

uma inclinação positiva durante o treinamento e atingimento do platô ao final, demonstrando um

tamanho de passos de treinamento propício para a estabilidade do aprendizado.

O tamanho de lote foi escolhido de forma a acentuar a velocidade de iteração do

algoritmo. Usualmente, é utilizado um tamanho equivalente a 64 passos, mas a fim de promover

a rapidez do treinamento, foi observado que 1024 passos mostrou-se um valor propício sem que

interferisse na função de recompensa de forma acentuada.

A taxa de aprendizagem foi escolhida como uma função linear que começa em

um valor mais alto para explorar o espaço de ação amplamente e, gradualmente, diminui para

permitir uma convergência refinada. Este método assegura um equilíbrio entre exploração e

explotação, crucial para a aprendizagem em ambientes dinâmicos.

Figura 16 – Função de recompensa durante treinamento.

Fonte: Elaboração Própria, 2024.

4.2 Análise gráfica da dessincronização

A análise visual da atuação do modelo na dessincronização é representada na Figura

17, demonstrada em apenas 2 neurônios para facilitar a visualização.
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Figura 17 – Atuação do sinal de ação.

Fonte: Elaboração Própria, 2024.

Ainda, a fim de visualizar a dessincronização do conjunto, a Figura 18 representa

para 50 neurônios a atuação do sinal de ação no passo 20000.

Figura 18 – Disparos dessincronizados após ação.

Fonte: Elaboração Própria, 2024.

Em linhas gerais, a dessincronização também pode ser visualizada através da média

dos potenciais do conjunto de neurônios, ilustrado para 1000 neurônios na Figura 19. Semelhante

à média, a variância é onde a função de recompensa - Equação 3.3, atua para que essa atenuação

ocorra.

4.3 Visão analítica

Fazendo uso da Equação 3.6, foi calculada a relação de desvios padrões das médias

dos estados antes e após a ação da corrente aplicada:
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Figura 19 – Atenuação da média dos potenciais.

Fonte: Elaboração Própria, 2024.

S =
std[Xantes]

std[Xdepois]
=

19,75
5,95

= 3,32.

A energia expendida pela corrente do agente também foi calculada através da Equa-

ção 3.5:

ERMS = 0,68 J.

Observou-se uma diminuição significativa na divergência KL, conforme ilustrado

na Figura 20, indicativo de uma redução na exploração do agente à medida que o treinamento

avança. Inicialmente, com uma taxa de aprendizagem elevada, o agente demonstra uma tendência

a explorar amplamente. Contudo, com a diminuição linear desta taxa, a divergência KL também

decresce, indicando uma abordagem mais conservadora na relação entre as políticas nova e

antiga, refletindo o ajuste fino entre exploração e explotação no aprendizado por reforço.

Figura 20 – Divergência KL durante treinamento.

Fonte: Elaboração Própria, 2024.
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4.4 Estudo da frequência de aplicação do sinal de ação.

Na busca por equilibrar a eficácia do tratamento e a conservação de energia, o modelo

adota uma estratégia de sinal de pulso com passagem definida pelo intervalo k. Esta abordagem

permite que o estímulo seja aplicado somente após k passos, com o objetivo de analisar a relação

custo-benefício entre a dessincronização neuronal eficaz e o consumo energético.

Na Tabela 7 são apresentados os valores de k utilizados e as consequentes relações

entre os desvios padrões das médias dos estados neuronais (S) e a energia RMS, fornecendo um

comparativo quantitativo da economia energética versus eficiência do estímulo.

Tabela 7 – Relação de k passos ignorados na ação e métricas de
avaliação.

k S ERMS

0 3,32 0,68
2 3,32 0,34
4 3,32 0,16
6 3,26 0,11
8 3,21 0,09
10 3,13 0,06
15 3,11 0,04

100 2,31 0,006

Fonte: Elaboração Própria, 2024.

Figura 21 – Análise gráfica de k x S.

Fonte: Elaboração Própria, 2024.

As Figuras 21 e 22 mostram:

– O valor de S, representado na Equação 3.6, permanece constante em 3,32 para k = 0, 2, 4

e depois diminui ligeiramente à medida que k aumenta.
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Figura 22 – Análise gráfica de k x Energia.

Fonte: Elaboração Própria, 2024.

– A energia, representada pela Equação 3.5, diminui com o aumento de k, sugerindo uma

relação inversa entre essas variáveis. Levando em consideração que o tempo de aplicação

do sinal apresentado na Figura 17 e para todas as simulações dos sinais na Tabela 7 foi

equivalente a 20000 passos, o cálculo da energia para N=1000 foi calculado por:

ERMS = 1000

√
1

20000

∫ 20000

0
I2
ext(t)dt.

– Para fins de visualização, k=100 foi omitido das figuras 21 e 22.

4.5 Comparativo com DBS tradicional.

Para avaliar o impacto do modelo proposto, uma análise comparativa foi realizada

contra o sinal DBS padrão, cujos parâmetros são delineados na Tabela 8, refletindo as configura-

ções convencionais utilizadas na prática clínica (POPOVYCH et al., 2017).

Tabela 8 – Sinal DBS
Tradicional.

Parâmetro Valor

Amplitude 0,5 pA
Frequência 130 Hz

Fonte: Elaboração Pró-
pria, 2024.

Conforme ilustrado na Figura 23, o sinal DBS padrão é eficaz na dessincronização

neuronal. Entretanto, a análise da energia consumida, utilizando a Equação 3.5, revelou um gasto
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energético de 0,05 J para o sinal padrão. Em contraste, o modelo proposto visa uma abordagem

mais eficiente, tanto em termos de eficácia quanto de conservação energética.

ERMS = 1000

√
1

20000

∫ 20000

0
I2
DBSnormal

(t)dt = 0,05 J.

Figura 23 – Aplicação de DBS padrão.

Fonte: Elaboração Própria, 2024.

A eficiência do sinal padrão pode ser quantificada pela taxa S, que compara a variação

no desvio padrão dos estados neuronais antes e após a aplicação do DBS. Para o sinal padrão,

a taxa S calculada foi de 2,04, indicando uma alteração significativa na atividade neuronal. A

discussão subsequente avaliará como esses achados se comparam com os resultados do modelo

proposto, enfatizando o potencial para melhorias na prática clínica da DBS.

SDBSnormal =
std[Xantes]

std[Xdepois]
=

19,65
9,6

= 2,04.
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4.6 Discussão dos resultados

Após avaliação do modelo, os resultados encontrados apresentaram-se satisfatórios

com os objetivos traçados. O modelo, por ser adaptativo, exige processamento de máquina para

treinamento acima da média, visto que de acordo com os parâmetros escolhidos, como passo de

simulação, tamanho de lotes, tamanho de episódio e passos de treinamento.

O treinamento do modelo de aprendizagem por reforço mostrou-se satisfatório

frente aos resultados encontrados, principalmente ao analisar a curva de recompensa ao longo

do treinamento, exposta na Figura 16, que, como esperado, atingiu valores elevados durante

o treinamento dado que o número de neurônios é diretamente proporcional à sua ordem de

grandeza. Para um conjunto de 1000 neurônios, a variância entre os estados foi somada para

cada passo de treinamento, bem como a soma das ações aplicadas. A função atingiu um platô ao

final do treinamento, o que demonstra uma estabilidade no aprendizado do agente.

Em termos analíticos, a relação de desvios padrões das médias (S) foi equivalente a

3,32. Comparada ao padrão comercial analisado através do sinal senoidal proposto, a capacidade

de dessincronização demonstrou ser superior. No entanto, a taxa de energia expendida foi

superior ao DBS padrão, como observado na Tabela 7, em que:

Ek=0

EDBSnormal

=
0,68
0,05

= 13,6.

Dessa forma, apenas analisando o modelo proposto sem um tratamento posterior do

sinal aplicado, a energia gasta é cerca de 14 vezes maior. Por isso, fez-se necessário o estudo da

frequência de aplicação do sinal de ação.

A investigação subsequente sobre a frequência de aplicação do estímulo identificou

um ponto ótimo em 15 passos ignorados, equilibrando eficiência energética e eficácia de des-

sincronização. Este achado sugere que, apesar do consumo energético inicialmente mais alto,

ajustes na estratégia de estímulo podem oferecer uma alternativa viável e até superior ao DBS

padrão em termos de economia energética e eficácia terapêutica, como demonstrado em:

Ek=15

EDBSnormal

=
0,04
0,05

= 0,8,

em que a energia da corrente proposta despende 80% da energia do DBS padrão.
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Contudo, a comparação direta com o modelo proposto por Krylov et al. (2021)

foi limitada pela diferença nos critérios de avaliação e na dinâmica neuronal dos modelos,

destacando a necessidade de futuras pesquisas para explorar essas diferenças em detalhes.
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5 CONCLUSÕES E TRABALHOS FUTUROS

Foi realizada a implementação de um algoritmo de aprendizagem por reforço para o

tratamento de estimulação cerebral profunda utilizando Otimização de Política Proximal a fim

de auxiliar no tratamento de sintomas da doença de Parkinson, em especial tremores, causados

pela sincronização de atividade neuronal em regiões cerebrais como o Glóbulo Pálido interno

(GPi). Conclui-se que:

– Foi implementado um algoritmo adaptável de aprendizado por reforço utilizando Otimi-

zação de Política Proximal para modular as correntes emitidas pelo DBS, atingindo a

dessincronização dos neurônios no GPi e a atenuação dos tremores;

– Foi conduzida uma análise detalhada da frequência de estimulações aplicadas pelo agente

de aprendizado por reforço, em que houve um equilíbrio ótimo encontrado entre eficiência

e consumo energético;

– Foi comparado o desempenho e a eficácia do modelo de sinal corrente proposto pelo

agente RL e o DBS tradicional, em que a metodologia adotada sugere maior vantagem na

utilização do modelo proposto.

Como limitações, ressalta-se o alto processamento requerido para as simulações,

visto que o treinamento do modelo de aprendizagem por reforço demandou diversas iterações e

épocas de treinamento com diferentes parâmetros a fim de atingir-se um resultado satisfatório.

5.1 Trabalhos Futuros

Como temas de trabalhos futuros, é sugerida a implementação da metodologia

aplicada para outros modelos de neurônios, como Hodgkin-Huxley, com alta plausabilidade

biológica. Além disso, sugere-se uma adaptação da linha de projeto para que o algoritmo

seja treinado considerando dois ambientes de simulação com equações de mais de um modelo,

garantindo o caráter híbrido. Por fim, aponta-se o estudo das interações e influência do modelo

treinado em outras regiões cerebrais conectadas com o Glóbulo Pálido interno, como o Tálamo e

o Glóbulo Pálido externo.
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