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RESUMO

O trabalho em questao visa propor uma arquitetura por intermédio da elaboracdo e prototipacdo
de solucdes em realidade aumentada que combinam detec¢do de objeto e transferéncia neural
de estilo. Ao longo do trabalho, serdo exploradas tecnologias para lidar com os desafios menci-
onados, além de apontar as limitacdes enfrentadas no desenvolvimento, como o desempenho
computacional, a complexidade dos modelos e a otimizagao dos resultados. Foi necessaria uma
pesquisa prévia para levantamento de tecnologias para deteccao de objeto, transferéncia neural
de estilo e realidade aumentada. Para a elaboragdo e prototipagdo do trabalho foram utilizadas
as tecnologias ARCore, YOLO, redes neurais convolucionais, Python, Pytorch e a biblioteca
OpenCV. Este trabalho apresenta o desenvolvimento de trés prototipos, sendo que o terceiro é
disponibilizado em duas versdes distintas: a original e uma versao aprimorada com a implemen-
tacdo de melhorias significativas de desempenho. Como resultado dos protétipos, destaca-se
no primeiro a utilizacao de deteccao de objeto e a manipulag¢do do objeto detectado, contudo,
no segundo destaca-se a integracdo entre a deteccao de objeto e a transferéncia neural de estilo
somente nos objetos detectados, mantendo todo resto da cena em sua forma original, ademais
como terceiro e tltimo protétipo manteve-se a funcionalidade do segundo protétipo, porém agora
cada classe dos objetos detectados terda um dos dois estilos escolhidos para o trabalho, que no
caso foram as obras "Self-portrait" de Pablo Picasso e “O Gato” de Romero Britto. Por fim, foi
considerado o desempenho das solu¢des desenvolvidas em certos contextos, para ser possivel
verificar a eficdcia e a adaptabilidade delas, mas podemos destacar a capacidade da solugao
rodar a mais de 60 quadros por segundo, no primeiro protétipo e cerca de 10 quadros no terceiro
protétipo, utilizando uma méaquina com placa grafica RTX 2060 para executar a solucdo em

ambos o0s casos citados.

Palavras-chave: Visao computacional. Python. Deteccao de objetos. Transferéncia neural de

estilo. Aprendizado de maquina. Redes neurais convolucionais.



ABSTRACT

The objective of this work is the development and prototyping of augmented reality solutions
that combine object detection and neural style transfer. Throughout the work, technologies will
be explored to address the mentioned challenges, in addition to highlighting the limitations
faced during development, such as computational performance, model complexity, and result
optimization. A preliminary research was required to survey technologies for object detection,
neural style transfer, and augmented reality. For the elaboration and prototyping of the work,
technologies such as ARCore, YOLO, convolutional neural networks, Python, PyTorch, and the
OpenCV library were utilized. This study presents the development of three prototypes, with
the third being provided in two distinct versions: the original and an enhanced version with
the implementation of significant performance improvements. As a result of the prototypes,
the first one emphasizes object detection and manipulation of the detected object, while the
second highlights the integration of object detection and neural style transfer exclusively on the
detected objects, preserving the rest of the scene in its original form. Furthermore, the third
and final prototype maintains the functionality of the second prototype, but now each class of
detected objects is assigned one of the two chosen styles for the work, specifically the works
"Self-portrait" by Pablo Picasso and "O Gato" by Romero Britto. Finally, the performance
of the developed solutions was considered in certain contexts to verify their effectiveness and
adaptability. Notably, the solution demonstrated the ability to run at over 60 frames per second
in the first prototype and around 10 frames in the third prototype, using a machine equipped with

an RTX 2060 graphics card to execute the solution in both aforementioned cases.

Keywords: Computer vision. Python. Object detection. Neural style transfer. Machine learning.

Convolutional neural networks.
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1 INTRODUCAO

Compreender o funcionamento e a elabora¢cdo de um aplicativo que utiliza Realidade
Aumentada € crucial para entendermos a capacidade de tecnologias digitais no processamento,
andlise e modificacdo de imagens e videos digitais. Realidade Aumentada (RA) se refere
a uma percepcao direta ou indireta, em tempo real, de um ambiente fisico do mundo real
aprimorado/melhorado pela adi¢do de informagdes virtuais geradas computacionalmente. Além
disso, a Realidade Aumentada €, a0 mesmo tempo, interativa e tridimensional enquanto combina
objetos reais e virtuais (CARMIGNIANI; FURHT, 2011).

E notério o crescimento e importincia da Realidade Aumentada para a inddstria,
como, por exemplo, o mercado de Realidade Aumentada e Realidade Virtual na drea de saide
que em 2020 equivalia a dois bilhdes de ddlares e espera-se que possua uma taxa de crescimento
anual composta de 27,2% entre os anos de 2021 e 2028 (Grand View Research, 2019). A
importancia da Realidade Aumentada ndo ocorre somente em dreas como a da Sadde, grandes
empresas como a Apple também investem em RA para o entretenimento, demonstrando isso
com o langcamento do seu dispositivo Apple Vision Pro, dispositivo focado em tarefas digitais
com o intermédio da Realidade Aumentada (APPLE, 2023a).

A Visao Computacional desempenha um papel fundamental na Realidade Aumen-
tada, por ter o objetivo de capacitar o computador a compreender o conteido de imagens digitais,
como fotografias e videos, possibilitando assim a sobreposi¢ao de informagdes virtuais sobre
essas representagdes visuais. No entanto, a Visdo Computacional € mais do que isso, ela é
um campo de estudo em constante evolucao, buscando desenvolver técnicas que permitam aos
computadores compreenderem plenamente o conteido das imagens digitais, como fotografias e
videos (BROWNLEE, 2019). Exemplos notdveis de aplicagdes da Visao Computacional incluem
classificar objetos em uma cena, o reconhecimento facial e até mesmo a detec¢do de objetos,
um elemento central para o desenvolvimento desse trabalho. Ademais, esse campo de estudo
também possui grande interesse por parte da industria, pois conforme o Grand View Research,
em 2021 o valor global do mercado de Visdao Computacional equivalia a 11,22 bilhdes de dolares
com taxa de crescimento anual composta de 7% de 2022 até 2030(Grand View Research, 2021).

Além da visdo computacional, outro ponto importante para a realidade aumentada é a
aprendizagem de maquina, definida como um conjunto de métodos que podem automaticamente
detectar padrdes em dados e, com os padrdes descobertos, prever dados futuros ou realizar outra

atividade, que pode ser de tomada de decisdo ou até de formas de coletas de dados, aumentando



assim a eficiéncia da analise dos dados (MURPHY, 2013). Contudo, Utilizaremos de visdo
computacional e aprendizagem de maquina em conjunto, para a elabora¢do de uma sequéncia de
experimentos visando uma solu¢do com realidade aumentada.

Portanto, o objetivo geral do trabalho é propor uma arquitetura que englobe Reali-
dade Aumentada, deteccao de objeto e transferéncia neural de estilo por intermédio de algoritmos
e técnicas avancadas de aprendizado de maquina. E importante salientar que essas tecnologias
serdo utilizadas e integradas no decorrer do desenvolvimento de protdtipos que utilizardo pelo
menos uma ou todas as tecnologias citadas anteriormente.

Para isso, é fundamental estabelecer objetivos especificos bem definidos. Nesse
contexto, é imprescindivel a realizacdo de uma revisdo bibliogréfica detalhada sobre as fer-
ramentas e tecnologias disponiveis pertinentes para a elaborag¢do do trabalho proposto. Com
o levantamento da revisdo bibliografica, ¢ importante utilizar um conjunto de algoritmos de
aprendizado de maquina que permita a detec¢do de objetos em tempo real e a possivel utilizagdao
de técnicas de aprendizagem de mdquina, como a transferéncia neural de estilo, em diversas
cenas. Com a criacdo adequada dos algoritmos, ocorre a integracdo deles para que a solucdo
aborde devidamente tais funcionalidades propostas. Além disso, € necessario avaliar a solucao
em sua aplicagdo funcional, garantindo que ela atenda plenamente as necessidades do usuario e
ofereca uma experiéncia satisfatoria.

Os protétipos propostos possuem vérias areas de aplicagdes, como, por exemplo,
na manipulacdo de imagens digitais, que podem ser em tempo real ou ndo, por designers e
editores de video. Além de que, ao manipular o cédigo, desenvolvedores de softwares podem
entender melhor o funcionamento de tais tecnologias e como fazé-las funcionarem em conjunto.
Contudo, a utilizagdo dos prot6tipos ndo se restringe exclusivamente a especialistas técnicos e
profissionais, podendo ser utilizado pelo publico geral, assim como ocorre com filtros animados
nas redes sociais.

Existem trabalhos relacionados que abordam tépicos semelhantes ao presente estudo.
Por exemplo, em um trabalho anterior ((KADISH et al., 2021)), foi explorada a utilizacdo da
transferéncia neural de estilo para criar um conjunto de dados capaz de ensinar um algoritmo a
identificar pessoas em obras de arte. Nesse estudo, foi desenvolvido um cédigo que gerou um
conjunto de dados por meio da transferéncia neural de estilo, usando como base outro conjunto
de dados conhecido como COCO. Vale ressaltar que o COCO é composto por imagens fotogra-

ficas, o que significa que ndo inclui imagens pintadas, desenhadas ou geradas artificialmente.



Consequentemente, quando um modelo treinado com o COCO se depara com imagens de obras
de arte, pode enfrentar dificuldades na identificacdo de objetos nelas.

Além de criar o conjunto de dados, o cddigo permitiu também treinar e testar um
modelo de deteccdo. O repositério do codigo pode ser acessado através deste link: https:
//github.com/dkadish/Style-Transfer-for-Object-Detection-in- Art. Essa abordagem oferece
a capacidade de detectar objetos em imagens que ndo sdo fotogrificas, como as encontradas
em museus e em bancos de dados online. Embora o enfoque principal do trabalho tenha sido
a deteccdo de pessoas, € importante ressaltar que a mesma metodologia pode ser aplicada a
deteccao de outras classes de objetos (KADISH et al., 2021).

Outro trabalho que, assim como o presente trabalho, mesclou o uso de detec¢do
de objeto com realidade aumentada foi o trabalho de (LE et al., 2021), nesse trabalho os
autores criaram um conjunto de dados para detec¢ao de cards por meio de uma aplicacao em
um dispositivo 10S, para sobrepor via camera do dispositivo, recursos digitais em realidade

aumentada na exata localizag¢do desses cards detectados.


https://github.com/dkadish/Style-Transfer-for-Object-Detection-in-Art
https://github.com/dkadish/Style-Transfer-for-Object-Detection-in-Art
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2 REFERENCIAL TEORICO

O objetivo do capitulo se estabelece em apresentar a fundamentagdo tedrica que
embasa o trabalho a ser desenvolvido, além de fornecer um contexto tedrico para andlise e
discussao dos resultados. Logo apresentaremos os conceitos de Visdo Computacional, Reali-
dade Aumentada, Object Recognition e Transferéncia Neural de Estilo. Estes conceitos serdao

importantes na execuc¢do das experimentacdes propostas.

2.1 Visao Computacional

Visdo computacional € um campo de estudo que visa compreender os contetidos de
imagens digitais extraindo informagdes delas, podendo ser um objeto especifico, uma descri¢ao
textual ou um modelo tridimensional, por meio de métodos que tentam reproduzir a capacidade
da visd@o humana. Além disso, visdao computacional é um campo multidisciplinar que pode
ser referenciado como um subcampo da inteligéncia artificial e da aprendizagem de maquina
(BROWNLEE, 2019).

O desafio da area consiste, de forma bastante simplificada e objetiva, em auxiliar
os computadores a terem as mesmas percepcoes que os seres humanos tém ao visualizar uma
imagem fotografica ou video. Pode aparentar ser facil fazer o computador adquirir informacdes
a partir de uma imagem, pois isso € uma caracteristica inerente a quase todos os seres humanos,
mas a visdo humana é extremamente complexa. E mesmo apds décadas de estudos, a visdo
computacional ainda se encontrava sem solucdo, pelo menos sem solugdes para alcancar algo
parecido com as capacidades visuais humanas (BROWNLEE, 2019). Esse desafio € aumentado
pela nossa incapacidade de entender como a nossa visdo funciona, mesmo com estudos de
biologia com foco em entender seu funcionamento e a interpretacdo do cérebro para a informacao
recebida pela visdao, mas como qualquer estudo que envolve cérebro, hd muitos estudos a serem
feitos sobre (BROWNLEE, 2019).

Todavia, houve muito progresso no campo, especialmente aplicado a sistemas de
seguranca automotiva, biometria para reconhecimento de digitais e até mesmo reconhecimento
facial presente em smartphones e cameras (BROWNLEE, 2019). As mais populares solu¢des
que utilizam visdo computacional envolvem reconhecimento de objetos em fotografias ou videos,
como, por exemplo, classificacdo, identificacio ou verificacdo de objetos em uma midia visual

digital (BROWNLEE, 2019).
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2.2 Redes Neurais Artificiais

Existem diversas formas de se implementar elementos de Visdo Computacional, uma
forma bastante comum € a aplicagdo das Redes Neurais Artificiais (RNA). As Redes Neurais
Artificiais sdo um tipo de processo de aprendizagem de maquina que utiliza nés ou neurdnios
interconectados em camadas, baseados numa simplificacdo matematica do funcionamento do
cérebro. Também sdo sistemas adaptativos que permitem aos computadores aprender com
erros e melhorar-se constantemente. Dentre suas capacidades, podemos citar o fato das Redes
Neurais poderem resumir documentos e reconhecer rostos (AMAZON, 2023). Para fins de
exemplificacdo, outra aplicacio que utiliza de Rede Neural, assim como a Visdo Computacional,
seria o processamento de linguagem natural (PLN) o qual € a capacidade de processar textos
criados por seres humanos assim como faz o ChatGPT ! e aplicacdes semelhantes, contudo nio
iremos nos aprofundar em PLN, pois nao € o foco do trabalho em questao.

O funcionamento de uma Rede Neural bésica terd neurdnios artificias interconectado

em trés camadas, como demonstra a Figura 1.

Figura 1 — Camadas de uma Rede Neural Artificial bésica.

Input Layer  Hidden Layer 1  Hidden Layer2  Output Layer
784 128 64 10
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Loss Layer
(cross-entropy)
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Fonte: https://aws.amazon.com/pt/what-is/neural-network/

A camada de entrada é responsdvel por receber as informagdes do mundo externo.
Nessa camada se situam os nés de entradas que processarao os dados, analisardo ou categorizarao

esses dados e os encaminham para a proxima camada por meio dos nds. As proximas camadas

' ChatGPT é um modelo de linguagem desenvolvido pela OpenAl que pode gerar texto coerente e contextual.

Disponivel em https://openai.com/chatgpt. Acesso em: 20 de nov. de 2023


https://aws.amazon.com/pt/what-is/neural-network/
https://openai.com/chatgpt
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sdo conhecidas como camadas ocultas, essas camadas usam as entradas geradas pela camada
de entrada ou de outras camadas ocultas. Cada camada oculta analisa o resultado da camada
anterior, processa-o ainda mais e o encaminha para a pr6xima camada. Por fim, essas entradas sdo
processadas até chegar na camada de saida, essa camada € responsdvel por fornecer o resultado
de todos os dados processados pela rede neural artificial.

A ultima camada pode ter um ou vérios nos, dependendo do tipo de resultado que
ela serd responsdvel por fornecer no final do processamento. Ou seja, em um cendrio no qual a
Rede Neural tem como resultado a existéncia ou ndo de um objeto em cena, sé seria necessario a
existéncia de um s6 n6 na camada de saida, pois o resultado seria tnico: falso ou verdadeiro (0
ou 1). Mas caso a Rede Neural seja responsdvel por fornecer a classe do objeto presente em uma
cena, seria necessdrio mais nos, pois cada né demonstraria o valor relativo a possivel classe do
objeto na cena recebida na camada de entrada.

As Redes Neurais também podem ser profundas, isso ocorre quando a Rede Neural
possuir varias camadas ocultas, com milhdes de neurdnios/nds interligados. Nesse tipo de Rede
Neural, hd métricas chamados pesos que representam as conexdes entre um no e outro. Caso o
peso entre os nds sejam positivos, eles terdo afinidades, contudo, se tiverem peso negativo se
reprimirdo. NOs com maiores pesos tem mais influéncia nos outros nds. Dado que Redes Neurais
Profundas possuem milhdes de nés na sua estrutura, para seu devido funcionamento, ela exige
de muito mais treinamento, com milhdes de exemplos de dados de treinamento, enquanto outras
Redes Neurais simples precisam de apenas centenas ou milhares (AMAZON, 2023).

Os tipos das Redes Neurais sdo categorizados com base em como os dados fluem do
né de entrada para o n6 de saida. dentre os tipos se pode citar as Redes Neurais Feedforward,
no qual o processamento dos dados sé ocorrem em uma direcdo, do n6 de entrada para o n6 de
saida. Nesse tipo de Rede Neural, cada n6 de uma camada estd conectado com todos os nds da
préoxima camada.

Outro tipo € o tipo com Algoritmo de Backpropagation. Esse tipo de Rede Neural
aprimora o resultado aumentando o peso entre os ndés que possuem valores mais precisos e
diminuindo os pesos entre os nds que resultaram em valores ndo esperados na camada de saida.
Isso € possivel pois esse algoritmo age da camada de saida até a camada de entrada.

Por fim, outro tipo de Rede Neural, que serd de suma importancia para esse trabalho,
por serem muito uteis para a classificacdo de imagens, € a Rede Neural Convolucional. Nesse tipo

de Rede Neural, as camadas ocultas executam fun¢des matemadticas especificas, como resumo ou



13

filtragem. Dessa forma, € possivel extrair recursos relevantes das imagens. Cada camada oculta

extrai e processa recursos diferentes como bordas, cores e profundidade (AMAZON, 2023).

2.3 Realidade Aumentada

Umas das defini¢Oes mais amplas e aceitas € a proposta por Azuma em 1997, de
acordo com ele, a realidade aumentada deve seguir as seguintes trés caracteristicas (AZUMA,
2001):

1. Combinar objetos reais e virtuais em um ambiente real;
2. Funcionar interativamente em tempo de execucao;
3. E alinhar objetos virtuais e reais entre si;

Com realidade aumentada, as informagdes digitais fardo parte da realidade, complementando-
0, pelo menos na percep¢ao do usudrio. Enquanto na realidade virtual o usudrio estard com-
pletamente imerso em um ambiente gerado computacionalmente, sem qualquer interacdo com
informacdes do mundo real (SCHMALSTIEG; HOLLERER, 2016).

A realidade aumentada esta se tornando cada vez mais popular para aprimorar jogos
computacionais. Dispositivos como o Oculus Rift da Meta e o HoloLens da Microsoft recebem
uma grande atencdo do publico e, por conseguinte, do mercado focado em realidade Aumentada
(SCHMALSTIEG; HOLLERER, 2016). A ingressdo mais a fundo em RA de grandes empresas
como a Apple, comprovam esse ponto (APPLE, 2023a).

A realidade aumentada encontra-se mais proxima do ambiente real, ou seja, é
adicionado um objeto virtual em torno de um ambiente real, isso é exemplificado no conceito de
Continuum Realidade- Virtualidade de Milgram, o qual € um espectro que situa as tecnologias
que perpassam entre o ambiente real e o ambiente virtual. Do Continuum, podemos citar outros
objetos de estudos como a virtualidade aumentada, que se encontra mais proximo da realidade
virtual, ou a realidade misturada, que engloba as duas formas de visualiza¢do de dados do mundo
real e virtual por meio da realidade aumentada e da virtualidade aumentada, como mostrado na
Figura 2.

Apesar de que, em um primeiro momento, ser comumente alinhado com a experiéncia
de Realidade Aumentada para algo predominantemente visual, (AZUMA, 2001) abrange a sua
defini¢do ndo somente para aquilo que conseguimos ver, mas também para o que sentimos com
os outros sentidos.

Ha diversas formas para aplicacdo de uma realidade aumentada, alguns pesquisadores
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Figura 2 — Continuum Realidade-Virtualidade de Milgram.

Ambiente real I LGS Ambiente virtual

i i Realidade aumentada Virtualidade aumentada i i

<l-

Fonte: https://www.researchgate.net/figure/Continuo-Real- Virtual-adaptado-de-Milgram-and- Kishino- 1994-e-T
ori-and-da-Silva_figl 342298366

Continuum de Milgram >

se referem a remover um objeto de um ambiente real para sobreposicao de um objeto virtual como
realidade mediada ou realidade diminuida, mas para Azuma(AZUMA, 2001), essa caracteristica
de remocdo de objeto seria vertente da Realidade Aumentada e ndo uma defini¢ao totalmente

distinta.

2.3.1 Historia

O comeco da Realidade Aumentada, como € conhecida atualmente, ocorreu na
década de 60 em um trabalho de Ivan Sutherland (ver figura 3), o qual usou um head-mounted
display ou head-worn display (HMD) um dispositivo tecnoldgico semelhante a um 6culos que
possui uma tela capaz de providenciar imagem em frente aos olhos do usudrio (AZUMA, 2001).

Apesar do seu inicio na década de 60, apenas na década de 90 que o interesse pela
tecnologia cresce, somando pesquisas o suficiente para que RA pudesse ser caracterizada como
um campo de pesquisa. Na mesma década, mais precisamente em 1997, Azuma publicou
uma pesquisa que define o campo, além de descrever diversos problemas e resumir a evolugdo
da tecnologia. A partir disso, o crescimento da Realidade Aumentada € notavel, constando
com varios eventos, incluindo Workshop e Simpdsios internacionais para RA e também para
Realidade Mista. Além de eventos, surgem organizagdes focadas na tecnologia, onde se destaca
Mixed Reality Systems Lab no Japao e Arvika Consortium in Germany. Todos esses eventos
aconteceram ainda na década de 90, assim como o surgimento dessas companhias (AZUMA,
2001), demonstrando o interesse em comum do mundo na época e na atualidade (Grand View
Research, 2021).

Contudo, com o crescimento da velocidade disponivel para redes sem fios e a

rapida evolucao tecnoldgica, pesquisadores tiveram avangos no design de HMD, possibilitando


https://www.researchgate.net/figure/Continuo-Real-Virtual-adaptado-de-Milgram-and-Kishino-1994-e-Tori-and-da-Silva_fig1_342298366
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Figura 3 — Sword of Damocles, por Ivan Sutherland (Primeiro HMD com Realidade Virtual).

Fonte: https://www.researchgate.net/figure/Sword-of-Damocles-by-Ivan-Sutherland- First-computer-connected
-VR-system_fig3_348233163

melhorias em tecnologia dptica, microdisplays e miniaturizacio de eletronicos. Porém, o Helmet
Display (HMD) nao € a tnica categoria de dispositivos de visualizacdo utilizada para a realidade
aumentada, pois além dela existem mais duas outras categorias de dispositivos de visualizacao
principais para a atividade de Realidade Aumentada(CHEN et al., 2019), as quais sdo:

1. A categoria de displays portéteis ou handheld device display, categoria de dispositivo
que sdo muito leves, pequenos e sua popularidade se deve principalmente por conta dos
smartphones, por meio da perspectiva de filmagem de video de tais dispositivos.

2. A categoria de outros dispositivos com telas, como, por exemplo, telas de computadores
pessoais, que podem manipular a cena do mundo real combinando o que € capturado por
uma camera com um modelo tridimensional gerado pelo computador e transmitido para
um monitor de mesa.

3. A categoria de tecnologia de registro 3D, esse tipo de tecnologia permite que imagens
virtuais sejam projetadas/sobrepostas com precisdo no ambiente real.

4. A categoria de interacdo inteligente, nessa categoria ocorre a relacao com os tipos citados
anteriormente. Contudo, além desse relacionamento, ocorre a interagdo por dispositivos

hardwares, por localiza¢do ou outra forma. Com o desenvolvimento dessa categoria,


https://www.researchgate.net/figure/Sword-of-Damocles-by-Ivan-Sutherland-First-computer-connected-VR-system_fig3_348233163
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a realidade aumentada ndo apenas sobrepde informagdes virtuais a cenas reais, como
também permite a interacdo entre pessoas e objetos virtuais em cenas reais. Ou seja,
caso ocorra uma interacdo com algum objeto virtual, esse objeto dard algum feedback,

permitindo que o publico da aplicagdo tenha uma melhor experiéncia.

2.3.2 Frameworks e bibliotecas

Atualmente, existem muitas ferramentas que automatizam tarefas de RA e implemen-
tam diversos algoritmos que podem ser utilizados para se construir aplicacdes utilizando essas
tecnologias. Nessa subsecao, serao listadas ferramentas utilizadas na elaborac¢ao de solucdes em

realidade aumentada e de forma cronoldgica.

2.3.2.1 ARToolKit

ARToolKit € uma biblioteca de Realidade Aumentada desenvolvida em 1999 por
Hirokazu Kato no Instituto de Ciéncia e Tecnologia Nara e lancado pela Universidade de
Washington HIT Lab. Basicamente é uma biblioteca de computagdo visual para rastreamento
que permite o usudrio criar aplicacdes em realidade aumentada. Seu funcionamento se baseia
na capacidade de calcular em tempo real a posicao real da cimera e a sua orientacao relativa a
marcadores fisicos para que, com essas informacdes, rastrear e posicionar objetos virtuais em
um espago tridimensional. Portanto, a partir do momento em que a posicao real da camera €
calculada, uma camera virtual pode ser posicionada na mesma exata posicao e modelos graficos
computacionais tridimensionais podem ser desenhados para sobrepor os marcadores (FURHT
B.; LIVINGSTON, 2011).

Com o sucesso do ARToolKit, foi criada uma versao estendida do mesmo chamada
de ARToolKitPlus, no entanto, em 2011 j4 ndo estava mais sendo desenvolvida e possuia um

sucessor: Studierstube Tracker. (CARMIGNIANI; FURHT, 2011)

2.3.2.2 Studierstube Tracker

O conceito do Studierstube Tracker € muito parecido com o do seu antecessor
ARToolKitPlus, que por sua vez era também muito parecido com a sua versao mais bdsica,
o0 ARToolKit. Contudo, ao contrario do ARToolKit e ARToolKitPlus, o Studierstube Tracker

possuia um cddigo base completamente diferente e ndo era open-source, fazendo-o nao ter seu
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codigo disponivel para livre uso.

Ele suporta telefone moveis e na sua versdo Embedded System (ES), também suporta
computadores pessoais, caracteristica essa que trouxe muitas vantagens ao Studierstube Tracker
como necessitar somente de 100 KB (algo em torno de 5 a 10 porcento do que era necessario
para o ARToolkitPlus) e capaz de um processamento extremamente rapido, conseguindo alcancar
o dobro da capacidade de processamento do ARToolKitPlus em dispositivos méveis e capaz de

chegar a 1ms por frame nos computadores (CARMIGNIANI; FURHT, 2011).

2.3.2.3 ARKit

Studierstube Tracker e Studierstube ES suporta a plataforma do Iphone, no entanto,
ndo sdo open-sources, o que ¢ um empecilho para os desenvolvedores da plataforma. Para
auxiliar os desenvolvedores do Iphone, a Apple cria o framework ARKit, o qual € um conjunto
de classes que permitem aos desenvolvedores implementarem realidade aumentada em qualquer
aplica¢do do Iphone sobrepondo informagdes, que geralmente sdo geograficas na visdo da camera
(CARMIGNIANI; FURHT, 2011).

Atualmente o ARKit estd na sua sexta versao, permitindo videos em defini¢ao
4K, suporte a video HDR e captura de imagens de fundos em alta resolu¢do. Entre as suas
caracteristicas podemos citar a geometria da cena que permite criar um mapa topolégico do
espaco capaz de identificar o piso, parede, telhado, janelas, portas, etc. (APPLE, 2023Db).

Os dispositivos como o Iphone 12 Pro e 12 Pro Max ou até mesmo o iPad Pro de 11
polegadas, possuem a tecnologia LiDAR integrada, essa tecnologia € um acronimo para Light
Detection and Ranging e seu funcionamento basicamente se resume a emitir um laser por um
transmissor e essa luz serd refletida por objetos em cena. A luz refletida serd detectada pelo
sistema que saberd o tempo de voo ou time of flight(TOF) e com isso serd descoberta a distancia
para o objeto em cena atingido pelo laser (SYNOPSYS, 2023). Com essa tecnologia, o ARKit
consegue deteccdes de planos extremamente rapidas, permitindo a colocagdo instantanea de

objetos de Realidade Aumentada no mundo real sem a necessidade de scanner (APPLE, 2023b).

2.3.2.4 ARCore

ARCore € a plataforma do Google para criacdo de experiéncias em realidade au-
mentada. Ele permite varias funcionalidades para os smartphones, como detectar o ambiente e

entender o mundo ao redor, além de permitir que o usudrio interaja com as informagdes. Apesar
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de ser do Google, o qual foi o comprador da empresa responsavel pelo Android, e ter como
principal rival de mercado do Android a Apple, o ARCore é disponivel para dispositivos da
Apple, além de também ser disponivel para o Android (GOOGLE, 2023c).

Seu funcionamento acontece essencialmente em acompanhar a posi¢ao do seu dispo-
sitivo mével a medida que ele se move e a partir disso ter o seu proprio entendimento de mundo,
para isso ele utiliza de trés recursos principais (GOOGLE, 2023c):

1. O acompanhamento de movimento, que permite que o smartphone entenda e monitore a
posi¢do dele em relagdo ao mundo real. Para isso ele utiliza de recursos, algo parecido
de certa foma com os marcadores fisicos do ARToolKit. Com os recursos rastreados, o
ARCore verifica como esses pontos se movem ao longo do tempo. Contudo, combinando
o movimento dos pontos e as leituras inerciais do smartphone, o ARCore determina a
posicao e a orientagdo do smartphone conforme ele se move no espaco.

2. A compreensdo ambiental, que permite que o smartphone detecte e entenda o tamanho e
local de todos os tipos de superficies.

3. A estimativa de luz que permite que o smartphone estime as condicdes de iluminagdo
atuais do ambiente.

O ARCore encontra-se atualmente na versdao 1.37.0 e oferece recursos como se-
mantica de cena que é um recurso que facilita a compreensao do mundo ao redor do usudrio,
por oferecer detalhes mais minuciosos sobre a cena ao redor. Outro recurso interessante sao
as ancoras na cobertura, 0s quais sao um novo tipo de ancora geoespacial que ajuda a ancorar
contetido em uma cobertura (GOOGLE, 2023b). Ancoras geoespacial é a localizacio do item
no mundo real a ser utilizado pela tecnologia, seja para sobrescrever ou colocar numa posi¢cao

relativa ao item do mundo real com um item virtual.
2.3.3 Comparagao entre os frameworks de realidade aumentada

Dentre os frameworks para realidade aumentada citados, somente o ARToolKit,
ARK:Iit e ARCore estdo atualmente recebendo atualizagdes. Apesar do ARToolKit permitir o
desenvolvimento de software para uma vasta gama de plataformas como 10S, Android, macOS,
Windows e Linux (VAUGHAN; LAMB, 2023), o ARCore e o ARKit possuem o respaldo das
maiores gigantes tecnoldgicas existentes no momento, Google e Apple, respectivamente. Esse
fato contribui para maior qualidade de documentagdo para o desenvolvimento e uma comunidade

maior e mais ativa.
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No entanto, o ARKit, como muitos outros produtos da Apple, restringe o acesso
aos seus softwares para dispositivos Apple, o que pode ser limitante se nao houver dispositivos
Apple disponiveis para o desenvolvimento. Portanto, no trabalho em questdo, optou-se pelo
ARCore como framework escolhido. A escolha se baseou na capacidade de testar o aplicativo em
dispositivos Android e, a0 mesmo tempo, no fato de o ARCore também oferecer funcionalidades

que funcionam adequadamente em dispositivos 10S.

2.3.4 Aplicagoes com Realidade Aumentada

Nesta secdo serdo listadas aplicagdes que utilizaram da tecnologia de realidade
aumentada, sintetizando o funcionamento basico de cada uma delas.

Tiveram vérios jogos que quiseram utilizar da realidade aumentada para incrementar
a imers@o dos usudrios para com o jogo. Entre os mais famosos podemos citar o ARQuake
langado em 2002, versdo de realidade aumentada do famoso jogo de tiro em primeira pessoa
Quake. Para o jogo, cada jogador deveria vestir um sistema de realidade aumentada que consistia
em um notebook posicionado em uma mochila que possuia vérios sensores (como demonstrado
na Figura 4) para rastrear a posi¢do, incluindo um Global Positioning System (GPS) para
orientacdo e uma camera também para o rastreamento de visdo computacional baseado em
marcadores (GU; DUH, 2011).

Dois anos depois foi lancado o AR-Soccer, o primeiro jogo em realidade aumentada
portatil (GU; DUH, 2011). AR-Soccer € um jogo de smartphone que o jogador podia chutar uma
bola virtual em uma trave virtual e, com a utilizagdo da camera do dispositivo mével, o chute ser
calculado pelo rastreamento realizado pela camera do dispositivo (ver figura 5).

Seu funcionamento era visto pelos seus criadores como uma variante do famoso jogo
Pong. Contudo, por limita¢do dos dispositivos da época, o jogo enfrentava problemas por conta
da baixa quantidade de quadros durante seu funcionamento (cerca de 5 a 7 quadros por segundo)
exigindo que os jogadores chutassem lentamente para que seu movimento fosse calculado pelo
algoritmo (PAELKE et al., 2004).

A lista de jogos € grande, porém poucos podem se comparar com 0 sucesso estron-
doso que teve o Pokémon GO. Nas primeiras semanas de julho de 2016, o jogo comegou a ser
baixado em vdrios paises € comegou a ser um sucesso mundial. Seu sucesso ndo se resume a
apenas a uma boa implementacdo por parte dos desenvolvedores ou pela simplicidade de seu

uso, a franquia Pokémon se expandia pela cultura de diversos paises e se estabelecia como um
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Figura 4 — Jogadores utilizando os itens necessarios para jogar ARQuake

Fonte: https://www.tinmith.net/arquake/

caso de sucesso por décadas (HHORTH; RICHARDSON, 2017).

O jogo, assim como a sua série animada, se passa em um mundo no qual existe
monstrinhos que os humanos os procuram, os capturam e os utilizam em batalhas. Tendo
isso mente, a funcionalidade se resumia em andar no mundo real, passar préximo a um desses
monstrinhos e captura-los para coleciond-los e treind-los para serem utilizados em batalhas. A
realidade aumentada € utilizada na parte de captura desses bichinhos, pois o aplicativo utiliza a

camera para mostrar o monstro a ser capturado sobreposto ao mundo real capturado pela cAmera

do smartphone (G1, 2015).

2.4 Object Recognition

Object Recognition é um termo geral que abrange uma colecdo de tarefas relacionadas
a visdo computacional que envolve, como o nome sugere, o reconhecimento de objetos digitais
em uma midia visual digital (BROWNLEE, 2019) (ver figura 6).

Dentre as tarefas englobadas pelo Object Recognition, temos as tarefas de:
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Figura 5 — A trave do gol e a bola virtual no jogo AR-Soccer

Fonte: (GU; DUH, 2011)

Figura 6 — Visdo geral das tarefas de Visdo Computacional de Object Recognition

Object Recognition
o it bt seakaion
Object Detection
Object
Segmentation

Fonte: (BROWNLEE, 2019)

1. Image Classification, cujo objetivo € prever o tipo ou a classe de um objeto na ima-
gem, esperando como entrada para processamento uma imagem com objetos para serem
classificados e como saida do processamento uma etiqueta indicando a classe do objeto
reconhecido.

2. Object Localization, que localiza a presenca do objeto em uma imagem e indica a sua
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localizag@o por meio de uma caixa ao redor da imagem localizada. Ou seja, essa tarefa
tem como entrada uma imagem com objetos e terd como resultado caixas que delimitam o
objeto localizado.

3. Object Detection, seria a jun¢do do Image Classification e do Object Localization, portanto
essa tarefa tem o objetivo de localizar a presenca de um objeto em uma imagem digital e
delimitar sua posicao.

4. Além dessas tarefas, existe o Object Segmentation, também chamado de Object Instance
Segmentation ou Semantic Segmentation. Nesse tipo de tarefa os objetos sdo destacados
na exata silhueta do objeto, por meio de seus pixels, ao invés de uma caixa em torno do

objeto, como acontece com o Image Classification.

2.4.1 YOLO: You Only Look Once. Detecgdo de objeto em tempo real

Nessa subsec¢ao serd tratado a histéria e desdobramentos acerca da ferramenta de de-
teccdo de objeto YOLO. Essa ferramenta surgiu com niimeros tdo bons quanto outras ferramentas
ja estabelecidas como SSD, Faster R-CNN, RetinaNet, etc. Apesar da gama de ferramentas no
mercado, a escolha do YOLO para o trabalho em questdo se deve por ser uma das mais velozes
do mercado de detecc@o de objeto, além de manter alta taxa de precisdo, dando margem de
desempenho para aplicar novas funcionalidades a detec¢do de objeto por meio do desenvolvi-
mento desse trabalho. Além disso, o YOLO € bem documentado, o que é de grande ajuda para o
desenvolvimento que utilizard essa ferramenta.

Em 2015, Joseph Redmon, Santosh Divvala, Ross Girshick e Ali Farhadi apresentam
ao mundo YOLO uma nova abordagem para detecc@o de objeto, o You Only Look Once (YOLO).
O YOLO se destaca dentre as outras ferramentas de deteccao de objeto, pois, ao contrario dos
métodos de deteccio de objeto j4 existentes que geralmente necessitam localizar cada um dos
objetos em cenas e identifica-los posteriormente, o YOLO dividia a imagem que seria utilizada
para deteccdo de objeto em pequenas caixas inferindo a probabilidade das possiveis classes dos
objetos em cenas em cada uma das caixas dividas anteriormente, o que € bem mais rapido em
termos de desempenho (ver figura 7) (REDMON et al., 2016).

A figura 7 demonstra o funcionamento do YOLO, ele divide a cena que estd sendo
processada em pequenos quadrados, cada quadrado terd uma classe que serd definida pelo YOLO.
No final do processamento, a rede neural juntard os quadrados de mesma classe e definird que até

os limites desses quadrados estd todo o objeto da classe detectada, que no caso foi o cachorro, a



23

Figura 7 — Funcionamento do YOLO para deteccdo de objeto
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Fonte: (REDMON; FARHADI, 2016)

bicicleta e o carro, demonstrados pela indicacdo quadrangular de cor amarela, vermelha e verde,
respectivamente.

Além dessa forma de deteccdo do YOLO, outro ponto que favorece a otimizac¢ao
diretamente no desempenho de detecgdo € o fato de utilizar somente uma rede neural profunda
chamada de Darknet(REDMON; FARHADI, 2016). Rede neural profunda, em suma, € uma
rede neural com vdrias camadas ocultas (camadas que ficam entre a camada de entrada e a
camada de saida) com milhdes de neur6nios artificiais (AMAZON, 2023). Contudo, Darknet é
um framework de rede neural de c6digo aberto escrito em C e CUDA que o grupo responsavel
pelo framework também € conhecido pelo mesmo nome.

A fins de comparacdo, outro modelo de detec¢do de objeto como o R-CNN necessi-
tava de milhares de redes neurais para uma tinica imagem, permitindo o modelo YOLO ser mais
de mil vezes mais rapido que o R-CNN (REDMON; FARHADI, 2016), um ponto interessante
sobre os dois modelos € que o Ross Girshick, desenvolvedor do R-CNN, foi também um dos
autores e contribuidores do YOLO e depois se tornou pesquisador de Inteligéncia Artificial para o
Facebook (BROWNLEE, 2019). No lancamento do YOLO, o seu modelo base tinha capacidade
de processar imagens em tempo real a 45 quadros por segundo e na sua versdao menor chamada
de Fast YOLO conseguia processar incriveis 155 quadros por segundo. O YOLO, comparado
com sistemas de deteccdo de dltima geracdo, errava mais a localizacdo de objetos, porém era
menos suscetivel a predizer falsos positivos em objetos ao fundo da imagem (REDMON et al.,
2016).

Joseph Redmon, o principal nome no desenvolvimento do YOLO ficou responsavel
pelas proximas versoes até o YOLOv3, mas por questdes morais € éticas optou em parar o
desenvolvimento da ferramenta (YUAN, 2020). Apés a saida de Redmon, o YOLO passou

na mao de outras empresas como a chinesa Meituan, mas atualmente a Ultralytics que esta
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responsavel por ele.

YOLOVS € a ultima versao existente do YOLO e sera utilizada no trabalho, é uma
ferramenta estado da arte feito com base nos seus antecessores. Lancada em 12 de janeiro de
2023, essa versao teve uma série de melhorias de desempenho e funcionalidades, dentre as
funcionalidades existentes, além das ja citadas como a deteccio de objeto, classificagdo de objeto
e a segmentacao de objeto, nessa versao podemos também rastrear o objeto que quisermos e
também estimar a pose de um objeto em cena.

Na funcionalidade de rastreio ou track, o YOLO permite identificar a localizacao
do objeto e classificd-lo associando-o a um identificador que serd responsavel por tracar um

caminho onde o objeto identificado passou (ULTRALYTICS, 2022) (ver figura 8).

Figura 8 — Funcionamento da tarefa de rastreio do YOLOvS8
[l / \ i “\ e

Fonte: https://docs.ultralytics.com/modes/track/

Além de rastreio, outra funcionalidade presente no YOLOVS € a de estimativa de
pose, esse recurso envolve identificar a localizacdo de pontos especificos de uma imagem, esses
pontos sdo chamados de pontos-chave. Esses pontos-chave podem representar vdrias partes
do objeto como juntas, pontos de referéncias, etc. As localizacdes desses pontos-chave sdo

representados por coordenadas (ULTRALYTICS, 2023) (ver figura 9).

Figura 9 — Funcionamento da funcionalidade de estimativa de pose do YOLOv8

Fonte: https://docs.ultralyics.com/tasks/pose/
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Contudo, dentre as funcionalidades presentes no YOLOVS, para o projeto destacamos
o modelo de segmentagao (ver figura 10), que consta no YOLO desde a sua quinta versao. Object
segmentation, ou modelo de segmentagdo, como dito anteriormente, € um processo que, além de
detectar o objeto, a silhueta do objeto detectado € destacada. Esse serd a tarefa utilizada para o

desenvolvimento de nossos prototipos.

Figura 10 — Funcionamento de um modelo de segmenta¢do

person 0.90

Fonte: https://github.com/ultralytics/yolov5/releases

2.4.2 Transferéncia Neural de Estilo

A transferéncia neural de estilo é uma técnica que, normalmente, utiliza Redes
Neurais Artificiais para aplicar estilos de arte visual de uma imagem para outras. Essa técnica
permite transferir os estilos artisticos de uma imagem para outra, gerando resultados tnicos
e estilizados. Dessa forma, é possivel combinar caracteristicas visuais distintas e criar novas
obras de arte digitais. O algoritmo dessa técnica foi originalmente proposto por um grupo de
pesquisadores em um artigo intitulado “A Neural Algorithm of Artistic Style” publicado em
2015 (GATYS et al., 2015).

Redes Neurais Convolucionais ou Convolutional Neural Network (CNN) sdo a classe
de Redes Neurais profundas mais poderosa na tarefa de processamento de imagens. CNN

consiste em camadas de pequenas unidades computacionais que processam uma informacao
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visual de forma hierdrquica por feed-forward, ou seja, as informagdes fluem somente em uma
direcao, e essa direcdo seria das camadas de entradas para as camadas de saida. Cada camada
das unidades computacionais podem ser entendidas como uma cole¢do de filtros, no qual esses
filtros extraem uma caracteristica da imagem a ser processada. Além disso, cada camada tem
como saida diferentes versoes filtradas da imagem que estd sendo processada (GATYS et al.,
2015).

Redes Neurais Convolucionais, quando treinadas para reconhecimento de objetos,
elas desenvolvem a capacidade de aumentar a quantidade das informacdes sobre a imagem
enquanto o processamento hierarquico de suas camadas ocorrem. Portanto, a cada camada que a
imagem € processada, mais informacdes do contetido da imagem o algoritmo € capaz de captar,
ao invés de somente captar os valores dos pixels. As camadas superiores das Redes capturam o
contetdo de alto nivel em termos de objetos e sua disposi¢ao na imagem de entrada, enquanto
que as camadas inferiores simplesmente reproduzem os pixels da imagem original (GATYS et
al., 2015) (ver figura 11).

Os pesquisadores utilizam do espacgo de caracteristicas, também conhecido como
feature space das Redes Neurais Convolucionais, para obter a representacio do estilo da imagem.
O espaco de caracteristica foi criado originalmente pelos mesmo pesquisadores em questio e para
a captura de informagdes da textura da imagem a ser processada. Esse espago de caracteristicas
¢ feito sobre o retorno de cada camada da Rede Neural (GATYS et al., 2015). Espaco de
caracteristicas, para o aprendizado de miquina, sao os conjuntos de representacdoes numéricas
extraidas de uma Rede Neural Convolucional, durante o processamento de uma imagem (GRIGG,
2019). Essas representacdes numéricas capturam diferentes aspectos da imagem como padroes e
formas, mas no caso especifico de (GATYS et al., 2015), o espaco de caracteristica capturava a

textura da imagem e ndo os seus dados brutos.
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Figura 11 — Funcionamento do algoritmo de Redes Neuras Convolucionais
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Fonte: (GATYS et al., 2015)



28

3 METODOLOGIA

O objetivo do projeto em questdo € elaborar uma solu¢do que englobe realidade
aumentada, detecc@o de objeto e transferéncia neural de estilo e, além disso, seja interativa e
imersiva para o usudrio.

Para isso, a solugdo precisard de uma imagem de cunho artistico que serd utilizada
como imagem de entrada no algoritmo de transferéncia neural de estilo e passara as suas
caracteristicas artisticas para uma segunda entrada, além disso, a solucao conseguird processar
dados visuais provenientes de dispositivos de filmagem integrados ao computador, videos ou
imagens estaticas. A partir desses dados visuais, o sistema ird primeiramente identificar o objeto
de interesse por meio do algoritmo do YOLOVS. Em seguida, sera aplicada a transferéncia neural
de estilo no objeto detectado pelo algoritmo do YOLOVS para que as caracteristicas artisticas da
imagem escolhida seja aplicada somente no objeto detectado, mantendo o restante da imagem
em sua forma original.

Para alcancar o objetivo, o desenvolvimento da solu¢do seguird as 7 etapas metodo-

l6gicas demonstradas pela figura 12, que serdo mais detalhadas a seguir.

Figura 12 — Passos metodolégicos aplicados no projeto

Coleta e processamento de
dados visuais

Pesquisa preliminar Arquitetura do sistema

Realizar levantamentos
de dados e ferramentas
gue possam ser uteis
para o trabalho.

Com os dados levantados, priorizar
tecnologias que possam auxiliar no
desenvolvimento do projeto. Além de,
com tais tecnologias, arquitetar o que
elas devem fazer e como devem
comunicar entre si.

Com a arquitetura e as tecnologias
definidas, obter dados visuais por
meio das ferramentas levantadas.
Para o trabalho, a ferramenta
principal foi o YOLO.

]

!

Detecgdo de objeto

Transferéncia Neural de Estilo Integragdo

Utilizar ferramentas do
levantamento da pesquisa para
deteccdo de objetos. O qual sera
utilizado também o YOLO para
essa finalidade.

Implementar codigo que permita
modificar o estilo neural de imagens

,|digitais. E importante que o codigo

possibilite ter duas entradas, na qual a
primeira entrada sera para obtencio de
seu estilo e a segunda imagem tera o
estilo neural madificado conforme o estilo
da primeira entrada.

Apds a implementagao dos
codigos de deteccdo de objeto e
transferéncia neural de estilo, e

feito a integracdo entre eles,

permitindo que ambas as
funcionalidades comuniquem e
funcionem devidamente entre si.

Fonte: O autor

.

Validagdo de desempenho

Com os codigos integrados, é feito
testes visando quantificar o
desempenho dos protétipos. Ademais,
0s protétipos sdo executados em
diferentes ambientes de
desenvolvimento.
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1. Pesquisa preliminar: foi realizada uma pesquisa aprofundada acerca das tecnologias de
realidade aumentada, deteccdo de objetos e transferéncia neural de estilo. A pesquisa foi
importante, por ajudar a embasar de forma tedrica e pratica o desenvolvimento da solucgdo,
por meio de levantamento de solu¢des que auxiliaram na elaboracdo da solucao, além de
codigos, fazendo com que fosse implementada funcionalidades necessdrias para o projeto.
Dentre as ferramentas obtidas pela pesquisa, destacou-se o YOLO, como ferramenta de
deteccdo de objeto e de realidade aumentada. Também para Realidade Aumentada foi
considerado o ARCore (GOOGLE, 2023b). Contudo, Para a atividade de Transferéncia
Neural de Estilo foi utilizado o c6digo de (CHOUDHARY, 2020) como base.

2. Arquitetura do sistema: nessa etapa, foi discutida a forma que a arquitetura seria, tendo em
vista que ela tem que conseguir integrar componentes de realidade aumentada, deteccdo de
objetos e transferéncia neural de estilo. Portanto, foi escolhida as ferramentas e bibliotecas
apropriadas para a implementacao considerandos pontos como desempenho e facilidade de
uso. Portanto, foi necessario estudar mais a fundo as ferramentas levantadas no primeiro
passo, focando no que elas eram capaz e no que podiam auxiliar no desenvolvimento da
arquitetura dos prototipos.

3. Coleta e processamento de dados visuais: para essa finalidade foi utilizado o YOLO, tendo
em vista que ele nativamente consta com uma ferramenta que permite vérias fontes de
coletas de dados visuais como, por exemplo, escolher usar um video da internet, um video
local armazenado no dispositivo ou a webcam para a fungdo de coleta de dados visuais.

4. Deteccao de objeto: além de possuir formas nativas de coleta de dados visuais, o YOLO
foi o responsdvel por fazer a detec¢do do objeto. Mais detalhadamente, foi utilizado a
segmentagdo de objeto para o projeto, por ser necessario ndo somente a localizagdo e nome
do objeto detectado, mas também toda a silhueta dele, tendo em vista que somente 0s
pixeis que abrange o objeto almejado terdo que passar pela transferéncia neural de estilo
nos préximos passos. E importante que a segmentacio de objeto seja precisa e rdpida, e o
YOLO se propde a ter essas caracteristicas. Ademais, o YOLO dispde de chamadas de
retornos, ou callbacks, os quais sao métodos que recebem como parametro informagdes
da atividade que esta sendo executada. Esses métodos s@o acionados em certos pontos do
ciclo de treinamento e detec¢cao. Os pontos que acionam geralmente sao no inicio ou no
final de alguma tarefa da ferramenta, por exemplo, caso for necessdrio ter informagdes dos

dados que estdao sendo usados no pré-treinamento, bastava utilizar o método add_callback
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contendo dois parametros, o primeiro com “on_pretrain_routine_start” e o segundo com
um método anteriormente criado, esse método recebido no segundo parametro constara
com um parametro e nesse parametro ele terd as informacdes da atividade que estd sendo
executada, como o objeto detectado, a regido da imagem que esse objeto detectado consta
e outras informacdes tteis para os protétipos desenvolvidos. Portanto, para o protétipo,
como o objetivo era pegar somente toda a drea do objeto detectado, foi utilizado como
modelo o yolov8x-seg que se propde a utilizar a segmentagdo de objetos, ademais, como
chamada de retorno foi utilizado como primeiro parametro “on_predict_batch_start”,
portanto essa chamada de retorno de predi¢do serd acionada a cada detec¢ao que o YOLO
efetua. Desta forma, era possivel obter informagdes de qual objeto foi detectado além
de toda a area de sua silhueta, agora bastaria criar um método responsavel por recortar o
objeto detectado da cena e demonstra-lo a cada detec¢@o para o usudrio.

. Transferéncia neural de estilo: foi implementada a transferéncia neural de estilo com base
no cédigo de (CHOUDHARY, 2020) que forneceu uma base sélida para a criacdo de uma
técnica de transferéncia de estilo altamente eficaz ao projeto. Contudo, o cédigo da forma
em que estava nao era util ao que foi proposto como protétipo, portanto, foi modificado
o método responsavel pela transferéncia neural de estilo, fazendo com que ao invés de
aceitar o caminho para uma imagem, que seria a imagem a ter o estilo modificado, agora o
método receberia uma imagem diretamente como parametro.

. Integracdo: Com o sistema de deteccdo de objeto e o algoritmo de transferéncia neural de
estilo funcionais, foi necessario a integracdo entre as solu¢des. A integracdo visa retornar a
segmentagdo do objeto que o cddigo feito com o YOLO € responsdvel por gerar e mandé-la
como parametro para a funcdo responsavel por fazer a transferéncia neural de estilo. Nessa
func¢do, a segmentacado do objeto serd a imagem que receberd o método da transferéncia
neural de estilo modificada no passo anterior. Em seguida, o método modificado do cédigo
de (CHOUDHARY, 2020) retorna o objeto com as caracteristicas da imagem artistica
alteradas para o método adicionado como método da chamada de retorno criada no passo
4, porém ainda foi necessdrio fazer a juncao do retorno contendo o objeto com seu estilo
artistico modificado com o resto da imagem original. Ap6s isso o resultado € retornado ao
usudrio, sendo assim concluido o desenvolvimento dos protétipos.

. Validacdo de desempenho em diferentes cenérios: dispondo de diferentes hardwares,

baterias de testes foram efetuadas para se ter a nocdo de como o sistema desenvolvido
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se comportou em cada um desses hardwares, propondo melhorias e configuragdes para
uma execugao eficiente e otimizada da solucdo. Ao realizar essa validacdo de desempenho
em diferentes cendrios, houve uma nog¢do clara de como o sistema se comportou em cada
hardware utilizado para os testes, além de identificar oportunidades para aprimorar a

execugdo da solugdo. Os hardwares utilizados sdao demonstrados pela figura 13

Figura 13 — Configuracdo de hardware dos dispositivos para testes utilizados

Dispositivos Computador Notebook
Processador Ryzen 5 5600 i5 10500H

Memadria Ram 16 GB 16 GB

Placa grafica RTX 2060 6GB GDDR6 GTX 1650 4GB GDDR6
Sistema operacional Windows 10 Ubuntu 20.06

Fonte: Autor
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4 RESULTADOS

Nesse capitulo serdo detalhados os resultados dos protétipos propostos e elaborados,

demonstrando pontos positivos e negativos deles.

4.1 ARCore - Imagem aumentada

Como explicado na se¢do 2.3, ARCore ¢ um kit de desenvolvimento de software fo-
cado em realidade aumentada e desenvolvido pelo Google. Ademais, esse kit de desenvolvimento
possui diversos recursos para solucdes de realidade aumentada, dentre eles, existe o recurso
de imagens aumentadas que permite criar aplicativos de RA que podem detectar e aumentar
imagens 2D no ambiente do usudrio (GOOGLE, 2023a). Aumentar uma imagem, nesse contexto,
seria pOr outro recurso visual digital acima da imagem detectada, também chamada de imagem

de referéncia (ver figura 14).

Figura 14 — Funcionamento do recurso de imagens aumentadas
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Fonte: (GOOGLE, 2023a)

Portanto, utilizando essa solugdo teriamos formas de detectar um objeto em cena,
modificar esse objeto para um estilo escolhido e retornar para o usudrio, tudo isso em tempo de
execucdo e pelo smartphone. O que de certa forma € o objetivo da solucao proposta.

Como primeiro protétipo e desafio para entender melhor o funcionamento em termos
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de cddigo do recurso de imagem aumentada, foi proposto aplicar opacidade no objeto detectado.
Para isso, foi utilizado como base o cédigo disponibilizado no tutorial de CodelLab do autor
(ZHOU, 2021). O codigo utilizado simplesmente aplicava quatro imagens nos extremos diagonais

da imagem de referéncia (o globo terrestre), aplicando uma moldura a ela (ver figura 15).

Figura 15 — Exemplo da imagem aumentada do codigo base disponibilizado

Vi k 899x900 JPEG (24-b.

P

Fonte: (ZHOU, 2021)

Para ser utilizada como imagem de referéncia, as imagens a serem detectadas preci-
sam estar no banco de dados de imagens, que podem ser adicionadas em tempo de execugdo,
ou ser utilizado um arquivo de banco de dados (.imgdb) com imagens locais de um diretério
especifico. As imagens do banco sdo limitadas a mil e a solucdo s6 permite detectar vinte
imagens ao mesmo tempo (GOOGLE, 2023a).

A aplicacdo permitiu uma série de configuracdes para a imagem, como alterar

opacidade, as cores e tamanho da imagem aumentada. Outro ponto interessante € a configuracao
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do material, que pdde ser desde a intensidade da luz ambiente até o brilho e reflexo no material
que compde a imagem aumentada. E importante salientar que a imagem aumentada é composta
por dois elementos que sdo um modelo geométrico tridimensional e uma imagem que sera a
textura que ird envolver esse modelo geométrico.

Para o protétipo, foi utilizado uma arte feita em uma telha como imagem de refe-
réncia, além disso, como modelo geométrico foi utilizado um objeto quadrangular de pouca
espessura e a propria imagem da telha como imagem aumentada. Contudo, em tempo de execu-
cdo, a imagem da telha era alterada, diminuindo assim a sua opacidade (ver figura 16). Ademais,
A escolha de uma telha como imagem de referéncia se deve aos requisitos e limitagdes da
funcionalidade, como, por exemplo, ndo ser uma imagem com muitos recursos geométricos e
ndo ter padrdes repetitivos, pois imagens com essas caracteristicas podem ocasionar problemas
na detec¢do e no rastreamento (GOOGLE, 2023a).

Um ponto importante, que foi de grande ajuda, foi a utilizacdo de ancora, a qual
¢ uma funcionalidade que mapeia a localizacdo da imagem de referéncia e aplica a imagem
aumentada com base nessa localizac¢do. Essa funcionalidade ndo € tdo interessante de ser usada
caso a imagem de referéncia se mova constantemente, porque isso comprometeria a eficiéncia
da funcionalidade em estimar a localizacdo exata da imagem de referéncia. Além disso, a
capacidade da ferramenta de mensurar o tamanho da imagem referéncia era essencial para aplicar
a imagem aumentada por cima, também era possivel definir um tamanho manualmente, mas

caso ndo o fosse feito a ferramenta mensurava automaticamente com o tempo.

Figura 16 — Resultado da imagem aumentada aplicando diminuicdo da opacidade, utili-
zando ARCore

Fonte: O autor



35

4.1.1 Pontos positivos

A facilidade encontrada em reconhecer um objeto e logo ap6s poder adicionar outro
recurso visual por cima, foi o ponto crucial para ter sido escolhido como ferramenta de elaboracao
do primeiro protétipo. Outro ponto positivo € o fato da ferramenta ser do Google, uma das
maiores empresas de tecnologia da atualidade, contribuindo para uma ferramenta bem estruturada
e documentada, facilitando o uso por parte dos desenvolvedores que a utilizard. Ademais, a
ferramenta é compativel com o ecossistema Google, dando vasta capacidade de escalabilidade.

Além disso, o ARCore é uma ferramenta para dispositivos méveis, permitindo que a
solucdo que o utilize seja funcional em qualquer dispositivo, seja ele com o sistema operacional
Android ou IOS. Além de que, a utilizacdo dos sensores e outras funcionalidades do smartphone

melhora a experiéncia da aplicacao.
4.1.2 Pontos negativos

Apesar de possuir vdrias caracteristicas necessdrias para a elaboracdo do protétipo
proposto como a capacidade de identificar e modificar a imagem de referéncia para posteri-
ormente ser adicionada como imagem aumentada, a ferramenta de imagens aumentadas do
ARCore, possui diversas limitacdes que aumentaria a complexidade da solug¢do drasticamente.

Dentre as problemadticas presentes, o fato da imagem referéncia necessitar de certas
condig¢des para ser propicia a detec¢do era a principal causa limitadora. As imagens de referéncias
precisavam que:

1. Preenchesse pelo menos 25% do frame da camera para ser detectado inicialmente.
2. Fosse plano (por exemplo, ndo amarrado ou envolto em uma garrafa).
3. Nao fosse visualizado em um angulo altamente obliquo.

Ademais, outros pontos recomendados também limitariam as imagens de referéncias,
como imagens com resolucao de pelo menos 300x300 pixeis e indice de qualidade de pelo menos
75. Indice de qualidade se refere as caracteristicas da imagem para a ferramenta ser possivel
melhor detecti-la. Esse indice vai de zero a cem e para ter a no¢ao de qual seria o indice da
imagem, seria necessario utilizar a ferramenta chamada arcoreimg incluida no ARCore.

Além de todos esses pontos, o fato da imagem aumentada exigir um modelo geo-
métrico tridimensional, aumentaria ainda mais a complexidade, pois se for utilizado objetos de

diferentes formas teria que mudar esse modelo geométrico conforme a forma do objeto, além de
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ter que adicionar em tempo de execucdo o objeto almejado para deteccdo. O processamento para
isso seria lento, pois precisaria de um cédigo de detecg¢do de objeto para, além de obviamente
detectar o objeto, salvar a sua forma e sua imagem, além de adicioné-lo ao banco de imagem,
levando cerca de 30 ms para cada adi¢do e cada imagem ocupa cerca de 6 KB. Contudo, era
também necessdrio evitar que o banco possua muitas imagens, porque hd impacto no desempenho
do sistema devido ao maior uso da CPU (GOOGLE, 2023a). E vale lembrar que mesmo apds
todo esse fluxo a imagem aumentada teria que ser processada para que ocorresse uma transferén-
cia neural de estilo, contribuindo para que, mesmo que funcional, o sistema funcionasse bem

lentamente.

4.2 YOLOVS - Deteccao de objeto

Ap6s entendermos as limitagdes presentes na tecnologia abordada anteriormente,
partimos para a elaboracdo do protétipo a partir da ferramenta de detec¢do de objeto YOLO na
sua oitava e ultima versdo até entdo. O YOLO é uma ferramenta de estado da arte para deteccdo
de objetos, dentre suas principais caracteristicas a velocidade de deteccdo destaca-se, permitindo
que a aplicacdo além de detectar objeto possa também fazer todas as outras funcionalidades
propostas, dado a margem de tempo apds a deteccdo, ndo afetando tanto a quantidade de quadros
por segundo e tendo uma aplicagdo suave dentro do possivel.

Para funcionamento do YOLO precisariamos de uma maquina que contenha a
linguagem de programacdo Python em sua versdo 3.8 ou superior, além de um ambiente de
desenvolvimento com PyTorch na versao 1.7, ou superior. O YOLO pode ser utilizado por uma
interface de linha de comando ou por meio de um arquivo Python (.py).

PyTorch é uma biblioteca otimizada de tensores para aprendizado profundo (deep
learning) que utiliza a capacidade da placa grafica e do processador (LINUX, 2023a). Tensores
sdo matrizes multidimensionais contendo elementos de um tnico tipo. A utilizacio de tensores
se torna importante para a atividade de detec¢do de objeto, ao permitir utilizar esses dados das
matrizes de forma répida e eficiente com o auxilio da placa gréfica.

Vale salientar que é importante a utilizagao da placa gréafica para processamento de
seu codigo, por tender a ser mais rapida que o processador. Portanto, para que na instalacao do
PyTorch ndo ocorram problemas de compatibilidade, € interessante ser feito a instalagcdo pela
ferramenta Start Locally (LINUX, 2023b), que necessita o preenchimento das informagdes do

seu ambiente de desenvolvimento como o sistema operacional, o gerenciador de pacote que
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deseja fazer a instalacdo, a linguagem de programacao escolhida, etc. (ver figura 17).

Figura 17 — Ferramenta start locally, que serve para evitar problemas de compatibilidade
entre as bibliotecas que o PyTorch necessita

PyTorch Build Preview (Nightly)
Package Conda LibTorch Source
Compute Platform CUDA 118 SEmSE CPU

pip3 install torch torchwision torchaudio --index-uzrl https://download.pytozch.

Run this Command: ors/whl /cu117

Fonte: (LINUX, 2023b)

Ap6s preencher tais informacdes, serd mostrado um comando que deveré ser rodado
na sua interface de linha de comando desejada. Enfrentamos problema de desempenho antes
da utilizacao dessa ferramenta, pois, mesmo com a instalacdo do PyTorch por outros meios, ao
invés da utilizacdo da placa grafica estava sendo utilizado o processador da miquina.

A utilizagdo do YOLO exige a definicao de um modelo de detec¢do, que pode ser um
customizado, no qual vocé mesmo treina e define um conjunto de dados para esse treinamento
ou utiliza algum modelo pré-treinado de deteccdo que a prépria ferramenta disponibiliza. A
ferramenta, na sua oitava versao, disponibiliza cinco modelos distintos: YOLOv8n, YOLOVSs,
YOLOv8m, YOLOvVS8I e YOLOv8x. O ultimo caractere do nome do modelo demonstra o
tamanho dele, ou seja, o primeiro modelo citado refere-se a nano que € o mais leve e a detec¢ao
¢ mais rapida, porém a capacidade de detectar ndo é a mais precisa. Contudo, o ultimo citado, o
qual é o extra-large, € o mais pesado e possui a detec¢do mais lenta, entretanto esse € o modelo
mais preciso.

Para o nosso projeto, utilizamos os modelos pré-treinados disponibilizados, contudo,
ndo serd utilizado modelo de deteccdo de objeto, mas o modelo de segmentagdo de objeto. O que
difere o nome do modelo de segmentagdo para o de detecg¢do € simplesmente a adi¢do de -seg
ap6s o nome do modelo, entdo caso utilizemos o modelo nano, para a segmenta¢ao o modelo
serd chamado de YOLOv8n-seg.

O modelo pré-treinado pode detectar 80 classes de objetos distintas, entre elas pessoa,

carro, celular, gato, cachorro, etc. Apds definir o modelo de treinamento, devemos utilizar o
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método predict no modelo, esse método exige alguns pardmetros, como source que seria a fonte
dos dados visuais onde a ferramenta ird fazer a detec¢do, show que seria a opcao de mostrar
uma interface demonstrando a deteccdo em tempo real, classes que recebe um array com os
nimeros inteiros que representam os identificadores das classes dos objetos a serem detectados
pelo modelo escolhido, filtrando assim somente pelos identificadores das classes que estdo nesse
array, dentre varios outros parametros.

Além do método predict, para o nosso caso foi necessario a utilizacdo do método
add_callback. Esse método € responsdvel por executar uma fun¢io que o acionamento serd em
alguma parte do ciclo de detec¢do do objeto, ou seja, posso ter uma fun¢iao que ird executar
somente quando o método predict € finalizado, por exemplo. Mas para o nosso caso, 0 método
add_callback precisaria ser acionado a cada inicio de detec¢do de objeto, tendo em vista
que precisaremos modificar cada frame dos objetos detectados aplicando uma diminuicao de
opacidade neles para esse primeiro prototipo.

Portanto, com a deteccdo de objeto funcionando, € necessdrio algumas alteragdes
que serao feitas no método adicionado ao add_callback, a principal € a utilizacdo do OpenCV
para visualizacdo das deteccdes em tempo real, ja que ndo utilizaremos a visualiza¢do nativa
do YOLO, pois ele é capaz somente de demonstrar o objeto detectado sem as alteracdes que
cogitamos ter nos protétipos, em seu lugar serd utilizado uma visualizacao criada por nés no
método adicionado ao add_callback. E importante salientar que esse método recebe como
parametro um objeto de classe que contém informagdes da imagem tratada. Com acesso a esse
objeto, podemos demonstrar a imagem original, por meio do OpenCYV, e ainda ter acesso a
madscara e outras informagdes da imagem detectada.

OpenCV € uma biblioteca focada em vis@o computacional, contendo diversas fer-
ramentas para manipular e processar as imagens digitais. Ela serd importante, pois poderemos
fazer a jung¢do da imagem original com a imagem do objeto detectado (ver figura 18). Apds
termos em maos a imagem original e os objetos em cena, poderemos manipuld-las juntando tais
imagens e aplicando a diminuicao de opacidade, como visto na figura 19 e com isso teremos o
primeiro protétipo funcional. O fluxo de desenvolvimento € resumido pela figura 20, portanto,
0 que caracteriza o protétipo 1 € a capacidade do c6digo de reconhecer algum objeto em cena,
manipular esse objeto detectado diminuindo sua opacidade e depois recolocando o objeto em
cena, porém no mesmo local em que foi detectado anteriormente.

E importante ressaltar que, para as figuras utilizadas nos exemplos de protétipo, foi
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utilizado um video para melhor representacdo visual. Portanto, para as figuras de exemplos dos
resultados, foi utilizado o video de nome “Cars and Mopeds on Taksin Bridge” disponibilizado
no site www.videvo.net !, a escolha do video se deve por ter objetos em cenas bem definidos,
que, além de serem objetos que o modelo de detec¢do utilizado consegue detectar, o video esta
em alta resolucdo, mais precisamente em Full HD (1920 x 1080). Ademais, o video consta de
14 segundos e demonstra carros, motos e pessoas trafegando. A velocidade de reproducao do
video € lenta. Contudo, nada impede dos protétipos serem utilizados por meio de um recurso de
obtencdo de imagens em tempo real, como uma webcam ou qualquer outro dispositivo conectado
ao computador que esteja executando o cédigo do protétipo e consiga captar imagens em video.

Com tais informacdes e a liberdade que as bibliotecas do Python permitem ter,
sobretudo o OpenCV, podemos fazer o primeiro protétipo proposto quando estdvamos utilizando
o ARCore, o qual € diminuir a opacidade da imagem detectada, mantendo o resto da imagem
original. No método adicionado ao add_callback, devemos manipular as méscaras dos obje-
tos segmentados para que elas sejam adicionadas na imagem original, mas com a opacidade

diminuida, para isso utilizaremos o OpenCV.

Figura 18 — Imagem original a esquerda e a mascara dos objetos detectados a direita

B Imagem ceginal com tne = 0 X

< I
Fonte: www.videvo.net

' Videvo é uma plataforma online que disponibiliza uma vasta cole¢do de clipes de video gratuitos e pagos.


www.videvo.net
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Figura 19 — Conclusdo do primeiro protétipo com a imagem original a esquerda e na
direita a imagem processada dos objetos detectados com opacidade diminuida e inseridas

na imagem original

7 imagem original

5 Imagem onginel

Fonte: www.videvo.net

Figura 20 — Fluxo de desenvolvimento para o protétipo 1

Sera necessario configurar o
ambiente com a linguagem de
programacao e as ferramentas

necessarias para o
desenvolvimento.

Definir o modelo pré-
treinado que vai ser

responsavel pela
detecc¢ao do objeto.

Adicionar um método

que sera acionado no

ciclo de deteccéo de
objeto.

|

Esse método manipulara os
objetos detectados mesclando
cada um dos objetos
detectados em somente uma
imagem, apos isso, sera
diminuido sua opacidade por
meio da biblioteca OpenCV.

Possuindo os objetos
com a opacidade
diminuida, mesclaremos
eles com a imagem
original com o auxilio do
OpenCV.

E entdo, basta mostrar

o resultado ao usuario

também com o auxilio
do OpenCV.

Fonte: O autor

4.3 Transferéncia Neural de Estilo

Ap0s estar familiarizado com o YOLO e conseguir manipular a imagem detectada,

focamos na transferéncia neural de estilo, que deverd ocorrer somente na imagem detectada. Para
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isso utilizaremos como base o cédigo de (CHOUDHARY, 2020), com o nome de fast neural style
transfer. O codigo dele ja permite a transferéncia neural de estilo e o treinamento do modelo.
Esse treinamento resultard na geracdo de um arquivo que serd utilizado posteriormente para a
escolha do estilo neural a qual serd feito a transferéncia neural de estilo. Para o treinamento é
possivel configurar a quantidade de vezes que o conjunto de dados serd treinado em loop. Isso é
importante, pois para cada loop o estilo serd refinado, como demonstra (CHOUDHARY, 2020)
na figura 21.

A figura 21 demonstra a relacdo entre a iterag@o (caracterizado pelo nimero acima)
e o resultado do treinamento (abaixo dos respectivos nimeros de iteracdes), com isso podemos
concluir que com mais iteragdes o resultado do modelo tem mais detalhes, contudo, apds certa
quantidade de interagdes a melhoria no resultado € pouca ou imperceptivel como acontece com
as iteracdes com nimero 2400 e a final.

Figura 21 — Quantidade de iteragdes no treinamento com o seu respectivo resultado na
transferéncia neural de estilo

200 1400 2400 final

Fonte: (CHOUDHARY, 2020)

Contudo, com o c6digo base aplicado e funcional no ambiente de desenvolvimento
local, tivemos que fazer algumas alteragdes para que ele fosse titil para o nosso segundo protétipo,
que consta em aplicar um estilo neural em todos os objetos detectados. No método responsédvel
pela transferéncia neural de estilo do c6digo base, ocorria que, apds a transferéncia de estilo, era
salva a imagem processada, porém, para o nosso protdtipo ndo era necessaria essa funcionalidade,
pois seria gasto de processamento no ato de salvar tal imagem e apds utilizd-la no nosso sistema
de detec¢do de objeto, além de que isso teria que ser feito para cada frame que ocorresse uma
detecgdo, podendo chegar a 86 detec¢des por segundo como explicaremos mais a frente.

Portanto, a nossa alteracdo de cédigo focou somente no método de transferéncia
neural de estilo, mais especificamente em duas funcionalidades, na qual a primeira seria na

funcionalidade de salvar a imagem, tendo em vista que isso ndo seria preciso, € a segunda na
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forma com que o método recebia a imagem que seria processada, pois antes o0 método esperava
um caminho para uma imagem local. Entdo, agora o c6digo recebe um arquivo de imagem
diretamente e ao invés de salvar localmente ele retorna essa imagem processada que serd utilizada

no codigo de deteccdo de objeto criado anteriormente.

4.4 Integracio do codigo de deteccao com o cédigo de transferéncia neural de estilo

Para a realizag¢ao do segundo protétipo, teremos que elaborar a integracao dos c6digos
utilizados anteriormente, para isso € necessario importar o cddigo de transferéncia neural de
estilo no cdédigo de detec¢do de objeto. Apds a importagdo, devemos focar no cédigo de detec¢ao
de objeto e a modificacdo também serd na funcao adicionada ao add_callback. Devemos agora
mesclar todas as mascaras de cada um dos objetos detectados iterando entre elas e utilizando
OpenCV para efetuar essa mesclagem. No final da iteracdo, sera feita a chamada do método que
alteramos no projeto responsavel pela transferéncia neural de estilo. Esse método recebera as
mascaras mescladas formando somente uma imagem, essa imagem serd recebida pelo método
responsavel pela transferéncia neural de estilo junto do caminho do modelo de checkpoint, que
por sua vez foi o arquivo que resultou do treinamento do estilo neural feito anteriormente e
com ele serd possivel definir o estilo desejado. O método que receberd a imagem da jun¢do das
mascaras dos objetos detectados e o caminho do checkpoint model retornard a propria imagem
recebida, mas tendo sido processada pela transferéncia neural de estilo.

A imagem retornada ndo vem no formato desejado e para efetuar essa mesclagem
de duas imagens diferentes o OpenCV exige que elas estejam de mesmo formato, ou seja,
como as duas imagens para o sistema sdo arrays e esses arrays possuem dimensodes diferentes,
para a mesclagem funcionar € devidamente exigido que os arrays possuam mesma dimensao e
essas dimensoes sdo definidas pela resolucdo da imagem utilizada no sistema de deteccao de
objeto, contudo em tempo de execucdo existe a possibilidade de efetuar tais mudancas para
as imagens possuirem mesmas dimensoes e a possibilidade de efetuar a mesclagem. Portanto,
feito a mesclagem dos objetos detectados que passaram pela transferéncia neural de estilo, basta
mesclar agora com a imagem original e mostrar o resultado para o usudrio, logo, concluimos o
nosso segundo protétipo (ver figura 22).

Para resumo dos passos efetuados para o desenvolvimento do segundo protétipo
confira a figura 23. Para o prot6tipo 2, o objetivo era que ele conseguisse detectar os objetos em

cenas, efetuar a transferéncia neural de estilo nesses objetos detectados, adicionar os objetos com
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seu estilo neural modificado novamente a cena em seus respectivos locais, porém era aplicado a
todos os objetos o mesmo estilo neural.
Figura 22 — Conclusdo do segundo protétipo com a imagem original na esquerda e na

direita a imagem processada contendo os objetos detectados e com seus estilos neurais
alterados

B3 ymagem angona m) y & Imsgem onginal com tne - o x®

i

W7 irnagem onginal com tne =2 o x

Fonte: www.videvo.net

Figura 23 — Fluxo de desenvolvimento para o protétipo 2

Pmﬁndo do pmtéti_po 1, agora Utilizaremos o cédigo de Mod'ificaremos o] cé'digo base, majs
manipularemos as imagens dos transferéncia de estilo especificamente o método responsavel
objetos detectados ndo somente para neurall do (CHOUDHARY, pela transferéncia de estilo, fazendo com
diminuir sua opacidade, mas aplicar a ' que ele retorne a imagem com seu estilo
transferéncia de estilo neural neural alterado.

l

Utilizaremos esse método modificado no
método que era responsavel pela
manipulacéo dos objetos no prototipo 1.
Agora ao invés de diminuir opacidade
processaremos a imagem na funcéo
responsavel pela transferéncia de estilo
neural.

2020) como codigo base.

Possuindo os objetos com seu
estilo neural alterados,
mesclaremos eles com a imagem
original com o auxilio do OpenCV.

E entdo, basta mostrar o
resultado ao usuario também
com o auxilio do OpenCV.

Fonte: O autor

Para o terceiro e final prot6tipo ocorrerd uma pequena mudanga no que foi estabe-

lecido para o segundo, o terceiro terd que aplicar o estilo neural conforme a classe do objeto
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detectado, ou seja, se forem detectados quatro pessoas na imagem, todas as quatro pessoas terao
o mesmo estilo neural e assim acontecerd para todos as outras classes que o modelo pré-treinado
YOLOvV8x-seg consegue detectar. Tendo em mente que o que define o estilo neural que sera utili-
zado no método de transferéncia neural de estilo € o arquivo do checkpoint model, definiremos
dois arquivos distintos onde cada um serd responsavel por um estilo neural, tendo apenas dois
estilos possiveis, dividirei as classes entre os identificadores pares e impares.

As mudangas necessérias para o protitipo dois também atingird a necessidade de
mudar a l6gica de mesclagem entre todos os objetos detectados, agora ao invés de efetuar essa
mesclagem, sera feito a transferéncia neural de estilo para cada objeto detectado segundo o seu
estilo definido pelo seu identificador de classe. Quando finalizada as transferéncias de estilo em
cada um dos objetos, entdo nesse momento a mesclagem das méscaras se faz necesséria para
logo apds serem juntadas a imagem original. Com todo esse fluxo feito concluimos o terceiro
protétipo (ver figura 24, na qual carro e pessoas compartilham de mesmo estilo neural, enquanto

a motocicleta compartilha de um estilo neural diferente).

Figura 24 — Conclusao do terceiro protétipo com a imagem original na esquerda e na
direita a imagem processada contendo os objetos detectados com seus estilos neurais
alterados, de acordo com o identificador de sua classe

u e ¥ imagem crignal com tne - =] x

® 1 Imagem ariginal

Fonte: www.videvo.net
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Vale ressaltar que os estilos neurais utilizados foram:
1. De Pablo Picasso, mais especificamente da sua obra “Autorretrato’.
2. De Romero Britto, da sua obra “Gato”.
No entanto, a escolha dos estilos artisticos se deu por conta da diferenca entre as obras (enquanto
uma € mais monocromatica a outra é¢ mais colorida), além disso, era importante explorar como o
protétipo iria se portar tendo que lidar com estilos artisticos tdo diferentes. Veja a representacao
do protoétipo aplicando o estilo neural ao lado das obras utilizadas na figura 25.

Figura 25 — As obras que passaram no método de treinamento e foram responsaveis pela
caracteristica das imagens que passaram pela transferéncia neural de estilo

Contudo, mesmo com o terceiro protétipo funcional, nos casos onde existiam muitos

objetos detectados em cena, a l6gica que aplica a transferéncia neural de estilo, que ocorre em
cada um dos objetos, consumia muito processamento, ocasionando poucos frames na execug¢do

do protétipo. A funcionalidade de transferir o estilo neural é a que mais demanda recursos,
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portanto em um cendrio onde existissem muitos objetos detectados e para cada um fossemos
efetuar essa funcionalidade, poderiamos chegar a menos de um quadro por segundo em sua
execucao.

Para solucionar esse problema, mesclaremos todos os objetos que compartilham do
mesmo estilo em uma mesma imagem e s6 depois efetuaremos a transferéncia de estilo nessa
imagem. Tendo em mente que s6 temos dois estilos diferentes, no pior cendrio s6 teremos que
chamar o método responsdvel pela transferéncia duas vezes, fazendo com que a média de frames
ndo fique tdo instavel. Apds esse ajuste de desempenho, foi feito um ajuste que permite agora a
andlise de videos do dispositivo local de armazenamento ou disponiveis na internet por meio do
YouTube.

Contudo, a média de frames por segundos alcancou algo em torno de seis frames
utilizando a placa grafica do computador, o dobro comparado com a primeira versao do prototipo
3, mas permanece com a média muito abaixo do desejado. Ha algumas formas de aumentar a
desempenho, como, por exemplo, utilizar de uma placa grafica mais potente, como ndo dispomos
de tal para o trabalho em questdo, faremos uma altera¢do no cédigo responsdvel pela transferéncia
neural de estilo.

Essa alteracdo ocorrerd no método responsével pelas camadas convolucionais, nesse
método € possivel configurar a quantidade de informacdes que as camadas terdo da imagem
processada. Portanto, caso configurado para ser diminuida a quantidade de informacdes presentes
em cada camada, ao efetuar o treinamento do estilo desejado, o arquivo do modelo de checkpoint
gerado serd bem mais leve e a sua utilizagdo ndo demandard tanto processamento quanto antes,
aumentando assim a quantidade de frames do protétipo.

Contudo, modificar a quantidade de informag¢des da imagem no treinamento resultara
em um estilo diferente de quando as camadas convolucionais continha mais informagdes das
imagens, isso serd exemplificado na figura 26. E notdria a diferenca entre os estilos, principal-
mente no estilo de Romero Britto, além de que é perceptivel mais detalhes do objeto detectado
presentes no estilo do terceiro protétipo original. Esperava-se que, para o estilo de Romero
Britto, o protétipo tivesse dificuldade em identificar caracteristicas do estilo dessa obra, por ser
uma obra muito colorida e com vérios padrdes distintos na textura, dificultando a capacidade do
algoritmo de identificar pontos-chave do estilo neural. Por exemplo, nas transferéncias neurais de
estilo da obra de Picasso, no resultado da transferéncia feita pelo algoritmo € possivel identificar

uma textura que tenta passar a intencdo do objeto ser pintado a mao, isso € possivel, pois a
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obra de Picasso em quase toda sua extensdo transmite esse padrio, facilitando a obtengdo dessa
caracteristica pelo algoritmo.

Para fins de entendimento do fluxo de desenvolvimento do terceiro protétipo ver
figura 27. Por fim, o que caracteriza o terceiro protétipo € a capacidade do cédigo de conseguir
detectar objetos em cena a cada frame, aplicar um dos dois estilos neurais escolhidos em cada
um dos objetos detectados. Contudo, o que determinard qual estilo neural aplicado serd o indice
do objeto existente no modelo de deteccio previamente treinado pelo conjunto de dados COCO
2, ou seja, os objetos com indices pares serdo representados por um estilo neural enquanto os
objetos com indices impares serdo representados por outro estilo neural (no caso da figura 26 as
motos possuem o indice impar e ficam com o estilo de Picasso, enquanto os carros e as pessoas
ficam com indices pares, portanto, com o estilo de Romero Britto). Esses objetos retirados das
cenas e com seus estilos neurais alterados serdo juntados e recolocados na cena original para que
no final o resultado do frame seja mostrado ao usudrio.

Figura 26 — Terceiro protétipo original (a esquerda) comparado com terceiro prottipo com
redugdo de informacdes retidas nas camadas das redes neurais convolucionais (2a direita)

Fonte: www.videvo.net

2 O YOLO dispde dos modelos YOLOV8-seg, modelos pré-treinados por conjuntos de dados, que no caso

é o conjunto de dados COCO, capaz de detectar até 80 classes de objetos, na qual cada classe possui um
identificador/indice que vai de 0 a 79. Disponivel em https://cocodataset.org/#home. Acesso em: 20 de nov. de
2023


https://cocodataset.org/##home

Figura 27 — Fluxo de desenvolvimento para o protétipo 3

No método do codigo de detecgdo de
objeto que & acionado em cada ciclo de
deteccdo, sera alterado para que cada
objeto detectado possua um dos dois
estilos neurais que foram treinados
anteriormente de acordo com sua classe.

Partindo do protétipo 2, agora
manipularemos as imagens dos
objetos detectados paraque a -
transferéncia de estilo neural
|ocorra em cada objeto detectado.
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A logica sera que as classes
presentes no modelo pré-treinado,
que possuem identificador numérico,
tera o estilo neural alterado de

~ acordo com o seu identificador. Ou

seja, classes com identificadores
pares terdo um estilo enquanto que
as classes com identificadores

impares terdo outro.

Para isso, modificaremos o método
utilizado no primeiro prototipo, porém
agora ao invés de mesclar todos os
objetos detectados, primeiro iremos |
aplicar a transferéncia de estilo neural |
em cada objeto de acordo com o
identificador de sua classe, para so
entéo mesclar todos os objetos.

E entdo, basta mostrar o
‘resultado ao usuario também com
o0 auxilio do OpenCV.

cada um com seu respectivo estilo,
< 50 entdo mesclaremos 0s objetos |
com a imagem original com auxilio
do OpenCV.

Possuindo os objetos mesclados ‘

Para ajustar isso, ao invés de aplicar o
estilo neural para cada objeto detectado,
eram mesclados os objetos que
receberiam o mesmo estilo neural para que
a transferéncia de estilo fosse aplicado
somente no final do fluxo de deteccdo de |
objeto, fazendo com que o método de
transferéncia, que demanda bastante
tempo para ser executado, fosse
executado no maximo duas vezes (uma
para cada estilo abordado)

Além disso, para potencializar a
melhoria, foi modificado a quantidade de
informagdes que as redes neurais
convolucionais receberiam na sua
utilizagdo, permitindo que o método de
transferéncia de estilo neural fosse
executado mais rapido.

Contudo, dado a arquitetura do
| codigo da funcéo que € acionada a |
cada ciclo de deteccgéo, a
|performance do cadigo estava ruim.

Fonte: O autor

Contudo, além do video para exemplificar os protétipos, também foram utilizadas
imagens de gravacdo gerada em tempo de execu¢do com o auxilio de uma webcam capaz de
gravar em Full HD conectada diretamente no dispositivo no qual o cédigo dos protétipos estavam
sendo executados. Demonstrando capacidade do cddigo de ser executado em um video gravado

anteriormente ou enquanto ocorrem os processos de deteccao e transferéncia neural de estilo.

Ver figura 28.

Figura 28 — Protétipo 1 na esquerda, prot6tipo 2 no meio e protétipo 3 na direita. Imagens
feitas utilizando como dispositivo de entrada uma webcam

<

Fonte: O autor
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4.5 Falhas enfrentadas

Python em conjunto do OpenCV permite diversas funcionalidades para manipulagdo
de imagens, o que foi de essencial ajuda para a conclusdo de nossos protétipos, contudo com
uma ma manipulacdo de imagens enfrentaremos alguns problemas.

Na utilizacao do método responsavel pela transferéncia neural de estilo, mesmo que
se cortada a imagem somente no objeto desejado, o estilo era aplicado em toda a dimensao da
imagem, ocasionando problemas como da figura 29.

Figura 29 — Problema quando a transferéncia neural de estilo era processada na imagem
toda
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Fonte: www.videvo.net

Para resoluc@o desse problema, era necessdrio efetuar o corte da imagem apods a
transferéncia de estilo, para que somente o objeto permanecesse com essa caracteristica.

Outro problema que ocorreu, que era menos perceptivel quanto o primeiro, mas tao
inconveniente quanto, era quando ocorria a transferéncia de estilo, porém a imagem original
era sobreposta pelo objeto com o novo estilo (ver figura 30, na qual na esquerda estd a imagem
correta e na direita o problema relatado).

Para resolver esse problema, no local onde o objeto detectado com seu estilo modifi-

cado deveria estar, foi necessario fazer o recorte exatamente no mesmo local na imagem original
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Figura 30 — Problema quando a transferéncia neural de estilo era sobreposta na imagem
original

Fonte: www.videvo.net
para que nio ficasse anteposta a imagem do objeto com seu estilo modificado. Aplicando essa

solucdo, o problema foi corrigido.

4.6 Performance da solucao

Em termos de performance teremos a disposicao dois dispositivos diferentes para
testes no qual o primeiro € um computador de mesa e outro um notebook e suas configuracdes

de hardware sdo demonstradas na figura 31.

Figura 31 — Configuracdo de hardware dos dispositivos para testes

Dispositivos Computador Notebook
Processador Ryzen 5 5600 i5 10500H

Memoria Ram 16 GB 16 GB

Placa grafica RTX 2060 6GB GDDR6 GTX 1650 4GB GDDR6
Sistema operacional Windows 10 Ubuntu 20.06

Fonte: Autor

Na figura 32 serdo demonstradas as performance do computador na execucao dos
protétipos em cendrios onde os dispositivos utilizam ou ndo placa grafica e com dois modelos
pré-treinados diferentes para a detec¢do de objeto (o mais leve e o mais pesado).

Alguns pontos sdo relevantes na figura 32, como que entre o primeiro e segundo
protétipo houve uma grande queda de desempenho, isso se deve especialmente pelo fato de
que no segundo protétipo ocorre a utilizacdo do sistema de transferéncia neural de estilo e

ele demanda bastante recurso do dispositivo. Por conta disso, a partir do segundo protétipo a
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mudanca de modelo traz um ganho irrisério nos cendrios em que nao € utilizado a placa gréfica,
enquanto nao ha mudanca de desempenho entre os modelos quando utilizando a placa gréfica,

nesse caso os frames sdo limitados unicamente pelo método de transferéncia neural de estilo.

Figura 32 — Performance do computador
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Fonte: Autor

O protétipo 3 perde muito em questdo de desempenho e, dependendo do video em
que estd ocorrendo a andlise, pode ser ainda bem pior nesse quesito, contudo hd uma melhoria
na quantidade de frames no protétipo 3 melhorado, e ainda hé a possibilidade de ganho de
desempenho quando ha apenas objetos que serdo modificados pelo mesmo estilo neural.

Contudo, no outro dispositivo utilizado para testes (notebook), o desempenho se
alterou um pouco (ver figura 33). Apesar da performance do computador ter maior margem no
protétipo 1 com a utilizagdo da placa grafica, nos outros protétipos ela foi ligeiramente pior,
igual, ou até mesmo superior ao computador como no protétipo 3, € importante lembrar que
i1sso pode ter ocorrido dado a instabilidade presente no protétipo 3 original sendo ajustado para
a sua versao final. Entretanto, o desempenho sem a utilizacao da placa gréfica foi inferior em
quase todos os cendrios, seja no computador ou no notebook, indicando melhor capacidade de

processamento por parte das placas grificas em detrimento dos processadores.



Figura 33 — Performance do Notebook
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5 CONCLUSOES E TRABALHOS FUTUROS

Na elaboragdo do trabalho em questao, foram levantados diversas tecnologias que
poderiam contribuir para a execugdo dos protétipos propostos. Isso demonstra o grande acervo
presente para programas que utilizem de computacio visual, e essa quantidade tende a crescer,
por conta do interesse dos desenvolvedores e empresas nessa area, dado que havera crescimento
de investimento nela. Outro ponto que favorece essa drea de visdo computacional € que €
constantemente desenvolvido e lancado no mercado de hardware diversos dispositivos com
desempenho cada vez mais superior a versdes anteriores, permitindo maior liberdade para as
solucdes, tendo em vista que com maior performance, melhor e mais rdpida a solugdo serd
executada. Além de que, assim como o hardware, os softwares também evoluem, sendo mais
performaticos e eficientes.

Alcancamos os protétipos almejados para o trabalho, além de detalharmos o seu
desenvolvimento e execucdo. E apesar de ndo termos dispositivos de ultima geragdo para a
execucao e desenvolvimento dos protétipos, o resultado foi satisfatério. Isso contribui para
aqueles que dispdem de dispositivos com performance semelhantes e também almejam tentar
executar alguma solucao parecida, pois terd uma nocao aproximada de como funcionard em seu
dispositivo e do que pode ser feito com as tecnologias existentes atualmente, contribuindo para
areas como producdo de arte digital e reconhecimento de objetos em tempo real.

Dentre os pontos que alcangcamos no trabalho, vale destacar a implementa¢do da
funcionalidade de imagem aumentada o ARCore, listando os pontos que a tornou uma das
tecnologias abordadas e discutindo o porqué dessa tecnologia nio ter sido utilizada na versao final
do trabalho. Além disso, detalhamos a ferramenta YOLO em sua tdltima versao, implementando-
a para a fun¢do de deteccdo de objeto e configurando os modelos pré-treinados que a tecnologia
dispde, para obtermos melhor desempenho no trabalho.

Ademais, o trabalho também utilizou da funcionalidade de transferéncia neural de
estilo em conjunto da detec¢@o de objeto, essa integracao entre as duas tecnologias foi a principal
contribui¢do do nosso trabalho, resultando em uma soluc@o unica que combina deteccao de
objeto com a criacdo de imagens estilizadas com mais de um estilo e em mais de um objeto em
cena.

Reconhecemos algumas limitacdes em nosso estudo. Embora a solucao desenvolvida
tenha gerado 6timos resultados, € fato que, com os dispositivos de hardwares utilizados, a solu¢ao

final tenha alcancado pouca média de frames por segundos, apesar das melhorias feitas. Outra
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questdo também limitante € que tais solu¢cdes exigem uma placa grafica dedicada, que nem todos
os computadores pessoais possuem.

Para trabalhos futuros, recomendamos a melhoria na arquitetura do cdigo responsa-
vel pela transferéncia neural de estilo, o qual foi o maior limitante de performance do protétipo
final, além de ter uma necessidade de melhoria no treinamento dos estilos para que maiores
caracteristicas do estilo utilizado fosse presente no resultado final. Como melhoria, poderia ser
feita a instanciacdo do modelo de transferéncia neural de estilo uma tinica vez e essa mesma
instancia conseguir fazer a transferéncia neural de estilo de todas as imagens que ela receber,
fazendo isso os protétipos receberiam uma grande melhoria em desempenho. Contudo, com
atualizacdes constantes no YOLO, muito provavelmente haverd novas versdes ou melhorias na
versdo utilizada no trabalho, dando maior margem de desempenho para a solucdo, além de maior
exito na tarefa de detectar objetos. Outro ponto que seria interessante para o trabalho seria a
disponibilidade da solucao na internet para qualquer um poder testa-lo.

Em suma, este trabalho apresentou uma solucao inovadora e desafiadora que com-
bina a eficiéncia do YOLO com a criatividade da transferéncia neural de estilo. Apesar
das limitacdes presentes, demonstramos que nosso trabalho alcancou resultados promisso-
res e acreditamos que essa abordagem tem potencial significativo para aplicacdes diversas,
seja na area de desenvolvimento de software até para quem € focado em artes visuais digi-
tais. Caso deseja utilizar o protétipo elaborado segue o link do cédigo disponivel no GitHub

https://github.com/Icslimas/neural-style-transfer-in-detected-object.


https://github.com/lcslimas/neural-style-transfer-in-detected-object
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