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RESUMO

Com a popularizacio da internet e consequentemente o uso das plataformas streaming, o nimero
de empresas que prestam esse servigo tem crescido a cada dia. Para manter seus clientes ativos,
essas empresas tém investido em funcionalidades que podem apresentar op¢des de filmes de
acordo com as preferéncias e o histérico do usudrio. Buscando entender como esses algoritmos
funcionam, esta monografia propde um estudo de caso que utiliza bancos de dados de plataformas
streaming. Este estudo usard o algoritmo K-Means para criar agrupamentos a fim de detectar

padrdes e gerar insights sobre seus usudrios e filmes.

Palavras-chave: streaming; clusterizacio; k-means; mineracao de dados;



ABSTRACT

With the internet popularization and consequently the use of streaming platforms, the number
of companies that provide this service has grown every day. In order to keep their customers
active, these companies have invested in functionalities that can present movie options according
to the user’s preferences and history. Seeking to understand how these algorithms work, this
monograph proposes a case study that uses databases from streaming platforms. This study will
use the K-Means algorithm to create clusters in order to detect patterns and generate insights

about its users and movies.

Keywords: streaming; clustering algorithm; k-means; data mining
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1 INTRODUCAO

Com a popularizacdo da internet e consequentemente o uso de plataformas de
streaming, o nimero de empresas que disponibilizam este servico tem crescido a cada dia mais.
Desde de o langamento do servico de streaming da Netflix em 2007, houve uma "revolucdo"na
maneira do consumo de produgdes audiovisuais, onde diversas empresas construiram suas
plataformas no mesmos moldes da veterana Netflix, como € o caso da plataforma HBO Max
criada em 2021.

Para conquistar mercado e manter seus clientes ativos nestas plataformas, estas
empresas tem apostado em algoritmos inteligentes que possam apresentar recomendacoes de
filmes para os usudrios de acordo com suas preferéncias, avaliagdes e histérico de uso na
plataforma. Essas recomendagdes e recursos dependem diretamente da andlise de uma grande
quantidade de dados, que em sua maioria sdo obtidas através de técnicas de mineragcdo de dados,
algoritmos de clusterizacio e outros algoritmos de aprendizado de maquina.

E um fato que os dados, algoritmos e andlises realizadas pelas empresas de streaming
mencionadas ndo sdo compartilhadas de forma publica e portanto, bases de dados publicas de
plataformas como a Netflix e HBO Max ainda sdo raras. Por este motivo, a grande maioria dos
trabalho relacionados a este tema, ainda estdao concentrados em analisar preferéncias de usudrios
apenas utilizando a base de dados do site IMDB (GOEL; BATRA, 2009). Como exemplo,
pode-se citar o trabalho de Cardoso (2021) que apresenta a anélise de uma base dados publica
IMDB. Neste trabalho, os autores buscam por padrdes de produgdo de conteido, enquanto o
trabalho de Ashari et al. (2022) apresenta a geracao de agrupamentos, assim como o uso de
técnicas como o Davies Bouldin Index também aplicada a bases de dados publica do IMDB.

Buscando remover essa lacuna, esta monografia apresenta a aplicagdo do algoritmo
de clusterizac¢do K-Means, em dois conjuntos de dados relacionados as plataformas de streaming:
Netflix e HBO Max, respectivamente. Para tal, a metodologia utilizada foi dividida em 3 etapas,
sendo a primeira: o tratamento e andlise de bases de dados, onde os dados utilizados foram
padronizados para se adequar as etapas posteriores. Na segunda etapa, foi aplicado o algoritmo
de clusterizacdo K-Means, de modo a definir agrupamentos com o objetivo de gerar insights
sobre as bases de dados estudadas. Por fim, foi realizada uma anélise dos resultados, investigando
se os agrupamentos realizados e insights obtidos foram satisfatorios para o objetivo proposto.

A estrutura deste trabalho encontra-se da seguinte forma. No Capitulo 2 € apresen-

tado o objetivo geral e os objetivos especificos deste trabalho; no Capitulo 3 expde os pontos
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chaves para a teoria da pesquisa; enquanto o Capitulo 4 apresenta os trabalhos que se possuem
algum aspecto semelhante com este trabalho. No Capitulo 5 descreve os procedimentos utilizados
para realizar a pesquisa e assim como seu desenvolvimento, o Capitulo 6 apresenta os resultados

obtidos e por fim o Capitulo 7 sintetiza a conclusdo e os possiveis trabalhos futuros.
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2 OBJETIVOS

Nesta secao € apresentado o objetivo principal deste trabalho que sera atingido com

o desenvolvimento das etapas descritas nos objetivos especificos.

2.1 Objetivos Gerais

Utilizar um algoritmo de clusterizagcdo para geracdo de insigths em base de dados

publica de plataformas de streaming Netflix e HBO Max.

2.2 Objetivos especificos

* Estudar e compreender as bases de dados publicas disponiveis de streaming das empresas
Netflix e HBO Max;

* Normalizar e padronizar as bases de dados;

* Utilizar um algoritmo clusterizag@o para geracdo de agrupamentos de dados em cada uma
das bases estudadas;

¢ Analisar os resultados obtidos;
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3 FUNDAMENTACAO TEORICA

Para a compreensio e execu¢do desta monografia, neste capitulo sao apresentados
os principais conceitos utilizados durante toda a pesquisa cientifica realizada. Na Secdo 3.1 é
apresentada as principais técnicas para descoberta de novos conhecimento em bases de dados. Na
Secao 3.2 € definido de forma geral o funcionamento de algoritmos de Aprendizado de Méaquina
Nao Supervisionados. Na Secdo 3.3 € apresentado o algoritmo de clusterizagao que foi utilizado

neste trabalho.

3.1 Descoberta de conhecimento em bases de dados

De acordo com Castanheira (2008), o processo de descoberta de conhecimento em
bases de dados, conhecido como KDD (do inglés Knowledge Discovery in Databases) tem
como objetivo principal extrair conhecimento a partir de grandes bases de dados. Para atingir
esse objetivo € necessario o envolvimento de diversas dreas do conhecimento, como técnicas
matematicas e estatisticas, uso de banco de dados, técnicas para visualizagdo dos dados e entre
outras.

Ao se executar a metodologia KDD € necessdrio ter uma contextualizacao clara do
dominio do problema, assim como qual objetivo deseja-se conquistar. De acordo com Morais e
Ambroésio (2007) o processo possui quatro principais etapas como podem ser vistas na Figura 1

a seguir:

Figura 1 — Etapas do Processo de KDD

|:- Identificagao do Problema \|

Pré-processamento R
BD | Banco de Dados
[ Limpeza, Integracéo
| e Selecéo

~~——1 Armazém de Dados
DlN (Data Warehouse)

[Preparagéd dos Dados)|

Mineragéo de Dados

[ Pés-processamento |

Fonte: Morais e Ambrésio (2007).
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3.1.1 Identificacdo do problema

Para Morais e Ambrésio (2007), nesta fase deve ser realizado um estudo do dominio
da aplicagdo, e a definicdo dos objetivos e metas a serem alcangados. Além disso, € também nesta

etapa que deve ser obtido os dados que serdo utilizados nas etapas de descoberta de informacgdes.
3.1.2 Preparagdo dos Dados

A preparagao dos dados € uma etapa complexa do ponto de vista de atividades que
precisam ser realizadas. E nesta etapa que deve ser aplicada técnicas para limpeza, normalizagio,
integracdo e/ou sele¢io dos dados mais relevantes para o objetivo pretendido. E comum que os
dados obtidos inicialmente ndo estejam padronizados para a extracao de conhecimento (MORALIS;
AMBROSIO, 2007). A partir disso é preciso analisar qual processo de preparacio deve ser
utilizado. Para a etapa de mineragdo de dados, algumas vezes se faz necessaria a transformacao

dos dados, de modo a se adequarem as limitag¢des existentes do algoritmo utilizado.
3.1.3 Mineracdo dos Dados

O termo Mineracao de Dados € muitas vezes utilizada como sindbnimo para o KDD,
mas para Fayyad et al. (1996), KDD ¢ a metodologia completa para descoberta de conhecimento,
enquanto a Mineracdo de Dados refere-se a uma etapa especifica desta metodologia. Desta
forma, a Mineracao de Dados dentro da metodologia KDD € o processo de aplicacio de técnicas
estatisticas e algoritmos inteligentes que serdo utilizados para encontrar padrdes e novas infor-
magdes relevantes para o problema em estudo. E importante mencionar que utilizacdo cega de
métodos de Mineracdo de Dados é uma atividade perigosa, ja que facilmente leva a descoberta
de informagdes sem sentido ou padrdes invalidos (FAY YAD et al., 1996).

Para Castanheira (2008), a Mineracdo de Dados difere de uma simples aplicacio de
técnicas estatisticas porque ao invés de verificar padrdes hipotéticos, utiliza os préprios dados
para descobrir tais padrdes. A obtencdo destes possiveis padrdes estdo diretamente relacionadas
a execugdo dos algoritmos inteligentes, mas € preciso executa-16s de maneira interativa buscando
ajusta-10s e muitas vezes utilizando mais de um tnico algoritmo, ja que pode nio ser trivial a

escolha de qual método serd a melhor opg¢ao a ser utilizada.
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3.1.4 Pos-processamento

Os resultados obtidos pelo KDD podem ser visualizados de diferentes formas, ja que
a execucao dos processos provavelmente irdo gerar uma grande quantidade de padrdes, dos quais
muitos poderdo ndo ser importantes ou interessantes para o propdsito definido. Para lidar com
essa fase € necessdrio a execucao de uma andlise criteriosa do conjunto de resultado com medidas
desempenho, qualidade ou medidas subjetivas. No caso do resultado final ndo ser adequado
para o objetivo, todo o processo podera ser repetido indefinidas vezes até que o retorno se torne

satisfatorio.

3.2 Aprendizado de maquina

De acordo com Monard e Baranauskas (2003), o Aprendizado de Maquina € uma
area de Inteligéncia Artificial (IA) cujo objetivo é o desenvolvimento de técnicas computacionais
sobre o aprendizado bem como a construcdo de sistemas capazes de adquirir conhecimento de
forma automatica. Desta forma, o Aprendizado de Médquina pode ser divido em duas categorias
principais, a Aprendizagem Supervisionada e a Nao Supervisionada, as duas categorias serao

expandidas nas se¢des subsequentes.

Figura 2 — Tipos de Aprendizados

Aprendizado de
Maquina

Supervisionada MN&o Supervisionada

Classificacio Regresséo ClusterizacBo

Fonte: elaborado pelo autor (2022).
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3.2.1 Aprendizado Supervisionado

Sendo um subconjunto do Aprendizado de Mdquina, o Aprendizado Supervisionado
precisa de uma grande quantidade de dados para trabalhar, e como indicado no préprio nome
precisa de alguma supervisdo. A supervisdo vem do conceito de indicar ao algoritmo quais sdo as
respostas aceitaveis para o problema tradado. Ja que ao utilizarmos essa técnica, a cada exemplo
executado € preciso indicar qual € saida correta (LUDERMIR, 2021).

Essa técnica € utilizada para resolver dois tipos de problemas: classificacdo e regres-
sd0. A Figura 3 apresenta um resultado hipotético para um problema de classificacdo e para um
problema de regressao. A classificacdo € o processo onde € necessario categorizar um conjunto
de dados em classes pré-determinadas. Como exemplo, pode-se citar um sistema de e-mails,

onde poderia haver um algoritmo que classificasse se um e-mail recebido € spam ou nao.

Figura 3 — Classificagdo e Regressao

(a) Classificacdo (b) Regressao

Fonte: 2?).

Algoritmos de regressao sao utilizados quando € necessario prever algum dado.
Como exemplo, pode-se citar a analise de precos das casas em um bairro, com base em seus
atributos como nimero de quartos ou de banheiros, drea construida, drea total do terreno ou a
proximidade ao centro da cidade. Todas essas informacdes podem fornecer uma fungdo que

apresente uma relacdo entre os dados de entrada e o dado de saida (o preco da propriedade).

3.2.2 Aprendizado Ndo Supervisionado

Diferente dos algoritmos de Aprendizado de Mdquina Supervisionados, os algoritmos

Nao Supervisionados trabalham sem vigilancia, ou seja, nao hé necessidade do rétulo de resposta
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final. Desta forma, estes algoritmos buscam aprender as relacdes entre os dados através de
similaridades. Como dito por ??), o objetivo principal aqui € justamente encontrar padroes,

regularidades ou estruturas existentes no conjunto inicial de dados.

3.3 Algoritmos de clusterizacio

Os algoritmos de clusteriza¢do fazem parte do conjunto de algoritmos de Aprendi-
zado de Méquina Nao Supervisionados, ou seja, estes algoritmos buscam agrupar dados durante
a sua execugdo. De acordo com Maia (2020), os algoritmos de clusteriza¢cdo tem como tarefa
identificar e agrupar automaticamente dados pelo seu grau de similaridade. Portanto, este tipo de
algoritmo ird utilizar o conjunto de dados de tal forma que os dados contidos sejam unidos em
grupos que representem fatias de informacdes com muitas semelhangas entre si.

Como definido por ??), um algoritmo de clusterizacao agrupa dados que aparente-
mente algo em comum, essa tarefa consiste em reunir cada subconjunto de dados em um cluster.
Para garantir a existéncia desta similaridade entre elementos de um mesmo cluster é necessario
considerar uma medida que indique correspondéncia entre estes dados(DIAS et al., 2004). A
Figura 4 apresenta um exemplo hipotético de aplicacdo de um algoritmo de clusterizacdo com a

geracdo de dois clusters.

Figura 4 — Clustering

Fonte: ??).



3.3.1 K-Means

De acordo com Pimentel et al. (2003), objetivo deste algoritmo € encontrar a melhor
divisdo de P dados em K grupos utilizando uma func¢do de distancia para calcular a similaridade
dos dados de cada grupo. Esta distancia é calculada utilizando o conceito de centroide, sendo
somada todas as distancias de cada elemento de cada cluster para seu centroide. O objetivo
principal deste algoritmo é minimizar as distancias entre os elementos de cada cluster. A Figura

6 apresenta as 7 etapas principais utilizadas pelo K-Means.

Figura 5 — Execucdo do K-Means

Realizacdo de
. calculos pra Gerar matriz de
Definir o valor de K o P
definicao dos distancia
centroides

| l‘
i
:
I
I
i
- =
Classificar pontos Hecalcu_lar 0% Repetir até a
centroides convergéncia
Fonte: elaborado pelo autor (2022).

1. Definicao do valor K: representa os clusters que o algoritmo vai separar os dados. Esse

valor pode ser definido pelo dominio ou pela realizacdo de testes que podem auxiliar a
determinacao do nimero de grupos que retornardo uma solu¢cao mais condizente com o
problema em estudo.

2. Realizacao de calculos iniciais para definicao dos centroides: definicdo de centroides
iniciais para cada cluster durante a primeira execugao do algoritmo.

3. Geracao da matriz de distancia: realizacdo de célculos para definir a distancia de cada
elemento de cada cluster para cada um dos centroides definidos.

4. Classificar dos elementos: atualizagcdo para redefinir, se necessario, qual cluster cada
elemento pertence, de acordo com a distancia calculada para o centroide mais préximo.

5. Recalcular os centroides: nesta etapa os centroides poderao ser reajustados.

6. Repetir até a convergéncia: ha o retorno do algoritmo para etapa 3 caso o algoritmo

ainda ndo tenha atingido a taxa convergéncia.
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4 TRABALHOS RELACIONADOS

Este capitulo descreve trabalhos da literatura mais relevantes para a contextualizagao

do problema proposto nesta monografia.

4.1 Prevendo a preferéncia do usudrio para filmes usando o banco de dados Netflix

Com a crescente popularidade de servicos de streaming nos ultimos anos e conse-
quentemente o aumento do nimero empresas que disponibilizam este tipo de servico, o uso de
funcdes de recomendagdes de conteidos personalizados tem sido utilizada como uma ferramenta
crucial para manter o usudrio o maior tempo possivel envolvido nestas plataformas. Procurando
solucionar questdes a respeito desta problematica, o trabalho de Goel e Batra (2009), busca
prever a preferéncia do usudrios por filmes utilizando dados da plataforma de streaming Netflix.

No trabalho em questdo, os autores propuseram a aplicacdo do algoritmo Latent
Genre Space (LGS), que tem como foco apreender tracos de personalidades dos usudrios. Para
melhoria do banco de dados, além dos dados extraidos da plataforma Netflix, também foram
utilizados dados do Internet Movie Database (IMDB), site de classificacio de séries e filmes,
para compor os géneros que seriam utilizados. O algoritmo LGS foi executado em um espago
de baixa dimensao, considerando 23 géneros de filmes, sendo cada usudrio representado por
um vetor nesse espago. Desta forma, para cada filme ndo visto pelo usudrio € definida uma
pontuacgdo correspondente, ponderada pela classificacdo de género com base em notas atribuidas
por pessoas com gostos semelhantes, onde o filme pode também ser classificado como um filme
multigénero. Neste ultimo caso, todos os géneros recebem o mesmo peso, de modo que, sdo
tratados de formas iguais para a ponderacao.

Por fim, também & apresentado agrupamentos de usudrios no espago gerado pelo
algoritmo LGS a partir da aplicac¢do do algoritmo K-Means. Este agrupamentos foram utilizados
com o objetivo de encontrar usudrios parecidos para preencher notas ausentes de filmes ainda
ndo vistos por um individuo, com base nas classificagdes de usudrios semelhantes.

Em contraste com o trabalho de Goel e Batra (2009), que apresentou uma metodolo-
gia para prever possiveis notas que um usudrio daria a um filme com base em seus "vizinhos".
Este trabalho busca clusterizar os dados das séries disponiveis em diferentes streaming (Netflix,
Prime Video, Disney+), além de buscar prever possiveis classificacdes para novas entradas de

dados.
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4.2 Analise de dados no Internet Movie Database (IIMDb)

O site IMDB, também conhecido como Internet Movie Database, organiza e dispo-
nibiliza dados sobre produtos da cultura pop como filmes, séries e jogos, ao publico. O trabalho
de Cardoso (2021), busca analisar uma base de dados do IMDB para determinar quais dados
podem ser de valia para uma analise quantitativa apontando preferéncias e padrdes para os dados.
Para tal, os autores selecionaram varidveis e arquivos de interesse para a pesquisa, normalizando
estes dados para a aplicacdo de algoritmos como Arvore de Decisdo e Naive Bayes na tentativa
de encontrar padroes relevantes.

Os autores trabalharam na base de dados, inicialmente, para determinacao de infor-
macoes validas para o problema, a partir disso a base de dados foi construida e normalizada
utilizando dois arquivos que apresentavam dados como o titulo da producdo, ano de lancamento,
géneros, a média das avalia¢des, o numero de votos, entre outros dados. Para atingir o objetivo
de analisar padrdes de géneros, de acordo com cada tipo de producdo (filmes, séries, filmes
para TV ou minisséries) os dados foram analisados com o intuito de responder questdes como:
"quantidade de titulos produzidos por ano?”” ou "a quantidade de votos por géneros".

Ao analisar a tabela normalizada, os autores foram capazes de apresentar algumas
métricas gerais a respeito dos questionamentos. Apods as andlises das features “A quantidade de
filmes adultos produzidos por ano” ou até mesmo a “Porcentagem de notas recebidas por cada
género”, o resultado obtido pelo algoritmo “Naive Bayes” ele demonstrou relagdes destas features,
como: a probabilidade de um tipo de género ser utilizado em maioria por um determinado tipo
de midia ou a probabilidade de um tipo de producao produzir um contetido adulto ou ndo.

Esta pesquisa difere do trabalho de Cardoso (2021), pois ao invés de apresentar
métricas e agrupamentos relacionados aos dados do , este trabalho busca apresentar métricas e
agrupamentos os dados de diversas séries disponiveis em diferentes streaming (Netflix, Prime

Video e Disney+).

4.3 Aplicacao de mineraciao de dados com o método de agrupamento K-Means e indice

Davies Bouldin para agrupamento de filmes IMDB

Ashari et al. (2022) aplicaram mineracdo de dados conjuntamente com o algoritmo
de clusterizacdo K-Means, em uma base de dados de séries e filmes disponiveis no IMDB, na

tentativa de compreender quais dados sdo mais relaciondveis entre si € como essa relagcdo €
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transpassada para os dados do conjunto.

Para trabalhar com a base de dados dados, inicialmente, foi aplicado o Knowledge
Discovery in Databases (KDD), um método que busca novos conhecimentos a partir dos dados
coletados e processados. Apds a aplicacdo do KDD, a base de dados foi padronizada, sendo
determinado quais dados seriam adequados para a modelagem, com intuito de obter resultados
mais precisos. Das 16 varidveis disponiveis para o conjunto dados, foram selecionadas cinco
(runtime, imdb_rating, meta_score, no_of_votes, e gross). A partir desta etapa, realizou-se o pré-
processamento dos dados, limpando os dados considerados desnecessarios como o poster_links,
series_title, released_year, certificate, genre, director, starl, star2, star3 e star4. Nas etapas
posteriores, os autores aplicaram uma transformacgdo nos dados para se tornarem mais precisos e
adequados, como o IMDB rating sdo ajustado para uma pontuacao de 1 a 10, enquanto o Meta
score foi ajustado para valores entre 10 a 100.

Por fim, foi utilizando o algoritmo K-Means para encontrar padrdes por agrupamento,
para tal foram testadas duas técnicas: o Elbow Method (EM) and Davies Bouldin Index (DBI)
com o objetivo de encontrar qual dos dois encontraria o nimero de clusters mais adequados para
o conjunto. Como resultado final, os dados foram agrupados em 4 grupos (valor encontrado pelo
DBI) para analise geral.

Semelhante a pesquisa de Ashari et al. (2022), este trabalho buscar agrupar os dados
para uma andlise através do uso de algoritmos de clusterizacdo. Mas diferente do trabalho de
Ashari et al. (2022) que lidou com uma base de dados dos Top 1000 itens do IMDB, este projeto

vai utilizar um conjunto de base de dados publicas da Netflix, Disney + € Amazon Prime Video
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5 METODOLOGIA

Neste capitulo € apresentada a metodologia utilizada nesta monografia para obten¢do
do objetivos pretendidos. Cada uma das secdes subsequentes descreve as atividades realizadas
em cada uma das trés etapas da metodologia definida. A Figura 6 demonstra o fluxo das etapas

realizadas.

Figura 6 — Representagdo da metodologia proposta

Inicio Fim
Tratamento e Analise dos
® Analise K-Means Resultados C

Fonte: elaborado pelo autor (2022).

Reiniciar se necessario

5.1 Tratamento e Analise da base de dados

As bases de dados utilizadas para a realizagdo desta pesquisa foram retiradas do site
Kaggle, que disponibiliza de forma publica base de dados e competi¢cdes relacionadas a andlise
de dados, sendo selecionadas um total 2 bases de dados "Netflix TV Shows and Movies"e "HBO
Max TV Shows and Movies". A Tabela 1 apresenta os tipos de dados disponibilizados nestas
bases.

Para manipulacao dos dados, foi utiliza a linguagem de programacao Python 3.0
e a biblioteca Pandas. Inicialmente, todos os dados foram agrupados em uma unica base de
dados, sendo utilizada a estrutura de dados dataframe para seu armazenamento, uma nova coluna
denominada "streaming", do tipo "object" foi criada para definir qual a base de dados original a
qual o conjunto de dados (linha do dataframe) pertence.

As seguintes features foram removidas: "description", "age_certification", "seasons",
"imdb_id". A decisdo pela remocdo destas features foi tomada apds a realizacdo de uma
andlise gréfica dos dados que demonstrou que tais informag¢des nao auxiliaram o aprendizado
do algoritmo K-means. Também foi realizada a remo¢ao de dados nulos e algumas features
que possuiam valores no formato de listas ("production_countries"e "genres"), assim como
algumas features que possuiam valores no formato texto, precisaram serem convertidas para
valores numéricos. Como por exemplo, pode-se citar a feature "streaming", onde se criou duas

novas features, uma para cada respectivo servigo, assim se o registro era "netflix" a feature
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Quadro 1 — Formato dos Dados

Feature Tipo | Exemplo

id object | "tm84618"

title object | "Taxi Driver"
type object | "MOVIE"
description object | "A mentally unstable Vietnam War veteran..."
release_year int64 | 1976
age_certification object | R

runtime int64 | 114

genres object | [’drama’, ’crime’]
production_countries | object | ['US’]

seasons float64 | 1.0

imdb_id object | "tt0075314"
imdb_score float64 | 8.2

imdb_votes float64 | 808582.0
tmdb_popularity float64 | 40.965
tmdb_score float64 | 8.179

Streaming object | netflix

Fonte: elaborado pelo autor (2022).

"netflix"recebe o valor 1, ja se um registro fosse da "hbo", feature "hbo"recebe o valor 1.

5.2 Geracao de Modelos Inteligentes

Para geracao do agrupamento foi utilizado o algoritmo K-Means da biblioteca sklearn
da linguagem Python 3.0, sendo definido um total inicial de doze clusters. A partir deste valor
foram realizados testes empiricos decrementando, em cada teste, uma unidade do nimero total
de clusters inicial com o intuito de obter o ndmero de clusters mais vidvel para a base de dados

estudada. Por fim, foi estabelecido um numero total de 4 clusters como o valor 6timo.
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6 RESULTADOS

Como mencionado na capitulo anterior, a aplicagdo do algoritmo K-Means retornou
um total de 4 clusters. O Grafico 7 apresenta o niumero de registros agrupados em cada cluster e

a seguir € apresentado uma anélise geral de cada um destes clusters.

Figura 7 — Quantidade de shows/filmes por clusters
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Fonte: elaborado pelo autor (2022).

6.1 Cluster (

Neste cluster foram agrupados 701 registros, desses, 516 sdo producgdes disponiveis
na Netflix, que se dividem em 331 filmes e 185 séries, ja para HBO Max foram agrupados
185 producdes, sendo 27 séries e 158 filmes. O Quadro 2 apresenta um resumo dos dados

mencionados.

Quadro 2 — Quantidade de registros por streaming no cluster 0 e seus tipos.

Streaming | Tipo | Quantidade | Total
. MOVIE 331
Netflix SHOW 135 516
MOVIE 158
HBO Max SHOW 7 185
701

Fonte: elaborado pelo autor (2022).

As produgdes deste cluster possuem uma variedade de géneros, alguns destes cate-
gorizados com mais de um género. Os géneros os quais 0s usudrios mais demostraram interesse
foram: "drama"e "comedy", com 377 e 287 das producdes agrupadas, respectivamente. Acima
de 100 produgdes também se encontram os géneros: "thriller"(171 producdes), em seguida

"action" com 157, "romance" com 132 e "crime" com 107, como pode ser visto no Gréfico 8.
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Figura 8 — Cluster 0: Géneros
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Fonte: elaborado pelo autor (2022).

6.2 Cluster 1

No cluster 1 foram associados apenas produgdes disponiveis na Netflix com uma
composi¢do de 1021 filmes e 616 séries. Ao analisarmos os géneros, 916 dos itens foram
categorizados como "drama", enquanto 670 produgdes como "comedy", 428 registros como

"thriller", em seguida "action" com 381 e "romance" com 297, como pode ser visto no Grafico 9.

Figura 9 — Cluster 1: Géneros
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Fonte: elaborado pelo autor (2022).

6.3 Cluster 2

Np cluster 2 foram agrupados apenas producdes disponiveis na Netflix totalizando

1479 filmes e 763 séries. Em relacdo a andlise dos géneros, 1200 producdes foram categori-
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zados como "drama", ja outras 958 como "comedy", 480 registros como "action", em seguida

"thriller"com 479 e "romance"com 398, como pode ser visualizado no Gréfico 10.

Figura 10 — Cluster 2: Géneros
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Fonte: elaborado pelo autor (2022).

6.4 Cluster 3

No cluster 3, mais de 70% dos itens pertencem a HBO Max com 1333 filmes e 204
séries, enquanto 365 filmes e 257 séries estavam disponiveis na plataforma Netflix (veja Quadro

3).

Quadro 3 — Quantidade de registros por streaming no cluster 3 e seus tipos.

Streaming | Tipo | Quantidade | Total
. MOVIE 365

Netflix SHOW 757 622
MOVIE 1333

HBO Max SHOW 504 1537

2159

Fonte: elaborado pelo autor (2022).

Analisando os géneros do cluster 3, hd 1178 produgdes categorizadas como "drama",
outras 830 como "comedy", enquanto "romance" possui 515, "thriller"com 476 registros, em

seguida "action"com 419, como pode ser visualizado no Grafico 11.
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Figura 11 — Cluster 3: Géneros
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Fonte: elaborado pelo autor (2022).

6.5 Analises graficas gerais

Através da geracdo de alguns gréficos foi possivel inferir alguns insights interessantes
sobre a base de dados estudada. O Grafico 12 representa os anos de lancamentos das produgdes
existentes para cada streaming separados por seus respectivos clusters. E possivel notar que ha
producdes da HBO Max desde a década de 1920 e que as produgdes consideradas mais "antigas"
foram agrupados na sua maior parte no cluster 3 e uma minoria no demais clusters. As produgdes
da Netflix, independente do ano de producdo, estdo dividas principalmente entre os trés primeiros
clusters. Desta forma, podemos inferir que os usudrios do cluster 3 podem ter uma tendéncia a
ter interesse por produgdes mais antigas e por filmes da HBO Max.

Ao analisar as pontuacdes do IMDB disponiveis na base de dados, visualizando
esta informacao separa por cada cluster gerado (ver Figura 13), é possivel notar os usudrios
pertencentes ao cluster 1 e cluster 2 apresentam um forte interesse em producdes da Netflix
relatando pontuacdes entre 4 a 8. Novamente, € possivel fortalecer a hipétese que os usudrios do
cluster 3 apresentam um um grande interesse em producdes da HBO Max relatando pontuacdes
entre 4 a 8. Pode-se notar também que os usudrios do cluster 0 ndo possuem preferéncia por
plataforma de streaming especifica, porém podemos visualizar uma alta preferéncia por filmes
atuais neste cluster.

Ao realizar uma andlise do tempo de excucdo das produgdes e sua relagcdo com
suas pontuacoes no IMDB (Figura 14), € possivel observar que as producdes da HBO Max,
embora possuam produ¢des com duragdes mais longas conseguem manter notas comparaveis

a produgdes da Netflix com tempo de execucdao menores. Porém, os usudrios do cluster 1 1
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Figura 12 — Anos de langamentos de producdes nos Streaming e seus agrupamentos por clusters
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Fonte: elaborado pelo autor (2022).

Figura 13 — Pontuagdao IMDB X Anos de lancamentos por clusters
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Fonte: elaborado pelo autor (2022).
e cluster 2 possuem uma notdvel preferéncia por producdes mais curtas que por conseguinte
conseguem pontuacdes IMDB melhores, havendo apenas alguns outliers.

Ao se depararmos com o quadro 3, € facil notar que a HBO Max no espectro da
duracdo dos itens entre 80 a 110 minutos, abrange o espectro de notas entre 2 a 8, com pontos
minimos fora da curva com nota 4 e tempo de execugdo perto dos 20 minutos, enquanto notas
acima de 8 estdo em producdes com tempo de duracio abaixo dos 80 minutos. Ao mesmo passo
que a Netflix possui itens com duracOes abaixo de 40 minutos com notas indo de 2 a valores

préximos de 4 e até notas proximas de 9.
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Figura 14 — Pontuagdo IMDB X Tempo de Execugdos por clusters
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7 CONCLUSOES E TRABALHOS FUTUROS

Este capitulo discorre sobre as consideracdes e licdes aprendidas a respeito da
metodologia criada neste trabalho, para a aplicagcdo de algoritmos de clusterizagdo, assim como

os resultados obtidos.

7.1 Consideracoes gerais

Neste trabalho buscou-se analisar conjuntos de dados sobre as producdes disponiveis
em plataformas de streaming, mais especificamente a Netflix e HBO Max e quais informacdes
poderiam ser extraidas apds a aplicagcdo do algoritmo de agrupamento K-Means.

e Foi possivel observar que a produ¢cdes HBO Max, em geral possuem avaliagdes
melhores que as da sua concorrente, mesmo para producdes mais antigas;

e H& um cluster com usudrios com preferéncias para filmes mais antigos, enquanto
os demais clusters possuem usudrios com preferéncias mescladas.

e Ao analisarmos os géneros das producdes podemos notar que em todos os quatros
clusters definidos pelo algoritmo, os principais estilos s3o os mesmos, sendo
preferencialmente "comedy"e "drama", e os demais, mesmos que em ordens

nn

ligeiramente diferentes: "action", "thriller"e "romance".

7.2 Trabalhos futuros

Em trabalhos futuros, € esperado a utilizacdo de mais conjuntos de dados como o
da Prime Video, Disney+ e Paramount+, além do uso do outro arquivo disponibilizado nos
conjuntos que continham informagdes sobre os créditos das obras. Tais dados novos deverao
alterar consideravelmente os resultados obtidos, devendo fornecer novos insights possivelmente
relevantes para uma andlise mais ampla das plataformas de streaming e seus contetidos.

Por fim, espera-se que em futuros trabalhos o conjunto de dados utilizado possa
ser incrementando com outros dataframes complementares ao assunto, como o "The Movies
Dataset", correlacionando os dados bdsicos e fornecendo novas informagdes ao algoritmo,
trabalhando também com outras técnicas de anélise de dados como Knowledge Discovery from

Text.
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