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RESUMO

A análise de agrupamento hierárquico é uma forma eficaz de agrupar elementos, com o objetivo

de facilitar a análise exploratória de dados. Os grupos são selecionados de forma que dentro de

cada grupo os elementos sejam homogênios e os grupos sejam heterogênios entre si. Sua impor-

tância se dá na necessidade de estabelecer um perfil e dessa forma entender o comportamento

de cada grupo. Primeiramente foi realizada a apresentação dos coeficientes de similaridade

e associação, utilizados para cálculos das distâncias com diferentes tipo de variáveis. Diante

disso, foram diferenciados os métodos hieráquicos que são: método da ligação simples, ligação

completa, centróide, média das distâncias e ward, com suas particularidades. Também foram

apresentados os algoritmos Agnes e Diana. Em seguida foram apresentados métodos de ajute e

escolha do número ideal de grupos. Por último, foi utilizado o software R para a demonstração

dos métodos e a comparação das ditâncias euclidiana e manhattan.

Palavras-chave: agrupamento; dendograma; similaridade



ABSTRACT

Hierarchical cluster analysis is an effective way to group elements together to facilitate ex-

ploratory data analysis. The groups are selected so that within each group the elements are

homogeneous and the groups are heterogeneous to each other. Its importance lies in the need

to establish a profile and thus understand the behavior of each group. First, the similarity and

association coefficients were presented, used to calculate distances with different types of varia-

bles. In view of this, the hierarchical methods were differentiated, which are: single link method,

complete link, centroid, average of distances and ward, with their particularities. The Agnes

and Diana algorithms were also presented. Then, methods of adjustment and choice of the ideal

number of groups were presented. Finally, the R software was used to demonstrate the methods

and compare the euclidean and manhattan distances.

Keywords: grouping; dendrogram; similarity
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1 INTRODUÇÃO

A análise de agrupamento, também chamada de análise de cluster, se trata de uma

técnica de estatística multivariada que tem como principal objetivo subdividir os dados em grupos,

esses grupos possuem características semelhantes internas, entretanto, quando comparados os

grupos entre si, possuem distinção externa. Dessa forma existe homogeneidade dentro de cada

grupo e uma heterogeneidade entre os grupos formados.

Essa técnica pode ser aplicada em várias áreas do conhecimento, como na reco-

mendação de produtos em sites de vendas, nos anúncios que são enviados; no ramo agrícola é

possível separar grupos de cultivo; na ecologia com a segmentação de espécies; na formação de

perfis para seleção de empresa ou até mesmo estudos psicológicos e sociais.

A análise de agrupamentos é um tipo de classificação, pois, quando os dados são

divididos, de certa forma está classificando os mesmos em grupos. Diante disso é importante

saber que existem dois tipos de classificações supervisionadas e não-supervisionadas. A su-

pervisionada se dá quando tem classes predefinidas e é trabalhado a classificação, porém, nas

não-supervisionadas criamos os grupos sem classes preestabelecidas, portanto, poderia ser

concluído que a técnica estudada se trata de uma classificação não-supervisionada.

Para aplicar essa técnica é preciso entender que existem dois tipos de métodos para

sua aplicação, que consistem em métodos hierárquicos e não hierárquicos. A grande diferença

entre eles é a necessidade de uma partição inicial, os hierárquicos formam todas as possibilidades

de partições que podem ser adotadas, ademais, com os não hierárquicos é preciso definir essa

partição inicial que pode se originar de um método hierárquico. Neste presente estudo está

focado no processo de construção e validação dos métodos hierárquicos.
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2 ANÁLISE DE AGRUPAMENTOS

No dia-a-dia é muito comum se deparar com bancos de dados com muitas informa-

ções coletadas, com um grande volume de observações para serem analisadas e a partir delas

a tomada decisão. Diante disso, uma solução viável ao pesquisador é utilizar os métodos de

análise de agrupamento, com o intuito de facilitar a visão do comportamento de seus dados.

Por exemplo, em uma situação cujo interesse é descobrir o gênero de filme favorito

de usuários de uma plataforma de streaming de acordo com o histórico desses usuários. Sabe-se

que nos dias atuais existem vastas opções de gêneros e subgêneros de filmes, ou seja, o banco

de dados terá um volume grande de observações e analisar cada usuário seria inviável, pois

demandaria um alto custo, tempo e força de trabalho. A solução para isso seria classificar os

usuários em grupos com gostos semelhantes, utilizando os métodos de análise de agrupamento.

2.1 Introdução aos métodos hirárquicos

A característica mais marcante dos métodos hierárquicos na análise de agrupamento

é ser capaz de fornecer a jornada que cada elemento faz até chegar no seu grupo final, ou seja,

geram várias possibilidades de partições dos dados.

O método hierárquico não necessita que já possua o número de grupos inicialmente,

entretanto, não são vistos como flexíveis, por conta que se um determinado elemento foi alocado

em um grupo não é possível realocar em outro, ele é necessariamente dependente do seu grupo

anterior. Diante disso, é importante saber que eles podem ser classificados como aglomerativos e

divisivos.

No método aglomerativo inicialmente, cada elemento é considerado ser um grupo e

ao longo das etapas os elementos vão se agrupando até que no fim exista somente um grupo com

todos os elementos. E o método mais utilizado entre os hierárquicos, pois exige uma capacidade

computacional menor que os divisivos.

O método divisivo consiste em considerar todos os elementos inicialmente em um

único grupo, ao longo das etapas os grupos vão se dividindo entre si, até que na última etapa

cada grupo terá um único elemento.
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2.2 Medidas de distâncias

Sabendo que os dados constituem de n objetos mensurados p variáveis organizados

em uma matriz de dados xn∗p com i = 1...n e j = 1...p representada abaixo:

X =



x11 x12 . . . x1 j . . . x1p

x21 x22 . . . x2 j . . . x2p
...

... . . . ... . . . ...

xi1 xi2 . . . xi j . . . xip
...

... . . . ... . . . ...

xn1 xn2 . . . xn j . . . xnp


=



xT
1

xT
2
...

xT
i
...

xT
n


=
[
x(1) . . . x( j) . . . x(p)

]

Considere que XT
n um vetor linha p-dimensional de observações do i-ésimo objeto e

x( j) trata-se do vetor coluna n-dimensional de observações da j-ésima variável. Nas fórmulas

abaixo calcula-se a distância entre os objetos xr e xs, r ̸= s = 1,2 . . . p.

2.2.1 Distância Euclideana

A distância Euclidiana é uma das medidas de distância mais utilizadas da literatura,

e sua fórmula mede a distância entre dois pontos, e pode ser provada pelo conhecido teorema de

Pitágoras (Gower 1982). Dessa forma, a distância euclidiana entre os objetos xr e xs é definida

por:

Dr,s =

√√√√ j

∑
j=1

(xr j − xs j)2 =
√

(xr − xs)T (xr − xs) (2.1)

A seguir a matriz M representando dois indivíduos para ser utilizada em cada

exemplo.

M =

Indivduo 1

Indivduo 2

=

23 163 65

39 171 94


Exemplo: Temos a matriz M com dois indivíduos e suas respectivas características de interesse,

calcule a distância Euclidiana entre eles.

D(Indivduo1,Indivduo2) =
√

(23−39)2 +(1,63−1,71)2 +(65−94)2 = 34,0734501
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2.2.2 Distância de Manhattan

É uma distância também chamada de city-block, ou máxima, e tem como objetivo

maximizar a distância entre dois elementos. Essa distância tem forte relação com a distância

Euclidiana, sendo defina como:

Mr,s =
p

∑
j=1

|xr j − xs j| (2.2)

Exemplo: Utilizando a matriz M, calcule a distância de Manhattan.

M(Indivduo1,Indivduo2) = |23−39|+ |163−171|+ |65−94|= 53

Na figura 1 está apresentada, de forma gráfica a relação entre a distância Euclidiana

e Manhanttan.

Figura 1 – Relação entre a distância Euclidiana e Manhattan

Fonte: Elaborado pela autora (2022).

2.2.3 Distância de Minkowsky

Observa-se que essa distância é a generalização da distância Euclidiana e Manhattan,

respectivamente, quando p = 2 e p = 1,é dada por:

D(r,s) = (
p

∑
j=1

|xr j − xs j|p)
1
p

(2.3)
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2.2.4 Distância de Camberra

A distância de Camberra apresentada por Lance y Williams (1967), é um caso

particular da distância de Manhattan quando |xri| e |xsi| são iguais. Definida como:

DCan(r,s) =
n

∑
i=1

|xri − xsi|
|xri|− |xsi|

(2.4)

Exemplo: Utilizando a matriz M do exemplo anterior calcule a distância Camberra,

é dada por:

DCan(Indivduo1,Indivduo2) =
16

23−39
+

8
163−171

+
29

65−94
=−3

2.2.5 Distância de Mahalanobis

Essa distância foi apresentada por Mahalanobis em 1936 sendo uma distância

Euclidiana que tem como pesos as covariâncias das variáveis. Considerando Σ a matriz das

covariâncias das variáveis, a distância entre os indivíduos xr ma xs é definido por:

DMaha(r,s) = (xr − xs)
T

Σ
−1(xr − xs). (2.5)

2.3 Coeficientes de concordância

Os coeficientes de concordância são quando os dados se apresentam na forma de

classificação, em tais situações as medidas de distâncias já apresentadas não suprem essa neces-

sidade para variáveis dessa natureza. Considere a seguir a Tabela 1 que apresenta os resultados

associados às respostas de duas variáveis com resultados classificados como "presença= 1"e

"ausência = 0".

Tabela 1 – Geral dos coeficientes de associação

1 0

1
(1 , 1) (1 , 0)

a b

0
(0 , 1) (0 , 0)

c d
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Na tabela é considerado o valor 1 como a presença e o valor 0 como ausência de

determinada característica do objeto de estudo. A tabela nos apresenta os quatro casos de

combinações de ausências e presenças dos possíveis resultados.

Nos exemplos dos coeficientes de concordância é utilizado os dados nos quais foram

detectados a incidência de mamíferos de uma localidade montanhosa na região de Great Basin

(EUA), conforme Grayson e livingston(1993), de acordo com o listado na Tabela 2.

Tabela 2 – Incidência de mamíferos

Variáveis
Indivíduos y1 y2 y3 y4 y5 y6 y7 y8 y9 y10 y11 y12 y13 y14 y15 y16 y17 y18 y19

x1 1 1 1 0 1 1 1 0 0 1 0 1 1 1 1 1 1 1 1
x2 1 1 0 1 1 0 1 0 1 0 0 1 1 0 1 1 1 1 1
x3 1 0 0 1 1 0 1 0 1 0 0 1 1 1 1 1 1 1 1
x4 1 1 1 1 1 1 1 1 1 1 1 1 1 0 1 1 1 1 1
x5 1 0 0 1 1 0 1 0 1 0 0 1 1 0 0 0 1 0 0
x6 1 1 1 0 1 0 1 1 0 0 0 1 1 1 1 1 1 1 1
x7 1 0 0 0 0 0 0 0 0 0 0 0 0 0 0 0 1 0 0
x8 1 0 1 1 1 0 0 0 1 0 0 1 1 0 0 1 1 0 1
x9 1 0 0 1 0 0 1 0 0 0 0 0 1 0 0 0 1 0 0
x10 1 0 0 0 0 0 0 0 0 0 0 1 1 0 1 0 1 0 0
x11 1 1 1 1 1 1 0 1 1 1 1 1 1 1 1 1 0 1 1
x12 1 0 0 1 1 0 0 0 1 0 0 1 0 0 0 0 0 0 1
x13 1 1 1 1 1 0 1 0 1 1 1 1 1 1 1 1 1 1 1
x14 0 0 0 1 0 0 0 0 0 0 0 0 0 0 0 0 1 0 0

Fonte: Grayson, D.K. and S.D. Livingston. 1993.

Foram considerados dois indivíduos, conforme apresentado na Tabela 3, para

exemplificar cada coeficiente apresentado nas próximas sessões.

Tabela 3 – Indivíduos x7 e x11

y1 y2 y3 y4 y5 y6 y7 y8 y9 y10 y11 y12 y13 y14 y15 y16 y17 y18 y19
x7 1 0 0 0 0 0 0 0 0 0 0 0 0 0 0 0 1 0 0
x11 1 1 1 1 1 1 0 1 1 1 1 1 1 1 1 1 0 1 1

Utilizando a Tabela 1 geral dos coeficientes de associação, é possível contabilizar

cada situação da Tabela 4 a seguir.
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Tabela 4 – Coeficientes de associação entre os indivíduos x7 e x11
a b c d
1 1 16 1

2.3.1 Correspondência múltipla (M)

Esse coeficiente chamado de correspondência múltipla ou de simple matching foi

apresentado por Sokal e Michene no ano de 1953. Analisando a fórmula proposta é fácil ver que

os autores consideram duas presenças (a) e duas ausências (d).

M =
a+d

a+b+ c+d
(2.6)

Exemplo: Considerando os indivíduos x7 e x11 o coeficiente de correspondência

múltipla é dado por:

M =
1+1

1+1+16+1
=

2
19

= 0,105263158

2.3.2 Rogers e Tanimoto(RT)

Em 1960, Roger e Tanimoto propuseram uma modificação no coeficiente de

correspondência múltipla, em que adicionaram pesos aos casos com uma ausência e uma

presença (b, c). Definido como:

RT =
a+d

a+2b+2c+d
(2.7)

Exemplo: Utilizando os indivíduos x7 e x11 para o cálculo do coeficiente de Roger e Tanimoto

tem-se.

RT =
1+1

1+2.1+2.16+1
=

2
36

= 0,0555

2.3.3 Russell e Rao (RR)

Nesse caso os autores consideram apenas as duplas presenças, dado por:
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RR =
a

a+b+ c+d
(2.8)

Exemplo: Utilizando x7 e x11 para o cálculo do coeficiente de Russell e Rao, tem-se.

RR =
1

1+1+16+1
=

1
19

= 0,0526315789

2.3.4 Kulzynski(K)

Na distância de Kulzynski são considerados as duas ausências(d), ou seja, somente

os casos em que se tem pelo menos uma presença (a, b, c).

K =
a

b+ c
(2.9)

Exemplo: Utilizando x7 e x11 para o cálculo do coeficiente de Kulzynski.

K =
1

1+16
=

1
17

= 0,0588235294

2.3.5 Sokal e Sneath(SS)

Sokal e Sneath(1963) adicionaram pesos aos casos de dupla presença e dupla

ausência e definiram da forma a seguir:

SS =
2a+2d

2a+b+ c+2d
(2.10)

Exemplo: Utilizando x7 e x11 para o cálculo do coeficiente de Sokal e Sneath. Tem-se o

resultado abaixo:

SS =
2x1+2x1

2x1+1+16+2x1
=

4
21

= 0,01904

2.3.6 Hamann (H)

Esse coeficiente tem as diferenças entre as somas das duplas presença e ausência(a,

d) com as combinações (b, c). Diferente dos outros coeficientes apresentados esse está contido

entre -1 e 1.

H =
(a+d)− (b+ c)

a+b+ c+d
(2.11)
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Exemplo: Utilizando x7 e x11 para o cálculo do coeficiente de Hamann.

H =
(1+1)− (1+16)

1+1+16+1
=

2−17
19

=
−15
19

=−0,7894737

2.3.7 Jaccard(J)

Equivalente a Kulzynski, não é considerado a dupla ausência, porém, no denomi-

nador é adicionado a dupla presença (a).

J =
a

a+b+ c
(2.12)

Exemplo: Utilizando x7 e x11 para o cálculo do coeficiente de Jaccard.

J =
1

1+1+16
=

1
18

= 0,0555555556

2.3.8 Dice- Sorensen (DS)

Esse coeficiente coloca pesos na dupla presença (a) e não considera as ausências

(d) no cálculo conforme a definição apresentada a seguir.

DS =
2a

2a+b+ c
(2.13)

Exemplo: Utilizando x7 e x11 para o cálculo do coeficiente de Dice- Sorensen.

DS =
2x1

2x1+1+16
=

2
19

= 0,105263158

2.3.9 Simpsom (S)

O coeficiente de Simpsom não utiliza a dupla ausência em sua fórmula sendo

notório a priorização das duplas, o coeficiente é dado por:

S =
a

a+min(b,c)
(2.14)

Exemplo: Utilizando x7 e x11 para o cálculo do coeficiente de Simpsom.

S =
1

1+1
=

1
2
= 0,5

Na Tabela 5 a seguir estão apresentados os resultados dos coeficientes calculados

para os indivíduos x7 e x11 da Tabela 3.
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Tabela 5 – Comparação entre os resultados dos coeficientes de associação
Resultados dos coeficientes
Correspondência simples 0,1052
Rogers e Tanimoto 0,5555
Russell e Rao 0,05263
Kulzynski 0,05882
Sokal e Sneath 0,01904
Hamann - 0,7894
Jaccard 0,05555
Dice- Sorensen 0,10526
Simpsom 0,5000

2.4 Coeficientes para dados categóricos e quantitativos

2.4.1 Gower(G)

Gower(1971) apresentou um coeficiente que pode ser utilizado para dados quali-

tativos e quantitativos que herdou o seu nome, possibilitando uma maior flexibilidade para o

uso dos dados de natureza qualitativa/quantitativos, entretanto, para cada situação o cálculo é

realizado de uma forma diferente. O caso geral, é definido por:

G =
1
p

p

∑
j=1

SAB j (2.15)

Sendo SAB j a medida de similaridade entre os indivíduos A e B na variável J.

Diante disso, existem quatro situações em que é possível aplicar Gower.

– Dados qualitativos nominais: Os dados qualitativos nominais podem ser representados

por 1 = presença e 0 = ausência. Ou seja, serão quatro situações possíveis de resultados:

duas concordâncias sendo a = (1,1) com duas presenças, e d = (0,0) com duas ausências e

duas discordâncias b = (1,0) e c = (0,1), sendo uma presença e uma ausência cada. Dessa

forma considera-se similaridade igual a um (S = 1) para as concordâncias e similaridade

igual a zero (S = 0) para as discordâncias.

– Dados quantitativos: Para dados quantitativos contínuos ou discretos, calcula-se.

SAB j = 1−
|XA j −XB j|

max(X j)−min(X j)
(2.16)
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– Dados qualitativos ordinais: Para dados qualitativos ordinais é necessário se atentar nas

diferenças entre valor em cada categoria, pois elas devem ter a mesma distância enter si.

Se essas diferenças não for em consideráveis valores devem ser transformados. Po-

dani(1999) apresentou um método para quantificar a similaridade neste caso, em que os

valores são transformados em ranks (representado por r na fórmula):

SAB j = 1−
|rA j − rB j|−

TA j−1
2 − TB j−1

2

max(r j)−min(r j)|−
max(Tj)−1

2 − min(Tj)−1
2

(2.17)

TA j e TB j :Valores totais de cada grupo, no caso, grupo A e B, respectivamente.

max(Tj) e min(Tj) : são os números totais dos grupos que têm o alcance máximo e mínimo,

respectivamente.

O coeficiente de Gower não utiliza dados ausentes em seu método. Na fórmula a seguir

será considerado w j representante existe ausência compartilhada w j = 0, quando nenhuma

informação é perdida w j = 1. Temos assim a forma final do coeficiente de Gower:

G =
∑

p
j=1 w jSAB j

∑
p
j=1 w j

(2.18)

Exemplo: Considere um conjunto de dados fictícios, descrito na Tabela 6. O cálculo do

coeficiente de Gower em cada caso da Tabela a seguir, será apresentado para os indivíduos x1 e

x2.

Tabela 6 – Tabela com dados fictícios
y1 y2 y3 y4 y5

x1 1 NA 0 1 5,6
x2 0 0 0 2 2,5
x3 1 1 1 3 9,0

A variável y1 é categórica, então, w j = 1, pois se tem pelo menos uma presença

em y1. E a similaridade SAB1 = 0, pois existe pelo menos uma ausência.

A variável y2 possui um dado faltante no indivíduo x1, por conta disso w2 = 0.

A variável y3 é categórica como podemos notar observando a tabela, por conta

disso podemos afirmar que w3 = 0 por causa da dupla ausência e sua similaridade é sAB3 = 0.

A variável y4 apresenta dados qualitativos ordinais, no exemplo será considerado

que esses já são seus ranks. Existe a presença de ambos w4 = 1, A seguir o cálculo de sua
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similaridade:

SAB4 = 1−
1−2− 1−1

2 − 2−1
2

3−1− 3−1
2 − 1−1

2

= 0,5

Na variável y5 existe informações para ambos, logo w5 = 1, entretanto a similari-

dade tem que ser calculada, Assim tem-se:

SAB5 = 1− 5,6−2,5
9−2,5

= 1− 3,1
6,5

= 1−0,476923077 = 0,523076923.

Agora podemos finalizar o cálculo do coeficiente de Gower:

G =
w1.SAB1 +w2.SAB2 +w3.SAB3 +w4.SAB4 +w5.SAB5

w1 +w2 +w3 +w4 +w5

G =
1.0+0+0+1.0,5+1.0,523076923

1+0+0+1+1
=

1,02307692
3

= 0,34102564
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3 MÉTODOS HIERÁRQUICOS

A definição de hierarquia consiste em uma ordem de prioridade entre os elementos

de um conjunto, diante disso, os métodos hierárquicos são uma técnica que consiste em parti-

cionar os dados e é geralmente representada pelo gráfico dendrograma, em que é fácil notar a

hierarquia entre os grupos. Observe no dendrograma a seguir.

Figura 2 – Dendograma

Fonte: Elaborado pela autora (2022).

3.1 Método de Ligação Simples

Este método também é conhecido como agrupamento dos vizinhos mais próximos,

ou seja, é utilizada a menor distância entre os elementos dos grupos.

D(A,B) = min{d(yi,y j) para yi ε A ,y j ε B} (3.1)

Em que d(yi,y j) é a distância calculada, geralmente a distância euclidiana ou

umas das apresentadas no capítulo anterior, entre ou vetores yi,y j . Em cada etapa a distância

encontrada para o par é calculado com o grupo de menor distância, E assim, esse procedimento é

repetido até que reste somente um grupo.

Observa-se na imagem dois grupos que no método de ligação simples busca-se

encontrar o vizinho mais próximos, no caso da imagem o elemento 2 e 3. A distância representada

pela linha tracejada em vermelho.
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Figura 3 – Método de Ligação Simples

Fonte: Elaborado pela autora (2022).

3.2 Método da ligação completa

Esse método diferente da ligação simples é utilizado a distância máxima entre os

grupos e é conhecido por método dos vizinhos mais distantes.

D(A,B) = max{d(yi,y j) para yi ε A ,y j ε B} (3.2)

Em que d(yi,y j) é distância calculada, geralmente a distância euclidiana ou

umas das apresentadas no capítulo anterior, entre ou vetores yi,y j . Em cada etapa a distância

encontrada para par é calculado com o grupo de maior distância. E assim, esse procedimento é

repetido até que reste somente um grupo.

Figura 4 – Método da ligação completa

Fonte: Elaborado pela autora (2022).
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Observa-se na imagem dois grupos que no método de ligação completa busca-se

encontrar o vizinho mais distante, no caso da imagem o elemento 1 e 4. A distância representada

pela linha tracejada em vermelho.

3.3 Método média das distâncias

Esse método como o próprio nome já sugere, é calculado a média das distâncias de

todos os pares de elementos em que podem ser formados.

D(A,B) =
n1

∑
iεA

n2

∑
jεB

1
n1n2

d(yi,y j) (3.3)

Observa-se na imagem a linha tracejada em vermelho representa a interação do

elemento 1 com os elementos do outro grupo no cálculo do método da ligação da média das

distâncias.

Figura 5 – Método média das distânciaa

Fonte: Elaborado pela autora (2022).

3.4 Método do centróide

O método do centroide consiste no cálculo da média em cada grupo e somente

depois desse processo, é calculado a distância entre as médias, utilizando uma das distâncias

apresentadas anteriormente.

D(A,B) = d(ȳi, ȳ j) (3.4)
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É notório que a linha tracejada em vermelha representa a ligação de centroides,

que está posicionada no centro dos grupos representado a média de cada grupo.

Figura 6 – Método do centróide

Fonte: Elaborado pela autora (2022).

3.5 Método de Ward

Esse método consiste no cálculo da distância entre dois grupos com a soma das

distâncias ao quadrado.

xl,i,k ; Valor para a variável p na observação j pertencente ao grupo l

SSl : soma dos erros quadrados no grupo L.

SSTl,i : soma total dos erros quadrados agrupamentos dos grupos l e i.

SSl =
nl

∑
k=1

p

∑
j=1

xl,k, j − ¯xl, j (3.5)

x̄ j = n
1
nl

nl

∑
k=1

xl,k, j (3.6)

SSl,i =
nl

∑
k=1

p

∑
j=1

(xl,k, j − x̄ j)
2 +

nl

∑
k=1

p

∑
j=1

(xi,k, j − x̄i)
2 (3.7)

x̄ j =
1

nl +ni
(

p

∑
j=1

xl,k, j +∑k = 1nixi,k,l) (3.8)
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D(Cl,Ci) = SSli − (SSl +SSi) =
nlni

nl +ni

p

∑
j=1

( ¯xl,i − ¯xi, j)
2 (3.9)

Figura 7 – Método de ward

Fonte: Elaborado pela autora (2022).

É constatado na imagem que existem dois momentos representados, na primeira

etapa é calculado SS1 e SS2 soma dos erros quadrados dentro de cada grupo. Na segunda etapa é

calculado a soma total dos erros quadrados agrupamentos dos grupos 1 e 2.

3.6 Comparação entre os métodos hierárquicos

Segundo Sueli Mingoti (2005), a grande parte dos métodos apresentados geram

grupos esféricos ou elipsoides, exceto o método da ligação simples, que pode produzir formas

geométricas diferentes, porém, obtêm grupos mais próximos. Já o método da ligação completa

gera grupos com diâmetros aproximados e tende a isolar valores considerados outiliers.

O método da média das distâncias, na maioria das vezes gera grupos com a

variância interna parecida. Diante disso, se obtêm melhores divisões em relação aos métodos

de ligação simples e completa. O método Ward tende a gerar grupos com o mesmo número de

elementos e sua base teórica são os princípios de análise de variância.
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Os métodos de ligação simples, completa e da média são utilizados com variáveis

qualitativas e quantitativas, diferente dos métodos do centroide e ward indicados para variáveis

quantitativas, pois utilizam média em seus métodos.

Na imagem a seguir Observa-se o comportamento do mesmo banco de dados

utilizando o exemplo de coeficiente de associação em que é utilizado a técnica de correspondência

simples pára o cálculo das distâncias. Observa-se que cada técnica possui resultados diferentes

nos gráficos denominados dendogramas.

Figura 8 – Comparação entre os métodos com dados categóricos

Fonte: Elaborado pela autora (2022).
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4 ALGORITMOS DE MÉTODOS HIERARQUICOS

4.1 Agglomerative Nesting (AGNES)

O algoritmo agglomerative nesting (agnes) utiliza o método aglomerativo. Dessa

forma, os agrupamentos desse método usa a dissimilaridade entre os grupos. No início do

método cada elemento do banco de dados é considerado um grupo, e assim os dois grupos

mais semelhantes se tornam um e assim suscetivamente, recalculando a cada etapa a distância.

Observe a fórmula a seguir:

D(M,N) =
1

nMnN
∑

yi∈M,y j∈N
d(yi.y j) (4.1)

=
1

nMnN
∑

yi∈A,y j∈N
d(yi.y j)+

1
nMnN

∑
yi∈B,y j∈N

d(yi.y j) (4.2)

=
A
M

1
nAnN

∑
yi∈A,y j∈N

d(yi.y j)+
B
M

1
nBnN

∑
yi∈B,y j∈N

d(yi.y j) (4.3)

d(M,N) =
A
M

d(A.N)+
B
M

d(B.N) (4.4)

A e B: Agrupamentos.

M; agrupamentos de A e B.

nM,nN ,nA,nB : Quantidade de elementos em cada grupo.
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4.2 Divisive Analysis (DIANA)

O algoritmo Divisive Analysis é chamado de Diana e foi baseado na proposta de

Macnaughton-Smith (1964). Diana foi descrito por Kaufman Rousseeuw (1990) como algoritmo

hierárquico divisivo. O algoritmo Diana consiste em selecionar o elemento com o maior diâmetro,

considerando n como número de elementos no banco de dados, dado essa informação sabemos

que teremos n− 1 divisões no dendograma. Considere que selecionamos o agrupamento D,

definido como:

Dimetro(D) = max(dist(i, j)), i, j ∈ A (4.5)

Em que d(i, j) é a dissimilaridade entre os elementos i e j pertencem ao agrupamento

D. Segundo Struyf em 1996, se diâmetro(D)0, o agrupamento N pode ser dividido em dois

agrupamentos A e B:

– Primeiramente considera-se que o agrupamento A = D e B=/0.

– Para transferir um elemento de A para B Para cada elemento i ∈ A, é calculada a dissimila-

ridade média do objeto i para todos os objetos de A denotado pela(i). O objeto d de A para

o qual a(d) é o maior, é movido para B.

– Mover outros objetos de A para B segundo a regra abaixo: Se total de objetos de A

= 1: Pare Senão para i ∈ A calcule a dissimilaridade média de i para todos os objetos

pertencentes ao agrupamento A denotado pela(i) e a dissimilaridade média de i para todos

os objetos pertencentes a B denotado por d(i, B). Selecione o objeto h ∈ A para o qual:

a(h)−d(h,B) = max(a(i)−d(i,B)), iinA (4.6)

considere que d(h, B) é a dissimilaridade média entre h e B.

– Se a(h)˘d(h,B)> 0 então mover h de A para B e repetir o item dois desse passo a passo.

– Se a(h)˘d(h,B)≤ 0 então Manter A e B e parar o processo.
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5 MÉTODOS DE ESCOLHA DO NÚMERO DE GRUPOS E AJUSTE

5.1 Coeficiente de correlação cofenética (CCC)

O Coeficiente de correlação cofenética é utilizado para medir o ajuste entre a matriz

de dissimilidade (matriz fenética) e a matriz originada depois das aplicações dos métodos que é

denominada como matriz cofenética, ou seja, o dendograma. Temos a seguir a fómula que se

calcula o coeficiente de correlação cofenética.

CCC =
ˆCov(F,C)√

ˆVar(F) ˆVar(C)
(5.1)

Na fórmula acima o F representa a matriz fenética e o C retrata a matriz cofenética.

A interpretação do coeficiente é que quando o CCC é maior que 0,7 conclui-se que o método de

agrupamento foi adequado.

5.2 Método Elbow

O método de Elbow também é chamado de método do cotovelo e seu principal

objetivo é identificar o melhor número de grupos que pode ser obtido com a utilização dos

métodos apresentados. Dessa forma, o método testa as variâncias dos dados em relação à

quantidade de grupos, para o cálculo é utilizado a fórmula do erro quadrático.

SSE =
k

∑
k=1

∑
xi∈Sk

|Xi −Ck|2 (5.2)

Observa-se que os primeiros agrupamentos vão conter muitas informações. Entre-

tanto, em um determinado momento obtêm-se a forma de um “cotovelo”, e quando se identifica

esse ângulo se formar, é fácil notar a condição ideal da quantidade de grupos, por conta disso

origina-se o nome do método.

No exemplo a seguir pode-se ver o "cotovelo"se formar ja no segundo grupo. .
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Figura 9 – Exemplo de gráfico método de Elbow

Fonte: Elaborado pela autora (2022).

5.3 Análise do comportamento do nível de similaridade

Nesse método observa-se o nível de similaridade em cada etapa da análise de

agrupamento. É identificado a quantidade de grupos a ser selecionado quando o nível de

similaridade cai drasticamente. A fórmula utilizada no tópico a seguir:

SAB = (1− dAB

max(dr,s)
).100 r,s = 1, ...,n (5.3)

Em que max(dr,s) é a maior distâncias entre os n elementos inicias da primeira etapa da análise

de agrupamentos.
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6 BIBLIOTECAS

Este capítulo consiste em apresentar bibliotecas utilizadas no software R para aplicar

os métodos apresentados e suas funções.

6.1 Stats

Essa biblioteca tem várias funções utilizadas na estatística, diante disso será focado

as funções que auxiliam a aplicar as técnicas apresentadas.

6.1.1 Função dist

Esta função calcula e retorna a matriz de distância calculada usando a medida de

distância especificada para calcular as distâncias entre as linhas de uma matriz de dados.

Figura 10 – Função dist

dist(x, method = "euclidean", diag = FALSE, upper = FALSE, p = 2)

Fonte: R Documentation

x: uma matriz numérica, quadro de dados ou objeto "dist".

method: a medida de distância a ser usada. Deve ser "euclidiano", "máximo",

"manhattan", "canberra", "binário"ou "minkowski". Qualquer substring inequívoca pode ser

fornecida.

diag: valor lógico que indica se a diagonal da matriz de distância deve ser impressa

por print.dist.

upper: valor lógico indicando se o triângulo superior da matriz de distância deve ser

impresso por print.dist.

p: O poder da distância de Minkowski.

6.1.2 Função hclust

Essa biblioteca do software R é utilizada para gerar agrupamentos hierarquicos. Em

que funciona da seguinte forma:

d: É a distância calculada pela função por dist.

método: o método de aglomeração a ser utilizado. Deve ser (uma abreviação inequí-
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Figura 11 – Função hclust

hclust(d, method = "complete", members = NULL)

Fonte: The hclust function is based on Fortran code contributed to STATLIB by F. Murtagh.

voca de) um de "ward.D", "ward.D2", "single", "complete", "average"(= UPGMA), "mcquitty"(=

WPGMA), "median"(= WPGMC) ou "centróide"(= UPGMC).

membros: NULL ou um vetor com tamanho de comprimento d. Veja a seção

’Detalhes’.

6.2 Proxy

Nessa biblioteca existem várias funções, uma delas é a dist semelhante a do pacote

stats calculando as medidas de distância, mas o diferencial desse pacote é função simil que

calcula as similaridares. Observe:

6.2.1 simil

Função utilizada para calcular as similaridades, observe a sua estrutura:

Figura 12 – Função simil

simil(x, y = NULL, method = NULL, ..., diag = FALSE, upper = FALSE,
pairwise = FALSE, by_rows = TRUE, convert_distances = TRUE,
auto_convert_data_frames = TRUE)

Fonte: David Meyer [aut, cre], Christian Buchta [aut]

x: Para dist e simil, um objeto de matriz numérica, um quadro de dados ou uma lista.

y: NULL, ou um objeto semelhante ao x

method: método utilizado para calcular a similaridade. O padrão para dist é "Eu-

clidean", e para simil "correlation". Para simil os métodos disponíveis são "simple matching",

"Tanimoto", "Russel", "Kulczynski1", "Hamman", "Jaccard","Sorensen"e "Simpson".

diag: valor lógico que indica se a diagonal da matriz distância/semelhança deve ser

impressa por print.dist/ print.simil. Observe que os valores diagonais nunca são armazenados em

distobjetos.

upper valor lógico que indica se o triângulo superior da matriz de distância/seme-

lhança deve ser impresso por print.dist/print.simil
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pairwise valor lógico que indica se as distâncias devem ser calculadas para os pares

de x e y apenas.

by rows: lógico indicando se as proximidades entre linhas ou colunas devem ser

calculadas.

convert similarities, convert distances: lógico indicando se as distâncias devem ser

automaticamente convertidas em similaridades (e vice-versa) se necessário.

auto convert data frames: lógico indicando se os quadros de dados devem ser

convertidos em matrizes se todas as variáveis forem numéricas, ou todas forem lógicas, ou todas

forem complexas.

6.3 Vegan

O pacote Vegan tem como principal objetivo ser usado para ecologia descritiva.

Entretanto, podemos utilizar as funções desse pacote para o cálculo das dissimilaridades.

6.3.1 Vegdist

Essa função é uma alternativa para abranger mais distâncias, é notório na descrição

dos métodos.

Figura 13 – Função vegdist

vegdist(x, method="bray", diag=FALSE, upper=FALSE,
na.rm = FALSO, ...)

Fonte: Jari Oksanen, com contribuições de Tyler Smith (índice Gower), Michael Bedward (índice Raup-Crick) e
Leo Lahti (Aitchison e distância robusta de Aitchison).

x: Matriz de dados da comunidade.

method: Índice de dissimilaridade, correspondência parcial para "manhattan", "eu-

clidean", "canberra", "clark", "bray", "kulczynski", "jaccard", "gower", "altGower", "morisita",

"horn", "mountford", "raup", "binomial", "chao", "cao", "mahalanobis", "chisq", "chord", "hel-

linger", "aitchison", ou "robust.aitchison".

diag: Calcular as diagonais.

upper: Retorne apenas a diagonal superior.

na.rm: Exclusão de pares de observações ausentes ao calcular dissimilaridades.



37

7 APLICAÇÃO

O banco de dados utilizado foi uma base de dados com as 91 principais faixas no

Spotify.Os dados contêm cerca de 12 colunas e focado no gênero rock dos anos de 2009-2019.

Com as seguintes variáveis:

song: Nome da Faixa.

duration ms: Duração da trilha em milissegundos.

year:Ano de lançamento da faixa.

popularity : quanto maior o valor, mais popular é a música.

danceability: Dançabilidade descreve o quão adequada uma faixa é para dançar

com base em uma combinação de elementos musicais. Um valor de 0,0 é o menos dançável e

1,0 é o mais dançável.

energy: A energia é uma medida de 0,0 a 1,0 e representa uma medida perceptiva de

intensidade e atividade.

key: A tonalidade em que a faixa está. Os inteiros são mapeados para pitchs usa-se

a notação padrão de Pitch Class. Por exemplo, 0 =C, 1 = C/D, 2 = D, e assim por diante. Se

nenhuma chave foi detectada, o valor é -1.

Loudness: O volume geral de uma faixa em decibéis (dB). Os valores de volume

são calculados em média em toda a faixa e são úteis para comparar o volume relativo das faixas.

A sonoridade é a qualidade de um som que é o principal correlato psicológico da força física

(amplitude). Os valores geralmente variam entre -60 e 0 db.

Speechiness: Speechiness detecta a presença de palavras faladas em uma faixa.

Quanto mais exclusivamente falada a gravação (por exemplo, talk show, audiolivro, poesia),

mais próximo de 1,0 o valor do atributo. Valores acima de 0,66 descrevem faixas que são

provavelmente feitas inteiramente de palavras faladas. Valores entre 0,33 e 0,66 descrevem faixas

que podem conter música e fala, seja em seções ou em camadas, incluindo casos como música

rap. Os valores abaixo de 0,33 provavelmente representam músicas e outras faixas que não são

de fala.

acousticness: Uma medida de confiança de 0,0 a 1,0 se a faixa é acústica. 1.0

representa alta confiança de que a faixa é acústica.

instrumentalness: prevê se uma faixa não contém vocais. Os sons "Ooh"e "aah"são

tratados como instrumentais neste contexto. Faixas de rap ou de palavras faladas são claramente

"vocais". Quanto mais próximo o valor de instrumentalidade estiver de 1,0, maior a probabilidade
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de a faixa não conter conteúdo vocal. Valores acima de 0,5 destinam-se a representar faixas

instrumentais, mas a confiança é maior à medida que o valor se aproxima de 1,0.

liveness: Detecta a presença de uma audiência na gravação. Valores mais altos de

vivacidade representam uma probabilidade maior de que a faixa tenha sido executada ao vivo.

Um valor acima de 0,8 fornece uma forte probabilidade de que a faixa esteja ativa. Foram

aplicados os métodos apresentados neste presente trabalho comparando duas ditâncias que são

respectivamente euclidiana e manhattan.

7.1 Método de ligação Simples

Pode-se observar a disposição dos grupos Utiliza-se o método de ligação simples e

a distância euclidiana. Também consta na imagem o coeficiente de correlação cofenética (CCC)

que nesse caso é maior que 0,7, ou seja, pode-se considerar que o método de agrupamento foi

adequado.

Figura 14 – Método ligação simples com distância euclidiana

Fonte: elaborado pela autora (2022).

Utiliza-se o método de ligação simple e a distância de manhattan tem-se o seguinte

dendograma. Conclui-se que o método é adequado, pois o Coeficiente de correlação cofenética

(CCC) é maior que 0,7.

Observa-se a diferença que a utilização das distâncias pode influenciar na constru-

ção do dendograma e nas divisões formadas.
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Figura 15 – Método ligação simples com distância de manhattan

Fonte: elaborado pela autora (2022).

7.2 Método de ligação da Completa

Utilizando o método ligação completa e a distância euclidiana foi obtido o dendo-

grama a seguir. É notório que o método é adequado pelo valor de seu coeficiente.

Figura 16 – Método ligação completa com distância euclidiana

Fonte: elaborado pela autora (2022).

Com a distância de manhattan diferente do que vimos na euclidiana o método não

é adequado para uso por conta que o Coeficiente de correlação cofenética (CCC) está abaixo de

0,7.

Pode-se notar que a escolha da distância pode influenciar além das disposições do
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grupo, também interfere se o método é adequado para uso.

Figura 17 – Método ligação completa com distância de manhattan

Fonte: elaborado pela autora (2022).

7.3 Método do centróide

Neste momento foi utilizado o método do centroide com a distância euclidiana

para a construção do dendograma. É possível notar que o método é adequado.

Figura 18 – Método centróide com distância euclidiana

Fonte: elaborado pela autora (2022).

É fácil ver as diferenças entre os dendogramas em que Utilizam-se as distâncias

distintas. Entretanto, os dois coeficientes de correlação cofenética (CCC) nos revela que os dois
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estão adequados

Figura 19 – Método centróide com distância de manhattan

Fonte: elaborado pela autora (2022).

7.4 Método da média das distâncias

Aplica-se o método da média das distâncias com a distância euclidiana e têm-se o

dendograma abaixo.

Figura 20 – Método da média das distâncias com distância euclidiana

Fonte: elaborado pela autora (2022).

Aplica-se o método da média das distâncias com a distância de manhattan têm-se

o dendograma abaixo. Entretanto, por mais diferenças nos dois gráficos apresentados é fácil ver
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que os dois métodos estão adequados.

Figura 21 – Método da média das distâncias com distância de manhattan

Fonte: elaborado pela autora (2022).

7.5 Método Ward

O dendograma a seguir foi utilizado o método de Ward e distância euclidiana,

observe:

Figura 22 – Método ward com distância euclidiana

Fonte: elaborado pela autora (2022).

Pode-se ver que o método de ward em nenhum dos casos das distâncias euclidiana

e manhattan, o CCC é maior que 0,7, ou seja, não é adequado o método para este caso.
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Figura 23 – Método ward com distância manhattan

Fonte: elaborado pela autora (2022).

7.6 Agnes

Aplica-se o algoritmo agnes para a construção do dendograma têm-se os dois

exemplo a seguir com as distâncias euclidiana e manhattan. São notórias as diferenças entre

Figura 24 – Agnes com distância eucliana

Fonte: elaborado pela autora (2022).

as disposições dos grupos com as distâncias diferentes. Diante disso, pode-se ver que às duas

distâncias aplicada a agnes estão adequadas de acordo com CCC.
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Figura 25 – Agnes com distância manhattan

Fonte: elaborado pela autora (2022).

7.7 Diana

O algoritmo Diana foi aplicado as duas distâncias eucliana e mahattan, pode-se

observar nos gráficos a seguir.

Figura 26 – Diana com distância euclidiana

Fonte: elaborado pela autora (2022).
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O coeficiente de correlação cofenética (CCC) nos dois casos aplicados a Diana

não foram considerados adequados, pois estão abaixo de 0,7.

Figura 27 – Diana com distância manhattan

Fonte: elaborado pela autora (2022).
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8 CONCLUSÃO

A presente monografia exibiu coeficientes de similaridade e de associação, salienta-

mos os tipos de variáveis para cada coeficiente, pois na rotina do profissional que lida diretamente

com dados, existem uma variedade de maneiras em que as informações podem chegar até ele e

visando isso, foram apresentadas variadas formas de medir a distância entre os elementos para

que assim possa ser introduzido os métodos de agrupamento.

Conforme os textos apresentados anteriormente os métodos de agrupamento hie-

rárquicos são eficazes para separação de grupos, com intuito de formação de perfil, estudos de

comportamento, pesquisas climáticas, entre outros.

E para a escolha de tal método é necessário a visualização e validação, de como cada

método se comporta com seus dados em específico. A seleção do método de agrupamento está

diretamente ligada as variáveis, por conta disso é de suma importância saber como seus dados se

comportam em cada método e se adéquam. Diante disso, é interessante a visualização com o

auxílio de dendogramas e o cálculo do coeficiente de correlação cofenética.

Na aplicação foi possível notar como os mesmos dados podem se comportar de

maneiras distintas mudando os métodos e as distâncias. Existem casos que o mesmo método

com distâncias diferentes se comportam de forma diferente, por exemplo, um fica adequado e o

outro não. Da mesma maneira, em que comparamos a mesma distância com métodos diferentes

pode acontecer o mesmo. Além na diferença na disposição na separação dos grupos.

Portanto, deseja-se que este trabalho contribua de alguma forma nos estudos sobre

análise agrupamento hierárquico e facilite o entendimento de suas etapas.
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