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RESUMO

Este trabalho propõe um método eficiente para a classificação de objetos 3D em nuvens de

pontos, utilizando Convolutional Neural Networks (CNNs). O objetivo principal é propor uma

rede neural, chamada APES-Soft, para aprimorar o desempenho computacional e a eficiência

na classificação de objetos 3D em nuvens de pontos, baseada na análise de ablação da rede

Attention-based Point cloud Edge Sampling (APES). A abordagem adotada envolve identificar

as características mais relevantes para a classificação através da análise de ablação. Para isso,

foram realizados três cenários distintos (Cenário I, Cenário II, e Cenário III), cada um ajustando

diferentes aspectos da arquitetura da rede, a fim de definir o melhor candidato a ser proposto

como APES-Soft. Os cenários foram conduzidos com rigorosa avaliação, incluindo testes

estatísticos além das métricas tradicionais de classificação. Os resultados revelaram que o

Cenário II se destaca como uma escolha eficaz para a classificação de objetos 3D em nuvens

de pontos, obtendo maior acurácia entre os cenários, atingindo 93,8% e apresentando métricas

superiores em comparação com os Cenários I e III, APES (Global) e APES (Local), atingindo a

precisão 93,7%, sensibilidade 93,8%, F1-Score 93,7%, Matthews Correlation Coefficient (MCC)

93,5% e Índice Jaccard 89,2%, além de ser equivalente com os melhores trabalhos relacionados

como CurveNet e DeltaConv. Além disso, em termos de desempenho computacional, o Cenário

II apresentou uma redução de tempo significativa em relação a quase todos cenários, exigindo

apenas 20,35 horas de treinamento, enquanto obteve uma redução do consumo de memória de

21,89% durante o treinamento do modelo. Os testes estatísticos, incluindo Analysis of Variance

(ANOVA), Tukey’s Honestly Significant Difference (HSD), Teste de Kruskal-Wallis e Teste de

Friedman, foram realizados para validar o modelo e comparar as diferenças entre os métodos

propostos. Os resultados desses testes indicaram que as diferenças observadas entre os métodos

não foram estatisticamente significativas, sugerindo uma equivalência estatística entre eles. Este

estudo não apenas contribui para o avanço da classificação de objetos 3D, mas também oferece

percepções valiosas sobre as características essenciais para uma classificação precisa em nuvens

de pontos. Além disso, proporciona uma compreensão mais profunda do balanceamento entre

eficiência computacional e desempenho do modelo, aspecto crucial para a viabilidade prática em

diversas aplicações.

Palavras-chave: Análise de Ablação; Classificação de Objetos 3D; Desempenho Computacional;

Redes Neurais Convolucionais; Testes Estatísticos.



ABSTRACT

This work proposes an efficient method for the classification of 3D objects in point clouds

using CNNs. The main objective is to propose a neural network called APES-Soft to enhance

computational performance and efficiency in classifying 3D objects in point clouds based on

the ablation analysis of the APES network. The adopted approach involves identifying the most

relevant features for classification through ablation analysis. For this purpose, three distinct

scenarios were conducted (Scenario I, Scenario II, and Scenario III), each adjusting different

aspects of the network architecture to define the best candidate to be proposed as APES-Soft.

The scenarios were conducted with rigorous evaluation, including statistical tests and traditional

classification metrics. The results revealed that Scenario II stands out as an effective choice for

the classification of 3D objects in point clouds, achieving higher accuracy among the scenarios,

reaching 93.8% and presenting superior metrics compared to Scenarios I and III, APES (Global),

and APES (Local), achieving a precision of 93.7%, the sensitivity of 93.8%, F1-Score of 93.7%,

MCC of 93.5%, and Jaccard Index of 89.2%, besides being equivalent to the best-related works

such as CurveNet and DeltaConv. Additionally, regarding computational performance, Scenario

II showed a significant reduction in time compared to almost all scenarios, requiring only 20.35

hours of training while obtaining a memory consumption reduction of 21.89% during model

training. Statistical tests, including ANOVA, Tukey’s HSD, Kruskal-Wallis Test, and Friedman

Test, were performed to validate the model and compare the differences between the proposed

methods. The results of these tests indicated that the observed differences between the methods

were not statistically significant, suggesting a statistical equivalence among them. This study

contributes to advancing 3D object classification and offers valuable insights into the essential

features for accurate classification in point clouds. Moreover, it provides a deeper understanding

of the balance between computational efficiency and model performance, a crucial aspect for

practical viability in various applications.

Keywords: Ablation Analysis; Classification of 3D Objects; Computational Performance;

Convolutional Neural Networks; Statistical Tests.
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1 INTRODUÇÃO

Atualmente, as pesquisas em visão computacional e técnicas de processamento de

imagens bidimensionais atingiram um estágio avançado (ZHANG et al., 2023), o que despertou

uma crescente atenção dos pesquisadores para a análise de cenas tridimensionais, que proporci-

onam uma representação mais fiel dos ambientes do mundo real (MA et al., 2020; MA et al.,

2021).

Nos últimos anos, houve um notável avanço na compreensão do mundo real (UY et

al., 2019), o avanço dos recursos computacionais, como as Graphics Processing Units (GPUs),

juntamente com a abundância de dados tridimensionais provenientes de sensores usados para

medir distância, como o Light Detection and Ranging (LiDAR) (BURTON et al., 2011), em

particular, emerge como um sensor fundamental em diversas áreas, incluindo direção não

tripulada, navegação autônoma de robôs e controle de voo de drones (XU et al., 2022).

Essa convergência de avanços tecnológicos e disponibilidade de dados tem cata-

lisado a busca por soluções mais eficientes e precisas para análise e interpretação de cenas

tridimensionais, como modelos de aprendizagem profunda (DIAB et al., 2022). Nesse contexto,

a classificação de nuvens de pontos, uma tarefa fundamental em muitas aplicações de visão

computacional, ganha destaque. As nuvens de pontos, compostas por conjuntos massivos de

coordenadas tridimensionais, são frequentemente utilizadas para descrever objetos e ambientes

tridimensionais de forma detalhada e precisa (ZHANG et al., 2023). No entanto, a classificação

precisa dessas nuvens de pontos é um desafio devido à sua alta dimensionalidade e à presença de

ruídos e irregularidades nos dados (YAN et al., 2020).

Nesse contexto, o Deep Learning (DL) (LECUN et al., 2015) manifestou-se como

uma abordagem promissora para lidar com a complexidade dos dados tridimensionais e extrair

informações significativas de nuvens de pontos (ZHANG et al., 2019b). As redes neurais convolu-

cionais CNNs (LECUN et al., 1998), em particular, têm demonstrado sucesso em uma variedade

de tarefas de visão computacional, incluindo a classificação de imagens 2D, detecção de padrões

em imagens (O’SHEA; NASH, 2015). No entanto, a aplicação de CNNs na análise de nuvens de

pontos enfrenta desafios únicos devido à sua natureza tridimensional e à alta dimensionalidade

dos dados (CHEN et al., 2019). Apesar dos avanços tecnológicos significativos nas últimas

décadas, a análise de nuvens de pontos ainda enfrenta desafios significativos, especialmente no

que diz respeito aos recursos computacionais necessários para lidar com conjuntos de dados cada

vez maiores e mais complexos, que demandam muito poder computacional.
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A complexidade das nuvens de pontos, juntamente com a necessidade de considerar a

topologia espacial das informações, requer abordagens adaptadas para o processamento eficiente

desses dados. As arquiteturas de redes neurais projetadas especificamente para lidar com

nuvens de pontos, como PointNet (QI et al., 2017a) e suas variantes, têm mostrado resultados

promissores na classificação e segmentação de nuvens de pontos. No entanto, essas abordagens

muitas vezes exigem recursos computacionais consideráveis, tornando-as impraticáveis para

implantação em ambientes com restrições de recursos, como dispositivos móveis e sistemas

embarcados.

Além disso, mesmo com os avanços recentes em hardware, como o aumento da

capacidade computacional das GPUs e o desenvolvimento de Tensor Processing Units (TPUs), a

demanda por recursos computacionais para treinamento e inferência de modelos de DL continua

sendo um desafio significativo. A escalabilidade desses modelos para lidar com conjuntos de

dados cada vez maiores e mais complexos requer soluções inovadoras que otimizem não apenas

o desempenho dos algoritmos, mas também a eficiência dos recursos computacionais utilizados.

Nesse sentido, abordagens como o estudo de ablação, frequentemente utilizado

na neurociência para investigar a função de regiões específicas do cérebro (MURRAY, 1996),

têm sido aplicadas de forma inovadora em trabalhos recentes, como os de Wu et al. (2023),

Thomas et al. (2019), Xu et al. (2021). Essa técnica, amplamente adotada, visa identificar

e eliminar componentes redundantes ou pouco contribuintes de uma rede neural. Essencial

para o desenvolvimento de modelos mais eficientes, a abordagem de ablação proporciona uma

compreensão mais profunda sobre a relevância de cada elemento na performance geral do modelo.

Isso possibilita a otimização da arquitetura da rede, resultando na redução da complexidade

computacional sem comprometer a precisão ou a robustez do modelo resultante.

No restante deste trabalho, exploraremos a análise de ablação aplicada à rede APES

(WU et al., 2023) para desenvolver a APES-Soft, uma versão otimizada da rede que mantém

o desempenho superior da rede original, enquanto melhora a eficiência computacional e reduz

a complexidade do modelo. Além disso, discutiremos os resultados obtidos através de cená-

rios rigorosos de avaliação, destacando as vantagens da APES-Soft em termos de eficiência,

escalabilidade e desempenho em comparação com métodos existentes e modelos de referência.
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1.1 Estado da Arte

O campo do DL se estabeleceu como uma área de pesquisa altamente significativa,

destacando-se por uma diversidade de algoritmos, cada qual com suas particularidades distintas.

Essas técnicas abrangem uma vasta gama de aplicações no processamento de imagens, com

ênfase primordial em atividades como classificação e segmentação (CAI et al., 2020).

Zhang et al. (2019a) propuseram um modelo de Synergic Deep Learning (SDL) para

a classificação de imagens médicas, que utiliza várias Deep Convolutional Neural Networks

(DCNNs) simultaneamente. Cada par de DCNNs contribui com sua representação de imagem

aprendida, alimentando uma rede sinérgica que prevê se o par de imagens de entrada pertence à

mesma classe.

Hameed et al. (2020) enfatiza uma abordagem de DL para classificação automática

de imagens histopatológicas de câncer de mama. Essa abordagem utiliza modelos baseados nas

arquiteturas Visual Geometry Group (VGG)-16 e VGG-19, que são treinados e combinados para

aprimorar a precisão da classificação. Ao adotar essa técnica, o estudo visa superar os desafios

associados à análise histopatológica manual, fornecendo uma ferramenta auxiliar eficaz para

patologistas no diagnóstico precoce e preciso do câncer de mama.

Pritt e Chern (2017) propuseram o uso do DL para análise de imagens de satélite,

abordando sua importância em áreas como resposta a desastres e monitoramento ambiental.

Diante da complexidade dessas imagens, os algoritmos tradicionais são inadequados, justificando

a necessidade do uso de DL. O sistema desenvolvido, baseado em CNNs foi capaz de classificar

objetos em 63 classes diferentes, destacando a eficácia do DL nessas aplicações.

No estudo de Sonata et al. (2021), é abordado o emprego do algoritmo de DL

usando CNN para o reconhecimento do ambiente circundante, visando à criação da navegação

automática essencial para os veículos autônomos. O sistema proposto é responsável por criar e

aprender com conjuntos de dados previamente coletados, cujos resultados da simulação revelam

uma alta precisão no aprendizado da navegação dos veículos autônomos por meio da análise do

ambiente ao redor.

Al-Huda et al. (2023) desenvolveram um método híbrido de segmentação de racha-

duras em pavimentos, que aproveita a relação entre tarefas de classificação e segmentação para

melhorar a precisão da segmentação. O método proposto, chamado KTCAM-Net, utiliza mapas

de ativação de classe e uma rede encoder-decoder para alcançar resultados de segmentação de

última geração.
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Moon et al. (2023) investigam o uso de tecnologias de veículos autônomos para a

previsão de acidentes em ambientes industriais, propondo um sistema de controle de segurança

que identifica fatores de risco através da análise de vídeo em tempo real. Essa abordagem permite

detectar e mitigar riscos de forma eficaz, prevenindo acidentes antes que ocorram. A integração

com sistemas de gestão de segurança existentes proporciona uma visão coordenada da segurança

no local de trabalho, melhorando a resposta a incidentes e promovendo um ambiente mais

seguro e eficiente. O contínuo desenvolvimento desses algoritmos promete elevar os padrões de

segurança e eficiência nas indústrias.

Wang (2019) desenvolvem uma técnica automatizada para verificar a conformidade

de andaimes com as normas de segurança, usando dados de nuvem de pontos 3D. A técnica

identifica componentes verticais dos andaimes e plataformas de trabalho horizontais, verificando

a presença de rodapés e guardas de proteção. Testes em um canteiro de obras mostraram que o

método detecta com precisão andaimes e identifica violações de segurança.

O estudo de Wang et al. (2020) apresenta o PointNetRGPE, um método de aprendi-

zado profundo para estimar a pose de agarramento de um robô Selective Compliance Assembly

Robot Arm (SCARA) usando nuvens de pontos. O modelo combina informações de nuvem de

pontos e classes em um vetor ponto-classe, utilizando redes inspiradas no PointNet para estimar

translatação 3D e rotação 1D, com uma arquitetura adaptada para lidar com simetria rotacional

na direção do eixo z. Os testes realizados mostram altas taxas de sucesso na estimativa de pose,

indicando sua eficácia para aplicações industriais de carregamento e descarregamento robótico.

E por fim, Wu et al. (2023) abordam a amostragem de nuvem de pontos, destacando

a falta de exploração nesse campo. Eles propõem o método APES, baseado em atenção, que

seleciona pontos salientes na borda da nuvem de pontos. Este método demonstra um desempenho

superior em comparação com outras abordagens, tanto qualitativa quanto quantitativamente, em

tarefas de referência comuns. Além disso, o estudo também aborda segmentação e classificação,

sendo a classificação de objetos 3D utilizando nuvem de pontos um dos principais motivadores

para esta dissertação, com o intuito de contribuir para linha de pesquisa e aprimorar a classificação

para propor um método igualmente robusto.

1.2 Objetivo

O objetivo deste trabalho é propor uma rede neural, chamada APES-Soft, para

aprimorar o desempenho computacional e a eficiência na classificação de nuvens de pontos,
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baseada na análise de ablação da rede APES.

1.2.1 Objetivo Específico

a) Identificar os principais componentes da rede APES que contribuem para o

desempenho computacional.

b) Avaliar o impacto da remoção seletiva de camadas da rede APES na classificação

de nuvens de pontos.

c) Analisar o rendimento de cada experimento por meio de diversas métricas de

avaliação, como Acurácia, Precisão, Sensibilidade, F1-Score, MCC e Índice

Jaccard, além de avaliar o tempo de execução e a utilização de memória.

d) Realizar uma comparação entre os resultados obtidos através do modelo otimi-

zado e os métodos presentes no estado da arte.

e) Realizar uma análise estatística comparativa entre o desempenho do modelo

APES e os resultados dos cenários, utilizando testes estatísticos adequados para

avaliar a significância das diferenças observadas.

f) Propor a APES-Soft utilizando os resultados obtidos dos cenários realizados na

análise de ablação.

1.3 Produção

A produção científica durante o mestrado resultou na submissão e publicação de

artigos científicos. A seguir estão listadas as publicações:

1.3.1 Artigos publicados

1. LIMA, Raoni Alves de et al. Impacto da Geração de Plantas Fotovoltaicas Flutuantes sobre

a Matriz Energética de Estados do Semiárido Brasileiro. Revista Brasileira de Energias

Renováveis, v. 29, n. 1, 2023. Disponível em: <https://doi.org/10.47168/rbe.v29i1.778>.

Acesso em: 1 Jun. 2024.

1.3.2 Artigos aceitos para publicação

1. SANTOS, L. O.; SILVA, I. C. L.; DOS SANTOS, M. A.; MEDEIROS, A. G.; REBOUÇAS

FILHO, P. P. (2024). Efficient Classification of Depression using EEG through Spectral

https://doi.org/10.47168/rbe.v29i1.778
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Graph Analysis. In The 37th IEEE International Symposium on Computer-Based Medical

Systems (IEEE CBMS2024).

1.4 Organização do Texto

Esta dissertação está estruturada em seis capítulos para fornecer uma visão abran-

gente do estudo realizado.

O Capítulo 1 apresenta a introdução ao tema, contextualizando a importância e

relevância da pesquisa.

No Capítulo 2, são apresentadas as informações teóricas essenciais sobre as técnicas

empregadas neste trabalho, fornecendo uma base sólida para o entendimento do leitor.

O Capítulo 3 aborda os métodos relacionados à pesquisa, contextualizando o estado

da arte e discutindo trabalhos relevantes na área de estudo.

No Capítulo 4, são detalhadas a metodologia e as abordagens utilizadas na condução

da pesquisa, fornecendo uma compreensão clara dos procedimentos adotados.

O Capítulo 5 apresenta os resultados da pesquisa e as discussões relacionadas,

analisando os dados obtidos e destacando suas implicações.

Por fim, o Capítulo 6 apresenta as conclusões derivadas da pesquisa realizada, além

de oferecer sugestões para trabalhos futuros, visando contribuir para o avanço contínuo do

conhecimento na área.
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2 FUNDAMENTAÇÃO TEÓRICA

Nesta seção, exploraremos os conceitos fundamentais relacionados à nuvem de

pontos e suas diversas aplicações. Além disso, serão apresentados os principais métodos de

aprendizado de máquina utilizados para a classificação de nuvens de pontos, com foco especial

nas redes neurais artificiais Multilayer Perceptron (MLP) e CNN.

2.1 Nuvens de Pontos

As nuvens de pontos são uma forma versátil de representação de dados, encontrando

aplicação em diversas áreas, como ciência, indústria e engenharia, incluindo campos como

veículos autônomos, reconstrução 3D e até mesmo medicina. Essas nuvens são compostas por

conjuntos de pontos definidos em um espaço multidimensional, onde cada ponto é caracterizado

por suas coordenadas, refletindo sua posição precisa em um espaço tridimensional (ZHANG et

al., 2023).

No âmbito dos veículos autônomos, a construção do vetor de características da nuvem

de pontos considera não apenas o contexto semântico do ambiente, mas também as características

geométricas 3D (BALADO et al., 2019) e a distribuição espacial dos pontos. Esses avanços têm

contribuído significativamente para a automação e a inteligência na classificação dessas nuvens

de pontos, melhorando a compreensão do ambiente por parte dos veículos autônomos.

Além disso, na reconstrução de modelos tridimensionais, os dados densos das

nuvens de pontos desempenham um papel crucial. Ao contrário das imagens, essas nuvens e

malhas oferecem uma representação estruturada e precisa do espaço tridimensional. Por meio

de algoritmos especializados, o processo de reconstrução tridimensional extrai informações

discretas do espaço e estabelece conexões entre os pontos para criar modelos 3D detalhados e

precisos. Essa abordagem, baseada em nuvens de pontos, equilibra eficientemente as demandas

do usuário com os custos econômicos associados às tarefas de reconstrução (ZHANG et al.,

2023).

Na área da medicina, onde a tecnologia de imagens médicas continua a evoluir, as

nuvens de pontos desempenham um papel significativo. Elas oferecem benefícios potenciais

que vão desde o planejamento prévio de cirurgias até a orientação durante os procedimentos

(WEBER et al., 2024). Assim, as nuvens de pontos podem influenciar diretamente nos resultados

e na eficiência dos procedimentos médicos, oferecendo uma representação detalhada e precisa
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das estruturas anatômicas.

Em resumo, as nuvens de pontos desempenham um papel central no avanço de

tecnologias como a condução autônoma, reconstrução tridimensional e medicina, proporcionando

uma representação rica e detalhada do ambiente físico que pode ser explorada de diversas

maneiras para aprimorar a eficiência e a precisão em uma variedade de aplicações.

2.2 Multilayer Perceptron

O modelo conhecido como MLP é amplamente utilizado em aprendizado supervisio-

nado para tarefas de classificação e regressão. Ele consiste em uma rede neural artificial formada

por múltiplos Perceptrons simples, que juntos lidam com a resolução de problemas complexos e

não lineares (HAYKIN, 2001).

O Perceptron simples, proposto por Rosenblatt (1958), opera combinando linear-

mente suas entradas ponderadas por pesos específicos. Originalmente destinado a resolver

problemas lineares, sua saída é definida pela Equação 2.1,

ŷ = φ

(
p

∑
i=1

xiwi +b

)
(2.1)

onde φ é a função de ativação, xi representa o vetor de entrada, wi é o vetor de pesos associados

às entradas (ambos de dimensão p), e b é o viés. Durante o treinamento, os parâmetros wi e b

são ajustados iterativamente conforme a Equação 2.2,

wi(t +1) = wi(t)+η(y− ŷ(t))xi, ∀ i = 1, ..., p (2.2)

onde t denota a iteração do treinamento, y é a classe da amostra e ŷ(t) é a predição naquela

iteração. A taxa de aprendizagem η regula a magnitude da atualização dos pesos em relação ao

erro de predição.

Como o Perceptron simples não é capaz de resolver problemas não lineares, o MLP

foi desenvolvido como uma rede de Perceptrons interligados em múltiplas camadas, conhecidas

como neurônios. Cada neurônio utiliza uma função de ativação não linear, como a sigmoide,

introduzindo assim a não linearidade nos cálculos. A saída de cada neurônio é definida pela

Equação 2.3,

ŷlk =

 φ0k

(
∑

p
i=1 xiw0ki

+b0k

)
se l = 0

φlk

(
∑

D
i=1 ŷl−1wlki

+blk

)
se l ̸= 0

(2.3)
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onde l representa o número da camada e k é a posição do neurônio dentro dessa camada. O vetor

x é o conjunto de atributos de dimensão p, enquanto D é o número de neurônios nas camadas

ocultas. A função de ativação φ introduz a não linearidade nos cálculos.

Durante o treinamento, o MLP utiliza o algoritmo de Backpropagation (RUME-

LHART et al., 1986) para ajustar os pesos da rede em cada iteração e reduzir o erro de predição.

Os pesos são atualizados conforme a Equação 2.4,

ŵlki
(t +1) =

 w0ki
(t)+η ·δli(t) · xk(t) se l = 0

wlki
(t)+η ·δ(l+1)i(t) · ŷlk(t) se l ̸= 0

(2.4)

onde δlk(t) representa o gradiente local na camada l-ésima do neurônio k, e pode ser calculado

como na Equação 2.5:

δlk =

 φ ′
lk
[ulk(t)]

1
2M ∑

M
m=1[ylm − ŷlm(t)]

2 se l = z

φ ′
lk
[ulk(t)]∑

J
j=1 wlki

(t)−δ(l+1) j(t) se l ̸= 0
(2.5)

onde z representa a camada de saída da rede, composta por M neurônios, e l denota qualquer

outra camada com J neurônios. A função φ ′ é a derivada da função de ativação utilizada.

Considerando as restrições enfrentadas pelo MLP ao lidar com conjuntos de dados

de alta dimensionalidade, como imagens e, no caso deste estudo, nuvens de pontos, surgiram

novas arquiteturas de redes neurais, como as CNNs. Na seção seguinte, serão abordadas algumas

definições fundamentais sobre as CNNs.

2.3 Convolutional Neural Networks

Vamos explorar, nesta seção, os elementos fundamentais que compõem a implemen-

tação, treinamento e validação das CNNs. Nosso objetivo é fornecer uma compreensão completa

sobre o funcionamento dessas redes, destacando os principais métodos, operações e funções de

ativação que as impulsionam.

2.3.1 Convolução

A operação de convolução desempenha um papel decisivo nas CNNs, permitindo

a extração de características importantes das imagens de entrada. Essa operação consiste na

aplicação de filtros sobre a imagem, onde cada filtro é projetado para detectar padrões específicos,

como bordas, texturas e gradientes, ou seja, informações relevantes das imagens (ALBAWI et

al., 2017). Durante a convolução, o filtro é deslizado sobre a imagem, calculando-se a soma
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ponderada dos valores dos pixels em cada posição, o que resulta em um mapa de características

que destaca as características relevantes da imagem.

Matematicamente, a convolução entre um filtro K e uma imagem I é representada

pela Equação 2.6, onde S(i, j) é o valor resultante na posição (i, j) do mapa de características:

S(i, j) = (I ∗K)(i, j) = ∑
m

∑
n

I(m,n)K(i−m, j−n) (2.6)

Essa operação é exemplificada em quatro iterações na Figura 1, onde um filtro 3x3 é

aplicado em uma matriz 7x7. O deslocamento do filtro, conhecido como passo (stride), influencia

na ordem da matriz de saída, conforme expresso na Equação 2.7.

γ =
λ −φ

σ
+1 (2.7)

Nesta equação, γ representa a ordem da matriz resultante, λ é a ordem da matriz de entrada, φ é

a ordem do filtro da convolução, e σ é o tamanho do passo (stride).

Na Figura 1a, é evidenciada a iteração que calcula o elemento (1,1) da matriz

resultante, realizando a soma dos produtos elemento por elemento do filtro com a matriz de

entrada. Por outro lado, a Figura 1b demonstra a iteração necessária para obter o elemento (1,5)

da matriz de saída I ∗K. As Figuras 1c e 1d esboçam a mesma operação para os elementos (5,1)

e (5,5) de I ∗K, respectivamente.

Figura 1 – Ilustração da operação convolucional em quatro iterações.
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(b) (I ∗K)15.
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(c) (I ∗K)51.
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(d) (I ∗K)55.

Fonte: Elaborada pelo autor.

Nas próximas seções, exploraremos os métodos utilizados para aprimorar a operação

de convolução e extrair características significativas dos dados de entrada nas CNNs.
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2.3.2 Batch Normalization

A Batch Normalization, também conhecida como Normalização em Lote, proposta

por Ioffe e Szegedy (2015), apresenta uma abordagem para otimizar e estabilizar o treinamento

de redes neurais profundas, como discutido por Luo et al. (2018). Essa técnica consiste na

normalização das entradas de cada camada por lotes pré-definidos, utilizando média (µ) e desvio

padrão (σ ), conforme a equação,

H ′ =
H −µ

σ
, (2.8)

onde H representa as ativações originais de uma camada específica. Ao estabilizar o processo

de aprendizagem da rede neural, a Batch Normalization reduz o número de épocas necessárias

para o treinamento. Em vez de atualizar os pesos somente após a passagem completa pela rede,

como é feito tradicionalmente, os pesos são atualizados após o processamento de cada lote. Isso

contribui para uma convergência mais rápida e eficiente durante o treinamento.

2.3.3 Pooling

Uma estratégia comum para reduzir a dimensionalidade dos dados de entrada de

uma CNN é empregar a operação de pooling na saída da camada convolucional. Esse método

utiliza campos receptivos sobre a matriz de entrada para diminuir a quantidade de informação,

resultando na redução da dimensão dos dados (SCHERER et al., 2010). Assim como um filtro

na convolução, esses campos receptivos também percorrem os dados de entrada, porém com um

stride igual ao tamanho do campo receptivo.

Dois tipos de pooling são comumente utilizados, ambos ilustrados na Figura 2, onde

os filtros receptivos têm tamanho 2x2 e percorrem uma matriz 4x4. Ao final dessas operações, a

matriz de saída terá dimensão 2x2, evidenciando a redução de dimensionalidade que é o objetivo

da operação.

O primeiro é o max pooling visto na Figura 2a, é a operação em que o maior

valor do campo receptivo é escolhido e atribuído à matriz de saída. Já o segundo pooling é

o average pooling que calcula a média dos valores campo receptivo e concede à matriz de

saída (GOODFELLOW et al., 2016), como observado na Figura 2b.
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Figura 2 – Ilustração da operação de pooling.
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(a) Ilustração do max pooling.
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(b) Ilustração do average pooling.

Fonte: Elaborada pelo autor.

2.3.4 Regularização

A regularização é uma técnica fundamental no campo do aprendizado de máquina,

essencial para evitar o overfitting e melhorar a capacidade de generalização dos modelos. Ela

consiste em adicionar termos de penalidade à função de custo durante o treinamento do modelo

(DEY et al., 2017), o que ajuda a controlar a complexidade do modelo. O dropout é uma técnica

popular em redes neurais, onde unidades aleatórias são temporariamente removidas durante o

treinamento para evitar a co-adaptação dos neurônios.

2.3.4.1 Dropout

A técnica Dropout, proposta por Srivastava et al. (2014), é uma estratégia de

regularização utilizada em redes neurais para mitigar o risco de overfitting. Consiste na aleatória

desativação de uma parcela dos neurônios durante o treinamento da rede, como ilustrado na

Figura 3.

Neste exemplo, foi aplicado um dropout de 50%, o que significa que metade dos

neurônios em cada camada foram desativados aleatoriamente durante o treinamento, representa-

dos em vermelho. Esses neurônios desativados não contribuem diretamente para a propagação
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Figura 3 – Dropout

50%

Dropout

Fonte: Elaborada pelo autor.

dos sinais na rede e seus pesos não são atualizados durante o processo de retropropagação

(backpropagation).

2.3.5 Camanda Densa

A camada densa, também conhecida como totalmente conectada, desempenha um

papel muito importante em redes neurais, consistindo em neurônios que processam e distribuem

as informações ponderadas de suas entradas. Quando posicionada na camada de saída de uma

rede neural, é responsável por classificar o vetor de características resultante das operações

de convolução e pooling (LECUN et al., 1989). Ao longo da rede, os dados de entrada são

submetidos a filtragens por convolução e redução de dimensão por pooling. No topo da rede,

antes da camada densa, resta apenas um vetor de características, a partir do qual ocorre a predição

das classes presentes no conjunto de treinamento.

2.3.6 Funções de Ativação

Nas redes neurais, as funções de ativação desempenham um papel fundamental ao

permitir que os modelos aprendam relações complexas nos dados, introduzindo não linearidades

(RASAMOELINA et al., 2020). Elas são aplicadas em cada camada da rede neural para garantir

que as saídas dos neurônios possam representar de forma adequada as características dos dados,

capturando sua complexidade.
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2.3.6.1 LeakyReLU

A função de ativação LeakyReLU (Rectified Linear Unit) é uma alternativa à função

ReLU tradicional, enquanto a ReLU zera valores negativos, a LeakyReLU permite que gradi-

entes pequenos passem para trás durante o treinamento, mitigando o problema de "neurônios

mortos"que ocorre quando os gradientes se tornam zero (XU et al., 2015).

Figura 4 – Gráfico da função de ativação Leaky ReLU.
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Fonte: Elaborada pelo autor.

Na Figura 4, é perceptível a transição em que a saída deixa de ser zero, assemelhando-

se à função ReLU, e passa a ser proporcional à entrada da função de ativação. Como consequência,

os neurônios permanecem sempre ativos; contudo, quando a saída é negativa, a informação é

propagada com uma proporção menor em comparação à informação positiva.

2.3.6.2 Softmax

A função Softmax, frequentemente empregada nas camadas de classificação de redes

neurais (BRIDLE, 1989), desempenha a função de transformar o espaço do vetor de saída da

rede em um espaço probabilístico. Nesse espaço, os valores estão normalizados entre 0 e 1, e

a soma de todos os valores resulta em 1. A função Softmax é matematicamente expressa pela

Equação 2.9:

σ(z) =
ezi

∑
K
j=1 ezi

(2.9)

onde i = 1, ...,K, zi = (z1, ..., zk) ∈ RK , representando a saída do neurônio i da última camada da

rede, e K denota o número de classes no problema.
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Figura 5 – Gráfico da função de ativação Softmax.
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Fonte: Elaborada pelo autor.

Na Figura 5, temos um exemplo de aplicação da função Softmax em um problema de

classificação com três classes (Classe 1, Classe 2 e Classe 3). Cada barra no gráfico representa a

probabilidade de um dado exemplo pertencer a uma das classes. As alturas das barras indicam

essas probabilidades, e como a função Softmax normaliza esses valores para que a soma de todas

as probabilidades seja igual a 1, as alturas das barras representam as probabilidades relativas de

pertencimento a cada classe.

Por exemplo, para o primeiro exemplo representado, a barra mais alta indica que

há uma probabilidade de aproximadamente 70% de pertencer à Classe 1, uma probabilidade de

aproximadamente 20% de pertencer à Classe 2 e uma probabilidade de aproximadamente 10%

de pertencer à Classe 3.

Essa visualização demonstra como a função Softmax é útil em problemas de clas-

sificação, ao fornecer uma distribuição de probabilidade sobre as possíveis classes para cada

exemplo de entrada. Isso permite que o modelo de rede neural faça previsões não apenas sobre a

classe mais provável, mas também sobre a incerteza associada a essa previsão.

2.4 Análise de ablação

Estudos de ablação são comumente empregados na área da neurociência para inves-

tigar sistemas biológicos complexos, como o sistema nervoso central de organismos como a

Drosophila 1, que tem sido amplamente estudado, assim como o cérebro de vertebrados e, de

maneira mais complexa e fascinante, o cérebro humano. Historicamente, esses estudos têm sido
1 Drosophila, também conhecida como drosófila, é um gênero que inclui um grande número de espécies de

pequenas moscas pertencentes à família Drosophilidae. Elas são também chamadas de moscas-das-frutas e,
menos frequentemente, de moscas-do-vinagre.
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utilizados para compreender a estrutura e a organização do cérebro, mapeando as respostas a

estímulos externos em diferentes regiões do neocórtex (MEYES et al., 2019).

Nos estudos de ablação na neurociência, onde o tecido neural é danificado de maneira

controlada, investigamos como esse dano afeta a capacidade do cérebro de executar determinadas

tarefas (MEYES et al., 2019). Por meio dessa metodologia, o autor buscou compreender o

papel funcional das regiões cerebrais afetadas, além de explorar a estrutura e a organização do

processamento de estímulos externos no cérebro humano, provando assim ser um método eficaz

investigar sistemas neurais grandes e complexos.

No contexto de CNNs, a análise de ablação tem uma aplicação semelhante. Em vez

de tecido neural, elementos específicos das redes neurais, como camadas, filtros ou unidades

individuais, são removidos ou desativados para entender seu impacto no desempenho geral da

rede (MONTAHA et al., 2021). Essa metodologia permite identificar quais componentes da

CNN são essenciais para a sua capacidade de classificação ou detecção de padrões.

A análise de ablação em CNNs é fundamental para melhorar o desempenho compu-

tacional ao simplificar a estrutura da rede, reduzindo o tempo de computação e o uso de memória

sem comprometer a precisão. Além disso, permite a identificação e ajuste de componentes

que podem estar causando gargalos de desempenho, tornando o processamento de dados mais

eficiente.

Ao eliminar componentes que provocam overfitting nos dados de treinamento, a

rede se torna mais capaz de generalizar para novos dados, melhorando o desempenho em testes

e aplicações reais. Redes neurais menores e simplificadas consomem menos energia, o que é

crucial para dispositivos com recursos limitados, como smartphones e dispositivos Internet of

Things (IoT). Além disso, redes simplificadas são mais fáceis de interpretar e analisar, oferecendo

uma compreensão mais profunda sobre o funcionamento interno da rede.

Assim, a análise de ablação não só aprimora a compreensão teórica das CNNs, mas

também promove eficiência prática e maior aplicabilidade em diversos contextos tecnológicos.



32

3 TRABALHOS RELACIONADOS

Este capítulo oferece uma visão ampla e detalhada das contribuições mais signi-

ficativas no campo do processamento de nuvens de pontos, destacando avanços recentes e

identificando oportunidades para pesquisas futuras. A Tabela a seguir oferece uma visão objetiva

e comparativa dos diferentes modelos de CNNs utilizados para a classificação de objetos 3D.

Tabela 1 – Modelos de CNN usados para Classificação de objetos 3D.
Métodos Modelos Descrição

Redes Pioneiras e Evoluções Diretas
PointNet (QI et al., 2017a)

Lida diretamente com nuvens de pontos irregulares, mantendo a invari-
ância de permutação para classificação de objetos e análise semântica
de cenas.

PointNet++ (QI et al., 2017b)
Supera a PointNet ao reconhecer padrões locais refinados e generalizar
para cenas complexas com uma rede neural hierárquica.

PointCNN (LI et al., 2018)
Pondera e reordena características de nuvens de pontos através da
transformação X, adaptando as CNNs para dados irregulares e desor-
denados.

Convoluções Adaptativas e Redes Geométricas

SpiderCNN (XU et al., 2018)
Extrai características de nuvens de pontos 3D usando convoluções
adaptadas para conjuntos de pontos irregulares, capturando informa-
ções locais e geodésicas.

PointConv (WU et al., 2019)
Aplica filtros dinâmicos em nuvens de pontos 3D, obtendo resultados
de ponta em segmentação semântica.

DGCNN (WANG et al., 2019)
Utiliza o módulo EdgeConv para incorporar informações de vizinhança
local em tarefas de classificação e segmentação de nuvens de pontos.

KPConv (THOMAS et al., 2019)
Elimina a necessidade de representações intermediárias, usando pontos
de kernel para convoluções adaptativas em nuvens de pontos.

PVCNN (LIU et al., 2019)
Combina representações em pontos e convoluções em voxels para
melhorar a eficiência e precisão no processamento de nuvens de pontos.

CurveNet (MUZAHID et al., 2020)
Utiliza direções de curvatura principal de objetos 3D para melhorar o
reconhecimento de objetos em uma rede neural convolucional 3D.

DeltaConv (WIERSMA et al., 2022)
Constrói filtros anisotrópicos em nuvens de pontos para representar
e processar informações direcionais explicitamente, melhorando o
desempenho em diversas tarefas de classificação.

Redes com Abordagens Atentivas e Transformers

PT1 (ENGEL et al., 2021)
Utiliza um mecanismo de atenção local-global para capturar relações
espaciais e informações de forma em conjuntos de pontos desordena-
dos.

PT2 (ZHAO et al., 2021)
Adapta redes autoatentativas para nuvens de pontos 3D, melhorando a
segmentação semântica de cenas e classificação de objetos.

PCT (GUO et al., 2021)
Adapta o Transformer para lidar com a complexidade e irregularidade
das nuvens de pontos, capturando contexto local e global.

PAConv (XU et al., 2021)
Utiliza kernels de convolução adaptativos para processar dados irre-
gulares e não ordenados em nuvens de pontos, mantendo eficiência
computacional e precisão.

Redes com Estratégias de Amostragem e Robustez
PointASNL (YAN et al., 2020)

Reajusta pesos dos vizinhos de pontos amostrados para lidar com ruído
e outliers, capturando dependências locais e não locais.

PRA-Net (CHENG et al., 2021)
Integra aprendizado de contextos intra-região e relações inter-região
para análise robusta de nuvens de pontos em diversas tarefas.

APES (WU et al., 2023)
Seleciona pontos em nuvens de pontos usando um mecanismo de
atenção inspirado na detecção de bordas de Canny, visando melhorar a
amostragem para reconhecimento e segmentação.

Fonte: Elaborada pelo autor.

A Tabela 1 oferece uma visão objetiva e comparativa das diferentes redes utilizadas

para a classificação de objetos 3D. A tabela está organizada em quatro categorias principais:
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Redes Pioneiras e Evoluções Diretas, Convoluções Adaptativas e Redes Geométricas, Redes

com Abordagens Atentivas e Transformers, e Redes com Estratégias de Amostragem e Robustez.

Cada categoria destaca métodos específicos, seus modelos correspondentes e uma breve descrição

de suas características e inovações, detalhadas abaixo.

3.1 Redes Pioneiras e Evoluções Diretas

Esta seção específica detalha os primeiros desenvolvimentos em redes neurais para

nuvens de pontos e suas evoluções diretas. Cada subseção aqui descreve um modelo específico,

destacando suas inovações e melhorias.

3.1.1 PointNet

A PointNet (QI et al., 2017a) oferece uma abordagem para lidar com nuvens de

pontos, operando diretamente com esses dados irregulares em vez de convertê-los em formas

regulares. Com foco na invariância de permutação dos pontos de entrada, esta rede neural é

aplicável em várias áreas, como classificação de objetos e análise semântica de cenas. Demons-

trando eficiência comparável ou superior ao estado da arte, a PointNet alcança uma acurácia

de 89,2% em testes empíricos. Além disso, análises teóricas aprofundam a compreensão do

aprendizado da rede e sua robustez em relação a perturbações nos dados de entrada, tornando-a

uma ferramenta valiosa para diversas aplicações em análise de nuvens de pontos.

3.1.2 PointNet++

A PointNet++ (QI et al., 2017b) supera a PointNet ao abordar sua limitação na identi-

ficação de estruturas locais nos pontos, essencial para reconhecer padrões refinados e generalizar

para cenas complexas. Introduz uma rede neural hierárquica que aprende características locais

em diferentes escalas e propõe camadas de aprendizado de conjunto inovadoras para lidar com

variações na densidade dos pontos. Experimentos mostram sua eficácia superior em benchmarks

desafiadores de nuvens de pontos 3D, alcançando uma acurácia de 91,9%.

3.1.3 PointCNN

A PointCNN (LI et al., 2018) apresenta um framework simples e eficaz para o apren-

dizado de características em nuvens de pontos, superando desafios de ordenação e irregularidade.
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Ao introduzir a transformação X, que pondera e reordena as características associadas aos pontos,

o PointCNN generaliza as CNNs para esse contexto. Experimentos demonstram que o PointCNN

alcança ou supera o desempenho dos métodos mais avançados em diversos conjuntos de dados e

tarefas desafiadoras, com uma acurácia de 92,2%.

3.2 Convoluções Adaptativas e Redes Geométricas

Nesta seção, são abordadas as redes que empregam convoluções adaptativas e abor-

dagens geométricas. Essas técnicas avançadas são essenciais para lidar com a natureza irregular

e complexa das nuvens de pontos, proporcionando uma análise mais precisa e eficiente.

3.2.1 SpiderCNN

A SpiderCNN (XU et al., 2018) oferece uma arquitetura de convolução otimizada

para extrair características de nuvens de pontos 3D, desafiando as limitações das CNNs tradi-

cionais que dependem de estruturas regulares. Ela emprega unidades chamadas SpiderConv,

adaptadas para operar em conjuntos de pontos irregulares, capturando informações locais e geo-

désicas de forma eficaz. Ao combinar funções simples com polinômios de Taylor, o SpiderCNN

consegue extrair características profundas e semânticas em várias escalas. Experimentos revelam

que o SpiderCNN alcança uma acurácia notável de 92,4% em benchmarks padrão, além de

apresentar um desempenho competitivo na segmentação de objetos.

3.2.2 PointConv

A PointConv (WU et al., 2019) é uma técnica inovadora para realizar operações

de convolução em nuvens de pontos 3D, superando os desafios específicos apresentados por

sua natureza irregular. Ao estender o conceito de filtro dinâmico, o PointConv oferece uma

abordagem eficaz para construir redes convolucionais profundas em ambientes tridimensionais.

Experimentos em diversos conjuntos de dados, como ModelNet40, ShapeNet e ScanNet, de-

monstram que as redes construídas com o PointConv alcançam resultados de ponta em tarefas

desafiadoras de segmentação semântica, com uma acurácia de 92,5%. Além disso, ao conver-

ter o conjunto de dados CIFAR-10 em uma nuvem de pontos, observa-se que redes baseadas

no PointConv conseguem rivalizar o desempenho de redes convolucionais em imagens 2D de

estrutura semelhante.
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3.2.3 DGCNN

A DGCNN (WANG et al., 2019) propõe o módulo EdgeConv para tarefas de alto

nível em nuvens de pontos, como classificação e segmentação, adaptando conceitos de CNNs

para esse contexto. Ao contrário de abordagens anteriores, o EdgeConv incorpora informações

de vizinhança local e pode ser empilhado para aprender propriedades globais. Sua aplicação

em sistemas de múltiplas camadas captura características semânticas em distâncias longas na

incorporação original. Experimentos em benchmarks padrão, como ModelNet40 e ShapeNetPart,

demonstram a eficácia do DGCNN, alcançando uma acurácia de 92,9%.

3.2.4 KPConv

A KPConv (THOMAS et al., 2019) revoluciona a convolução de pontos em nuvens

de pontos, eliminando a necessidade de representações intermediárias. Com pesos de convolução

localizados no espaço euclidiano através de pontos de kernel, sua flexibilidade permite a utiliza-

ção de qualquer quantidade de pontos de kernel, superando limitações das convoluções fixas em

grade. Além disso, os pontos de kernel podem ser ajustados pela rede, permitindo convoluções

deformáveis que se adaptam à geometria local. Com uma estratégia de subamostragem regular,

o KPConv demonstra eficiência e robustez a variações de densidade. Experimentos revelam

que as redes KPConv superam abordagens de última geração em classificação e segmentação,

alcançando uma acurácia de 92,9% no conjunto de dados ModelNet40. Adicionalmente, estudos

de ablação e visualizações oferecem informações sobre o aprendizado do KPConv e validam sua

eficácia descritiva.

3.2.5 PVCNN

A PVCNN (LIU et al., 2019), foi desenvolvida como uma solução eficiente e rápida

para aprendizado profundo em 3D. Enquanto abordagens anteriores utilizavam modelos de redes

neurais baseadas em voxel ou pontos, a PVCNN supera essas limitações, resolvendo de forma

eficaz os desafios computacionais associados a essas técnicas. Ao combinar representações em

pontos e convoluções em voxels, a PVCNN reduz significativamente o consumo de memória,

ao mesmo tempo em que melhora a localidade dos dados. Experimentos demonstraram que a

PVCNN alcança uma precisão superior e maior velocidade em comparação com as abordagens

anteriores, destacando-se com uma precisão de 92,4%, duas vezes maior que o modelo PointNet
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em benchmarks de segmentação de partes e cenas. Além disso, a PVCNN mostrou-se eficaz na

detecção de objetos 3D, superando modelos concorrentes em velocidade e eficiência de memória

na GPU.

3.2.6 CurveNet

CurveNet (MUZAHID et al., 2020) é uma abordagem inovadora que utiliza direções

de curvatura principal de objetos 3D, obtidas de modelos CAD, como entrada para uma rede neu-

ral convolucional 3D (CNN 3D). Essas direções de curvatura proporcionam uma representação

robusta das características geométricas, permitindo ao CurveNet extrair características discrimi-

nativas para o reconhecimento de objetos. Além disso, incorporamos o aprendizado multitarefa,

utilizando a classificação de pose como uma tarefa auxiliar para melhorar a generalização do

CurveNet. Resultados experimentais destacam a eficácia do CurveNet em comparação com

abordagens convencionais, tanto com entrada de vetores de curvatura quanto com combinação

de vetores de curvatura e voxels. Esses resultados promissores são validados em conjuntos de

dados públicos, demonstrando a capacidade competitiva do CurveNet no reconhecimento de

objetos 3D, com uma acurácia de classificação de 93,8%.

3.2.7 DeltaConv

A DeltaConv (WIERSMA et al., 2022) é uma inovação que visa a construção de

filtros anisotrópicos em nuvens de pontos, utilizando operadores geométricos do cálculo vetorial.

Essa abordagem se destaca por sua capacidade de representar e processar informações direcionais

de forma explícita, separando a rede em fluxos escalar e vetorial, conectados pelos operadores.

Além disso, as convoluções resultantes são robustas, simples de implementar e demonstram

desempenho competitivo ou superior em diversos benchmarks, contribuindo para a aceleração

do treinamento e da inferência. A DeltaConv alcançou uma acurácia de 93,8% em tarefas de

classificação.

3.3 Redes com Abordagens Atentivas e Transformers

Esta seção descreve as redes que utilizam mecanismos de atenção e arquiteturas

baseadas em Transformers, revolucionando o processamento e a análise de nuvens de pontos

3D. Tais abordagens permitem um foco seletivo em partes específicas dos dados, aprimorando a
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capacidade de interpretação e inferência.

3.3.1 PT 1

A PT 1 (ENGEL et al., 2021) é uma abordagem inovadora para processamento de

conjuntos de pontos desordenados e sem estrutura. Projetada para extrair características locais

e globais, ela introduz um mecanismo de atenção local-global, visando capturar relações es-

paciais entre os pontos e informações sobre a forma. O SortNet é um componente chave que

garante invariância à permutação dos dados de entrada, selecionando pontos com base em uma

pontuação aprendida. A saída da PT 1 é uma lista de características classificadas e invariáveis

à permutação, adequada para integração em diversas aplicações de visão computacional. Ex-

perimentos demonstram resultados promissores, com uma acurácia de 92,8%, em comparação

com abordagens anteriores em tarefas de classificação e segmentação de partes em conjuntos de

dados convencionais.

3.3.2 PT 2

A PT 2 (ZHAO et al., 2021) é uma arquitetura de redes neurais autoatentivas desen-

volvida para processar nuvens de pontos 3D. Inspirada pelo sucesso das redes autoatentivas em

tarefas de processamento de linguagem natural e análise de imagens, nossa pesquisa explora

sua aplicação específica em nuvens de pontos. Projetamos camadas de autoatenção adaptadas

para nuvens de pontos e as empregamos na construção de redes autoatentivas para tarefas como

segmentação semântica de cenas, segmentação de partes de objetos e classificação de objetos. A

abordagem Point Transformer (PT 2) aprimora significativamente o desempenho em comparação

com métodos anteriores em várias áreas e tarefas. Por exemplo, no conjunto de dados desafiador

S3DIS para segmentação semântica de cenas em grande escala, o (PT 2) alcança um mIoU de

70,4% na Área 5, superando o modelo anterior mais forte em 3,3 pontos percentuais absolutos, e

atingindo pela primeira vez a marca de 70% de mIoU, na classificação obteve uma acurácia total

de 93,7% para o conjunto de dados ModelNet40.

3.3.3 PCT

A PCT (GUO et al., 2021) é uma solução inovadora para aprendizado em nuvens de

pontos. Inspirado no sucesso do Transformer em processamento de linguagem natural e suas
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promissoras aplicações em processamento de imagens, a PCT foi desenvolvido para lidar com a

complexidade das nuvens de pontos, que são irregulares e não ordenadas. Sua capacidade de

lidar com permutações o torna adequado para trabalhar com sequências de pontos. Para capturar

o contexto local nas nuvens de pontos, aprimoramos a incorporação de entrada com a ajuda de

técnicas como amostragem dos pontos mais distantes e pesquisa dos vizinhos mais próximos.

Experimentos detalhados mostram que a PCT alcança resultados de ponta em tarefas como

classificação de formas, segmentação de partes, segmentação semântica e estimação de normais,

obtendo na classificação uma acurácia de 93,2%.

3.3.4 PAConv

A PAConv (XU et al., 2021) representa uma abordagem inovadora para o pro-

cessamento de nuvens de pontos 3D. Introduzindo uma operação genérica de convolução, a

PAConv constrói dinamicamente o kernel de convolução utilizando matrizes de peso adaptativas

aprendidas a partir das posições dos pontos. Essa técnica confere à PAConv uma flexibilidade

excepcional para lidar com dados de nuvem de pontos irregulares e não ordenados, sem com-

prometer a eficiência computacional. Uma característica distintiva da PAConv é sua integração

eficiente em pipelines de processamento baseados em MLP, sem exigir modificações nas confi-

gurações da rede. Experimentos demonstraram que a PAConv alcança resultados competitivos

em tarefas de classificação e segmentação, superando modelos de referência enquanto mantém

uma eficiência computacional notável. Além disso, obteve uma acurácia de 93,6% em tarefas de

classificação, destacando sua eficácia em reconhecer padrões e estruturas complexas nos dados

de entrada. Estudos aprofundados de ablação e visualizações complementam a compreensão da

metodologia da PAConv.

3.4 Redes com Estratégias de Amostragem e Robustez

Esta seção discute redes que implementam estratégias de amostragem e técnicas de

robustez. Essas metodologias são fundamentais para melhorar a análise de nuvens de pontos em

ambientes desafiadores, garantindo maior resistência a ruídos e variabilidades nos dados.
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3.4.1 PointASNL

PointASNL (YAN et al., 2020) é uma rede inovadora para processar nuvens de

pontos robustamente, especialmente em cenários com ruído, alcançando uma acurácia de 93,2%.

Seu destaque está no módulo de amostragem adaptativa (AS), que reajusta os pesos dos vizinhos

dos pontos amostrados inicialmente pelo método de amostragem do ponto mais distante (FPS).

Esse ajuste dinâmico permite lidar eficazmente com outliers e ruídos nos dados de entrada. Além

disso, a PointASNL utiliza um módulo local-não local (L-NL) para capturar as dependências

locais e não locais dos pontos amostrados, garantindo robustez mesmo em ambientes com ruído.

Experimentos mostram que a PointASNL supera métodos anteriores em tarefas de classificação

e segmentação em vários conjuntos de dados, incluindo o desafiador conjunto de dados real

SemanticKITTI, com notável presença de ruído.

3.4.2 PRA-Net

A PRA-Net (CHENG et al., 2021) é uma estrutura inovadora para análise de nuvens

de pontos, destacando-se pela integração de estratégias eficazes para fortalecer a representação

de características. Composta por um módulo de Aprendizado de Estrutura Intra-região (ISL) e

um módulo de Aprendizado de Relações Inter-região (IRL), a PRA-Net combina aprendizado

de contextos intra-região e relações inter-região de forma sinérgica. O módulo ISL integra

dinamicamente informações estruturais locais às características dos pontos, enquanto o módulo

IRL captura relações inter-região de maneira adaptativa e eficiente por meio de um esquema

de partição de região diferenciável e uma estratégia baseada em pontos representativos. Expe-

rimentos extensivos em diversos conjuntos de dados 3D, abrangendo classificação de formas,

estimativa de pontos-chave e segmentação de partes, validaram a eficácia e a capacidade de

generalização da PRA-Net, alcançando uma acurácia de 93,2%.

3.4.3 APES

A APES (WU et al., 2023) é uma abordagem inovadora de amostragem para nuvens

de pontos. Enquanto métodos convencionais ainda recorrem a técnicas de amostragem aleatória

ou amostragem do ponto mais distante, a APES adota uma abordagem orientada à tarefa,

inspirada no algoritmo de detecção de bordas de Canny para imagens. Por meio do mecanismo

de atenção, a APES seleciona pontos salientes no contorno da nuvem de pontos, oferecendo
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uma alternativa mais eficaz para a amostragem em tarefas de reconhecimento de objetos ou

segmentação. Experimentos qualitativos e quantitativos evidenciam o desempenho superior da

APES em relação aos métodos convencionais, solidificando seu papel como uma contribuição

significativa para o campo de processamento de nuvens de pontos. Além disso, a APES alcançou

uma acurácia geral nas tarefas de classificação de 93,8%.
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4 METODOLOGIA

Nessa seção é descrita a metodologia utilizada na pesquisa, seguindo uma abordagem

sistemática para avaliar e aprimorar redes neurais convolucionais (CNNs) para a tarefa de

classificação de objetos a partir de nuvem de pontos. A Figura 6 serve como guia para o processo,

que é dividido em cinco etapas distintas.

Figura 6 – Fluxo Metodológico para Proposta da Rede APES-Soft.
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Fonte: Elaborada pelo autor.

1. Execução da Rede APES: A implementação da Rede APES representa o ponto de partida

fundamental deste estudo, sendo especialmente treinada com o conjunto de dados Model-

Net40 (WU et al., 2015) (detalhado na seção 4.1), com o propósito de classificar objetos

3D em nuvens de pontos.

2. Análise de Ablação: A análise de ablação é conduzida para investigar o impacto de

diferentes componentes da rede APES. Cenários são realizados, nos quais camadas con-

volucionais, camadas lineares, são removidas e modificadas. Esta etapa visa entender a

contribuição relativa de cada componente para o desempenho geral da rede.

3. Avaliação dos Resultados: Na terceira etapa, os resultados obtidos são avaliados utilizando

métricas de desempenho padrão para problemas de classificação. Métricas como Acurácia,

Precisão, Sensibilidade, F1-Score, Coeficiente de Correlação de Matthews (MCC), Índice

Jaccard, e Similaridade por Cosseno, para medir o desempenho da rede APES e suas

variações resultantes da análise de ablação.

4. Testes Estatísticos: Testes estatísticos são realizados para validar as diferenças de desem-

penho observadas entre as diferentes configurações da rede. Utilizando testes de hipóteses

apropriados, como ANOVA, Tukey’s HSD, Teste de Kruskal-Wallis, e Teste de Friedman,

verifica-se se as melhorias de desempenho são estatisticamente significativas.

5. Proposta da Rede APES-Soft: Por fim, com base nas percepções obtidas da análise de
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ablação e avaliação dos resultados, propõe-se uma versão aprimorada da rede APES,

denominada APES-Soft. Contendo as melhores modificações introduzidas na arquitetura,

com o objetivo de otimizar seu desempenho para classificação de objetos em nuvem de

pontos.

4.1 Conjunto de dados

O conjunto de dados ModelNet40 (WU et al., 2015) é uma compilação abrangente

de 12.311 modelos 3D CAD distribuídos em 40 categorias de objetos comuns. Para assegurar

uma análise imparcial, adotamos a divisão oficial entre conjuntos de treinamento e teste, onde

9.843 modelos são dedicados ao treinamento e 2.468 para teste.

Cada modelo é processado transformando sua superfície de malha em uma nuvem

de pontos, os quais são selecionados uniformemente e normalizados para se encontrarem dentro

de uma esfera unitária. Para simplificar o processamento, utilizamos apenas as coordenadas 3D

como entrada. Além disso, para enriquecer a diversidade dos dados, aplicamos transformações

aleatórias, como escalonamento, rotação e deslocamento, a cada nuvem de pontos no espaço 3D.

É importante ressaltar que durante os testes, assim como Wu et al. (2023) não foi

utilizada nenhuma técnicas de aumento de dados, que são habitualmente utilizadas quando o

conjunto de dados é limitado (ZHU et al., 2024), ou métodos de votação, que servem para estimar

a transformação rígida (rotação e tradução) em nuvens de pontos 3D (YUAN et al., 2024).

4.2 Configurações

Para garantir consistência, todas as configurações e o ambiente de desenvolvimento

foram mantidos constantes. A rede APES foi reexecutada sem alterações, utilizando o mesmo

conjunto de dados e as duas modalidades de downsampling 1 propostas: global e local.

O modelo foi treinado com base nas configurações detalhadas na Tabela 2. Utilizamos

o otimizador AdamW com uma taxa de aprendizado inicial de 1× 10−4, a qual é reduzida

progressivamente até 1× 10−8 utilizando um agendamento de decaimento cossenoidal. O

hiperparâmetro de decaimento de peso foi ajustado para 1. Adicionalmente, aplicamos dropout

com uma probabilidade de 0,5. O treinamento foi conduzido com um tamanho de lote de 8

exemplos por iteração, ao longo de 200 épocas.
1 Downsampling em nuvem de pontos é o processo de reduzir o número de pontos enquanto mantém a estrutura

principal. Isso facilita o processamento e mantém a integridade da nuvem original.
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Tabela 2 – Configurações de Treinamento do Modelo e Ambiente Computacional.
Configurações de Treinamento do Modelo Especificações do Ambiente Computacional

Otimizador AdamW Sistema Operacional: Linux
Taxa de Aprendizado Inicial: 1×10−4 Python: 3.9.19, compilado em março de 2024
Agendamento de Decaimento Cossenoidal Compilador: GCC 11.2.0
Decaimento de Peso: 1 Hardware:
Dropout: 0.5 - CPU: Intel Core i7-7700 (7a Geração)
Tamanho do Lote (Batch Size): 8 - GPU: NVIDIA GeForce GTX 1070
Número de Épocas: 200 - CUDA: Versão 10.0.13, Runtime CUDA: 11.7

Bibliotecas:
- OpenCV: Versão 4.9.0
- MMEngine: Versão 0.7.2

Fonte: Elaborada pelo autor.

O ambiente computacional utilizado para o treinamento foi configurado da seguinte

forma: o sistema operacional base foi Linux, com Python na versão 3.9.19, compilado em

março de 2024. Utilizamos o GCC 11.2.0 como compilador. O hardware incluiu uma CPU

Intel Core i7-7700 de 7a geração e uma GPU NVIDIA GeForce GTX 1070, aproveitando as

capacidades do CUDA na versão 10.0.13 com Runtime CUDA 11.7. Além disso, foram utilizadas

as bibliotecas OpenCV na versão 4.9.0 e MMEngine na versão 0.7.2 para suporte adicional

durante o treinamento do modelo.

4.3 Arquitetura da Rede APES

A arquitetura da rede Attention-Based Point Cloud Edge Sampling (APES) é dividida

em duas partes fundamentais: a Rede Neural Convolucional (CNN) e a Perceptron Multicamadas

(MLP), como é possível visualizar na Figura 7.

4.3.1 Rede Neural Convolucional (CNN)

A CNN é encarregada de processar as coordenadas tridimensionais de entrada e de

extrair características relevantes da nuvem de pontos. Este componente consiste nas seguintes

camadas:

4.3.1.1 Camadas Convolucionais

As camadas convolucionais desempenham um papel fundamental na extração de

características da nuvem de pontos, sendo capazes de identificar padrões locais e globais nos

dados. Isso permite que a rede neural aprenda representações hierárquicas complexas. A seguir,
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Figura 7 – Arquitetura da Rede APES.
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teremos uma melhor compreensão sobre as camadas presentes nesta arquitetura.

4.3.1.1.1 Camada de Incorporação (Embedding Layer)

Esta camada transforma as coordenadas 3D de entrada em um espaço de caracte-

rísticas de dimensão superior. Inicialmente, os pontos são agrupados utilizando um esquema

específico, resultando em uma expansão do número de canais de 3 para 6. Em seguida, várias

operações de convolução são aplicadas para extrair e combinar características significativas.

A camada inclui múltiplas convoluções sequenciais, cada uma seguida por uma

normalização por lotes e ativação de LeakyReLU. Essas operações aumentam progressivamente a

complexidade e a representatividade das características. Posteriormente, os pontos são novamente

agrupados e o processo de convolução é repetido para capturar informações em diferentes escalas

e níveis de detalhe.

Por fim, os resultados das operações de convolução são combinados e retornados

como um único tensor de características de dimensões (B,128,N), onde B representa o tamanho

do lote, 128 é a dimensão do espaço de características, isso significa que cada ponto de entrada

é representado por um vetor de 128 elementos, capturando uma representação densa e rica

dos dados, e N é o número de pontos, no caso 2048. Essas características representam uma

representação dos pontos de entrada, pronta para serem utilizadas em camadas subsequentes,

conforme discutido por Wu et al. (2023).
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4.3.1.1.2 Camada de Atenção N2P

Esta camada de atenção opera sobre as características extraídas pela camada de

incorporação, destacando padrões cruciais na nuvem de pontos, que calcula mapas de correlação

entre cada ponto e seus vizinhos. Para isso, ela divide os dados em quatro partes. Cada parte

executa sua própria operação de atenção em paralelo, o que permite uma exploração mais ampla

dos padrões presentes nos dados.

Internamente, a camada realiza uma série de operações, incluindo convoluções

separadas para as consultas (q), chaves (k) e valores (v), seguidas pelo cálculo da atenção

entre os pontos. A atenção resultante é então aplicada aos valores, gerando uma representação

ponderada dos dados que destaca as características mais importantes. Além disso, a camada

inclui um mecanismo de feedforward, composto por duas camadas convolucionais seguidas de

normalizações por lotes, que ajudam a aprimorar ainda mais a representação dos dados.

Por fim, os resultados da atenção e do feedforward são combinados com os dados de

entrada original, através de conexões residuais seguidas de normalizações por lotes, permitindo

que o modelo integre informações relevantes das diferentes etapas do processamento.

4.3.1.1.3 Camada de Convolução

Após cada etapa de downsampling, ocorre uma convolução 1D para transformar as

características dimensionais. São usadas três camadas de convolução, com tamanhos de entrada

e saída de 128 e 1024, respectivamente. Já o do kernel é 1, o que significa que cada operação de

convolução é aplicada a apenas uma característica de entrada em cada passo. Essencialmente, isso

significa que a convolução é aplicada independentemente em cada uma das 128 características

de entrada, produzindo 1024 características de saída.

4.3.1.2 Camadas de Pooling

As operações de Max Pooling são usadas em redes neurais convolucionais para

reduzir a dimensionalidade dos dados. Consiste em subdividir a entrada em regiões e selecionar

o valor máximo de cada região para formar a saída. Isso ajuda a preservar as características

mais proeminentes da entrada, enquanto reduz sua dimensionalidade. É especialmente eficaz na

preservação de características importantes, como bordas ou padrões.
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4.3.1.3 Camadas de Downsampling

Existem duas opções de camadas de downsampling disponíveis: global e local. Essas

camadas reduzem progressivamente o número de pontos na nuvem de pontos, primeiro pela

metade e depois novamente pela metade.

4.3.1.3.1 Global

Utiliza convoluções 1D para realizar o downsampling. Ela opera sobre a represen-

tação compacta da nuvem de pontos, transformando-a de uma dimensão de entrada para uma

dimensão reduzida. Isso é feito por meio de convoluções separadas para as consultas (q), chaves

(k) e valores (v), seguidas por uma operação de atenção e seleção dos pontos mais importantes.

Os pontos selecionados são então reorganizados para formar a saída da camada de downsampling

global.

4.3.1.3.2 Local

Realiza o downsampling agrupando os pontos próximos uns dos outros para formar

grupos, e em seguida, aplicando convoluções 2D para processar esses grupos. A atenção é então

calculada entre os pontos dentro de cada grupo, e os pontos mais importantes são selecionados.

A saída é obtida combinando os valores correspondentes aos pontos selecionados, resultando em

uma redução significativa no número de pontos na nuvem de pontos.

4.3.1.4 Processo de Extração de Características

O Algoritmo 1 representa um fluxo de dados na extração de características, onde os

dados de entrada passam por várias camadas da arquitetura, para extrair características relevantes

antes de serem utilizados na tarefa de classificação.

Vamos entender cada parte deste algoritmo utilizado para extrair as características

das nuvem de pontos:

4.3.1.4.1 Camada de Incorporação (A)

Esta camada inicial transforma o tensor de entrada X em um novo tensor X ′ por

meio de uma camada de incorporação. Aqui, cada ponto de dado, representado por um vetor de
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Algoritmo 1: Fluxo de dados na extração de características da Rede APES
1: Entrada: Tensores X ∈ RB×3×N , onde B é o tamanho do lote e N é o número de pontos.
2: Saída: Tensores Xcnn ∈ RB×K , onde K é o tamanho do vetor de características.
3:
4: Início
5: Camada de Incorporação: X ′ = A(X), onde A : RB×3×N → RB×128×N

6: Camada de Atenção: X ′′ = B1(X ′), onde B1 : RB×128×N → RB×128×N

7: Camada de Convolução: X ′′′ =C1(X ′′), onde C1 : RB×128×N → RB×1024×N

8: Operação de Max Pooling e Armazenamento: R1 = max(X ′′′,dim =−1)
9: Camada de Downsampling: X ′′′′ = D1(X ′′, tipo = global ou local, 1024 pontos)

10: Camada de Atenção: X ′′′′
2 = B2(X ′′′′)

11: Camada de Convolução: X ′′′′
3 =C2(X ′′′′

2 )
12: Operação de Max Pooling e Armazenamento: R2 = max(X ′′′′

3 ,dim =−1)
13: Camada de Downsampling: X ′′′′

4 = D2(X ′′′′, tipo = global ou local, 512 pontos)
14: Camada de Atenção: X ′′′′

5 = B3(X ′′′′
4 )

15: Camada de Convolução: X ′′′′
6 =C3(X ′′′′

5 )
16: Operação de Max Pooling e Armazenamento: R3 = max(X ′′′′

6 ,dim =−1)
17: Empacotamento dos Resultados: Xcnn = pack([R1,R2,R3],dim = 1)
18: Fim

tamanho 3, é transformado em um vetor de características de tamanho 128. Matematicamente,

podemos expressar isso como:

X ′ = A(X) (4.1)

4.3.1.4.2 Camada de Atenção (B1,B2,B3)

As camadas de atenção aplicam mecanismos de atenção ao tensor de entrada. No

contexto deste algoritmo, as camadas de atenção são aplicadas após a camada de incorporação

e após cada camada de downsampling. Elas podem modificar o tensor de entrada, realçando

partes importantes ou suprimindo informações irrelevantes. Se representarmos essas camadas de

atenção como Bi, onde i varia de 1 a 3, podemos descrever sua operação como:

X ′′ = Bi(X ′) (4.2)

4.3.1.4.3 Camada de Convolução (C1,C2,C3)

As camadas de convolução aplicam operações de convolução ao tensor de entrada.

Elas podem extrair características importantes dos dados, como bordas, padrões ou texturas. Cada

camada de convolução neste algoritmo aumenta a dimensionalidade dos dados. Representando

essas camadas de convolução como Ci, onde i varia de 1 a 3, temos:
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X ′′′ =Ci(X ′′) (4.3)

4.3.1.4.4 Operação de Max Pooling e Armazenamento

Após cada camada de convolução, uma operação de pooling é aplicada, seguida por

uma operação de maximização. O max pooling é uma técnica de downsampling que reduz a

dimensionalidade dos dados, mantendo apenas as características mais importantes. A dimensão

especificada (dim) indica a dimensão ao longo da qual a operação de pooling é aplicada.

4.3.1.4.5 Camada de Downsampling (D1,D2)

Estas camadas são cruciais para reduzir a dimensionalidade dos dados. No algoritmo

em questão, duas camadas de downsampling são empregadas, cada uma com uma estratégia

diferente: t pode ser global ou local, e um número específico de pontos resultantes n pode ser

selecionado (512 ou 1024 pontos). Se representarmos essas camadas como Di, onde i varia de 1

a 2, a operação pode ser expressa de forma geral como:

X ′′′′ = Di(X ′′′, t,n) (4.4)

4.3.1.4.6 Empacotamento dos Resultados

Finalmente, os resultados das operações anteriores são empacotados em um único

tensor Xcnn, concatenando os tensores R1,R2,R3 ao longo da dimensão especificada (dim).

4.3.2 Perceptron Multicamadas (MLP)

A MLP, por sua vez, recebe a representação compacta da nuvem de pontos da CNN

e realiza a etapa de classificação, composta pelas seguintes camadas:

4.3.2.1 Camadas Lineares

A representação compacta da nuvem de pontos é processada por meio de uma sequên-

cia de camadas lineares, intercaladas com operações de normalização por lotes e ativações de

LeakyReLU. Esse processo é essencial para transformar a informação espacialmente distribuída

da entrada em representações mais compactas e significativas para a tarefa de classificação.
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4.3.2.1.1 Primeira Camada Linear

A primeira camada recebe uma entrada de dimensão 3072 e produz uma saída de

dimensão 1024. Em seguida, é aplicada uma camada de normalização por lotes, que normaliza

os valores ao longo do lote de entrada, seguida de uma ativação LeakyReLU. A normalização

por lotes ajuda a estabilizar e acelerar o treinamento, enquanto a ativação LeakyReLU introduz

não-linearidade na rede, permitindo que ela aprenda relações mais complexas nos dados.

4.3.2.1.2 Segunda Camada Linear

A segunda camada linear recebe a saída da primeira camada, que tem dimensão

1024, e produz uma saída de dimensão 256. Novamente, essa saída é seguida por uma camada de

normalização por lotes e uma ativação LeakyReLU. Essa etapa de redução progressiva da dimen-

sionalidade visa extrair características cada vez mais abstratas e informativas da representação

compacta, preparando-a para a tarefa final de classificação.

4.3.2.1.3 Camada Densa

É a camada linear de saída, recebe uma entrada de dimensão 256 e produz a saída da

rede, um vetor de tamanho 40 que representa as classes de destino para a classificação.

Essas camadas lineares e de normalização por lotes formam o núcleo do processo de

transformação de dados no cabeçalho da rede neural, capacitando-a a aprender representações

discriminativas que podem ser utilizadas para classificar as nuvens de pontos em suas respectivas

categorias.

4.3.2.2 Regularização

Operações de Dropout é uma técnica de regularização usada para evitar o sobreajuste,

do inglês (overfitting), durante o treinamento de redes neurais. Ela funciona desativando aleatori-

amente um percentual de unidades (neurônios) em cada passo de treinamento. No caso deste

modelo, duas camadas de dropout são aplicadas com uma taxa de 0.5 cada. Especificamente, um

dropout de 0.5 é aplicado após a primeira camada linear, e outro após a segunda camada linear.

Isso significa que, durante o treinamento, metade das unidades em cada camada é desativada

aleatoriamente, ajudando a rede a aprender características mais robustas e evitando que os

neurônios se tornem muito dependentes uns dos outros. Essa abordagem promove uma melhor
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generalização do modelo, tornando-o mais capaz de lidar com dados de teste ou novos dados que

não foram vistos durante o treinamento.

4.3.2.3 Processo de Classificação

O Algoritmo 2 representa um fluxo de dados na classificação, onde os dados de

entrada são processados por várias camadas da arquitetura, para realizar a tarefa de classificação.

Algoritmo 2: Fluxo de dados na classificação da Rede APES
1: Entrada: Tensores Xcnn ∈ RB×K , onde K é o tamanho do vetor de características.
2: Saída: Classe Y ∈ RB×C, onde C é o número de classes.
3:
4: Início
5: Primeira Camada Linear: X ′ = E1(Xcnn)
6: Primeiro Dropout: X ′′ = F1(X ′, p = 0.5)
7: Segunda Camada Linear: X ′′′ = E2(X ′′)
8: Segundo Dropout: X ′′′′ = F2(X ′′′, p = 0.5)
9: Camada Densa: Y = G(X ′′′′)

10: Fim

4.3.2.3.1 Primeira Camada Linear (E1)

Esta operação transforma o tensor de entrada Xcnn em um novo tensor X ′ através

de uma transformação linear. Isso é feito multiplicando Xcnn por uma matriz de pesos W1 e

adicionando um vetor de viés b1:

X ′ = E1(Xcnn) = Xcnn ×W1 +b1 (4.5)

4.3.2.3.2 Primeiro Dropout (F1)

O dropout é uma técnica de regularização amplamente utilizada em redes neurais

para evitar o overfitting. Durante o treinamento, o dropout desliga aleatoriamente uma fração

das unidades na camada de forma que essas unidades não participam do cálculo da saída da

rede. Esse processo é controlado por uma taxa de dropout, denotada por p, que representa a

probabilidade de uma unidade ser desligada.

Matematicamente, o dropout pode ser descrito como a multiplicação do tensor de

saída X ′ por uma máscara binária M1. Cada elemento da máscara M1 é 1 com probabilidade
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1− p e 0 com probabilidade p, onde p é a taxa de dropout. Assim, para uma taxa de dropout de

p = 0.5, a fórmula matemática que descreve essa operação é:

X ′′ = F1(X ′, p = 0.5) = X ′⊙M1 (4.6)

Aqui, X ′′ é o tensor de saída após a aplicação do dropout, X ′ é o tensor de saída antes

do dropout, e ⊙ representa a multiplicação elemento a elemento entre X ′ e M1. A máscara M1 é

gerada de forma que a cada elemento de X ′ é multiplicado por 1 com probabilidade 1− p ou

por 0 com probabilidade p, efetivamente desligando aleatoriamente uma fração de unidades na

camada durante o treinamento.

4.3.2.3.3 Segunda Camada Linear (E2)

Esta operação é semelhante à primeira camada linear, transformando o tensor de

entrada X ′′ em um novo tensor X ′′′ usando uma matriz de pesos W2 e um vetor de viés b2:

X ′′′ = E2(X ′′) = X ′′×W2 +b2 (4.7)

4.3.2.3.4 Segundo Dropout (F2)

O dropout é novamente aplicado ao tensor de saída X ′′′, gerando X ′′′′:

X ′′′′ = F2(X ′′′, p = 0.5) = X ′′′⊙M2 (4.8)

O operador ⊙ denota a multiplicação elemento a elemento entre X ′′′ e a máscara

binária M2, onde M2 contém zeros e uns, desativando aleatoriamente 50% dos elementos de X ′′′

para prevenir overfitting.

4.3.2.3.5 Camada Densa (G)

Esta é a camada final do modelo, que transforma o tensor resultante X ′′′′ em um

tensor de saída Y representando as classes preditas. Isso é feito usando uma última matriz de

pesos W3 e um vetor de viés b3:

Y = G(X ′′′′) = X ′′′′×W3 +b3 (4.9)

Essas operações formam o fluxo de dados na classificação, onde cada camada linear

é seguida por um dropout para regularização, e a última camada produz as predições finais.
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4.4 Análise de ablação

Nesta análise de ablação, realizamos três cenários com o propósito de avaliar o

impacto de diferentes elementos da arquitetura. No Cenário I, examinamos o efeito da camada de

downsampling. Nos Cenários II e III, progressivamente removemos as camadas de convolução,

bem como uma camada linear e, consequentemente, uma aplicação de dropout. Em seguida,

ajustamos a primeira camada linear para que seja compatível com cada redução do vetor de

características.

Na configuração original da arquitetura, é extraído um vetor de características final

com dimensão 3072. Inspirados pelo estudo de ablação conduzido por Wu et al. (2023), onde

o número total de pontos é reduzido incrementalmente, adotamos uma abordagem similar. Se

denotarmos o número total de pontos como N = 3072, no Cenário II, obtivemos um vetor de

características com dimensão N/2 = 1536. No Cenário III, utilizamos N/3, resultando em

um vetor de características de dimensão 1024. Esta metodologia nos permite avaliar como a

diminuição gradual das dimensões afeta o desempenho da rede neural em tarefas específicas de

classificação.

A seguir, apresentaremos uma descrição detalhada de cada cenário, destacando como

essas modificações afetam a arquitetura da rede neural e as implicações para tarefas específicas

de classificação.

4.4.1 Cenário I

O Cenário I segue a mesma estrutura descrita no Processo de Extração de Caracterí-

ticas 4.3.1.4 da rede APES, com a diferença de que não utiliza as camadas de downsampling, e

exatamente o mesmo Processo de Classificação 4.3.2.3, como pode ser visto na Figura 8. Abaixo,

apresentamos as modificações realizadas no cenário:

O Algoritmo 3 (Fluxo de dados na extração de características do Cenário I) representa

um fluxo de dados na extração de características, onde os dados de entrada passam por várias

camadas da arquitetura, para extrair características relevantes antes de serem utilizados na tarefa

de classificação.

Vamos entender cada parte deste algoritmo utilizado para a extração de característi-

cas:
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Figura 8 – Arquitetura do Cenário I.

E1

F1

E2

F2

G

MLP

CNN

Entrada
(Nuvem de Pontos 3D)

Função de
Ativação

H

Saída
(Classes)

I

A. Camada de Incorporação (Embedding Layer)
B. Camada de Atenção N2P (N2P Attention)
C. Camada de Convolução
D. Camada de Downsampling
E. Camada Linear
F.  Camada de Dropout
G. Camada Densa
H. Função de Ativação (Softmax)
I.   Distribuição Probabilística

B1

C1

D1

B2

C2

D2

B3

C3

A

Camada Ativa
Camada Inativa

Fonte: Elaborada pelo autor.

Algoritmo 3: Fluxo de dados na extração de características do Cenário I
1: Entrada: Tensores X ∈ RB×3×N , onde B é o tamanho do lote e N é o número de pontos.
2: Saída: Tensores Xcnn ∈ RB×K , onde K é o tamanho do vetor de características.
3:
4: Início
5: Camada de Incorporação: X ′ = A(X), onde A : RB×3×N → RB×128×N

6: Camada de Atenção: X ′′ = B1(X ′), onde B1 : RB×128×N → RB×128×N

7: Camada de Convolução: X ′′′ =C1(X ′′), onde C1 : RB×128×N → RB×1024×N

8: Operação de Max Pooling e Armazenamento: R1 = max(X ′′′,dim =−1)
9: Camada de Atenção: X ′′′′

2 = B2(X ′′′′)
10: Camada de Convolução: X ′′′′

3 =C2(X ′′′′
2 )

11: Operação de Max Pooling e Armazenamento: R2 = max(X ′′′′
3 ,dim =−1)

12: Camada de Atenção: X ′′′′
5 = B3(X ′′′′

4 )
13: Camada de Convolução: X ′′′′

6 =C3(X ′′′′
5 )

14: Operação de Max Pooling e Armazenamento: R3 = max(X ′′′′
6 ,dim =−1)

15: Empacotamento dos Resultados: Xcnn = pack([R1,R2,R3],dim = 1)
16: Fim

4.4.1.1 Camada de Incorporação (A)

Esta camada transforma o tensor de entrada X em um novo tensor X ′ através de uma

camada de incorporação. Neste caso, a camada de incorporação aumenta a dimensionalidade

dos dados, transformando cada ponto de dados (representado por um vetor de tamanho 3) em um

vetor de características de tamanho 128.
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4.4.1.2 Camada de Atenção (B1,B2,B3)

As camadas de atenção são responsáveis por aplicar mecanismos de atenção ao

tensor de entrada. No caso deste algoritmo, as camadas de atenção são aplicadas após a camada

de incorporação. Elas podem modificar o tensor de entrada, destacando partes importantes ou

suprimindo informações irrelevantes.

4.4.1.3 Camada de Convolução (C1,C2,C3)

As camadas de convolução aplicam operações de convolução ao tensor de entrada.

Elas podem extrair características importantes dos dados, como bordas, padrões ou texturas.

Cada camada de convolução neste algoritmo aumenta a dimensionalidade dos dados.

4.4.1.4 Operação de Max Pooling e Armazenamento

Esta operação de pooling, seguida por uma operação de maximização, é aplicada

após cada camada de convolução. O max pooling é uma técnica de downsampling que reduz a

dimensionalidade dos dados, mantendo apenas as características mais importantes. A dimensão

especificada (dim) indica a dimensão ao longo da qual a operação de pooling é aplicada.

4.4.1.5 Empacotamento dos Resultados

Finalmente, os resultados das operações anteriores são empacotados em um único

tensor Xcnn, concatenando os tensores R1,R2,R3 ao longo da dimensão especificada (dim).

4.4.2 Cenário II

Na Figura 9, é possível visualizar as modificações realizadas na arquitetura, onde

partimos do Cenário I 4.4.1, ou seja, permanecendo sem as camadas de downsampling, e

realizando modificações nas camadas convolucionais e nas camadas lineares. Abaixo é possível

verificar as modificações:

O Algoritmo 4 (Fluxo de dados na extração de características do Cenário II) repre-

senta um fluxo de dados na extração de características, onde os dados de entrada passam por

várias camadas da arquitetura, para extrair características relevantes antes de serem utilizados na

tarefa de classificação.
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Figura 9 – Arquitetura do Cenário II.
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Algoritmo 4: Fluxo de dados na extração de características do Cenário II
1: Entrada: Tensores X ∈ RB×3×N , onde B é o tamanho do lote e N é o número de pontos.
2: Saída: Tensores Xcnn ∈ RB×K , onde K é o tamanho do vetor de características.
3:
4: Início
5: Camada de Incorporação: X ′ = A(X), onde A : RB×3×N → RB×128×N

6: Camada de Atenção: X ′′ = B1(X ′), onde B1 : RB×128×N → RB×128×N

7: Camada de Convolução: X ′′′ =C1(X ′′), onde C1 : RB×128×N → RB×1536×N

8: Divisão do Tensor: R1,R2,R3 = split(X ′′′,número de seções = 3,dim =−1)
9: Empacotamento dos Resultados: Xcnn = pack([R1,R2,R3],dim = 1)

10: Fim

Vamos entender cada parte deste algoritmo de extração de características:

4.4.2.1 Camada de Incorporação (A)

Esta camada transforma o tensor de entrada X em um novo tensor X ′ por meio de

uma camada de incorporação. Aqui, a camada de incorporação aumenta a dimensionalidade dos

dados, transformando cada ponto de dados (representado por um vetor de tamanho 3) em um

vetor de características de tamanho 128.

4.4.2.2 Camada de Atenção (B1)

As camadas de atenção aplicam mecanismos de atenção ao tensor de entrada. Neste

caso, a camada de atenção é aplicada após a camada de incorporação. Ela pode modificar o
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tensor de entrada, destacando partes importantes ou suprimindo informações irrelevantes.

4.4.2.3 Camada de Convolução (C1)

As camadas de convolução aplicam operações de convolução ao tensor de entrada.

Elas podem extrair características importantes dos dados, como bordas, padrões ou texturas.

Aqui, a camada de convolução aumenta a dimensionalidade dos dados.

4.4.2.4 Divisão do Tensor

Após a camada de convolução, o tensor resultante X ′′′ é dividido em três partes iguais

ao longo da dimensão especificada (-1, que é a dimensão de características). Isso é feito pela

operação de divisão, resultando em três tensores R1, R2 e R3, que representam as características

extraídas de diferentes partes dos dados de entrada, como diferentes regiões espaciais ou partes

do objeto representado. Matematicamente, podemos expressar isso como:

R1,R2,R3 = split(X ′′′,número de seções = 3,dim =−1) (4.10)

4.4.2.5 Empacotamento dos Resultados

Após a divisão, os resultados das operações anteriores são empacotados em um único

tensor Xcnn, concatenando os tensores R1, R2 e R3 ao longo da dimensão especificada (dim).

Matematicamente, essa operação de empacotamento pode ser representada como:

Xcnn = pack([R1,R2,R3],dim = 1) (4.11)

Essas operações permitem extrair e combinar características relevantes de diferentes

regiões dos dados de entrada, facilitando a representação eficaz das informações para a tarefa de

classificação.

Já o Algoritmo 5 (Fluxo de dados na classificação do Cenário II) representa um fluxo

de dados na classificação, onde os dados de entrada são processados por camadas da arquitetura,

para realizar a tarefa de classificação.

4.4.2.6 Primeira Camada Linear (E1)

Esta operação transforma o tensor de entrada Xcnn em um novo tensor X ′ através

de uma transformação linear. Isso é feito multiplicando Xcnn por uma matriz de pesos W1 e
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Algoritmo 5: Fluxo de dados na classificação do Cenário II
1: Entrada: Tensores Xcnn ∈ RB×K , onde K é o tamanho do vetor de características.
2: Saída: Classe Y ∈ RB×C, onde C é o número de classes.
3:
4: Início
5: Primeira Camada Linear: X ′ = E1(Xcnn)
6: Primeiro Dropout: X ′′ = F1(X ′, p = 0.5)
7: Camada Densa: Y = G(X ′′)
8: Fim

adicionando um vetor de viés b1:

X ′ = E1(Xcnn) = Xcnn ×W1 +b1 (4.12)

4.4.2.6.1 Primeiro Dropout (F1)

O dropout é uma técnica de regularização que desliga aleatoriamente uma fração de

unidades na camada durante o treinamento. Matematicamente, isso significa multiplicar cada

elemento do tensor de saída X ′ por um valor de máscara binária M1 onde cada elemento de M1

é 1 com probabilidade 1− p e 0 com probabilidade p, onde p é a taxa de dropout (neste caso,

p = 0.5):

X ′′ = F1(X ′, p = 0.5) = X ′⊙M1 (4.13)

O operador ⊙ indica que cada elemento de X ′ é multiplicado pelo elemento corres-

pondente de M1, resultando em um novo tensor X ′′ onde algumas unidades foram desativadas

com base na taxa de dropout p.

4.4.2.7 Camada Densa (G)

Esta é a camada final do modelo, que transforma o tensor resultante X ′′ em um tensor

de saída Y representando as classes preditas. Isso é feito usando uma última matriz de pesos W2

e um vetor de viés b2:

Y = G(X ′′) = X ′′×W2 +b2 (4.14)

Essas operações formam o fluxo de dados na classificação, onde cada camada linear

é seguida por um dropout para regularização, e a última camada produz as predições finais.
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4.4.3 Cenário III

Na Figura 10, é possível visualizar as modificações realizadas na arquitetura, vamos

detalhar as operações realizadas no Cenário III, usando fórmulas matriciais para descrever cada

etapa do processamento dos dados de entrada x até a produção do vetor de recursos final:

Figura 10 – Arquitetura do Cenário III.
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Fonte: elaborada pelo autor.

O Algoritmo 6 representa um fluxo de dados na extração de características, onde os

dados de entrada passam por várias camadas da arquitetura, para extrair características relevantes

antes de serem utilizados na tarefa de classificação.

Algoritmo 6: Fluxo de dados na extração de características do Cenário III
1: Entrada: Tensores X ∈ RB×3×N , onde B é o tamanho do lote e N é o número de pontos.
2: Saída: Tensores Xcnn ∈ RB×K , onde K é o tamanho do vetor de características.
3:
4: Início
5: Camada de Incorporação: X ′ = A(X), onde A : RB×3×N → RB×128×N

6: Camada de Atenção: X ′′ = B1(X ′), onde B1 : RB×128×N → RB×128×N

7: Camada de Convolução: X ′′′ =C1(X ′′), onde C1 : RB×128×N → RB×1024×N

8: Operação de Max Pooling e Armazenamento: R = max(X ′′′,dim =−1)
9: Resultados: Xcnn = R

10: Fim

Vamos entender cada parte deste algoritmo de extração de características:
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4.4.3.1 Camada de Incorporação (A)

Esta camada transforma o tensor de entrada X em um novo tensor X ′ por meio de

uma camada de incorporação. Aqui, a camada de incorporação aumenta a dimensionalidade dos

dados, transformando cada ponto de dados (representado por um vetor de tamanho 3) em um

vetor de características de tamanho 128.

4.4.3.2 Camada de Atenção (B1)

As camadas de atenção aplicam mecanismos de atenção ao tensor de entrada. Neste

caso, a camada de atenção é aplicada após a camada de incorporação. Ela pode modificar o

tensor de entrada, destacando partes importantes ou suprimindo informações irrelevantes.

4.4.3.3 Camada de Convolução (C1)

As camadas de convolução aplicam operações de convolução ao tensor de entrada.

Elas podem extrair características importantes dos dados, como bordas, padrões ou texturas.

Aqui, a camada de convolução aumenta a dimensionalidade dos dados.

4.4.3.4 Operação de Max Pooling e Armazenamento

Após a camada de convolução, é realizada uma operação de max pooling para reduzir

a dimensionalidade dos dados, mantendo apenas as características mais importantes. O max

pooling é aplicado ao tensor X ′′′ ao longo da dimensão de características (-1).

4.4.3.5 Resultados

O tensor resultante da operação de max pooling é atribuído a Xcnn, representando as

características extraídas dos dados de entrada.

Para a classificação, segue a mesma implementação do Algoritmo 5 (Fluxo de dados

na classificação do Cenário II), descrita no Cenário II 4.4.2, apenas a mudança na dimensão do

vetor de características correspondente a este cenário.
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4.5 Métricas de Avaliação

Para avaliar o desempenho das redes utilizadas neste estudo na classificação de

objetos em nuvens de pontos, recorremos a seis métricas principais: Acurácia, Precisão, Sen-

sibilidade, F1-Score, Coeficiente de Correlação de Matthews (MCC) e Índice Jaccard. Essas

métricas são fundamentais para entender como as redes estão classificando as nuvens de pontos

em diferentes categorias.

A matriz de confusão, como pode ser vista na Figura 11, é uma ferramenta crucial

na avaliação de modelos de classificação, comparando as classes reais com as previstas. Ela

permite identificar facilmente os acertos e erros do modelo. Verdadeiro Positivo (VP) são as

previsões corretas de classe positiva, Falso Positivo (FP) são previsões incorretas de classe

positiva, Verdadeiro Negativo (VN) são previsões corretas de classe negativa, e Falso Negativo

(FN) são previsões incorretas de classe negativa (GRANDINI et al., 2020).

Figura 11 – Matriz de confusão para a classificação.

C
la

ss
es

R
ea

is

Classes Previstas

P N

P′ VP FN

N
′ FP VN

Fonte: Elaborada pelo autor.

4.5.1 Acurácia

Na análise de nuvens de pontos, a Acurácia (GRANDINI et al., 2020) é a medida

que avalia a proporção de pontos corretamente classificados em relação ao total de pontos na

nuvem. Ela nos dá uma visão geral de quão bem a rede está realizando as classificações, e é

calculada a partir da Equação 4.15.
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Acurácia =
V P+V N

V P+FP+FN +V N
. (4.15)

4.5.2 Precisão

A Precisão (GRANDINI et al., 2020), por outro lado, representa a proporção de

pontos corretamente classificados como pertencentes a uma determinada categoria em relação ao

total de pontos que a rede classificou como pertencentes a essa categoria, assim como expressado

na Equação 4.16. Isso nos ajuda a entender quão confiáveis são as classificações positivas da

rede.

Precisão =
V P

V P+FP
(4.16)

4.5.3 Sensibilidade

A Sensibilidade (GRANDINI et al., 2020), também conhecida como taxa de verda-

deiros positivos, é a proporção de pontos pertencentes a uma determinada categoria que foram

corretamente identificados pela rede em relação ao total de pontos reais pertencentes a essa

categoria. Isso é crucial para avaliar a capacidade da rede de identificar corretamente objetos de

interesse, sendo calculada a partir da Equação 4.17.

Sensibilidade =
V P

V P+FN
(4.17)

4.5.4 F1-Score

O F1-Score (GRANDINI et al., 2020) é uma medida que combina a Precisão e a

Sensibilidade em uma única pontuação, proporcionando uma avaliação mais equilibrada do

desempenho da rede. Ele nos ajuda a entender o equilíbrio entre a precisão das classificações

positivas e a capacidade de capturar todos os exemplos positivos, e é calculada a partir da

Equação 4.18.

F1−Score = 2 ·
Precisão ·Sensibilidade

Precisão+Sensibilidade
(4.18)

4.5.5 Coeficiente de Correlação de Matthews (MCC)

O Coeficiente de Correlação de Matthews (MCC) (GRANDINI et al., 2020) é uma

métrica para avaliar a precisão dos classificadores em nuvens de pontos. Ele fornece uma medida
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abrangente da qualidade das previsões, variando de -1 a 1, onde valores mais próximos de 1

indicam uma previsão mais precisa. O MCC é essencial para compreender o desempenho do

classificador diante da complexidade dos dados, permitindo uma avaliação clara da capacidade

da rede em identificar corretamente as diferentes classes nas nuvens de pontos, e é calculado a

partir da Equação 4.19.

MCC =
V P×V N −FP×FN√

(V P+FN)(V P+FP)(V N +FN)(V N +FP)
(4.19)

4.5.6 Índice Jaccard

O Índice de Jaccard (FLETCHER et al., 2018) em nuvens de pontos oferece uma

medida de quão eficazmente a rede identifica os pontos de um objeto em comparação com

os pontos reais desse objeto. Ele é calculado como a proporção entre os pontos corretamente

classificados como pertencentes ao objeto e o número total de pontos classificados ou verdadeiros.

Uma pontuação elevada no Índice de Jaccard sugere uma significativa sobreposição entre as

nuvens de pontos classificadas pela rede e as nuvens de pontos reais, o que indica um desempenho

robusto na identificação de objetos em nuvens de pontos. O Índice de Jaccard pode ser expresso

pela seguinte Equação 4.20, onde |A∩B| representa o tamanho da interseção dos conjuntos A e

B, ou seja, o número de elementos que estão presentes em ambos os conjuntos, e |A∪B| denota o

tamanho da união dos conjuntos A e B, ou seja, o número total de elementos distintos em ambos

os conjuntos.

Jaccard(A,B) =
|A∩B|
|A∪B|

(4.20)

4.6 Testes estatísticos

Os testes estatísticos são fundamentais para analisar e interpretar resultados experi-

mentais, evitando conclusões precipitadas. Eles ajudam a determinar se as diferenças observadas

entre o desempenho das redes são estatisticamente significativas ou ocorreram ao acaso, especi-

almente em conjuntos de dados complexos como nuvens de pontos. Para validar os resultados

experimentais, serão realizados testes paramétricos e não paramétricos.
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4.6.1 Testes Paramétricos

A análise paramétrica concentra-se na amostra proveniente de uma distribuição

normal (HARRIS et al., 2008), onde buscamos entender se as diferenças observadas entre as

redes são estatisticamente significativas, fornecendo confiança na comparação entre elas.

4.6.1.1 ANOVA

Primeiramente, realizou-se o Teste ANOVA (Análise de Variância) (ST»HLE;

WOLD, 1989) para determinar se as redes utilizadas apresentam resultados significativamente

diferentes entre si. Para este teste, um valor de p < 0,05 indica a rejeição da hipótese nula H0.

Assim, a hipótese alternativa H1 é aceita como verdadeira. A confiança utilizada foi de 0,95, e as

hipóteses estão enumeradas abaixo:

Hipótese 0 ( H0 ): Todas as redes são estatisticamente equivalentes, o que significa que não há

diferença entre utilizar uma ou outra rede para a tarefa de classificação de objetos 3D.

Hipótese 1 ( H1 ): Pelo menos uma rede é diferente de outra, o que indica que existe uma rede

com resultados melhores ou piores que as outras.

No entanto, o teste ANOVA não revela quais redes são distintas entre si, portanto

não é possível concluir que uma rede é superior ou inferior às outras.

4.6.1.2 Tukey’s HSD

Para uma análise mais detalhada, aplicou-se o Teste de Tukey’s HSD (Diferença

Honestamente Significativa de Tukey) (NANDA et al., 2021). Este teste compara as redes uma a

uma e segue o mesmo critério para aceitação ou rejeição das seguintes hipóteses:

Hipótese 0 ( H0 ): A rede em questão é estatisticamente equivalente a outra rede em compara-

ção, indicando que não há diferença significativa entre usar uma ou outra rede para a tarefa de

Classificação de objetos 3D.

Hipótese 1 ( H1 ): As redes são estatisticamente diferentes entre si, evidenciando que há uma

diferença de significância estática ao usar uma ou outra rede para a tarefa de Classificação de

objetos 3D.
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4.6.2 Testes Não Paramétricos

Os testes não paramétricos são úteis quando os pressupostos dos testes paramétricos

não são atendidos, como quando os dados não seguem uma distribuição normal (HARRIS et al.,

2008). Eles oferecem uma abordagem robusta para a análise estatística, mesmo em condições

adversas, permitindo uma avaliação mais abrangente do desempenho das redes sob diferentes

condições experimentais.

4.6.2.1 Teste de Kruskal-Wallis

Teste de Kruskal-Wallis (KRUSKAL; WALLIS, 1952) é uma alternativa não para-

métrica à ANOVA, adequada quando os dados não seguem uma distribuição normal ou quando

a homogeneidade de variâncias não é atendida. Este teste foi realizado para investigar se exis-

tem diferenças significativas entre as redes utilizadas com relação ao desempenho na tarefa de

Classificação de objetos 3D. O nível de significância adotado foi de α = 0,05.

Hipótese 0 ( H0 ): Não há diferenças significativas no desempenho entre as redes de classifica-

ção de nuvem de pontos.

Hipótese 1 ( H1 ): Pelo menos uma das redes de classificação de nuvem de pontos têm desem-

penhos significativamente diferentes.

4.6.2.2 Teste de Friedman

O Teste de Friedman (FRIEDMAN, 1937), o qual é adequado para comparar múl-

tiplos algoritmos ou modelos em várias condições de cenário. Ele é uma extensão do Teste

de Kruskal-Wallis. Este teste foi conduzido com o mesmo nível de significância (α = 0,05) e

visa determinar se há diferenças estatisticamente significativas entre os desempenhos das redes

utilizadas.

Hipótese 0 ( H0 ): As redes em avaliação são estatisticamente equivalentes as outras redes

comparada, sugerindo que não há uma diferença significativa entre utilizar uma ou outra rede

para a tarefa de classificação de objetos 3D.

Hipótese 1 ( H1 ): As redes são estatisticamente diferentes entre si, indicando que há uma dife-

rença estatisticamente significativa ao utilizar uma ou outra rede para a tarefa de classificação

de objetos 3D.
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5 RESULTADOS

Neste capítulo, apresentamos uma análise detalhada dos resultados obtidos nos

cenários realizados. Inicialmente, apresentamos uma visão geral dos resultados, destacando

as métricas de desempenho para os diferentes métodos avaliados. Em seguida, exploramos os

resultados específicos de cada cenário, comparando os modelos em termos de acurácia, precisão,

sensibilidade, F1-Score, MCC e Índice de Jaccard.

Além dessa avaliação direta, aplicamos uma rigorosa análise estatística para avaliar

a significância das diferenças observadas entre os métodos. Utilizamos uma variedade de testes

estatísticos, incluindo ANOVA, Tukey’s HSD, o teste de Kruskal-Wallis e o teste de Friedman.

Esses testes nos permitiram uma compreensão mais profunda da variação entre os métodos e

suas implicações.

Por fim, oferecemos informações detalhadas sobre o tempo de treinamento e o

consumo de memória para cada modelo, proporcionando uma visão completa do desempenho e

eficiência de cada abordagem.

5.1 Visão Geral dos Resultados

A Figura 12 proporciona uma representação visual das características que serão con-

sideradas durante o treinamento da rede, apresentadas sob a forma de nuvens de pontos originais

do conjunto de teste para os diferentes métodos analisados a fundo. Essa visualização permite

uma avaliação imediata do desempenho relativo de cada método de classificação. Ao examinar as

nuvens de pontos, é possível discernir quais características específicas dos dados originais estão

sendo enfatizadas para distinguir e classificar os objetos. Isso fornece percepções valiosas sobre

as informações que as redes neurais irão utilizar durante o processo de aprendizagem, ajudando

a compreender quais características são mais relevantes para cada método de classificação.

Além disso, ao observar as distribuições de pontos para cada método, é possível

inferir quais características estão sendo enfatizadas ou desconsideradas durante o processo de

classificação. Essas percepções são essenciais para ajustar e otimizar os métodos de classificação,

garantindo um desempenho ideal em diferentes cenários e tipos de dados.

A Tabela 3 apresenta uma comparação entre os modelos propostos - APES (Global),

APES (Local) e os Cenários (I, II e III) - com uma seleção de trabalhos relacionados na tarefa de

classificação utilizando o conjunto de dados ModelNet40. A métrica de avaliação considerada é
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Figura 12 – Visualização dos resultados com as nuvens de pontos do conjunto de teste, para os
diferentes métodos.

APES (Global) APES (Local) I II III
ORIGINAL ORIGINAL CENÁRIO CENÁRIO CENÁRIO

g

Fonte: Elaborada pelo autor.

a acurácia geral, que representa a proporção de amostras classificadas corretamente em relação

ao total de amostras.

Dentro da lista de modelos apresentados na Tabela 3, todos foram considerados para

análise comparativa com os Cenários I, II e III em relação à eficácia na classificação de dados

3D usando o conjunto de dados ModelNet40. Os modelos PointNet, PointNet++, SpiderCNN,

DGCNN, PointCNN, PointConv, PVCNN, KPConv, PointASNL, PT 1, PT 2, PCT, PRA-Net,

PAConv, CurveNet, DeltaConv, APES (Local) e APES (Global), alcançaram a acurácia geral
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Tabela 3 – Tabela de geral de resultados da classifi-
cação com o conjunto de dados ModelNet40.

Modelos Acurácia Geral

PointNet (QI et al., 2017a) 89,2%
PointNet++ (QI et al., 2017b) 91,9%
SpiderCNN (XU et al., 2018) 92,4%
DGCNN (WANG et al., 2019) 92,9%
PointCNN (LI et al., 2018) 92,2%
PointConv (WU et al., 2019) 92,5%
PVCNN (LIU et al., 2019) 92,4%
KPConv (THOMAS et al., 2019) 92,9%
PointASNL (YAN et al., 2020) 93,2%
PT 1 (ENGEL et al., 2021) 92,8%
PT 2 (ZHAO et al., 2021) 93,7%
PCT (GUO et al., 2021) 93,2%
PRA-Net (CHENG et al., 2021) 93,7%
PAConv (XU et al., 2021) 93,6%
CurveNet (MUZAHID et al., 2020) 93,8%
DeltaConv (WIERSMA et al., 2022) 93,8%
APES (Local) (WU et al., 2023) 93,5%
APES (Global) (WU et al., 2023) 93,8%
Cenário I 93,6%
Cenário II 93,8%
Cenário III 93,4%

Fonte: Elaborada pelo autor.

variando de 89,2% a 93,8%.

Os modelos que atingiram as maiores acurácias na tabela são CurveNet, DeltaConv

e APES (Global), todos com 93,8%. Em seguida, temos PT 2 e PRA-Net com 93,7%. Nota-

velmente, Cenário (II) também alcançou uma acurácia de 93,8%, posicionando-o ao lado de

CurveNet, DeltaConv, e APES (Global), os modelos de referência com as maiores pontuações.

Enquanto isso, Cenário (I) registrou uma acurácia de 93,6%, ficando próximo dos

modelos de ponta, mas ligeiramente abaixo do desempenho máximo, superando até mesmo a

APES (Local). Já Cenário (III) apresentou uma acurácia de 93,4%, o que o coloca um pouco

abaixo do ponto de referência estabelecido pelos modelos mais bem classificados.

Essa comparação destaca a eficácia dos Cenários (I) e (II) em se equiparar aos

modelos líderes, sugerindo que essas abordagens realizadas pela Análise de Ablação 4.4 são

capazes de oferecer desempenho competitivo em relação aos modelos de ponta. Cenário (III),

embora não tenha atingido a mesma acurácia, ainda demonstra um desempenho sólido, o que

sugere que mesmo as variações menos otimizadas podem fornecer resultados promissores.

Em resumo, os Cenários (I) e (II) se destacam como candidatos viáveis para o modelo

proposto APES-Soft, mostrando-se capazes de competir com os melhores modelos da tabela

em termos de acurácia geral. Esses resultados validam a eficácia das técnicas propostas e sua
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relevância para a pesquisa atual em classificação de dados 3D.

Tabela 4 – Avaliação métrica dos modelos.
Modelos Acurácia Precisão Sensibilidade F1-Score MCC Jaccard

APES (Global) 0,93709 0,93673 0,93709 0,93648 0,93486 0.89082
APES (Local) 0,93263 0,93029 0,93263 0,93063 0,93024 0.88219
Cenário I 0,93588 0,93506 0,93588 0,93488 0,93359 0.88871
Cenário II 0,93750 0,93698 0,93750 0,93680 0,93527 0.89204
Cenário III 0,93425 0,93487 0,93425 0,93385 0,93192 0.88670

Fonte: Elaborada pelo autor.

A Tabela 4 apresenta uma avaliação métrica detalhada dos modelos APES (Global),

APES (Local) e os Cenários I, II e III. Dentre os modelos apresentados, os Cenários (I), (II)

e (III) estão sendo considerados como candidatos ao modelo proposto APES-Soft, conforme

sugerido pela abordagem de Análise de Ablação 4.4. Vamos comparar esses cenários com os

melhores modelos da Tabela 3 para entender melhor sua eficácia relativa.

Considerando que a Análise de Ablação 4.4 é focada na rede APES, os resultados

obtidos na configuração atual dos cenários são fundamentais para entender o desempenho dessa

rede. Além da acurácia, é importante analisar outras métricas para entender completamente

o desempenho dos modelos. A precisão, sensibilidade, F1-Score, MCC e Jaccard são métri-

cas cruciais que fornecem um entendimento sobre o desempenho em diferentes aspectos da

classificação.

O Cenário II demonstra consistência em todas essas métricas, com valores altos e

próximos, indicando um bom equilíbrio entre precisão e sensibilidade. Essa uniformidade sugere

uma capacidade robusta de classificação em várias classes.

Por outro lado, o APES (Global), APES (Local) e os Cenários I e III apresentam

resultados ligeiramente inferiores em comparação com o Cenário II, mas ainda mantêm desempe-

nhos sólidos. A diferença de desempenho entre o APES (Global) e o APES (Local) são atribuída

à maneira como cada modelo captura e utiliza informações espaciais globais e locais dos dados.

O Cenário II se destaca com a maior acurácia entre os cenários, alcançando 93,8%,

o que o coloca em uma posição favorável para ser considerado como a versão APES-Soft

proposta neste estudo, onde a APES (Global) atingiu a acurácia de 93,7% nos cenários utilizando

as configurações descritas em Análise de Ablação 4.4. Suas métricas de precisão (93,7%),

sensibilidade (93,8%), F1-Score (93,7%), MCC (93,5%) e Jaccard (89,2%) são competitivas

e próximas às do APES (Global) (93,7%, 93,7%, 93,6%, 93,5%, e 89,1%, respectivamente),

sugerindo que ele pode herdar as vantagens do modelo original.
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5.2 Cenário I

O Cenário I 4.4.1 registrou uma acurácia de 93,6%, o que o coloca em uma posição

competitiva em relação aos modelos de ponta na tabela de resultados. Sua precisão (93,5%),

sensibilidade (93,6%), F1-Score (93,5%), MCC (93,4%) e Jaccard (88,9%) são próximas às do

APES (Global), sugerindo que este cenário tem um desempenho consistente em várias métricas

de avaliação.

Comparado ao Cenário II, o Cenário I apresenta resultados ligeiramente inferiores

em todas as métricas, indicando uma performance ligeiramente menor. No entanto, essa diferença

é mínima e não compromete a eficácia geral do Cenário I como um candidato viável para o

modelo proposto APES-Soft. A diferença estar relacionada à ausência de downsampling, o que

afeta sutilmente a capacidade do modelo de capturar características detalhadas dos dados.

No contexto da Análise de Ablação 4.4, o Cenário I fornece informações valiosas

sobre como a remoção do downsampling impacta o desempenho da rede. Os resultados indicam

que, embora a remoção do downsampling possa levar a uma pequena redução na acurácia, o

desempenho geral do modelo ainda é competitivo em comparação com os modelos de referência.

Em resumo, o Cenário I demonstra um desempenho sólido e consistente em relação

aos modelos de ponta, destacando sua viabilidade como uma alternativa eficaz na classificação

de dados 3D.

5.3 Cenário II

O Cenário II 4.4.2 se destaca com a maior acurácia entre os cenários, atingindo

93,8%, o que o coloca em uma posição favorável para ser considerado como a versão APES-Soft

proposta neste estudo de Ablação. Suas métricas de precisão (93,7%), sensibilidade (93,8%),

F1-Score (93,7%), MCC (93,5%) e Jaccard (89,2%) são competitivas e próximas às do APES

(Global), sugerindo que ele pode herdar as vantagens do modelo original.

Comparado ao Cenário I, o Cenário II apresenta resultados ligeiramente melhores

em todas as métricas, indicando uma performance geralmente superior. Essa diferença pode ser

atribuída à modificação adicional realizada no Cenário II, além da remoção do downsampling

presente no Cenário I. Essas modificações permitiu ao Cenário II capturar e utilizar melhor as

informações dos dados, resultando em um desempenho aprimorado.

No contexto da Análise de Ablação 4.4, o Cenário II fornece detalhes valiosos
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sobre como as modificações na arquitetura da rede, e assim entender como influenciam seu

desempenho, como é possível visualizar na Figura 12, as modificações na extração dos atributos

teve influencia direta nas características obtidas pelo modelo para o treinamento, sendo possível

visualizar a distribuição mais uniforme dos pontos, e preservando o formato original do objeto.

Os resultados destacam a eficácia dessas modificações em melhorar a acurácia geral do modelo,

além de manter um equilíbrio entre precisão e sensibilidade.

Em resumo, o Cenário II demonstra uma performance excepcional e consistente em

relação aos modelos de referência, consolidando sua posição como um candidato viável para

o modelo proposto APES-Soft. Sua capacidade de competir com o modelo de referência e os

resultados sólidos em todas as métricas destacam sua viabilidade como uma alternativa eficaz na

classificação de dados 3D.

5.4 Cenário III

O Cenário III 4.4.3, embora apresente uma acurácia de 93,4%, um pouco abaixo

do Cenário II, ainda demonstra um desempenho sólido em relação aos modelos de referência.

Suas métricas de precisão (93,5%), sensibilidade (93,4%), F1-Score (93,4%), MCC (93,2%) e

Jaccard (88,7%) são próximas às do APES (Global), sugerindo que ele pode oferecer resultados

competitivos em comparação com o modelo original.

Comparado ao Cenário II, o Cenário III mostra uma ligeira queda no desempenho

em todas as métricas. Isso pode ser atribuído à modificação adicional realizada no Cenário

III onde é possível entender em detalhes na Análise de Ablação 4.4, onde manteve-se uma

arquitetura baseado no Cenário II exceto pela redução do vetor de características na fase de

extração de características da rede, impactando negativamente na capacidade do modelo em

capturar e utilizar efetivamente as informações dos dados.

Apesar da ligeira queda no desempenho em relação ao Cenário II, o Cenário III

ainda se mantém como uma opção viável para o modelo proposto APES-Soft. Sua acurácia

próxima aos 93,4% e suas métricas consistentes sugerem que ele pode ser uma alternativa eficaz

na classificação de dados 3D, especialmente considerando a complexidade e a variedade desses

conjuntos de dados.
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5.5 Testes Estatísticos

Os Testes Estatísticos 4.6 desempenham um papel fundamental na análise dos

resultados obtidos nos cenários. Eles permitem determinar se as diferenças observadas entre os

métodos são estatisticamente significativas, fornecendo uma base sólida para a interpretação e

validação dos resultados. Neste estudo, foram realizados testes one-way ANOVA 4.6.1.1, teste

Tukey’s HSD 4.6.1.2, teste de Kruskal-Wallis 4.6.2.1 e teste de Friedman 4.6.2.2 para avaliar

a significância das diferenças entre os métodos em relação a várias métricas de desempenho,

para todos os testes estatísticos foram definidos o Limiar de Significância (α) de α = 0,05 como

discutido na literatura.

5.5.1 ANOVA

A Tabela 5 apresenta os resultados do teste one-way ANOVA, uma análise estatística

usada para avaliar a significância das diferenças entre os modelos em relação a várias métricas

de desempenho. Cada métrica, incluindo acurácia, precisão, sensibilidade, F1-Score, MCC e

Índice Jaccard, foi avaliada separadamente.

Para cada métrica, foram calculados os graus de liberdade (Df ), as somas de qua-

drados (SS), os quadrados médios (MS), o valor F (F-value) e o valor p (p-value). O valor p

é particularmente importante, pois indica a probabilidade de observar diferenças tão grandes

quanto as observadas entre os modelos, se a hipótese nula H0 de que não há diferenças reais entre

os grupos for verdadeira ou que, pelo menos, uma das métricas apresenta diferenças significativas

H1.

Todos os valores de p são maiores do que o α pré-definido de 0,05, o que sugere

que não há evidências estatísticas para rejeitar a hipótese nula de que não existem diferenças

reais entre os grupos. Essa descoberta é encorajadora, pois indica que, apesar das variações nos

resultados, as modificações feitas nos modelos, como no Cenário II, não afetaram negativamente

as métricas de desempenho. Em vez disso, as variações observadas podem ser atribuídas

à aleatoriedade nos dados. Essa análise estatística robusta fornece uma compreensão mais

profunda da variação entre os métodos, destacando a consistência e a equivalência dos resultados

entre os diferentes modelos avaliados. Essa consistência fortalece a confiança na interpretação

dos resultados dos cenários, reforçando a validade e a robustez das conclusões obtidas.
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Tabela 5 – Resultados do teste one-way ANOVA para os cenários.

Métrica Df SS MS F-value p-value

Acurácia
C(Modelos) 1,0 6,56×10−8 6,56×10−8 0,012001 0,919685

Residual 3,0 1,64×10−5 5,47×10−6 - -

Precisão
C(Modelos) 1,0 8,82×10−7 8,82×10−7 0,094487 0,778652

Residual 3,0 2,80×10−5 9,34×10−6 - -

Sensibilidade
C(Modelos) 1,0 6,56×10−8 6,56×10−8 0,012001 0,919685

Residual 3,0 1,64×10−5 5,47×10−6 - -

F1-Score
C(Modelos) 1,0 8,28×10−8 8,28×10−8 0,010071 0,926393

Residual 3,0 2,47×10−5 8,22×10−6 - -

MCC
C(Modelos) 1,0 7,23×10−8 7,23×10−8 0,012373 0,918454

Residual 3,0 1,75×10−5 5,84×10−6 - -

Jaccard
C(Modelos) 1,0 2,59×10−7 2,59×10−7 0,012977 0,916499

Residual 3,0 5,99×10−5 1,99×10−5 - -

Fonte: Elaborado pelo autor.

5.5.2 Tukey’s HSD

O teste de Tukey’s HSD é uma técnica estatística utilizada para determinar quais

pares de médias são significativamente diferentes entre si após a realização de uma ANOVA.

Ele é particularmente útil quando se deseja comparar múltiplos grupos e identificar onde as

diferenças significativas estão ocorrendo. Como o α usualmente adotado é de α = 0,05, se o

valor de p for maior do que 0,05, não há diferença estatisticamente significativa entre os grupos

comparados.

Na Tabela 6, são apresentados os resultados do valor de p (p-value) do teste de

Tukey’s HSD para os cenários realizados. Cada linha da tabela compara dois grupos diferentes e

exibe os valores médios de várias métricas de desempenho, como acurácia, precisão, sensibi-

lidade, F1-Score, MCC e Índice Jaccard. Assim como na ANOVA a hipótese nula H0 de que

não há diferenças reais entre os grupos for verdadeira ou que, pelo menos, uma das métricas

apresenta diferenças significativas H1.

Quanto ao resultados, sugere que, apesar das variações nos valores médios das

métricas de desempenho entre os diferentes grupos, essas variações não são estatisticamente

significativas. Em outras palavras, os modelos comparados não apresentam diferenças estatisti-

camente significativas em seu desempenho com base nas métricas consideradas.

Essa análise reforça a conclusão de que as modificações realizadas nos cenários

(Cenário I, II e III) não afetaram significativamente o desempenho dos modelos em relação ao
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Tabela 6 – Resultados de p-value dos cenários para o teste Tukey’s HSD.
Grupo 1 Grupo 2 Acurácia Precisão Sensibilidade F1-Score MCC Jaccard

APES (Global) APES (Local) 0.688675 0.629384 0.688675 0.649400 0.687352 0.681710
APES (Global) Cenário I 0.900000 0.900000 0.900000 0.900000 0.900000 0.900000
APES (Global) Cenário II 0.900000 0.900000 0.900000 0.900000 0.900000 0.900000
APES (Global) Cenário III 0.893774 0.900000 0.893774 0.900000 0.893164 0.900000
APES (Local) Cenário I 0.841867 0.791183 0.841867 0.814576 0.842934 0.821470
APES (Local) Cenário II 0.636769 0.605164 0.636769 0.616363 0.637127 0.600901
APES (Local) Cenário III 0.900000 0.809593 0.900000 0.900000 0.900000 0.900000
Cenário I Cenário II 0.900000 0.900000 0.900000 0.900000 0.900000 0.900000
Cenário I Cenário III 0.900000 0.900000 0.900000 0.900000 0.900000 0.900000
Cenário II Cenário III 0.841867 0.900000 0.841867 0.900000 0.842934 0.899624

Fonte: Elaborada pelo autor.

modelo de referência (APES), conforme avaliado pelas métricas de desempenho consideradas.

5.5.3 Teste de Kruskal-Wallis

O teste de Kruskal-Wallis é uma versão não paramétrica da ANOVA, especialmente

útil quando os dados não seguem uma distribuição normal ou quando a homogeneidade de

variâncias não é atendida. Neste estudo, o teste foi conduzido para investigar se existem

diferenças significativas entre as redes de classificação de nuvem de pontos em relação ao

desempenho na tarefa de Classificação de objetos 3D. O nível de significância adotado foi de α

= 0,05, onde a hipótese nula H0 de que não há diferenças reais entre os grupos for verdadeira ou

que, pelo menos, uma das métricas apresenta diferenças significativas H1.

O teste é usado para comparar três ou mais grupos independentes quando a suposição

de normalidade não é atendida. No Quadro 1, a estatística de teste é 5.0 e o valor p é 0.41588.

Isso significa que, com um nível de significância de 0,05, não temos evidência suficiente para

rejeitar a hipótese nula. Portanto, não podemos concluir que há diferença significativa entre os

grupos em termos das métricas de desempenho consideradas.

Quadro 1 – Resultados do Teste
de Kruskal-Wallis.

Modelos Estatística p-value
Tabela 4 5,0 0,41588

Fonte: Elaborado pelo autor
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5.5.4 Teste de Friedman

O Teste de Friedman é uma extensão não paramétrica da ANOVA, aplicável quando

os dados não seguem uma distribuição normal ou quando a homogeneidade de variâncias não é

satisfeita. Neste estudo, o teste foi empregado para examinar se existem diferenças significativas

entre as redes de classificação de nuvem de pontos em relação ao desempenho na tarefa de

Classificação de objetos 3D. O nível de significância utilizado foi de α = 0,05.

A hipótese nula H0 indica que não há diferenças significativas no desempenho entre

as redes de classificação de nuvem de pontos, já a H1 indica que menos uma das redes de

classificação de nuvem de pontos apresenta desempenho significativamente diferente.

No Quadro 2, a estatística de teste é 5.0 e o valor de p é 0.41588. Com um nível de

significância de 0,05, não há evidência suficiente para rejeitar a hipótese nula. Portanto, não

podemos concluir que há diferença significativa entre os grupos em termos das métricas de

desempenho consideradas.

Quadro 2 – Resultados do Teste
de Friedman.

Modelos Estatística p-value
Tabela 4 5,0 0,41588

Fonte: Elaborado pelo autor

Os testes de Kruskal-Wallis e Friedman produziram os mesmos valores de estatística

de teste e valores p, assim como é possivel visualizar nos Quadros 1 e 2. Isso ocorre porque

ambos os testes são conceitualmente semelhantes e podem ser utilizados para comparar grupos

independentes quando a suposição de normalidade não é atendida. No caso específico deste

estudo, ambos os testes foram aplicados para examinar se havia diferenças significativas entre as

redes de classificação de nuvem de pontos em relação ao desempenho na tarefa de Classificação

de objetos 3D.

O teste de Kruskal-Wallis é uma extensão não paramétrica da ANOVA e é aplicado

quando se deseja comparar três ou mais grupos independentes. Ele avalia se as medianas dos

grupos são iguais, em vez de comparar as médias, como na ANOVA. Por outro lado, o teste de

Friedman é uma versão não paramétrica do teste ANOVA de medidas repetidas e é usado quando

as observações são emparelhadas ou relacionadas.

Portanto, ambos os testes são adequados para este contexto e produziram resulta-

dos similares, indicando que não há evidência suficiente para rejeitar a hipótese nula de que
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não existem diferenças significativas entre os grupos em termos das métricas de desempenho

consideradas.

5.6 Desempenho Computacional

A Figura 13 mostra o tempo necessário para treinar cada modelo. Observa-se que

o modelo III foi o mais rápido, com um tempo de treinamento de aproximadamente 20 horas,

seguido de perto pelo modelo II, com cerca de 20,35 horas. Em seguida, temos o modelo APES

(Global) com aproximadamente 29,25 horas, seguido pelo modelo I com aproximadamente 41,02

horas, e, por fim, o modelo APES (Local) com cerca de 41,17 horas.

Esses dados sugerem que os modelos III e II foram os mais eficientes em termos

de tempo de treinamento, enquanto os modelos I, APES (Global) e APES (Local) exigiram um

tempo significativamente maior para atingir o mesmo nível de treinamento.

Figura 13 – Tempo de treinamento por modelo.
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Fonte: Elaborada pelo autor.

A análise do desempenho em comparação com o Modelo APES (Global) revela

informações importantes sobre os Cenários I, II e III. O Cenário I mostrou-se aproximadamente

40,24% mais lento que o Modelo APES (Global), o que o coloca em uma categoria semelhante

ao APES (Local) em termos de eficiência de treinamento. Por outro lado, o Cenário II apresentou

uma melhoria significativa, sendo aproximadamente 30,43% mais rápido que o Modelo APES

(Global). O Cenário III seguiu uma tendência semelhante de eficiência, sendo cerca de 31,08%

mais rápido que o Modelo APES (Global). Esses resultados destacam a importância de considerar
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diferentes abordagens experimentais para otimizar o tempo de treinamento e, consequentemente,

o desempenho do modelo.

Figura 14 – Uso de memória durante o treinamento.
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Fonte: Elaborada pelo autor.

A Figura 14 ilustra a evolução do consumo de memória ao longo de 200 épocas

durante o treinamento de um modelo. Cada linha representa uma estratégia de treinamento

distinta, refletindo diferentes padrões de alocação de memória. Os picos que ocorrem no início

do treinamento, decorrem da necessidade do sistema de alocar memória para armazenar todos os

parâmetros do modelo, os dados de entrada, buffers intermediários necessários para o cálculo

dos gradientes, entre outros. Além disso, as consultas de informações como detalhes sobre a

plataforma (como versões do Python, CUDA, PyTorch etc.), configurações do modelo (como

tipos de camadas, hiperparâmetros de otimização, esquema de treinamento), e informações de

inicialização de parâmetros, também consomem memória, o que reflete nos requisitos mínimos

de hardware para execução do modelo.

A rede APES (Global) mantém um nível de consumo de memória relativamente
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estável em torno de 2302 MB, evidenciando uma eficiência consistente ao longo do tempo.

Por outro lado, a estratégia APES (Local) também mantém uma estabilidade, porém com um

consumo de memória ligeiramente superior, aproximando-se de 2772 MB. Os Cenários II e

III compartilham padrões semelhantes de consumo de memória, caracterizados por uma queda

acentuada no início, seguida por uma estabilização em cerca de 1798 MB. Embora o Cenário I

apresente um consumo inicial de memória ligeiramente mais elevado em comparação com os

Cenários II e III, o Cenário III se destaca por demonstrar uma eficiência ligeiramente superior,

mantendo-se em torno de 1795 MB.

Tabela 7 – Estatísticas do uso de memória VRAM (MB).
Modelo Mediana Valor Máximo Valor Mínimo 1º Quartil 3º Quartil

APES (Global) 2302 2402 2302 2302 2302
APES (Local) 2772 2970 2772 2772 2772
Cenário I 2744 3206 2744 2744 2744
Cenário II 1798 2277 1798 1798 1798
Cenário III 1795 2275 1795 1795 1795

Fonte: Elaborada pelo autor.

Com base nas estatísticas detalhadas na Tabela 7, podemos extrair várias conclusões

sobre o consumo de memória VRAM (MB) em relação a cada modelo ou cenário. As medidas

de tendência central, como a mediana, o valor máximo e o valor mínimo, exibem variações

consideráveis entre os diferentes modelos e cenários. Por exemplo, o modelo APES (Local)

apresenta uma mediana de 2772 MB, enquanto os Cenários II e III registram medianas em torno

de 1798 MB e 1795 MB, respectivamente. Essa diversidade de valores sugere demandas distintas

de memória entre os modelos e cenários.

Ao analisar os quartis, observamos que tanto a mediana quanto o primeiro e terceiro

quartis permanecem consistentes para cada modelo ou cenário. Isso indica uma estabilidade

no consumo de memória ao longo do tempo ou das iterações, sugerindo pouca variabilidade

significativa durante os testes ou iterações. Por outro lado, os valores máximos e mínimos

revelam variações extremas no consumo de memória em determinados casos. Por exemplo, o

Cenário I registrou um valor máximo de 3206 MB, enquanto os Cenários II e III alcançaram

valores máximos em torno de 2277 MB e 2275 MB, respectivamente.

Essas diferenças nos valores máximos e mínimos se refletem nos ganhos percentuais

de memória em relação ao modelo APES (Global). O Cenário I apresentou um aumento de

19,20% no consumo de memória em comparação com o APES (Global), aproximando-se do

consumo do APES (Local). Já os Cenários II e III, registraram uma redução significativa no
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consumo de memória, sendo de 21,89% e 22,02%, respectivamente.

Por fim, os valores do primeiro e terceiro quartis sugerem padrões de distribuição

semelhantes entre os diferentes modelos e cenários. Isso pode indicar uma consistência nos

padrões de distribuição dos dados de consumo de memória VRAM, independentemente do

modelo ou cenário em questão.
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6 CONCLUSÕES E TRABALHOS FUTUROS

Esta dissertação propôs o desenvolvimento da rede neural APES-Soft, com o objetivo

de aprimorar a eficiência computacional e o desempenho na classificação de nuvens de pontos, a

partir da análise de ablação da rede APES. Três cenários foram avaliados: o Cenário I examinou

o impacto da remoção das camadas de downsampling na extração de características; o Cenário II,

além de remover essas camadas, ajustou as camadas convolucionais e lineares e reduziu o vetor

de características para analisar a redução gradual da dimensionalidade; e o Cenário III manteve

as modificações do Cenário II, e reduziu ainda mais o vetor de características para avaliar o

desempenho do modelo.

O Cenário I demonstrou um desempenho sólido, com uma acurácia de 93,6% e

métricas consistentes próximas às do modelo de referência, sugerindo sua viabilidade como uma

alternativa competitiva. A análise de ablação revelou que a remoção do downsampling afetou

marginalmente o desempenho do modelo, mas ainda assim permaneceu competitivo em relação

aos outros métodos considerados.

Por outro lado, o Cenário II se destacou com a maior acurácia entre os cenários,

atingindo 93,8% e apresentando métricas superiores em comparação com os Cenários I e III,

APES (Global) e APES (Local), e sendo equivalente com os melhores trabalhos relacionados

como CurveNet e DeltaConv. A análise de ablação destacou a importância das modificações

na arquitetura da rede para aprimorar o desempenho do modelo, especialmente na extração de

características.

Embora o Cenário III tenha registrado uma acurácia ligeiramente inferior em com-

paração com o Cenário II, suas métricas ainda foram consistentes e próximas às do modelo

de referência. A análise de ablação indicou que a redução do vetor de características teve um

impacto negativo no desempenho do modelo, mas ainda assim manteve sua viabilidade como

uma opção competente.

Além disso, os testes estatísticos, como da ANOVA, Tukey’s HSD, Tesde de Kruskal-

Wallis e Tesde de Friedman, revelaram que as diferenças observadas entre os métodos não foram

estatisticamente significativas, indicando equivalência estatística entre eles.

Ao considerar o tempo de treinamento, os modelos III e II se destacaram como os

mais eficientes, exigindo aproximadamente 20,16 horas e 20,35 horas, respectivamente. Em con-

traste, os modelos I, APES (Global) e APES (Local) demandaram um tempo significativamente

maior para atingir um nível comparável de treinamento.
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Com base nessas análises, o Cenário II emerge como a escolha mais promissora para

ser proposto como APES-Soft. Seu desempenho superior em todas as métricas avaliadas, sua

competitividade em relação ao modelo de referência e sua eficiência computacional destacam-no

como uma alternativa robusta e eficaz na classificação de nuvens de pontos.

Para trabalhos futuros, é possível expandir o desenvolvimento da APES-Soft através

de testes em conjuntos de dados diversos, permitindo avaliar sua adaptação a diferentes cenários

reais. Além disso, explorar a aplicação da APES-Soft na segmentação de nuvens de pontos 3D

pode ampliar seu uso em áreas como reconstrução 3D e realidade aumentada. Integração da

APES-Soft em dispositivos IoT também representa uma oportunidade promissora, possibilitando

seu uso em tempo real e em ambientes distribuídos. Essas pesquisas podem não só aprimorar a

compreensão da APES-Soft, mas também expandir suas aplicações práticas em diversos campos,

como análise geoespacial, monitoramento ambiental, robótica e indústria.
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