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RESUMO

Métodos de segmentação de imagens são cruciais em sistemas de visão computacional, uma

vez que os resultados destes métodos são entradas para as etapas seguintes, como extração

de características e classificação. Técnicas baseadas em level sets têm sido utilizadas com

sucesso em muitas aplicações de segmentação de imagens digitais. Nestas técnicas, a delimitação

das regiões de interesse ocorre quando uma curva inicial evolui de acordo com um modelo

de propagação, e a escolha deste modelo deve estar diretamente relacionada ao problema de

segmentação em questão. Assim, diferentes tipos de imagens digitais, como imagens com células

cervicais e imagens de radar de abertura sintética (Synthetic Aperture Radar, SAR), podem

ser segmentadas utilizando level sets. A proposta tradicional deste método obtém resultados

de segmentação binária e tem um alto custo computacional. Assim, nesta tese, é proposto

um algoritmo rápido de level set binário implementado em banda estreita (narrow band) e

regularizado com um filtro da mediana. Além disso, foram propostos modelos de propagação

para segmentação de imagens digitais e implementações hierárquicas para duas aplicações

distintas: segmentação de núcleos em imagens com células cervicais e segmentação de imagens

SAR. As abordagens hierárquicas propostas, utilizando o algoritmo level set binário proposto,

segmentam recursivamente uma região em duas novas regiões, iniciando da imagem completa, e

o processo finaliza automaticamente quando não for mais possível realizar divisões. Para avaliar

o desempenho das abordagens propostas foram realizados experimentos em três bancos de dados

públicos de imagens com células cervicais e experimentos em imagens SAR sintéticas e reais,

seguindo os modelos G0
I e G0

A. Para a avaliação quantitativa dos resultados de segmentação

nas imagens com células cervicais foram utilizadas as medidas baseadas em pixel precisão,

revocação e ZSI (Zijdenbos Similarity Index) e as medidas precisão e revocação baseadas em

objeto. Estas medidas indicaram que a implementação hierárquica proposta apresentou um bom

desempenho em relação ao número de núcleos segmentados corretamente e atingiu valores de

ZSI iguais ou superiores a 0,90. Para a avaliação quantitativa dos resultados de segmentação nas

imagens SAR foram utilizadas as medidas ajuste cruzado de região (cross-region fitting, CRF),

erro de segmentação e ZSI. Com base nessas medidas, a abordagem proposta alcançou bons

resultados de segmentação em imagens modeladas com as distribuições G0
I e G0

A.

Palavras-chave: Segmentação. Contornos ativos. Level set. Células cervicais. Imagem SAR.



ABSTRACT

Image segmentation methods are crucial in computer vision systems, since the results of these

methods are inputs to the following steps, such as feature extraction and classification. The level

set methods have been used successfully in many digital image segmentation applications. In

order to apply these methods for region segmentation, an initial curve evolves according to a

propagation model, in which the choice of this model must be directly related to the segmentation

problem addressed. Thus, different types of digital images, such as cervical cell images and

synthetic aperture radar (SAR) images, can be segmented using level sets. The traditional

proposal of this approach provides binary segmentation and it has a high computational cost.

Thus, in this thesis, we proposed a fast binary level set algorithm, implemented in narrow

band and regularized with a median filter. In addition, we proposed propagation models for

digital image segmentation and hierarchical implementations for nuclei segmentation on cervical

cell images and for SAR image segmentation. The proposed hierarchical approaches, using

the proposed binary level set algorithm, recursively segment a region into two new regions,

starting from the whole image, and the process stops when all regions cannot be further divided.

For performance assessment of the proposed approaches, we carried out experiments on three

public image databases with cervical cells and experiments on synthetic and real SAR images,

following the models G0
I and G0

A. For the quantitative evaluation of the segmentation results

on cervical cell images, we used the pixel-based precision and recall measures, the Zijdenbos

similarity index (ZSI) and the object-based precision and recall measures. These measures

indicated that the proposed hierarchical implementation performed well concerning the number

of correctly segmented nuclei and the Zijdenbos Similarity Index achieved values equal to or

higher than 0.90. For the quantitative evaluation of the segmentation results in SAR images, we

used the cross-region fitting (CRF), error of segmentation and ZSI measures. Based on these

measures, the proposed approach achieved good segmentation results in images modeled with

the distributions G0
I and G0

A.

Palavras-chave: Segmentation. Active contours. Level set. Cervical cells. SAR image.
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1 INTRODUÇÃO

A teoria de evolução de curvas (MUMFORD; SHAH, 1989) está diretamente relacio-

nada à solução de sistemas modelados por equações diferenciais parciais. O conceito de evolução

de funções, quando aplicada em imagens digitais provê ferramentas úteis para a segmentação.

Um exemplo bastante conhecido e utilizado trata das Equações de Euler-Lagrange nas quais

a teoria do método level set (SETHIAN, 1999) se baseia. Neste método, uma curva inicial

evolui de acordo com um modelo de propagação, até que alguma condição de convergência seja

satisfeita. A curva de propagação está inserida em uma superfície de maior dimensionalidade,

chamada função level set (SETHIAN, 1999).

Uma das principais vantagens em utilizar técnicas de level set é o fato de que tal

técnica é capaz de tratar de forma eficaz mudanças topológicas que, eventualmente, podem

surgir no decorrer da propagação da curva. Devido à sua eficácia e versatilidade, métodos level

set são amplamente utilizados em várias áreas da ciência como, por exemplo, mecânica dos

fluidos, crescimento de cristais, geometria computacional, ciência dos materiais, processamento

de imagens e visão computacional (NAPOLITANO, 2004).

Algoritmos baseados em level sets normalmente não requerem uma curva inicial

próxima do resultado desejado, o que beneficia muitas aplicações em sensoriamento remoto,

como detecção de alvos e detecção de derrames de óleo em imagens de radar de abertura sintética

(Synthetic Aperture Radar, SAR) (MARQUES et al., 2009; WU et al., 2017; MDAKANE;

KLEYNHANS, 2017; REN et al., 2018; WANG et al., 2021), detecção de núcleos em imagens

de citologia cervical (ARAÚJO et al., 2019; ZHANG et al., 2019; WANG et al., 2019; WANG

et al., 2020), entre outras aplicações, como segmentação de nódulos de grafita (REBOUÇAS et

al., 2016), detecção de câncer dentário em imagens da região óssea da mandíbula (ALARIFI;

ALWADAIN, 2019) e segmentação de acidente vascular cerebral em imagens de tomografia

computadorizada do crânio (REBOUÇAS et al., 2019). Vale ressaltar que a escolha do modelo

(ou velocidade) de propagação deve estar diretamente relacionada ao problema de segmentação

abordado, e pode ser derivado de propriedades geométricas como as bordas da imagem e atributos

de forma, ou ainda, de propriedades independentes da geometria, como textura e informação

estatística da imagem (MARQUES, 2011).

O método level set tradicional fornece resultados de segmentação binária e o uso

desse método para segmentação multi-regiões normalmente requer várias funções level set. No

entanto, de acordo com Mitiche e Ayed (2010), o projeto de modelos de propagação eficientes
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para segmentação multi-regiões é uma tarefa difícil quando o número de regiões não é conhecido.

Alternativamente, algoritmos de level set hierárquicos podem realizar segmentação multi-regiões,

como os introduzidos por Jeon et al. (2005) e Ni et al. (2009). Nesses algoritmos, a partir

da divisão da imagem completa, duas novas regiões são obtidas, aplicando o método level set

binário, e divididas recursivamente.

Adalsteinsson e Sethian (1995) implementaram um algoritmo level set em uma banda

estreita (narrow band level set) para diminuir o tempo computacional envolvido na proposta

tradicional do algoritmo level set. A ideia principal da implementação em narrow band é

construir uma banda adaptativa ao redor da curva de propagação e realizar os cálculos envolvidos

no algoritmo level set apenas dentro dessa banda, o que reduz o tempo computacional.

1.1 Motivação

O câncer cervical, também chamado de câncer do colo do útero, é uma doença

que pode ser prevenida, mas é uma das principais causas de morte por câncer nas mulheres

de todo o mundo, em que a maioria das mortes ocorre em países de baixa a média renda

(ORGANIZAÇÃO PAN-AMERICANA DA SAÚDE, 2016). Nas últimas décadas, as taxas de

incidência e mortalidade deste câncer têm reduzido nos países desenvolvidos, principalmente

pela utilização do exame citológico de Papanicolau. Neste exame, células do colo do útero são

coletadas e examinadas por um profissional habilitado em um microscópio, onde são verificadas

alterações nas células, causadas pela infecção do Human Papilloma Virus (HPV), que podem

evoluir para o câncer (WORLD HEALTH ORGANIZATION, 2014).

Uma vez que a análise visual do exame citológico de Papanicolau é demorada e

requer um alto nível de experiência do profissional (PLISSITI et al., 2011b), nas últimas décadas,

muitos pesquisadores (WANG; KAMATA, 2018; ARAÚJO et al., 2019; ZHANG et al., 2019;

WANG et al., 2019; WAN et al., 2019; WANG et al., 2020; ZHANG et al., 2020) contribuíram

com ações para a interpretação automatizada desse exame de triagem e, assim, auxiliar os

especialistas no diagnóstico. As alterações na morfologia do núcleo da célula, textura nuclear e

hipercromasia são altamente informativas para reconhecer células anormais (TANG et al., 2015;

WATANABE et al., 2004; NIELSEN et al., 2008). Em tarefas de classificação de células, as

informações sobre o núcleo desempenham um papel fundamental, pois podem revelar mudanças

significativas na forma e na distribuição da cromatina (PLISSITI et al., 2011a; OLIVEIRA et

al., 2017). Assim, métodos eficientes e precisos para segmentação de núcleos são cruciais para
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projetar ferramentas computacionais confiáveis no rastreamento do câncer cervical.

A segmentação de imagens SAR também é um problema desafiador na área de

processamento digital de imagens (PDI). Resultados importantes no monitoramento das áreas

marinhas e costeiras têm sido obtidos por meio de sensoriamento remoto e técnicas de processa-

mento e análise de imagens. A detecção de desastres ambientais, como desmatamento e derrames

de óleo, aplicando métodos de segmentação em imagens SAR, pode auxiliar no monitoramento

e controle do aproveitamento sustentável do meio ambiente e das riquezas naturais.

A principal dificuldade relacionada à interpretação dos dados SAR é a presença de

um ruído de natureza multiplicativa, chamado speckle (FRERY et al., 1997; GAO, 2010), o qual

é inerente ao processo de imageamento. Se por um lado a filtragem do ruído speckle pode auxiliar

na interpretação dos dados, por outro degrada detalhes que podem ser relevantes na interpretação

e análise da imagem (TORRES et al., 2014). Isto tem motivado a pesquisa e o desenvolvimento

de técnicas de processamento que utilizem o conhecimento prévio de distribuições estatísticas

atribuídas aos dados com speckle, como os propostos por Nobre et al. (2016), Rodrigues et al.

(2016), Luo et al. (2017) e Duan et al. (2018). Uma abordagem que tem se mostrado eficiente no

processamento e análise de imagens SAR é o uso de informação estatística na modelagem de

sistemas variacionais. Sem que haja aplicação de etapas de pré-processamento, métodos level

set têm sido utilizados com sucesso em segmentação de dados SAR (MARQUES et al., 2012;

MENG et al., 2018; LIN et al., 2018; NOGUEIRA et al., 2020). Nesse tipo de abordagem,

o processo de segmentação considera conhecidos os modelos estatísticos aos quais aderem os

dados SAR e, dessa forma, diferentes regiões de uma imagem podem ser caracterizadas por suas

propriedades estatísticas.

Tanto o processamento de imagens com células cervicais quanto o processamento

de imagens SAR requerem algoritmos de segmentação multi-regiões, particularmente quando

se procura por múltiplos objetos de interesse ou alvos. As imagens com células cervicais, além

das três principais regiões (núcleo, citoplasma e background), podem conter células sanguíneas,

células inflamatórias, fragmentos de células e células sobrepostas. Já em imagens SAR, por

exemplo, podem-se encontrar regiões urbanas, oceanos, florestas e objetos pontuais, como navios

e plataformas.
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1.2 Objetivos

1.2.1 Objetivo Geral

Este trabalho tem como objetivo propor, implementar e avaliar um algoritmo level set

rápido implementado em banda estreita (narrow band) e modelos de propagação para métodos

level set para segmentação hierárquica de imagens digitais com múltiplas regiões.

1.2.2 Objetivos Específicos

Dentre os objetivos específicos a serem atingidos nesta tese estão:

• introduzir um algoritmo level set binário implementado em banda estreita;

• desenvolver um modelo de propagação baseado no método de Otsu;

• propor um modelo de propagação baseado em uma série infinita de momentos estatísticos;

• utilizar modelos de propagação baseados em verossimilhança;

• propor implementações hierárquicas para segmentação de imagens com células cervicais e

imagens SAR;

• aplicar e validar o algoritmo level set binário implementado em banda estreita, os modelos

de propagação e as implementações hierárquicas em imagens do exame citológico cervical

e em imagens SAR.

1.3 Contribuições

As contribuições desta tese são as seguintes:

• um algoritmo de level set binário rápido implementado em banda estreita (narrow band) e

regularizado com o filtro da mediana;

• um modelo de propagação baseado no método de limiarização de Otsu para segmentação

binária;

• um modelo de propagação baseado em uma série infinita de momentos estatísticos para

segmentação binária;

• Implementações hierárquicas para segmentação de núcleos de células cervicais e imagens

SAR.
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1.4 Produção Científica

Os seguintes artigos são resultados desta pesquisa:

• BRAGA, ALAN M.; MARQUES, REGIS C. P.; RODRIGUES, FRANCISCO A. A.;

MEDEIROS, FATIMA N. S.. A Median Regularized Level Set for Hierarchical Segmen-

tation of SAR Images. IEEE Geoscience and Remote Sensing Letters, v. 14, p. 1171-1175,

2017. DOI: <https://doi.org/10.1109/LGRS.2017.2702062>.

• ROCHA NETO, JEOVA F. S. ; BRAGA, ALAN M. ; MARQUES, REGIS C. P. ; ME-

DEIROS, FATIMA N. S.. Level-Set Formulation Based on an Infinite Series of Sample

Moments for SAR Image Segmentation. IEEE Geoscience and Remote Sensing Letters,

17(5), p. 908-911, 2020. DOI: <https://doi.org/10.1109/LGRS.2019.2933149>.

• ROCHA NETO, JEOVA F. S.; BRAGA, ALAN M.; MEDEIROS, FATIMA N. S.; MAR-

QUES, REGIS C. P.. Level-set Formulation Based on Otsu Method with Morphological

Regularization. In: 2017 IEEE International Conference on Image Processing (ICIP),

2017, Beijing. p. 2144-2148. DOI: <https://doi.org/10.1109/ICIP.2017.8296661>.

• BRAGA, ALAN M.; MARQUES, R. C. P.; MEDEIROS, F. N. S.; ROCHA NETO, JEOVA

F. S.; BIANCHI, ANDREA G. C.; CARNEIRO, CLAUDIA M; USHIZIMA, D. M..

Hierarchical Median Narrow Band for Level Set Segmentation of Cervical Cell Nuclei.

Submetido em 2020 para a Measurement (MEAS-D-20-04040).

1.5 Organização da Tese

O restante desta tese está organizada da seguinte forma:

Capítulo 2: contextualização do problema do câncer do colo do útero (ou câncer cervical);

apresentação do exame utilizado para detectar as lesões que precedem este tipo de câncer; e

apresentação de métodos de auxílio ao diagnóstico, encontrados na literatura, que utilizam

processamento digital de imagens.

Capítulo 3: apresentação de conceitos fundamentais de imagens SAR; descrição das distri-

buições G0
A e G0

I ; e apresentação de métodos usados para estimação dos parâmetros dessas

distribuições e de métodos de segmentação de imagens que utilizam as informações desses

parâmetros.

Capítulo 4: introdução do algoritmo level set tradicional; proposta de um algoritmo rápido de

level set binário regularizado com o filtro da mediana e implementado em banda estreita (narrow

https://doi.org/10.1109/LGRS.2017.2702062
https://doi.org/10.1109/LGRS.2019.2933149
https://doi.org/10.1109/ICIP.2017.8296661
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band); e propostas de modelos de propagação para evolução do método level set.

Capítulo 5: propostas de implementações hierárquicas para segmentação de núcleos em imagens

com células cervicais e para segmentação de imagens SAR com várias regiões.

Capítulo 6: apresentação dos resultados de segmentação obtidos em três bancos de dados

públicos de imagens com células cervicais e em imagens SAR sintéticas e reais, modeladas com

as distribuições G0
I e G0

A; e discussão dos resultados de segmentação.

Capítulo 7: conclusões desta tese, bem como perspectivas de trabalhos.
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2 EXAME PREVENTIVO DE PAPANICOLAU E MÉTODOS DE AUXÍLIO AO DI-

AGNÓSTICO POR PDI

Este capítulo apresenta o exame preventivo de Papanicolau, utilizado para detectar

lesões que precedem o câncer cervical, e métodos computacionais baseados em Processamento

Digital de Imagens (PDI) para o auxílio ao diagnóstico médico.

2.1 Exame Preventivo de Papanicolau

O câncer cervical, também chamado de câncer do colo do útero, é causado pela

infecção persistente por alguns tipos do Human Papilloma Virus (HPV). A maioria das infecções

por HPV desaparece espontaneamente e não causa sintomas ou doenças (WORLD HEALTH

ORGANIZATION, 2013). Porém, em alguns casos, ocorrem alterações nas células que podem

evoluir para o câncer. Essas alterações são descobertas no exame preventivo citológico, exame

de Papanicolau, e são curáveis na quase totalidade dos casos (INSTITUTO NACIONAL DE

CÂNCER, 2020). Dentre todos os tipos de câncer, é o que apresenta um dos mais altos potenciais

de prevenção e cura (MINISTÉRIO DA SAÚDE, 2002). Excetuando-se o câncer de pele não

melanoma, é o terceiro tumor maligno mais frequente na população feminina (atrás do câncer de

mama e do colorretal), e a quarta causa de morte de mulheres por câncer no Brasil (INSTITUTO

NACIONAL DE CÂNCER, 2020).

O exame citológico de Papanicolau tem reduzido de forma efetiva as taxas de

incidência e mortalidade pelo câncer cervical (INSTITUTO NACIONAL DE CÂNCER, 2006).

Neste exame, um instrumento chamado espéculo é introduzido no canal vaginal para expor o colo

do útero. Em seguida, uma espátula de madeira (espátula de Ayre) e uma escova endocervical

são utilizadas para coletar células das porções externa (ectocérvice) e interna (endocérvice)

do colo do útero, respectivamente (REZENDE, 2016). As células coletadas são depositadas

em uma lâmina transparente de vidro com extremidade fosca (onde consta identificação da

paciente), fixadas com material específico e coradas. A Figura 1 ilustra as três principais regiões

encontradas no exame citológico cervical destacadas por diferentes cores. Por fim, as lâminas

são analisadas por microscopia em laboratório especializado em citopatologia (NORUP, 2005),

em que características do núcleo como tamanho, forma, cor e a relação núcleo-citoplasma são

algumas das informações que os citopatologistas utilizam para o diagnóstico. A Figura 2 (a)

mostra os procedimentos desse exame de prevenção. Vale mencionar que uma imagem com

células cervicais, ilustrada na Figura 2 (b), pode ser obtida por meio de uma câmera acoplada
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ao microscópio para ser processada por um possível método computacional para o auxílio ao

diagnóstico médico.

Figura 1 – Três principais regiões encontradas em imagens do exame de citologia cervical.
Fonte: Próprio autor.

(a) (b)

Figura 2 – Exame citológico cervical: (a) procedimentos do exame; e (b) imagem de citologia
cervical.

Fonte: Próprio autor.

Além da maneira convencional, em que as células são transferidas diretamente para a

lâmina, o exame citológico cervical pode ser realizado por meio da preparação em meio líquido.

Neste último, as amostras são colocadas em um recipiente com solução conservante e enviada

ao laboratório para tratamento e análise por microscopia pelos profissionais especializados

(WORLD HEALTH ORGANIZATION, 2014). Assim, visto que as amostras de células coletadas

recebem um tratamento diferenciado, a citologia em meio líquido tem algumas vantagens em

relação ao método convencional. As amostras obtidas são mais representativas das regiões

de onde foram coletadas e geralmente há menor taxa de amostras insatisfatórias, bem como

menor probabilidade de células inflamatórias ou células do sangue encobrirem as células a serem

examinadas na lâmina, ou seja, as células cervicais (ORGANIZAÇÃO PAN-AMERICANA

DA SAÚDE, 2016). Embora o tempo de interpretação das lâminas seja menor, devido à maior

facilidade de análise, as evidências atuais não indicam que a citologia em meio líquido seja mais

efetiva na redução da morbidade e da mortalidade que a citologia convencional. A citologia
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em meio líquido tem sido introduzida em países desenvolvidos e é uma técnica dispendiosa

que demanda tecnologia avançada, inclusive um laboratório sofisticado e técnicos altamente

capacitados (ORGANIZAÇÃO PAN-AMERICANA DA SAÚDE, 2016). No Brasil, o sistema

público de saúde utiliza a citologia convencional.

2.1.1 Evolução das Lesões Precursoras do Câncer Cervical

A porção externa do colo uterino, chamada ectocérvice, está em contato com a vagina

e, portanto, é a porção mais visível no exame. A ectocérvice é recoberta por um epitélio escamoso

estratificado, em que as células estão distribuídas em 4 camadas: basal, parabasal, intermediária

e superficial. As células mais jovens encontram-se próximas à membrana basal formando a

camada basal. Células nessa camada são pequenas e arredondadas, com núcleos relativamente

grandes e escuros (NORUP, 2005). São menos diferenciadas e se dividem continuamente. As

células basais se dividem e maturam para formar a próxima camada contendo células parabasais,

que também têm núcleos relativamente grandes de coloração escura. Uma maior diferenciação e

maturação destas células conduz às camadas intermediárias de células poligonais com citoplasma

abundante e pequenos núcleos arredondados. Com mais maturação, são formadas células

grandes e acentuadamente planas com citoplasma mais transparente e com núcleos pequenos e

densos nas camadas superficiais. Em termos gerais, da camada basal à superficial, essas células

sofrem um aumento no tamanho do citoplasma e redução do tamanho nuclear (SELLORS;

SANKARANARAYANAN, 2003).

A porção interna do colo uterino, chamada endocérvice ou canal endocervical, é

revestida pelo epitélio colunar (também denominado de epitélio glandular) (SELLORS; SANKA-

RANARAYANAN, 2003). Este epitélio é composto por uma única camada de células próxima à

membrana basal. É mais fino e mais frágil do que o epitélio escamoso da ectocérvice e contém

várias glândulas que lubrificam o canal. As células colunares são altas e cilíndricas com núcleos

localizados em uma das extremidades do citoplasma (WORLD HEALTH ORGANIZATION,

2014).

A infecção pelo vírus HPV interfere nas funções normais das células cervicais e

provoca alterações características de lesões precursoras (também conhecidas como displasias).

A Figura 3 mostra o epitélio escamoso cervical normal à esquerda e camadas progressivamente

mais espessas de novas células pequenas anormais que ocupam a grande porção intermediária do

epitélio. À medida que essa porção intermediária ocupa cada vez mais a espessura do epitélio
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normal, considera-se que existe no epitélio uma lesão pré-cancerosa leve, moderada ou severa.

Essa sequência leva ao câncer (carcinoma invasivo) se as células anormais invadirem a camada

inferior do epitélio (membrana basal) (ORGANIZAÇÃO PAN-AMERICANA DA SAÚDE,

2016). O sistema Bethesda (NAYAR; WILBUR, 2015), classificação citológica mais atual, leva

em conta a possibilidade de evolução para o câncer e apresenta um esquema de dois graus, isto é,

lesão intraepitelial escamosa de baixo grau (Low Squamous Intraepithelial Lesion, LSIL) e lesão

intraepitelial escamosa de alto grau (High Squamous Intraepithelial Lesion, HSIL) (INSTITUTO

NACIONAL DE CÂNCER, 2006). A LSIL compreende as lesões precursoras ou displasias leve,

moderada e severa, enquanto a HSIL compreende o carcinoma in situ, que precede o câncer.

Figura 3 – Evolução do epitélio normal até o câncer (carcinoma invasivo).
Fonte: Adaptada de Lowy e Schiller (2006).

No teste citológico cervical, as amostras coletadas pela espátula de Ayre são com-

postas basicamente por células que se encontram nas partes mais superficiais do epitélio e as

lesões pré-cancerosas são classificadas com base na maturidade das células anormais encontradas

(ELEUTÉRIO JR., 2003). De uma forma geral, as principais anormalidades são identificadas

com base em alterações nucleares que incluem: aumento do tamanho, modificações da forma e

alterações da estrutura cromatínica e hipercromasia (coloração mais escura) (LIMA, 2012). Além

disso, os citopatologistas utilizam a relação núcleo-citoplasma para avaliar o grau da lesão, em

que proporções maiores desta relação estão associadas a maiores graus das lesões (SELLORS;

SANKARANARAYANAN, 2003).
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2.2 Métodos Baseados em PDI para o Auxílio ao Diagnóstico Médico

Trabalhos recentes (WANG; KAMATA, 2018; ARAÚJO et al., 2019; ZHANG et

al., 2019; WANG et al., 2019; WAN et al., 2019; WANG et al., 2020; ZHANG et al., 2020)

têm se concentrado na análise automática de células, incluindo métodos de segmentação mais

precisos para imagens de microscopia, uma vez que a interpretação visual é demorada e requer

profissionais experientes (PLISSITI et al., 2011b). Características do núcleo tais como tamanho,

forma, intensidade e a relação da área entre núcleo e citoplasma são relevantes para guiar

o processo de diagnóstico. Além disso, alterações na morfologia do núcleo celular, textura

nuclear e hipercromasia são altamente informativas para reconhecer células anormais (TANG

et al., 2015; WATANABE et al., 2004; NIELSEN et al., 2008). Em tarefas de classificação

de células, as informações obtidas do núcleo desempenham um papel central, uma vez que

podem revelar alterações significativas na forma e na distribuição da cromatina (PLISSITI et al.,

2011a; OLIVEIRA et al., 2017). Dessa forma, métodos eficientes para segmentação de núcleos

são decisivos para projetar ferramentas computacionais confiáveis para a triagem de câncer

cervical. Os métodos de segmentação de núcleos de células cervicais podem ser divididos em

duas principais categorias: (i) métodos que segmentam núcleos em imagens com várias células

cervicais; e (ii) métodos para segmentação de núcleos em imagens com apenas uma célula.

Lu et al. (2015) introduziram um método para segmentação de núcleos e citoplasmas

em imagens com várias células cervicais. Primeiro, este método de segmentação de células obtém

uma imagem de superpixels usando o algoritmo quick shift. Em seguida, as bordas dos objetos

da imagem são detectadas e, a partir delas, são obtidos convex hulls. A fim de alcançar as regiões

finais da massa celular, o algoritmo realiza uma classificação binária não supervisionada. Essas

massas celulares são utilizadas como entrada para o método Maximally Stable Extremal Regions

(MSER) para detectar componentes conectados estáveis, que contêm os objetos candidatos a

núcleos. Os verdadeiros núcleos são identificados filtrando esses candidatos por meio de limiares

de características de aparência e forma, a saber: excentricidade, área, intensidade média do

objeto e a relação da área entre o objeto e a massa celular que ele pertence. Finalmente, para

obter as regiões individuais dos citoplasmas, os núcleos detectados são usados para estimar a

segmentação inicial e a forma prévia para a subsequente otimização por level set. Aqui, esse

método de segmentação de células é nomeado como Maximally Stable Extremal Regions with

Level Set (MSERLS).

Em um desafio de segmentação de células cervicais promovido pelo IEEE Inter-
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national Symposium on Biomedical Imaging (ISBI), Ushizima et al. (2014) propuseram uma

abordagem para segmentação de núcleos e citoplasmas em imagens com várias células cervicais

sobrepostas. Inicialmente, a massa celular é obtida agrupando regiões com base na adjacência de

pixels e similaridade de intensidade usando um algoritmo baseado em grafos, seguido por um

algoritmo global de busca em uma imagem de superpixels. Os autores usaram um algoritmo de

limiarização local (Local Thresholding, LT) para segmentar os núcleos dentro da massa celular

e, baseado nos núcleos identificados, dividiram a imagem em polígonos convexos através de

diagramas de Voronoi para segmentar os citoplasmas. O método de segmentação de núcleos é

referido neste trabalho como Local Thresholding to Segment Nuclei (LTSN).

Métodos baseados em aprendizado profundo (Deep Learning, DL) são utilizados

para segmentação de núcleos de células cervicais (TAREEF et al., 2017; GAUTAM et al., 2018;

ZHANG et al., 2019; WAN et al., 2019; ALLEHAIBI et al., 2019). Porém, os algoritmos

com aprendizado profundo possuem alto custo computacional e requerem um número grande

de imagens para o estágio de treinamento. Tareef et al. (2017) projetaram um algoritmo

automático baseado em aprendizado profundo e modelo de forma dinâmica para segmentar os

núcleos e citoplasmas em imagens com várias células cervicais. O algoritmo de agrupamento

Simple Linear Iterative Clustering (SLIC) (SHAH-HOSSEINI, 2002) é usado para gerar vários

fragmentos da imagem levando em conta as similaridades de intensidade e proximidade espacial.

O próximo passo é classificar os fragmentos da imagem em 3 componentes, isto é, núcleo, massa

citoplasmática, e background utilizando uma rede neural convolucional (convolutional neural

network, CNN). Para refinar os contornos das regiões, o algoritmo level set foi empregado.

Em seguida, considerando os limites da massa citoplasmática, o citoplasma para cada núcleo

identificado é obtido por meio de uma estrutura de segmentação variacional com uma forma

obtida previamente que é atualizada iterativamente. Nesta tese, este método de segmentação de

células é nomeado por Deep I.

Li et al. (2012) apresentaram um método baseado em snake, nomeado Radiating

Gradient Vector Flow (RGVF), que alcançou resultados adequados em imagens com apenas uma

célula cervical. Este método requer para sua iniciação o contorno inicial do objeto de interesse e

o mapa de bordas da imagem, o qual é computado com base em linhas radiantes com origem

no ponto central da região do núcleo. Assim, o filtro non-local means é utilizado para remover

ruídos da imagem e, em seguida, a imagem filtrada é dividida em núcleo, citoplasma e fundo,

com o uso de uma técnica K-médias espacial, e os contornos extraídos a partir desses resultados
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iniciais são refinados com o algoritmo snake.

Chankong et al. (2014) também introduziram um método para segmentação de

imagens com uma célula cervical com base na técnica Fuzzy C-means (FCM). Primeiro, a

imagem é convertida para escala de cinza e depois um filtro da mediana é aplicado para eliminar

ruídos. Em seguida, o algoritmo FCM divide a imagem filtrada em 7 grupos de níveis de cinza,

os quais são posteriormente classificados em 3 grupos finais, isto é, núcleo, citoplasma e fundo da

imagem. Essa classificação é realizada com base em 2 limiares obtidos a partir dos centróides dos

7 grupos iniciais. Nesta teste, esse método de segmentação baseado na técnica Fuzzy C-means é

referido como MFCM.

2.3 Conclusão do Capítulo

Neste capítulo foi apresentado o exame preventivo citológico (exame de Papanicolau),

o qual é utilizado para identificar lesões precursoras do câncer cervical. O teste preventivo pode

fornecer informações do tamanho, forma e cor do núcleo assim como a relação núcleo-citoplasma

que são utilizadas pelos citopatologistas para identificar lesões. Porém, a avaliação visual por

meio do microscópio é demorada e a fadiga causada pela análise de várias lâminas pode ocasionar

erros no diagnóstico. Os métodos computacionais abordados neste capítulo vêm fornecer formas

de evitar estes problemas e são baseados no processamento digital (supervisionado ou não) das

imagens de microscópio.
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3 MODELAGEM ESTATÍSTICA E PROCESSAMENTO DE IMAGENS SAR

Este capítulo apresenta os conceitos fundamentais de imagens de radar de abertura

sintética (synthetic aperture radar, SAR). Devido ao processo de aquisição, imagens SAR são

degradadas por um ruído multiplicativo, o ruído speckle, que atribui a imagem um aspecto

granular. O estudo da natureza deste ruído tem levado a várias propostas de métodos de

segmentação de imagens que utilizam informações estatísticas dos modelos atribuídos aos dados

SAR. Neste capítulo são descritas as distribuições G0
A e G0

I , introduzidas por Frery et al. (1997),

cujas propriedades têm sido utilizadas com sucesso em processamento de imagens SAR. Além

disso, são apresentados métodos usados para estimação dos parâmetros destas distribuições e

métodos de segmentação de imagens que utilizam as informações desses parâmetros.

3.1 Imagens SAR

Resultados importantes no monitoramento de áreas marinhas e costeiras têm sido

obtidos por meio de sensoriamento remoto, com destaque para o uso do radar de abertura sintética

(synthetic aperture radar, SAR). A geração de imagens SAR tem como princípio a utilização

de ondas eletromagnéticas na faixa de microondas. Isto faz com que estes sistemas tenham

vantagens em relação aos sistemas ópticos como, por exemplo, a independente à luz do dia,

cobertura de nuvens e condições climáticas. A Tabela 2 apresenta as bandas de frequência usadas

comumente para sistemas SAR e as faixas correspondentes de frequência e comprimento de

onda.

Tabela 2 – Bandas de frequência utilizadas em sistemas SAR e suas faixas correspondentes de
frequência e comprimento de onda. Adaptada de Moreira et al. (2013).

Banda Ka Ku X C S L P
Frequência (GHz) 40–25 17,6–12 12–7,5 7,5–3,75 3,75–2 2–1 0,5–0,25
Comprimento de onda (cm) 0,75–1.2 1,7–2,5 2,5–4 4–8 8–15 15–30 60–120

Além da banda de freqüência, os sistemas SAR são caracterizados pelo tipo de

polarização, que se refere à orientação do campo elétrico da onda eletromagnética (DABBOOR;

BRISCO, 2018). As antenas do radar podem ser configuradas para transmitir e receber sinais

com polarização horizontal ou vertical. A polarização é HH ou VV quando o sinal é enviado e

recebido com o campo elétrico na mesma direção, horizontal ou vertical, respectivamente. A

polarização é cruzada quando o sinal é enviado e recebido em direções ortogonais (HV ou VH)
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(BENTZ, 2006).

Em uma representação simplificada, um sistema de imageamento por radar é consti-

tuído por transmissor e receptor de microondas e uma antena. O sistema é colocado em uma

plataforma, como um avião ou um satélite, e emite pulsos eletromagnéticos na direção do alvo.

Ao atingir a superfície, tem sua energia espalhada em várias direções. Uma parte da energia é

refletida em direção ao próprio sensor (retroespalhamento), onde é medida e processada para

gerar uma imagem (MARQUES, 2004).

Na verdade, radar de abertura sintética consiste em uma implementação particular

de um sistema de imageamento por radar que utiliza o movimento da plataforma do radar e

processamento de sinal especializado para gerar imagens de alta resolução. Antes da descoberta

do radar de abertura sintética, os radares de imageamento operavam usando o princípio de

abertura real e eram conhecidos como radares aerotransportados de visada lateral (side-looking

airborne radars, SLAR) (ZYL; KIM, 2011).

A Figura 4 mostra a geometria de aquisição de uma imagem por radar. O sensor do

radar se movimenta a uma altura aproximadamente constante hs acima do solo com velocidade

vs ao longo da direção da trilha do radar (ou azimute). A altura e o comprimento da antena são

indicados por Le e La, respectivamente. A distância R0 entre a antena e o alvo, perpendicular à

direção de azimute, é conhecida por alcance inclinado (slant range) e a sua projeção na superfície

é chamada de alcance no terreno (ground range). A extremidade mais próxima do nadir, ponto

verticalmente abaixo do radar, é denominada por alcance próximo (near range) enquanto a

extremidade mais afastada é chamada de alcance distante (far range). O ângulo de incidência η

é formado entre a direção de iluminação do radar e a normal à superfície do terreno, variando

entre o alcance próximo (menor) e o alcance distante (maior).

As resoluções na direção azimutal (resolução de azimute) e na direção do alcance do

terreno (resolução de alcance) são, respectivamente, dadas por:

δa =
λR0

La
; (3.1)

e

δr =
cτ

2sin(η)
, (3.2)

em que λ é o comprimento de onda, c é a velocidade da luz e τ é a largura do pulso transmitido.



32

Figura 4 – Geometria de aquisição de uma imagem por radar.
Fonte: Adaptada de Martone (2019).

A resolução de azimute δa consiste na menor distância entre dois alvos pontuais

que o radar pode detectar (MOREIRA et al., 2013), ou seja, representa o nível de detalhamento

da região imageada na direção de azimute. Isso significa que se δa for da ordem de metros é

possível obter um imageamento dos alvos desta ordem. Como pode ser visto na Equação (3.1),

a resolução de azimute para sistemas de radar de abertura real é inversamento proprocional ao

comprimento da antena e é dependende do alcance. Isso exigiria antenas físicas com compri-

mentos impraticáveis, na ordem de quilômetros, para obter resoluções de azimute baixos (na

ordem de metros) para alcances práticos. Dessa forma, as resoluções obtidas pelos sistemas com

abertura real (ou SLAR) são geralmente inadequadas para aplicações de sensoriamento remoto

(ZYL; KIM, 2011).

Esta limitação é contornada por sistemas SAR. Ao longo da direção de azimute, o

radar de abertura sintética simula uma antena longa a partir do deslocamento de uma antena curta,

o que possibilita a aquisição de imagens com uma resolução melhor (MARQUES, 2004). Assim,

o sistema SAR é capaz de obter alta resolução de azimute ao armazenar e reconstruir todos

os sinais retornados na "abertura sintetizada". Movendo a antena do radar enquanto ilumina o

alvo, uma longa antena do radar é sintetizada, o que possibilita a aquisição de imagens com alta

resolução (CHATURVEDI, 2019). Em SAR, a resolução de azimute resultante torna-se igual

à metade do comprimento da antena de azimute (δa = La/2) e é independente da distância do
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alcance (MOREIRA et al., 2013).

Portanto, os sistemas SAR utilizam o fato de que um determinado alvo pode ser

imageado várias vezes para sintetizar uma antena longa, cujo tamanho consiste na distância

percorrida entre o primeiro e o último momento de visualização do alvo. Atualmente, por ser

uma alternativa prática e econômica, a maioria dos radares utiliza o princípio de abertura sintética

(NOBRE, 2018). A Figura 5 exemplifica uma abertura sintética em que um alvo é imageado três

vezes.

Figura 5 – Conceito de antena sintética. A posição 1 representa o momento que o radar captou
pela primeira vez o alvo e a posição 3 o último momento.

Fonte: Próprio autor.

3.1.1 Ruído speckle

Aplicadas em imagens SAR, técnicas de processamento e análise de imagens podem

auxiliar na detecção de desastres ambientais, como desmatamento e derrames de óleo, bem como

no monitoramento e na vigilância de águas territoriais, acompanhamento do avanço urbano sobre

áreas de proteção ambiental e reservas biológicas. Porém, a principal dificuldade relacionada

à interpretação e análise de imagens SAR é a presença de um ruído de natureza multiplicativa,

chamado speckle (FRERY et al., 1997; GAO, 2010).

O ruído speckle é inerente ao processo de formação das imagens e se deve à aleatori-

edade dos espalhadores que compõem a superfície imageada. Estes espalhadores decompõem

o sinal enviado pelo sistema, em vários fasores com amplitude e fase aleatórias. As diversas
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contribuições construtivas e destrutivas conferem à imagem um aspecto granular (MARQUES,

2011). Este ruído pode ser reduzido significativamente por meio da utilização do processamento

em múltiplas visadas (multilooks), que divide a abertura sintética da antena em aberturas menores

e adjacentes, gerando L visadas (looks) independentes (BENTZ, 2006). Nesse processo, o retorno

resultante é obtido pela média das L observações. Usualmente, L é conhecido como número de

visadas (looks) e, assim, no caso de L = 1 tem-se uma imagem com uma visada (single look) e

no caso de L > 1 tem-se imagens de múltiplas visadas (multilooks). Em geral, o processamento

em múltiplas visadas diminui o ruído speckle ao custo de diminuir a resolução da imagem. A

Figura 6 apresenta imagens SAR com diferentes números de looks.

(a) 1 look. (b) 2 looks.

(c) 4 looks. (d) 8 looks.

Figura 6 – Imagens SAR com diferentes números de looks.
Fonte: Adaptada de Moreira et al. (2013).

A aplicação de métodos de filtragem é uma outra alternativa para reduzir ruído

presente na imagem. Porém, se por um lado a filtragem do ruído speckle pode auxiliar na
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interpretação e análise da imagem, por outro pode degradar detalhes relevantes (TORRES et

al., 2014). Isto tem motivado a pesquisa e o desenvolvimento de métodos de segmentação

que utilizem o conhecimento de modelos a priori atribuídos aos dados com speckle, como os

propostos por Huang et al. (2009), Carvalho et al. (2010), Marques et al. (2012), Feng et al.

(2013a), Nobre et al. (2016) e Rodrigues et al. (2016).

Em Gao (2010), pode-se encontrar uma revisão bibliográfica das distribuições utili-

zadas para modelar os dados SAR. Dentre as distribuições conhecidas na literatura, merecem

destaque as distribuições da família G0 introduzidas por Frery et al. (1997), uma vez que permi-

tem modelar adequadamente regiões homogêneas, heterogêneas e extremamente heterogêneas

em imagens SAR.

3.2 Modelos G0
I e G0

A para Dados SAR

A maioria das distribuições estatísticas dos dados SAR surgiram a partir do modelo

do ruído speckle e, portanto, do modelo multiplicativo (GAO, 2010). Com isso, o retorno dos

dados SAR, Z, segue o modelo multiplicativo dado por:

Z = X ·Y, (3.3)

em que o retroespalhamento do terreno X e o ruído speckle Y são variáveis aleatórias indepen-

dentes.

O processo de iluminação coerente utilizado na aquisição de imagens SAR é capaz

de fornecer informações de valor complexo em cada pixel da seguinte forma:

S = Re(S)+ jIm(S), (3.4)

em que Re e Im representam a parte real e a parte imaginária de S, respectivamente, e j =
√
−1.

Além do mais, podem ser obtidas outras informações, como a amplitude de S, dada por A =√
Re(S)2 + Im(S)2, e a intensidade de S, dada por I = A2, ou seja, I = Re(S)2 + Im(S)2. De

acordo com Lee e Pottier (2017), tanto A quanto I podem ser consideradas aleatórias. Vale

ressaltar que a amplitude ou a intensidade do retorno é o formato mais comum em aplicações

(NASCIMENTO et al., 2010). Assim, considerando o modelo multiplicativo da Equação (3.3),

Frery et al. (1997) propuseram a distribuição G0
I para modelar dados SAR em intensidade
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fG0
I
(z;α,γ,L) =

LLΓ(L−α)

γαΓ(−α)Γ(L)
zL−1

(γ + zL)L−α
, (3.5)

em que −α,γ,z,L > 0, como o produto das variáveis aleatórias X ∼ Γ−1(α,γ)1 e Y ∼ Γ(L,L)2,

com momento não central de ordem r definido como

EG0
I
[Zr] =


(

γ

L

)r Γ(−α−r)Γ(L+r)
Γ(−α)Γ(L) , α <−r

∞, caso contrário.
(3.6)

Para modelar dados SAR em amplitude, distribuição G0
A, Frery et al. (1997) conside-

raram as variáveis aleatórias X ∼ Γ−1/2(α,γ)3 e Y ∼ Γ1/2(L,L)4.

A função densidade de probabilidade para o retorno em amplitude é dada por:

fG0
A
(z;α,γ,L) =

2LLΓ(L−α)

γαΓ(−α)Γ(L)
z2L−1

(γ + z2L)L−α
, (3.7)

em que −α,γ,z,L > 0, com momento não central de ordem r definido como

EG0
A
[Zr] =


(

γ

L

) r
2 Γ(−α− r

2 )Γ(L+
r
2 )

Γ(−α)Γ(L) , α <− r
2

∞, caso contrário.
(3.8)

Tanto para a distribuição G0
I quanto para a distribuição G0

A, α é o parâmetro de

rugosidade, γ é o parâmetro de escala, Γ(.) é a função gama e L o número de looks da imagem.

A Figura 7 mostra a influência dos parâmetros α e γ e do número de looks no comportamento

da distribuição G0
A. Em geral, valores de α próximos a zero representam regiões extremamente

heterogêneas enquanto valores de α extremamente baixos (α → −∞) representam regiões

homogêneas (MARQUES, 2011). Como mencionado na Seção 3.1.1, o aumento do número

de looks da imagem diminui a variância da intensidade dos pixels (RODRIGUES, 2017), ou

seja, reduz o ruído speckle. Comparando as Figuras 7 (a) e (b), observa-se que a dispersão

(variabilidade) das distribuições apresentadas na Figura 7 (a) (L = 1) são maiores que aquelas

apresentadas na Figura 7 (b) (L = 8). Comportamento semelhante é observado para a distribuição

G0
I .

1 X segue a distribuição Gama inversa.
2 Y segue a distribuição Gama.
3 X segue a raiz quadrada da distribuição Gama inversa.
4 Y segue a raiz quadrada da distribuição Gama.
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Figura 7 – Padrões da fG0
A
(z;α,γ,L) considerando: (a) L = 1; e (b) L = 8. Distribuição para

γ = 1 (linhas contínuas) e γ = 10 (linhas tracejadas), com três diferentes padrões de
rugosidade homogêneo α =−12,5 (azul), heterogêneo α =−4,5 (verde) e extrema-
mente heterogêneo α =−1,5 (vermelho).

Fonte: Retirada de Marques (2011).

Vale mencionar que as distribuições G0
I e G0

A apresentam algumas relações importan-

tes. Seja ZI uma variável aleatória segundo o modelo G0
I e ZA uma variável aleatória segundo o

modelo G0
A, estas duas variáveis aleatórias apresentam a relação ZI = Z2

A (FRERY et al., 1997).

Além disso, os momentos não centrais de ordem r estão relacionados da seguinte forma (FRERY

et al., 1997):

EG0
I
[Zr] = EG0

A
[Z2r]. (3.9)

3.3 Estimação dos Parâmetros α e γ e Utilização em Métodos de PDI

Como relatado em Gambini et al. (2008), os parâmetros de rugosidade (α) e es-

cala (γ) das distribuições G0
I e G0

A podem caracterizar dados SAR com diferentes padrões de

retroespalhamento. Para realizar a estimação destes parâmetros algumas técnicas podem ser

aplicadas como, por exemplo: método dos momentos (MM) (FRERY et al., 1997; MEJAIL et

al., 2003; GAMBINI et al., 2008) e máxima verossimilhança (maximum likelihood estimation,

MLE) (FRERY et al., 2004). Porém, estes métodos apresentam limitações semelhantes devido,

principalmente, às soluções analíticas não alcançadas além de problemas de não convergência

em métodos númericos (FRERY et al., 2004; MARQUES et al., 2012).

O estimador MLE apresenta expressões analíticas complexas para modelagem de

dados SAR, o que requer procedimentos numéricos intensivos para derivá-los (NICOLAS, 2002;
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FENG et al., 2013b; RODRIGUES, 2017). Adicionalmente, Mejail et al. (2003) relataram que

problemas numéricos surgem nos estimadores MLE quando a estimação é realizada em pequenas

amostras, usualmente requeridas em PDI, sobre regiões homogêneas. Além disso, o tempo de

computação necessário para realizar a estimação dos parâmetros é outro problema relevante

(CHITROUB et al., 2002).

Os estimadores obtidos pelo método dos momentos (MM), apesar das limitações de

ordem numérica, são de simples utilização e podem ser aplicados com sucesso na estimação dos

parâmetros das distribuições G0
I e G0

A (MEJAIL et al., 2003; MARQUES et al., 2012), uma vez

que, são consistentes (SEN et al., 2010) e computacionalmente rápidos (RODRIGUES et al.,

2016). Marques et al. (2012) usaram a estratégia adotada por Mejail et al. (2003), em que, para

cada pixel da imagem, o parâmetro α da distribuição G0
A é estimado pela solução numérica da

relação:

Γ2(−α̂ −1/4)
Γ(−α̂)Γ(−α̂ −1/2)

−
m̂2

1/2

m̂1

Γ(L)Γ(L+1/2)
Γ2(L+1/4)

= 0, (3.10)

em que m̂1 e m̂1/2 são os momentos amostrais estimados de ordem 1 e 1/2, respectivamente.

Uma vez estimado o parâmetro α , o parâmetro γ é determinado substituindo α na Equação (3.8)

para r = 1 e EG0
A
[Z1] = m̂1. Marques et al. (2012) utilizaram uma janela 3x3, centrada em cada

pixel, resultando em dois mapas de parâmetros com as mesmas dimensões da imagem.

De uma forma similar, os parâmetros α e γ da distribuição G0
I podem ser obtidos

pela relação

Γ2(−α̂ −1/2)
Γ(−α̂)Γ(−α̂ −1)

−
µ2

1/2

µ1

Γ(L)Γ(L+1)
Γ2(L+1/2)

= 0, (3.11)

em que m̂1 e m̂1/2 são os momentos amostrais estimados de ordem 1 e 1/2, respectivamente.

Uma vez estimado o parâmetro α , o parâmetro γ é determinado substituindo α na Equação (3.6)

para r = 1 e EG0
I
[Z1] = m̂1. Nesta tese, assim como em (NOBRE, 2018), para resolver os

sistemas das Equações (3.10) e (3.11), utilizamos o método númerico de interpolação com o

intuito de garantir velocidade ao processo de estimação, sem que isso comprometa a qualidade

dos estimadores. Além do mais, o número de looks é conhecido (fornecido pelo sensor gerador

da imagem) e considerado constante para todos os pixels da imagem.

Outra alternativa para estimar os parâmetros das distribuições G0
I e G0

A é o método

de log-cumulantes (MLC) apresentado em (NICOLAS, 2002). Este método gera estimadores
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fortemente consistentes e envolve operações algébricas mais simples do que o MLE. Embora o

método MLC apresente um tempo computacional menor em relação ao método MLE, o tempo

de processamento ainda é um fator limitante à sua utilização (RODRIGUES et al., 2016). Porém,

o MLC torna-se um boa alternativa em aplicações que o método MLE seja inviável (KRYLOV

et al., 2013).

A estratégia do método de log-cumulantes para estimar os parâmetros α e γ se baseia

na relação entre os log-momentos m̃r e log-cumulantes k̃r de ordem r ∈ N. Por exemplo, a

relação entre os log-momentos e log-cumulantes de ordem 1 e 2 é definida em (NICOLAS, 2002;

TISON et al., 2004) pela expressão:

 k̃1 = m̃1

k̃2 = m̃2 − m̃2
1.

(3.12)

Os log-cumulantes de ordem 1 e 2 para a distribuição G0
A são dados por (CUI et al.,

2014)


2k̃1 = ln

(
γ̂

L

)
+Ψ0(L)−Ψ0(−α̂)

4k̃2 = Ψ1(L)+Ψ1(−α̂),

(3.13)

e os log-cumulantes de ordem 1 e 2 para a distribuição G0
I são dados por (CUI; DATCU, 2011)

k̃1 = ln
(

γ̂

L

)
+Ψ0(L)−Ψ0(−α̂)

k̃2 = Ψ1(L)+Ψ1(−α̂),

(3.14)

em que Ψ0(.) e Ψ1(.) representam as funções digamma e trigamma, respectivamente. Assim, a

estratégia para estimar os parâmetros α e γ da distribuição G0
A consiste em resolver o sistema

de equações não-lineares da Equação (3.13), considerando as relações na Equação (3.12) e

substituindo m̃1 e m̃2 pelos correspondentes log-momentos amostrais de ordem 1 e 2, os quais

podem ser obtidos pela seguinte relação, para r ∈ {1,2} (NICOLAS, 2002):

̂̃mr =
1
n

n

∑
i=1

logzr
i , (3.15)
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em que zi, com i ∈ {1,2, ...,n}, representa uma amostra de uma variável aleatória Z. Simi-

larmente, os parâmetros α e γ da distribuição G0
I podem ser estimados realizando o mesmo

procedimento, porém, utilizando a Equação (3.14) ao invés da Equação (3.13).

Um importante aspecto na escolha do método de estimação MLC é que o histograma

do mapa de rugosidade, estimado por esse método, é multimodal e com número de modas igual

ao número de regiões da imagem. Diferentemente, o histograma obtido diretamente da imagem

SAR apresenta uma única moda. A Figura 8 apresenta imagens sintéticas em intensidade (G0
I ) e

seus correspondentes histogramas e mapas de rugosidade. O mesmo comportamento é observado

nos histogramas de imagens em amplitude (G0
A). Assim, inspirado no trabalho de Mejail et al.

(2003) em que, para cada pixel da imagem é obtido um correspondente valor de α e γ , Rodrigues

et al. (2016) propuseram uma metodologia de segmentação que utiliza uma matriz (ou mapa) de

rugosidade, Mα , a qual é estimada pelo método MLC utilizando uma janela 5x5, centrada em

cada pixel. Após a estimação, o mapa de rugosidade Mα é utilizado como entrada para algoritmos

de segmentação clássicos, como o método de limiarização de Otsu. Portanto, Rodrigues et al.

(2016) disponibilizaram uma abordagem de segmentação que não utiliza a imagem SAR original

com ruído speckle, mas, sim, o mapa de rugosidade ou seu histograma, o que facilita o processo

de segmentação.

(a) (b) (c) (d)

(e) (f) (g) (h)

Figura 8 – Imagens sintéticas com distribuição G0
I e mapas de rugosidade com os seus respectivos

histogramas: (a) imagem sintética com 2 regiões; (b) mapa de rugosidade da imagem
em (a); (c) imagem sintética com 4 regiões; e (d) mapa de rugosidade da imagem em
(c). (e) - (f) são os respectivos histogramas.

Fonte: Próprio autor.
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Seguindo uma ideia similar, Nobre et al. (2016) introduziram uma abordagem para

segmentação de imagens SAR em amplitude, considerando o modelo G0
A, que utiliza o mapa da

entropia de Rényi (map of Rényi’s entropy, MoRE), em vez do mapa de rugosidade (Mα ), desde

que MoRE inclui tanto a informação de rugosidade (α) quanto de escala (γ). Nesta abordagem,

primeiramente os parâmetros α e γ são estimados pelo método dos momentos, para cada pixel

da imagem, como os trabalhos de Mejail et al. (2003) e Marques et al. (2012), resultando em

dois mapas de parâmetros, Mα (rugosidade) e Mγ (escala). Assim, os parâmetros da distribuição

G0
A são estimados pela solução numérica da Equação (3.10), em que a escolha deste método

de estimação, e não o MLC, foi devido ao tempo computacional envolvido. Em (NOBRE,

2018), também foram realizados experimentos utilizando essa abordagem de segmentação para a

distribuição G0
I , em que os parâmetros são obtidos resolvendo a Equação (3.11). Nesta tese, da

mesma forma como Rodrigues et al. (2016) e Nobre et al. (2016), empregamos uma janela 5×5

para realizar a estimação dos parâmetros. O uso de janelas pequenas foi sugerido por Frery et al.

(2004) para evitar borramento nos resultados obtidos.

Em seguida, os mapas Mα e Mγ são utilizados para computar o mapa da entropia de

Rényi, MoRE, o qual pode ser utilizado como entrada para algoritmos clássicos de segmentação

de imagens, como algoritmos de limiarização. Vale mencionar que, assim como o histograma

do mapa Mα , o histograma do mapa MoRE também indica claramente o número de regiões da

imagem. A Figura 9 ilustra imagens sintéticas em amplitude (G0
A) com diferentes números de

looks e os histogramas correspondentes indicando a quantidade de regiões. Comportamento

similar pode ser observado em imagens em intensidade (G0
I ).

Além de serem utilizados na segmentação de imagens, os parâmetros α e γ támbem

são utilizados para computar medidas estocásticas, as quais são ferramentas adequadas para

comparar distribuições de variáveis aleatórias (AVIYENTE, 2003). Na próxima seção serão

apresentadas distâncias estocásticas (NASCIMENTO et al., 2010) e a metodologia para avaliação

de resultados de segmentação proposta por Marques et al. (2012), que analisa o contraste em

imagens SAR por meio da distância estocástica entre duas amostras da imagem.

3.4 Distâncias Estocásticas e Medidas para Avaliação de Segmentação

Nascimento et al. (2010) apresentaram a formulação de medidas de distâncias

estocásticas obtidas a partir da classe de divergências (h-φ ) proposta em Salicrú et al. (1994).

Considere duas variáveis aleatórias Z1 e Z2 no mesmo espaço de probabilidade Ω, com funções
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(a) (b) (c) (d)

(e) (f) (g) (h)

Figura 9 – Imagens sintéticas em amplitude (G0
A) com 4 regiões e diferentes números de looks:

(a) 1 look; (b) 4 looks; (c) 8 looks; e (d) 10 looks. (e) - (h) são os respectivos
histogramas do MoRE.

Fonte: Próprio autor.

densidade de probabilidade fZ1(z,θ1) e fZ2(z,θ2), respectivamente, em que θ1 e θ2 são os

vetores de parâmetros. Assumindo que ambas as funções de densidades compartilham um

suporte comum, a divergência Dh
φ

entre fZ1(z,θ1) e fZ2(z,θ2) é dada por:

Dh
φ (Z1,Z2) = h

(∫
Ω

φ

(
fZ1(z,θ1)

fZ2(z,θ2)

)
fZ2(z,θ2)dx

)
, (3.16)

em que φ : (0,∞)→ [0,∞) é uma função convexa, h : (0,∞)→ [0,∞) é uma função estritamente

crescente com h(0) = 0, e formas indeterminadas recebem o valor zero.

Medidas de divergências são adequadas para comparar distribuições de variáveis

aleatórias (AVIYENTE, 2003) e a partir de uma escolha criteriosa das funções h e φ pode-se

obter várias medidas de divergências conhecidas. Em (NASCIMENTO et al., 2010), os autores

apresentaram oito medidas, a saber: 1-Kullback-Leibler; 2-Rényi de ordem β ; 3-Hellinger; 4-

Bhattacharyya; 5-Jensen-Shannon; 6-aritmética-geométrica; 7-triangular; e 8-média harmônica.

Algumas dessas medidas não apresentam a propriedade de simetria. Para solucionar esta questão,

Nascimento et al. (2010) introduziram uma nova medida dh
φ

definida por

dh
φ (Z1,Z2) =

Dh
φ
(Z1,Z2)+Dh

φ
(Z2,Z1)

2
. (3.17)
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Com isso, a partir da Equação (3.17), as versões simétricas das medidas de divergências são

chamadas de distâncias. Segundo Nascimento et al. (2010), a distância estocástica aritmética-

geométrica apresentou o melhor desempenho para quantificar contraste em imagens SAR e é

dada por:

dAG(Z1,Z2) =
1
2

∫
z∈Ω

[
( fZ1(z,θ1)+ fZ2(z,θ2)) log

(
fZ1(z,θ1)+ fZ2(z,θ2)

2
√

fZ1(z,θ1) fZ2(z,θ2)

)]
dz. (3.18)

A integral da Equação (3.18) não apresenta solução analítica e, assim, deve ser solucionada

numericamente.

Com base nos estudos de Nascimento et al. (2010), Marques et al. (2012) propuseram

a medida ajuste cruzado de região (cross-region fitting, CRF) para avaliar quantitativamente

os resultados de segmentação binária em imagens SAR em amplitude utilizando a distância

estocástica aritmética-geométrica. A medida CRF considera as regiões de foreground (Zs
f ) e

background (Zs
b) da imagem segmentada e amostras do foreground (Zr

f ) e do background (Zr
b) de

uma imagem de referência, que pode ser a imagem da verdade terrestre (em imagens sintéticas)

ou a imagem em análise (em imagens reais). Esta medida inclui em sua fórmula a medida

dificuldade de segmentação (difficulty of segmentation, DoS), também proposta em Marques et

al. (2012), que quantifica o contraste entre o objeto (foreground) e o fundo (background) em uma

imagem SAR, avaliando, assim, a dificuldade do processamento destas regiões (MARQUES et

al., 2012). A medida DoS é definida por:

DoS =
1

dAG(Zr
f ,Z

r
b)
. (3.19)

A medida CRF indica a habilidade do método em segmentar corretamente as regiões

de uma imagem com valores no intervalo de [0, 1], em que CRF = 1 indica a melhor segmentação,

e é definida por:

CRF =
1

1+
√

DoS
∣∣∣dAG(Zr

f ,Z
s
b)−dAG(Zs

f ,Z
r
b)
∣∣∣ . (3.20)

Nesta tese, utilizamos a medida CRF para avaliar os resultados de segmentação tanto

para os dados SAR em amplitude (distribuição G0
A) quanto em intensidade (distribuição G0

I ).

Uma vantagem dessa medida é que os resultados de segmentação podem ser avaliados mesmo

quando não se conhece a verdade terrestre.
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3.5 Conclusão do Capítulo

Este capítulo apresentou os conceitos fundamentais de imagens SAR e as distri-

buições estatísticas G0
A e G0

I , as quais são utilizadas para modelar dados SAR em amplitude e

intensidade, respectivamente. Além disso, este capítulo abordou algoritmos para estimação dos

parâmetros destas distribuições e métodos de segmentação de imagens que utilizam a informação

desses parâmetros. Por fim, foi apresentada uma metodologia de avaliação, baseada na distância

estocástica aritmética-geométrica, para avaliar o desempenho de métodos de segmentação.

No próximo capítulo serão apresentadas propostas de modelos de propagação a

serem utilizados em diferentes aplicações de segmentação de imagens. Adicionalmente, uma

proposta de um método de level set baseado no filtro da mediana computado em uma banda

estreita é apresentada.
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4 MÉTODOS LEVEL SET PARA SEGMENTAÇÃO DE IMAGENS

Este capítulo apresenta inicialmente a proposta tradicional do método level set,

o qual tem sido utilizado em aplicações de segmentação de imagens digitais mesmo com a

presença de ruídos. Isto se deve ao fato que este método permite a formulação de modelos de

propagação que incluam características ou propriedades específicas do problema de segmentação

abordado. A formulação tradicional obtém resultados de segmentação binária e tem um alto

custo computacional. Neste capítulo, é proposto um método level set rápido implementado em

banda estreita (narrow band). Além disso, modelos de propagação são apresentados e propostos.

4.1 O Método Level Set

Considerando uma imagem Z : Θ → R, algoritmos de segmentação dividem a

imagem em um conjunto de N regiões R = {Ωi;Ωi ⊂ Θ}i=1,2,...,N , que cobrem o domínio

(∪N
i=1Ωi = Θ) e são disjuntas (Ωi ∩Ω j = ∅,∀ i ̸= j). O método level set tradicional, inicial-

mente introduzido por Osher e Sethian (1988), obtém resultados de segmentação binária e é

baseado na teoria de evolução de curvas e superfícies desenvolvida por Sethian (1985) e na

equação de Hamilton-Jacobi. Considere uma frente ou curva fechada φ⃗ que se propaga devido a

um campo de velocidades (±F) perpendicular ao vetor unitário (⃗η), como na Figura 10, em que

a curva se expande para F > 0 e se contrai para F < 0.

Figura 10 – Frente ou curva fechada φ⃗ submetida a um campo de velocidades (±Fη⃗).
Fonte: Próprio autor.
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A idéia principal da técnica level set consiste em representar uma curva fechada

φ⃗(s, t) implicitamente como o nível zero de uma superfície de maior dimensionalidade, chamada

função level set ψ(x, t), a qual consiste de um conjunto de curvas de níveis que variam de um

nível inferior negativo até um nível superior positivo. Assim, no domíno contínuo, o movimento

de uma frente φ⃗ é consequência da evolução da superfície ψ , na qual φ⃗ está inserida em

conformidade com:

φ⃗(s, t) = {x|ψ(x, t) = 0}, (4.1)

em que s ∈ R2 representa as coordenadas da frente φ⃗ , t ∈ R+ é o tempo de evolução e x ∈ R2

representa as coordenadas da superfície ψ . A Figura 11 ilustra uma superfície de maior dimen-

sionalidade ψ(x, t), composta por níveis positivos e negativos, sendo que a curva φ⃗(s, t) está

inserida no nível zero (level set zero) e divide a imagem em duas regiões Ω1 = {x|ψ(x, t)> 0} e

Ω2 = {x|ψ(x, t)< 0}.

Figura 11 – Representação da superfície ψ(x, t) e da curva φ⃗(s, t).
Fonte: Próprio autor.

Desde que a curva é obtida pelo nível zero da função level set, mudanças topológicas

podem ocorrer naturalmente, isto é, a fim de delimitar as regiões de interesse, os segmentos da

curva podem se unirem ou se dividirem durante a evolução enquanto uma única função ψ(x, t)

permanece. Vale ressaltar que essa possibilidade não pode ser implementada de forma trivial por

uma representação explícita (MITICHE; AYED, 2010), utilizando, por exemplo, um algoritmo

de contorno ativo explícito. A Figura 12 (a) apresenta uma função level set em que a curva de

propagação (level set zero) é composta por dois elementos, os quais se unem fazendo com que

a curva passe a ter apenas um elemento, como a Figura 12 (b) mostra. Em ambas as situações

existe uma única função level set. Adicionalmente, uma vez que mudanças topológicas podem
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ocorrer, o método level set tem uma flexibilidade maior em relação a escolha da curva inicial,

podendo ser inicializado com uma curva contendo vários elementos ou apenas um elemento.

(a) (b)

Figura 12 – Frente ou curva de propagação, representada implicitamente no nível zero (level set
zero) da função level set, com: (a) dois elementos; e (b) com apenas um elemento.
Em ambas as situações tem-se apenas uma função level set e a curva divide a imagem
em duas regiões Ω1 = {x|ψ(x, t)> 0} e Ω2 = {x|ψ(x, t)< 0}.

Fonte: Próprio autor.

Para que ocorra a evolução, em cada ponto da função level set é aplicada uma força,

normal à curva, que gera um movimento de propagação na mesma direção. Esse movimento é

expresso como (SETHIAN, 1999)

Ft =
∂x
∂ t

η⃗ , (4.2)

em que o vetor normal η⃗ à superfície é dado por

η⃗ =
∇ψ

|∇ψ|
, (4.3)

sendo ∇ψ o gradiente espacial da função level set e o operador |∇ψ| representa a magnitude do

gradiente.

Sabendo que a curva é representada implicitamente como o nível zero da função

level set, pode-se derivar uma equação para evolução desta função aplicando a regra da cadeia na

expressão ψ(x, t) = 0. Portanto, tem-se que:
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∇ψ
∂x
∂ t

+
∂ψ

∂ t
= 0. (4.4)

A representação para evolução temporal da função level set pode ser obtida substi-

tuindo as Equações (4.2) e (4.3) na Equação (4.4) e é dada por (SETHIAN, 1999)

∂ψ

∂ t
+Ft |∇ψ|= 0. (4.5)

O processo de evolução no domínio discreto pode ser expresso como (SETHIAN,

1999)

ψ
n+1 = ψ

n −∆t
(
Ft |∇ψ

n|
)
, (4.6)

em que ψn é a função level set, ∆t é o passo de tempo e Ft é a função de evolução. Conven-

cionalmente, ψ0 é a transformada da distância sinalada (MITICHE; AYED, 2010) da frente

inicial φ⃗(s, t = 0), o que gera uma superfície cônica para uma frente inicial circular, como a da

Figura 11. Vale ressaltar que a cada iteração do processo, a curva de propagação pode ser obtida

como o nível zero da função level set.

A Figura 13 ilustra o processo de evolução na técnica level set, em que as setas

indicam a sequência ordenada do processo. A partir de uma curva inicial φ⃗(s,0) é obtida uma

superfície inicial ψ0, em que φ⃗(s,0) = {x|ψ0 = 0}. Segundo um modelo de propagação, esta

superfície evolui e em cada tempo n×∆t tem-se uma nova superfície ψn, sendo que o novo

estado da curva pode ser obtido pelo nível zero (level set zero) φ⃗(s,n×∆t) = {x|ψn = 0}.

A função de evolução Ft é composta por um termo de propagação F (velocidade

ou modelo de propagação) e um termo de regularização Fcurv derivado da curvatura de ψn e é

definida por (SETHIAN, 1999):

Ft = F +Fcurv. (4.7)

O termo Fcurv é dado como

Fcurv =−εK , (4.8)
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Figura 13 – Evolução da superfície ou função level set ψ . A partir de uma curva inicial φ⃗(s,0)
é obtida uma função level set inicial ψ0, a qual evolui, segundo um modelo de
propagação, gerando uma nova superfície ψn, em que o novo estado da curva pode
ser alcançado pelo nível zero (level set zero).

Fonte: Próprio autor.

em que ε ∈ R é uma constante de normalização e a curvatura de ψn é definida por

K = ∇
∇ψ

|∇ψ|
=

ψxxψ2
y −2ψxψyψxy +ψyyψ2

x√(
ψ2

x +ψ2
y
)3

. (4.9)

Os índices (x,y) e (xx,yy,xy) denotam as derivadas centrais de primeira e segunda

ordem de ψn, respectivamente.

Em algoritmos level set, o conjunto de regiões R pode ser alcançado a partir de

soluções de modelos variacionais (MUMFORD; SHAH, 1989), em que a energia de um sistema

dinâmico é minimizada de acordo com uma função custo ( fc). Com isso, para fins de conver-

gência da curva de propagação, a velocidade F = dφ⃗

dt deve minimizar uma função custo fc em

conformidade com a equação diferencial parcial:

dφ⃗

dt
=−∂ fc

∂ φ⃗
. (4.10)

Desde que o método level set tradicional apresenta resultados de segmentação binária,

a solução geral da Equação (4.10) é dada em (MITICHE; AYED, 2010) como:
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F = FΩ1 (⃗η)+FΩ2(−η⃗), (4.11)

em que FΩ1 e FΩ2 representam as componentes do modelo de propagação F e o sinal do vetor

normal (⃗η) indica o sentido destas componentes. Assim, sendo z′ e z′′ dois pixels da imagem, a

Figura 14 exemplifica um processo em que o pixel z′ é incluído para a região Ω1 (F > 0) e o

pixel z′′ é incluído para a região Ω2 (F < 0).

Figura 14 – Exemplo da propagação da curva com base na velocidade F .
Fonte: Próprio autor.

A implementação numérica da Equação (4.6) é dada por (SETHIAN, 1999)

ψ
n+1 = ψ

n −∆t
[

max(F,0)∆++min(F,0)∆−+εK
∣∣∇ψ

n∣∣], (4.12)

sendo ∆+ e ∆− calculados a partir dos operadores de derivadas à direita e à esquerda de ψn. Sendo

x = (i, j) um par de coordenadas de ψn, os operadores D+x
i j e D−x

i j indicam, respectivamente,

as derivadas à direita e à esquerda em relação ao eixo horizontal e são calculados segundo as

expressões:

D+x
i j = ψ

n
i+1, j −ψ

n
i, j (4.13)

e

D−x
i j = ψ

n
i, j −ψ

n
i−1, j. (4.14)
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De forma semelhante, os operadores D+y
i j e D−y

i j denotam, respectivamente, as

derivadas à direita e à esquerda em relação ao eixo vertical e são dados por

D+y
i j = ψ

n
i, j+1 −ψ

n
i, j (4.15)

e

D−y
i j = ψ

n
i, j −ψ

n
i, j−1. (4.16)

Finalmente, ∆+ e ∆− da Equação (4.12) são definidos por

∆
+ = (max(D−x

i j ,0)
2 +min(D+x

i j ,0)
2 +max(D−y

i j ,0)
2 +min(D+y

i j ,0)
2)1/2 (4.17)

e

∆
− = (max(D+x

i j ,0)
2 +min(D−x

i j ,0)
2 +max(D+y

i j ,0)
2 +min(D−y

i j ,0)
2)1/2. (4.18)

A proposta tradicional do método level set apresenta um alto custo computacional.

Li et al. (2005), Shi e Karl (2005), Bresson et al. (2007), Lellmann e Schnorr (2011), Chambolle

et al. (2012) apresentaram implementações rápidas do método level set que fornecem resultados

rápidos de segmentação binária. Zhu et al. (2007) introduziram um método level set binário,

que reduz de forma significativa o custo computacional, adotando um filtro Gaussiano para

regularizar a função level set ψn. A evolução da função level set em Zhu et al. (2007) é dada por

ψ
n+1 = Gσ ∗

(
ψ

n +∆t ·F ·δε(ψ
k)
)
, (4.19)

em que Gσ é um kernel Gaussiano 2-D com média zero e desvio padrão σ e (∗) denota a

operação de convolução. O termo F é definido na Equação (4.11) e δε é uma aproximação

da função Delta de Dirac. Esta função é dada como δε(z) = ε(π(ε2 + z2))−1 e ε ∈ R+ é uma

constante de regularização (ZHANG et al., 2010). Vale ressaltar que essas técnicas rápidas

mencionadas requerem parâmetros empíricos para tratar a regularização da função level set e,

consequentemente, da curva por meio de filtragem passa-baixa.

Em (ADALSTEINSSON; SETHIAN, 1995), um método level set implementado em

uma banda estreita (narrow band level set) foi proposto para reduzir o tempo computacional
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envolvido no algoritmo level set tradicional. A ideia central era construir um tubo adaptativo ao

redor do nível zero da função level set, isto é, uma banda estreita (narrow band) na vizinhança

da curva de propagação, e realizar a atualização dos dados apenas nessa banda estreita, o que

reduzia o tempo computacional. Nesta tese é proposta uma implementação em banda estreita

(narrow-band) baseada em (ADALSTEINSSON; SETHIAN, 1995) de um método de level set

que utiliza um filtro não paramétrico para regularização da função level set, a qual é apresentada

a seguir.

4.2 Algoritmo Level Set com Filtro da Mediana e Implementado em uma Banda Estreita

(Narrow-band)

Como mencionado anteriormente, o método level set tradicional tem um custo

computacional expressivo. Isso se deve principalmente ao cômputo da curvatura, Equação (4.9),

para fins de regularização da função ψn que envolve o cálculo de derivadas de primeira e segunda

ordem.

Caselles et al. (2000) mostraram que o processo de iteração do filtro da mediana

é equivalente a resolver a equação diferencial parcial geométrica (CASELLES et al., 2000)

f (ψ) = K |∇ψ|, em que a curvatura K é dada pela Equação (4.9) e |∇ψ| é a magnitude do

gradiente. Com base nesse estudo de Caselles et al. (2000), foi introduzido um método level set

rápido, que utiliza o filtro não paramétrico da mediana para regularização ao invés da curvatura.

Além disso, este método level set rápido aplica operações morfológicas de dilatação e erosão

para realizar a evolução da curva, ao invés de usar derivadas numéricas. Assim, o método evolui

de acordo com a equação

ψ
k+1
r̄ = ψ

k +∆t ×
(

max(F,0) · (ψk ⊕E) −min(F,0) · (ψk ⊖E)
)
, (4.20)

em que ψr̄ indica a função level set não regularizada, ∆t é o passo de tempo e F é o modelo de

propagação. Os símbolos ⊕ e ⊖ representam os operadores morfológicos de ditalação e erosão,

respectivamente, com um elemento estruturante E em forma de disco. Desde que valores altos

causam um borramento excessivo da curva φ⃗ , nesta tese um disco de raio 1 foi utilizado.

Finalmente, a regularização da função level set em cada iteração é dada por

ψ
k+1 = MedFilt

[
ψ

k+1
r̄

]
, (4.21)
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em que o operador MedFilt [·] denota uma filtragem mediana. Como na regularização clássica

por curvatura, que é computada em uma vizinhança com 4 conexões utilizando derivadas verticais

e horizontais, o filtro da mediana pode ser executado com conectividade 4, o que reduz o custo

computacional e melhora a detecção de pontos de alta curvatura. Por outro lado, tem-se uma

regularização mais eficiente com um filtro da mediana com conectividade 8.

Assim, na proposta do método level set com o filtro da mediana e implementado em

uma banda estreita (narrow-band), o filtro da mediana é aplicado apenas na região da banda para

a regularização da curva. Da mesma forma, o modelo de propagação F somente é atualizado

dentro da banda estreita. A Figura 15 exibe uma banda estreita, que possui uma largura definida

pelo usuário WBE , em torno da curva de propagação. Este parâmetro corresponde à largura, em

pixels, da curva até cada limite da banda estreita. Com base na proposta de Sethian (1999), foi

utilizado WBE = 3 e quando a curva toca a borda da banda estreita, o cálculo é interrompido e o

algoritmo constrói uma nova banda estreita com a curva no centro.

Figura 15 – Exemplo de uma banda estreita (em branco) em torno da curva de propagação (em
vermelho).

Fonte: Próprio autor.

4.3 Modelos para Evolução do Level Set

4.3.1 Modelos de Verossimilhança - Gaussiana, G0
I e G0

A

A segmentação da imagem pode ser definida como uma estimação Bayesiana, em

que uma divisão da imagem é alcançada por maximização de verossimilhança. Maximizar L é

equivalente a minimizar − log(L ). Mitiche e Ayed (2010) abordaram a segmentação binária de

imagens utilizando estimação Bayesiana como

L (R|Θ,P) =
2

∑
i=1

∫
Ωi

− logP(Θ|Ωi)dx, (4.22)
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em que os índices 1 e 2 representam as regiões interna (Ω1) e externa (Ω2) da imagem, respec-

tivamente. R e Θ foram definidos previamente na Seção 4.1. Então, para fc = L (R|Θ,P), o

problema de minimização da Eq. (4.10) determina uma divisão da imagem que maximiza as

funções densidade de probabilidade ou funções de verossimilhança, dada a distribuição estatística

utilizada para modelar as regiões.

Portanto, o modelo de verossimilhança para propagação da frente é definido como

dφ⃗

dt
=−∂L (R|Θ,P)

∂ φ⃗
= log

(
P(Θ|Ω1)

P(Θ|Ω2)

)
η⃗ . (4.23)

De acordo com a Equação (4.11), o modelo de propagação para a distribuição

Gaussiana ou Normal é (MITICHE; AYED, 2010)

F = log fN (z0; µ1,σ
2
1 )⃗η − log fN (z0; µ2,σ

2
2 )⃗η , (4.24)

em que os parâmetros µi(i = 1,2) e σ2
i (i = 1,2) indicam a média e a variância de uma região

Ωi(i = 1,2).

Os modelos de verossimilhança para as distribuições G0
I e G0

A são dadas, respectiva-

mete, por (AYED et al., 2005; MARQUES et al., 2012)

F = log fG0
I
(z0;α1,γ1,L)⃗η − log fG0

I
(z0;α2,γ2,L)⃗η (4.25)

e

F = log fG0
A
(z0;α1,γ1,L)⃗η − log fG0

A
(z0;α2,γ2,L)⃗η , (4.26)

em que, como visto no Capítulo 3, αi(i = 1,2) e γi(i = 1,2) representam, respectivamante, os

parâmetros de rugosidade e escala e L é o número de visadas (looks) da imagem. Nesta tese, o

método dos momentos (MARQUES et al., 2012) é aplicado, em cada iteração, para estimar os

parâmetros de rugosidade e escala de cada região e o número de looks é conhecido (fornecido

pelo sensor gerador da imagem) e considerado constante para todos os pixels da imagem.
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4.3.2 Modelo Proposto Baseado no Método de Otsu

4.3.2.1 Método de Limiarização de Otsu

Em algoritmos de segmentação binária baseados em limiarização o resultado de

segmentação é obtido por

Is(x,y) =

1 se I(x,y)> T

0 se I(x,y)≤ T
, (4.27)

em que o limiar T separa uma imagem em nível de cinza I(x,y) em duas regiões e Is(x,y) é o

resultado de segmentação ou binarização.

O método de limiarização proposto por Otsu (1979) obtém um valor de limiar

ótimo que minimiza a variância intra classes ou maximiza a variância entre classes, medidas

bem conhecidas utilizadas na análise estatística discriminante. Além deste componente ótimo,

o método de Otsu tem a importante característica de se basear completamente em cálculos

realizados no histograma da imagem, um arranjo de uma dimensão (GONZALEZ; WOODS,

2002).

A variância ponderada intra classes (ou regiões) é dada por

σ
2
IC(T ) = w1(T )σ2

1 (T )+w2(T )σ2
2 (T ), (4.28)

em que w1(T ) e w2(T ) representam as probabilidades de um pixel ser atribuído à região 1

(I(x,y)> T ) ou 2 (I(x,y)≤ T ), respectivamente, utilizando um limiar T e σ2
1 (T ) e σ2

2 (T ) são as

respectivas variâncias destas regiões segmentadas.

Com base na Equação (4.28), o algoritmo de Otsu atinge o resultado da segmentação

ao minimizar o valor da variância ponderada intra classe (σ2
IC(T )). Assim, um limiar T que

realiza a melhor separação entre as classes em termos de valores de intensidade é considerado o

limiar ótimo, Tótimo, que é obtido por

σ
2
IC(Tótimo) = min

0≤T<256
σ

2
IC(T ). (4.29)

4.3.2.2 Modelo de Propagação Proposto

Inspirado no método de limiarização de Otsu (OTSU, 1979), a seguinte função custo

é proposta para conduzir a propagação da curva no método level set:
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Fotsu = wΩ1σ
2
Ω1

+wΩ2σ
2
Ω2

= ∑
i={1,2}

wΩiσ
2
Ωi
, (4.30)

em que Ω1 e Ω2 denotam as regiões interna e externa à frente de propagação φ⃗ , respectivamente,

wΩi =
∫

Ωi
dx denota a área de Ωi e σ2

Ωi
é a variância da intensidade dos pixels na região Ωi.

A variância pode ser definida como (MITICHE; AYED, 2010):

σ
2
Ωi

=

∫
Ωi
(I(x)−µΩi)

2dx∫
Ωi

dx
, (4.31)

em que I(x) é a imagem em níveis de cinza normalizada no intervalo [0,1] e µΩi =
∫

Ωi
I(x)dx/

∫
Ωi

dx

é a intensidade média dos pixel na região Ωi.

Desde que o denominador na Equação (4.31) é a área de cada região Ωi(i = 1,2), a

Equação (4.30) pode ser reescrita como:

Fotsu =
∫

Ω1

(I(x)−µΩ1)
2dx+

∫
Ω2

(I(x)−µΩ2)
2dx. (4.32)

Assim, o modelo de propagação baseado no algoritmo de Otsu, Fotsu =
dφ⃗

dt , deve

minimizar a função custo Fotsu em conformidade com a Equação (4.10):

dφ⃗

dt
=−∂Fotsu

∂ φ⃗
=−

[
∑

i=1,2

∂

∂ φ⃗

∫
Ωi

(I(x)−µΩi)
2dx

]
=−

[
(I(x)−µΩ1)

2 +(I(x)−µΩ2)
2]

η⃗ , (4.33)

em que η⃗ é o vetor unitário normal à curva.

4.3.3 Modelo Proposto Baseado em uma Série Infinita de Momentos Estatísticos

A função custo baseada no método de Otsu, apresentada na Seção 4.3.2, inclui

o momento central de segunda ordem. Portanto, o modelo de propagação obtido a partir da

minimização desta função custo incorpora informação estatística da imagem independente da

distribuíção estatística atribuída aos dados. A fim de obter mais informações estatísticas da

imagem para realizar a segmentação, a seguinte generalização da função custo da Equação (4.30),

com a inclusão de uma série infinita de momentos estatísticos (COOK et al., 1994; CHANG et

al., 2008), é proposta:
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Fgen = ∑
i={1,2}

wΩi

∞

∑
r=1

krmi,r, (4.34)

em que mi,r indicam os r-th momentos centrais da região Ωi e kr corresponde ao peso do seu

respectivo momento na soma final.

Os momentos podem ser definidos como

mi,r =

∫
Ωi
(I(x)−µΩi)

rdx∫
Ωi

dx
. (4.35)

O modelo de propagação proposto Fgen =
dφ⃗

dt deve minimizar a função custo Fgen

de acordo com a Equação (4.10) e é calculado como

dφ⃗

dt
=−

∂Fgen

∂ φ⃗
=− ∂

∂ φ⃗

(
∑

i={1,2}
wΩi

∞

∑
r=1

krmi,r

)
,

=− ∑
i={1,2}

∞

∑
r=1

∂

∂ φ⃗

∫
Ωi

kr(I(x)−µΩi)
rdx,

=− ∑
i={1,2}

∞

∑
r=1

[kr(I(x)−µΩi)
r]η . (4.36)

Utilizando a identidade ln [1/(1− x)] = ∑
∞
r=1 xr/r, x ∈ (−1,1) e fazendo kr = 1/r

na Equação (4.36), o modelo de propagação proposto é definido como

dφ⃗

dt
=− ∑

i={1,2}
ln [1/(µΩi − I(x)+1)]η . (4.37)

4.4 Conclusão do Capítulo

Neste capítulo, inicialmente foi apresentado o método level set tradicional que

obtém resultados satisfatórios em segmentação de imagens. Desde que a formulação tradicional

tem um custo computacional alto, neste capítulo, foi proposta uma implementação em banda

estreita (narrow-band) de um método rápido de level set que utiliza o filtro da mediana para

regularização da curva. Além disso, foram propostos dois modelos de propagação, os quais

utilizam informações estatísticas da imagem independente do modelo estatístico atribuído aos

dados, e foram apresentados modelos de verossimilhança para propagação da curva. Como
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na abordagem tradicional, o algoritmo level set com o filtro da mediana e implementado em

uma banda estreita gera resultados de segmentação binária. Assim, no próximo capítulo, são

apresentadas implementações hierárquicas do método level set em banda estreita proposto a fim

de segmentar imagens com várias regiões.
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5 SEGMENTAÇÃO HIERÁRQUICA DE IMAGENS

O Capítulo 4 apresentou a formulação do método level set tradicional e uma proposta

de level set rápido, o qual é implementado em uma banda estreita e que utiliza o filtro da

mediana para regularização da curva. Essa abordagem evita a solução tradicional por equações

diferenciais, regularização por curvatura e atualização dos dados em toda a imagem. Além

disso, modelos de propagação de curvas foram apresentados e propostos. Neste capítulo são

apresentadas implementações hierárquicas, com base nas pesquisas de Jeon et al. (2005) e Ni et

al. (2009), do método level set binário proposto para segmentação de núcleos em imagens do

exame de Papanicolau e segmentação de imagens SAR, que requerem algoritmos de segmentação

multi-regiões.

5.1 Level Set Hierárquico para Segmentação de Núcleos de Células Cervicais

A aborgagem hierárquica para segmentação de núcleos segue o esquema apresentado

na Figura 16. Inicialmente, a imagem de entrada, isto é, uma imagem com células cervicais é

dividida em duas regiões aplicando o método level set binário, proposto na Seção 4.2. A região

interna à curva de propagação corresponde ao foreground (massas celulares) e a região externa

à curva corresponde ao background (ou fundo da imagem). Essas regiões são, recursivamente,

divididas em novas regiões, as quais são novamente entradas para o level set binário. Adicional-

mente, foram realizados testes de hipótese estatística de Kolmogorov-Smirnov com dados das

regiões do núcleo, citoplasma e background de imagens do exame de Papanicolau considerando

as distribuições Gaussiana, Weibull e Gama, e as regiões da imagem se ajustaram melhor a uma

distribuição Gaussiana. Assim, para este tipo de imagem, o método level set binário utiliza a

função de verossimilhança com a distribuição Gaussiana, Equação (4.24), para a propagação da

curva em cada passo do processo hierárquico. Essa abordagem hierárquica utiliza informações

de um algoritmo de detecção de grupos multiescala, o qual é apresentado na seção seguinte, no

critério de parada e para iniciar o level set em banda estreita.

5.1.1 Algoritmo para Detecção de Grupos

Inspirado por Sita e Ramakrishnan (2000) e Paula Jr. et al. (2012), neste trabalho

empregamos um algoritmo que estima o número de agrupamentos de pixels de uma imagem e

seus centróides com base no número de picos no histograma original da imagem, para incorporá-
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Imagem de entrada

O número de grupos 

é maior que 1?

Para cada nova região

. . .

Todas as regiões com 

apenas 1 grupo

(saída não usada)

Detector de grupos

Level set binário em

banda estreita

Extração de 

características

. . .

Existe algum

núcleo?
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Exemplo de divisão 

hierárquica
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Segmentação da 

massa celular

Cada segmento da massa celular é dividido recursivamente

Duas novas regiões

Finaliza divisões na atual região

Resultado final da 
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Todos os núcleos
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cada segmento da 
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Refinamento

Figura 16 – Fluxograma do algoritmo hierárquico proposto.
Fonte: Próprio autor.

lo à abordagem hierárquica proposta. A Figura 17 exibe os passos deste método de detecção de

grupos.

Primeiramente, o algoritmo realiza uma filtragem passa-baixa, com o filtro Gaussiano,

no histograma da imagem original e, em seguida, decompõe o histograma suavizado (W0)

(Figura 17 (a)) e correlaciona W0 com W1 (Figura 17 (b)), que é o primeiro nível de coeficientes

de detalhes da wavelet à trous (STARCK et al., 1998). O sinal de correlação (corr0) (Figura 17

(c)) é obtido do produto entre W0 e W1 (PAULA JR. et al., 2012). O algoritmo compara o sinal de

correlação com a magnitude do primeiro nível de coeficientes de detalhes da wavelet e mapeia os

pontos que satisfazem a condição corr0 > |W1| (PAULA JR. et al., 2012) no histograma filtrado.

A Figura 17 (d) apresenta pontos (marcados com asteriscos) no histograma suavizado, os quais

representam os grupos que suportam a estimativa dos centróides. Por fim, os centróides são

estimados no histograma original adotando o máximo local de cada grupo. A Figura 17 (e)

ilustra os centróides.

Como exposto em (GONZALEZ; WOODS, 2002), o comprimento do filtro gaussiano

1-D é definido como L = 6σ , em que σ é o desvio padrão. Sabendo que quanto maior o valor de

σ menor o número de grupos, inicialmente, é definido σ = 1 e depois o valor desta variável σ é
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(a) (b)

(c) (d)

(e)

Figura 17 – Procedimento de detecção de grupos: a) o histograma da imagem suavizada (W0);
b) primeiro nível de coeficientes de detalhes da wavelet à trous (W1); c) sinal de
correlação (corr0); d) grupos detectados indicados por (∗); e e) histograma da
imagem original com indicação dos centróides dos grupos (◦).

Fonte: Próprio autor.

incrementado automaticamente, com passo 1, até o algoritmo alcançar apenas os dois principais

grupos, cujos centróides são utilizados como entrada para o método level set em banda estreita.

Essa estratégia garante que o nosso algoritmo para segmentação de núcleos de células cervicais

sempre convirja para o mesmo resultado.

5.1.2 Implementação Hierárquica

O algoritmo level set rápido implementado em banda estreita, descrito na Seção 4.2,

requer uma superfície ou função level set inicial. Esta iniciação consiste em uma imagem, com

as mesmas dimensões da imagem a ser segmentada, composta de duas regiões (background e

foreground), em que o limite entre as regiões representa a curva de propagação. Nesta tese, a

superfície inicial é obtida aplicando uma técnica de limiarização na imagem em níveis de cinza,

como a Figura 18 (a) mostra. A Figura 18 (b) exibe o valor do limiar que é o ponto médio entre

os centróides dos dois grupos detectados. A Figura 18 (c) mostra a superfície inicial que é a

imagem de saída da técnica de limiarização. Esta superfície, que está próxima do resultado final

da segmentação, conduz o algoritmo level set a convergir em poucas iterações.

Para obter os núcleos nas imagens com células cervicais, ou seja, para realizar uma

segmentação multi-região, é introduzida uma implementação hierárquica baseada no level set
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(a) Imagem com célula
cervical.

(b) Limiar e os dois centróides detectados (marca-
dos com ◦).

(c) Superfície inicial.

Figura 18 – Obtenção da superfície inicial por limiarização da imagem.
Fonte: Próprio autor.

binário, que utiliza o filtro da mediana e implementado em banda estreita. Primeiramente, as

regiões de foreground (massa celular) e background são obtidas segmentando a imagem inteira.

Os segmentos da massa celular são, individualmente, considerados como novas regiões e, depois,

divididos em novas regiões, recursivamente. Mais especificamente, para cada segmento de massa

celular, uma caixa delimitadora (bounding box) é obtida como o retângulo mínimo que contém o

segmento e, em seguida, essa região é, recursivamente, dividida em novas regiões. Vale ressaltar

que o algoritmo de detecção de grupos, incluído nesta implementação proposta, promove a

divisão hierárquica. Assim, a implementação hierárquica proposta realiza uma nova divisão

apenas se a região atual apresenta dois ou mais grupos e o processo hierárquico é finalizado

quando todas as regiões não puderem ser mais divididas.

Embora o objetivo principal desta implementação hierárquica seja identificar os

núcleos das células cervicais, os segmentos da massa celular e o background também podem ser

obtidos durante o processo hierárquico. Portanto, para identificar os núcleos, em cada passo do

processo hierárquico, são calculadas características de cada segmento das novas regiões, como

tamanho (Sn), circularidade (Cn), relação entre o menor e maior eixo (ARn), média dos níveis

de cinza (µn) e a diferença entre a média dos níveis de cinza e a média dos níveis de cinza da

vizinhança do segmento (Dn), desde que as regiões dos núcleos são menores, mais escuras e

circulares quando comparadas com as regiões do citoplasma e background (ou fundo da imagem)

(GENÇTAV et al., 2012).

Para atribuir um segmento como núcleo, as características calculadas devem estar

em determinados intervalos. Como as imagens de diferentes bancos de dados têm resoluções

diferentes, usamos os valores mínimo e máximo em µm (16,26 < Sn < 551,96) (WESOŁA

et al., 2014). Assim, dada a resolução da imagem (µm/pixels), os valores correspondentes

em pixels são obtidos. A característica µn deve ser menor que um valor máximo (µn < 200)

(MAT-ISA et al., 2008) e Dn maior que um valor mínimo de diferença (Dn > 35), que foi
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obtido empiricamente. Variando de 0 a 100, com passo incremental igual a 5, um maior número

de núcleos detectados corretamente foi alcançado com um valor mínimo igual a 35. Para

ignorar estruturas lineares, a circularidade deve ser maior que um valor mínimo (Cn > 0,2)

(RAGHAVAN; RAO, 2015) e a relação entre o menor e o maior eixo deve ser maior que um

valor mínimo (ARn > 0,3), em que este valor mínimo foi obtido empiricamente. Variando de 0,1

a 1, com um passo incremental igual a 0,1, um maior número de núcleos falsos foi eliminado

com o valor mínimo 0,3. Adicionalmente, foi calculada a relação entre o núcleo e sua massa

citoplasmática (ou massa celular) (Rn), em que um segmento de núcleo deve ter (Rn < 0,77), de

acordo com Wesoła et al. (2014). A fim de refinar os resultados da segmentação, cada núcleo

identificado é considerado uma nova região e, caso apresente dois ou mais grupos, uma nova

divisão é realizada. Uma das novas regiões obtidas também pode ser identificada como núcleo.

Neste caso, como a Figura 19 ilustra, a região com maior circularidade é considerada como

núcleo.

(a) (b)

Figura 19 – Refinamento de um objeto identificado como núcleo: (a) primeiro núcleo identifi-
cado; e (b) segundo núcleo identificado, obtido a partir da divisão do núcleo em (a),
com maior circularidade, o qual é considerado no resultado final da segmentação.

Fonte: Próprio autor.

5.2 Implementações Hierárquicas de Level Set para Segmentação de Imagens SAR

A seguir são apresentadas propostas de implementações hierárquicas, que utilizam o

algoritmo level set rápido binário proposto, a fim de obter segmentação multi-regiões em imagens

SAR. Inicialmente é apresentada uma implementação com os modelos de verossimilhança para

as distribuições G0
I e G0

A (Seção 4.3.1) e depois uma implementação hierárquica com os modelos

propostos baseados no método de Otsu (Seção 4.3.2) e em uma série infinita de momentos

estatísticos (Seção 4.3.3).
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5.2.1 Com Modelos de Verossimilhança Baseados em G0
I e G0

A

Inspirado por Jeon et al. (2005), o algoritmo hierárquico para segmentação de

imagens SAR, modeladas com as distribuições G0
I e G0

A, divide o dado de entrada em duas outras

novas regiões, as quais são recursivamente divididas em duas novas regiões aplicando o método

level set binário. Os modelos de verossimilhança das Equações (4.25) e (4.26) foram utilizados

para realizar a segmentação das imagens SAR em intensidade e amplitude, respectivamente.

Nascimento et al. (2010) reportaram nesse trabalho que a distância estocástica

aritmética-geométrica (dAG) apresenta um bom desempenho na medição de contraste em imagens

SAR. Portanto, a distância aritmética-geométrica (NASCIMENTO et al., 2010) é utilizada para

quantificar o contraste entre amostras das regiões a fim de verificar a necessidade ou não de uma

nova divisão no processo hierárquico. Para isso, tem-se que o máximo contraste de uma região

Ωm é definido como

Cm = maxdAG(Zi,Z j);1 < i, j < N, i ̸= j, (5.1)

em que Zi e Z j são duas variáveis aleatórias (amostras de Ωm), seguindo a distribuição G0
I ou G0

A,

com parâmetros (α̂, γ̂) e dAG(Zi,Z j) denota a distância estocástica aritmética-geométrica entre

as duas amostras de pixels. Essas amostras são coletadas em uma grade de N células, como a

Figura 20 mostra. Os limites da grade são definidos de acordo com o resultado da segmentação

anterior, e o tamanho dos quadrados, ou seja, o tamanho das amostras, pode ser definido de

acordo com as dimensões do objeto a ser segmentado. Nesta tese, foram utilizados quadrados de

30×30 pixels.

Cada passo de segmentação m gera regiões de foreground e background, que são

entradas para os próximos passos. Porém, o algoritmo level set binário só é executado se Cm for

maior que o limite de decisão C0 ×Th, em que o contraste máximo da imagem C0 é calculado

antes da primeira etapa de segmentação (m = 0) com a grade sobre toda a imagem. Aqui, foi

adotado um Th = 10−2, em que este valor foi obtido empiricamente.

O processo hierárquico é finalizado quando todas as regiões não puderem ser mais

divididas ou se um número máximo de regiões é alcançado. Nesta tese, essa implementação

hierárquica, a qual utiliza o método level set rápido proposto implementado em banda estreita

(Hierarchical Median Narrow Band Level Set, HMNB) com os modelos de verossimilhança para

G0
I e G0

A e aplicada na imagem SAR original, é nomeada como HMNBver.



65

𝑪𝒎 > 𝑪𝟎 × 𝑻𝒉?
NÃO

SIM

Resultado final da 

segmentação

Imagem SAR

Level set binário em

banda estreita

Calcula 𝑪𝒎
𝑪𝒎 = 𝐦𝐚𝐱𝒅𝑨𝑮 𝒁𝒊, 𝒁𝒋 ;

𝟏 < 𝒊, 𝒋 < 𝑵, 𝒊 ≠ 𝒋

Cria grade

Calcula 𝑪𝟎
(m = 0)

Cria grade

As duas novas regiões são 

entradas para os próximos passos

m = 1 m = 2m = 0

Região inicial (m = 0) e regiões de background e foreground obtidas nos passos m = 1 e m = 2.  

Figura 20 – Fluxograma do algoritmo hierárquico proposto, com os modelos de verossimilhança
baseados em G0

I ou G0
A, para segmentação de imagem SAR.

Fonte: Próprio autor.

5.2.2 Com os Modelos Propostos Baseados no Otsu e em uma Série Infinita de Momentos

Estatísticos

Como mencionado no Capítulo 3, Seção 3.3, os parâmetros de rugosidade (α) e

escala (γ) das distribuições G0
I e G0

A podem caracterizar os dados SAR com diferentes padrões de

retroespalhamento (GAMBINI et al., 2008). Entre as abordagens estatísticas para segmentação de

imagens SAR, Rodrigues et al. (2016) e Nobre et al. (2016) introduziram abordagens inovadoras

que convertem os dados com speckle em mapas estatísticos, que beneficia o processamento

da imagem. Rodrigues et al. (2016) propuseram um método de segmentação que utiliza uma

matriz (ou mapa) de rugosidade, Mα , que consiste em uma matriz com um valor correspondente

de α para cada pixel da imagem. Assim, Rodrigues et al. (2016) empregaram um método de

segmentação que utiliza o mapa de rugosidade ou seu histograma ao invés da imagem SAR

original com ruído speckle. Seguindo uma ideia similar, Nobre et al. (2016) introduziram mapas

de entropia de Rényi (MoRE), em que estes mapas incluem informações de rugosidade e escala.

Embora técnicas de segmentação clássicas, como a limiarização, tenham alcançado

resultados satisfatórios nos mapas Mα e MoRE, o uso de algoritmos de segmentação mais
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eficientes, que requerem o conhecimento prévio da distribuição estatística, é limitado visto

que distribuições que se ajustem aos dados desses mapas ainda estão sendo estudadas. Como

mencionado na Seção 4.3.3, os modelos de propagação propostos, baseados em Otsu e em

uma série infinita de momentos, incorporam informação estatística da imagem independente da

distribuíção estatística atribuída aos dados. Portanto, como esses modelos de propagação podem

ser utilizados na segmentação de imagens sem um conhecimento prévio da distribuição estatística

atribuída aos dados, é proposto o uso do método level set com estes modelos de propagação para

segmentação dos mapas Mα e MoRE. Nesta tese, assim como em (RODRIGUES et al., 2016), o

método de log-cumulantes foi utilizado para obter a matriz de rugosidade e, como em (NOBRE

et al., 2016), o método dos momentos foi utilizado para estimar os parâmetros α e γ para, depois,

calcular o mapa da entropia de Rényi de ordem 4, como em (NOBRE et al., 2016). Ambos os

métodos de estimação utilizaram uma janela 5×5, centrada em cada pixel.

Como visto no Capítulo 4, os histogramas desses mapas estatísticos indicam, cla-

ramente, o número de grupos ou regiões da imagem, o que não é observado no histograma da

imagem SAR original. Assim, o algoritmo de detecção de grupos, apresentado na Seção 5.1.1, é

utilizado para obter o número de regiões em cada passo do processo hierárquico, em que uma

nova divisão só é realizada se dois ou mais grupos forem detectados. Para isso, o algoritmo

detector de grupos é aplicado nos mapas estatísticos, Mα ou MoRE, normalizados no intervalo

[0,255]. As Figuras 21 (a) e (c) apresentam, respectivamente, os mapas estatísticos, Mα e MoRE,

de uma imagem SAR sintética com 3 regiões, simulada com a distribuição G0
A, com parâmetros

α ∈ {−4,5;−5;−6}, γ ∈ {0,005;0,2;1} e 1 look. As Figuras 21 (b) e (d) ilustram os grupos

detectados nos respectivos histogramas.

Na implementação hierárquica, a entrada é uma imagem ou mapa, neste caso Mα

ou MoRE, normalizada no intervalo [0,1]. Assim a entrada é inicialmente segmentada em duas

novas regiões, as quais são divididas recursivamente até o número de grupos de todas as regiões

no processo ser igual a 1, ou seja, quando não for mais possível realizar divisões. Além disso, o

processo hierárquico também pode ser finalizado quando uma quantidade máxima de regiões é

alcançada. A Figura 22 exibe o fluxograma dessa implementação hierárquica proposta, a qual

utiliza o método level set rápido proposto implementado em banda estreita (Hierarchical Median

Narrow Band Level Set, HMNB). Nesta tese, quando executada com o modelo de propagação

baseado em uma série infinita de momentos estatísticos e aplicada no mapa Mα , essa metodologia

de segmentação é nomeada como HMNBα . Da mesma forma, quando aplicada no mapa MoRE,
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(a) (b)

(c) (d)

Figura 21 – Mapas estatísticos, Mα (a) e MoRE (c), de uma imagem SAR sintética com 3 regiões,
gerada usando a distribuição G0

A, α ∈ {−4,5;−5;−6}, γ ∈ {0,005;0,2;1} e 1 look.
(b) - (d) são os histogramas dos mapas Mα e MoRE, respectivamente.

Fonte: Próprio autor.

O número de grupos 

é maior que 1?

Detector de grupos

NÃO

SIM

O processo de divisão é finalizado

quando todas as regiões apresentam

apenas 1 grupo

Resultado final da 

segmentação

As duas novas regiões 

obtidas são divididas 

novamente 

Imagem SAR

𝑴𝜶 𝐨𝐮𝑴𝒐𝑹𝑬

Level set binário em

banda estreita

Figura 22 – Fluxograma do algoritmo hierárquico proposto, com os modelos de propagação
propostos baseados no Otsu e em uma série infinita de momentos estatísticos, para
segmentação de imagem SAR.

Fonte: Próprio autor.

a metodologia de segmentação é nomeada como HMNBE . Já a implementação hierárquica do

level set rápido proposto com o modelo de propagação baseado no Otsu (Hierarchical Otsu

Narrow Band Level Set, HONB) quando aplicada no mapa Mα é mencionada como HONBα .

Similarmente, quando aplicada no mapa MoRE é mencionada como HONBE .
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5.3 Conclusão do Capítulo

Neste capítulo foi proposta uma implementação hierárquica baseada no método

level set binário, proposto no Capítulo 4, para segmentação de núcleos de células cervicais,

tanto em imagens com apenas uma célula como em imagens com várias células. Também

foi apresentado um método de detecção de grupos, o qual é utilizado para iniciar o level set

binário nesta abordagem de segmentação e para verificar a necessidade ou não de uma nova

divisão no processo hierárquico. Além disso, foram propostas implementações hierárquicas para

segmentação de imagens SAR, em que uma delas aplica o método level set rápido, com o modelo

de verossimilhança com a distribuição G0
I ou G0

A, diretamente na imagem SAR original e a outra

aplica o método level set rápido, com os modelos de propagação propostos baseados no Otsu e

em uma série infinita de momentos, nos mapas estatísticos Mα e MoRE.

No próximo capítulo são apresentados os resultados experimentais realizados nesta

tese, além de uma análise comparativa dos resultados de segmentação das abordagens hierár-

quicas propostas e outros algoritmos encontrados na literatura para segmentação de núcleos de

células cervicais e imagens SAR.
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6 EXPERIMENTOS, RESULTADOS E DISCUSSÕES

Neste capítulo são apresentados os resultados experimentais em imagens de citologia

cervical e em imagens SAR obtidos pelas abordagens de segmentação propostas no Capítulo 5.

Inicialmente são apresentados os experimentos nas imagens de citologia cervical e em seguida

os experimentos nas imagens SAR. Todos os experimentos foram realizados em um processador

Intel Core i5 com 3,2 GHz e 8 GB RAM, usando Matlab.

6.1 Experimentos nas Imagens com Células Cervicais

Para avaliação de desempenho do algoritmo level set hierárquico proposto para

segmentação de núcleos de células cervicais, nomeado por HMNB (Hierarchical Median Narrow

Band Level Set), foram realizados experimentos de segmentação em três bancos de dados de

imagens, que possuem a verdade terrestre das imagens. O primeiro banco de dados tem 16

imagens EDF (Extended Depth of Field) (LU et al., 2015), com dimensões 1024×1024 pixels,

e compreende 645 células cervicais. O segundo é um banco de dados, disponibilizado em um

desafio de segmentação de células cervicais promovido pelo IEEE International Symposium on

Biomedical Imaging (ISBI) 2014 (BRADLEY et al., 2014), com imagens sintéticas de citologia

cervical (512×512 pixels). Este banco de dados contém 45 imagens para treino e 900 imagens

para teste. O terceiro é o banco de dados Herlev (JANTZEN; DOUNIAS, 2006) que contém 917

imagens, com apenas uma célula cervical, organizadas em 7 classes: 1-escamosa superficial,

2-escamosa intermediária, 3-colunar, 4-displasia leve, 5-displasia moderada, 6-displasia severa e

7-carcinoma in situ.

A avaliação quantitativa da segmentação dos núcleos foi realizada e com base nos

resultados de segmentação, foram calculadas características de forma e textura para experimentos

de classificação e avaliação de desempenho. A principal razão para a realização destes expe-

rimentos é validar a acurácia e o impacto dos resultados de segmentação na classificação das

células usando o banco de dados Herlev, que contém as verdades terrestres das células.

6.1.1 Medidas de Avaliação

A análise quantitativa dos resultados de segmentação dos núcleos é baseada nos

relatos de Gençtav et al. (2012) e Lu et al. (2015), que afirmam que o resultado está correto se

pelo menos τ por cento do objeto detectado sobrepõe a verdade terrestre e vice-versa. Como em
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(LU et al., 2015), foi adotado nesta tese um valor de τ = 0,6 como o limiar de sobreposição. As

medidas baseadas em objeto, ou seja, precisão (PREO) e revocação (REVO), foram calculadas,

respectivamente, como

PREO =
N◦ de objetos detectados corretamente

N◦ de todos objetos segmentados
,

REVO =
N◦ de objetos detectados corretamente

N◦ de todos objetos na verdade terrestre
.

(6.1)

Além dessas medidas, a acurácia da segmentação de cada núcleo detectado correta-

mente é calculada utilizando as medidas precisão (PREP) and revocação (REVP) baseadas em

pixel (GENÇTAV et al., 2012) de acordo com:

PREP =
V P

V P+FP
; (6.2)

REVP =
V P

V P+FN
, (6.3)

em que VP (Verdadeiro Positivo) é o número de pixels segmentados corretamente, FP (Falso

Positivo) é o número de pixels segmentados que não estão na verdade terrestre e FN (Falso

Negativo) é o número de pixels na verdade terrestre que não estão no resultado de segmentação.

Adicionalmente, a medida baseada em pixel ZSI (Zijdenbos Similarity Index) (ZIJDENBOS et

al., 1994), também conhecida como coeficiente de similaridade Dice, foi utilizada para medir a

acurácia da segmentação. A medida ZSI é definida como

ZSI = 2
#{OV T ∩ORS}

#{OV T}+#{ORS}
=

2V P
2V P+FP+FN

, (6.4)

em que OV T denota a região da verdade terrestre, ORS a região segmentada e #{·} o número de

pixels de uma região. De acordo com Zijdenbos et al. (1994), valores de ZSI maiores que 0,7

indicam uma correspondência adequada entre a região da verdade terrestre e a região segmentada.

Para avaliar os resultados dos experimentos de classificação, como em (BORA et

al., 2017), as medidas Valor Preditivo Positivo (V PP), Sensibilidade (SENS), Especificidade

(SPE), F-score (FS) e Acurácia (AC), foram computadas, respectivamente, como (SOKOLOVA;

LAPALME, 2009)

V PP =
∑

N
i=1

vpi

vpi + f pi

N
; (6.5)
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SENS =
∑

N
i=1

vpi

vpi + f ni

N
; (6.6)

SPE =
∑

N
i=1

vni

vni + f pi

N
; (6.7)

FS = 2
V PP∗SENS

V PP+SENS
; (6.8)

e

AC =
∑

N
i=1

vpi + vni

vpi + vni + f pi + f ni

N
, (6.9)

em que vpi (verdadeiro-positivo) é o número de amostras reconhecidas corretamente da classe Ci,

vni (verdadeiro-negativo) é o número de amostras reconhecidas corretamente que não pertence

à classe Ci, f pi (falso-positivo) é o número de amostras que foram atribuídas incorretamente à

classe Ci, f ni (falso-negativo) é o número de amostras que não foram reconhecidas como sendo

da classe Ci e N denota o número de classes.

6.1.2 Experimento de Segmentação 1: Imagens EDF e Banco de Dados do ISBI 2014

Para avaliar o desempenho do algoritmo HMNB, foram realizados experimentos

nas 16 imagens EDF e nas 900 imagens de teste do banco de dados do ISBI 2014. Ambos os

bancos de dados contêm células sobrepostas, o que acrescenta dificuldades para a segmentação

dos núcleos. Além disso, o método de segmentação de núcleos de células cervicais proposto

foi comparado com o MSERLS (LU et al., 2015) e o LTSN (USHIZIMA et al., 2014) nas 16

imagens EDF. Além desses dois métodos de segmentação, o método proposto foi comparado

com o Deep I (TAREEF et al., 2017) nas imagens de teste do banco de dados do ISBI 2014,

em que os valores das medidas de avaliação foram obtidas diretamente de (TAREEF et al.,

2017). A etapa de treinamento do Deep I foi conduzida nas 45 imagens de treinamento do

banco de dados do ISBI 2014, cada uma com 441 patches. O código disponível publicamente

por Lu et al. (2015), implementado em Matlab, foi usado para executar o MSERLS. O código

desenvolvido por Ushizima et al. (2014) foi utilizado para executar o método de segmentação
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LTSN, implementado usando o Fiji6. A Figura 23 ilustra imagens EDF e imagens de teste do

banco de dados do ISBI 2014.

(a) (b)

Figura 23 – Imagens com células cervicais: (a) imagens EDF (1024×1024); e (b) imagens de
teste (512×512) do banco de dados do desafio do ISBI 2014.

Fonte: Próprio autor.

A Tabela 3 exibe os valores obtidos com as medidas de avaliação dos experimentos

realizados nas 16 imagens EDF, em que os valores em negrito indicam os melhores resultados.

Com relação à detecção de núcleos baseada em objetos, o método proposto alcançou melhor

desempenho que os métodos MSERLS e LTSN em termos das medidas PREO e REVO. Os bons

resultados alcançados pelo HMNB foram decorrentes do maior número de núcleos segmentados

corretamente e menor número de falsos núcleos. O HMNB foi mais eficiente em regiões com

baixo contraste entre o núcleo e citoplasma que pode ocorrer, por exemplo, devido à coloração

inconsistente, baixo contraste ou sobreposição de células. Os resultados baseados em pixel foram

avaliados em termos de PREP, REVP e ZSI. O método proposto alcançou valores superiores de

revocação e ZSI em comparação com o método de Ushizima et al. (2014) e resultados similares

ao método de Lu et al. (2015) enquanto o método LTSN alcançou o maior valor de PREP. Isso

ocorreu devido ao maior número de pixels segmentados corretamente (V P) obtido pelos métodos

HMNB e MSERLS e menor valor de falso-positivo (FP) obtido pelo método LTSN. Em relação

ao tempo computacional médio, o algoritmo proposto e os algoritmos introduzidos por Lu et al.

(2015) e Ushizima et al. (2014) alcançaram 28,62 s, 36,56 s e 3 s, respectivamente.

A Tabela 4 mostra a comparação dos resultados de segmentação de núcleos nas

imagens de teste do banco de dados do ISBI 2014. Os valores em negrito destacam os melhores

resultados. O método HMNB apresentou o maior número de núcleos segmentados corretamente

e, assim, obteve um melhor desempenho que os métodos MSERLS, LTSN e Deep I em termos

da medida REVO, apesar do menor valor de precisão PREO. Um alto valor de REVO, indicando
6 https://imagej.net/Fiji
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Tabela 3 – Comparação dos resultados de segmentação dos núcleos nas 16 imagens EDF.

Algoritmo PREO REVO PREP REVP ZSI

HMNB 0,81 0,86 0,95 ± 0,07 0,90 ± 0,08 0,92 ± 0,05
MSERLS 0,73 0,85 0,96 ± 0,06 0,90 ± 0,08 0,92 ± 0,05
LTSN 0,72 0,79 0,97 ± 0,05 0,86 ± 0,09 0,91 ± 0,05

alta taxa de verdadeiro-positivo (V P), é mais importante que um alto valor de PREO desde que

cada núcleo pode representar uma célula em uma possível próxima etapa para segmentação do

citoplasma. Por exemplo, os métodos introduzidos por Ushizima et al. (2014), Lu et al. (2015)

e Tareef et al. (2017) utilizam a informação do núcleo para obter o citoplasma. Na avaliação

baseada em pixel, o método HMNB alcançou valores superiores de revocação e ZSI que o

método LTSN e um valor de revocação maior e similar de ZSI comparado ao método MSERLS,

apesar dos valores altos de precisão dos métodos MSERLS e LTSN. Os melhores resultados

foram obtidos pelo método Deep I e os resultados do método proposto foram comparáveis. Como

mencionado no Capítulo 2, o método Deep I primeiramente divide uma imagem em fragmentos

de tamanho fixo e, em seguida, realiza um treinamento e classificação baseados em CNN nos

fragmentos para identificar os núcleos, massa celular e background. Para gerar os fragmentos da

imagem, o Deep I usa o algoritmo SLIC (SHAH-HOSSEINI, 2002), em que sua configuração

de parâmetros (S e r) é muito importante e deve ser cuidadosamente ajustado para obter os

melhores resultados. Assim, valores diferentes de S (tamanho do superpixel) e r (regularidade da

forma) podem ser requeridos para diferentes bancos de dados. Em (TAREEF et al., 2017), os

parâmetros S e r foram configurados para 25 e 0,01, respectivamente, os quais foram obtidos

empiricamente. Uma vantagem do algoritmo proposto nesta tese para segmentação de núcleos

de células cervicais é que diferentes bancos de dados podem ser segmentados sem a necessidade

de uma etapa de treinamento. Com relação ao custo computacional médio, os métodos HMNB,

MSERLS, LTSN e Deep I alcançaram 3 s, 8,10 s, 1,98 s e 8 s, respectivamente.

Tabela 4 – Comparação da segmentação dos núcleos no banco de dados do ISBI 2014.

Algoritmo PREO REVO PREP REVP ZSI

HMNB 0,95 0,93 0,93 ± 0,08 0,93 ± 0,07 0,92 ± 0,04
MSERLS 0,98 0,88 0,94 ± 0,08 0,91 ± 0,08 0,92 ± 0,05
LTSN 0,96 0,90 0,97 ± 0,06 0,87 ± 0,07 0,91 ± 0,04
Deep I 0,99 0,91 0,94 ± 0,06 0,95 ± 0,06 0,94 ± 0,04
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6.1.3 Experimento de Segmentação 2: Banco de Dados Herlev

Experimentos foram realizados em imagens com apenas uma célula cervical e os

resultados de segmentação do método proposto foram comparados com os resultados obtidos

pelos métodos RGVF (LI et al., 2012) e MFCM (CHANKONG et al., 2014), os quais foram

projetados para segmentar imagens com apenas uma célula e também aplicados para o banco

de dados Herlev em seus artigos originais. O código disponibilizado por Li et al. (2012),

implementado em Matlab, foi utilizado para executar o método RGVF enquanto para o método

MFCM, um filtro da mediana 7× 7 foi aplicado na imagem em níveis de cinza e a função

do Matlab fcm, com seus parâmetros padrões, foi usada para dividir a imagem filtrada em 7

grupos baseados nos níveis de cinza. Cada grupo é representado pelo valor de seu centróide

(média do nível de cinza) e os grupos cujos valores dos centróides são menores que o limiar

de núcleo (80% da média dos centróides dos grupos) são considerados núcleo. Os grupos com

os valores dos centróides entre o limiar de núcleo e o limiar do citoplasma (120% da média

dos centróides dos grupos) são considerados citoplasma. Os grupos restantes são considerados

fundo ou background. Finalmente, operações morfológicas, isto é, abertura e fechamento, foram

aplicadas sucessivamente (10 iterações) com um elemento estruturante em forma de disco com

raio de 7 pixels, de acordo com Chankong et al. (2014).

O método HMNB obteve um maior número de núcleos detectados corretamente

para as classes 1, 2, 3 e 7. A Tabela 5 sumariza estes resultados, em que os valores em negrito

indicam os melhores resultados. Vale ressaltar que a detecção de núcleos é uma tarefa crucial

para outras etapas de processamento, como extração de características e classificação. Os

resultados nas imagens da Figura 24 demonstraram que os métodos RGVF e MFCM alcançaram

resultados de segmentação menos precisos em imagens com mais de três grupos e quando núcleo,

citoplasma e background não estão bem definidos. É importante notar que áreas do citoplasma

com baixa intensidade de cinza tendem a ser segmentadas erroneamente como núcleos. Isso

é devido ao limite de 3 grupos imposto pelos métodos RGVF e MFCM para segmentar as

imagens. Na verdade, para obter resultados de segmentação adequados, algumas imagens

precisam ser segmentadas em mais de 3 grupos. Diferentemente, o método HMNB não requer

um conhecimento prévio sobre o número de grupos e não especifica um número fixo de grupos

para a segmentação da imagem.

A Tabela 6 apresenta as medidas de avaliação baseadas em pixel dos experimentos

realizados nas imagens do banco de dados Herlev. Os valores em negrito destacam os melhores
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Tabela 5 – Número de núcleos detectados corretamente no banco de dados Herlev.

Classe Nome da classe Quantidade
Algoritmo

HMNB RGVF MFCM

1 Escamosa superficial 74 73 57 58
2 Escamosa intermediária 70 70 53 64
3 Colunar 98 84 81 70
4 Displasia leve 182 153 156 127
5 Displasia moderada 146 127 135 105
6 Displasia severa 197 178 182 143
7 Carcinoma in situ 150 138 134 92

Total 917 823 798 659

(a) Verdade terrestre

(b) HMNB

(c) RGVF

(d) MFCM

Figura 24 – Imagens com células cervicais do banco de dados Herlev e os resultados de segmen-
tação para cada método.

Fonte: Próprio autor.
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resultados de cada classe. De acordo com os resultados, o método proposto alcançou valores

médios superiores das medidas precisão e ZSI em comparação aos valores obtidos pelos métodos

RGVF e MFCM, apesar do algoritmo RGVF ter obtido um melhor desempenho em termos da

medida revocação. Isto foi devido ao fato que o método hierárquico proposto alcançou um maior

número de pixels segmentados corretamente (V P). No entanto, o algoritmo RGVF apresentou

menores valores de falso-negativo (FN). Em relação ao tempo computacional médio, os métodos

HMNB, RGVF e MFCM alcançaram 0,99 s, 11,41 s e 1,62 s, respectivamente.

Tabela 6 – Comparação dos resultados de segmentação dos núcleos no banco de dados Herlev.
As medidas baseadas em pixel foram calculadas dos núcleos detectados corretamente
para τ = 0,6 e as classes são numeradas como na Tabela 5. µ e σ representam o valor
médio e o desvio padrão, respectivamente.

Classes
Precisão (PREP) Revocação (REVP) ZSI

HMNB RGVF MFCM HMNB RGVF MFCM HMNB RGVF MFCM

1
µ 0,87 0,87 0,89 0,98 0,98 0,96 0,92 0,92 0,92
σ 0,10 0,09 0,12 0,05 0,02 0,06 0,05 0,05 0,06

2
µ 0,91 0,88 0,92 0,98 0,99 0,97 0,94 0,93 0,94
σ 0,07 0,06 0,09 0,04 0,01 0,04 0,04 0,03 0,04

3
µ 0,92 0,83 0,89 0,94 0,98 0,91 0,92 0,90 0,89
σ 0,10 0,09 0,11 0,08 0,02 0,10 0,06 0,06 0,07

4
µ 0,96 0,90 0,95 0,95 0,99 0,92 0,95 0,94 0,93
σ 0,07 0,08 0,08 0,08 0,04 0,10 0,05 0,05 0,07

5
µ 0,96 0,89 0,94 0,93 0,97 0,90 0,94 0,93 0,91
σ 0,08 0,09 0,10 0,08 0,06 0,12 0,06 0,06 0,07

6
µ 0,96 0,91 0,95 0,93 0,96 0,89 0,94 0,93 0,91
σ 0,07 0,08 0,09 0,08 0,06 0,10 0,05 0,05 0,06

7
µ 0,93 0,91 0,94 0,93 0,94 0,85 0,92 0,92 0,88
σ 0,10 0,08 0,09 0,08 0,08 0,12 0,06 0,06 0,08

Média
µ 0,93 0,88 0,93 0,95 0,97 0,92 0,93 0,92 0,91
σ 0,08 0,08 0,10 0,07 0,04 0,09 0,05 0,05 0,06

6.1.4 Experimentos de Classificação

Experimentos de classificação foram realizados nas imagens do banco de dados

Herlev, as quais possuem as imagens de referência ou verdades terrestres, segmentadas por

especialistas. Além disso, cada uma das imagens é rótulada por especialistas em uma das 7
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classes, como já mencionado neste capítulo, o que possibilita a realização dos experimentos

de classificação. As entradas dos algoritmos de classificação são características baseadas em

forma e textura, como apresentam Bora et al. (2017). A partir dos resultados de segmentação,

5 características de forma são extraídas dos núcleos, a saber, área, perímetro, excentricidade,

compacidade e circularidade que compõem o vetor fForma. Assim, o vetor fForma foi gerado para

a verdade terrestre dos núcleos (VT) e para os resultados de segmentação obtidos pelos métodos

HMNB, RGVF, e MFCM. Adicionalmente, 6 características de textura foram extraídas usando

as medidas estatísticas de primeira ordem do histograma (GONZALEZ; WOODS, 2002), a saber,

média, variância, curtose, assimetria, energia e entropia que compõem o vetor fHistograma.

Os algoritmos LSSVM (Least Square Support Vector Machine), MLP (Multilayer

Perceptron) e RF (Random Forest) classificaram as células cervicais em duas e três classes, com

base em 11 características fFinal = { fForma, fHistograma}. Para os experimentos com três classes,

os dados foram divididos em normal (escamosa superficial, escamosa intermediária e colunar),

LSIL (displasia leve), e HSIL (displasia moderada, displasia severa e carcinoma in situ) em

conformidade com o sistema Bethesda, que é usado para o diagnóstico de lesões que precedem

o câncer cervical. Para os experimentos com duas classes, as últimas duas classes (LSIL e

HSIL) unidas formaram uma classe anormal. Para calcular os valores médios das medidas de

classificação, apresentadas na Seção 6.1.1, foram realizadas 100 execuções e para cada execução,

o banco de dados foi dividido aleatoriamente em dois subconjuntos independentes, isto é, o

subconjunto de teste com 30% dos dados e o subconjunto de treinamento com 70% dos dados.

A Tabela 7 mostra as medidas de avaliação para os resultados de classificação em

duas classes e a Tabela 8 apresenta as medidas de avaliação para os experimentos de classificação

em três classes. Os valores com preenchimento em cinza apontam os resultados alcançados

pelos classificadores LSSVM, MLP e RF utilizando a verdade terrestre dos núcleos. Nesta

tese, estes resultados foram assumidos como uma referência para comparação e avaliação de

desempenho dos algoritmos. Os valores em negrito indicam os melhores resultados para cada

medida e correspondem aos resultados mais próximos daqueles obtidos com a verdade terrestre

dos núcleos. De acordo com os valores médios das medidas V PP, SENS, SPE, FS e AC

nas Tabelas 7 e 8, os melhores resultados nos experimentos de classificação, tanto em duas

como em três classes, foram alcançados utilizando as características extraídas dos resultados

de segmentação dos núcleos pelo método proposto. Além disso, os resultados de classificação

obtidos pelo método proposto foram os mais próximos dos resultados obtidos com os núcleos
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da verdade terrestre. Isso se deve ao melhor desempenho do método hierárquico proposto

para segmentação de núcleos, uma vez que as etapas seguintes de extração de características e

classificação dependem da eficiência da segmentação.

Tabela 7 – Comparação dos resultados de classificação no banco de dados Herlev para 2 classes
(normal e anormal).

Métodos SPE SENS VPP FS AC

LSSVM

VT 0,86±0,03 0,92±0,02 0,92±0,02 0,92±0,02 0,92±0,02
HMNB 0,81±0,03 0,88±0,02 0,88±0,02 0,88±0,02 0,88±0,02
RGVF 0,76±0,03 0,85±0,02 0,85±0,02 0,85±0,02 0,85±0,02
MFCM 0,74±0,04 0,84±0,02 0,83±0,02 0,83±0,02 0,84±0,02

MLP

VT 0,92±0,03 0,93±0,01 0,94±0,01 0,94±0,01 0,93±0,01
HMNB 0,86±0,05 0,89±0,02 0,90±0,02 0,89±0,02 0,89±0,02
RGVF 0,83±0,05 0,84±0,02 0,89±0,02 0,85±0,02 0,84±0,02
MFCM 0,82±0,05 0,85±0,01 0,88±0,02 0,86±0,01 0,85±0,01

RF

VT 0,90±0,03 0,93±0,01 0,93±0,01 0,93±0,01 0,93±0,01
HMNB 0,87±0,04 0,89±0,02 0,90±0,02 0,90±0,02 0,89±0,02
RGVF 0,82±0,04 0,87±0,02 0,88±0,02 0,87±0,02 0,87±0,02
MFCM 0,83±0,04 0,86±0,02 0,89±0,02 0,87±0,02 0,86±0,02

Tabela 8 – Comparação dos resultados de classificação no banco de dados Herlev para 3 classes
(normal, LSIL e HSIL).

Métodos SPE SENS VPP FS AC

LSSVM

VT 0,84±0,01 0,76±0,02 0,78±0,02 0,75±0,02 0,76±0,02
HMNB 0,81±0,02 0,72±0,02 0,74±0,02 0,72±0,03 0,72±0,02
RGVF 0,80±0,02 0,70±0,02 0,72±0,02 0,70±0,02 0,70±0,02
MFCM 0,79±0,02 0,69±0,02 0,70±0,02 0,68±0,02 0,69±0,02

MLP

VT 0,84±0,02 0,77±0,02 0,79±0,02 0,78±0,02 0,77±0,02
HMNB 0,81±0,03 0,73±0,03 0,76±0,03 0,74±0,03 0,73±0,03
RGVF 0,78±0,04 0,68±0,04 0,74±0,03 0,70±0,03 0,68±0,04
MFCM 0,80±0,05 0,70±0,04 0,75±0,04 0,72±0,04 0,70±0,04

RF

VT 0,85±0,02 0,79±0,02 0,80±0,02 0,79±0,02 0,79±0,02
HMNB 0,84±0,02 0,76±0,02 0,79±0,02 0,77±0,02 0,76±0,02
RGVF 0,82±0,02 0,74±0,02 0,76±0,02 0,75±0,02 0,74±0,02
MFCM 0,81±0,03 0,73±0,02 0,76±0,02 0,74±0,02 0,73±0,02
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6.2 Experimentos com Imagens SAR

Para avaliar o desempenho dos algoritmos propostos para segmentação de imagens

SAR foram realizados experimentos em imagens SAR sintéticas e reais, seguindo as distribuições

G0
I e G0

A. Aqui, as abordagens hierárquicas propostas, as quais utilizam o método level set

rápido proposto implementado em banda estreita (Hierarchical Median Narrow Band Level

Set, HMNB) para segmentação de imagens SAR, foram nomeadas como HMNBα e HMNBE ,

quando executadas com o modelo baseado em uma série infinita de momentos e aplicadas nos

mapas estatísticos de rugosidade (Mα ) e entropia (MoRE), respectivamente. Já a implementação

hierárquica com os modelos de verossimilhança para G0
I e G0

A e aplicada na imagem SAR original

é nomeada como HMNBver. As implementações hierárquicas do level set rápido proposto com o

modelo de propagação baseado no Otsu (Hierarchical Otsu Narrow Band Level Set, HONB) e

aplicadas nos mapas Mα e MoRE, são mencionadas como HONBα e HONBE , respectivamente.

O método level set regularizado com o filtro da Gaussiana (ZHU et al., 2007)

implementado de forma hierárquica como o HMNBver, utilizando os modelos de verossimilhança

para G0
I e G0

A e aplicado na imagem SAR original, também é utilizado na análise comparativa e

foi nomeado como HGLS (Hierarchical Gaussian Level Set).

6.2.1 Medidas de Avaliação para Imagens SAR

Para avaliar o desempenho dos algoritmos em imagens sintéticas, foram calculados

o tempo computacional e as medidas EoS (erro de segmentação) e ZSI (ou Dice). A medida EoS

é a razão entre o número de pixels que não foram segmentados corretamente e o número total

de pixels com valores no intervalo de [0, 1], em que EoS = 0 indica a melhor segmentação. A

medida ZSI é dada pela Equação (6.4).

Para os experimentos com images SAR reais, foi adotada a medida ajuste cruzado

de região (cross-region fitting, CRF) (MARQUES et al., 2012), Equação (3.20), para quantificar

a acurácia das segmentações. Para a avaliação de segmentação binária foi adotado CRF1,2 e para

imagens com mais de duas regiões foi calculada a média das medidas CRF entre cada uma das

regiões obtidas na segmentação. Por exemplo, a média CRF para três regiões é calculada como

CRFmedio =
1
3
(CRF1,2 +CRF1,3 +CRF2,3). (6.10)
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6.2.2 Experimentos de Segmentação em Imagens Sintéticas

Os experimentos de segmentação com imagens SAR sintéticas foram conduzidos

com dados em intensidade G0
I e amplitude G0

A com duas regiões ( foreground e background),

como as da Figura 25. As imagens foram geradas com diferentes números de pétalas N ∈

{4,8,12} e diferentes raios do disco central R ∈ {10,30,60}. No total foram geradas 432

imagens, 256 × 256 pixels, com os seguintes valores para α ∈ {−1,5;−4;−8}, γ ∈ {0,005;0,2}

e L ∈ {1;2; · · · ;8}. O processo de geração das imagens sintéticas em amplitude foi conduzido

utilizando o método de transformação inversa, como realizado por Marques et al. (2012),

Rodrigues (2017) e Nobre (2018). Para obter as imagens sintéticas em intensidade foi aplicada a

relação ZI = Z2
A (FRERY et al., 1997), apresentada na Seção (3.2) do Capítulo 3, em que ZI é

uma variável aleatória segundo o modelo G0
I e ZA é uma variável aleatória segundo o modelo G0

A.

(a) Original. (b) G0
I . (c) G0

A.

Figura 25 – Imagens sintéticas em intensidade e amplitude.
Fonte: Próprio autor.

Para conduzir uma avaliação de desempenho justa dos algoritmos, todos os métodos

level set foram executados com ∆t = 0,5, seguindo a sugestão de Sethian (1999) e Zhang et

al. (2010). A segmentação final é obtida quando as curvas estacionam ou quando o número

máximo de iterações é alcançado, kmax = 300, em que este valor foi escolhido empiricamente.

Para as abordagens HMNBver, HONBα , HONBE , HMNBα , HMNBE , que utilizam o algoritmo

level set proposto regularizado com o filtro da mediana e implementado em narrow band, foi

adotado o filtro da mediana de conectividade 8 e uma banda estreita WBE = 3. Foram utilizadas

janelas 5×5, como os experimentos realizados por Rodrigues et al. (2016) e Nobre et al. (2016),

para obter os mapas estatísticos de rugosidade (Mα ) e entropia (MoRE). O método HGLS

foi executado com uma janela Gaussiana de ordem 3, Gσ = 3, com desvio padrão σ = Gσ/6

(GONZALEZ; WOODS, 2002), e com a constante de regularização ε = 0,5, em que estes

valores foram obtidos empiricamente.

A Tabela 9 apresenta os resultados de segmentação em imagens SAR sintéticas
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com duas regiões com as distribuições G0
I e G0

A. Os valores em negrito destacam os melhores

resultados. Os métodos propostos HMNBα e HMNBE alcançaram os menores valores da medida

EoS e os maiores valores da medida ZSI para a distribuição G0
I enquanto os métodos HONBα

e HMNBα alcançaram os melhores desempenhos em termos das medidas EoS e ZSI para a

distribuição G0
A. Embora a abordagem que utiliza o modelo de propagação baseado em Otsu tenha

alcançado um bom desempenho no mapa Mα para a distribuição G0
A, esta mesma abordagem,

aplicada no mapa Mα para a distribuição G0
I e no mapa MoRE para G0

I e G0
A, não alcançou um

bom desempenho de segmentação. Isto se deu em razão da baixa capacidade de generalização

do modelo baseado em Otsu, que utiliza apenas a informação do segundo momento amostral,

para obter características estatísticas dos mapas que sejam suficientes para diferenciar, em uma

segmentação binária, as regiões de foreground e background. Diferentemente, as abordagens

que utilizam o modelo de propagação baseado em uma série infinita de momentos estatísticos,

HMNBα e HMNBE , alcançaram um bom desempenho nos mapas estatísticos Mα e MoRE para

as distribuições G0
I e G0

A, uma vez que este modelo de propagação incorpora mais informações

estatísticas desses mapas para realizar a propagação da curva.

Tabela 9 – Comparação dos resultados de segmentação em imagens SAR sintéticas com duas
regiões.

Modelo HGLS HMNBver HONBα HONBE HMNBα HMNBE

E
oS

G0
I 0,15 ± 0,28 0,14 ± 0,26 0,47 ± 0,35 0,67 ± 0,29 0,01 ± 0,01 0,03 ± 0,01

G0
A 0,05 ± 0,10 0,16 ± 0,27 0,02 ± 0,01 0,79 ± 0,10 0,01 ± 0,01 0,04 ± 0,02

Z
SI

G0
I 0,83 ± 0,24 0,84 ± 0,25 0,53 ± 0,30 0,41 ± 0,22 0,96 ± 0,03 0,93 ± 0,04

G0
A 0,90 ± 0,12 0,82 ± 0,27 0,95 ± 0,04 0,32 ± 0,07 0,97 ± 0,03 0,89 ± 0,06

Tempo (s) 5,46 2,4 1,34 1,31 2,23 2,06

O método HMNBver apresentou um valor de ZSI superior e EoS inferior comparado

ao método HGLS em G0
I . Já para a G0

A, o HGLS alcançou um desempenho melhor que o

HMNBver. O método HGLS foi executado com o mesmo nível de suavização, para a regulariza-

ção da curva, nas imagens SAR sintéticas seguindo as distribuições G0
I e G0

A. Porém, esse nível

de suavização fez com que a curva delimitasse a região de interesse com uma maior precisão

nas imagens cujo modelo era G0
A ao invés de G0

I e, dessa forma, o método HGLS apresentou um

valor de ZSI igual a 0,90 que é superior ao obtido pelo método HMNBver. A Tabela 9 também

apresenta o tempo computacional médio para cada método de segmentação e os resultados indi-

cam que as abordagens que segmentam os mapas estatísticos e utilizam o modelo de propagação
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baseado no Otsu, HONBα e HONBE , alcançaram um tempo de execução menor que os outros

métodos. O método HMNBver, embora utilize o mesmo modelo de verossimilhança do HGLS,

apresentou um tempo computacional menor devido ao uso do algoritmo level set rápido proposto.

As Figuras 26 e 27 apresentam as medidas ZSI e EoS em função do número de

looks da imagem para as distribuições G0
I e G0

A, respectivamente. A abordagem HMNBα

alcançou melhor desempenho que os outros métodos e seus valores de ZSI e EoS permaneceram

praticamente constantes com o aumento do número de looks. Para G0
I , a abordagem HMNBE

alcançou melhor desempenho que os métodos HGLS e HMNBver e, para G0
A, apresentou, a partir

de 2 looks, um desempenho inferior ao HGLS. Vale ressaltar que o método HGLS, embora tenha

sido superior ao HMNBver na maioria dos casos em G0
A, apresenta a desvantagem de necessitar

de parâmetros empíricos para a regularização da curva.

(a) (b)

Figura 26 – Resultados de segmentação nas imagens SAR sintéticas, em G0
I , em função do

número de looks: (a) valores da medida ZSI; e (b) valores da medida EoS.
Fonte: Próprio autor.

6.2.3 Experimentos de Segmentação em Imagens Reais

Os experimentos de segmentação com imagens SAR reais foram conduzidos em

dados em intensidade G0
I e amplitude G0

A com duas e três regiões e, assim como nos experimentos

com imagens sintéticas, todos os métodos level set foram executados com ∆t = 0,5 (SETHIAN,

1999; ZHANG et al., 2010) e uma segmentação é alcançada quando as curvas estacionam ou

quando o número máximo de iterações é atingido, kmax = 300, o qual foi obtido empiricamente.

Além disso, os métodos HMNBver, HMNBα e HMNBE , que usam o método level set proposto
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(a) (b)

Figura 27 – Resultados de segmentação nas imagens SAR sintéticas, em G0
A, em função do

número de looks: (a) valores da medida ZSI; e (b) valores da medida EoS.
Fonte: Próprio autor.

regularizado com o filtro da mediana e implementado em banda estreita (narrow band), foram

executados com um filtro da mediana de conectividade 8 e uma banda estreita WBE = 3. Para

obter os mapas estatísticos Mα e MoRE, foram utilizadas janelas de tamanho 5×5, como nos

experimentos realizados por Rodrigues et al. (2016) e Nobre et al. (2016). Nos experimentos

com imagens SAR reais, as abordagens HONBα e HONBE alcançaram um desempenho inferior

quando comparado aos outros métodos e, portanto, os resultados dessas abordagens não foram

apresentados. Esse baixo desempenho se deve ao fato que o modelo de propagação baseado no

método de Otsu, utilizado por essas abordagens, não incorpora informação suficiente dos mapas

estatísticos para diferenciar uma região da outra no processo de segmentação binária e, assim,

realizar a propagação da curva.

Inicialmente foram processadas duas imagens SAR reais de alta resolução com duas

regiões, adquiridas pelo OrbiSAR-2 sobre a cidade de Santos, Brasil, em polarização HH e

banda P, L = 1, com tamanho de 400× 400 pixels e resolução de um metro por pixel. Para

essas duas imagens, o método HGLS foi executado com uma janela Gaussiana de ordem 7,

Gσ = 7, com desvio padrão σ = Gσ/6 (GONZALEZ; WOODS, 2002) e com ε = 0,75, em

que esses valores foram obtidos empiricamente. As Figuras 28 e 29 ilustram os resultados de

segmentação, para os modelos G0
I e G0

A, das imagens reais com duas regiões e a Tabela 10

apresenta a medida CRF e o tempo computacional para cada método de segmentação, em que

os valores em negrito indicam os melhores resultados. Para a imagem da Figura 28, em G0
I e

G0
A, o método HGLS alcançou o menor valor de CRF , comparado aos outros métodos, uma vez
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que obteve contornos menos precisos em razão do excessivo nível de suavização empregada

na regularização da curva. Apesar disso, com este mesmo nível de suavização, na imagem da

Figura 29, o método HGLS foi superior aos métodos HMNBver e HMNBα para o modelo G0
I e

superior aos métodos HMNBver, HMNBα e HMNBE para o modelo G0
A. O método HMNBE

detectou as regiões centrais (rios) com uma melhor precisão enquanto descartou a maioria dos

pequenos artefatos e, assim, apresentou valores maiores ou similares da medida CRF nas duas

imagens.

(a) G0
I .

(b) G0
A.

Figura 28 – Resultados de segmentação em imagens SAR reais com duas regiões. Em (a) e (b),
da esquerda para a direita: HGLS, HMNBver, HMNBα e HMNBE .

Fonte: Próprio autor.

Tabela 10 – Valores médios de CRF e tempo computacional (em segundos) dos resultados de
segmentação em imagens SAR reais com duas regiões.

Figura 28 Figura 29
Modelo HGLS HMNBver HMNBα HMNBE HGLS HMNBver HMNBα HMNBE

C
R

F G0
I 0,54 0,59 0,55 0,63 0,78 0,59 0,71 0,97

G0
A 0,47 0,52 0,59 0,64 0,90 0,61 0,73 0,89

Te
m

po G0
I 22,05 12,98 10,92 8,15 19,64 12,78 11,59 10,43

G0
A 20,87 16,23 8,28 7,02 19,24 12,21 9,55 10,70

As Figuras 30 e 31 mostram os resultados de segmentação em imagens SAR reais

com três regiões. Essas duas imagens são de alta resolução e foram adquiridas pelo OrbiSAR-2
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(a) G0
I .

(b) G0
A.

Figura 29 – Resultados de segmentação em imagens SAR reais com duas regiões. Em (a) e (b),
da esquerda para a direita: HGLS, HMNBver, HMNBα e HMNBE .

Fonte: Próprio autor.

sobre a cidade de Santos, Brasil, com L = 1, em banda P e polarização HH, resolução de 1 metro

por pixel e possuem dimensões 400× 400 pixels. O método HGLS foi executado com uma

janela Gaussiana de ordem 3, Gσ = 3, desvio padrão σ = Gσ/6 (GONZALEZ; WOODS, 2002)

e com constante de regularização ε = 0,5 na imagem da Figura 30, em G0
I . Para G0

A, a imagem

da Figura 30 foi segmentada utilizando uma janela Gaussiana de ordem 7, Gσ = 7, desvio padrão

σ = Gσ/6 (GONZALEZ; WOODS, 2002) e ε = 0,75. Já na Figura 31, em G0
I e G0

A, o método

HGLS foi aplicado com uma janela Gaussiana de ordem 5, Gσ = 5, desvio padrão σ = Gσ/6

(GONZALEZ; WOODS, 2002) e com constante de regularização ε = 0,5.

A Tabela 11 apresenta os valores da medida CRF e os tempos computacionais

alcançados nas segmentações das imagens das Figuras 30 e 31. Os valores em negrito destacam

os melhores resultados. Para o modelo G0
I , o método HMNBver alcançou o maior valor de CRF

na imagem da Figura 30 enquanto que, na imagem da Figura 31, o método HMNBver alcançou

um valor similar ao HMNBα . O método HGLS obteve os menores valores nas duas imagens.

Para o modelo G0
A, o método HMNBα alcançou o maior valor de CRF na segmentação da

imagem da Figura 30. Já na imagem da Figura 31, o método HMNBE obteve o melhor resultado.

O método HMNBα obteve o menor valor de CRF e os métodos HGLS e HMNBver alcançaram

valores similares.

Em relação ao tempo computacional médio nos experimentos com imagens SAR
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(a) G0
I .

(b) G0
A.

Figura 30 – Resultados de segmentação em imagens SAR reais com três regiões. Em (a) e (b),
da esquerda para a direita: HGLS, HMNBver, HMNBα e HMNBE .

Fonte: Próprio autor.

(a) G0
I .

(b) G0
A.

Figura 31 – Resultados de segmentação em imagens SAR reais com três regiões. Em (a) e (b),
da esquerda para a direita: HGLS, HMNBver, HMNBα e HMNBE .

Fonte: Próprio autor.
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Tabela 11 – Valores médios de CRF e tempo computacional (em segundos) dos resultados de
segmentação em imagens SAR reais com três regiões.

Figura 30 Figura 31
Modelo HGLS HMNBver HMNBα HMNBE HGLS HMNBver HMNBα HMNBE

C
R

F G0
I 0,39 0,72 0,63 0,66 0,39 0,69 0,70 0,60

G0
A 0,66 0,72 0,73 0,66 0,53 0,53 0,51 0,60

Te
m

po G0
I 40,29 19,07 20,91 18,97 39,62 22,50 24,14 22,57

G0
A 37,39 18,26 16,95 16,85 43,09 22,57 27,84 22,86

reais, os métodos HGLS, HMNBver, HMNBα e HMNBE alcançaram 30,27 s, 17,07 s, 16,27 s

e 14,69 s, respectivamente. Os métodos propostos HMNBα e HMNBE foram os mais rápidos,

uma vez que os parâmetros de uma dada distribuição não precisam ser estimados. O método

HMNBver, embora utilize o mesmo modelo de verossimilhança que o método HGLS, obteve um

tempo computacional médio menor que o HGLS, visto que utiliza, como os métodos HMNBα

e HMNBE , o algoritmo rápido de level set proposto regularizado com o filtro da mediana e

implementado em narrow band.

6.3 Conclusão do Capítulo

Este capítulo apresentou os experimentos em imagens com células cervicais realiza-

dos em três bancos de dados públicos de imagens com uma única célula e imagens com várias

células sobrepostas. Os resultados de segmentação alcançados pela implementação hierárquica

proposta foram comparados com os resultados de outros cinco algoritmos de segmentação de

células cervicais. As medidas utilizadas baseadas em objeto e baseadas em pixel indicaram que

a implementação hierárquica proposta obteve, na maioria dos casos, resultados superiores ou

similares aos dos outros algoritmos mostrando, assim, ser eficaz para segmentação de núcleos

tanto em imagens com uma única célula quanto em imagens com várias células sobrepostas.

Este capítulo também apresentou os resultados de segmentação dos experimentos

em imagens SAR sintéticas e reais. As medidas utilizadas EoS, ZSI e CRF indicaram que as

abordagens propostas para segmentação de imagens SAR apresentaram um bom desempenho na

segmentação de imagens com duas e três regiões.
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7 CONCLUSÕES E TRABALHOS FUTUROS

Neste capítulo são apresentadas as conclusões desta tese, obtidas a partir da consi-

deração dos objetivos, dos aspectos metodológicos, e da análise e discussão dos resultados de

segmentação obtidos nos experimentos em imagens de citologia cervical e em imagens SAR.

Por fim, as perspectivas de trabalhos são apresentadas.

7.1 Conclusões

Tarefas de processamento de imagens e classificação automática de imagens digitais

de citologia cervical e de radar de abertura sintética, em geral requerem métodos de segmentação

multi-regiões, pois estes facilitam a análise e interpretação das imagens. Nas imagens do exame

citológico cervical (teste de Papanicolau), embora as três principais regiões de interesse sejam

background, núcleo e citoplasma das células cervicais, podem ser encontradas células inflamató-

rias e outros tipos de achados como células do sangue, fragmentos de células e sobreposição

de células. Nas imagens SAR, por sua vez, a segmentação de múltiplas regiões permite a

identificação de regiões urbanas, áreas de monocultura, áreas desmatadas, cobertura de solo por

florestas, regiões de costa e oceanos, bem como alvos pontuais, como navios e plataformas.

O método de level set tradicional fornece resultados de segmentação binária e tem

um alto custo computacional. Assim, a primeira proposta apresentada nesta tese consiste

em um método rápido de level set binário, o qual é regularizado com o filtro da mediana e

implementado em narrow band. Esta proposta é uma alternativa computacionalmente eficiente e

matematicamente consistente para solução da equação de level set.

A segmentação de núcleos de forma automática é adequada para integrar sistemas de

triagem de células cervicais e de apoio ao diagnóstico de lesões que precedem o câncer cervical.

Vale mencionar mais uma vez que, para processar imagens de citologia cervical são necessários

métodos capazes de realizar segmentação multi-regiões. Assim, foi proposta uma implementação

hierárquica, baseada no algoritmo rápido de level set binário proposto, para segmentação de

núcleos de células cervicais. Uma vantagem dessa abordagem hierárquica é que nenhuma

informação inicial sobre a quantidade de grupos da imagem é necessária. Além disso, o processo

de identificação dos núcleos não requer uma etapa de treinamento, o que possibilita o uso da

abordagem de segmentação proposta em diferentes bancos de dados de imagens com células

cervicais, independente se possuem as verdades-terrestres ou não. Porém, regiões escuras da
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imagem, como partes de citoplasmas sobrepostos e artefatos, algumas vezes são detectadas como

núcleos. Ainda assim, o método proposto foi superior nos experimentos realizados em três bancos

de dados públicos e cinco algoritmos de segmentação de células cervicais do estado-da-arte

foram utilizados na comparação de desempenho. As medidas de avaliação quantitativa indicaram

que o método hierárquico proposto apresentou um bom desempenho na segmentação de núcleos

em imagens com apenas uma célula assim como em imagens com várias células sobrepostas.

No geral, o método hierárquico obteve resultados satisfatórios quanto ao número de núcleos

segmentados corretamente e da medida ZSI. O desempenho dos algoritmos de classificação

também melhorou com o uso das características extraídas das segmentações dos núcleos obtidas

pelo método proposto e, portanto, alcançaram o menor número de falsos negativos e os mais

altos valores médios de acurácia para problemas de duas e três classes.

Nesta tese, também foram propostos dois modelos de propagação, para o método

level set, baseados no método de Otsu e em uma série infinita de momentos, que incorporam

informação estatística da imagem independente da distribuíção estatística atribuída aos dados.

Adicionalmente, foram propostas abordagens hierárquicas para segmentação de imagens SAR

com múltiplas regiões. Uma delas aplica o algoritmo level set rápido proposto, com o modelo de

verossimilhança com a distribuição G0
I ou G0

A, diretamente na imagem SAR original e a outra

abordagem hierárquica executa o algoritmo level set rápido, com os modelos de propagação

propostos baseados no método de Otsu e em uma série infinita de momentos, nos mapas

estatísticos de rugosidade e entropia.

Nos experimentos com imagens SAR reais foram utilizadas imagens com duas e três

regiões e a medida ajuste cruzado de região (cross-region fitting, CRF) foi utilizada para avaliar

quantitativamente os resultados dos métodos de segmentação. Os métodos hierárquicos, com o

modelo de propagação baseado em Otsu, não apresentaram resultados satisfatórios nas imagens

SAR reais. Diferentemente, os métodos que utilizam o modelo de propagação baseado em uma

série infinita de momentos estatísticos, uma vez que incorporam mais informações estatísticas

dos mapas de rugosidade e entropia, alcançaram valores maiores ou similares de CRF na maioria

dos casos comparado aos métodos que utilizam os modelos de verrosimilhança. Em geral, as

abordagens propostas apresentaram um bom desempenho na segmentação de imagens SAR com

duas ou três regiões, em intensidade e amplitude, sendo, portanto, alternativas a outros métodos

da literatura que realizam esse tipo de processamento.

Diante dos resultados apresentados, pode-se concluir que implementações hierárqui-
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cas, como as propostas nesta tese para segmentação de núcleos em imagens com células cervicais

e segmentação de imagens SAR, são alternativas eficientes para segmentação de imagens com

várias regiões, principalmente quando o número de regiões da imagem não é conhecido. Além

disso, pode-se afirmar que o objetivo de propor, implementar e avaliar um algoritmo level set

rápido implementado em banda estreita (narrow band) e modelos de propagação para métodos

level set para segmentação hierárquica de imagens digitais com múltiplas regiões foi alcançado

com sucesso.

7.2 Trabalhos Futuros

Dentre as sugestões para trabalhos futuros, destacam-se:

• desenvolver um programa computacional que segmente e classifique as células cervicais de

uma lâmina completa para auxilar os especialistas no diagnóstico de lesões que precedem

o câncer cervical;

• aplicar a abordagem hierárquica proposta para a segmentação de núcleos em imagens com

outros tipos de células;

• aplicar o método level set rápido proposto implementado em narrow band considerando

outros modelos estatísticos para segmentação de imagens SAR e PolSAR (Polarimetric

SAR);

• estender o uso das abordagens hierárquicas propostas para segmentação de dados PolSAR;

• verificar a aplicabilidade do modelo de propagação proposto baseado em uma série infinita

de momentos estatísticos em outros tipos de imagens digitais;

• otimizar o level set zero, obtendo estados iniciais mais próximos das regiões de interesse,

reduzindo o número de iterações necessárias para a convergência.
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