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RESUMO

A proliferacado de dispositivos eletronicos capazes de fornecer informagdes geoespaciais, tais
como celulares, automoveis, dispositivos pessoais, dentre outros, tem levado a um aumento sem
precedente na geracdo de dados de trajetorias. Esses dados sdo cruciais para varios dominios do
aprendizado de maquina, especialmente a andlise de mobilidade. O presente trabalho tem como
foco um problema inerente deste dominio, a avaliacao de similaridade entre trajetorias. Pesquisas
recentes buscam transformar trajetorias em embeddings, representacdo vetorial compacta que
consegue capturar eficientemente as caracteristicas dos trajetos. A ideia fundamental é que
trajetérias similares tenham embeddings proximos em seu espaco vetorial. Embora existam
varios métodos de aprendizado profundo que geram embeddings de trajetdrias, este trabalho
se concentra naqueles que primeiro discretizam as trajetdrias, usando uma grade uniforme, e
depois geram as incorporacdes. Neste contexto, considerou-se como referéncia a abordagem
t2vec. Um campo em paralelo € o Processamento de Linguagem Natural (PLN), o qual envolve
a conversao de imensos corpus textuais em vetores numéricos que conseguem capturar uma
variedade de contextos semanticos. Os avanc¢os em modelos de linguagem mais robustos,
Large Language Models (LLMs), tais como BERT e GPT, demonstram sua notavel capacidade
de imitar o raciocinio humano: isto sugere uma alternativa potencial para capturar padroes
espacgo-temporais de mobilidade, uma direcdo de investigagdo relativamente inexplorada. O
presente trabalho investiga se modelos de linguagem podem ser reutilizados para produzir
embeddings de alta qualidade para trajetérias. Em particular, argumenta-se que trajetdrias
adequadamente discretizadas podem ser tratadas como palavras ou sentencas, permitindo, assim,
que os modelos de linguagem identifiquem padrdes e relagdes nesses dados. Na avaliacdo
experimental, considerou-se dois conjuntos publicos de dados de trajetérias (Porto e T-drive).
Em seguida, o desempenho de quatro modelos de linguagem bem estabelecidos (Word2Vec,
Doc2Vec, BERT e SBERT) foi comparado com o #2vec. Além disso, também foram considerados
métodos cldssicos de similaridade para fornecer uma comparag@o mais abrangente. Os resultados
obtidos indicam que os modelos de linguagem, quando treinados em conjuntos de dados com
trajetorias densas, podem gerar embeddings de maior qualidade do que #2vec, destacando assim

o forte potencial dessas abordagens.

Palavras-chave: Trajetorias Espaciais; Modelos de Linguagem; Similaridade entre Trajetdrias;

Embeddings de Trajetorias; Processamento de Linguagem Natural.



ABSTRACT

The proliferation of electronic devices capable of providing geospatial information, such as cell
phones, automobiles, personal devices, among others, has led to an unprecedented increase in
trajectory data generation. This data is crucial for various machine learning domains, especially
mobility analysis. The present work focuses on an inherent problem in this domain, the evaluation
of trajectory similarity. Recent research seeks to transform trajectories into embeddings, compact
vector representations that can efficiently capture the characteristics of paths. The fundamental
idea is that similar trajectories have close embeddings in their vector space. Although there
are several deep learning methods that generate trajectory embeddings, this work focuses on
those that first discretize trajectories, using a uniform grid, and then generate the embeddings.
In this context, the t2vec approach was considered as a reference. A parallel field is Natural
Language Processing (NLP), which involves converting vast textual corpora into numerical
vectors that can capture a variety of semantic contexts. Advances in more robust language
models, such as BERT and GPT, demonstrate their remarkable ability to mimic human reasoning:
this suggests a potential alternative for capturing spatiotemporal mobility patterns, a relatively
unexplored research direction. The present work investigates whether language models can be
repurposed to produce high-quality embeddings for trajectories. In particular, it is argued that
adequately discretized trajectories can be treated as words or sentences, thus allowing language
models to identify patterns and relationships in this data. In the experimental evaluation, two
public trajectory datasets (Porto and T-drive) were considered. Then, the performance of four
well-established language models (Word2Vec, Doc2Vec, BERT, and SBERT) was compared
with t2vec. Additionally, classical similarity methods were also considered to provide a more
comprehensive comparison. The results indicate that language models, when trained on datasets
with dense trajectories, can generate higher-quality embeddings than t2vec, thus highlighting the

strong potential of these approaches.

Keywords: Spatial Trajectories. Language Models. Trajectory Similarity. Trajectory Embed-

dings. Natural Language Processing.
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1 INTRODUCAO

A diversidade de dispositivos eletronicos dotados de mecanismos de geoposiciona-
mento, Global Positioning System (GPS), presentes na vida cotidiana, como celulares, cameras
e sensores, gera uma vasta quantidade de dados geoespaciais diariamente. O uso desses dis-
positivos fez o volume desta classe de informagdo tomar propor¢des gigantescas nos ultimos
anos, consequentemente, impulsionando pesquisas relevantes quanto ao processamento e andlise
desta categoria de dados. Inlimeras sdo as aplica¢des que usam dados geoespaciais como base da
informacdo, algumas sdo citadas na resolucdo de problemas de mobilidade humana (Cao et al.,
2020; Wang et al., 2013), em analises meteoroldgicas (Shuncheng et al., 2019) e, até mesmo,
na identificagdo de rotas migratdrias e fendmenos naturais (Li ez al., 2018b). Essa gama de
aplicabilidades reforca o quanto dados de trajetérias podem ser importantes para a tomada de
decisao, podendo impactar positivamente na vida humana.

Segundo Zheng (2015), uma trajetoria espacial pode ser definida como um conjunto
de pontos gerados no espago geogrifico por um objeto mével, seguindo uma ordem cronol6-
gica na distribui¢do espaco-temporal dos seus pontos, onde cada ponto carrega a informacao
geoespacial (longitude, latitude) mais um carimbo de tempo (timestamp). A maneira como 0s
movimentos de um objeto sdo capturados estd diretamente ligada a forma como ele € obser-
vado: ativa ou passiva. Na forma ativa, geralmente, os objetos mdveis (e.g., celulares, veiculos,
embarcacdes) possuem dispositivos de GPS integrados que conseguem informar a localizacao
exata do objeto em curtos intervalos de tempo, proporcionando o registro dos dados em fracdes
de segundos. Na forma passiva, os movimentos sdo capturados por dispositivos externos (e.g.,
sensores ou cameras) ao objeto observado. Neste modo de captagdo, as trajetérias sdo geradas
com baixa taxa amostral de pontos e possuem particularidades especificas impostas por este
modo de captacao.

Em Cruz et al. (2019) a predi¢cao do préximo sensor € abordada em trajetdrias
oriundas de sensores externos, denominadas pelos autores de External Sensor Trajectory (EST),
trajetorias coletadas passivamente. No artigo, as trajetdrias utilizadas sdo provenientes de um
conjunto de dados no qual os trajetos sdo coletados por sensores de vigilancia de transito em uma
rede de rodovias. Estes dados de trajetdrias t€m suas particularidades e sdo bastante desafiadores,
pois os sensores envolvidos na captagdo encontram-se, geralmente, bastante afastados uns dos
outros, causando uma maior esparsidade (distanciamento) entre os dados coletados. J4 em Li et

al. (2018b), o calculo da similaridade espacial entre trajetdrias € dado por meio de trajetorias
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coletadas ativamente, usando dispositivos de GPS integrados aos automoéveis de uma rede de
taxis das cidades de Porto (Portugal) e Harbin (China). Nesses conjuntos de dados, as trajetdrias
possuem taxas amostrais mais altas e sdo mais propicias a ruidos e interferéncias do ambiente
(e.g., prédios, montanhas, viadutos, etc.).

Independente da abordagem de coleta, dados de trajetdrias sao considerados comple-
xos devido as suas caracteristicas intrinsecas, requerendo uma maior aten¢ao no seu processo
de captagdo, armazenamento e manuseio (Cao et al., 2020; Li et al., 2018b). Com intuito de
elucidar, na Figura 1 € ilustrada a questio da esparsidade dos dados, fazendo um comparativo
entre duas trajetorias reais, de mesmo tamanho (2,5 km), coletadas nas duas formas: passiva e
ativa. No lado esquerdo (a) da figura, apresenta-se uma trajetdria obtida de forma passiva (7
pontos). J& no lado direito (b), tem-se uma trajetéria de mesmo comprimento, porém obtida de

forma ativa (34 pontos). Neste exemplo, a diferenca na densidade de pontos entre esses dois

tipos de trajetorias torna-se bastante evidente.

Figura 1 — Trajetdrias por coleta passiva (lado esquerdo) e coleta ativa (lado direito).

@~.-. oo ® “..ﬂ...@

(a)
Fonte: Elaborado pelo autor (2024)

—
O
~

O presente trabalho aborda o cdlculo da similaridade espacial entre trajetérias densas
ou esparsas, o qual envolve determinar a similaridade entre duas trajetdrias quaisquer, baseado
em suas caracteristicas espaciais. Na literatura, foram propostos diversos métodos para lidar
com esse problema, conhecidos como métodos cldssicos. Entre eles, destacam-se a Dynamic
Time Warping (DTW) (Kruskal, 1983), Longest Common Sub-Sequence (LCSS) (Shuncheng
et al., 2019) e a Edit Distance on Real Sequences (EDR) (Levenshtein, 1965). O objetivo

principal destes métodos € fazer o alinhamento entre os pontos das duas trajetdrias de forma
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otimizada, usando a programacdo dinamica. Especificamente, pontos relativamente proximos
sdo combinados entre si visando encontrar o alinhamento mais eficiente (ou menos custoso) entre
as duas trajetorias. Entdo, a medida de similaridade final é baseada no custo total (ou distancia)
calculada a partir dessas combinagdes. No entanto, a principal desvantagem desses métodos
€ o alto custo computacional, uma vez que escalam quadraticamente com o comprimento das
trajetorias.

Trabalhos recentes (Wang et al., 2020; Li et al., 2018b; Fang et al., 2022; Fu; Lee,
2020; Zhang et al., 2019) exploraram o aprendizado de representacdo como uma alternativa
para enfrentar esses desafios computacionais. Essa abordagem busca extrair caracteristicas
valiosas e de baixa dimensao, em algum espaco latente, a partir de dados complexos, por meio
do treinamento de modelos baseados em aprendizado profundo. Assim, um modelo treinado
pode ser usado para converter trajetorias em vetores (embeddings) que, em seguida, podem ser
usados em tarefas especificas, como o calculo da similaridade espacial entre trajetorias: em que,
trajetorias semelhantes devem ter vetores também semelhantes (préximos) no seu espago latente.

A maioria das abordagens que visam a similaridade entre trajetdria frequentemente
usam modelos sofisticados baseados em Recurrent Neural Networks (RNN), transformers ou
mecanismos de atencdo que requerem alguma discretizacdo inicial necessdria para o treino dos
modelos. Tal discretiza¢do pode ser obtida por meio do particionamento do espago, usando uma
grade, e.g., (Li et al., 2018b), ou uma rede de segmentos, e.g., (Fang et al., 2022). No presente
trabalho, foi adotada a discretizacdo baseada em uma grade uniforme de células. Enquanto
a discretizacdo baseada em uma rede de segmentos pode captar muito bem a rota padrao
(underlying route) dos trajetos na rede, provendo mais qualidade aos embeddings, abordagens
baseadas em grades possuem outras vantagens, i.e., elas sdo (1) independentes da rede ruas,
(2) aplicdveis a entidades que nao estdo diretamente ligadas as ruas, como pedestres, € (3)
evitam a etapa demorada de pré-processamento, potencialmente propensa a erros, para realizar o
mapeamento entre todos os pontos e seus respectivos segmentos (map matching). Finalmente,
nota-se que as abordagens existentes focam em diferentes tipos de similaridade entre trajetdrias,
i.e., espacial, espaco-temporal ou multi-modal, cada uma requerendo uma funcdo de perda
especifica durante o treino. Neste trabalho, focou-se no problema de avaliar a similaridade
espacial entre trajetorias.

Uma area aparentemente distante € o Processamento de Linguagem Natural (PLN),

em que os elementos de grandes corpus textuais sdo transformados em vetores numéricos,



20

conseguindo incorporar diversos contextos semanticos. Com os avancos recentes no PLN,
especialmente com os Large Language Models (LLMs) como o BERT e GPT, ficou demonstrado
que esses modelos conseguem desenvolver habilidades de raciocinio semelhantes as dos seres
humanos.

Ao tracar paralelos entre a natureza sequencial da linguagem e de trajetos, € possivel
imaginar o uso de modernos modelos de linguagem, como o BERT, para criar embeddings de
trajetdrias com alta qualidade. A ideia central € tratar trajetdrias discretizadas como palavras ou
sentencas em textos, permitindo aos modelos de linguagem identificar padrdes e relacdes em
dados de objetos moveis. Na verdade, esta intui¢do se alinha com pesquisas recentes que usam
modelos de PLN para o aprendizado de representacdo de trajetdria. Por exemplo, o Habit2vec
(Cao et al., 2020) modela habitos de vida a partir de trajetérias em embeddings. TraceBERT
(Crivellari et al., 2022) infere observacdes espaciais ausentes de objetos em movimento com
base em locais visitados anteriormente e Cruz et al. (2022) usa métodos de PLN para codificar
dados de sensores externos de uma rede rodovidria para gerar incorporagdes e prever a proxima
localizagdo de veiculos que passam por esses sensores.

O reaproveitamento de modelos de linguagem, especialmente modelos grandes como
0 BERT, para gerar embeddings de trajetdrias acarreta desafios especificos. Uma preocupacgido
primdria € a necessidade de discretizar as trajetérias em fokens, elementos fundamentais para
o vocabuldrio dos modelos de linguagem. Existem diversos métodos com esse propdsito na
literatura, incluindo grade de células, pontos de interesse, sensores de transito e rede de seg-
mentos. A utilizacdo da discretizacdo baseada em grade € vantajosa devido a facilitacdo de um
vocabuldrio muito menor, simplificando o processo de aprendizagem e reduzindo a complexidade
de treinamento dos modelos. Em segundo lugar, treinar grandes modelos como o BERT a
partir do zero exige o desenvolvimento de um vocabuldrio que se alinhe com a abordagem de
discretizagdo selecionada. Este processo requer dados de trajetdria suficientes para aprender
representacdes ideais para cada foken do vocabuldrio. Além disso, requer a inicializacdo e o

treinamento de inimeros parametros, exigindo, portanto, recursos computacionais consideraveis.

1.1 Questoes de Pesquisa

Dada a eficacia dos modelos de PNL, em particular dos LLMs, na aprendizagem
de padrdes sequenciais, o presente trabalho pretende reaproveitar estes modelos para aprender

caracteristicas espaciais essenciais das trajetdrias visando obter incorporagdes de alta qualidade
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que podem potencialmente competir com o estado da arte atual. Dessa forma, as questdes de
pesquisa abordadas neste trabalho sdo as seguintes:

QP1. Modelos de linguagem sdo capazes de gerar embeddings de alta qualidade
que representam efetivamente tanto trajetorias densas quanto esparsas, refletindo a similaridade
espacial entre elas?

QP2. Modelos de linguagem sao escaldveis a medida que se amplia o espago de

busca no qual as representagcdes (embeddings) sao comparadas?

1.2 Estrutura do Trabalho

Este trabalho € composto pela seguinte estruturacdo. O Capitulo 1 apresenta a parte
introdutodria da dissertagdo. O Capitulo 2 mostra a fundamentacao tedrica necessaria para o
entendimento do problema. O Capitulo 3 apresenta e compara os trabalhos relacionados. O
Capitulo 4 expde os procedimentos metodoldgicos. O Capitulo 5 explica os experimentos e

resultados preliminares. Por fim, o Capitulo 6 apresenta as conclusdes e trabalhos futuros.
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2  FUNDAMENTACAO TEORICA

Neste capitulo sdo abordados conceitos preliminares sobre trajetorias € as principais
notacdes utilizadas neste trabalho. Para uma melhor compreensao, trajetdrias sdo definidas como
sequéncias de pontos geoespaciais cronologicamente identificados que descrevem o histérico de
movimento dos objetos no espago-tempo, tal como: pessoas, animais, veiculos e, até mesmo,
fendmenos naturais.

De acordo com Shuncheng et al. (2019), teoricamente, uma trajetdria precisa ter seus
pontos registrados continuamente, ou seja, deve ser representada por uma fun¢do matematica
continua no tempo, dado que o movimento do objeto em questao € continuo por natureza. Porém,
na pratica, o registro de localiza¢cdes continuas para um objeto em movimento nem sempre €
possivel (ou vidvel), visto que os dispositivos de geoposicionamento (e.g., sistemas de GPS,
cameras de transito, sensores, dentre outros) s6 conseguem captar a posicao atual do objeto

movel de maneira periddica, ou seja, em momentos exatos no espago-tempo.

2.1 Conceitos Preliminares e Definicio do Problema

Devido as limita¢gdes, mencionadas anteriormente, intrinsecas aos dispositivos res-
ponsaveis pela coleta e armazenamento dos dados geoespaciais, as localizagcdes geograficas dos
objetos moveis de natureza continua sio coletadas e armazenadas de maneira discreta, ou seja,
em intervalos de tempo bem definidos. A Figura 2 ilustra um exemplo de trajetdria discreta
contendo 10 pontos (amostras). Desta forma, € comum tratarem trajetorias de objetos moveis
coletadas por esses dispositivos como as trajetdrias reais dos objetos, apesar desas trajetorias
serem apenas uma representagdo mais proxima possivel dos valores reais dos trajetos (Zheng,
2015). Com base nisso, a defini¢cdo do problema e as principais notacdes utilizadas neste trabalho

sao introduzidas:

Definicao 1 (Trajetoria T). Uma trajetoria espacial 7', gerada por um objeto mével no espago-
tempo, é definida como uma série de localiza¢des (ou amostras) cronologicamente ordenadas,
tal como: T = (py,p2,...,pn). Onde cada ponto p; = (x;,y;,t;) representa a i-ésima posi¢do do
objeto no espago e no tempo, com x; € y; indicando sua localizacio geografica, e t; o carimbo de

data/hora em que a amostra foi registrada.
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Figura 2 — Exemplo de trajetéria de um objeto mével

Fonte: Adaptada de GOMES (2018)

Este trabalho se concentra na transformacao de trajetéria em embeddings, por meio
de modelos de linguagem, usando a discretizagdo baseada em grade uniforme. Assim, o con-

ceito de particionamento de uma drea geografica baseado em uma grade uniforme é dado a seguir.

Definicao 2 (Particionamento de drea geogrdfica baseado em grade uniforme). Seja G o
retangulo minimo de borda (RMB) que delimita a drea geografica de interesse. Denota-se tal
RMB por G = (xg,yg,xg,yg), onde (x¢,y%) e (xg,yg) representam respectivamente os cantos
inferior esquerdo e superior direito do RMB. Entdo, G € particionado de acordo com uma grade
uniforme C de NxM células, onde cada célula tem largura W e altura H, de modo que a célula

cij cobre a seguinte regiao:
(35 W, xG 4 (14 1) WG 4 j-H, S+ (1) H).

Para garantir que a grade C cobre a drea G, constantes N, M, W, e H foram escolhidas de modo
que xS +N-W > be ey +M-H> yl(f sejam vélidos. Para cada célula ¢ € C foi associado um
identificador inteiro, de forma que esta associagao deve impor uma ordenagdo entre os indices

das células.

Desta forma, € possivel definir como as trajetérias sao discretizadas usando a grade

uniforme C.
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Definicao 3 (Discretizacdo de trajetoria baseada em grade uniforme). Dado uma trajetd-
ria T = (p1,...,p;) e uma grade uniforme C, sua discretiza¢do consiste em converter cada ponto
p € T em um identificador de célula ¢ € C, de maneira que ¢ contenha a localizagdo de p. O

resultado é uma trajetéria discretizada T/ = (cy,...,c,), onde m < j.

E importante notar que umas das consequéncias da discretizacio é a transformagéo
da trajetéria em uma sequéncia de fokens processdveis por modelos de PLN. Além disso, a traje-
toria discretizada pode ser mais curta que a original. De fato, neste trabalho pontos consecutivos
que caem dentro da mesma célula sdo interpretados com um udnico identificador de célula em 77,
0 que acaba por encurtar a trajetoria. Assim, a nocao de vetorizacdo (embedding) a partir de uma

trajetoria discretizada pode ser dada.

Definicao 4 (Geragcdo do embedding da trajetéria). O processo de geracdo do embedding
de uma trajetdria envolve a transformagdo de uma trajetoria discretizada T’ = (cy,...,c;;) em
uma representacio vetorial v/ € R?, onde v representa o embedding da trajetéria original T e
R? denota o espago d-dimensional desse embedding. Esta transformacio é alcancada através da
fungdo f: C* — RY, onde C* é o conjunto de todas as sequéncias de células possiveis obtidas

a partir da grade uniforme C. Assim, a representacdo vetorial v/ deve encapsular todas as

caracteristicas espaciais da trajetéria original 7.

Com base nas defini¢des preliminares, torna-se possivel apresentar o problema abor-

dado neste trabalho.

Definicao 5 (Definicdo do problema). O problema consiste em gerar representagdes vetori-
ais (embeddings) com alta qualidade para serem usadas no cédlculo de similaridade espacial entre
trajetorias. Sendo T o conjunto de todas as trajetorias, T” o conjunto correspondente das trajeto-
rias discretizadas e f a func¢io de geracdo de embeddings para as trajetérias em T’. Entdo, para
qualquer trajetéria T € T, tem-se 7’ como sua trajetéria discretizada correspondente em T, sendo
vl = f(T") o respectivo embedding de T gerado pela fungdo f. Idealmente, o ranking produzido
medindo-se as distancias entre v! e todos os outros embeddings em T’ deveria ser equivalente
ou 0 mais proximo possivel do ranking produzido medindo-se a similaridade espacial entre

T e as demais trajetdrias em T, via alguma funcio d de similaridade espacial ideal para trajetorias.
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Em outras palavras, o objetivo deste trabalho consiste em validar se os embeddings
gerados pela funcdo f conseguem preservar as relacoes de similaridade espacial inerentes as
trajetdrias originais, de modo que as avaliagdes de similaridade baseadas em embeddings se
alinhem aquelas derivadas diretamente das propriedades espaciais das trajetdrias.

Além disso, a fim de melhorar o entendimento do problema e das fun¢des d adotadas,

as seguintes notagdes sdo usadas no decorrer deste trabalho:

1. Topo(T). Dado uma trajetéria T = (py, p2, p3, ..., Pn), tOpO serd sempre seu primeiro ponto,
Topo(T) = pl.
2. Resto(T): Para a mesma trajetéria T = (py, p2, P3,---,Pn), O resto serd composto por todos os

pontos exceto o ponto inicial Topo(T), assim, Resto(T) = (pa2,p3,---, Pn)-

3. Comprimento(T): Representa o tamanho de uma trajetdria 7 com base no seu nimero de
pontos (GPS) ou seu numero de células (na grade C). Por exemplo, a trajetdria original 7' =
(p1,P2,D3;---,Pn) tem Comprimento(T) = n. J4 a trajetéria discretizada T’ = (cy,c4,c7,c9)

tem Comprimento(T') = 4.

2.2 Trajetorias Densas

Trajetdrias com alta densidade de informacao ocorrem principalmente quando os
dispositivos, responsaveis pela geracao de seus pontos, conseguem empregar taxas elevadas de
amostragem na criagao destes. Para Zheng (2015), trajetérias com este perfil, mesmo possuindo
elevados volumes de dados, sdo as que melhor conseguem representar o histérico de movimento
dos objetos méveis envolvidos.

Devido ao surgimento de novas tecnologias, principalmente dos dispositivos dotados
de GPS, houve um aumento sem precedentes no volume dados que conseguem descrever
precisamente o movimento histérico de objetos moveis, tais como pessoas, automoveis e celulares.
Shuncheng et al. (2019) ressaltam que dados com essas caracteristicas sdo essenciais para analises
em larga escala, e diversas pesquisas tém se utilizado deles em uma variedade de contextos. Por
exemplo, alguns trabalhos incluem dados de trajetorias densas na elaboracdo de estruturas de
indexacdo para trajetdrias (Chen et al., 2005; Cudre-Mauroux et al., 2010), na pesquisa de alta
desempenho para encontrar trajetorias mais similares (Wang et al., 2013; Li et al., 2018b; Zhang

et al., 2019), nos métodos de mineragcdo de dados para encontrar padrdes de trajetdrias € na
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predicao das condig¢des de trafego (Lee et al., 2007; Li et al., 2010).

Trajetdrias de perfil denso envolvem processos especificos de geracao e captagao
dos seus pontos, em Zheng (2015) duas categorias principais sdo citadas: mobilidade de pessoas
e mobilidade de veiculos de transporte. Na primeira, as trajetorias sdo criadas com base nos
movimentos reais dos objetos moéveis (pessoas), usando-se geralmente aparelhos celulares
equipados com GPS, onde a captacdo dos pontos ocorre de forma ativa por longos periodos
de tempos e com altas taxas de amostrais. Na segunda categoria, as trajetdrias sdo formadas
por variados tipos de veiculos de transporte (e.g., carros, motos, embarcacoes, etc.), em que
esses objetos sdo equipados com dispositivos de geolocalizagao (GPS), conseguindo gerar as
informacdes espaco-temporais também de forma ativa e com elevadas taxas amostrais.

Diversos sdo os cendrios nos quais as trajetdrias densas podem ser usadas, envolvendo
os mais variados dominios e aplicagdes de uso. Assim, a maneira como estes dados se comportam
requer um pouco a mais de atencdo no seu pré-processamento € manuseio, pois a probabilidade
da insercdo de ruidos nessa categoria de dados é muito maior que nas trajetérias consideradas
esparsas. Para uma melhor compreensdo de como estas trajetérias se comportam, na Figura 3 €
ilustrado uma amostra real de trajetérias densas provenientes da coleta ativa por GPS, envolvendo
as duas categorias anteriormente citadas, mobilidade de pessoas (trajetOrias nas cores lilas e

amarela) e mobilidade de veiculos de transporte (trajetorias nas demais cores).

Figura 3 — Trajetorias densas obtidas por meio de dispositivos de GPS

Fonte: Elaborado pelo préprio autor (2024).
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Ainda com base na Figura 3, € possivel notar que a forma de captacdo ativa dos
pontos, consegue empregar maior granularidade aos trajetos, consequentemente, possibilitando
uma representagcdo mais fidedigna ao trajeto real. No entanto, taxas amostrais elevadas, falhas em
dispositivos eletronicos, somadas a fatores externos de interferéncia (como prédios, montanhas e
tineis) podem propiciar um aumento na insercao de ruidos nessa classe de dados. Na Figura 4,
¢ apresentado um exemplo basico de ruido onde os pontos (ps, pio, p11 € p12) “fogem” do
padrao normal do trajeto. Esse tipo de ruido é conhecido como ruido de valor atipico (do
termo em inglés, outlier), ocorrendo principalmente quando os dispositivos de captacido/geracao
apresentam falhas de leitura. Esse mesmo tipo de ruido também pode ser observado na trajetdria
de dados reais da Figura 3, em que a trajetdria na cor rosa possui diversos pontos que escapam

(“saltam”) da rota real do trajeto.

Figura 4 — Pontos com ruido em uma trajetoria densa

Fonte: Adaptado de Zheng (2015).

Como visto, trajetdrias com alta densidade de pontos sdo uma categoria de dados
bastante desafiadora, tanto pelo gigantesco volume de dados coletados, como pelo fato de
estarem mais propicias a inser¢ao de ruidos, necessitando, assim, de um pré-processamento
mais cauteloso. No presente trabalho, sdo consideradas trajetdrias densas aquelas com menor
distanciamento espacial entre seus pontos e possuem taxas elevadas na amostragem dos mesmos.
Assim, no contexto deste trabalho, um conjunto de dados de trajetérias é considerado denso
quando a distancia média entre os pontos vizinhos for menor ou igual a 20 metros, e a taxa média

de gravagao/captagdo dos pontos for menor ou igual a 15 segundos.
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2.3 Trajetorias Esparsas

Trajetorias consideradas esparsas sdo, geralmente, aquelas na qual o processo de
geragdo/captacdo dos pontos € caracterizado por algum tipo de restricdo que implica em um
maior distanciamento fisico entre seus os pontos. Em Cruz et al. (2022), que usam trajetérias
de sensores externos de transito, External Sensor Trajectory (EST), tal restricdao € de carater
espacial, pois os dispositivos (sensores de transito) responsaveis pela captagdo de movimento
dos objetos moveis (veiculos) estdo posicionados fisicamente distantes uns dos outros € em uma
distribui¢do ndo uniforme, produzindo, assim, trajetérias com pontos esparsos entre si.

Devido as restrigdes das redes de ruas, trajetdrias EST possuem taxas amostrais
menores e distanciamentos elevados entre seus pontos (sensores) adjacentes. Na rede de ruas
usada em Cruz et al. (2022), a distdncia média de um sensor qualquer para seu vizinho mais
proximo € de aproximadamente 440 m, nimero consideravelmente alto quando considerado
dados de trajetdrias densas, em que na maioria das vezes essa distancia média nao ultrapassa os
15 m. A fim de elucidar tal esparsidade, a Figura 5 ilustra trés exemplos de trajetdrias esparsas
(Th, T, e T3) em uma rede de ruas mapeada por sensores transito externos e fixos (pontos em

vermelho).

Figura 5 — Trajetdrias esparsas em uma rede de ruas mapeada por sensores de transito

NE!

Fonte: Adaptada de Cruz et al. (2022).
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Ainda com base na Figura 5, € possivel observar que devido a distribui¢do nao
uniforme dos sensores na rede de ruas, trajetoria esparsas possuem caracteristicas peculiares que
as diferenciam bastante uma das outras. Por exemplo, mesmo 77 tendo quase o dobro do tamanho
de 7>, T tem menos pontos (apenas 9 sensores) que 7> (20 sensores). Esta é apenas uma das
caracteristicas desafiadoras deste dominio de trajetorias, que pode ainda envolver: baixissimas
taxas amostrais, inconsisténcias de captacao, trajetorias incompletas, formato (shape) da trajetéria
muito diferente do trajeto real, dentre outros.

Na literatura, sdo abordadas também outras formas de trajetdrias esparsas, em
Damiani et al. (2020) as trajetorias usadas sao consideradas esparsas, pois sdo formadas por
pontos geoespaciais que indicam eventos dos usudrios em uma rede telecomunicacdo movel,
tais eventos podem ser: inicio/fim de chamadas, envio/recebimento de mensagens de texto ou
downloads/uploads de arquivos. J4 em Andrade e Gama (2020), as trajetdrias sdo consideradas
esparsas porque se baseiam na deteccdo de pontos de parada (Stay Points Detection) e na geragao
de pontos de interesse Points of Interest (POI) para a criagdo dos seus pontos.

O dominio das trajetdrias esparsas apresenta desafios significativos na andlise de
dados de objetos méveis, dada a natureza inerentemente descontinua dessas trajetorias, exigindo
uma abordagem cuidadosa para evitar interpretagdes incorretas. No presente trabalho, trajetdrias
sdo consideradas esparsas com base nas caracteristicas de distanciamento espacial e temporal
entre seus pontos. Assim, no presente trabalho, um conjunto de dados de trajetdrias € considerado
esparso, se a distancia média entre seus pontos vizinhos for maior que 20 m, e a taxa média de

gravagdo/captacao dos pontos for maior que 15 segundos.

2.4 Redes Neurais Artificiais

Segundo Haykin (2007), as Redes Neurais Artificiais (RNA), comumente denomina-
das apenas por Redes Neurais (RN), tiveram suas pesquisas sempre motivadas pela capacidade
do cérebro humano de conseguir processar informagdes de forma surpreendentemente diferente
dos computadores convencionais. O cérebro € um sistema de processamento de informagdes
altamente complexo, ndo-linear e paralelo que consegue organizar seus componentes estruturais,
conhecidos como neurdnios, para realizar processamentos complexos (i.e., reconhecimento de
padrdes, percepg¢do visual, interpretacdo da fala) com muito mais rapidez que até mesmo 0s
computadores digitais mais sofisticados da atualidade.

Além disso, o cérebro humano estd em constante desenvolvimento e aprendizado, as
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interacdes com o ambiente externo possibilitam que novas ligacdes entre os neurdnios sejam
estabelecidas instantaneamente, permitindo a adapta¢do ao ambiente e o surgimento de novos
conhecimentos. Assim, os cérebros bioldgicos possuem um mecanismo de adaptacdo (funcgdo)
que € fundamental para que a rede de neurdnios do sistema nervoso funcione de maneira
adequada. Analogamente, as RNA também precisam de tal fun¢do, pois de maneira geral uma
rede neural é um sistema/mdquina elaborada para “imitar” o cérebro humano na realiza¢ao de
determinadas tarefas.

Para que o processo de aprendizagem ocorra eficientemente, assim como as Redes
Neurais Biologicas (RNB) empregam incontdveis ligagdes entre seus neurdnios, as RNA também
estabelecem interligacdes macicas entre seus neurdnios artificias (ou simplesmente “unidades de
processamento”) a fim de alcancarem bons desempenhos em suas tarefas. Desta forma, as RNA

podem ser definidas da seguinte maneira:

Uma Rede Neural Artificial € um processador macico paralelamente distribuido
e constituido de unidade de processamento simples, com a propensdo natural
para armazenar conhecimento experimental e tornd-lo disponivel para o uso.
Ela se assemelha ao cérebro humana em dois aspectos:

1. O conhecimento € adquirido pela rede a partir de seu ambiente por meio de
um processo de aprendizagem.

2. Forgas de conexao entre neurdnios, conhecidas como pesos sindpticos, sao
utilizadas para armazenar o conhecimento adquirido. (Haykin, 2007, p.28)

Quanto ao seu modelo estrutural, as RNA possuem camadas de neurdnios por
onde as informagdes passam durante todo o processamento da informa¢do. Como ilustrado
na Figura 6, toda a estrutura é composta por camadas verticais de neurdnios (pontos pretos),
onde cada neur6nio de uma camada corrente tem interligagcao total com os neurdnios da camada
subsequente. Os tamanhos das camadas (quantidade de neurdnios na vertical) € o comprimento
da rede (quantidade total de camadas na horizontal) sao definidos conforme o propédsito da rede,
ou seja, conforme a tarefa que ela foi projetada para resolver. A primeira camada, responsavel
por receber a informacdo na sua forma inicial, € chamada de Camada de Entrada. A tultima
camada, responsdvel por entregar a informacdo processada, € a Camada de Saida. Ja todas as
camadas que se encontram entre as camadas de entrada e saida sdo conhecidas como Camadas
Ocultas (do termo inglés, Hidden Layers) e sao elas as responsaveis pelo processamento principal
da informacgao.

As RNA sdo totalmente compostas por neurdnios artificias, tendo suas entradas e
saidas representadas por nimeros (ao invés de pulsos elétricos como nas RNB). Cada conexao

da rede (linhas que interligam os neur6nios) estd associada a um peso sindptico (valor numé-
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Figura 6 — Estrutura de uma Rede Neural Artificial (RNA)

Camada
de Camada Oculta Camada Oculta Camada Oculta

Entrada

Fonte: Adaptado de DATA SCIENCE ACADEMY ().

rico previamente definido) e cada camada possui sua fun¢do de ativac@o propria para os seus

neurdnios.

2.5 Redes Neurais Artificiais Profundas

Sao indmeros os problemas que podem ser resolvidos utilizando uma rede neural sim-
ples com apenas uma ou duas camadas ocultas, obtendo-se resultados satisfatérios. Muitas vezes,
uma rede neural simples com apenas uma camada pode modelar fun¢gdes complexas, bastando
para isso que tenha neurdnios suficientes (Geron, 2019). Devido a este fato, pesquisadores se
convenceram por muito tempo de que nao havia necessidade de investir em redes neurais maiores
(como muitas camadas ocultas — redes profundas). No entanto, com o passar do tempo, notou-se
que redes com um nimero maior de camadas tinham uma melhor eficiéncia para problemas de
alta complexidade, pois possibilitavam um melhor ajuste fino dos seus hiperparametros.

O aumento no nimero de camadas, mesmo utilizando quantidades exponencialmente
menores de neurdnios, possibilitou uma execu¢do mais precisa de tarefas ditas de alta com-
plexidade computacional como, por exemplo, o reconhecimento de padrdes de voz e imagem.
Isso foi possivel gracas a capacidade das diversas camadas das RNA profundas de segmentar
e modelar abstracdes de alto nivel dos dados envolvidos. A fim de entender a diferencga basica

entre redes neurais rasas e profundas, a Figura 7 ilustra estes dois modelos de redes neurais, no
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lado esquerdo: RNA Simples (rasa) com apenas uma camada oculta, e no lado direito: RNA
Profunda com quatro camadas ocultas. Vale ressaltar que, na literatura, uma RNA € considerada

profunda quando possui trés ou mais camadas ocultas.

Figura 7 — Exemplos de RNA — Rasa e Profunda
RNA Simples RNA Profunda

.Entrada OCamada Oculta
Fonte: Adaptado de DATA SCIENCE ACADEMY ().

O uso das RNA profundas tem se tornado presente cada vez mais na vida cotidiana,
principalmente na criacdo de sistemas de inteligéncia artificial, uma vez que estas redes conse-
guem modelar tarefas ditas de alta complexidade com muito mais eficiéncia e granularidade que

as redes neurais simples (ou rasas).

2.6 Processamento de Linguagem Natural

Na era moderna da Internet e das midias sociais, as opinides, andlises e recomen-
dacdes dos usudrios tornaram-se recursos valiosos em diversas dareas, como ciéncia politica e
gestao de negocios. Gragas ao surgimento de novas dreas de estudo e tecnologias, hoje € possivel
compreender esses dados de maneira eficiente, semelhante a interpretagdo humana, por meio de
sistemas computacionais (Raschka; Mirjalili, 2019). Segundo Geron (2019), uma dessas areas
emergentes que vem evoluindo bastante é o Prcessamento de Linguagem Natural (PLN), muito
utilizado em diversas tarefas como a tradu¢do automadtica, resumo automatico, analise sintatica
e andlise de sentimentos. Além dessas, diversas outras aplicacdes se baseiam, pelo menos em
parte, no PLN.

Desta forma, o PLN € entendido como uma subdérea da Inteligéncia Artificia (1A),
tendo foco nos problemas de geracao e compreensao automdtica de textos que representam a

lingua humana falada, promovendo o entendimento, manipulacdo, andlise e, até mesmo, geracao



33

instantanea da lingua falada. Assim, o PLN desempenha um papel crucial na construcao de

aplicacdes modernas, possibilitando processar gigantescos volumes de dados.

2.7 Aprendizado de Representaciao

O Aprendizado de Representacdo (do termo inglés, Representation Learning) é
uma técnica de Aprendizado de Maquina responsavel por criar representacdes numéricas, por
meio de embeddings, vetores de valores reais, de tamanho fixo e com baixa dimensionalidade
(Bengio et al., 2013). Essa técnica permite tratar grandes volumes de dados, possibilitando que
as informacoes intrinsecas dos dados sejam incorporadas nestes vetores. Por exemplo, no caso
de dados textuais, os modelos de PLN podem ser treinados a fim de permitir que as informacdes
semanticas do contexto possam ser incorporadas em embeddings de espaco vetorial especifico
R". Desta forma, é possivel classificar palavras semelhantes como vetores préximos e palavras
diferentes como vetores distantes.

Modelos para o aprendizado de representagdo que tratam palavras e textos sao
classificados como Word Embeddings Models, esses modelos tém como caracteristica funda-
mental trabalhar com volumosos conjuntos de dados textuais (denominados corpus de treino),
transformando-os em dados vetoriais com baixa dimensionalidade, que sdo uma alternativa
mais prética e compacta para representar este tipo de informacgdo. Apods o treino dos modelos
de word embeddings, as representagdes obtidas podem ser aplicadas em diversas tarefas, tais
como predi¢c@o de palavras, classificacdo textual, completacdo automatica, tradugdo, entre outras.
Segundo Mikolov et al. (2013), Devlin et al. (2019), devido a estas propriedades e suas vantagens
de uso, diversos modelos de word embeddings t€m sido propostos, destacando-se dentre eles os
modelos Word2Vec e Doc2Vec, ambos projetados pela empresa Google, os quais sdo utilizados
nos experimentos deste trabalho.

Além dos modelos mais simples, como o Word2Vec e o Doc2Vec, foram testados
também modelos mais recentes e avangados conhecidos como Large Language Models (LLMs).
Esses modelos, como o BERT (Bidirecional Encoder Representations from Transformers) e
0 SBERT (Sentence BERT), demonstraram habilidades de raciocinio semelhantes as humanas.
Diferentemente dos modelos de word embeddings, que criam representacdes vetoriais para cada
palavra com base nas palavras circunvizinhas, os modelos de LLLMs podem gerar vetores para
cada palavra (ou segmento de palavras) com base nas caracteristicas inerentes da estrutura se-

quencial dos dados (Zhuang et al., 2019). Detalhes sobre o BERT e o SBERT serao apresentados
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nas segdes seguintes.

2.8 Modelo Word2Vec

O primeiro modelo de representacdo adotado neste trabalho foi o Word2Vec, um
algoritmo de vetorizacdo de palavras (word embedding), langado pela Google (Mikolov et al.,
2013), capaz de projetar cada palavra de um conjunto de dados textuais em um espago vetorial
qualquer R". Neste modelo, a projecao € realizada de tal forma que as representacdes vetoriais
(embeddings) obtidas conseguem incorporar as informagdes semanticas e/ou sintaticas de um
contexto, sendo possivel predizer palavras circundantes (ou uma palavra central) dado um
determinado contexto de entrada.

Simplificando, o modelo Word2Vec é uma rede neural rasa composta apenas por
trés camadas basicas (Entrada, Projecdo e Saida) com o diferencial de usar fungdo de ativagao
log-linear nos neur6nios da sua camada oculta (Projecdo). Outro ponto importante é que modelos
anteriores (Hinton et al., 1986; Rumelhart et al., 1986) criados para tratar dados textuais eram
compostos por diversas camadas ocultas ndo-lineares, que acabavam deixando estes modelos
com uma complexidade computacional muito alta. Diferentemente, o Word2Vec € composto
apenas por uma unica camada oculta, podendo até nao conseguir representar os dados com a
mesma precisdo de um modelo de rede neural mais denso, porém ele € mais vantajoso porque
consegue ser treinado com grandes volumes de dados e com muito mais agilidade (menor custo
computacional) que os modelos anteriores.

Uma das principais vantagens de se usar o Word2Vec esta no fato dele conseguir
criar representacoes numéricas (vetores) unicas e eficazes para cada palavra do corpus textual
utilizado no seu treino, possibilitando, assim, a realizacdo de cdlculos matematicos (que sdo
bem mais rapidos), ao invés de usar a inferéncia textual que é um processo bastante oneroso e
demorado. Para se ter uma nocao do uso da ferramenta, a Figura 8 ilustra um exemplo clédssico
com as quatro palavras: mulher, homem, rei e rainha, com embeddings no espago vetorial R>,
obtidos através do treino do Word2Vec. Neste exemplo, as operagdes matemdticas de soma e
subtracao vetorial foram aplicadas nos vetores das palavras rei, homem e mulher, obtendo-se um
vetor resultante da seguinte forma: resultante = (rei — homem + mulher). E interessante notar
que o vetor resultante ficou muito préximo do vetor da palavra rainha, levando a concluir que
o modelo foi bem treinado e que conseguiu ter uma boa representa¢do semantica das palavras

envolvidas.
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Figura 8 — Projecdo de vetores treinados com o modelo Word2Vec

Fonte: Elaborado pelo autor (2024).

Quanto ao projeto arquitetural da rede neural, o Word2Vec possui duas arquiteturas
principais que visam aprender representacdes distribuidas de palavras e minimizar a complexi-
dade computacional observada em modelos de redes neurais elaboradas anteriormente, estes
esquemas arquiteturais sdo: CBOW (Continuous Bag-of-Words) e Skip-gram (Continuos Skip-
gram), ilustrados com mais detalhes na Figura 9, onde a nomenclatura w(z) referente-se a
palavra corrente (ou atual) e suas variagdes w(t —n) e w(t 4 n) referem-se as palavras proximas

(circunvizinhas) a palavra corrente w(z).
2.8.1 Continuous Bag-of-Words (CBOW)

A primeira arquitetura do modelo tem como base uma rede neural feedfarward NNLM
(sigla em inglés para Neural Network Language Model), onde sua unica camada escondida nio-
linear foi removida para dar lugar a uma camada de projecdo (log-linear) compartilhada por
todas as palavras do vocabuldrio. Assim, todas as palavras sdo projetadas na mesma posi¢cao e
seus vetores sdo obtidos por meio do calculo da média aritmética.

Esta arquitetura € conhecida como “saco de palavras” (bag-of-words), pois a ordem

histérica das palavras ndo influencia na projecdo. O objetivo da Continuous Bag of Words
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Figura 9 — Arquiteturas propostas pelo Word2Vec
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Fonte: Adaptado de Mikolov et al. (2013).

(CBOW) € prever uma palavra w(z), dado um determinado contexto circundante de entrada
{w(t —2),w(t —1),w(t),w(t +1),w(t +2)}, percorrendo-se a informagdo por meio de uma
janela deslizante (conjunto de palavras) de tamanho fixo, deslocando-se uma palavra por vez ao

longo do texto.
2.8.2 Continuous Skip-gram

Ja a segunda arquitetura proposta € similar ao CBOW, mas em vez de prever uma
palavra baseada em um contexto, ela faz o inverso, prever todo um contexto {w(r —2),w(t —
1), ,w(t+1),w(r+2)} dada uma determinada palavra w(z) de entrada. Mais precisamente,
uma palavra corrente € usada como entrada para um classificador log-linear em uma camada de
projecdo, assim, um conjunto de palavras (contexto de saida) de um determinado intervalo, antes
e depois da palavra corrente, € previsto.

Quanto ao seu treino, a arquitetura Skip-gram utiliza pares n-gram (palavra_alvo,
contexto_da_palavra_alvo) buscando maximizar a probabilidade de predizer um contexto de
palavras a partir de uma palavra central de entrada. Para este cdlculo probabilistico, a camada de
projecdo recebe o vetor da palavra corrente e projeta a viabilidade de cada palavra do contexto

de saida.
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2.9 Modelo Doc2Vec

Ao contrario do Word2Vec, o modelo Doc2Vec € usado para criar representagoes
vetoriais (embeddings) para sequéncias inteiras de palavras (frases, pardgrafos ou documentos),
produzindo representacdes vetoriais Unicas para estes grupos textuais, permitindo que textos
parecidos obtenham vetores semelhantes entre si. Este modelo € amplamente utilizado e inde-
pende do tamanho dos textos/documentos utilizados em seus dados de treinamento. Desta forma,
enquanto o Word2Vec projeta vetores de dimensdes fixas para cada palavra, o modelo Doc2Vec
fornece vetores com as mesmas caracteristicas para cada unidade textual (frase, pardgrafo ou
documento) presente no seu corpus de treinamento.

Em Le e Mikolov (2014) o modelo Doc2Vec é definido com base no Word2Vec, tendo
como principal diferenca a adi¢do da informacao do identificador de pardgrafos (paragraph ID)
a entrada do modelo, como ilustrado na Figura 10. Semelhante ao Word2Vec, o Doc2Vec conta
também com dois modelo arquiteturais, os quais sdo: Distributed Memory version of Paragraph
Vector (PV-DM), andlogo ao CBOW, e o Distributed Bag of Words version of Paragraph Vector
(PV-DBOW), andlogo ao Skip-gram.

Figura 10 — Arquiteturas propostas pelo Doc2Vec
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Fonte: Adaptado de Le e Mikolov (2014).

Dessa forma, o objetivo do Doc2Vec € gerar representacdes numéricas tinicas para
documentos textuais, independentemente de seus tamanhos. Para isso, Le e Mikolov (2014)
usaram o Word2Vec como base para obter as representagOes vetoriais de todas as palavras
envolvidas no treinamento e, simplesmente, adicionaram um identificador tinico de documentos
(paragraph ID) que também passou a ser treinado e vetorizado junto as demais palavras. Na

arquitetura PV-DM o modelo atua como uma memdria que lembra o que estd faltando em um
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contexto corrente, que pode ser uma palavra, topico de um pardgrafo ou titulo de um documento
completo. Ja na arquitetura PV-DBOW, o modelo age de maneira inversa, um identificador de
pardgrafo € recebido na sua camada de entrada, vetorizado na camada escondida do modelo que,

por sua vez, usa este vetor na camada de saida para predizer o contexto do documento de entrada.

2.10 Modelo BERT

O modelo Bidirectional Encoder Representations from Transformers (BERT), pro-
posto em Devlin ez al. (2019), € um modelo de aprendizado de méaquina para Processamento de
Linguagem Natural (PLN) baseado na arquitetura de rede neural transformers, basicamente o
modelo BERT pode ser entendido como uma pilha de codificadores transformers, possuindo 12
codificadores em sua versao base e 24 na versao estendida. De acordo com Vaswani et al. (2017),
os codificadores (transformers) sdo modelos baseados em mecanismos de atencdo, dispensando
completamente as recorréncias e convolucdes usadas em modelos de redes neurais anteriores.

As redes neurais do tipo transformers conseguem aprender o valor semantico de um
contexto através do monitoramento dos dados sequenciais da informacao textual, mapeando
as relacoes existentes entre cada palavra nas frases. Para isso, ao invés de usar a recorréncia,
o modelo é totalmente voltado aos mecanismos de aten¢ao (ou autoatencao) para mapear as
dependéncias globais entre todas as entradas e saidas do modelo.

Semelhante as redes neurais convencionais, modelos transformes possuem empilha-
mento de blocos, onde esses blocos sao conjuntos de elementos codificadores/decodificadores
que realizam todo o processamento dos dados. Estruturalmente, a arquitetura é bem semelhante
as redes anteriores, porém, nas redes transformers, foram incluidas estrategicamente pequenas
modifica¢des que sdo fundamentais nesta arquitetura. A primeira delas, como ilustra a Figura 11,
foi a adicdo das fungdes de atencao (Multi-headed Attention e Self-Attention). A segunda, foi a
inclusdo de codificadores de posi¢do (Positional Enconding) para marcar as entradas e saidas da
rede eficientemente, realizando cdlculos mateméticos para identificar como cada elemento de
entrada/saida se relacionam.

Muitas abordagens na literatura (Mikolov et al., 2013; Peters et al., 2018; Radford
et al., 2018) utilizam modelos transformers (ou modelos de PLN anteriores) para resolver
alguma tarefa especifica no campo do Processamento da Linguagem Natural. Tais abordagens
compartilham o mesmo objetivo, a representacdo da linguagem escrita, e para isto usam modelos

de aprendizado de maquina que fazem a andlise/mapeamento das sentencgas (frases) apenas em
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Figura 11 — Arquitetura de uma rede Transformers.
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Fonte: Adaptado de Vaswani et al. (2017)

um sentido (da direita a esquerda ou o inverso), modelos estes conhecidos como modelos de
linguagem unidirecional. Segundo Devlin et al. (2019), a maior limitacdo desses modelos se da
pelo fato deles usarem a arquitetura padrao de anélise unidirecional. Por exemplo, em um modelo
transformers que usa a arquitetura “esquerda a direita”, cada token pode atender apenas aos
tokens anteriores nas suas camadas de autoatencio. Essas restricdes impactam negativamente nas
tarefas ao nivel de sentengas (frases) e podem ser muito prejudiciais na aplicacdo de abordagens
que necessitam de um ajuste fino (finetuning) ao nivel de tokens, como na tarefa de perguntas e
respostas, onde € crucial incorporar/entender o contexto em ambas as diregcdes.

A fim de solucionar essas restri¢des foi que o modelo de arquitetura bidirecional
BERT foi proposto por Devlin et al. (2019). Os autores enfatizam que o modelo BERT consegue
“aliviar” as restricdes dos modelos de linguagem unidirecional usando a abordagem de treino
“Modelo de Linguagem Mascarada” (do termo inglés, Masked Language Model - MLM). Esta
abordagem faz o mascaramento randdomico de um pequeno percentual de tokens de entrada,
e tenta predizer o id do vocabuldrio original da palavra que foi mascarada, tomando por base
apenas seu contexto. Ao contrario dos modelos de linguagem unidirecional, a abordagem MLM

permite que as representacdes facam a juncido do contexto direito e esquerdo das sentencas,
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possibilitando o treinamento de redes transformers bidirecionais profundas. Além da abordagem
de modelo de linguagem mascarada (MLM), a arquitetura BERT também permite o uso da
abordagem “Predicdo da Proxima Sentenca” (do termo inglés, Next Sentence Prediction - NSP)
que consiste em alimentar o modelo com pares de sentencas para prever se tais sentengas estao
relacionadas entre si.

Outro ponto crucial € que o modelo BERT passa por duas etapas principais: o Pré-
treino (Pre-training) e o Ajuste Fino (Fine-Tuning). Durante o pré-treino, o modelo € treinado
com os dados ndo rotulados em diferentes tarefas. Ja no ajuste fino, o0 modelo € inicializado
com 0s mesmos parametros do pré-treino, porém, logo em seguida, todos os parametros sao
ajustados usando dados rotulados para uma tarefa especifica. Assim, a grande vantagem do
BERT ¢ que diversos modelos pré-treinados em imensas bases de dados textuais podem ser
facilmente carregados e utilizados em alguma tarefa especifica, fazendo apenas o ajuste fino dos

seus hiperparametros para tal tarefa.

2.11 Modelo SBERT

O modelo SBERT, Sentence BERT (Reimers; Gurevych, 2019), é uma variagcao do
modelo BERT projetada para gerar incorporacoes (embeddings) de sentencas. Uma vez que o
modelo BERT foi criado para entender contextos bidirecionais de palavras através do seu treino,
0 SBERT leva essa mesma abordagem para o nivel de sentencgas. O diferencial do SBERT € que
ele utiliza uma estrutura siamesa de treino, onde as sentencas semelhantes sdo mapeadas para
espacos vetoriais proximos, enquanto sentencas diferentes sdo mapeadas para espagos vetoriais
mais distantes.

A forma de treinamento do SBERT € conhecida como Contrastive Learning, a
qual se concentra em aprender representacdoes semelhantes para sentencas semanticamente
relacionadas. O foco do treinamento consiste em minimizar a distancia entre embeddings de
sentencas semelhantes e maximizar a distancia entre embeddings de sentengas diferentes.

Além disso, o SBERT recorre a modelos BERT pré-treinados em grandes conjuntos
de dados, em seguida realiza o ajuste fino para uma tarefa especifica, capturando informagdes
contextuais e semanticas de cada sentenca. Os embeddings pré-treinados, entdo, podem ser usa-
dos em uma variedade de tarefas, como clusteriza¢cdo de sentengas, recuperacao de informacdes
e similaridade entre sentengas. Desta forma, o SBERT pode oferecer apoio significativo para

comparacoes tradicionais de embeddings de palavras ou frases.
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2.12 Métodos Classicos para o Calculo de Similaridade entre Trajetorias

O célculo da similaridade entre trajetérias € peca fundamental na andlise de dados
geoespaciais, dada sua aplicabilidade na resolu¢do de diversos problemas de mobilidade. A
seguir, sdo apresentadas algumas das técnicas padrdo para determinar o grau de similaridade
entre trajetorias. Essas técnicas foram implementadas no presente trabalho com o intuito de

fornecer uma comparacgdo adicional aos modelos de linguagem.
2.12.1 Distancia euclidiana

Quando se t€m sequéncias discretas de tamanhos iguais em um espaco vetorial R", a
técnica comumente utilizada para medir a distincia entre tais objetos € a distdncia euclidiana,
técnica relativamente simples e intuitiva, o que a tornou uma das técnicas mais bem adotada na
literatura. Além da sua simplicidade, a distancia euclidiana tem diversas outras vantagens, uma
delas € que sua complexidade é de carater linear, possibilitando uma facil implementacdo. A
distancia euclidiana foi proposta como uma medida de similaridade entre duas series temporais,
sendo considerada uma das func¢des de distancia mais utilizadas desde os anos 60 (Faloutsos e?
al., 1994; Keogh; Pazzani, 2000).

Como trajetérias também sdo consideradas series temporais, a distancia euclidiana
pode ser facilmente adotada para calcular a distancia entre elas (Li et al., 2018a; Sanderson;
Wong, 1980). Assim, para duas trajetorias 71 e 7, que tenham o mesmo comprimento n, a

distancia euclidiana dg (77, T») € definida pela Equagéo 2.1.

n
t Ay D
dp (1 1y) = T AP1:22) .0

Onde p1,; e pa; € 0 i-ésimo par de pontos entre 77 e T3, sendo d a distancia real
entre esses dois pontos. Desta forma, a distincia euclidiana tem complexidade de tempo O(n),
tratando-se de uma implementacao relativamente simples. Porém, o seu principal problema é
que ela requer que as trajetérias comparadas sejam exatamente do mesmo tamanho, o que nem
sempre € possivel nas bases de dados de trajetdrias, acabando por inviabilizar a comparagao

ponto a ponto entre os pares de trajetorias de tamanhos diferentes.
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2.12.2 Distancia DTW — Dynamic Time Warping

A Dynamic Time Warping (DTW) € uma das técnicas mais utilizadas quando se
precisa determinar a similaridade entre duas séries temporais. O algoritmo DTW visa encontrar o
alinhamento global 6timo entre estas duas séries, explorando suas distor¢des temporais, criando
um mapeamento dindmico entre elas. Este mapeamento permite determinar um valor numérico
de distincia que, a partir dele, possibilita identificar um grau de similaridade entre as duas
sequéncias analisadas (Salvador; Chan, 2007).

Segundo Shuncheng et al. (2019), a técnica DTW existe ha mais de um século e
foi inicialmente introduzida para o cdlculo da distancia entre séries temporais. No entanto,
foi somente na década de 80 que surgiram os primeiros trabalhos (Kruskal, 1983; Roucos;
Dunham, 1987) que introduziram a DTW para o cdlculo da medida de distancia/similaridade
entre trajetorias geoespaciais. Desde entdo, a distancia DTW se tornou uma das técnicas de
distancia para trajetérias mais utilizada na literatura.

A alta popularidade da distancia DTW esta diretamente relacionada ao fato dela
ser facilmente implementada recorrendo-se a programagdo dindmica (ou recursiva) e por sua
aplicabilidade em diversas dreas, como: reconhecimento de voz, reconhecimento de assinatura,
processamento de sinais, classificacdo de padrdes, alinhamento musical, dentre outras. Assim, a
técnica DTW pode ser usada em qualquer tipo de dado que obedeca uma certa ordem temporal.

No caso deste trabalho, a distincia DTW € usada para o célculo de similaridade entre
trajetorias de objetos mdveis, computando-se as distincias entre todos os pares possiveis de
trajetorias do conjunto de dados de teste. Uma vez que a DTW faz uma comparacdo (match)
entre todos os pontos de duas sequéncias temporais, € possivel, assim, identificar o caminho de
menor custo (warping path) entre duas trajetorias quaisquer, ou seja, o caminho com melhor
alinhamento entre as duas trajetérias comparadas. Mais especificamente, dadas duas trajetorias

T\ e T, de comprimentos (n e m), a distancia DTW ¢ definida recursivamente pela Equacao 2.2.

0, sen=0em=0
oo, sen=0oum=0
dprw (T1,T2) = { d(Topo(T}),Topo (Ty)) + min {dprw (Ti,Resto (T3)), (2.2)

dprw (Resto (T1),T2),

\ dprw (Resto (T7),Resto (7))} caso contrério
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Na Equacdo 2.2, T7 e T> representam os pontos geoespaciais (lon, lat) das duas traje-
torias analisadas, n e m s@o seus respectivos comprimentos, Topo() e Resto() sdo os conjuntos
de pontos definidos na secdo 2.1 e d € a distancia espacial (harvesine), Equa¢do 2.3, usada para o
célculo de distancia entre dois pontos quaisquer do globo terrestre a partir de suas informacoes

de latitudes (¢) e longitudes (A).

d = 2rarcsin \/sin2 (@) +cos @1.cos @2.sin’ (@) (2.3)

Quanto a execugdo do algoritmo, a distincia DTW tem complexidade O(nm), pois
€ necessdrio fazer a comparacgao entre todos os pontos das duas trajetérias. Precisa-se, entao,
identificar a distancia de cada ponto p; da trajetoria 77 para os demais pontos p; da trajetdria 7>
a fim de encontrar os pares (p;, p;) de menores distincias que serdo usados na construgio do
caminho de custo minimo (warping path) para o célculo final da distdncia DTW. Os Algoritmos
1 e 2 apresentam, por meio da programacao dindmica, os passos utilizados neste trabalho para
efetuar o cdlculo da distancia DTW entre duas trajetdrias geoespaciais quaisquer 77 e T5.

Como o algoritmo DTW precisa percorrer todos os pontos das trajetorias 77 e 7> de
comprimentos n e m, o cdlculo da DTW é considerado de ordem quadritica O(n?), tornando-o
inviavel de ser utilizado em volumosos conjuntos de dados. Para um melhor entendimento, a
Figura 12 ilustra a sequéncia de pares de pontos, com menores distincias, criados no alinhamento

de menor custo do calculo da DTW para duas trajetorias 77 e T5.

Figura 12 — Combinacdo (match) de pares de pontos entre duas trajetorias usando a DTW

Fonte: Adaptado de Shuncheng et al. (2019).
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Algoritmo 1: Cilculo da distancia DTW
Entrada: trajetérias geoespaciais 77 e 1>.
Saida : valor da distancia DTW entre T € T>.

1 inicio
2 | D« [n,m|; /* Matriz de zeros n x m */
3 distDTW <+ 0;
4 paraj := O até m-1 faca
5 | D0, j] + d(po,pj) /* Preenche a primeira linha de D */
6 fim
7 para i := 0 até n-1 faca
8 | D0, j] < d(po,pi) ; /* Preenche a primeira coluna de D */
9 fim
/* Preechendo o restante da matriz distancias entre T} e T */
10 para i := [ até n-1 faca
1 paraj .= [ até m-1 faca
12 custo < d(pi,p;);
13 Dli, j| < custo+min(D[i — 1, j], // insertion
14 Dl[i,j—1], // deletion
15 D[i—1,j—1]) // match
16 fim
17 fim
18 wp < warping_path(D) ; /* Lista de comprimento |wp| */
19 para i .= 0 até lwpl-1 faca
20 | distDTW < distDTW + D[wpli][0],wpl[i][1]];
21 fim
2 distDTW <« distDTW /|wp|;
23 retorne distDTW

24 fim

2.12.3 Distancia EDR — Edit Distance on Real Sequence

De acordo com Levenshtein (1965), a técnica Edit Distance (ED) foi usada pela
primeira vez em 1966 para medir a similaridade entre duas sequéncias textuais (strings). A
distancia Edit Distance on Real Sequence (EDR) baseia-se no método da ED, alinhando duas
series temporais na busca da contagem minima de (scores) de edi¢do (inser¢ao, exclusdo e/ou
substitui¢ao) necessdrios para transformar uma sequéncia na outra. Esta técnica, por ser con-
siderada robusta e de facil implementacao, pode ser aplicada em diversas dreas que tem como
principio o tratamento de sequéncias, como o processamento de linguagem, bioinformatica,
reconhecimento de padrdes, dentre outros.

Como trajetdrias sdo sequéncias espaciais semelhantes as sequéncias textuais, a

similaridade espacial entre trajetdrias pode ser facilmente calculada usando a distancia EDR.
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Algoritmo 2: Cilculo do caminho de menor custo (Warping Path)
Entrada: matriz D de distancias entre as trajetérias 71 e 7>.
Saida :lista com os indices do Warping Path em D.
inicio

1
2 n < Quantidade de linhas em D
3 m <— Quantidade de colunas em D;
4 | P+[]; /* Lista vazia */
5 enquanto n > 0 ou m > 0 faca
6 se n =0 faca
7 ‘ valor_min < (0,m — 1);
8 fim
9 senao, se m = ( faca
10 ‘ valor_min < (n—1,0);
1 fim
12 sendo, faca
13 valor <+~ min(Dln— 1,m —1],D[n— 1,m],D[n,m — 1]);
14 se valor = D[n— 1,m — 1] faca
15 ‘ valor_min < (n—1,m—1);
16 fim
17 sendo, se valor = D[n — 1,m] faca
18 | valor_min <+ (n—1,m);
19 fim
20 senao, faca
21 | valor_min < (n,m—1);
22 fim
23 fim
24 P < P+valor_min ; /* P.append(valor_min) */
25 fim
26 retorne P
27 fim

Shuncheng et al. (2019) definem que a distincia EDR (dgpg) entre duas trajetérias quaisquer
T\ e T> de comprimentos n e m, respectivamente, pode ser calculada pelo nimero de edi¢des
(inser¢des, exclusdes e/ou substituicdes) necessdrias para transformar 77 em 75.

Quando sao usados dados de trajetérias provenientes de dispositivos de GPS, o
célculo da distincia EDR requer a adi¢cdo de um valor de subcusto, uma vez que € muito
dificil que os pontos de 77 e T, tenham as mesmas coordenadas geoespaciais (necessdrias para
identificar a equivaléncia entre pontos — match points). Entdo, para calcular a distancia entre duas
trajetérias 7] e T», o cdlculo da distincia EDR considera que os pontos p;(p; € Ty) e p j (p i€ 1)
sdo equivalentes se a distincia d (haversine ou a distincia euclidiana) entre p; € p; estiver dentro
do intervalo € de subcusto. Dessa forma, sdo usadas duas equagdes para o cdlculo da distancia

EDR de forma recursiva: a Equacao 2.4 para encontrar o valor do subcusto e a Equagao 2.5 para
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o cdlculo especifico da distancia EDR entre T e T>.

0, d(pi,pj) <
subcusto(pi,p;) :{  denp) <€ (2.4)

1, caso contrdrio

n, sem=0
m, sen=0
depr(T1, ) = min{dgpr(Resto(T1),Resto(Tz)) + subcusto(Topo(Ty),Topo(T»)), (2.5)

dgpr(Resto(Th),T>) + 1,

depr(Ti,Resto(Th)) + 1} caso contrdrio
\

A seguir, € descrito em pseudo cédigo (Algoritmo 3) os passos necessarios utilizados

para implementar a Equagdo 2.5.

Algoritmo 3: Célculo da distancia EDR
Entrada: trajetérias 77 e 7> no formato sequencial de células.
Saida : valor da distancia EDR entre T} e T>.

1 inicio
2 | n«|Th; /* Comprimento de T */
3 m<+ || ; /* Comprimento de Tp */
4 se n =( faca
5 \ retorne n;
6 fim
7 senao, se m = ( faca
8 | retorne n;
9 fim
10 senao, faca
1 retorne min(EDR(Resto(T1),Resto(Tr)) +
subcusto(Topo(Ty),Topo(T»)), EDR(Resto(Ty),T>) +
1, EDR(Ty,Resto(T2))+1));
12 fim

13 fim
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2.12.4 Distancia LCSS - Longest Common Subsequence

O valor de similaridade entre duas séries textuais quaisquer Sy e S» (strings) pode
ser entendido como o comprimento da maior subsequéncia comum entre estas duas séries
(Shuncheng et al., 2019). Como trajetdrias geoespaciais sdo conjuntos sequenciais de pontos,
semelhante as sequéncias textuais, o valor da maior subsequéncia em comum, Longest Common
Subsequence (LCSS), pode ser usado para identificar a similaridade entre duas trajetorias
quaisquer 77 e T, tendo como resultado o comprimento da maior subsequéncia de pontos entre

Ty e T, (Vlachos et al., 2002).

Algoritmo 4: Calculo da distancia LCSS
Entrada: Trajetérias 71 e T> no formato sequencial de células.
Saida : Valor da distincia LCSS entre T} e T5.

1 inicio

2 | n|Ti|; /* Comprimento de Tj */
3 | m+ |B; /* Comprimento de Tp */
4 sen=0oum=0 faca

5 | retorne 0;

6 fim

7 | sendo, se equivalencia(Topo(Ty),Topo(T>)) = 1 faga

8 | retorne djcss(Resto(Ty),Resto(T>)) + 1;

9 fim

10 sendo, faca

11 ‘ retorne max{dLCSS(Tl,Resto(Tz)), chss(Reslo(Tl),Tz)};

12 fim

13 fim

No entanto, assim como na distancia EDR, ¢ muito dificil que os pontos geoespaciais
pi(pi € T1) e pj(p; € T») sejam exatamente iguais, ou seja, caiam na mesma geolocalizagao (lon,
lat). Isso ocorre na maioria das vezes devido as caracteristicas inerentes dos dispositivos de GPS,
do trajeto, das taxas de amostragem ou, até mesmo, das interferéncias causadas por ruidos. Desta
forma, um limite referencial € de distancia também deve ser adotado para indicar a equivaléncia
(match) entre os pontos das duas trajetdrias analisadas. A Equagdo 2.6 demostra o processo

recursivo para o cdlculo do valor LCSS entre 77 e T, com comprimentos m € n, respectivamente:

0, sem=0oun=0
LCSS(Th, T») = drcss(Resto(Ty),Resto(T»)) + 1, se d(Topo(Ty),Topo(T>)) < e (2.6)

max{dicss(Ti,Resto(Tr)), dicss(Resto(Ty),Ta)},  caso contrdrio
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drcss(Th, Tr) = Tamanho(Ty) + Tamanho(T>) —2 - LCSS(T1,Tz). (2.7)

Desta forma, o valor de similaridade LCSS calcula o comprimento da maior sub-
sequéncia equivalente entre 77 e 75, usando a funcao de subsusto da Equacdo 2.4 para encontrar o
match de pontos e, assim, conseguir definir as subsequéncias de maior comprimento. E tomando
como base a medida de similaridade da Equacdo 2.6, o cdlculo da distancia LCSS entre duas
trajetérias 77 e T, é dado pela Equacdo 2.7. Na sequéncia, o Algoritmo 4 ilustra o conjunto

de passos utilizados na implementagdo do célculo do valor de similaridade LCSS de maneira

recursiva.
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3 TRABALHOS RELACIONADOS

Neste capitulo sdo apresentados os trabalhos relacionados que exploram o uso de
embeddings, na representagdo de trajetdrias, obtidos via treinamento de modelos de aprendizado
profundo. A maioria desses trabalhos visa solucionar o problema do calculo da similaridade
espacial entre trajetorias por meio de representacdes vetoriais (embeddings) obtidas com o auxilio
da discretizacdo por uma grade espacial uniforme. A menor parte dos trabalhos usa abordagens
de discretizacdo diferentes (e.g., Pontos de Interesse ou Rede de Segmentos), focando no calculo
da similaridade ou outra tarefa especifica. Ao final, o Quadro 1 contendo as comparagdes entre
todos os trabalhos relacionados e este € apresentado com base nas caracteristicas especificas de

cada trabalho.

3.1 Deep Representation Learning for Trajectory Similarity Computation

Trajetorias de objetos méveis geram grandes volumes de dados, considerados al-
tamente complexos em termos de processamento, desde a captura até o armazenamento € a
recuperacdo. Além disso, interpretar estes dados eficientemente, de modo a recuperar/tratar
a informacdo corretamente, € uma tarefa desafiadora, principalmente quando esses dados sao
coletados com baixa taxa amostral, pouca uniformidade e propicios a inser¢ao de ruidos.

Com base neste cendrio e no desafio de se determinar a similaridade espacial entre
trajetorias, Li ef al. (2018b) propuseram uma nova abordagem, chamada 2vec (do termo em
inglés, trajectory to vector), capaz de representar trajetérias em um novo dominio (espago
vetorial) e, ainda, promover o cdlculo de similaridade espacial entre trajetdrias de forma bastante
eficaz. O modelo 2vec € um autoencoder que utiliza diversas camadas GRU (Gated Recurrent
Unit) para codificar trajetorias discretizadas em embeddings. Assim, o t2vec é treinado para
reconstruir as trajetorias discretizadas a partir de versdes com menor taxa amostral (downsampled)
e versoes adicionadas de ruidos (distorting).

As representagdes (embeddings) aprendidas pelo t2vec foram projetadas para serem
robustas a dados com baixa taxa amostral, ndo uniformes e com ruidos, auxiliando no calculo da
similaridade espacial entre trajetdrias dessa natureza. As representacdes vetoriais obtidas por
meio do aprendizado alcangaram um tempo de execucdo linear, O(n+ |v|), (onde n € o tamanho
da trajetdria, |v| é o comprimento do vetor) para célculo de similaridade espacial entre duas

trajetorias. Enquanto que, maioria das técnicas padrdo, que lidam com os dados em sua forma
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bruta (long, lat), geralmente alcangam uma complexidade quadrética, O(n?), para essa tarefa.
Embora trabalhos mais recentes tenham superado o 2vec em termos de qualidade
dos embeddings produzidos (como alguns dos trabalhos relacionados abaixo), o t2vec foi
considerado referéncia neste estudo, pois seu codigo: estd disponivel publicamente, permite
resultados reproduziveis, e sua qualidade e a aplicabilidade foram minuciosamente avaliadas
em pesquisas recentes (Taghizadeh et al., 2021), ressaltando sua relevancia como abordagem de

referéncia.

3.2 Computing Trajectory Similarity in Linear Time: A Generic Seed-guided Neural

Metric Learning Approach

Alguns modelos baseados em aprendizado profundo que vieram apds o f2vec ado-
taram uma abordagem diferente, ao invés de aprender embeddings de trajetérias por meio de
uma tarefa de reconstrugio, eles foram treinados para aproximar fun¢des de similaridade bem
conhecidas e, ao mesmo tempo, garantir o cdlculo da similaridade entre trajetrias em tempo
linear O(n).

Um modelo pertencente a esta classe de abordagem € o NeuTraj (Yao et al., 2019).
Em sua esséncia, o modelo inicialmente calcula uma matriz de distancias D aplicando alguma
medida de similaridade alvo entre “trajetorias sementes”, i.e., uma pequena fracdo de trajetorias
extraidas de forma aleatéria do conjunto de dados original (dataset). Esta matriz é entao
normalizada em uma matriz de similaridade S, preparando, entdo, o cendrio para o processo de
aprendizagem.

Além disso, um novo componente, crucial na arquitetura do NeuTraj, foi elaborado:
o modulo SAM (Spatial Attention Memory), cujo objetivo é capturar caracteristicas e correlagdes
espaciais importantes, atualizando dinamicamente um tensor de memoria com informagdes
espaciais das trajetorias. Este mddulo € entdo treinado de acordo com um procedimento de
amostragem ponderada por distincia e um objetivo de perda de classificagdo, que garantem um
treinamento eficiente do modelo, priorizando as trajetdrias sementes que estdo mais proximas no
espaco de incorporagdo. Essa énfase seletiva permite que o Neutraj aprenda uma fungao que
mapeia trajetérias em um espacgo de baixa dimensao, onde as relagdes geométricas refletem de

perto aquelas definidas pela medida de similaridade alvo.
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3.3 T3S: Effective Representation Learning for Trajectory Similarity Computation

O avanco no uso de novas tecnologias capazes de gerar dados de trajetdrias, como
sensores e celulares, impulsionou a proliferacdo desses dados em um amplo espectro de aplica-
coes. Os autores em Yang et al. (2021) relatam que dados de trajetdrias geoespaciais sdo cada vez
mais cruciais para aplicagdes do cendrio atual e a maioria delas precisa lidar com um problema
fundamental deste dominio de dados: a avaliagdo de similaridade espacial entre trajetorias.

Os autores citam ainda que trabalhos anteriores na literatura propuseram diversas
maneiras para lidar com problema de similaridade entre trajetérias, como, por exemplo, Dynamic
Time Warping (DTW), distancia Fréchet, Edit Distance on Real Sequence (EDR), dentre outras.
Entretanto, cada uma dessas abordagens captura a similaridade entre trajetorias sob perspectivas
distintas, algumas mais focadas na sequéncia estrutural, enquanto outras consideram apenas a
ordem sequencial dos pontos. A desvantagem dessas medidas é que frequentemente exigem
muito tempo e recursos computacionais, limitando sua aplicabilidade em grandes conjuntos de
dados.

Tendo por base esta problemadtica, os autores em Yang et al. (2021) propuseram um
modelo baseado em redes neurais profundas, chamado de 73S, que conseguiu criar representacoes
vetoriais (embeddings) para cada trajetoria analisada em um espago de baixa dimensao (d-
dimensional) e adaptdvel para qualquer cendrio, bastando apenas realizar um ajuste simples dos
parametros prévios ao treino do modelo. O 73S foi desenvolvido utilizando a arquitetura de
rede neural Long Short-Term Memory (LSTM) para processar pontos geoespaciais de trajetorias
representadas por células em uma grade, permitindo a incorporagdo de informacdes espaciais e
estruturais nos vetores aprendidos. Além disso, o modelo 73S demonstrou capacidade de acelerar
o célculo de similaridade entre trajetdrias, superando outras técnicas de distancia e modelos

comparados.

3.4 Trajectory Similarity Learning with Auxiliary Supervision and Optimal Matching

O célculo da similaridade entre trajetérias € um problema fundamental no campo da
andlise de dados geoespaciais. Assim, identificar a similaridade entre trajetdrias tornou-se uma
tarefa comum para um amplo nimero de aplicagdes reais pertencentes ao cendrio tecnologico
atual (e.g., andlise de trafego, compartilhamento de caronas, deteccao de anomalias, dentre

outras). No entanto, o cdlculo da similaridade entre trajetdrias € uma tarefa de alta complexidade
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computacional, tornando-se o principal gargalo para esse dominio de aplicagdes.

Traj2SimVec (Zhang et al., 2021) é outro modelo projetado para aprender embeddings
de trajetdrias, a0 mesmo tempo que visa aproximar funcdes de similaridade de trajetérias bem
conhecidas. O modelo comega com a constru¢do de amostras de treinamento a partir do conjunto
de dados original por meio da simplificacdo de trajetdria e da indexacao kd-tree, possibilitando
a geracgdo eficiente de amostras contendo triplas de treinamento (ancora, préximo, distante) a
partir de grandes conjuntos de dados, simplificando trajetérias em vetores de comprimento fixo e
aproveitando a indexacao kd-tree para recuperacdo rapida de pares similares. Um componente
crucial do Traj2SimVec é seu codificador de trajetéria, que usa internamente uma arquitetura
baseada em LSTM. Assim, as amostras sdo processadas para produzir incorporacdes de trajetoria,
calculando-se distancias entre subtrajetérias usando programac¢do dinamica. Este processo
garante que o modelo capture semelhancas gerais e de subtrajetdrias para um célculo robusto de
similaridade.

Finalmente, durante a fase de aprendizagem, Traj2SimVec emprega as funcdes de
perda supervisionadas Sub-trajectory Distance Loss e Trajectory Point Matching Loss. A
primeira aproveita as distancias entre as subtrajetdrias para uma supervisdo auxiliar, melhorando
a robustez do modelo e capturando relacdes diferenciadas, enquanto a segunda se concentra em
aprender relagdes ideais de correspondéncia de pontos entre trajetdrias, permitindo a identificagdo
de pontos correspondentes sob varias métricas alvo (nos experimentos, os autores consideraram

as métricas Frechet, Hausdorff e DTW).

3.5 Trajectory Semantic Embedding for Living Pattern Recognition in Population

O reconhecimento de padrdes comportamentais na vida de uma populacdo é uma
tarefa considerada extremamente importante para a tomada de decisdes e o planejamento urbano
atualmente. Em paralelo, o aumento no volume de informacdes em aplicacOes baseadas em
geolocalizagdo (e.g., check-ins em redes sociais, e-commerce, aplicativos de compartilhamento
de carona) incorporam com bastante frequéncia dados importantes sobre localizacdes sobre
pontos de interesse em comum (POI) entre seus usudrios.

Informacdes desse género sdo cruciais para a identificacdo de padrdes/habitos de vida
da populacdo. Com base no exposto, a ferramenta intitulada habit2vec, proposta por Cao et al.
(2020), € um framework de aprendizado de maquina nao supervisionado que cria representacdes

numéricas (embeddings) para os trajetos de usudrios. Essas representacdes conseguem preservar
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as informacdes semanticas dos hébitos de vida de cada usudrio envolvido. Para tal, foram
utilizados dados histéricos de trajetorias da base de dados Tencent, conjunto de dados reais de
grande escala fornecido por um popular provedor de rede social em Beijing-China, com um total
de 123.803 usudrios.

A ferramenta consegue reconhecer hédbitos de vida tipicos, até mesmo, entre usudrios
que se encontravam em regides diferentes. Os autores conseguiram isso por meio da incorpora¢ao
de caracteristicas temporais no treino da ferramenta além das informacoes espaciais (POIs).
Assim, trajetdrias distantes espacialmente, mas que seguem um mesmo padrdo temporal e/ou
compartilham os mesmos POIs, conseguem ser identificadas como semelhantes pelas representa-
¢oes vetoriais do habit2vec. Deste modo, o framework consegue minerar o hébito de vida dos

usudrios incorporando a semantica espago-temporal em um mesmo vetor numérico (embedding).

3.6 Learning Behavioral Representations of Human Mobility

A mobilidade humana € uma area com enormes desafios que incitam o surgimento
de novas aplicagdes a cada dia. Os autores em Damiani et al. (2020) mostraram-se preocupados
com os desafios referentes a mobilidade humana e como os dados de trajetdrias podem ter um
papel relevante na resolu¢ao dos problemas deste dominio. Sendo assim, o objetivo principal
do trabalho foi definir um grau de similaridade comportamental (behavioral similarity) entre
individuos (pessoas) recorrendo a representagdes vetoriais obtidas por meio do treinamento de
modelos de redes neurais.

Para esse prop6sito, foram adaptados modelos de representacdo vetorial considerados
estado da arte, previamente utilizados na andlise de similaridade seméntica entre palavras, com o
objetivo de representar dados geoespaciais de trajetdrias esparsas. Os dados foram coletados de
sistemas de telecomunica¢cdo movel, onde os registros (CDR — Call Detail Records) sdo gerados
com base em eventos como o inicio/fim de chamadas, envio/recebimento de mensagens de texto
e downloads/uploads de arquivos.

A contribui¢do principal do trabalho consiste na criagdo de um novo framework,
intitulado mob2vec, guiado pelo aprendizado representacional de redes neurais, conseguindo ge-
neralizar trajetdrias para vetores incorporando suas informagdes comportamentais. A abordagem
usa métodos proprios de PLN (Word2Vec e Paragraph Vector) para gerar as representacdes de
embeddings para o dominio das trajetérias CDR. Assim, o modelo mob2vec consegue mapear as

trajetorias CDR em vetores de dimensdes fixas que conseguem preservar os comportamentos de
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mobilidade de cada usudrio do conjunto de dados analisado.

3.7 Deep Representation Learning of Activity Trajectory Similarity Computation

O aumento exponencial dos dados de trajetdria, impulsionado por dispositivos
equipados com tecnologia GPS e comunicagdo sem fio, tem sido um foco significativo na
pesquisa em bancos de dados espaciais. A problematica da amostragem de trajetdria, originada
por estratégias distintas de amostragem, impacta negativamente na medicao de similaridade.
Embora abordagens recentes tenham mitigado esse problema por meio de complementos de
trajetdria, estas ainda apresentam limitagdes, ao considerarem predominantemente caracteristicas
espaciais e temporais.

O desenvolvimento de redes sociais LBSN (Location-based Social Network) propor-
ciona uma nova dimensdo da informacao, enriquecendo trajetdrias com informacdes semanticas.
Com base nisso, o framework Af2vec (Zhang et al., 2019), propde uma abordagem que integra
caracteristicas espago-temporais com dados semanticos de atividades de trajetdrias, superando
limitacdes e alcancando resultados superiores em experimentos extensivos com bancos de dados
de trajetdrias reais. Assim, o Af2vec pode gerar embeddings de trajetdrias a partir de trajetorias
esparsas de check-ins, considerando informacdes espaciais, temporais e semanticas (atividades).
Para isso, o espaco geografico foi dividido em uma grade, em seguida, o modelo Word2Vec
foi aplicado para obter incorporacdes espaco-temporais € 0 GloVe para as incorporacdes das

atividades.

3.8 Modeling Trajectories Obtained from External Sensors for Location Prediction via

NLP Approaches

O extenso uso de dispositivos com geolocalizagdo proporciona a constru¢do de
bases de dados espaciais contendo grandes volumes de informacgdes de trajetdrias. Este tipo
de dado apresenta um desafio significativo: prever a proxima localizagdo que um objeto mével
alcancard. Os autores em Cruz et al. (2022) reconhecem a complexidade desse problema
e buscam determinar os préximos movimentos de uma classe especifica de objetos méveis
(veiculos) com base no histdrico de trajetdrias obtidas em uma rede de ruas, mapeada por meio
de sensores externos de trafego.

O estudo, denominado EST Prediction (External Sensor Trajectory Predction), avalia
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métodos de aprendizado de representacdo para gerar caracteristicas espaciais e prever os proximos
movimentos dos veiculos na rede de ruas. Para isso, a rede ¢ mapeada usando uma grade espacial,
permitindo interpretar as trajetorias como sequéncias de posicdes de sensores. Cada sensor
grava informagdes suficientes para identificar unicamente cada veiculo. Por fim, o modelo
BERT ¢ empregado para codificar essas trajetdrias de sensores externos, gerando representacoes

(embeddings) utilizadas para prever o proximo sensor de trafego onde um objeto mével passara.

3.9 A Time-aware Trajectory Embedding Model for Next-location Recommendation

A recomendacdo da préxima localiza¢do € uma tarefa essencial para servicos basea-
dos em localizag@o, como, por exemplo, os servicos presentes nas redes sociais. Nestes servicos,
a proliferacdo e o volume dos dados atingem propor¢des gigantesca, tornando-os uma fonte
imensurédvel de informacdes que podem ser usadas nas mais variadas tarefas e aplicacdes no
que se refere ao dominio do processamento de dados de mobilidade. Tomando por base essa
categoria de dados, Zhao et al. (2018) propuseram um modelo de rede neural, intitulado TA-TEM
(Time-Aware Trajectory Embedding Model), voltada para a tarefa de predicdo/recomendagao
da préxima localizagdo para usudrios de trés conjuntos de dados reais de trajetdrias esparsas,
trajetdrias estas formadas pelas posi¢des geoespaciais dos check-ins de usudrios.

No modelo em questdo foram verificados diferentes contextos de trajetdrias, pegando
as informacdes espaciais (lon, lat) dos pontos (check-ins) e, também, incorporando fatores
temporais para auxiliar ainda mais na tarefa de recomendacdo da préxima localizacio. Em
seguida, os contextos processados foram usados para o treinamento do modelo, resultando
na incorporacao das localizagdes em vetores tunicos e de tamanho fixo (embeddings), ou seja,
projetando os pontos das trajetérias em um espaco vetorial de baixa de dimensao, possibilitando
que fossem mensurados usando uma simples funcao de similaridade cosseno.

Para a tarefa proposta, o modelo TA-TEM conseguiu integrar multiplos tipos de
contextos de informag¢do de uma maneira unificada e mais resistente a esparsidade dos dados,
utilizando a vetorizacdo (embeddings) para padroes de dados sequenciais dotados das infor-
macoes espaciais (check-ins) e temporais (timestamps). Os experimentos finais demonstraram
que o modelo em questdo conseguiu uma boa efetividade na predi¢ao da proéxima localizacao,

superando os demais modelos/técnicas de trabalhos anteriores.
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3.10 TraceBERT—A Feasibility Study on Reconstructing Spatial-Temporal Gaps from
Incomplete Motion Trajectories via BERT Training Process on Discrete Location

Sequences

Em Crivellari et al. (2022), os autores reconhecem que dados de trajetdrias represen-
tam uma fonte essencial de informagao para o reconhecimento de padrdes de mobilidade humana,
desempenhando um papel fundamental em diversos servicos relacionados ao planejamento de
transportes. Contudo, esses dados nem sempre sdo fidedignos quanto ao processo de gravacdo da
informacdo. Problemas durante a captacdo dos pontos, como falhas de hardware ou interferéncia
do ambiente, podem resultar em lacunas espago-temporais e até mesmo na auséncia de segmentos
nas trajetdrias. Essa questdo torna-se especialmente critica em tarefas que requerem informagdes
completas sobre as rotas dos usudrios.

Diante desse desafio, a abordagem TraceBERT propde um paralelo técnico com
a area do Processamento de Linguagem Natural (PLN). O objetivo central dessa abordagem
consiste em introduzir o uso do Bidirectional Encoder Representations from Transformers (BERT)
no campo de pesquisa de processamento de trajetorias. Em esséncia, um modelo BERT foi
treinado para obter representacdes bidirecionais profundas a partir de sequéncias de localizagdes
ndo rotuladas, condicionando seus contextos a esquerda e a direita, visando prever localizacdes
(pontos) ausentes ao longo dos trajetos de usudrios. Dessa forma, o TraceBERT considera as
incorporagdes (embeddings) de trajetérias visando resolver o problema da reconstru¢io de dados

ausentes nestas trajetorias.

3.11 Resumo dos Trabalhos Relacionados

No Quadro 1, é apresentada uma comparagdo entre os trabalhos relacionados e
este trabalho de dissertacdo. Destaca-se que essa proposta se diferencia dos demais estudos ao
explorar alternativas consolidadas no campo do Processamento de Linguagem Natural (PLN)
para um novo dominio de aplicacdo: o campo das trajetdrias de objetos mdveis. A abordagem
visa aprender representacdes tanto para trajetérias densas quanto esparsas, a fim de atingir um
desempenho satisfatorio quanto ao cdlculo de similaridade espacial entre trajetorias usando essas

representacoes.
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Quadro 1 — Comparativo entre os trabalhos relacionados e o trabalho proposto

Artigo Métodos Conjunto de dados | Discretizacio Tarefa
. GRU-based autoencoder Grade de Similaridade espacial
Li et al. (2018b) Denso e Esparso
+ custom loss células entre trajetdrias
Attention + LSTM Grade de Similaridade espacial
Yao et al. (2019) Denso e Esparso )
+ custom loss células entre trajetorias
Attention + LSTM Grade de Similaridade espacial
Yang et al. (2021) Denso e Esparso
+ custom loss células entre trajetorias
Localizagdes | Similaridade espacial
Zhang et al. (2021) LSTM + custom loss Denso o
GPS entre trajetdrias
Similaridade
Cao et al. (2020) Word2Vec Esparso POIs .
semantica
L Word2Vec, Paragraph Similaridade
Damiani et al. (2020) Esparso CDR )
Vector semantica
Word2Vec, GloVe e Grade de Similaridade
Zhang et al. (2019) Esparso
RNN células semantica
Sensores de Predicdo da préxima
Cruz et al. (2022) BERT, LSTM Esparso ) )
transito localizacdo
. Recomendagdo da
Zhao et al. (2018) Word2Vec, Paragraph Esparso Check-in o )
préxima localizagdo
. . Recuperacio de dados
Crivellari et al. (2022) | BERT Esparso CDR L
faltantes em trajetdrias
BERT, SBERT Grade de Similaridade espacial
Este trabalho Denso e Esparso . L.
Word2Vec, Doc2Vec células entre trajetorias

Fonte: Elaborado pelo autor (2024).
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4 PROCEDIMENTOS METODOLOGICOS

A metodologia deste trabalho compreende seis etapas principais: 1. Sele¢do dos
Dados, 2. Pré-processamento, 3. Modelo Base e Técnicas, 4. Métrica de Avaliacdo, 5. Treino
dos Modelos e 6. Andlise dos Resultados. Na Figura 13, € ilustrado o fluxo bésico dessas etapas,

destacando seus pontos especificos.

Figura 13 — Fluxo metodoldgico deste trabalho

Selegéo dos Porto dataset (denso)
H Dados : T-drive dataset (esparso)

Selecao das amostras Pré- Discretizagao
Remocdes Downsampling
Filtragens processamento Distorting
2vec Modglo _Base 4{%2/
e Tecnicas LCSS

Self-similarity |——— I:etr:_ca fle ——{ Mean Ranking
vallacao

BERT Treino dos Word2Vec
SBERT Modelos Doc2Vec

Avalia(;éoldos}i Anélise dos 85%
embeddings i Resultados : QP3

Fonte: Elaborado pelo autor (2024).

As partes principais dessas etapas serdo abordadas nas secdes subsequentes deste
capitulo e dos capitulos posteriores, destacando-se principalmente a descricdo da abordagem
utilizada para reaproveitar os modelos de linguagem considerados neste estudo, especificamente
para a tarefa de calcular a similaridade espacial entre trajetdrias. Inicialmente, neste capitulo, é
detalhado o pipeline desenvolvido para o preparo dos dados, tanto para o treinamento quanto
para a avaliacdo desses modelos. A saida desse pipeline consiste em dados de treinamento

aumentados e dados de teste aumentados. Posteriormente, € explicado como a fase de treinamento
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dos modelos de linguagem foi adaptada, permitindo o treinamento com os dados de treino

aumentados.

4.1 Pipeline de Preparaciao dos Dados para os Modelos de Linguagem

Assumindo que o pipeline de preparacdo dos dados € aplicado em um conjunto de
dados D que ja foi pré-processado e dividido nos conjuntos de treino (Dy,qin) € teste (Dyes):
o pipeline é responsavel por gerar versdes aumentadas desses conjuntos, produzindo assim
dados adequados para treinar e avaliar modelos de linguagem visando a tarefa do calculo de
similaridade espacial entre trajetérias. E importante observar que o pipeline por si s6 ndo é
responsavel por fazer a discretizacdo das trajetorias.

No presente estudo, o pipeline adotado seguiu o mesmo fluxo de preparagdo dos
dados descrito no artigo do t2vec (Li et al., 2018b). Esse pipeline apresenta vérias caracteristicas
uteis: (1) permite o facil reaproveitamento dos modelos de linguagem considerados neste
trabalho; (2) considera a variabilidade de amostragem e o ruido, dois fendmenos geralmente
encontrados em dados reais de GPS, simulando diferentes taxas de amostragem e introduzindo
ruido controlado (gaussiano), respectivamente; finalmente, (3) o pipeline aumenta a diversidade
dos dados de treinamento para evitar ajuste excessivo e aprimorar a generaliza¢ao para dados

nao vistos.
4.1.1 Gerando Dados de Treino Aumentados

A informacdo do grau de similaridade entre as trajetdrias geralmente ndo estd dispo-
nivel na maioria das bases de dados reais. Para contornar esse problema, a ideia fundamental
aqui consistiu em considerar o conjunto de dados de treino Dy, € criar sua versdo aumentada,
criando novas trajetérias semelhantes a partir das trajetorias originais deste conjunto. No entanto,
obter variagdes de trajetérias similares as trajetSrias originais ndo é uma tarefa simples. E preciso
garantir que as novas trajetorias sejam parecidas com suas trajetérias origindrias. Para isso, se-
melhante ao 2vec (Li et al., 2018b), o principio basico do aumento dos dados de treino consistiu
em criar subtrajetorias com base na rota real R das trajetdrias originais, a qual € representada por
uma curva continua no espago que indica o caminho real do objeto mével de um determinado
trajeto, representada pela drea sombreada nas trajetdrias da Figura 14.

Um dos principais desafios dessa abordagem ¢ a falta de informacao sobre a rota real
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R nas bases de dados de trajetérias. Para contornar esse problema, Li et al. (2018b) mapearam os
dados explorando duas observacdes importantes: (1) tanto as trajetorias com alta taxa amostral,
quanto suas variagdes com taxas amostrais relativamente mais baixas, compartilham a mesma
rota real R, e (2) sendo 7, (Figura 14 a) a trajetdria original, de maior taxa amostral, ela € mais
semelhante a rota real R do que qualquer uma de suas variacdes de taxa amostral menores, 7 e
T, (Figura 14 ¢).

Um ponto importante a ser observado € que a rota real R ndo é disponibilizada
na maioria dos conjuntos de dados atuais, inviabilizando a cria¢do das subtrajetdrias por esta
abordagem. A forma mais plausivel encontrada para driblar este problema foi a ado¢ao da
trajetoria com maior taxa amostral, 7;, como a propria rota real. Assim, na Figura 14, tem-se
T, como a rota real (7, = R), Ty e T, como duas variacdes desta rota real, a primeira obtida
pelo processo de reduc@o dos pontos (downsampling) e a segunda pelo processo de inclusdo de
ruido (distorting). E notdvel também que os pontos inicial e final de 7}, sio mantidos inalterados
nas subtrajetorias criadas, isso foi necessdrio para garantir que as novas trajetorias (Ty e 7))
mantenham o mesmo comprimento da trajetéria original (73).

Figura 14 — Processo de aumento dos dados de treino. (a) Trajetdria original. (b) Mapeamento
dos pontos. (c) Subtrajetérias (downsampled e distorted)

- ~-o

Tb Tb o Ty Ty 2

\/

(@) (b)

Fonte: Elaborado pelo autor (2024).

Desta forma, para cada trajetéria T € Dy,q4in, 0 pipeline de aumento dos dados gera
um numero especifico de subtrajetérias com baixa taxa amostral, aplicando o processo de
downsampling. Em seguida, € aplicado o ruido gausiano a essas subtrajetdrias para obter um

novo grupo de subtrajetérias, conhecidas como versodes distorcidas, por meio do processo de
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distorting. Ao final do processo, sdo produzidos os dados de treinamento aumentados Dfﬁlgm. As

taxas de geracdo para esses dados serdo discutidas no capitulo seguinte.
4.1.2 Gerando Dados de Teste Aumentados

Avaliar a eficdcia de diferentes abordagens na avaliacio de similaridade para trajeto-
rias € uma tarefa desafiadora devido a auséncia de um ground-truth (verdade absoluta quanto
a similaridade entre todas as trajetdrias do dataset). Inspirando-se nas comparagdes de self-
similarity, auto-similaridade, (Ranu et al., 2015) e cross-similarity, similaridade-cruzada, (Su et
al., 2013), os autores em Li et al. (2018b) introduziram um método de avaliagcdo chamado most
similar search, que realiza a pesquisa da trajetoria mais similar dentro de um imenso conjunto de
busca. Este método, uma variacdo da comparacao self-similarity, ¢ uma abordagem segura que
visa avaliar a qualidade dos embeddings aprendidos e, portanto, foi também adotado na avaliacio
experimental deste trabalho.

A metodologia segue da seguinte maneira: a partir dos dados de teste Dy.5, €
selecionado aleatoriamente um conjunto de trajetérias de consulta, denominado Q. Além disso,
um conjunto maior de trajetdrias, denotado por B, também € extraido de Dy, para servir como o
conjunto de trajetdrias de busca, devendo-se garantir que Q N B = (). Entdo, para cada trajetoria
T, € Q foram geradas duas novas subtrajetorias, T,y e T, alternado-se seus pontos entre impares
e pares, como ilustrado na Figura 15. Isso, por sua vez, divide as trajetérias em dois novos
subconjuntos: o conjunto de subtrajetérias impares Q e o conjunto de subtrajetérias pares Q”.
Este mesmo processo de transformacao € aplicado ao conjunto de busca B, produzindo-se B’ e
B".

Ao final, Q' é utilizado como o conjunto de trajetérias de consulta, enquanto S =
Q" UB" ¢ usado como o espaco de busca. Idealmente, para cada trajetéria Ty € Q' essa
abordagem deve reconhecer T € S como a trajetéria mais semelhante espacialmente a 7.
Os dados de teste aumentados, formados por Q' U S, foram denotados por Dj,. Detalhes
adicionais sobre como Q' e S foram utilizados para avaliar quantitativamente a qualidade dos

embeddings gerados pelos modelos de linguagem sdo explicados no Capitulo 5.
4.1.3 Treinando Modelos de Linguagem com os Dados de Treino Aumentados

Ao reutilizar modelos de linguagem de modo a torné-los treindveis em dados de

trajetéria aumentados, uma questao importante € converter as trajetérias em um tipo de sequéncia
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Figura 15 — Aumento dos dados de teste: criagdo das duas subtrajetdrias T,y e T, alternando

os pontos de T; € Dyey.
W

Tq ”n

Fonte: Elaborado pelo autor (2024).

que esses modelos possam compreender. Para resolver isso, foi implementada a técnica de

discretizacdo em grade baseada na abordagem Realm (Guting; Schneider, 1995). Primeiramente,

aug

a drea geografica onde as trajetorias de D, .

se movem foi mapeada usando a grade uniforme
C, particionando-se toda a regido em unidades de representacdo menores, denominadas células
c¢;. A Figura 16 sintetiza como esta grade virtual pode ser estabelecida para mapear a regido da
cidade de Porto, Portugal, em unidades menores (células). Ainda na imagem, € possivel notar
que as células possuem tamanho fixo (altura x largura) e seguem uma ordem crescente quanto
a numeracdo dos seus identificadores (fokens). Neste trabalho, tanto para o conjunto de dados

Porto quanto para o conjunto T-drive, foi utilizada uma grade C com dimensao de 50x40 km,

onde as células tém um tamanho fixo de 100 m de largura e altura.

aug

Posteriormente, tendo a grade C bem definida, as trajetérias em D; % e Dijps sdo

convertidas de uma sequéncia de pontos geoespaciais para uma sequéncia de células, ou seja,
sequéncia tokens correspondentes que identificam unicamente cada célula dentro grade C. Este
processo, em ultima andlise, transforma os dados de trajetéria aumentados em dados de trajetoria

aumentados discretizados, produzindo os dados de treinamento aumentados e discretizados

laug

/ z s .
D3 ros - Agora, é possivel explicar como o

rain € 08 dados de teste aumentados e discretizados D

laug
train’

treinamento de cada um dos modelos de linguagem selecionados foi realizado usando D
4.2 Treino dos Modelos de Linguagem

Esta etapa marca o momento em que os modelos de linguagem selecionados (Word2Vec,

Doc2Vec, BERT e SBERT) recebem efetivamente os dados de treinamento, que foram aumentados
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Figura 16 — Exemplo da grade uniforme C sobre a cidade de Porto, Portugal

uu DpY z Mosteiro d

= do Porto

&
Mar Shopping eca do Balio
ar Shoppin O Leca do Bali Aguas Santas Ermasinde
Leqada 16ia [J05] z
Palmeira L [¥13] L Continente Va
C1 |G |C3 glifdes o
et
Praia/de/leca Sap Mamede dBa&u T
da Dalmelrao (m e Infesta PEdrouchs 0 Mgnte Vva
Matosinhos ra. {la Horge's, | .;"y'-_
4 il I I A I | Mo 'E:-..R‘O finto
E:l ] Quinta do I
5 “Parqiie da arque = Covelo [zl
Cidade N i
Estidio do rags.

F
Serra

Origritald Sédo Pedro

Fog.do D e do‘Porto
- d da Cova
Lkl
i
.......... s _—
o KL U Gondomar
Load
v attomm
e Vila Nova
Canideto de Gdia
o Cn-2 |Cn1 [Cn
SeraStoppmg Wz

Jovim

Fonte: Elaborado pelo autor (2024).

raug

e discretizados, representados por D, 5 .

Aqui, serdo abordadas as caracteristicas de treinamento
especificas de cada modelo, destacando as arquiteturas utilizadas e os formatos dos dados de

entrada.
4.2.1 Treinamento do Word2Vec

O modelo Word2Vec! (Mikolov et al., 2013) é capaz de projetar representacdes de

palavras em um espaco vetorial qualquer R”. Neste trabalho, o Word2Vec foi treinado do zero

laug

usando os dados de treinamento aumentados e discretizados D, > .

Desta forma, esses dados
de treino atuaram como o corpus do modelo, enquanto as células da grade transpassadas pelas
trajetérias representaram o vocabuldrio. A medida que o modelo foi treinado, ele empregou a
arquitetura Continuous Bag of Words (CBOW) para aprender os embeddings de cada célula ¢
pertencente ao vocabulario V. Este processo envolveu predizer uma célula alvo dentro de uma
trajetdria discretizada com base no seu contexto de células vizinhas. O modelo, entdo, ajustou
iterativamente os embeddings das células para minimizar o erro de predi¢ao, capturando, desse

modo, os contextos espaciais definidos pelas sequéncias de tokens das células.

O objetivo deste trabalho €, em udltima instancia, calcular similaridade espacial entre

U https://radimrehurek.com/gensim/models/word2vec.html
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trajetérias usando embeddings. Para obter esses embeddings, apds concluir o treinamento do

laug
train’®

os embeddings das trajetorias de teste Djoss foram

Word2Vec com os dados de treino D
calculados por meio da média dos embeddings das células que representam cada trajetoria.
Assim, sendo T’ = (cy,...,c,) alguma trajetdria de teste discretizada, de comprimento n, e
Wy = (wy,...,wy) sua sequéncia correspondente de embeddings das células. Entdo, o embedding
de T’ é computado como o embedding médio (uma escolha comum na literatura, e.g., Cruz et

al. (2022)) dos embeddings das células atravessadas por 7. Assim, dado uma trajetéria 7', seu

embedding (v") pode ser obtido conforme a Equagio 4.1.

S Loy, (“.1)

‘WT/| weWr,

Como argumentado anteriormente, para que o modelo Word2Vec pudesse tratar
dados de trajetdrias, as informacdes geoespaciais dos pontos (long, lat), andlogo as informacdes
textuais, precisaram passar por um processo de discretiza¢do para poderem ser compreensiveis
pelos modelos de linguagem, mapeando pontos em células de uma grade e, por sua vez, células
em tokens. A Figura 17 fornece uma visdo mais clara do processo, demonstrando o fluxo ao
utilizar o modelo Word2Vec previamente treinado para obter o embedding de uma trajetéria de
teste T pertencente a Diy.s.

Na figura, o primeiro retangulo contém a trajetéria de teste bruta 7', formada por
pontos geoespaciais (lon, lat), que serd vetorizada (obtido o embedding) no final do processo. No
segundo retangulo, ocorre o mapeamento dos pontos da trajetéria para as células correspondentes,
ou seja, a discretizacdo. Ainda no segundo retangulo, sdo extraidos os tokens ids que juntos
representam a trajetoria no seu formato sequencial de células. No quarto retangulo, a sequéncia
obtida é tokenizada utilizando o tokenizador do modelo. No quinto retdngulo, usando o modelo
Word2vec treinado, os embedding de cada célula sdo inferidos. Por fim, o embedding da trajetdria

completa, v7', é obtido calculando-se a média vetorial dos embeddings de todas as células que

compdem trajetéria completa discretizada, 7.
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Figura 17 — Representacdo vetorial (embedding) da trajetéria usando
Word2Vec
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Fonte: Elaborado pelo autor (2024).

4.2.2 Treinamento do Doc2Vec

Na busca por gerar embeddings para trajetérias inteiras, semelhante a forma como
as sequéncias textuais sdo tratadas, foi considerado um modelo capaz de aprender a partir de
estruturas semelhantes a sentencas, Doc2Vec? (Le; Mikolov, 2014). Ao contrario do modelo
Word2Vec, que requer uma representagdo vetorial para cada célula do vocabuldrio, o Doc2Vec,

por ser projetado para lidar com sentencas inteiras, consegue inferir um vetor (embedding)

2 https://radimrehurek.com/gensim/models/doc2vec.html
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diretamente para a trajetéria completa. Isso intuitivamente significa que, durante o treinamento
do modelo, as relacdes espaciais entre os pontos podem ser capturadas de maneira mais eficiente,
pois 0 Doc2Vec considera a estrutura completa da trajetoria, em vez de tratar apenas células
individuais.

As representacdes das trajetorias foram treinadas conforme as duas principais varian-
tes do Doc2Vec: PV-DM (Distributed Memory) ou PV-DBOW (Distributed Bag of Words). Na
primeira variante, cada documento (no caso deste trabalho, sequéncia de células que representa a
trajetoria T, ou seja, a trajetoria discretizada T”) foi inicialmente representado por um vetor de
dimensdo fixa, sendo inicializado aleatoriamente. Durante o treinamento, a tarefa do modelo
foi prever a proxima célula dentro do contexto de células na sentenca. Assim, o modelo vai
ajustando os pesos do embedding da sequéncia para minimizar a perda (erro) na previsao da
célula seguinte. Ao final do treinamento, o vetor médio da sequéncia aprendido € utilizado como
a representacdo vetorial da trajetoria.

Na segunda variante do Doc2Vec, a tarefa do modelo ndo € prever a proxima palavra,

mas sim aprender a representacdo vetorial do documento inteiro. Neste trabalho, o conjunto

laug

de sentengas que representam as trajetorias completas D, >

foi fornecido como entrada para o
modelo, e 0 modelo gerou a representagdo vetorial para cada um dessas sentengas (trajetorias
T"), ignorando a ordem que as células ocorriam nas trajetdrias. Isso segue o principio do “saco
de palavras” (bag of words), em que a ordem das palavras ndo é considerada em modelos de
processamento de linguagem natural. Na Figura 18, € ilustrado o processo de vetorizagdo de
uma trajetoria teste utilizando o modelo Doc2Vec ja treinado.

Os trés primeiros retangulos sdo idénticos ao fluxo do Word2Vec, representando a
trajetéria bruta, trajetdria discretizada e o modelo. A principal diferenca ocorre a partir do quarto
retangulo, onde os ids da sentenga sdo tokenizados e marcados com um identificador tnico
(tag_i) para cada trajetdria T}, possibilitando a identificagdo tnica da trajetéria pelo modelo.

Por fim, o modelo consegue inferir diretamente uma representagao vetorial (embedding) para a

trajetoria completa 7', como ilustrado no quinto retangulo da figura em questao.
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Figura 18 — Representacdo vetorial (embedding) da trajetéria usando
Doc2Vec

Trajetoria

P

!

Discretizacao

1 3 5 9 11 22

T' = <C1, C3, C5, C9, C11, C22>

!

( Doc2Vec J

Tokenizacao
tag_i —["1", 3", "5", "9", "11", "22"]

}

[ Embedding de T' }
[

2.55, -1.87, ..., 3.63, -4.41]

Fonte: Elaborado pelo autor (2024).

4.2.3 Treinamento do BERT

Modelos baseados em contextualizacdo, como o BERT? (Bidirectional Encoder
Representations from Transformers) (Devlin et al., 2019), proporcionaram uma compreensao
detalhada dos diversos contextos nos quais uma palavra pode aparecer. Isso permitiu criar repre-
sentacoes (embeddings) diferentes de uma mesma palavra, dependendo do contexto circundante.
Por exemplo, nas sentengas “sentou no banco da praca” e “sacou dinheiro do banco”, a palavra
“banco” terd embeddings diferentes em cada uma das frases. Isso diferencia o BERT de modelos
ndo contextualizados, como o Word2Vec, nos quais cada palavra possui apenas uma representacao
estdtica, independente do contexto.

Neste estudo, propds-se o emprego do modelo BERT para a avaliar a similaridade
espacial entre trajetorias da seguinte forma: utilizou-se a tarefa de Modelo de Linguagem

Mascara (MLM), do termo inglés Masked Language Model, para treinar o BERT em embeddings

3 https://huggingface.co/docs/transformers/model_doc/bert
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de células. Nessa configuracdo, 15% dos tokens das células em cada trajetéria discretizada
T' € D8 foram aleatoriamente mascarados. O modelo foi entdo treinado do zero (from scratch)

para prever esses tokens mascarados com base no contexto circundante dentro das trajetdrias.

Ap6s concluir o treinamento do modelo, os embeddings das trajetorias de teste Djos
foram calculados inserindo as trajetérias discretizadas no modelo BERT treinado. A tltima
camada do modelo produziu uma sequéncia de embeddings de células correspondentes a cada
token de célula na trajetéria. Posteriormente, de maneira semelhante a abordagem utilizado com
o Word2Vec, o embedding final da trajetéria foi gerado calculando-se a média dos embeddings
das células que compdem tal trajetoria.

Desta forma, o modelo treinado conseguiu gerar representacdes espacialmente con-
textualizadas para as células de entrada, além de prever células mascaradas em novas trajetdrias.
No entanto, dado que a tarefa principal consistia na deteccdo de similaridade espacial entre
trajetorias, o modelo treinado teve que gerar uma representacdo vetorial (embedding) para cada
trajetoria completa dos dados de teste, como argumentado anteriormente. O processo de geracao

desses embeddings segue o mesmo fluxo apresentado na Figura 17, com a diferenca crucial de

que o terceiro retangulo deve representar o modelo BERT.
4.2.4 Treinamento do SBERT

O modelo Sentence BERT (SBERT)* permite treinar representagdes de embeddings
com base em modelos BERT pré-treinados. Diferentemente de modelos que consideram apenas
palavras isoladas, o SBERT destaca-se ao considerar a contextualizacdo semantica de toda a
sentenga, permitindo uma compreensdo mais profunda do significado. O processo de treinamento
do SBERT envolve a carga de um modelo BERT pré-treinado em grandes conjuntos de dados,
seguido pelo ajuste fino para uma tarefa especifica. Essa abordagem torna o SBERT uma
ferramenta flexivel, capaz de ser adaptada para diversas aplicagdes, aproveitando a riqueza de
informacdes presentes em grandes conjuntos de dados.

Considerando que neste trabalho o modelo BERT foi pré-treinado com os dados de
treinamento aumentados e discretizados D;fslgn, o modelo BERT, entdo, foi carregado no SBERT
e configurou-se o ajuste fino para a tarefa de avaliar a similaridade espacial entre trajetérias.

Quanto a elaboragao dos dados de entrada do modelo, foram criadas triplas de treinamento do tipo

(Tp, Ty, @), onde @ representa o grau de similaridade entre uma trajetéria de alta taxa amostral 7,

4 https://www.sbert.net/docs/package_reference/Sentence Transformer.html
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e sua variacao de baixa taxa amostral 7. No préximo capitulo, a abordagem usada para a criagao
dos trios de treino do SBERT sera discutida, incluindo a defini¢do dos graus de similaridade
adotados. O processo de geracdo dos embeddings segue o mesmo fluxo apresentado na Figura 18,
com a diferenca crucial de que o terceiro retingulo deve representar o modelo SBERT e o quarto

ndo utiliza a informacao tag_i, usada para identificar unicamente cada documento.
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5 EXPERIMENTOS E RESULTADOS

Esta se¢do descreve a configuracio experimental do presente trabalho, detalhando
os conjuntos de dados de trajetdria considerados (Secdo 5.1) e como eles foram inicialmente
pré-processados (Se¢do 5.2). Em seguida, apresenta as diversas abordagens concorrentes con-
sideradas na avaliagdo experimental (Se¢do 5.3) e como os dados de treino foram preparados
(Secdo 5.4). Em seguida, € destacado como as abordagens baseadas em aprendizado profundo
foram treinadas (Secdo 5.5), seguido pela avaliacdo de eficicia das mesmas (Secdo 5.6). Por fim,
detalha como os diversos concorrentes foram avaliados na tarefa de avaliacao de similaridade

espacial entre trajetorias (Secdo 5.7).

5.1 Selecido dos Conjuntos de Dados (Datasets)

Visando tratar um escopo real de dados geoespaciais, o presente trabalho utiliza
trajetérias de GPS de dois conjuntos de dados publicos: Porto e T-drive. Ambos sdao conjuntos
de dados de trajetorias obtidos via captagdo ativa da frota de téxis das cidades de Porto, Portugal,
(Porto dataset) e Beijing, China, (T-drive dataset), sendo o primeiro considerado um conjunto
com trajetdrias de perfil denso (sr < 15 segundos) e o segundo considerado um conjunto com
trajetorias de perfil esparso (sr > 15 segundos).

O conjunto de dados Porto abrange um periodo de 19 meses e inclui 1.7 milhdes de
trajetorias registradas por 442 taxis equipados com dispositivos GPS. Esses tdxis reportaram suas
localizagdes a cada 15 segundos, em média, percorrendo uma distancia média de 130,4 metros
entre amostras consecutivas. Em contraste, o conjunto de dados T-drive foi coletado durante
a primeira semana de fevereiro de 2008, compreendendo 10.357 trajetdrias. No entanto, este
conjunto possui um intervalo médio mais longo, de 187 segundos entre amostras, resultando
em uma distincia média maior, 4,2 quilometros, entre as amostras. Isso produz trajetdrias
consideravelmente mais esparsas em compara¢do com as do conjunto Porto. A Tabela 1 resume
as principais configuracdes dos dois conjuntos de dados, ilustrando suas caracteristicas originais

antes da aplicag@o da etapa de pré-processamento.

5.2 Pré-processamento

Dadas as distintas metodologias de coleta e caracteristicas dos conjuntos de dados

Porto e T-drive, etapas especificas de pré-processamento foram adaptadas para cada um. Essas
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Tabela 1 — Estatisticas dos conjuntos de dados (datasets)

Conjunto de Dados Total de Pontos Numero de Trajectorias Taxa média  Distincia média
de capatacio entre pontos

Porto 74,269,739 1,710,670 15s 1304 m
T-drive 15,117,824 10,357 187 s 4.2 km

Fonte: Elaborado pelo autor.

etapas de pré-processamento foram cruciais para refinar cada conjunto de dados, garantindo que
as trajetorias usadas nos experimentos fossem representativas e propicias para o treinamento e
avaliacdo precisa dos modelos. Observa-se que, apds o pré-processamento, ambos 0s conjuntos

de dados foram divididos em conjunto de treinamento (70%) e conjunto de teste (30%).

5.2.1 Pré-processamento do Conjunto de Dados Porto

Para o conjunto de dados do Porto, que apresenta trajetorias densas, o passo inicial
envolveu a remocdo de trajetdrias com menos de 30 pontos, eliminando trajetdrias mais curtas
e com menos informacgdo. Esta acdo reduziu o tamanho do conjunto de dados de 1.7 para 1.2
milhdes de trajetérias. Em seguida, foram realizadas remocdes de dados que apresentavam ruidos,
muitas vezes causados por lacunas/inconsisténcias nos sinais de GPS, geralmente ocasionadas

em areas com geografia desafiadora (i.e., &reas montanhosas ou canions urbanos).

5.2.2 Pré-processamento do Conjunto de Dados T-drive

Assim como no conjunto de dados Porto, a primeira etapa de pré-processamento foi
a remocgao das trajetérias com poucos pontos, por se tratar de um conjunto de dados esparsos,
aquelas com menos de 5 pontos foram removidas. Outra etapa do pré-processamento foi a
remocao de ruidos e pontos de paradas. Além disso, o conjunto de dados T-drive possui certas
particularidades, por exemplo, hd muitas trajetorias que a gravacao dos dados duraram todos os
sete dias de coleta, resultando em trajetos bastante longos, como a trajetdria de id 6275, que teve
um comprimento total de 154.688 pontos. Para contornar esse problema, uma etapa adicional de
pré-processamento foi realizada, a segmentacao das trajetorias que possuiam intervalos entre
pontos adjacentes maiores que 300 segundos (5 minutos), possibilitando assim, uma melhor

representacio dos dados e um aumento no nimero de amostras das trajetdrias esparsas.
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5.3 Abordagens Concorrentes

Na avaliacdo experimental, uma variedade de métodos foram comparados, abran-
gendo trés categorias distintas: Abordagens Cléssicas, Arquitetura Referéncia de Aprendizado
Profundo para o Célculo de Similaridade Espacial entre Trajetérias e Modelos de Linguagem

(selecionados pelo presente trabalho).

5.3.1 Abordagens Cldssicas

Trés métodos classicos foram incluidos para avaliar a similaridade espacial entre
trajetorias, todos eles baseados em programacdo dindmica. Esses métodos serviram como
baselines de métodos cléassicos e incluem: Dynamic Time Warping (DTW) (Kruskal, 1983),
Edit Distance on Real Sequences (EDR) (Levenshtein, 1965), e Longest Common Subsequence
(LCSS) (Shuncheng et al., 2019). A DTW busca o alinhamento 6timo entre duas séries temporais,
permitindo uma comparagdo abrangente. A EDR ajusta duas sequéncias reais (trajetorias) de
modo a quantificar a semelhanca entre elas considerando operacdes de edi¢do (insercdo, exclusao
e substituicao). A LCSS identifica correspondéncia com base em um limiar de similaridade
(maior subsequéncia de pontos em comum entre duas trajetdrias), oferecendo uma solucdo

personalizada para a avaliacdo da similaridade espacial entre trajetorias.

5.3.2 Arquitetura Referéncia de Aprendizado Profundo para o Cdlculo de Similaridade

Espacial entre Trajetorias

Como arquitetura de referéncia para avaliacdo experimental, optou-se pelo modelo
2vec (Li et al., 2018b), um modelo de aprendizado de representacdes (embeddings) projetado
para ser robusto quanto ao célculo de similaridade para trajetérias com baixas taxas amostrais,

ndo uniformes e sujeitas a ruidos.

5.3.3 Modelos de Linguagem

Os modelos de linguagem adotados, como mencionado no Capitulo 2, foram

Word2Vec, Doc2Vec, BERT ¢ SBERT.



73
5.4 Preparacio dos Dados de Treino Aumentados

Os métodos classicos, sendo comparagdes algoritmicas, ndo necessitam da fase de
treinamento, portanto, o que € explicado a seguir ndo se aplica a eles. E importante relembrar

que, para os modelos de linguagem, o conjunto de treinamento inicial Dy, € primeiramente

aug
train

aug

i roin Toram dis-

aumentado, obtendo-se D (como exposto na secdo 5.4). As trajetorias em D

cretizadas de acordo a grade uniforme C, e apenas aquelas células que pertenciam ao vocabulario

(hot cells) foram mantidas. Isso produziu os dados de treinamento aumentados e discretizados

D/aug

irain USados no treinamento dos modelos de linguagem.

Em relagdo ao f2vec, conforme detalhado em (Li et al., 2018b), este autoencoder,
baseado em Gated Recurrent Unit (GRU), visa reconstruir uma trajetéria original 7 € Dy, a

partir de sua contraparte distorcida e com amostragem reduzida 7;,¢ € D/, . Similarmente aos

modelos de linguagem, o t2vec trabalha com trajetdrias discretizadas (i.e., sequéncias de tokens).

raug ~ . - . P laug raug
Para tal, D;, - deve passar por uma transformac¢ao adicional: cada trajetéria 7, .~ € D, > tem

T/aug

train foi

que ser emparelhada com a versao discretizada da trajetdria original T € Dy, a qual
derivada. Este emparelhamento forma uma nova versio dos dados de treinamento aumentados e
discretizados, onde cada exemplo consiste em um par (trajetoria_variada, trajetoria_original),

. / . .
ou seja, (T8 T"). Assim, o f2vec pode ser treinado usando esses pares.

aug

Para ambas as classes de modelos, D,,

foi gerado usando as seguintes taxas
{0,0.2,0.4,0.6} para a redugdo de pontos (downsampling). Subsequentemente, as taxas de dis-
tor¢éo (distorting) {0,0.2,0.4,0.6} foram aplicadas para obter as versdes de trajetérias perturbas

por meio do ruido gaussiano. Ao final, para cada trajetéria T € Dy, 16 diferentes versoes

aug

(downsampled e distorted) foram criadas em D, ,

conforme ilustrado na Figura 19. Por fim,
as células da grade uniforme C foram configuradas com um tamanho de 100 m, e uma célula

passava a ser considerada no vocabuldrio (ou seja, considerada uma hot cell) se pelo menos 50

aug

i roin CAissem nela.

amostras de pontos em D

5.5 Treino dos Modelos Baseados em Aprendizado Profundo

A seguir, sdo esclarecidos os detalhes de como os modelos de baseados em aprendi-

zado profundo, i.e., f2vec e os modelos de linguagem selecionados, foram treinados.

t2vec. O treinamento deste modelo foi realizado seguindo as diretrizes dos autores em Li et

al. (2018b), utilizando uma versao ligeiramente modificada dos dados de treino aumentados
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Figura 19 — Criando versdes da trajetoria 7. Segundo nivel da arvore representa as trajetorias
downsampled. Terceiro nivel representa as trajetorias downsampled e distorted

T

begTh CTIj eTopq

Tk Tg T} Tnm Tn

Fonte: Elaborado pelo autor (2024).

e discretizados apresentados na sec¢do 5.4. O modelo utiliza internamente duas GRUs de trés
camadas, uma no codificador e a outra para o decodificador. Os hiperparametros ideias para o
2vec estdo descritos na Tabela 2. As camadas das duas GRUs possuem o nimero de unidades das
camadas internas (i.e., hidden_size) igual a 256. embedding_size indica a dimensionalidade dos
embeddings das trajetdrias, que foi setado para 256. Uma janela de contexto, window_size, de 10
células foi usado para cada aprendizado de representagdo das células. O parametro learning_rate
controla as atualizacdes de pesos durante a otimizagdo. Finalmente, para otimizar o treinamento,
o t2vec emprega a funcdo de perda aproximada espacial (approximate spatial proximity-aware
loss function) focando as k células mais proximas (k-nearest cells) de uma célula alvo, em vez

de todo o vocabulério, melhorando assim a eficiéncia computacional.

Tabela 2 — Hiperparametros do t2vec

Hiperparametros Valores de referéncia

hidden_size 256
embedding_size 256
window_size 10
learning_rate 0,001
k-nearest cells 20

Fonte: Elaborado pelo autor.

raug

Word2vec. Treinado com os dados aumentados e discretizados D, -

conforme os procedimentos

explanados na subse¢do 4.1.3, o modelo Word2Vec foi experimentado com vérios tamanhos
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de vetores de incorporacio (embedding_size), que determina o nlimero de neur6nios internos
do modelo, e de janelas de aprendizado (window_size). A arquitetura usada foi a CBOW
(hiperparametro sg) devido a sua eficiéncia em predizer uma palavra alvo com base em seu
contexto. Além disso, o modelo excluiu as palavras (células) que apareciam menos que a
frequéncia permitida (min_count), melhorando assim a eficiéncia do treinamento. Finalmente, o
modelo foi treinado usando um nimero de épocas variando de 1 a 1.000. A Tabela 3 mostra todos
os hiperparametros testados, com os valores em negrito representando a melhor configuragdo de

hiperparametros.

Tabela 3 — Hiperparametros do Word2Vec

Hiperparametros Valores de referéncia

embedding_size {16,32,64,128,256,512}

window_size {4,5,6,8,10}
sg CBOW
min_count 3

epochs {1,2,3,...,1000}

Fonte: Elaborado pelo autor.

raug

irain COM umMa série

Doc2vec. Assim como o Word2Vec, o Doc2Vec foi treinado com os dados D
de valores de embedding_size. Além disso, o modelo foi treinado com varios valores de n_grams:
hiperparametro que determina o tamanho da sequéncia de palavras (no caso deste trabalho,
sequéncia de células) que modelo ird considerar no aprendizado dos embeddings. A arquiterua
selecionado foi a PV-DM, por sua efetividade em aprender documentos contextualizados. Da
mesmo forma que o Word2Vec, o hiperparametro min_count trava uma limite para a frequéncia
minima de palavras no corpus a serem incluidas no vocabulario. Por ultimo, o modelo foi
treinado em nimero de épocas variando também de 1 a 1.000. Na Tabela 4, € ilustrado todos os

hiperparametros testados, destacando-se em negrito a melhor configuracao de hiperparametros

para este modelo.

Tabela 4 — Hiperparametros do Doc2Vec

Hiperparametros Valores de referéncia

embedding_size {16,32,64, 128,256,512}

n_grams {4,5,6,8,10}
dm 1 (PV-DM)
min_count 3

epochs {1,...,30,...,1000}

Fonte: Elaborado pelo autor.
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raug

irain cONfOrme os procedimentos na

BERT. Este modelo foi treinado também com os dados D
subsecdo 4.1.3. A Tabela 5 ilustra todos os hiperparametros utilizados, com os valores em negrito
representando a melhor configuracdo. No treinamento, foi explorado uma variedade de valores
de hidden_size e configuragdes transformers para aprender os embeddings dos tokens (que, na
subsecdo 4.1.3, sdo usados para calcular o embedding da trajetéria final). Mais precisamente,
num_hidden_layers determina quantas dessas camadas estdo empilhadas umas sobre as outras,
num_attention_heads determina quantos mecanismos de atenc¢do distintos operam em paralelo
dentro de cada camada transformer, € max_position_embeddings determina o comprimento

maximo das sequéncias de entrada que o modelo pode processar. Finalmente, o treinamento €

conduzido usando um nimero de epochs variando de 1 a 10.

Tabela 5 — Hiperparametros do BERT

Hiperparametros Valores de referéncia
hidden_size {32,64,128,256,512,1024,2048}
num_hidden_layers {6,12}
num_attention_heads {8,16}
max_position_embeddings {512,1024}

epochs {1,...,10}

Fonte: Elaborado pelo autor.

SBERT. O treinamento deste modelo foi dado inicialmente pelo carregamento do modelo BERT
pré-treinado que teve a melhor configuracdo de parametros mencionada no tépico anterior. Logo
ap0s ao carregamento do melhor modelo BERT pré-treinado pelo SBERT, o préximo passo foi a

criacdo das triplas de treinamento mencionadas na subsecdo 4.2.4. Estes triplas foram criadas da

aug

rain fOram mapeadas em

seguinte forma: para cada trajetoria T € Dy,q4in, suas 16 variagdes em D
triplas do tipo (7', Ty, &), onde T representa a trajetoria original, 7, a variacdo de 7' e ¢ define o
grau de similaridade entre T e T,. O grau maximo de o foi representado por 1 (o = 1) e o grau
minimo por 0 (a = 0). Como as subtrajetérias sdo sempre variacdes semelhantes a trajetdria
original 7', seguindo um padrdo de similaridade da mais similar a menos similar, 16 triplas de
treino foram criadas, cada um com seu valor & especifico. Assim, baseado na Figura 19, para
cada trajetéria original 7j, foram criadas as 16 seguintes triplas de treinamento, da mais similar a
menos similar: {(7},7p,1),(T},7¢,0.98),...,(T,T,,0.72), (T}, T,,0.70) }. Finalmente, o modelo

SBERT pdde ser treinado usando esses trios de treinamento, atribuindo-se os hiperparametros

adicionais da Tabela 6.
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Tabela 6 — Hiperparametros do SBERT

Hiperparametros  Valores de referéncia

embedding_size {64,128,256,768,1024}

batch_size 32
evaluation_steps 100
epochs {1,...,3}

Fonte: Elaborado pelo autor.

5.6 Avaliacao da Eficacia das Abordagens para a Tarefa do Calculo de Similaridade

Espacial entre Trajetoria

Considerando o exposto na subsecdo 4.1.2 que aborda o aumento dos dados de
teste, constituidos pelo conjunto das trajetérias de pesquisa Q' e o conjunto das trajetérias
de busca § = Q" UB”. Para avaliar a eficicia das vdrias abordagens (modelos e métodos
classicos) analisadas neste trabalho quanto ao célculo de similaridade espacial entre trajetorias,
executaram-se 0s seguintes passos: para cada trajetoria Ty € Q', foram calculadas suas trajetorias
espacialmente mais similares dentro de S = Q" UB". Idealmente, T € S deve ser identificada
como a trajetéria mais similar a 7,y e, assim, ranqueada em primeira posi¢do como resposta
da consulta. Assim, uma medida de classificacio bem conhecida, ranque médio (mr), definido
pela Equacao 5.1, pode ser empregada para quantificar isso. Onde rank determina a posicao da

resposta correta para uma consulta 7,y € Q' no espago de busca S ranqueado.

mr(Q',S) rank(Ty,S). (5.1)

’Ql, Tq/EQ/

A implementacdo efetiva da funcio de rank depende da abordagem considerada.
Nos métodos cléssicos, sdo utilizadas fun¢des de distancia aplicadas diretamente aos pares
de trajetorias entre Q' e S. Nesse contexto, a fun¢io rank ordena as trajetérias com base nas
distancias calculadas. Para as abordagens que geram incorporacdes de trajetorias, as trajetorias
do conjunto de teste aumentado devem primeiro passar por uma discretizacdo e, em seguida,
sdo convertidas em embeddings. A fungdo rank classifica as trajetérias com base nas distincias
euclidianas entre os embeddings das trajetorias em Q' e os embeddings daquelas em S.

Os tamanhos dos conjuntos |Q’| e |S| utilizados serdo apresentados na avaliagdo

experimental (se¢do 5.7).
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5.7 Avaliacao Experimental

Nesta secdo, apresentam-se os experimentos realizados para avaliar as abordagens
discutidas, segundo as questoes de pesquisa introduzidas no Capitulo 1. Mais precisamente, a
Subsecdo 5.7.1 visa responder a questio de pesquisa RQ1 avaliando a qualidade dos embeddings
obtidos pelos modelos de linguagem quando se considera conjunto de trajetérias densas. A
Subsecdo 5.7.2 responde a RQ1 considerando um conjunto de trajetdrias esparsas. Ja na Subse¢do
5.7.3, reponde-se a questdo de pesquisa RQ2, mostrando o desempenho das varias abordagens
concorrentes a medida que se aumenta o tamanho do espaco de busca. Finalmente, a Subsecao

5.7.4 enfatiza as consideragdes finais com base nos resultados obtidos.

5.7.1 Respondendo RQI: pesquisa da trajetoria mais similar em um conjunto de trajetorias

densas

Neste experimento, foi considerado o conjunto de dados Porto, trajetdrias considera-
das densas. Aqui, o conjunto de trajetérias de consulta Q' foi setado para 1.000 trajetérias e o
tamanho do espago de busca S foi gradualmente aumentado de 20.000 a 100.000 trajetérias. A
avaliacdo das representagdes foi dada via métrica de ranque médio (mr), para saber quao bons
eram os embeddings aprendidos na tarefa de calcular a similaridade especial entre trajetérias
densas. Tal avaliacdo seguiu a metodologia descrita na secdo 5.6. A Tabela 7 apresenta os
resultados — a nomenclatura BERT_X indica o modelo BERT treinado que gerou embeddings de
dimensao X.

Tabela 7 — Ranque médio (mr) em relagdo ao ta-
manho do espago de busca S|, conjunto de dados

Porto
Porto
S| 20K 40K 60K 80K 100K
DTW 18.28 26.29 3527 4553 54.27
EDR 23.52 43.04 71.01 91.09 120.04
LCSS 31.19 6275 92.83 12337 155.14
t2vec 2.44 3.68 5.08 6.84 8.30
Word2Vec 2.38 3.61 491 6.66 7.97
Doc2Vec 1.44 1.80 2.16 2.62 2.99

BERT 64 1.85 2.61 3.36 4.24 5.04
BERT 128 1.63 223 284 3.71 4.19
BERT 1024 140 178 2.17 2.62 2.96
SBERT 1.67 229 294 3.75 441

Fonte: Elaborado pelo autor.
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A partir dos resultados, € possivel notar que o desempenho dos modelos e técnicas
cai a medida que o tamanho do espaco de busca S aumenta. Contudo, € possivel observar que
todos os modelos de linguagem conseguem superar os demais competidores, inclusive o t2vec.
Isto possivelmente indica que os modelos de linguagem, especialmente os mais robustos como o
BERT, t€m o potencial de produzir consistentes representacoes (embeddings) de trajetérias com
alta qualidade para a tarefa do cédlculo de similaridade espacial entre trajetorias quando treinados
em conjuntos de trajetdrias densas. Por fim, observa-se que mesmo reduzindo gradualmente a

dimensao dos embeddings para 64, o BERT ainda consegue superar significativamente o t2vec.

5.7.2 Respondendo RQI: pesquisa da trajetoria mais similar em um conjunto de trajetorias

esparsas

Considerando os 6timos resultado mostrados na Subse¢do 5.7.1, no experimento
corrente o objetivo foi avaliar se os mesmos modelos de linguagem podem alcangar um resultado
parecido para um conjunto de trajetérias de perfil esparso. Para este fim, foi considerado o
conjunto de trajetdrias esparsas T-drive e aplicada a mesma avaliagdo metodoldgica. Devido
ao baixo nimero de trajetérias no conjunto T-drive, o conjunto de trajetérias de consulta Q'
foi setado para 500 trajetorias, e o tamanho do espaco de busca § variou de 10.000 a 50.000
trajetorias. A Tabela 8 apresenta os resultados obtidos — novamente, BERT X indica o modelo
BERT treinado com a dimensao X.

Tabela 8 — Ranque médio (mr) em relagdo ao tamanho do
espaco de busca |S|, conjunto de dados T-drive

T-drive
] 10K 20K 30K 40K 50K
DTW 454.61 892.04 132798 1774.94 2214.63
EDR 587.55 1193.97 2089.50 2693.07 3472.31
LCSS 660.58 1355.62 2004.37 2677.75 3362.30
t2vec 21.29 37.28 52.50 67.92 85.49

Word2Vec 156.79 249.10  420.70  541.68  550.48
Doc2Vec 111.59 207.70  291.71 370.06  482.87
BERT 64 56.85 93.06 146.38 189.27  236.26
BERT 128 17795 34883  509.21 687.17  867.35
BERT 1024  94.95 16223  280.19  310.17  402.55
SBERT 168.21 25841 338.95 421.83  526.27

Fonte: Elaborado pelo autor.

A partir dos resultados, observa-se que os modelos de linguagem alcangam con-

sistentemente resultados piores que o f2vec, sugerindo que estes sdo sensiveis a dados com
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baixas taxas amostrais. Presumi-se que trajetdrias esparsas podem ser andlogas a nocao de textos
esparsos, que se refere a documentos ou conjuntos de dados de textuais com contetido limitado,
ou informagdes esparsas, levando assim a menos informagdo contextual. Isto, por sua vez, pode
explicar a qualidade inferior dos embeddings gerados por estes modelos em compara¢do com os
do 2vec.

Uma analogia possivel para explicar o bom desempenho do t2vec com dados esparsos
€ que ele utiliza uma fun¢do de perda (loss function) que incorpora a proximidade espacial durante
o treinamento do modelo. Além disso, a representacdo das células, tokenizag¢do usada pelo 2vec,
também leva em consideracdo a proximidade espacial das células aprendidas pelo modelo. Isso
ressalta a capacidade do r2vec em aprender dados mais esparsos em comparagao com os modelos

de linguagem convencionais.

5.7.3 Respondendo RQ2: andlise de escalabilidade

A escalabilidade desempenha um papel critico na andlise de similaridade espacial
entre trajetdrias. Os métodos cldssicos, com sua complexidade quadratica em relacdo ao tamanho
das trajetdrias, tornam-se impraticaveis para grandes conjuntos de dados. Em contraste, recentes
abordagens baseadas em aprendizado profundo, tais como o f2vec, alcangam complexidade
linear com seus respectivos embeddings aprendidos. O experimento desta subsecdo visa avaliar a
escalabilidade dos modelos de linguagem em relacao ao t2vec. Para isso, foi usado o conjunto
de dados Porto (o maior conjunto de dados avaliado neste trabalho) e considerado um conjunto
de trajetérias de consultas Q' de tamanho 1.000. J4 o espago de busca S foi aumentado incre-
mentalmente, variando seu tamanho de 20.000 a 100.000 trajetérias. Para cada combinacado
de Q' e S, todos os embeddings de suas trajetdrias foram calculados e indexados usando uma
arvore de busca (kd-tree). Esses passos foram conduzidos offline e, portanto, nao foram incluidos
nas medi¢des de tempo. Em seguida, os k-vizinhos mais préximos (k-NN, com k = 50) foram
calculados para cada trajetéria de consulta incorporada em Q' em relacdo aquelas em S. Os
resultados, mostrados na Figura 20, ilustram o tempo médio de célculo para as 1.000 consultas.

Os resultados mostrados na Figura 20 confirmam que o tempo médio de consulta
aumenta com o tamanho de S, conforme esperado. Contudo, € notdvel que o modelo BERT tem
seu tempo médio de consulta variando com a dimensdo do embedding (novamente, esperado).
Porém, o mais interessante € que o BERT permanece competitivo em relacio ao t2vec, apesar da

sua arquitetura mais complexa. Considerando também os resultados mostrados na Secao 5.7.1,
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Figura 20 — Analise de escalabilidade: calculando k-nn em relagdo ao tamanho do
espaco de busca
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Fonte: Elaborado pelo autor (2024).

isso sugere fortemente que o BERT, pelo menos em conjuntos de dados de trajetdria densos,
tem o potencial de produzir embeddings menores e de maior qualidade do que os concorrentes
projetados especificamente para a tarefa de avaliacdo de similaridade espacial entre trajetdrias,

ao mesmo tempo que exibe forte escalabilidade.
5.7.4 Consideragoes Finais

Com base nas duas questdes de pesquisa introduzidas no Capitulo 1, os resultados
até aqui indicam que os modelos de linguagem sdo eficazes na geracao de embeddings de alta
qualidade para conjuntos de trajetrias densas, abrangendo assim parte das questdes de pesquisa
RQ1 e RQ2. No entanto, este sucesso nao se estendeu as trajetorias esparsas, como mostraram
os resultados na subsecdo 5.7.2.

E possivel supor, entdo, que trajetérias mais longas, as quais sdo mais comuns em
conjuntos de dados densos como o Porto, contém mais informacao contextual e cobrem uma
vasta gama de tokens (células na grade). Esta complexidade dos dados obriga os modelos a

esforcarem-se para compreender as relagdes de longo prazo. Por exemplo, no conjunto de dados
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Porto, o comprimento médio das trajetdrias discretizadas é de cerca de 26 células da grade,
podendo chegar a 100 em alguns casos. Os modelos de linguagem, particularmente o BERT
com sua arquitetura transformers, sao excelentes na captura dessas dependéncias em conjuntos
de dados densos. Na verdade, os mecanismos de atencdo do BERT, que ligam pares de fokens
distantes, facilitam provavelmente a otimizagdo e a aprendizagem de dependéncias de longo
prazo (Vaswani et al., 2017).

Por outro lado, trajetérias esparsas, como as do conjunto de dados T-Drive, apresen-
tam lacunas maiores entre os pontos e transmitem menos detalhes de movimento, assemelhando-
se a nocao andloga de texto esparso com contetido limitado. O comprimento médio das trajetorias
discretizadas no T-Drive € de cerca de 9 células da grade, e o tamanho do conjunto de dados
¢ relativamente modesto, pouco mais de 500.000 trajetérias apds o pré-processamento. Tais
condicdes representam desafios para os grandes modelos linguisticos como o BERT, que prospe-
ram em bases de dados extensas de treinamento. Da mesma forma, modelos como Doc2Vec e
Word2Vec, que aprendem prevendo uma palavra-alvo (ou célula da grade) dentro de uma frase (ou
trajetéria), podem ter dificuldades com trajetdrias curtas e esparsas, impactando seu desempenho.
Além disso, os resultados confirmam que grandes modelos contextuais de linguagem, como o
BERT, superam consistentemente as abordagens nio contextuais, como o Word2Vec, ou modelos
contextuais mais simples, como o Doc2Vec.

Finalmente, como visto na andlise de escalabilidade direcionada a questao de pes-
quisa RQ2 (subse¢do 5.7.3), o BERT demonstra forte escalabilidade, sugerindo seu potencial
para gerar embeddings de trajetoria de maior qualidade ao escolher a dimensao das incorporacdes

adequadamente.
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6 CONCLUSOES E TRABALHOS FUTUROS

Neste estudo, foi explorada a tarefa de avaliar a similaridade espacial entre tra-
jetdrias aproveitando incorporacdes (embeddings) geradas a partir de modelos de linguagem
pré-selecionados. Esses modelos foram reaproveitados para aprender os embeddings das trajeto-
rias e demonstraram por meio da avaliacao experimental que modelos de linguagem maiores,
como o BERT e SBERT, podem produzir incorporacdes de alta qualidade para conjuntos de
dados de trajetdrias densas, mantendo a escalabilidade linear com o tamanho do espaco de busca.
Infelizmente, esses mesmos modelos de linguagem ndo conseguiram sucesso semelhante quando
treinados em conjuntos de dados esparsos. Embora resultados abaixo do ideal tenham sido
previstos para os modelos mais simples, como Word2Vec e Doc2Vec, esperava-se um melhor
desempenho para os modelos mais robustos (BERT e SBERT) quanto aos dados esparsos.

Outro ponto relevante deste estudo, relacionado a tarefa de avaliar a similaridade
espacial entre trajetdrias, € a capacidade dos embeddings de agirem como uma alternativa
adicional para acelerar o célculo de similaridade. O problema do cédlculo de similaridade entre
trajet6rias possui complexidade quadritica O(n?), devido aos métodos cldssicos que em sua
maioria utilizam a programacdo dinamica. No entanto, o uso de embeddings obtidos por meio de
modelos de linguagem pode reduzir significativamente o tempo de execucdo para a ordem linear,
O(n+ |v|), onde n representa o comprimento da trajetdria e v a dimens@o do seu respectivo
embedding.

O uso de modelos de linguagem abre vérios caminhos para pesquisas futuras. Uma
direcdo potencial para melhoria dos resultados surge da observacao de que os LLMs geralmente
ndo sdo afetados por lacunas nas sequéncias, um cendrio que o pipeline deste trabalhou tratou, eli-
minando lacunas (gaps) nas trajetorias causadas por células ndo quentes, ou seja, que nao faziam
parte do vocabuldrio. A modificacdo deste pipeline para manter as trajetérias em seu formato
original poderia adaptd-lo melhor ainda as necessidades dos LLMs, melhorando potencialmente
o seu desempenho em conjuntos de dados esparsos.

Além disso, em relacdo ao LLM especifico para sentengas (SBERT'), uma possivel
melhoria para trabalhos futuros poderia ser aplicada aos seus dados de treinamento. Em vez de
mapear trajetorias semelhantes e menos semelhantes apenas variando a rota real R, uma aborda-
gem mais vidvel poderia ser o uso combinado de alguma func¢do de distancia bem estabelecida
que pudesse incorporar também as relacdes espaciais na formacao das triplas de treinamento,

acrescentando o conceito de trajetérias semelhantes e diferentes.
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Outro caminho potencial para os trabalhos futuros envolve aprofundar-se em arqui-
teturas alternativas baseadas em BERT, adaptando a func¢ao de perda para melhor capturar as
caracteristicas espaciais das trajetorias (ou suas unidades discretizadas). Uma dire¢do adicional
de pesquisa também envolveria a exploracdo de LLMs ainda mais poderosos para a representa-
¢ao de trajetérias como, por exemplo, o Generative Pre-trained Transformers (GPT) e Large
Language Model Meta Al 2 (LlaMa2), conforme abordado em Gruver et al. (2023), onde séries
temporais sdao codificadas como cadeias numéricas para previsdo. Este conceito tem grande
potencial de investigacdo, considerando-se as semelhancas inerentes entre trajetdrias e séries

temporais.
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