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RESUMO

A anélise de processos de negdcios — Business Process (BP) é uma éarea que faz parte do
estudo em mineracdo de processos — Process Mining (PM), drea que abrange o monitoramento
preditivo de processos — Predictive Process Monitoring (PPM).

Em linhas gerais, PPM visa fazer tanto previsdes sobre instancias de processos individuais, como:
qual a préxima instancia que deve ser executada dado eventos anteriores, o tempo restante para
sua conclusdo de uma instancia de processo, quanto se aplica em modelos de processos gerais
que ndo incluem necessariamente o foco em negdcios.

A predicdo eficiente do tempo restante para conclusdo de uma instancia de processo contribui na
prevencao de esperas incertas, descoberta de gargalos em processos e assisténcia em sistemas
de alerta. Este trabalho propde novas arquiteturas de aprendizado profundo baseadas em redes
recorrentes para predizer o tempo restante para conclusdo de um processo de negdcio, que
superam solucdes estado da arte. As arquiteturas utilizadas sao validadas com dois conjuntos
de dados publicos e trés privados, facilitando a reprodutibilidade dos experimentos conforme a

disponibilidade dos dados.

Palavras-chave: processo de negdcio; predi¢ao de tempo restante; predi¢ao de tempo restante;

auto-aten¢ao.



ABSTRACT

Business process analysis belongs to process mining study area that covers the predictive
monitoring process and aim to do predictions over both individuals process like: what the next
process instance will be executed when provide past events, the remaining time to process
instance conclusion when it applies in general process models that is not necessarily includes a
business focus.

This work aims to predict the remaining time to complete a business process instance using
deep learning models. Efficiently predicting the remaining time to complete a process instance
contributes to preventing uncertain waits, discovering bottlenecks in processes, and assist alert
systems. This paper proposes new architectures of deep learning with recurrent networks to
predict the remaining time to conclusion a business process, which surpass state-of-the-art
solutions. The architectures used are validated with two sets of public data and another three

private one, facilitating the reproducibility of the experiments.

Keywords: business process; remaining time prediction; deep learning; self-attention.
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1 INTRODUCAO

Uma grande gama de institui¢cdes privadas, além de organizacdes e departamentos
de servicos publicos, almejam produzir melhor e em menos tempo, ou executar tarefas da forma
mais eficiente possivel Kalenkova et al. (2017). Devido a isso, a otimizagdo de processos de
negdcios € uma drea de pesquisa que vem crescendo Reijers (2021) e demonstra aplicagdo em
problemas reais de monitoramento de processos. Percebendo a inten¢do atual que se direciona a
automatizagdo e otimizacao de processos, diversos lideres em diversas empresas de produtos
digitais ja acreditavam que a otimizacao de processos de negdcio seria a pratica mais importante
sobre o impacto da Transformacdo Digital. Segundo Paschek er al. (2017), técnicas como
aprendizado de miquina desempenham o papel de tecnologia central e podem apoiar a criacao
de novos modelos de negécios ou se adequar muito bem para a realizacdo de manutengdes
preditivas.

Conforme o estudo realizado por Paschek ez al. (2017), relatou que as perspectivas e
estimativas para o ano de 2020 mostravam uma posi¢ao fortalecida do aprendizado de maquina
para otimizagdo e automacao de processos. A relagcdo entre o gerenciamento de processos € a
transformacao digital € solida. Lideres em diversas empresas de produtos digitais na Alemanha
jé acreditavam que a otimizacdo de processos de negdcio seria a pratica mais importante sobre
o impacto da Transformacao Digital. Conforme os participantes submetidos a uma entrevista
realizada pelo autor do trabalho, técnicas como aprendizado de maquina desempenham um
papel de “tecnologia central” e pode apoiar a criagdo de novos modelos de negécios ou se
adequar muito bem para a realizacdo de manutencao preditiva. Segundo o autor, as perspectivas
e estimativas para o ano de 2020 mostravam uma posic¢ao fortalecida do aprendizado de méaquina,
campo de pesquisa e producdo que estd presente quando se deseja mais otimizagdo de processos
e mais automacao utilizando técnicas pertencentes a area da inteligéncia artificial (PASCHEK et
al., 2017).

A Figura 1 apresenta uma clara evolugdo do interesse da aplicacdo de inteligéncia
artificial e aprendizado de mdquina no contexto de melhoria na gestao de processos.

Stjepi€ et al. (2020) levanta uma série de segmentos de negécios suportados por
tecnologias que apoiam a transformacao digital. A Inteligéncia Artificial se configura como uma
das mais promissoras.

Este trabalho propde métodos para predizer o tempo restante necessdrio para que

um processo seja concluido. A predi¢ao de tempo restante para conclusdo de forma satisfatoria,
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Figura 1 — Influéncia do aprendizado de maquina e IA como ferramentas de apoio a gestio de

Pprocessos.
Application of machine learning & Al
core technology | EEG—_—_—_0)% ’| 60%
better risk &quality management  pu— 9% b 24%
Predictive Mantenance I 19% ) 34%
more automation & process optimization |GG 2 9% ) 61%

i r I a,
more customer loyality [ 3o 18%

o,
increase Sales  pum— 99 ) 48%

0% 10% 20% 30% 40% 50% 60% 70%
tomorrow 2020 mtoday 2017

Fonte: Paschek er al. (2017).

pode evitar problemas como possiveis gargalos, dependéncias ciclicas no processo de negdcio,
esperas durante um grande intervalo tempo, além de dar suporte a tomada de decisdo para
otimizacdo dos processos. Nao somente houve a intencdo vinda de 6rgdos e gestores, mas
também segue existindo um crescimento de pesquisas relacionadas a assuntos que envolvem

predi¢do, otimizacdo e automatizacdo de processos, como mostra a Figura 2.

Figura 2 — Numero de estudos publicados ao longo do tempo.
125

100

75

50
" mmmm B
| il i

2005 2007 2009 2011 2013 2015 2017
Fonte: Verenich et al. (2019).

Adicionalmente, existe uma importante iniciativa chamada Cientista Chefe, do
Governo do Estado do Ceara, que acumula bilhdes de registros de dados de diferentes naturezas.
A Secretaria da Fazenda do Estado do Ceard (SEFAZ-CE), especificamente, possui registros
das Notas Fiscais Eletronicas (NF-e), dos Cupons Fiscais Cupons Fiscais Eletronicos (CF-e),

da Escrita Fiscal Digital (EFD) entre diversos outros. Esse enorme volume de informacao,
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associado a sua variedade, e a rapidez com que esses dados sdo gerados, os classificam como
Big Data. O processamento desses dados para o direcionamento de politicas publicas requere
formas inovadoras de andlise, e o seu grande valor encontra-se exatamente nas possibilidades de
desenvolvimento de medidas preventivas, corretivas em “tempo real”’, bem como no fornecimento
de informagdes precisas importantes para o planejamento de politicas publicas.

Esse projeto, que também financiou esta pequisa, objetiva um ponto muito importante
na area de monitoramento preditivo de processos, que propde utilizar técnicas avangadas e
desenvolver novas ferramentas de andlise que consigam caracterizar, através do cruzamento
entre estes dados de naturezas distintas, as correlacdes intrinsecas existentes entre eles no tempo
e no espaco, visando a detec¢do preditiva de comportamentos emergentes e/ou sincronizados,
relagdes de causalidade e a determinagdo de medidas de resiliéncia interdependentes, com foco

na proposicdo de politicas publicas!.

1.1 Questoes de pesquisa

Dessa forma, apoiando-se nos propdsitos atuais de melhoria da gestdo de processos
e na evolugdo das pesquisas nessa drea, este trabalho objetiva também contribuir nessa evolugao
e responder as seguintes questdes de pesquisa (QP):
QP1:
Quais arquiteturas de aprendizado profundo conseguem predizer o tempo restante para
conclusdo de um processo de negdcio com menor erro absoluto médio?
QP 2:
Qual a influéncia do estdgio dos processos nas predi¢des do tempo restante para conclusiao
de um processo de negdcio?
QP 3:
Como se compara o melhor modelo proposto neste trabalho com os modelos propostos em

trabalhos relacionados?

1.2 Contribuicoes e Publicacoes

A solugdo desenvolvida neste trabalho também entrega trés principais contribuigdes:

C1:

1

<https://www.funcap.ce.gov.br/cientista-chefe-descricao-dos-programas/>


https://www.funcap.ce.gov.br/cientista-chefe-descricao-dos-programas/
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Realizar novas experimentagdes com arquiteturas de aprendizado profundo baseadas em
redes recorrentes para predizer o tempo restante para conclusao de um processo de negécio,
que superam solucdes estado da arte;

C2:
Validar as arquiteturas propostas com dois conjuntos de dados publicos e trés conjuntos de
dados privados;

C3:

Disponibilizar os experimentos realizados para possam ser reproduzidos.

Os resultados utilizando os conjuntos de dados publicos foram publicados no seguinte artigo:

* “Predicdo de tempo restante para conclusdo de processos de negdcio utilizando aprendizado
profundo” nos Anais do XXXVIII Simpésio Brasileiro de Bancos de Dados (SBBD),
realizado pela Sociedade Brasileira de Computacao (SBC) em 2023. O trabalho de Silva
et al. (2023) possui extrato B2 segundo a Coordenagdo de Aperfeicoamento de Pessoal de
Nivel Superior (CAPES) e o Conselho Técnico-Cientifico da Educacdo Superior (CTC-ES)
(BARATA, 2017).

1.3 Objetivos

Predizer o tempo de conclusdao de uma instancia de processo, sendo essa com
precisdo, contribui na prevencao de esperas incertas, descoberta de gargalos em processos e a

assisténcia a sistemas de recomendacao.

1.4 Estrutura do trabalho

Este trabalho se organiza da seguinte forma: O Capitulo 2 diz respeito a funda-
mentacio tedrica. Nele € possivel identificar e entender os conceitos-chave utilizados neste
trabalho. No Capitulo 3, sdo descritos os trabalhos que serviram de embasamento tedrico para
fundamentagdo e comparagdo com este trabalho. Em seguida, no Capitulo 4, tem-se a abordagem
de métodos de coleta de dados, engenharia de caracteristicas e procedimentos metodolégicos.
Seguindo o trabalho, no Capitulo 5, tem-se os resultados obtidos apds a execugao das etapas
descritas no capitulo anterior. Por fim, no Capitulo 6, tem-se uma revisao geral de todo o trabalho

desenvolvido e pontuacdes de possiveis melhorias e utilizagdo de outras abordagens para a



solucdo do problema apresentado.
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2 FUNDAMENTACAO TEORICA

Neste capitulo, sdo explanados os principais conceitos que auxiliardo na melhor
compreensdo da abordagem tratada neste trabalho, como: processos de negdcio e seus com-
ponentes e representacdes, organizacao de etapas de um processo de negdécio, aprendizado de
maquina, aprendizado profundo, séries temporais, modelos preditivos, arquiteturas de redes

neurais recorrentes, blocos de autoaten¢do, métodos e métricas de avaliagdo.

2.1 Processo de Negocio

Um processo de negdcio, € um conjunto de um ou mais procedimentos, tarefas,
instancias de processo ou atividades executadas de acordo com uma ordem predefinida em que a
etapa atual depende da conclusdo etapa anterior e que possa gerar um produto ou um servigo
como resultado. Um processo de negdcio também pode ser entendido como um fluxo de trabalho.
Independente da forma em que um processo se apresenta, ou até mesmo a organizagdo de suas
de atividades, o que € de fato importante, é que em todas as definicdes mencionadas, o propdsito
do processo de negdcio € de se chegar a um objetivo conhecido por meio de etapas definidas
com clareza, organizacao e respeito as dependéncias entre etapas e a representacao abstrata do
modelo real (PONSARD; DARIMONT, 2019).

Uma instancia de processo de negdcio € uma ocorréncia de um processo de ne-
gocio dada por uma sequéncia de eventos bp; = [e1, ez, ...,e,], onde e; associado a um tnico

identificador, um rétulo do momento (tempo) da sua execugdo e uma tarefa relacionada.
2.1.1 Registros (logs) de evento

“Avancos recentes na pesquisa de mineracao de processos permitem descobrir, anali-
sar e melhorar os processos de negdcios com base em dados de eventos. Atividades executadas
por pessoas, miquinas e software deixam rastros nos chamados registros de eventos.” (AALST,
2012)

As etapas executadas em uma instancia de processo de negdcio sdo geralmente
registradas pelas aplicacdes como logs de eventos. A Tabela 1 apresenta um exemplo de um
registro (log) de eventos de um processo. Cada linha do registro corresponde a um evento
identificado pelo atributo Atividade que iniciou em determinado instante no tempo (Instante da

criagdo). Um evento estd associado a uma atividade (Atividade) como, por exemplo, ‘“Pegar o
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bilhete”, “Resolver solicitacdo”, etc. A instancia de processo € representada com um Identificador
(ID) do processo. A finalizacdo de uma instancia de processo de negécio € dada quando um
estado “Fechado” € alcangado. E neste caso, o atributo Atividade do processo recebe o valor
“Fechar”. Na Tabela 1, as atividades “Fechar” nas linhas 5 e 9 especificam, respectivamente, que
as instancias ID I e ID 2 foram finalizadas.

Dado um conjunto de instancias de processos de negdcios ja finalizadas BP e uma
instancia de processo de negdcio em execugdo p, o problema de predi¢do de tempo restante para
conclusdo de um processo consiste em prever o tempo que falta para que p seja completado. Por
exemplo, considere a instancia de processo cujo ID do processo é 1 (Tabela 1). Suponha que a
instancia do processo esteja na atividade “Definir prioridade”. O modelo deve prever o tempo ¢

que falta para atingir a atividade “Fechar”

Tabela 1 — Estrutura de um log de evento.

ID do processo Atividade Instante da criacao
1 Definir prioridade 2012/10/09 14:50:17
1 Pegar o bilhete 2012/10/09 14:51:01
1 Pegar o bilhete 2012/10/12 15:02:56
1 Resolver solicitacdo  2012/10/25 11:54:26
1 Fechar 2012/11/09 12:54:39
2 Definir prioridade 2012/04/03 08:55:38
2 Pegar o bilhete 2012/04/03 08:55:53
2 Resolver solicitacdo  2012/04/05 09:15:52
2 Fechar 2012/05/19 09:00:28

Fonte: Elaborado pelo autor.

Ainda evidenciando a organizag¢do que um log de evento deve ter, € de grande
importancia que os logs estejam ordenados, da primeira até a dltima atividade. Tal ordenagao
garante o melhor entendimento da execucdo das etapas de um processo, suas dependéncias
e casualidades. Para isso ocorrer, complementarmente, em diversos exemplos de modelos de
processos, existem informacdes de registro de data e hora em cada instancia de processo (AALST,
2016).

Além desses dados, pode-se gerar outras informacdes em logs de eventos, como
quando se registra o tempo de duracio que uma instancia levou para ser encerrada e o tempo que
passou desde que a primeira instancia do processo foi criada, essas informagdes também foram

utilizadas neste trabalho.
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2.2 Monitoramento preditivo de processos

Dada uma representacdo da execugao parcial de uma instancia de processo (trace),
€ possivel prever um comportamento dos proximos eventos de um processo no futuro. Um
exemplo € a predi¢do do tempo restante para conclusdo de uma instincia de processo. Esta
abordagem estd esbo¢ada na Figura 3. Um ponto de previsao € o momento em que a previsao
ocorre. Um ponto previsto € um ponto no tempo no futuro onde ocorre a previsdo. Uma previsao
é, portanto, baseada no conhecimento do modelo ou algoritmo preditor sobre o histérico da
execugao do processo até o ponto de previsdo e do futuro até o ponto previsto. O histérico €
garantido pela memoria do preditor e o ultimo ponto (predicted point) é baseado na previsao do
preditor, que tem como funcdo, prever o futuro com base na tendéncia e sazonalidade, ou seja,
apoia-se na andlise de padrdes. Finalmente, a previsao € realizada com base em um método de
raciocinio. Como nos processos da realidade a quantidade de incerteza aumenta com o tempo, a

tarefa de previsdo torna-se mais dificil e geralmente menos precisa.

Figura 3 — Visdo geral do monitoramento preditivo de processos.

History Prediction Future Predicted
A~ Point Point  Time
> ¢ 9
Process oeeeees eSS OEEDESE
Start Partial trace ® 4

Remainingtime

=

Forecast

Prediction algorithm
Fonte: Verenich et al. (2019).

2.3 Série temporal

Uma série temporal € uma sequéncia de observacgdes registradas ao longo do tempo.
Quase invariavelmente, as observacodes que estdo em periodos aproximados sdo mais fortemente
correlacionadas do que observacdes amplamente separadas. O uso no tempo ¢ de observagdes
disponiveis de uma série temporal para prever seu valor em algum tempo futuro ¢ +/ pode
fornecer uma base para planejamento econdmico e de negdcios, planejamento de producgao,

controle de estoque e producdo, e controle e otimizacdo de processos industriais. Uma série
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temporal S € uma colecdo ordenada de L pares de uma medida e um instante de tempo, tal que,
S=(s1,t1),(s2,12),..., (sL,11.), onde s; € R, e t; até t; sdo instantes de tempo para alguma medida
s1 até s (MAINDONALD; BRAUN, 2006; BOX et al., 2015; TAN et al., 2021).

Para cada registro de tempo, tem-se um valor de caracteristica vinculado a ele.
Analisando o comportamento desses dados como mostra a Figura 4, € possivel fazer inferéncias a
respeito do comportamento futuro dos dados. Por exemplo, o aumento da temperatura do planeta

Terra ao longo dos dltimos anos.

Figura 4 — Desvios de temperatura global média anual (1900-1997) em graus centigrados
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Fonte: Shumway et al. (2000).

2.4 Engenharia de caracteristicas

Uma caracteristica € uma representacdo numérica de dados brutos, seja um valor
como prego, altura, coordenada geografica ou até mesmo um dado categérico. Ha muitas
maneiras de transformar dados brutos em dados numéricos, e € por isso que as caracteristicas
podem representar muitas coisas. Naturalmente, as caracteristicas devem derivar do tipo de
dados que esta disponivel, uma caracteristica numérica representando um dado.

E interessante entender bem que as caracteristicas também estdo vinculadas ao

modelo; alguns modelos de aprendizado de maquina sdo mais apropriados para alguns tipos de
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caracteristicas e vice-versa. As caracteristicas corretas sdo relevantes para solucionar o problema
em questdo e devem ser claras para que o modelo de aprendizado de mdquina possa ingeri-los.
A engenharia de caracteristicas € o processo de formular as caracteristicas mais apropriadas
conforme os dados, o modelo e o problema a ser resolvido. A quantidade de caracteristicas
também ¢é importante. Se ndo houver recursos informativos suficientes, o0 modelo ndo conseguira
resolver um problema eficientemente. Se houver muitas caracteristicas ou se a maioria delas
forem irrelevantes, o modelo geralmente serd mais dificil de treinar, ird “aprender” menos, ou
seja, algo pode dar errado no processo de treinamento e isso afeta o desempenho do modelo.
De modo geral, as caracteristicas e os modelos de aprendizado de maquina ficam

“entre” os dados brutos e as intuicdes desejadas, conforme esquematizado na Figura 5.

Figura 5 — Etapas em que normalmente se encontram a engenharia de features no fluxo de
trabalho (pipeline) do aprendizado de mdquina

Source 1
Source 2 @k~~~ _ P Raw - Modeling st
Data —— |Features —p nsights
Source n
Select and (Cleanand
merge transform

Fonte: Zheng e Casari (2018).

Em um esquema de modelagem de um processo de aprendizado de maquina, escolhe-
se ndao apenas o modelo, mas também as caracteristicas. A escolha das caracteristicas altera o
desempenho do modelo e a escolha do modelo afeta o uso das caracteristicas. Boas caracteristicas
tornam a etapa de modelagem subsequente féacil e o modelo resultante mais capaz de resolver o
problema desejado. Caracteristica mal escolhidas podem exigir um modelo muito mais complexo
para atingir o mesmo nivel de desempenho. As questdes que envolvem aprendizado de miquina

e aprendizado profundo serdo discutidas em seguida.

2.5 Aprendizado de maquina

A definicao formal de aprendizado de mdquina € dita como: “Um programa de

computador aprende a partir de uma experiéncia E com respeito a alguma classe de tarefas T
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medida por uma performance P, se essa desempenho na tarefa 7 medida por P, melhora com a
experiéncia E.” (MITCHELL, 1997).

Em tempos atuais, existe um recurso de grande abundancia e constante crescimento
presente na tecnologia moderna, esses artefatos sao os dados.

A razdo principal da rdpida expansao da quantidade de dados, € o extenso grau em
que eles sdo criados, compartilhados e utilizados nos dltimos tempos. Gragas a digitalizacdo,
transformacao de sinais analégicos em digitais, alcangaram enorme popularidade no inicio de
1990 e segue em grande velocidade (MAURO et al., 2016). Na metade do dltimo século, ndo sé
a quantidade de dados cresceu, mas também, técnicas de IA e poder computacional evoluiram
bastante e conseguiram manipular essa quantidade de dados gerados. Uma técnica popular é
o aprendizado de miquina, uma 4rea de pesquisa importantissima da computacao, subdrea da
IA que utiliza como ferramenta, algoritmos de aprendizado automadtico que por sua vez, gera
conhecimento a fim de realizar predi¢des ao invés de necessitar da acdo humana para criar
regras manualmente apds analisar uma quantidade grande de dados. Técnicas de aprendizado
de méquina, em geral, oferecem eficiéncia na geragdao de conhecimento, melhoria de modelos
preditivos e tomada de decisdes (RASCHKA; MIRJALILI, 2017).

Apesar de existirem trés tipos de aprendizado de méquina: aprendizado supervisio-
nado, aprendizado ndo-supervisionado e aprendizado por reforgo, este trabalho visa utilizar o
aprendizado de maquina supervisionado, dado que o cendrio proposto no Capitulo 1 se assemelha
com a definicdo do dominio de problema de aprendizado de maquina supervisionado. Segundo
Raschka e Mirjalili (2017), os dominios do problema de aprendizado de mdquina supervisionado
possuem as seguintes caracteristicas:

* Os dados utilizados possuem rétulos (labels) que definem as caracteristicas dos dados
conhecidos;

* Resposta direta. Dado uma entrada, a predi¢ao € feita imediatamente;

* Predicdo ou aproximac¢do de um resultado decorrente de um conjunto de caracteristicas

que compdem dados conhecidos.

2.5.1 Aprendizado supervisionado

Problemas encontrados na drea de aprendizado supervisionado ou aprendizado
preditivo constituem a maioria das tarefas que o aprendizado de maquina pode ser usado para

resolver hoje. Essas problemadticas sao encontradas em uma ampla gama de situagdes e tipos
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de dados. Existem os dois principais problemas de aprendizagem preditiva: problemas de
classificacdo e problemas de regressao (WATT et al., 2016). Esse ultimo, problemas de regressao,

¢é foco deste trabalho.

Problemas de regressdo

“Utilizada na previsao de resultados nao discretos, também chamada de andlise de
regressdo. A andlise de regressao, recebe uma série de variaveis preditoras (explicativas) € uma
varidvel de resposta continua (resultado ou objetivo), e tenta encontrar um relacionamento entre
aquelas varidveis que permite prever um resultado” (RASCHKA; MIRJALILI, 2017).

A Figura 6 mostra como um algoritmo basico (linear) de regressdo funciona. Sempre
haverd a relacdo entre caracteristicas do dado e um respectivo valor (rétulo). Novos dados que

possuem caracteristicas semelhantes as ja existentes, geram valores também semelhantes.

Figura 6 — No painel superior esquerdo, um conjunto de dados de treinamento cuja
fonte de dados sao informagdes de precos de brinquedos de dez empresas
associadas a valores de receita. No painel superior direito, um modelo
linear € ajustado aos dados. Esta linha de tendéncia modela a trajetdria
geral dos pontos e pode ser usada para previsao no futuro, conforme
mostrado no painel inferior esquerdo e inferior direito

share price
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Fonte: Watt et al. (2016).
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Técnicas de aprendizado de mdquina para resolugcdo de problemas de regressao

A listagem a seguir descreve brevemente algumas caracteristicas de algoritmos e

modelos de regressdo mencionados ou utilizados neste trabalho:

Regressao Linear (Linear Regression)
A regressdo linear € um dos modelos mais simples de regressao utilizados em aprendizado
de maquina (Figura 6). Ele modela a relacdo entre a varidvel independente (caracteristicas)
e a varidvel dependente (rétulo). No caso de regressao linear simples, uma varidvel
independente e uma varidvel dependente sdo envolvidas nessa relacdo (ACHARYA et al.,
2019).

Regressao por arvore de decisao (Decision Tree Regressor)
A érvore de decisao € um exemplo de modelo que pode ser usado tando para problemas
de classificacdo quanto para problemas de regressdo. A arvore de decisao segue uma
abordagem por niveis de modo ganancioso ou recursivo. Ela divide um conjunto de dados
em subconjuntos decrescentes e, 20 mesmo tempo, uma nova subdrvore de decisdo € criada.
O resultado € uma 4rvore de nds de decisdo e nds-folha (dltimo nivel da drvore). A Figura
7 ilustra a estrutura da drvore de decisdes. No ultimo nivel, temos os valores preditos,
o erro médio e a quantidade de amostras por no-folha. O algoritmo retorna para cada

predicdo, o melhor valor predito encontrado (ACHARYA et al., 2019).

Figura 7 — Esquema de uma arvore de decisdo
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Fonte: Sought (2021).

Regressao por floresta aleatoria (Random Forest Regressor)

A regressao por floresta aleatéria € um tipo de modelo que faz predicdes pela combinagao
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de uma sequéncia de modelos mais basicos. Cada modelo basico é uma 4rvore de decisio
e o resultado do algoritmo de floresta aleatdria € a saida cumulativa de todas as arvores
de decisdo. Essa técnica de usar védrios modelos para obter uma melhor previsao é
chamado de agrupamento de modelos. Todos os modelos bésicos sdao construidos de forma
independente usando uma subamostra diferente dos dados. O algoritmo floresta aleatéria
¢ muito eficiente quando se lida com dados tabulares com caracteristicas numéricas ou
caracteristicas categdricas com menos do que centenas de categorias (sendo a configuracao
dos dados utilizados neste trabalho). Ao contrario dos modelos lineares, um algoritmo
de floresta aleatdria consegue capturar a interacdo nao-linear entre as caracteristicas e 0s
rétulos.

A arquitetura do modelo floresta aleatdria € ilustrado na Figura 8. Cada submodelo fornece
uma predi¢do para um subconjunto de dados. Uma vez que todas as predicdes parciais sao

feitas, uma unica saida correspondente a média de todas as predi¢des € retornada.

Figura 8 — Esquema do algoritmo de floresta aleatoria.
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Fonte: Suparwito (2019).

Avaliagdo de modelos de regressdo

Quando o rétulo ou saida da predi¢do € um valor numérico, 0 método mais comum

para caracterizar a capacidade de precisdo do modelo € usar o erro médio absoluto MAE, uma
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métrica que diz respeito aos residuos do modelo. Essa métrica tem funcdo de observacao da
diferenca entre os valores reais e o preditos pelo modelo de aprendizado de maquina. O MAE,
uma métrica intimamente relacionada a precisdo da previsdo € calculada pela soma dos erros
absolutos dividida pelo tamanho da amostra (n), onde y; € o valor observado e y; é o valor

previsto. Formalmente, o MAE, de um estimador y para N amostras € descrito na Equagdo 2.1:

Z?:] |yi_)A’i‘ 2.1)
n

MAE =

O valor resultante € geralmente interpretado como o quao (em média) os residuos
sdo distantes de zero ou o qudo a distancia média entre os valores observados (reais) estao
das previsdes do modelo. A Figura 9 mostra o que pode-se entender por residuo (LARSON;
FARBER, 2019).

Figura 9 — Descricdo gréifica do MAE. A linha verde re-

presenta as previsoes de um modelo e os pontos
azuis representam os dados reais

Output
\

Y

Inputs

Fonte: Kumar (2023)

Entdo, num cendrio perfeito, a soma de todos os termos na Equac¢do 2.1 tenderd a 0,

ou seja, uma funcao nao-negativa.

2.6 Aprendizado profundo

O aprendizado profundo (Deep Learning (DL)) € um subcampo especifico do apren-

dizado de mdquina: uma nova abordagem sobre representacdes de aprendizado a partir de dados
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que enfatiza o aprendizado mais complexo por meio de camadas sucessivas de representacdes
mais significativas dados. No aprendizado profundo, essas representacdes em camadas sao
aprendidas por meio de modelos chamados redes neurais, estruturados em camadas empilhadas
umas sobre as outras.

As redes neurais profundas fazem um mapeamento entre entrada e destino por meio
de uma sequéncia de transformagdes de dados simples e que essas transformagdes de dados sao
aprendidas pela exposicao a exemplos (conjunto de caracteristicas). A especificacdo do que uma
camada faz com seus dados de entrada € armazenada nos pesos da camada e a transformacao
implementada por uma camada € parametrizada por seus pesos. A capacidade de aprender
significa encontrar um conjunto de valores para os pesos de todas as camadas em uma rede, de
modo que a rede mapeie corretamente as entradas de exemplo para seus alvos (labels) associados
(Figura 10A). Para controlar a saida de uma rede neural, é necessario medir o quao longe essa
saida estd do que se espera. Este € o trabalho da funcdo de perda (loss function) da rede, também
chamada de funcdo objetivo. A funcio de perda manipula as previsdes da rede e o alvo (ground
truth) e calcula uma pontuagdo de distancia, capturando o desempenho da rede neste exemplo
especifico (Figura 10B).

Usa-se essa pontuacdo como um sinal de resposta (feedback) para ajustar um o
valor dos pesos, de modo a diminuir a perda para o exemplo atual. Esse ajuste € o trabalho do
otimizador, que implementa o que é chamado de algoritmo backpropagation: o algoritmo central

no aprendizado profundo (Figura 10C) (CHOLLET, 2017).
2.6.1 Redes Neurais Recorrentes

Uma rede neural recorrente (RNN) processa sequéncias iterando pelos elementos da
sequéncia e mantendo um estado contendo informacdes relativas ao que se viu até 0 momento.
Com efeito, uma RNN € um tipo de rede neural que possui um loop interno.

Dada uma sequéncia de entrada x = (xy,...,x7), as RNNs calculam a sequéncia de
vetor oculto i = (hy,...,hr) e a sequéncia de vetor de saida y = (yy,...,yr) iterando equacdes

22e23comt variandode 1 aT.

hy = Wy, X x¢ + W X hy—1 + by,) (2.2)
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Figura 10 — Esquema de funcionamento de um modelo de aprendizado profundo
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Fonte: adaptado de Chollet (2017).

Ve = Why X hy + by (23)

Onde os termos Wy, Wy;,, W), denotam respectivamente as matrizes de peso das
camadas de entrada, a camada oculta e a camada de saida. Os termos by, € b, denotam, respecti-
vamente, vetores de viés (bias) oculto e de saida. O termo 7 € a fungdo de ativagdo da camada
oculta.

Figura 11 — RNN e a representacdo sequencial do seu loop de sua computacdo. Os neurd-

nios artificiais recebem informacdes de outros neurdnios em intervalos de tempo
anteriores.

Output
layer

Hidden
layer

Input
layer

Fonte: adaptado de Husein e Chung (2019).
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O estado do RNN ¢ redefinido entre o processamento de duas sequéncias diferentes e
independentes (como dois processos de negdcio diferentes), portanto, se considera uma sequéncia
como um unico ponto de dados: uma tnica entrada para a rede. O que muda é que esse ponto
de dados ndo € mais processado em uma tnica etapa; em vez disso, a rede faz um loop interno

sobre os elementos de sequéncia (CHOLLET, 2017).
2.6.1.1 Long Short Term Memory

Uma variagdo de RNN é a LSTM, que consegue lidar com o problema das “depen-
déncias de longo prazo”, propds a célula LSTM, que melhora a capacidade de lembrar da célula
recorrente padrao. Ao invés de células recorrentes, a arquitetura de uma LSTM consiste em uma
série de blocos conectados também recorrentemente, tal como a RNN, porém, chamados de blo-
cos de memoria. A secdo do codificador pega uma entrada e a mapeia para um espacgo disponivel.
O decodificador pega esse espaco disponivel e o mapeia para uma saida (GALPHADE et al.,
2021).

Figura 12 — Diferenca entre as arquiteturas de RNN e LSTM.
Recurrent Neural Network (RNN) Long / Short Term Memory (LSTM)
() ) () )

Input Cell

A

NN
Yy

:OutputCell 4 "‘ ):( 4 }:{ ):I
N Y

‘ Different Memory Cell

Fonte: adaptado de Jiao et al. (2020).

Além disso, a LSTM introduz os sinais de controle para orientar e mitigar poten-
cialmente os desafios para os cdlculos de gradiente, evitando que as informacdes mais antigas
desaparecam gradualmente durante o processamento (YU et al., 2019; SALEM, 2022; CHOL-
LET, 2021)

2.6.2 Mecanismo de auto-atencdo

Existem muitas formas diferentes de atencdo que se possa considerar, mas todas elas
comecam calculando pontuagdes de importancia para um conjunto de caracteristicas, com pontu-
acOes mais altas para caracteristicas mais relevantes e pontuagdes mais baixas para caracteristicas

menos relevantes.
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Duas formas de aten¢do a caracteristicas comuns na literatura sdo listadas a seguir:

Max pooling analisa um conjunto de caracteristicas em uma regido espacial e seleciona apenas
um recurso para manter como importante. Essa é uma forma de atencdo do tipo “tudo ou
nada”: que mantém a caracteristicas mais importante e descarta o restante.

Term Frequency — Inverse Document Frequency (TF-IDF) atribui pontuacdes de importancia
aos tokens com base na quantidade de informacgdes que diferentes tokens provavelmente
carregam. Tokens importantes sdo aumentados enquanto tokens irrelevantes desaparecem.
Essa é uma forma continua de atencao.

Como essas pontuagdes devem ser calculadas e como essas pontuacdes devem ser
manipuladas, varia de abordagem para abordagem. (CHOLLET, 2021).

A Figura 13 ilustra a arquitetura de um bloco de aten¢do. A consulta (Query, Q) diz
respeito ao dado de entrada, uma frase, um processo de negdcio, uma sequéncia, toda informacao
que existiu previamente. A chave (Key, K € a unidade bésica dessa sequéncia (palavra, instancia
de processo). Por fim, o valor Value, V que representa a similaridade entre um elemento K na

consulta Q.

Figura 13 — Arquitetura de um bloco de auto-atengao.

A
AAT T J’ f -
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L] i L -
AAT T s ol Concatenate —— Linear
MLP i L ’
Key =g l
Q|
f AAT T I’ E 1
’ =L
AAT Tv 7 g !
MLP =
Value =

Fonte: adaptado de Jiao et al. (2022).

Dessas varidveis, tem-se o produto escalar, o qual € um mecanismo de atenc¢do onde
os produtos escalares sdo reduzidos por /d,. Formalmente, com Q, K e V calculamos a atencdo

A como:

T
A(Q,K,V) = softmax (Q—\/Iz_k) 1% (2.4)



34

Assumimos que tanto g quanto k sdo vetores dydimensionais cujos componentes sao

varidveis aleatérias independentes com média = 0 e variancia = 1, entao seu produto escalar,
d (1 A L.

q-k=Y.* ujv; tem média = 0 e varidncia = di. Como ¢é interessante que esses valores tenham

variancia = 1, dividi-se por v/d) (Ilustrado na Figura 14 (VASWANI et al., 2017).

Figura 14 — Bloco de auto-aten¢do (ao centro) compondo arquitetura de um modelo de transfor-

mer.
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Fonte: Vaswani et al. (2017).
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3 TRABALHOS RELACIONADOS

Este capitulo apresenta outras problemaéticas encontrados na literatura e trabalhos
que propdem a resolucao de problemas semelhantes ao problema de predi¢do de tempo restante
para conclusdo de um processo de negdcio. Sao secionadas as descricdes dos trabalhos, as
técnicas utilizadas, representacdo dos dados e objetivos. Por fim, uma comparagdo entre as

abordagens utilizadas neste trabalho e nos demais textos referenciados nas se¢des seguintes.

3.1 Trabalho Relacionado - LSTM para Regressao e Classificacao

O trabalho desenvolvido por Tax et al. (2017)" investiga uma abordagem baseada
em LSTM para construir modelos preditivos para uma ampla gama de tarefas de monitoramento
de processos. O modelo proposto € formado por um par de camadas LSTM intercaladas por
camadas de normalizacdo (Batch Normalization) e duas saidas, uma para predi¢do do tempo
restante para conclusdo, que também propde resolver o problema deste trabalho e outra para
predicao da préxima atividade. Esta camada de saida voltada para predicdo da proxima atividade
refere-se a um problema de classificacio, que também estd contido no estudo de monitoramento
preditivo de processos. Cada um dos tipos de atividades contidas nas instancias de processo foi
representado como um caractere de 2 bytes, representando o trace do processo como uma string
e reduzindo, assim, quantidade de memoria alocada na solugao.

A representacdo dos dados temporais € apresentada em forma de ponto flutuante,
remetendo a um nivel de precisdo maior na informacao coletada. O conjunto de dados foi ndo
necessariamente ordenado cronologicamente. O trabalho utilizou algumas instincias (cerca de
60%) dos logs de eventos do conjunto de dados completos do Helpdesk 17. Para treinamento
e avaliacdo do modelo, o conjunto de dados descrito em Verenich (2016) e o subconjunto “W”
de Dongen (2012) foram utilizados. A parti¢do segue a configuracdo de 2/3 dos primeiros
processos ordenados cronologicamente como dados de treinamento e avalia as previsdes de
proxima atividade e de tempo no restante com 1/3 dos demais processos.

A arquitetura do modelo utilizado nesse trabalho € ilustrado na Figura 15. A dimen-
sdo da entrada do modelo € uma tupla do nimero méximo de etapas encontradas num processo
e o nimero de atividades distintas (15,14). A camada seguinte, de LSTM, recebe a entrada

apresentada anteriormente e entrega para a camada seguinte, uma saida de tamanho 100. Dada a

' <https://github.com/verenich/ProcessSequencePrediction>
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bifurcacio, o caminho da esquerda resolve um problema de classificagdo dando qual o tipo da
préxima atividade e o caminho da direta, retorna apenas um tnico valor que representa o tempo

restante para conclusdo do processo.

Figura 15 — Estrutura da arquitetura do modelo

input: | (None, 15, 14)
output: | (None, 15, 14)

main_input: InputLayer

input: (None, 15, 14)
output: | (None, 15, 100)

l

batch_normalization_1: BatchNormalization

lstm_1: LSTM

input: | (None, 15, 100)
output: | (None, 15, 100)

i

input: | (None, 15, 100) input: | (None, 15, 100)
Istm_2: LSTM Istm_3: LSTM
output: (None, 100) output: (None, 100)
. o input: | (None, 100) o . input: | (None, 100)
batch normalization 2: BatchNormalization batch normalization 3: BatchNormalization
- - output: | (None, 100) - - output: | (None, 100)
input: | (None, 100) X input: | (None, 100)
act_output: Dense time output: Dense
output: | (None, 10) output: (None, 1)

Fonte: adaptado de Tax et al. (2017)

Dada a configuracdo da particdo dos conjuntos de treino e testes citadas anterior-
mente, o modelo proposto nesse trabalho conseguiu obter dois valores de MAE importantes:
3,75 dias com os dados do conjunto Helpdesk 17 utilizando uma camada de LSTM com 100
neurdnios e 1,65 dia utilizando o conjunto de dados BPI 12-W, com a configuracdo de duas

camadas LSTM com 100 neuronios cada.

3.2 Trabalho Relacionado - LSTM Para Regressao

O modelo desenvolvido por Navarin et al. (2017)? explora informagdes como mo-
mento de inicio, momento de fim e dia da semana em que ocorreu o evento, além de representar
cada atividade como uma codificagdo unica (One-hot Encoding), a fim de produzir uma predicio
do tempo restante para conclusdo de instancias de processos em execucdo. Nesse trabalho, os
conjuntos de dados de treino e teste considerados compreendem apenas aos gerados por proces-
sos completos. Essa escolha € motivada pelo fato de que o método proposto, se implementado
em um ambiente de negdcios real, deve prever um tempo para conclusao logo apds a abertura

do chamado. Se o processo ndo encerra, nao ha como prever a sua conclusao com precisao. O

2 <https://github.com/nickgentoo/DALSTM_PM>
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repositério’ desse trabalho nio possui os dados de entrada para todos os experimentos, porém,
no trabalho escrito, temos 15.682 instancias de processos (cerca de 70% do conjunto de dados
original).

Similar ao trabalho de Tax et al. (2017), o modelo de Navarin et al. (2017) também
utiliza LSTM como arquitetura principal e o conjunto de dados Verenich (2016). A arquitetura do
modelo proposto nesse trabalho € constituida por / camadas compostas por uma camada LSTM,
n, como o nimero de neurdnios por cada camada definida e o otimizador NAdam seguida de uma
camada de saida, onde / e n sdo parametros de constru¢cdo da rede. A Figura 16 esquematiza a
arquitetura do modelo utilizado nesse trabalho. Similar ao caminho que resolve o problema de
regressao do trabalho de Tax et al. (2017), esse trabalho utiliza uma configuragdao de LSTM com

as representagdes das 14 atividades distintas em vetores de 100 posic¢oes.

Figura 16 — Arquitetura apresentada em trabalho

139907465438032

l

input: (None, 14, 40)
output: | (None, 14, 100)

'

batch normalization 1: BatchNormalization

l

input: | (None, 14, 100)
output: (None, 100)

l

batch normalization 2: BatchNormalization

Istm_1: LSTM

input: | (None, 14, 100)
output: | (None, 14, 100)

lstm_2: LSTM

input: | (None, 100)
output: | (None, 100)

Fonte: adaptado de Navarin et al. (2017)

Esse trabalho também utiliza os dados do conjunto Helpdesk e BPI 12 e obteve os
seguintes valores de MAE para predicdo de tempo restante: 4,01 dias com os dados do conjunto
Helpdesk 17 utilizando [ = 5 (cinco camadas de LSTM) com n = 250 e 7,04 dias utilizando o
conjunto de dados BPI 12, com a configuracdo com [ = 4 (quatro camadas) LSTM com n = 100

cada.

3 <https://github.com/nickgentoo/DALSTM_PM>
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3.3 Trabalho Relacionado - Embeddings e Transformers

Bukhsh ez al. (2021)* utilizam os mesmos conjuntos de dados (Verenich (2016))
e propdem projetar uma arquitetura de aprendizado profundo com camadas de atencao que
funcione bem em rastreamentos de processo longos. Além disso, os autores abordam a utiliza¢ao
de embeddings e transformers para categorizar as instancias de processos, diferente dos demais
autores citados nesta se¢ao, que utilizaram técnicas de codificacdo fora das camadas da rede
neural. Também utiliza da representacdo de uma instancia de processo como uma sequéncia
de atividades que antecedeu a atividade atual, seguido de um preenchimento que adéqua, em
tamanho Unico, todas as sequéncias apresentadas no conjunto de dados organizados nesse
trabalho.

Ao contrario dos trabalhos de Tax et al. (2017) e Navarin et al. (2017), esse trabalho
utiliza apenas o conjunto de dados Helpdesk 17, o particionamento ndo obedece uma cronologia,
porém € similar em propor¢do ao apresentado em Tax et al. (2017). O conjunto de validagao é
uma amostra aleatdria gerada durante o treinamento do modelo proposto. A arquitetura da rede
utilizada nesse trabalho € ilustrada na Figura 17 e conta com um mecanismo de atencio que da
maior prioridade aos dados que representam as atividades dos processos e aos dados que trazem
informacdes sobre os dados temporais. Cada um dos tipos de dados € um tipo de entrada que se
concatena apds a entrada referente as atividades serem transformadas.

Como método de avaliacao, esse trabalho também utiliza do MAE como métrica,
porém, as predi¢Oes sdo realizadas conforme o nimero do estagio do processo. O modelo
proposto prediz o tempo restante para conclusdo de um processo com todos os estigios de
ndmero 1,2,...,n e apds isso, € calculada a média entre cada uma dessas n predi¢des, resultando

num MAE de 3,913 dias (segundo o resultado presente no experimento > disponibilizado).

3.4 Trabalho Relacionado - LRCN

Park e Song (2020) desenvolve um método para predizer o desempenho futuro de
um processo de negdcios, objetivando também o suporte as agdes proativas para melhorar o
processo de negocios. O modelo proposto € hibrido e baseado em CNN e LSTM, denominado
Long-term Recurrent Convolutional Networks (LRCN), que realiza uma combinacdo de extragcdo

de atributos de matrizes em sequéncias temporais. Os atributos sdo representados como matrizes

4 <https://colab.research.google.com/drive/1ti0h2VS8yzOVON26CbmWn0oUn-dWAFhN>
> <https://colab.research.google.com/drive/1tiOh2VS8yzOVON26CbmWn0OoUn-dWAFhN>
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Figura 17 — Estrutura da arquitetura apresentada nesse trabalho

input_1 input: | [(None, 15)]

InputLayer | output: | [(None, 15)]

 J
token_and_position_embedding | input: (None, 15)

TokenAndPositionEmbedding | output: | (None, 15, 36)

transformer_block | input: | (None, 15, 36) input_2 input: | [(None, 3)]

TransformerBlock | output: | (None, 15, 36) InputLayer | output: | [(None, 3)]

Y
global_average_poolingld | input: | (None, 15, 36) dense 2 | input: | (None, 3)

Global AveragePooling1D | output: (None, 36) Dense | output: | (None, 32)

N

concatenate | input: | [(None, 36), (None, 32)]

Concatenate | output: (None, 68)

Y
dropout_2 | input: | (None, 68)

Dropout | output: | (None, 68)

4
dense 3 | input: | (None, 68)

Dense | output: | (None, 128)

Y
dropout_3 | input: | (None, 128)

Dropout | output: | (None, 128)

Y
dense 4 | input: | (None, 128)

Dense | output: | (None, 1)

Fonte: adaptado de Bukhsh et al. (2021)

que contém informagdes sobre os desempenhos no processo de negécios. Os conjuntos de dados
utilizados sdo principalmente das competicdes Business Process Improvement (BPI) 12, BPI 13

e ao Helpdesk 17.

3.5 Trabalho Relacionado LSTM com IRM

Venkateswaran et al. (2021) também aborda a predicdo da préxima atividade e
do préximo instante de tempo (timestamp). A proposta de predi¢do do préximo instante de
tempo para a atividade sequente de um processo de negdcio, toma como base um modelo de

aprendizado profundo composto por duas camadas LSTM empilhadas e uma camada de saida
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densa. Considerando que modelos de processos reais podem sofrer mudangas ao longo do tempo
(por exemplo, processos podem tornar-se mais longos, com menos etapas, com prioridades
distintas) e que os logs usados para treinar modelos podem estar associados a diferentes versoes
de processos modificados ao longo do tempo, a solu¢do proposta utiliza de atributos invariantes
que possuem forte correlacao entre os atributos e o valor predito. Dessa forma, o objetivo €
amenizar distor¢des no modelo quando a distribui¢do dos dados muda, garantindo predi¢des mais
precisas no decorrer do tempo. Os atributos sdo representados como um vetor de embeddings
que possui um bom desempenho quando se considera a ordem dos dados. A solu¢do foi avaliada
com o conjunto de dados Helpdesk 17 ¢ dados de algumas versoes do BPI challenge (BPI 13°
BPI 15" BPI 18% ¢ BPI 19°).

A Figura 18 organiza graficamente o fluxo de trabalho de treinamento da abordagem
projetada que usa Minimizac¢ao de Risco Invariante, Invariant Risk Minimizationl (IRM) para
treinar modelos robustos e generalizaveis. Os k-prefixos de entrada do log de eventos sdo primeiro
divididos em diferentes conjuntos de dados (ambientes), os quais sdo posteriormente divididos
em conjuntos de treinamento e teste. Os prefixos de entrada e ao rétulos para as diferentes tarefas
de previsdo de cada ambiente de treinamento sdo entdo passados para o modelo preditivo RoGen
que calcula a perda durante o treinamento (Perda de IRM) e penalidade (Penalidade de IRM)
para cada ambiente e. A perda média e a penalidade em todos os ambientes sdo usadas para
otimizar o modelo RoGen usando o algoritmo de otimiza¢do Adam. O modelo treinado pode
entdo ser usado para inferéncia sobre novos k prefixos para previsdes robustas de atividades

futuras e seus instantes de tempo(timestamp).

Figura 18 — Fluxo de treinamento do RoGen

Environment 1

<Ky, Xy, oy X

<Yy, ¥y, ¥i2
/ Environment 2 $
3 <X X ey XS
Input k-prefixes <y\+1v yHZ’ ) y,>
/ e S o Predictive

<Y1 Y2, 0 Yn> o
\ Environment n IRM

Kis1s Kjsa s s K> Penalty
<Yj+1s Yjr2 s -r Yn>

Inference k-prefixes

test test:
<x test |, x test>

RoGen
Optimization

* Can be any predictive model

Fonte: adaptado de Venkateswaran et al. (2021)

6 <https://data.4tu.nl/articles/_/12714476/1>
7 <https://data.4tu.nl/collections/_/5065424/1>
8 <https://data.4tu.nl/articles/_/12688355/1>
9 <https://data.4tu.nl/articles/_/12715853/1>
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3.6 Trabalho Relacionado - GNN

Venugopal et al. (2021) apresenta uma solugdo para o problema de predi¢do do
proximo instante de tempo baseado em redes neurais de grafos (GNN). Similar a proposta de
Tax et al. (2017), esse trabalho também contribui em experimentos de predicdo de qual tipo
€ a proxima atividade e o préximo instante de tempo (timestamp). A representacao matricial
do grafo € dada por vértices como estados (e) (Atividades) e fun¢des de transi¢do (f) desse
estado a outro sob uma janela de tempo, como as arestas (valores A,, de uma matriz A ) do
grafo. Internamente, as camadas ocultas tratam de operagdes matriciais que envolvem vetores
que representam o nimero de atividades distintas multiplicados pelas matrizes de adjacéncias
que representam o modelo de negdcio. A rede neural apresentada € simples com duas camadas
densas e uma camada de ativacdo ReLU entre elas. Adicionalmente, uma func¢do de ativacdo
linear com o otimizador Adam. A solucao foi avaliada com o conjunto de dados Helpdesk 17 e
BPI 12W. BPI 12W, um subconjunto do BPI 12, limitado apenas a eventos de itens de trabalho,
que contém eventos executados manualmente.

A Figura 19 ilustra mais detalhes de como a arquitetura proposta por Venugopal et
al. (2021) esta organizada.

Figura 19 — Arquitetura de GNN para predi¢do de tipo de atividade e predi¢do timestamp. O

valor de n na tltima camada denota o nimero de classes para o preditor de eventos e
1 para o preditor de tempo.

Fully connected Fully connected Fully connected
Layer Layer Layer

Adjacency matrix : Kernel Kernel Kernel
(num_nodes x num_nodes) (num_nodes x 256) (256 x 256) (256 x n)
Input vector : Activation: Activation: Activation:
(num_nodes x num_features) tanh (event) / tanh (event) / softmax (event) /
Weights: ReLu (time) ReLu (time) linear (time)
(num_features x 1)

Fonte: adaptado de Venugopal et al. (2021)

Assim como Tax et al. (2017), a mesma arquitetura consegue resolver problemas
distintos da drea de PPM.
A Tabela 2 organiza as caracteristicas de cada trabalho relacionado e o proposto

neste.
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Tabela 2 — Comparativo dos trabalhos relacionados.

Trabalho Arquitetura Codificacao das atividades Conjunto de dados Tipo do problema
. . [ Helpdesk 17 Predig¢do do tempo restante para conclusao
Tax et al. (2017) LSTM Caracteres Unicode BPL12 W Predicio da préxima atividade
Navarin et al. (2017) LSTM OHE g;llp;l ; sk 17 Predi¢do do tempo restante para conclusiao
Bukhsh et al. (2021) Transformer  Token and Positional Embedding Helpdesk 17 Pred¥gz~10 do ter?p'o rest'an't ¢ para conclusdo
Predi¢do da préxima atividade
< .. Helpdesk 17 Predi¢do do tempo restante para conclusiao
Park e Song (2020) LRCN Representagdo Matricial BPI 12, BPI 13 Predicio da proxima atividade
Helpdesk 17 Predi¢do do préximo instante de tempo
Venkateswaran et al. (2021) LSTM Categdrico BPI 13, BPI 15, Pre di9~ d pr’xim tividad P
BPI 18, BPI 19 §40 da proxima ativicade
< - Helpdesk 17 Predi¢do do préximo instante de tempo
Venugopal et al. (2021) GNN Representagdo Matricial BPL12 W Predicio do tipo da préxima atividade
BIiLSTM Helpdesk 17
Este trabalho Auto-atencdo  Tokens BPI 12 Predic@o do tempo restante para conclusdo
Transformer A25,A50,A75

Fonte: Elaborado pelo autor.
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4 METODOLOGIA

Este capitulo engloba todas as tomadas de decisdo para a execugdo do experimento,
trata também da manipulacdo de dados, engenharia de caracteristicas, escolha da abordagem de
treinamento do modelo de aprendizado de maquina, aprendizado profundo, teste, validacao e
avaliacdo do modelo de aprendizado profundo quando se busca a predi¢do de tempo restante de
conclusdo de um processo de negdcio.

A Figura 20 ilustra a organizacao da execuc¢do das etapas do procedimento metodo-

16gico deste trabalho.

Figura 20 — Esquema da sequéncia de etapas do processo metodoldgico.
| CONJUNTO DEDADOS |y

PARTICIONAMENTO DOS DADOS }

[ COLETA DE DADOS ]
Y [ ORDENACAO CRONOLOGICA DE CRIACAO DO PROCESSO

[ Helpdesk 17 | [ BPi12 | > 17

A s
[ a2s |[as0 ][ AT | [ Tl:;:/:lo }[VAleDO/:/Z;Ao}[ TEO;,E
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A TRANSFORMAGZO E CODIFICAGAO |—— PROPOSTAS DE ARQUITETURAS }——

EXny (sapense |[pense |

[EXTRACAO DE DADOS DE TEMPO E SEQUENCIA]

4
[ COLAPSO DE ATIVIDADES ]

[ BILSTM_SA ] ( BILSTM MTRANSF_ENC]

v Y/\J
[REMO(;AO DE ULTIMO ESTAGIO DE PROCESSO] _
7 r{ EXECUCAO DOS EXPERIMENTOS ]_\
[ APLICACAO DE PREENCHIMENTO ] ALGORITMOS E ARQUITETURAS
\. J (| LINHAS DE BASE

,{ ANALISE DE RESULTADOS SA_BILSTM ] [SA_DENSE ][DENSE

}
[ }
[COMPARAQAO ENTREARQUITETURASJ [ BILSTM_SA J [B'LSTM ][TRANSF_ENC]
[ J
. )

TRAB. REL 1 ] [ TRAB. REL 2 } [ TRAB. REL 3

[AVALIACAO DE ESTAGIOS DE PF'QOCESSOS}
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Fonte: Elaborado pelo autor.

4.1 Conjuntos de Dados

Este trabalho utiliza dois conjuntos de dados amplamente conhecidos na literatura,
0 BPI 12 e o Helpdesk 17 e trés conjuntos de dados ndo abertos ao publico (cedidos pela
SEFAZ-CE) descritos a seguir.
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BPI 12

O conjunto de dados Business Process Intelligence 2012 (BPI 12) Dongen (2012)
foi originalmente disponibilizado na International Conference on Business Process Management
(BPM) em 2012. O conjunto de dados possui um log de eventos de uma instituicao financeira
holandesa. O log diz respeito a processos de solicitacdo de empréstimos pessoais e contém
156.424 eventos em 13.087 instancias. Cada instancia de processo possui 11,95 etapas em
média. Esse conjunto de dados € composto por processos de negdcio executados entre 10 de

janeiro de 2011 a 4 de marco de 2012.
Helpdesk 17

O conjunto de dados Helpdesk 17, Polato (2017) compreende dados de logs de
eventos de um sistema de gerenciamento de tickets projetado para o helpdesk de uma empresa
de software italiana. O log de eventos contém 4.580 instancias com 21.340 eventos. Em média,
cada instancia de processo possui 4,45 etapas. Esse conjunto de dados € composto por processos

de negdcio executados entre 13 de janeiro de 2010 a 3 de janeiro de 2014.
SEFAZ-CE

Os dados utilizados nesta etapa do trabalho provém dos logs de eventos da SEFAZ-

CE'. Esse conjunto de dados é composto por processos de negécio executados entre 1° de abril

de 2015 a 9 de dezembro de 2021. Ao todo, sdo 1.201.347 processos distintos e mais de 7

milhdes de (7.719.966) de eventos de processo, distribuidos em 356 assuntos (departamentos)

distintos. Destes variados conjuntos de dados, trés assuntos (A) foram selecionados para servirem

de material de experimentagdo conforme os seguintes requisitos:

* Os processos do assunto A_25 que representa o que mais se aproxima do quartil de 25% do

desvio padrio (= 34 dias) de todo o conjunto de dados da SEFAZ-CE (387.38 instancias).

A natureza desse conjunto de dados se relaciona com processos que envolvem solicitagdes
cadastrais entre 1° de abril de 2020 e 9 de dezembro de 2021;

* Os processos do assunto A_50, referente a impostos, que datam entre 8 de outubro de 2020

a 9 de dezembro de 2021, representa o que mais se aproxima do quartil de 50% do desvio

padrdo (= 55 dias) de todo o conjunto de dados da SEFAZ-CE (18.416 instancias);

I <https://www.sefaz.ce.gov.br/>


https://www.sefaz.ce.gov.br/
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* Os processos do assunto A_75 que representa o que mais se aproxima do quartil de 75% do
desvio padrdo (= 100 dias) de todo o conjunto de dados da SEFAZ-CE (25.685 instancias).
Esse processo trata de regime de tributagdes e seus registros foram capturados entre 8 de

abril de 2015 a 28 de setembro de 2021.

Atributos dos conjuntos de dados

Como descrita as principais caracteristicas de um registro de eventos na Tabela
1, o processo de escolha de caracteristicas dos conjuntos de dados apresentados nesta se¢ao
também seguirdo a mesma ideia. Uma descri¢ao resumida dos atributos do conjunto de dados
Helpdesk 17 (também aplicdvel aos demais conjuntos de dados) escolhidos para este experimento
¢ apresentada na Tabela 3.

Tabela 3 — Descri¢do das caracteristicas do conjunto
de dados do Helpdesk 17 utilizadas neste

trabalho
Atributo Descricao
Case ID Nome do identificador da instancia do processo.

Atividade Nome da Atividade.
Timestamp O instante em que o evento foi iniciado.

Fonte: Elaborado pelo autor.

4.2 Particionamento dos Dados

Os dados foram particionados em conjuntos de treino, validacao e teste. Visto que
um processo trata-se de uma sequéncia temporal, no particionamento realizado, o conjunto de
treino contém eventos anteriores aos eventos do conjunto de validacdo e o conjunto de validagao,
eventos ocorridos antes dos eventos do conjunto de teste. Apenas processos que finalizaram
foram utilizados para treinamento, ou seja, processos em que a atividade do tipo Fechar €
a ultima etapa. Como resultado desse filtro, o conjunto de dados do BPI 12 e Helpdesk 17
possuem 13.087 e 4.557 instancias de processos, respectivamente. Eventualmente, a média de
etapas por processo se altera, resultando em 3,65 no conjunto de dados do Helpdesk 17 e se
mantendo o mesmo no BPI 2, pois esse conjunto de dados € formado apenas de processos
que chegaram a sua finalizacdo. Os demais conjuntos de dados: A_25, A_50 e A_75 possuem
respectivamente 6.140, 2.812 e 1.400 instancias de processos pertencentes a 38.738, 18.416 e

25.685 eventos. A composicao dos conjuntos de treino, validacdo e testes segue a propor¢ao
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60%, 20% e 20% respectivamente, proporcdes de particionamento bastante utilizadas como
padrdes em aprendizado de maquina (LAKSHMANAN et al., 2020).

Detalhes a respeito do particionamento e a distribui¢do das instancias de processos e
seus eventos em cada conjunto sdo organizados na Tabela 4.

Tabela 4 — Numeros de instancias de processo e de eventos relacionados ao
particionamento dos conjuntos de dados BPI 12, Helpdesk 17, A_25,

A 50eA_75
Particao
Conjunto de Dados Treino Validacdo Teste  Total
BPI 12 Instancias de Processos 7.852 2.618 2.617 13.087
Eventos 85.963 26.865 30.509 143.337
Instancias de Processos 2.745 896 916 4.557
Helpdesk 17 Eventos 10.254 3417 3.004  16.675
A 25 Instancias de Processos 3684 1228 1228 6.140
Eventos 23.180 7.845 7.713 38.738
A 50 Instancias de Processos 1687 562 563 2.812
Eventos 10.784 3.744 3.888 18.416
A 75 Instancias de Processos 840 280 280 1.400
Eventos 14495 5688 5502 25.685

Fonte: Elaborado pelo autor.

A Tabela 5 organiza mais detalhes sobre a quantidade média de eventos por processo.
O conjunto de dados A_75 possui, em média, processos bem mais longos que os demais, seguido
pelo BPI 12. Os conjuntos A_25 e A_50 possuem uma quantidade média similar, configurando
um tamanho médio entre os apresentados até aqui. Por fim, o Helpdesk 17 é composto em média

POr processos mais curtos.

Tabela 5 — Quantidade média de eventos por processo.

Conjunto de dados Média de eventos por instancia de processo

BPI 12 10,9526
Helpdesk 17 3,6592
A_25 6,3091
A_50 6,5490
A_75 18,3464

Fonte: Elaborado pelo autor.

Em resumo, o critério de particionamento engloba também as caracteristicas: todos
os processos do conjunto de treino ocorreram antes de todos os processos do conjunto de
validacdo e esse ultimo, antes de todos os processos de negdcios que compde o conjunto de teste.

A Tabela 6 organiza as informacdes a respeito da quantidade de atividades distintas encontradas
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em cada um dos subconjuntos.

Tabela 6 — Quantidade de atividades distintas por sub-
conjunto utilizado no experimento.

Quantidade de atividades distintas
por subconjunto de dados

Conjunto de dados Treino Validacdo Teste

BPI 12 24 24 23
Helpdesk 17 9 12 11
A_25 588 314 319
A_50 297 242 244
A_75 315 166 160

Fonte: Elaborado pelo autor.

Dada essa organizacdo de informacdes (Tabela 6), € clara a alta diversidade das
atividades dos processos que compdem os conjuntos A_25, A_50 e A_75. Essa grande variacao
estd ligada diretamente a flexibilidade que a modelagem do processo pode permitir. Por outro
lado, processos dessa natureza geralmente sao bem mais desafiadores.

Conjuntos podem ser representados graficamente usando diagramas de Venn, onde o
conjunto universal U, contém todos 0s objetos em consideragao, é representado por um retangulo.
Dentro desse retangulo, circulos ou outras figuras geométricas sdo usadas para representar
conjuntos. Os diagramas de Venn sdo frequentemente usados para indicar as relacdes entre os
conjuntos, nesse caso, a relacio entre as atividades distintas em cada conjunto (treino, validag¢ao
e teste) (ROSEN, 2007; YESHPANOV et al., 2021).

Os diagramas que seguem, mostram como se apresentam as atividades distintas entre
cada subconjunto (treino, validacdo e teste) de dados.

A Figura 21 mostra a clara boa distribuicao das atividades pelos conjuntos de treino,
validacdo e teste. A intersec¢ao entre as atividades dos subconjuntos de treino, validagcdo e
teste compde praticamente todo o conjunto U. Conforme a Tabela 6, hd apenas um tipo de
atividade que ndo existe no conjunto de teste (subconjunto de atividades recentes). Ao longo da
existéncia da instancia de processos que esse conjunto de dados registra, praticamente, o modelo
do processo ndo se altera, compondo assim, logs de eventos que facilitam a aprendizagem do
modelo proposto pelos autores.

O diagrama dos dados do Helpdesk 17, apresentados na Figura 22 também configura
um bom conjunto de dados. H4 apenas um tipo de atividade que existe exclusivamente na
particdo de teste. Apesar de nao ser o ideal, do ponto de vista de um bom particionamento, nao

dificulta de modo considerdvel o processo de treinamento, teste ou validacdo dos modelos e
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Figura 21 — Diagrama de informacao sobre a quanti-
dade de atividades distintas nos conjuntos
de treino, validagdo e teste do conjunto de
dados do BPI 12.

Treino Validacao

Teste

Fonte: Elaborado pelo autor.

arquiteturas apresentadas neste trabalho.

O diagrama dos dados do A_25, apresentados na Figura 23 ilustra a existéncia de
vdrias atividades distintas no conjunto de treino, evidenciando também que ha poucas atividades
exclusivas nos conjuntos de validagao e teste. A problematica nessa andlise é¢ de que o modelo
aprenderd mais informacdes que ndo vao ser tdo cruciais nas etapas de validacao e teste, dada
a grande mudanca do processo no decorrer de sua existéncia. Muitas atividades distintas num
subconjunto de treino, que comporta os processos mais antigos dos dados do conjunto A_25.

Uma anélise sob o Diagrama de Venn dos dados do conjunto A_50, (Figura 24) gira
em torno dos fatos de que a quantidade de atividades exclusivas entre os conjuntos de treino e
validacdo, validacao e teste e teste e treino sdo praticamente as mesmas, € vao, teoricamente,
dificultar a aprendizagem do modelo nas trés etapas da execucao do experimento (treinamento,
validacao e teste). Além disso, existe uma quantidade razodvel de atividades exclusivas para o
conjunto de treino (eventos anteriores aos contidos em validacao e teste), isso significa que o
processo mudou durante o passar do tempo.

O conjunto A_75 configura uma parti¢cao para treino, validagao e teste que nao é
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Figura 22 — Diagrama de informacao sobre a quanti-
dade de atividades distintas nos conjuntos
de treino, validagdo e teste do conjunto de
dados Helpdesk 17.

Treino Validacao

Teste

Fonte: Elaborado pelo autor.

promissora. Na Figura 25 mostra interseccoes de pares de conjuntos com muitas atividades
distintas e a intersecc¢ao entre os conjuntos de treino, validagao e teste € muito pequena em relacdo
a quantidade total de atividades distintas, configurando uma m4 distribuicdo e uma alta mudanca
de atividades do processo na maior particao (treino), o que era esperado, dada a natureza dos
processos selecionados e descritos neste capitulo. Adicionalmente, os conjuntos de validacao e
teste (de modo respectivo, conjuntos dos processos pouco menos € mais recentes) também sofrem
dessa flexibilidade conforme os registros das instincias desse processo que compde o conjunto
A_75. E um conjunto de dados que aparenta ser desafiador para um modelo de aprendizado
profundo, principalmente os baseados em sequéncias e reconhecimento de padrdes.

A Tabela 7 organiza informacdes sobre as intersec¢des das atividades distintas entre
os conjuntos de treino, validacdo e teste. Quanto menor a diferenca entre as intersec¢des
apresentadas, melhor a distribui¢do das atividades e mais eficiente serd o processo de treinamento

do modelo.
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Figura 23 — Diagrama de informacao sobre a quanti-
dade de atividades distintas nos conjuntos
de treino, validagdo e teste do conjunto de
dados A_25.

Treino Validacao

Teste

Fonte: Elaborado pelo autor.

Tabela 7 — Intersec¢do das atividades distintas entre os con-
juntos de treino, validacdo e teste.

Conjunto de dados Total (U) TRNTS TRNVL TRNTSNVL

BPI 12 24 24 24 23
Helpdesk 17 14 9 8 6
A 25 627 262 265 239
A 50 337 216 220 203
AT5 444 75 80 56

Fonte: o autor.
Nota: U: Conjunto universo; TR: Conjunto de treino; VL: Conjunto de
validacdo; TS: Conjunto de teste

4.3 Transformacao e codificacao

Nesta etapa do processo metodoldgico foi realizada a tokenizacdo das atividades, na
qual uma codificagdo numérica e tnica € atribuida para cada tipo de atividade existente. Além
disso, é dado um valor indicativo para a etapa onde o evento se encontra. Uma etapa assume um
valor entre 1...n, onde n € o maximo de etapas que o processo possui (coluna Etapa da Tabela 9).
A defini¢do do tempo em dias se deu pelo uso de trés atributos derivados do Instante da criagdo

do evento: a duracdo (coluna Duragdo da Tabela 9) do evento, o tempo de execucdo do processo
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Figura 24 — Diagrama de informacao sobre a quanti-
dade de atividades distintas nos conjuntos
de treino, validagdo e teste do conjunto de
dados A_50.

Treino Validacao

Teste

Fonte: Elaborado pelo autor.

até o evento atual (coluna Tempo passado da Tabela 9) e o tempo restante para a conclusao do
processo (coluna Tempo restante para conclusdo da Tabela 9).

Cada processo € representado por varias amostras (eventos) nos conjuntos de dados.
N3ao s6 a variedade, mas a quantidade de eventos em um processo € um fator importante que
reflete a dimensao da entrada para cada uma das arquiteturas apresentadas neste trabalho. A
Tabela 8 contém informagdes sobre o tamanho do processo com a maior quantidade de etapas
encontradas em cada um dos conjuntos. Os conjunto A_75 e BPI 12 possuem no minimo um
processo com muitas etapas. Nos conjuntos A_25 e A_50, seus maiores processos t€m tamanho

proximo. O Conjunto Helpdesk 17 €, em geral, formado por processos de poucas etapas.

Tabela 8 — Tamanho do maior processo encontrado
nos conjuntos de dados.

Tamanho do maior processo

BPI I2 55
Helpdesk 17 10
A_25 24
A_50 22
A_75 69

Fonte: o autor.



Figura 25 — Diagrama de informacao sobre a quanti-
dade de atividades distintas nos conjuntos
de treino, validagdo e teste do conjunto de
dados A_75.

Treino Validacao

Teste

Fonte: Elaborado pelo autor.
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Nas diferentes parti¢des, os processos sao completos. Todas as suas amostras estao

contidas em todos os trés subconjuntos de dados (treino, validacdo e teste). Nao existe parte

de um mesmo processo em dois ou mais subconjuntos. As linhas que possuem etapas 5 e 4

(Tabela 9) onde os valores da coluna Tempo restante para conclusao sao iguais a 0, foram

removidas do conjunto de treino, validacdo e teste. Uma vez que o processo encerra, ndo se vé a

necessidade de predizer nenhuma outra etapa apds essa.

Tabela 9 — Amostras do conjunto de dados Helpdesk 17.

ID

Atividade Etapa Duracio Tempo passado Tempo restante para conclusao

[N T NS T NS R NS R i e i e i e

1 1 0.000000 0.000000
1 2 14.042100 22.001400
12 3 0.000100 37.001600
9 4 0.000100 37.001700
12 5 0.102700 37.104400
9 6  0.000100 37.104500
2 7 15.000200 37.104600
2 8 22.001400 51.146700
1 1 0.000000 0.000000
12 2 0.000300 44.005600
9 3 0.001400 44.007000
2 4 44.005600 44.007300

51.146700
37.104600
37.104500
37.104400
37.001700
37.001600
22.001400
-0.000000
44.007300
44.007000
44.005600

0.000000

Fonte: Elaborado pelo autor.
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Uma maneira de resumir a representacio e reduzir a complexidade dos dados relacio-
nados a atividades, € juntar atividades que se repetem em sequéncia em uma mesma instancia de
processo, colapsando-as em uma Unica atividade, e ajustando seus tempos para acumularem os
valores das amostras colapsadas. Isso reduz a quantidade de etapas de representagdo do processo,
do trecho que se encontra sem mudanca de estado e ajuda o modelo recorrente a entender melhor
as possiveis transi¢oes, j4 que uma transi¢ao para si mesma Atividade estd descartada.

A Tabela 9 apresenta amostras do conjunto de dados Helpdesk 17 (os conjuntos BP1
12,A_25,A_50 e A_75, possuem a mesma estrutura, porém valores diferentes). A repeticao em
sequéncia de atividades nas etapas (Etapa) 7 e 8 da instancia de processo de ID [ (Tabela 9),
permite colapsé-las e ajustar os dados das colunas Duragdo, Tempo passado e Tempo restante
para conclusdo com a soma dos valores das linhas colapsadas.

Além disso, representou-se essa sequéncia de atividades (linhas 1 a 3 da Tabela 9)
como uma sequéncia de prefixos na forma matricial (Tabela 10) onde a quantidade de etapas do
maior processo € 10. O conjunto BP/ 12 possui a mesma estrutura com padding igual a 55. Os
demais conjuntos de dados A_25, A_50 e A_75 possuem, respectivamente, tamanhos 24, 22 e 69

(Tabela 8)

Tabela 10 — Prefixos na amostra do conjunto de dados Helpdesk 17.

Prefixo e Padding Atributos temporais Rétulo

1 2 3 4 5 6 Duracio TempoPassado Step Tempo Restante Para Conclusao

1 0 0 0 0 O 14,0421 22,0014 1 88,2513
1 12 0 0 0 O 0,0001 37,0016 2 37,1045
1 12 9 0 0 O 0,0001 37,0017 3 37,1044
1 12 9 12 0 O 0,1027 37,1044 4 37,0017
1 12 9 12 9 O 0,0001 37,1045 5 37,0016
1 12 9 12 9 2 37,0016 88,2513 6 22,0014

Fonte: Elaborado pelo autor.

No exemplo anterior, os valores iguais a 0 sdo usados como preenchimentos (pad-
dings), que possibilitam uniformizar o nimero de colunas na representacao das atividades das
instancias de processos. Essa matriz resultante substitui a coluna Atividade e representa o

histérico das etapas passadas (Tabela 9).

4.4 Arquiteturas propostas

As arquiteturas propostas neste trabalho sio estruturadas utilizando Embeddings

para codificacdo vetorial das atividades.
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As propostas das arquiteturas A, B, C, D, E, F, G, H e I organizadas na Figura
26 visam mesclar o suporte aos dados temporais e sequenciais que o processo de negdcio
possui, dado pela Bidirectional Long Short Term Memory (BiILSTM), atrelado a identificagdo da
importancia de certas etapas do processo, feita pela camada de atencao, semelhante ao trabalho
de Wang et al. (2019) que também utiliza conjuntos de dados ja conhecidos, porém com énfase
em atividades e tamanhos de prefixos especificos.

O modelo mais complexo (Figura 26 A)) é um modelo sequencial onde os dados de
definicdo da atividade 9 passam por uma camada de Embedding e em seguida sdo processados
por uma camada de autoatencdo (Self-Attention Self-Attention (SA)). Em seguida, a saida dessa
camada é concatenada aos dados temporais de entrada. O resultado, € uma nova entrada para
cada camada de BiLSTM concatenada com a camada de dados temporais. Além disso, sdo
realizados experimentos com Transformer Encoding, modelo genérico de ingestdo de sequéncias
e manipulacdo de representacdes por meio de codificador e decodificador.

Para avaliacdo da arquitetura, foram obtidos modelos a partir de variagcdes do modelo
mais complexo. As variagdes sdo baseadas principalmente no uso e na ordem onde as camadas
de atenc¢do (Self-attention) e a BILSTM sdo dispostas. Foram avaliados os seguintes modelos:
A) SA_BIiLSTM Este modelo recebe como entrada um par formado pelos prefixos que com-

poem as etapas do processo e os dados temporais (Tabela 9). A primeira parte da entrada
¢ enviada a uma camada de Embedding para que os dados representantes das atividades
sejam transformados em vetores. A camada de Embedding é entrada da camada de autoa-
tencdo e lida com diferentes partes da sequéncia da entrada inicial. Em seguida, a camada
de atencdo se conecta a uma camada de BiLSTM, as quais sdo usadas principalmente
para processar sequéncias de dados em ambas as direcdes, capturando dependéncias de
longo prazo. Isso pode fornecer um contexto adicional e resultar em um aprendizado mais
completo dos dados. A segunda parte do par de entrada corresponde aos dados temporais
de cada etapa da execugdo do processo. Essa, por sua vez, é concatenada a camada de
BiLSTM, que, entdo, € atrelada a uma camada densa.

B) SA_DENSE Similar 2 arquitetura anterior, esta niio possui a camada de BILSTM. E uma
organizagdo da arquitetura de modo a analisar o comportamento da rede sem as interagdes
entre camadas nas dire¢cdes de avanco e de retrocesso, mas mantendo a influéncia da
camada de autoatencio, que, por sua vez, compara todos os elementos (etapas do processo)

da sequéncia de entrada entre si e modifica as posi¢des correspondentes da sequéncia de
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saida.

C) DENSE Seguindo a ideia de reduzir a complexidade do modelo, esta arquitetura é uma
das mais simples apresentadas nessa se¢do. Além da auséncia da BiLSTM, a camada
de atencdo também nao € usada aqui. Este modelo se assemelha a modelos cléssicos de
aprendizado de mdquina.

D) BiLSTM_SA Esta versao é uma variacao da arquitetura A, onde a camada de aten¢do vem
depois da camada de BILSTM. A proposta aqui € realizar o processamento da camada de
atencdo ap6s o aprendizado da BiLSTM.

E) BiLSTM Analogamente, a arquitetura C, é removida a camada de atencao, deixando esta
arquitetura numa configuragdo um pouco mais simples de RNN, como apresentadas em
(TAX et al., 2017) e (NAVARIN et al., 2017), porém, com uma arquitetura que funciona
em ambas as direcdes e com a concatenagdo dos dados temporais com os relativos as
atividades.

F) TRANSFORMER_ENCODER A segunda arquitetura mais simples deste experimento, em
relacdo a camadas, se configura como a arquitetura C e utiliza uma camada de transforma-
¢do e codificacdo se guida da saida ao invés de uma camada de Embedding.

G) LSTM Tax ef al. (2017) Uma das arquiteturas utilizadas em trabalhos externos (Secdo 3.1),
a LSTM utilizada por (TAX et al., 2017), ¢ um modelo simples com poucas camadas,
porém resolvedora simultaneamente de problemas de regressao e classificacao.

H) LSTM Navarin ef al. (2017) Também utilizando uma LSTM com poucas camadas, (NA-
VARIN et al., 2017) (Sec¢do 3.2) soluciona problemas de regressdo como o de predizer o
tempo restante para conclusdo de uma instancia de processo.

I) TKN_TRANSFORMER Bukhsh ef al. (2021) Arquitetura descrita na Se¢ao 3.3, desenvol-
vido por (BUKHSH et al., 2021), utiliza de tokenizagdo, prefixos e transformers para

solucionar o mesmo problema apresentado neste trabalho.

4.5 Execucao dos experimentos

Nesta etapa final do processo metodoldgico, é proposta a execugdo de cada um
dos modelos apresentados neste trabalho com todos os conjuntos de dados conforme a Secao
4.1. Além disso, ha a experimentagiio” com as arquiteturas propostas de alguns dos trabalhos

relacionados (Capitulo 3).

2 <https://github.com/RonildoSilva/Reproducao-Experimentos-PPM/>
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Figura 26 — Arquiteturas de redes neurais usadas: (A) SA_BILSTM; (B) SA_DENSE; (C)
DENSE; (D) BILSTM_SA; (E) BILSTM; (F) TRANSFORMER_ENCODER; (G)
(TAX); (H) LSTM (NAVARIN); (I) TKN_TRANSF (BUKHSH)
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) Time
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Fonte: Elaborado pelo autor.

4.5.1 Metodologia de avaliagdo

Todos os modelos descritos na Figura 26 recebem como entrada, as sequéncias de
prefixos e de defini¢des das caracteristicas temporais do conjunto de treino.

A Tabela 11 organiza os valores de desvio padrao de cada um dos subconjuntos
definidos para o experimento e anélise de significancia de cada parti¢do dos dados de eventos de
processos.

A Tabela 12 organiza a média do tempo restante para conclusao (rétulo) para cada
uma das particdes dos dados.

Em alguns casos isolados nos conjuntos de dados BPI 12 e Helpdesk 17, principal-
mente nos conjuntos A_25, A_50 e A_75, o valor do desvio padrdo é maior que a média de cada

agrupamento dos rétulos manipulados e isso evidencia bastante o quao dispersos sdo os dados



Tabela 11 — Desvio padrao (em dias) das labels dos conjunto
de treino, validacao e teste do BPI 12, Helpdesk

17, A_25,A_50e A_75.

Desvio Padrao do Tempo Restante Para Conclusao

Conjunto BPI12 Helpdesk 17 A_25 A_50

Treino 13,0282 11,1193 42,3115 70,2296
Validagao 11,9414 9,9398 23,2113 25,0358
Teste 8,5743 12,5011 24,9786 25,3953

A_T75

109,5282
89,6194
89,6764

desses conjuntos.

Fonte: Elaborado pelo autor.

Tabela 12 — Média (em dias) das labels dos conjunto de

treino, validacdo e teste do BPI 12, Helpdesk 17,

A_25,A_50e A_75S.

Média do Tempo Restante Para Conclusio

Conjunto BPI12 Helpdesk 17 A_25 A_50

Treino 11,0929 36,1666 23,8269 48,6381
Valida¢do 11,2576 37,7909 16,2409 19,7326
Teste 8,4947 29,1493 17,0729 20,3092

A 75

57,1359
71,3337
71,2313

Fonte: Elaborado pelo autor.
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E possivel considerar também a avaliacdo por estdgio de processo, ou seja, o quao

bem o modelo de aprendizado consegue prever tendo como conjunto de teste apenas atividades

presentes numa determinada etapa.
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5 RESULTADOS

Este capitulo trata da discussao e dos resultados dos experimentos realizados com os
algoritmos e arquiteturas de modelos de aprendizado preditivos propostos. Como solugdes de
linha de base foram utilizadas as seguintes estratégias:

Dummy Regressor' Algoritmo que retorna o valor médio dos valores esperados no conjunto de
treinamento, sem observar os valores de entrada. A estratégia adotada € utilizar a média
do rétulo.

Regressio Linear?> Algoritmo que ajusta um modelo linear com coeficientes para minimizar
a soma residual entre os alvos observados no conjunto de dados e os alvos previstos por
aproximacao linear. Os parametros padrdes da biblioteca foram preservados, exceto o de
adequacdo da interceptacdo (fit_intercept), que nesse experimento € igual a falso.

Regressio com Floresta Aleatéria®> Uma floresta aleatéria é um meta-estimador que ajusta
uma série de drvores de decisdo organizada em varias subamostras do conjunto de dados
e usa a média para auxiliar na predi¢ao. Vinte estimadores foram usados e tamanho da
profundidade méaxima foi de 19.

Regressio com Aumento de Gradiente Leve e Extremo* (Light GBM e XGBoost) Sio algo-
ritmos de que treinam multiplas drvores de decisdo e depois combina os resultados. Eles
permitem que o modelo aprenda mais rapidamente do que outros algoritmos, mas também
oferece uma vantagem em situagdes com muitos recursos a serem considerados’. Cem
estimadores foram usados com profundidade méxima igual a 7. Para o algoritmo que usa
0 aumento leve, os pardmetros padrdes foram preservados.

As arquiteturas propostas neste trabalho também foram comparadas com as solugdes
de aprendizado profundo do estado da arte para predi¢ao de tempo restante para conclusdo de
processos de negdcios, sendo duas solugdes baseadas em LSTM Navarin et al. (2017), Tax et al.
(2017), e uma solucao baseada em Transformers Bukhsh et al. (2021). A Tabela 13 apresenta
os resultados obtidos com a métrica MAE para os conjuntos de dados BPI 12, Helpdesk 17,
A_25,A_50e A_75. Nessa experimentagdo, sdo consideradas apenas as instancias de processos
que chegaram a sua conclusdo e nenhuma instancia de processo existe em mais de um conjunto
(treino, validagdo ou teste). As métricas apresentadas para os trabalhos relacionados sio obtidas a
partir da execu¢do de novos experimentos usando suas arquiteturas e particionamento e filtragem

apresentadas neste trabalho (Capitulo 4). Consequentemente, os particionamentos propostos

> <https://www.simplilearn.com/what-is-xgboost-algorithm-in-machine-learning-article>


https://www.simplilearn.com/what-is-xgboost-algorithm-in-machine-learning-article

59

neste trabalho, diferem dos usados nos trabalhos originais, porém, para poder existir uma andlise
geral, buscou-se, assim, a mesma filtragem e particionamento Uinico para uma comparagao mais

justa entre todas as abordagens.

Tabela 13 — Desempenho dos modelos usando a métrica MAE.

Modelo BPI 12 Helpdesk 17 A25 A_50 AT5

Valor MAE (95% L.C.)*  Valor MAE (95% L.C.)*  Valor MAE (95% 1.C.)*  Valor MAE (95% L.C.)*  Valor MAE (95% L.C.)*
Dummy 7,64 (7,58 - 7,69) 12,06 (1177-12,32) 19,06 (18,65- 19.47) 29,49 (29,00-29,98) 61,81 (60,02 - 63,59)
Regressor
lsffer;fsao 6,03 (5,98 - 6,08) 12,02 (11,48 - 12,67) 11,89 (11,57 - 1221) 20,49 (19.92-21,05) 50,88 (49,17 - 52,59)
Random
Fommst 4,89 (4,82 - 4,96) 5,52 (5,34 - 5,69) 10,37 (10,02-10,72) 17,30 (16,57 - 18,03) 44,89 (43,13 - 46,65)
XGBoost 5,02 (4,95 - 5,09) 5,73 (5,55 - 5,90) 10,59 (1023 -10,95)  18,12(17,38 - 18,87) 44,85 (43,09 - 46,62)
Light GBM 4,84 (4,78 - 4,90) 541 (5,26 - 5,57) 11,32 (1096 - 11,68) 17,97 (17,33 - 18,61) 48,88 (47,15 - 50,61)
LSTM ek k3 kk ks
Tax et al. (2017) N.A. 6,17 (5,50 - 6,33) NLA N.A. N.A.
LSTM - - .
Navarin eral, 2017y 725 (17-7.34) 8,46 (8,30 - 8,62) N.A. N.A. N.A.
TKN_TRANSE o 9
Bukhsh eral, 2021y 491 (488 - 4.94) 5,69 (5,53 - 5,86) 9,45 (9.14 - 9.75) 10,92 (10,50 - 11,35) 47,30 (45,56 - 49,05)
SA_BiLSTM 3,80(3,74-3,87) 5,70 (5,50 - 5,89) 8,89 (8,53 - 9,25) 12,83 (12,23 - 13,42) 52,08 (50,11 - 54,04)
DENSE 425 (4,18 - 431) 7,58 (7,42 -7,75) 10,06 (9,71 - 10,42) 14,53 (13,94 15,13) 49,88 (47,92 - 51,85)
BiLSTM_SA 3.72(3,65-3,79) 5,89 (5,70 - 6,07) 8,91 (8,55 - 9,26) 12,67 (12,07- 1326) 51,58 (49,62 - 53,53)
BiLSTM 3,72 (3,65 - 3,79) 5,58 (5,39 - 5,77) 8,48 (8,12 - 8,84) 12,85 (12,23 - 13,47) 46,15 (44,32 - 47,97)
SA_DENSE 3,71 (3,65 - 3,78) 5,22 (5,04 - 5,40) 8,98 (8,60 - 9,35) 13,76 (13,11 - 14,40) 47,45 (45,51 - 49,38)
TRANSF_ENCO 424 (4,18 - 4,31) 6,64 (6,48 - 6,80) 9,91 (9,56 - 10,27) 14,49 (13,92-15,07) 51,17 (49,18 - 53,15)

Fonte: Elaborado pelo autor.

Nota: Células com valores em preto e negrito, representa o melhor resultado obtido. Células com valores em
preto e itdlico representam os empates dentro do intervalo de confiancga entre as arquiteturas e algoritmos
apresentados.

Nota: * Intervalo de confiancga abaixo e sem intersecao.

Nota: ** Nao foi possivel realizar o experimento completo. O modelo gera dimensdes diferentes para os conjuntos
de treino e teste para a particdo proposta neste trabalho.

Nota: *** Nao foi possivel realizar o experimento completo. O modelo gera dimensdes de acordo com a quantidade
de atividades distintas e com o maior tamanho de um processo encontrado no conjunto. Sem a alteracido da
arquitetura proposta pelo autor relacionado, a experimentaciio ocasiona erro de memoria.

5.1 Discussao de resultados

A listagem a seguir discorre a respeito das caracteristicas, resultados de cada uma
das arquiteturas apresentadas neste trabalho. As linhas de base serdo discutidas pontualmente,

conforme os impactos positivos dos resultados obtidos.

5.1.1 SA_BiLSTM

Neste cendrio, a ordem em que se configura a camada de atencdo importa bastante
no resultado, principalmente quando hé sequéncias grandes na execugao do processo, o qual é
o caso do BPI 12, produzindo um resultado mediano entre as arquiteturas apresentadas neste

trabalho e difere em 1,44 dias do melhor baseline (Light GBM) apresentado.
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O modelo em questdo, também produz resultados semelhantes quando o conjunto
de dados € o Helpdesk 17 e configura também uma arquitetura produtora de um resultado
mediano (terceiro melhor resultado encontrado) e dista de 0,29 dias a mais de diferenca do
melhor baseline, assim, configurando uma arquitetura pouco vidvel para sequéncias menores.

O SA_BiLSTM, ao usar um conjunto de dados fora do escopo da literatura (A_25),
produz um bom resultado. Com 8,89 dias de MAE, a arquitetura proposta aqui, por ter camada
de RNN, da suporte a sequéncias maiores, como apresentado na Tabela 5.

O conjunto A_50, também possui caracteristicas semelhantes ao A_25: possuem
a média de eventos por processos bem semelhantes e configura também o segundo melhor
resultado com essa arquitetura. A BiLSTM segue sendo uma boa arquitetura para processos com
poucas etapas em média.

Por fim, a arquitetura SA_BiLLSTM utilizando o conjunto A_75 ndo produziu resul-
tados muito promissores. O conjunto apresentado, além de ter uma quantidade média alta de
eventos por processo, o desvio padrdao que compde os conjuntos de treino, validacdo e teste
sdo também muito altos e (Tabela 11) dificultam bastante a predicdo do tempo restante para a

conclusdo de um processo de negdcio.

5.1.2 DENSE

Apesar dessa arquitetura ser a mais simples dentre as propostas neste trabalho e a
proxima dos modelos de baseline do que diz respeito a robustez, uma arquitetura baseada apenas
em camadas densas, produzem os resultados com maior erro absoluto médio que os demais
modelos de aprendizado profundo apresentados neste trabalho. De modo geral, a auséncia de
camadas de atencao e/ou de RNN, comprometem bastante o alcance de um resultado promissor,
visto que o problema envolve dados em sequéncia e que etapas especificas de um processo sao

mais importantes que outras, definindo a natureza dele, o que ndo € priorizado nesse experimento.

5.1.3 BiLSTM_SA

Esta arquitetura € uma variagdo clara da arquitetura SA_BILSTM (A), que inicial-
mente produzird uma matriz de relacdo entre as atividades (produto de vetores), reduz também a
faixa de representacdo dos embeddings para valores entre O e 1, reduz o tamanho da representacdo
das atividades, e nesse caso, também produz resultados promissores. Ao ter sequéncias maiores

no log de eventos e maiores distribui¢des das atividades, como no BPI 12, o erro absoluto médio
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€ um pouco maior que o melhor resultado apresentado na Tabela 13 e melhor em relagiao aos
baselines e arquiteturas dos trabalhos relacionados apresentados.

Em contrapartida, ndo é um bom modelo quando as sequéncias sa0 menores ou com
uma distribuicdo menor de atividades, como no conjunto de dados Helpdesk 17. A quantidade
de instancias, o tamanho maximo de atividades por execu¢do do processo € um fator de grande
influéncia na combinacdo de camadas de autoatencdo com BiLSTM e nédo configura o conjunto
dos melhores resultados.

Para um conjunto de dados incomum na literatura como o A_25, a arquitetura
BiLSTM_SA pode ser encontrada entre os trés melhores resultados nesse experimento. Mais uma
vez, processos com quantidades maiores de etapas associadas a uma boa defini¢cao do processo,
auxiliam a LSTM a ser mais assertiva na predi¢do do tempo restante para conclusao do processo.

A BiLSTM_SA conseguiu ser a melhor arquitetura para o conjunto A_50. Apesar
dos conjuntos A_50 e A_25 terem caracteristicas similares, a ordem da camada de RNN na
arquitetura, nesse caso, influenciou na obten¢do de um resultado tecnicamente tdo bom quanto.

O conjunto de dados A_75 configura semelhante ao Helpdesk 17 em relacdo as
arquiteturas que produzem os melhores resultados e € uma arquitetura que produz um MAE

mediano em relagdo as arquiteturas propostas nestes trabalho.

5.1.4 BiLSTM

Modelos de RNN sao amplamente usados na solugcdo de problemas envolvendo
sequéncias de dados para capturar dependéncias temporais, como as usadas neste trabalho e
nos trabalhos relacionados. Os experimentos demonstram que utilizar apenas uma camada
nessa configuracao ja consegue produzir resultados proximos aos melhores resultados obtidos
em todas as estratégias analisadas neste trabalho e € a tnica arquitetura sempre presente nos
melhores resultados, sempre presente nos intervalos de confianga obtidos em cada experimento,
independente do conjunto de dados utilizado.

No conjunto Helpdesk 17, a arquitetura BiLSTM apresenta resultados tdo promissores
quanto o SA_BiLSTM. Isso evidéncia a necessidade e importancia da RNN para resolver esse
tipo de problematica.

O comportamento ao utilizar o conjunto de dados BPI 12 se preserva. Produz o
segundo melhor resultado e se adéqua bem ao problema proposto.

Num caso mais especifico, o conjunto A_25 e a arquitetura BiLSTM produzem o
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melhor resultado em relacdo as demais combinacdes de experimentos propostas neste trabalho.
No caso do conjunto A_25, a BiLSTM nao € a mais promissora, porém se encontra
entre as trés melhores solugdes. Esse conjunto se mostrou mais adequado quando existe uma
camada de atencdo atrelada a de RNN.
Essa arquitetura também estd na terceira posicao entre os melhores modelos. No
A_75, os resultados sdo mais distintos em relacdo aos demais conjuntos, apresentando resultados
aceitaveis quando se utiliza algoritmos dados como linhas de base, pelo fato da natureza do

processo escolhido.

5.1.5 SA_DENSE

Esta arquitetura obteve os melhores resultados para ambos os conjuntos de dados BPI
12 e Helpdesk 17. Um grande colaborador para esse resultado é que a camada de autoatencio se
conecta em toda a sequéncia processada, um ponto de melhor desempenho em relagdo as RNN.

A ordem onde a camada de atencdo acaba por definir bem o resultado, porém, quando
o conjunto é o A_25, essa arquitetura ndo se mantém como o principal, mas fazendo parte das
trés melhores abordagens.

O conjunto de dados A_50 combinado com a arquitetura proposta nesse experimento
nao produz um resultado promissor e fica fora das melhores op¢des de arquitetura para esse
ambiente e problemadtica.

Entretanto, essa arquitetura se adéqua bem ao conjunto de dados A_75, sendo o
conjunto de dados mais flexivel em seus processos: possui muitas etapas que demoram bem mais

para serem concluidas e que mudam bastante a natureza de suas atividades.

5.1.6 TRANSFORMER ENCODER

Esta arquitetura deixa de utilizar embeddings para ter uma camada de Transformer
Encoding como parte fundamental do modelo. Este modelo € bastante semelhante ao descrito
na Figura 26 C). Ambos os resultados ndo sdo tdo promissores e s3o apenas melhores que os
resultados obtidos com a arquitetura DENSE, ja que ndo possuem camadas que ddo suporte a
sequéncias. Os resultados obtidos utilizando o tanto os datasets BPI 12 quanto Helpdesk 17
produzem o pior resultado dentre as arquiteturas apresentadas neste trabalho.

Assim como a arquitetura DENSE, a TRANSFORMER_ENCODER também fica

fora de todos os resultados promissores, porém produz um erro médio absoluto menor que a
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arquitetura de apenas camadas densa.
O diferencial nesse caso é que quando o conjunto de dados € o A_75, a arquitetura

densa (DENSE) € ligeiramente mais eficiente que essa em questao.
5.1.7 LSTM Tax et al. (2017)

E uma arquitetura que funciona bem com parti¢des que possuam sempre exemplares
de processos de tamanho mdximo nos conjuntos de treino, validacdo e teste, pois as dimensdes
dos conjuntos de treino, validacao e teste sdo dadas pela quantidade distinta de atividades em
cada uma delas. Uma vez que exista algum tipo de exclusividade de atividades em alguma
particdo, a execucao do experimento ndo poderd ser concluida. A modelagem dessa arquitetura
ndo permite a execucao completa do experimento quando existem tamanhos méaximos diferentes
entre os subconjuntos citados, portanto, ndo se adéqua bem ao experimento proposto neste

trabalho.
5.1.8 LSTM Navarin et al. (2017)

A arquitetura apresentada tem uma boa execugdo quando o dados de entrada sio
processos de tamanhos pequenos ou quando a quantidade de atividades distintas € consideravel
pequena, como os conjuntos de dados BPI 12 e Helpdesk 17. Muita varia¢ao nesses aspectos,

geralmente produz uma dimensao bastante grande, que € dificil de computar.
5.1.9 TKN_TRANSF Bukhsh et al. (2021)

Essa arquitetura dispensa RNNs e utiliza camadas de transformers além da toke-
nizagdo das atividades organizadas por prefixos e tratadas de diferente formas em relacao aos
dados temporais (Se¢do 3.3). Produz um bom resultado quando o alvo € o conjunto A_50 e ndo
consegue obter €xito nos demais conjuntos de dados. Apesar da arquitetura de transformer ser

bastante robusta, nao se adapta bem a sequéncias dessa natureza.

5.2 Discussao orientada as questoes de pesquisa.

Esta secdo se propde a responder as questdes de pesquisa do trabalho a partir das

andlises e conclusdes sobre os experimentos realizados.
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5.2.1 QPI — Que arquiteturas de aprendizado profundo conseguem predizer o tempo

restante para conclusdo de um processo de negocio com menor erro?

Predizer o tempo restante para a conclusido de um processo de negdcio torna-se um
desafio, principalmente por conta da variabilidade na execucdo das instincias de processos, que
ndo se comportam como uma série temporal tnica. Por exemplo, as atividades dos processos
podem mudar com o passar do tempo em termos de eficiéncia, nome e até mesmo existéncia,
visto que algumas atividades podem ser extintas. Pelos resultados da experimentacdo realizada,
observa-se que uso do mecanismo de autoaten¢do pdde melhorar alguns resultados quando
aplicado diretamente na representacdo vetorial das atividades dada pela saida da camada de
embedding, sendo a melhora mais significativa ocorrida ao comparar a arquitetura DENSE com
a SA_DENSE em ambos os conjuntos de dados. Além disso, para o conjunto de dados BPI
12, os experimentos demostraram que nao houve melhoria no uso da BiILSTM com camada
de aten¢do. Finalmente, as arquiteturas BILSTM e SA_DENSE foram eficientes na predicdo
de tempo restante dos processos, quando comparadas aos modelos de linha de base e aos
trabalhos de Tax et al. (2017), Navarin et al. (2017) e Bukhsh et al. (2021), obtendo o melhor
desempenho entre os modelos avaliados. Mais precisamente, a SA_DENSE mostrou-se melhor
para o BPI 12 e Helpdesk 17 simultaneamente. Para os demais conjuntos de dados, cada
melhor resultado individual, veio da combinac¢ao de uma arquitetura ou algoritmo distinto. O
conjunto A_25, teve como melhor combinagao, a arquitetura BiLSTM. Para o conjunto A_50, a
arquitetura TKN_TRANSF proposta por Bukhsh et al. (2021) foi mais promissora, mesmo nao
exigindo camadas de apoio a sequéncias. Por fim, o conjunto de dados A_75, teve o melhor
resultado, utilizando o algoritmo XGBoost, que dispensa camadas densas, suporte a sequéncias e

a mecanismos de atengao.

5.2.2 QP2 — Qual a influéncia do estdgio dos processos nas predigoes do tempo restante

para conclusdo de um processo de negocio?

Para responder a esta pergunta, variou-se o estdgio dos processos como entrada para
os modelos e obteve-se 0 MAE para cada um dos estdgios. Nesse experimento, foi utilizado o
melhor modelo avaliado para cada conjunto de dados. As Figuras 27, 28, 29, 30 e 32 apresentam
o MAE obtido para cada estdgio do processo dos conjuntos de dados BPI 12 e Helpdesk 17,

A_25,A_50e A_75, respectivamente. Observa-se que o erro na predi¢do tem tendéncia a ser
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maior nos primeiros estagios do processo. Apods alguns estdgios, o erro mantém-se variando
e comeca a diminuir em estagios posteriores. Tal comportamento pode indicar que se ha mais
informacdes sobre a execucdo do processo e se este se encontra mais proximo ao estado final,
entdo, torna-se mais fécil predizer o tempo restante. Este comportamento também pode indicar
que os modelos conseguem distinguir melhor as atividades realizadas mais ao final da execugao

dos processos.

5.2.2.1 Andlise sobre estdgios do BPI 12

A Figura 27 ilustra um comportamento esperado, onde a tendéncia do tempo restante
para conclusdo do processo representa, de maneira macro, um decrescimento a cada etapa
conhecida de um processo de negécio. A linha de tendéncia apresentada torna essa andlise mais
nitida e confirma a efici€ncia do modelo e a maturidade do processo de negdcio utilizado, que
expressa o desempenho esperado do processo de negdcios com base nas capacidades reais, a fim
de prever o desempenho real dos processos de negocios (LOOY, 2014).

Figura 27 — BPI 12 - MAE por estdgio do processo (SA_DENSE).
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Fonte: Elaborado pelo autor.

5.2.2.2 Andlise sobre estdagios do Helpdesk 17

A Figura 28, que se refere ao conjunto de dados do Helpdesk 17 tem uma linha de
tendéncia menos ingreme que a apresentada na Figura 27. Além de apresentar um valor de MAE
relativamente grande entre os estdgios proximos a metade do tamanho total, ainda tem valores
relativamente bons em estdgios seguintes. Como existem poucos estdgios nesse conjunto de

dados, maiores erros, gera uma linha de tendéncia visualmente menos ingreme.
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Figura 28 — Conjunto de dados Helpdesk 17 - MAE por estagio do processo (SA_DENSE).
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Fonte: Elaborado pelo autor.

5.2.2.3 Andlise sobre estdgios do A_25

Outro comportamento que se configura bem distinto dos resultados apresentados
anteriormente (Figuras 27 e 28) estd apresentado na Figura 29, refente ao conjunto de dados
A_25. Tem-se uma quantidade menor de etapas, a linha de tendéncia que segue os resultados por
estagio decresce tal qual a apresentada na Figura 28, onde os valores de MAE decrescem nos
estdgios iniciais, ttm um aumento envolvendo estdgios de tamanho médio, e por fim, configura
um pico na etapa final, porém, com o um valor de MAE muito elevado.

Figura 29 — Conjunto de dados A_25 - MAE por estagio do processo (BiLSTM).
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Fonte: Elaborado pelo autor.

5.2.2.4 Andlise sobre estdagios do A_50

O conjunto de dados A_50, por sua vez, conclui a dltima etapa com um valor de
MAE pouco satisfatério. Apesar da arquitetura TKN_TRANSF Bukhsh et al. (2021) possuir 0

melhor resultado da Tabela 13, a linha de tendéncia apresentada na Figura 30 € ndo decrescente.
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Existe também um grande pico do valor do MAE em etapas finais que vem logo apds uma
mudanca no sentido dos resultados. H4d um decréscimo até metade do tamanho maximo da
instancia de processo, seguido de um aumento abrupto de MAE, antes da conclusdo com um
resultado 6timo na etapa seguinte e finalizando com valor de MAE préximo do apresentado
(em negrito) na Tabela 13. Apesar dos dltimos estigios decrescerem muito o valor de MAE, a
natureza do desse processo € muito flexivel e tem, portanto, padrdes de fluxo de atividades pouco
previsiveis.

Figura 30 — Conjunto de dados A_50 - MAE por estdgio do processo (TKN_TRANSF Bukhsh et
al. (2021)).
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Fonte: Elaborado pelo autor.

Por outro lado, a arquitetura BiLSTM_SA, segundo melhor resultado apresentado
na Tabela 13 para o conjunto de dados A_50, possui um comportamento bastante distinto do
apresentado quando se utiliza a arquitetura de Bukhsh ez al. (2021). A Figura 31 ilustra um
melhor comportamento da linha de tendéncia, ao haver um conjunto de validagao bem definido
que ajuda o modelo de aprendizado profundo a falhar menos, pois 0 modelo conhece mais das
etapas passadas de um processo e consequentemente, 0 modelo segue menos enviesado quando

se geram as predi¢des por etapas.

5.2.2.5 Andlise sobre estdgios do A_75

Por fim, na Figura 32, temos a andlise sobre os resultados por etapa do conjunto de
processos de negdcios A_75, sendo o mais distinto entre todos os apresentados neste trabalho em
relagc@o aos modelos apresentados neste trabalho, pois o melhor resultado vem de um algoritmo
de aprendizado de maquina considerado cldssico em relagdo aos demais modelos apresentados.

Mesmo o XGBoost apresentando um valor de MAE baixo em relacdo aos demais, tanto o
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Figura 31 — Conjunto de dados A_50 - MAE por estigio do processo (BiLSTM_SA).
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Fonte: Elaborado pelo autor.

algoritmo que usa Random Forest(também baseado em 4rvore), quanto o BiLSTM possuem

tecnicamente o mesmo valor no intervalo de confianca apresentado principalmente na Tabela 13.

Figura 32 — Conjunto de dados A_75 - MAE por estdgio do processo.
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Fonte: Elaborado pelo autor.

5.2.3 QP3 — Como se compara o melhor modelo proposto neste trabalho com os modelos

propostos em trabalhos relacionados?

Os modelos apresentados neste trabalho produzem resultados semelhantes, mas a
utilizagdo de camada de aten¢do, produz resultados com menor erro absoluto médio, a pesar
de dentro do intervalo de confianca apresentado na Tabela 13, as arquiteturas propostas neste
trabalho que utilizam LSTM e Camadas de Atencdo, tem tecnicamente a mesma capacidade de
predizer o tempo restante de conclusdo de um processo de negécio.

Os modelos apresentados nos trabalhos relacionados diferem na complexidade da

LSTM (Tax et al. (2017) e Navarin et al. (2017)) e na existéncia de uma LSTM para suportar
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as sequéncias (Bukhsh et al. (2021)), apesar de ambos os trabalhos utilizarem embeddings. O
melhor modelo apresentado neste trabalho € mais robusto e consegue produzir resultados com
desempenho superior a trabalhos relacionados, bem como outras estratégias mais tradicionais de

aprendizado de mdquina.
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6 CONCLUSOES E TRABALHOS FUTUROS

Este trabalho investigou diferentes abordagens para predicao do tempo restante para
conclusdo de um processo. Dentre as abordagens avaliadas neste trabalho, o uso de aprendizado
profundo com camadas de rede recorrente e de autoatengdo lidam bem com logs de eventos
reais, independente de ter instancias automatizadas € manuais no mesmo conjunto de dados ou
processos de negdcios de grande flexibilidade, ou até mesmo de naturezas totalmente distintas.

Como trabalhos futuros, ¢ importante considerar outros conjuntos de dados, explorar
logs de diferentes competicdes voltadas a monitoramento preditivo de processos, realizar uma
verificacdo de como arquiteturas mais recentes podem contribuir na melhoria da solugdo desse
problema, comparar outros algoritmos e modelos cldssicos com os atuais, realizar mesclas dessas
arquiteturas tais como as propostas de Ma et al. (2023) e seguir com a disponibilizacio de base

1

de dados e repositério’ com os experimentos desenvolvidos para dar suporte a novas praticas,

pesquisas e reprodugdes.

1 <https://github.com/RonildoSilva/PTRC_PN_DL>


https://github.com/RonildoSilva/PTRC_PN_DL
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