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RESUMO

Nos ultimos anos, com o rapido desenvolvimento da geragao de eletricidade por meio das fontes
eolica e solar, alguns problemas tém surgido gradativamente (incerteza e imprevisibilidade na
geragdo final) e, muitas vezes, sdo inerentes a intermiténcia. Atualmente, um dos métodos
essenciais para resolver esses problemas ¢ a aplicacdo de metodologias de previsdo. Esses
métodos aprendem o comportamento das séries analisadas e implementam o conhecimento
adquirido para prever valores futuros, podendo executar essa tarefa com metodologias
individuais, por meio da combinagdo de diferentes metodologias (modelos hibridos) ou por
meio da integracdo de diferentes resultados de modelos individuais (modelos de conjunto ou
ensemble). Esta Tese propde a aplicacdo de duas metodologias de conjunto/integragdo: a) Ridge
Regression Ensemble (RRE); e b) Modelo hibrido que combina a decomposi¢do de dados por
meio da Transformada Wavelet (WT), modelos de Aprendizado de Maquina (AM) e o RRE
(WD-RNA-RRE). Para comparagdo ¢ validagao dos desempenhos dos modelos propostos, o
modelo de integragcdo por meio da Teoria do Portfolio (PrevTP) também ¢ aplicado. O objetivo
das aplicacdes ¢ integrar metodologias consolidadas de previsdo e6lica e solar aplicadas a dois
locais com diferentes latitudes e perfis climaticos. A partir das simulagdes desenvolvidas
(PrevTP, WD-RNA-RRE e RRE), as metodologias se mostraram eficientes para melhorarem o
desempenho das previsdes de métodos isolados e aplicaveis a diferentes localidades do mundo.
Em termos de MAPE e RMSE, na aplicagdo aos dados solares e nas duas localidades, os
modelos ensemble (WD-RNA-RRE e RRE) obtiveram melhor precisdo que o melhor modelo
Cascade Forward Back Propagation (CFBP) que teve melhor desempenho entre as aplica¢des
individuais e que o modelo PrevTP. Nas aplica¢des aos dados edlicos, em termos de MAPE e
RMSE, os modelos ensemble (WD-RNA-RRE, RRE e PrevTP) conseguiram melhorar o
desempenho em relagdo aos modelos aplicados individualmente. Assim, pode-se destacar o
PrevTP como a melhor aplicagdo aos dados espanhois € 0 RRE com os melhores resultados na
aplicacdo aos dados do Brasil. O PrevTP melhorou a precisao das metodologias individuais em
duas das quatro aplicagdes desenvolvidas. As modelagens WD-RNA-RRE e RRE reduziram os
erros de previsdo em todas as aplicagdes e podem ser Uteis na otimizagdo do planejamento do

uso de recursos solares e eolicos intermitentes nas matrizes elétricas.

Palavras-chave: Aprendizado de Maquina, aprendizado profundo, regressao penalizada, teoria

do portfolio, recurso edlico, recurso solar.



ABSTRACT

In recent years, with the rapid development of electricity generation through wind and solar
sources, some problems have gradually emerged (uncertainty and unpredictability in the final
generation) and are often inherent to intermittency. Currently, one of the essential methods to
solve these problems is the application of forecasting methodologies. These methods learn the
behavior of the analyzed series and implement the acquired knowledge to predict future values,
being able to perform this task with individual methodologies, by combining different
methodologies (hybrid models) or by integrating different results from individual models
(ensemble models). This thesis proposes the application of two ensemble/integration
methodologies: a) Ridge Regression Ensemble (RRE); and b) Hybrid model that combines data
decomposition through the Wavelet Transform (WT), Machine Learning (AM) models and the
RRE (WD-RNA-RRE). To compare and validate the performances of the proposed models, the
model of integration through Portfolio Theory (PrevTP) is also applied. The objective of the
applications is to integrate consolidated wind and solar forecasting methodologies applied to
two locations with different latitudes and climate profiles. Based on the simulations developed
(PrevTP, WD-RNA-RRE and RRE), the methodologies proved to be efficient in improving the
forecasting performance of isolated methods and applicable to different locations around the
world. In terms of MAPE and RMSE, in the application to solar data and in both locations, the
ensemble models (WD-RNA-RRE and RRE) achieved better accuracy than the best Cascade
Forward Back Propagation (CFBP), model that had the best performance among the individual
applications, and than the PrevTP model. In the applications to wind data, in terms of MAPE
and RMSE, the ensemble models (WD-RNA-RRE, RRE and PrevTP) managed to improve the
performance in relation to the models applied individually. Thus, PrevTP can be highlighted as
the best application to Spanish data and RRE with the best results in the application to data
from Brazil. PrevTP improved the accuracy of individual methodologies in two of the four
applications developed. The WD-RNA-RRE and RRE modeling reduced the forecast errors in
all applications and can be useful in optimizing the planning of the use of intermittent solar and

wind resources in the electric matrices.

Keywords: Machine learning, deep learning, penalized regression, portfolio theory, wind

resource, solar resource.
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Aprendizagem Extrema Robusta de Discrepancia Sequencial On-line)
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m? Metro Quadrado

w Watts

W/m? Watts por metro quadrado
Wh/m? Watt-hora por metro quadrado
min Minuto

h Hora

S Segundo

kW Quilowatt

kWp Quilowatt-pico

MJ/m? Mega Joule por metro quadrado
MW Megawatt

m/s Metros por segundo

GW Gigawatt

GWh Gigawatt-hora

kWh/kWp.més  Quilowatt-hora por Quilowatt-pico més
TWh Terawatt-hora
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1 INTRODUCAO

Os paises estdo buscando utilizar energias renovaveis para reduzir as emissoes de gases
poluentes e melhorar suas matrizes de geragao de eletricidade, sendo as energias eolica e solar
uma parte relevante desse processo (Heydari et al, 2019, Liu et al., 2020a). As energias
renovaveis tém se apresentado como uma alternativa relevante para substituir o uso de
combustiveis fosseis que, além de contaminar o meio ambiente, possuem prazo de validade por
ser um recurso ndo renovavel.

As fontes renovaveis ja sdo responsaveis por 60% da matriz de energia elétrica
espanhola, com predominancia das geracdes edlica, solar e hidrica (Reddata da Red Electrica
de Espand, 2023), nessa ordem. O Pais vem promovendo a difusdo das fontes renovaveis,
visando reduzir a emissao de gases de efeito estufa na atmosfera. Com relagao a matriz elétrica
brasileira, ela ¢ predominantemente composta por fontes renovaveis de energia, especialmente
as hidrelétricas, complementada pelas termelétricas em periodos em que os reservatorios
hidricos estejam com baixos niveis. O incremento no uso da geragao eélica e solar, observado
nos ultimos anos (ABSOLAR, 2023), complementa a geracdo hidrica e diversifica a matriz,
gerando maior confiabilidade ao sistema elétrico.

A geracdo de eletricidade por meio de fontes solar e edlica tem atraido consideravel
atencao de pesquisadores, devido a abundancia dos recursos em diferentes regides do mundo e
a sustentabilidade associada (Zendehboudi; Baseer; Saidur, 2018). Apesar dos beneficios dessas
fontes mencionadas, surgem problemas ao utilizé-las no setor elétrico: variagdao da intensidade
e direcdo do vento, alternincia de periodos nublados e ensolarados, desafios diretamente
associados a intermiténcia dos recursos (Antonanzas et al., 2016; Liu e Sun, 2019; Liu et al,,
2017).

Assim, o conhecimento do comportamento das séries dos recursos solar e edlico e a
modelagem de sistemas de previsdo eficientes podem ser ferramentas importantes para um uso
ainda maior e mais seguro dessas duas fontes (Kabouris; Kanellos, 2010; Wang ef al., 2019c;
Pedro; Coimbra, 2015a; Liu et al., 2019a). Tais ferramentas podem fornecer informagdes para
auxiliar na implantacdo de parques edlicos e solares e durante sua operagdo, atuando em
mercados de desequilibrio de energia, trazer reducao nos recursos de backup.

Técnicas avancadas de previsao edlica e solar t€ém potencial para melhorar o uso desses
recursos intermitentes, contribuindo para a integracdo das usinas e o equilibrio entre oferta e

demanda (Kaur ef al., 2016). Existem desafios para tornar as fontes renovaveis mais confiaveis,
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como as metodologias de previsdo que visam melhorar o entendimento da natureza nao

programada associada aos recursos solar e edlico (Nespoli et al., 2022).

1.1 Motivacao

Existem varios métodos para auxiliar na tarefa de previsao de séries temporais, como
modelos derivados de fisica, aprendizado de maquina (AM) (Mert Yagli; Yang; Srinivasan,
2019; Brito et al., 2006) e modelos estatisticos (Alencar; Stedile; Junior, 2018). Modelos de
previsdo sao comumente usados para prever o comportamento de séries de velocidade do vento,
demanda de eletricidade, irradiagdo solar e precipitag¢do (Sideratos; Hatziargyriou, 2007; Hong;
Wu, 2007).

Nos ultimos anos, diferentes metodologias foram implementadas para melhorar a
precisdo de modelos individuais, usando ajuste de erros para melhorar as previsdoes e
combinando modelos para gerar melhores resultados. Em varios paises, sdo exigidas
penalidades economicas dos produtores de energia elétrica, e estas sdo proporcionais aos erros
nas previsoes de energia para o dia seguinte, tornando a precisdo das previsdes um fator
determinante na reducao das perdas economicas (Alessandrini et al., 2015). Artigos cientificos
na area de previsdo apresentam a combinag¢do de modelos como preferivel as metodologias
aplicadas individualmente (Atiya, 2020; Taylor, 2020).

Uma abordagem corretiva pode ser encontrada em Wang ef al. (2019c¢), a programagao
quadratica (PQ) ¢ utilizada com o objetivo de corrigir erros e reduzir os impactos da
variabilidade solar em edificios na Califérnia, EUA. Um sistema de previsao hibrido
combinando a Teoria do Portfélio (TP) e diferentes técnicas de inteligéncia computacional foi
ilustrado em Lima et al. (2020), onde os resultados das previsdes individualizadas foram
aprimorados usando erros de previsao e a integragdo de diferentes técnicas. Uma abordagem de
ajuste para melhorar a previsdo agrupada e prever eventos de rampa solar com mais precisao
foi encontrada em Abuella e Chowdhury (2019).

Uma abordagem heuristica para melhorar e corrigir erros de previsdo de carga isolada
em sistemas de poténcia por meio da teoria de estabilidade de rastreamento de trajetéria foi
proposta em (Song et al., 2014). Um modelo autorregressivo ajustado a dados para capturar o
comportamento estocastico dos erros de previsao do dia seguinte e produzir previsdes de séries

temporais autocorrelacionadas foi usado em (Haessig et al., 2015).
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Uma simulag¢do comparando erros de previsdo solar do dia seguinte em regides com
diferentes tamanhos geograficos foi ilustrada em Nufio et al. (2017). Um modelo Autoregressive
Moving Average (ARMA) foi usado em Nuifio ef al. (2018) para modelar erros de previsao de
média horaria para o dia seguinte. Bayesian Model Averaging (BMA) foi implementado em
Doubleday et al. (2021) para prever a geracao fotovoltaica (FV) em diferentes horizontes. O
pos-processamento por meio de BMA foi realizado para conjuntos de Numerical Weather
Prediction (NWP).

Considerando o contexto acima, diferentes metodologias foram encontradas na
literatura, algumas utilizaram erros de previsdo para melhorar os resultados, alguns modelos
ensemble misturaram modelos padrdes para alcangar um produto de maior desempenho (Zhang;
Ma, 2012), alguns métodos ensemble sao aplicados diretamente (Tazim et al., 2020; Sunil et
al., 2021), e outros combinaram os resultados obtidos separadamente por diferentes modelos
(Soumyashree et al., 2021).

Em Cervone et al. (2017), uma metodologia baseada em Redes Neurais Artificiais (RNA)
e um Analog Ensemble (AnEn) ¢ usada para gerar 72 h de previsdo da geracio FV
deterministica e probabilistica usando modelo numérico de previsdo do tempo e variaveis
astronomicas computadas como dados de entrada. Um modelo hibrido, uma combinagdo de
Secondary De-Noising - Modified Multi-Objective - Combined Forecasting Method (SSAWD-
MOGAPSO-CM), para previsao de velocidade do vento de curto prazo ¢ encontrado em Zhou,
Wang e Zhang (2020). Em Altan, Karasu e Zio (2021) um modelo hibrido combina os métodos
LSTM, improved complementary ensemble empirical mode decomposition with adaptive noise
(ICEEMDAN) e gray wolf optimizer (GWO) para previsao da velocidade do vento. A irradiagdo
solar ¢ estimada em Karasu e Altan (2019) usando o modelo de Random Forest (RF) com uma
abordagem de selegao de preditores.

Técnicas de redugdo multivariada e modelos de cadeia de Markov para combinar
previsdes da geracao eolica foram aplicadas em Poncela-Blanco e Poncela (2021). A irradiacao
solar foi estimada por regressao linear e métodos de regressao de processo gaussiano usando
dados de 1 ano de séries temporais didrias de uma provincia na Turquia em Karasu et al. (2017).
Um self-adaptive multi-verse optimizer (AMVO) ¢ aplicado em Wang et al. (2018) para
otimizar os parametros da Support Vector Machine (SVM), empregando um esquema de
validacao cruzada continua para prever o consumo de energia primaria da China. Em Ahmad,

Mourshed e Rezgui (2017) ¢ avaliado o desempenho de uma RNA feed-forward e seu
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desempenho ¢ comparado com o método RF ensemble para prever o consumo horario de
energia em um ambiente construido em Madri, Espanha.

Uma nova metodologia Interval prediction of electricity demand based on pattern
recognition (IPMPR) ¢ proposta em Serrano-Guerrero et al. (2021), que limita a incerteza de
previsdo por meio de andlise estatistica robusta considerando a sazonalidade dos dados com

baixa complexidade computacional.

Na Tabela 1.1 ¢ apresentado um resumo de artigos analisados na revisao de literatura.

Tabela 1.1 - Resumo de alguns artigos da revisdo de literatura

Autores Modelo/ Horizonte Meta de Desvantagens Vantagens
Abordagem de Previsiao
Previsdo
(Cervone et al., RNA e AnEn/ 72 horas Geragdo FV  Necessidade de Adequado para
2017) Hibrido grande volume computacdo
de dados paralela; a
(astronémicos, escalabilidade ¢
meteorologicos e testada.
sintéticos); Alto
custo
computacional.
(Lima et al., RNA (MLP, RBF, diferentes Irradiacao Possibilidade de Comparacao
2020) SVReDL)e TP/  horizontes solar e exclusdo de entre modelos
Hibrido temperatura preditores em consolidados.
fungdo da
arquitetura

otimizada e
definigdo de
pesos; Alto custo

computacional.
(Zhou; Wang; SSAWD- diario Velocidade Aplicagdo Escolha ideal de
Zhang, 2020) MOGAPSO-CM / do vento especifica e alto submodelos a
Hibrido custo serem
computacional. combinados;
elimina o ruido.
(Altan; Karasu; LSTM, 10 horas Velocidade Alto custo Incluséo de
Zio, 2021) ICEEMDAN e do vento computacional. preenchimento e
GWO / Hibrido pré-
processamento de
dados; aplicado a
diferentes
regides.
(Karasu; Altan, RF/AM horario Irradiacdo Nao uso de Bons resultados e
2019) solar métodos para uso de pardmetros
comparagio. meteorologicos.
(Poncela- Cadeia de Markov horario Geragdo - Estimativa de
Blanco; e técnica para edlica pesos de forma
Poncela, 2021) reducdo adaptativa.
dimensional /
Hibrido
(Karasu et al., Regressao linear e diario Irradiagdo - Validagao

2017) regressdo de solar cruzada aplicada
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processo 10 vezes.
gaussiano /
Hibrido
(Wang et al., AMVO-SVM / anual Consumo de ~ Necessidade de ~ Maior precisdo e
2018) Hibrido energia previsdo prévia  exatiddo; Melhor
de PIB per capacidade de
capita, exploragdo ¢
populagio, taxa otimizagdo de
de urbanizacdo, parametros;
estrutura Resultados
econdmica e proximos aos
estrutura resultados obtidos
energética. pelas institui¢des
locais.
(Ahmad, RNA (MLP) vs horéario Consumo de Aplicagdo Incorporagdo de
Mourshed; RF /AM energia especifica. modelo em um
Rezgui, 2017) modulo de
software; Uso de
RF como seletor
de variaveis.
(Serrano- Reconhecimento 15 minutos Cargas Alto custo Limite da
Guerrero et al., de padrdes e elétricas computacional; incerteza das
2021) estatisticas Dificuldade em previsoes; uso
inferenciais / quantificar a para qualquer tipo
Hibrido incerteza dos de consumidor;

resultados e
interpreta-los
fisicamente.

Detecgao de
anomalias e
ineficiéncias no
consumo de
energia elétrica.

Fonte: Proprio autor.

1.2 Objetivos, Contribuicoes e Estrutura

A presente Tese tem como objetivo geral a aplicabilidade de dois modelos “ensemble”
que serdo utilizados para integrar e combinar quatro tipos diferentes de RNA utilizadas para
melhorar a previsibilidade dos recursos solar e edlico em locais especificos do Brasil e da
Espanha. As metodologias de combinag¢do (ensemble) sdo: a) Modelo Ridge Regression
Ensemble (RRE); e b) um modelo hibrido que utiliza WD — RNA — RRE. Para comparagao dos
resultados obtidos pelos modelos propostos ¢ aplicada a metodologia de integracao de previsdes

baseada na Teoria do Portfélio (PrevTP) (Lima, 2020).
Os objetivos especificos sao:
* Coleta e tratamento de dados;

* Implementagdo das técnicas individuais bem como suas combinagdes (CFBP, MLP, RBF e

SOM);

» Comparagdo dos resultados obtidos com os resultados do PrevTP (Lima, 2020); e
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» Apresentacdo dos resultados obtidos pelas técnicas individuais e pelos dois modelos

“ensemble”.
As principais contribuicdes das aplica¢des desta Tese incluem:

 Aplicagdo para diferentes fontes intermitentes (solar e edlica) de geracao de energia elétrica;
* Aplicagdo em dois locais com latitudes diferentes e consequentemente perfis climaticos
distintos, podendo ser aplicadas a outras localidades;

» Nao necessidade de remogao de um preditor a priori, permitindo todas as contribui¢des
possiveis;

* Simplicidade e baixo custo computacional,

* Nao existéncia de abordagem semelhante na literatura, especialmente para o caso especifico
de fontes renovaveis solar e edlica; e

* Melhoria no desempenho dos preditores individuais e posteriormente no desempenho do RRE
devido a redugdo de oscilagdes, picos e diferentes tipos de componentes de dados ndo

estacionarios inerentes aos dados edlico e solar.

J4

A Tese esta estruturada da seguinte forma: no Capitulo 2, ¢ apresentada uma
contextualizagdo sobre fontes intermitentes para geragdo de eletricidade; no Capitulo 3 sao
apresentadas duas revisdes sistematicas em relacdo aos temas previsao solar e previsdo eolica;
no Capitulo 4 ¢ escrita a contextualizacdo dos modelos de previsdo de conjunto (ensemble); a
metodologia desenvolvida apresentada no Capitulo 5; os resultados e discussdes sao
apresentados no Capitulo 6; por fim, as conclusdes sdo detalhadas no Capitulo 7. As referéncias

sdo apresentadas na sequéncia.
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2 FONTES INTERMITENTES PARA GERACAO DE ELETRICIDADE

Fontes intermitentes para geragdo de eletricidade (FIGE), incluindo as fontes edlica e
solar, tém sido rapidamente integradas aos sistemas de energia devido a diversas razdes
economicas e ambientais (Wei et al., 2017, Liu et al., 2017; Alencar; Stedile; Junior, 2018).

O setor produtivo que envolve a geracao de energia elétrica, de acordo com Bueno e
Brandao (2016), tem passado por transformagdes que incluem: a) surgimento de geracao
distribuida e a mudanca do perfil de grandes produgdes elétricas em usinas centralizadas; e b)
Redes Inteligentes (Smartgrids) para o controle dos fluxos de energia, em que o perfil de
geracdo unidirecional (da usina produtora até os centros de cargas) praticado por muitos anos
passa a ser multidirecional, em que os centros consumidores também podem injetar energia
elétrica no sistema e contribuir para o total gerado.

Essas mudangas observadas nos setores elétricos dos paises demonstram o incremento
dos ultimos anos no uso de FIGE, distribuidas ou centralizadas, conectadas a rede ou isoladas.
Essas FIGE apresentam como principais caracteristicas serem imprevisiveis e ndo despachaveis,
dependentes muitas vezes de condi¢des climaticas e do tempo para defini¢do do que podera ser
gerado por cada uma delas (Cavados, 2015). Os principais recursos naturais utilizados por FIGE
sdo: recurso hidrico (usinas hidrelétricas), recurso solar (diretamente nos parques fotovoltaicos
(FV) e indiretamente nos parques eolicos) e recurso eolico (parques eolicos).

As politicas adotadas para o despacho de FIGE devem considerar a disponibilidade dos
recursos intermitentes e considerar aqueles, como o recurso hidrico, que podem ser
armazenados para geracao futura (Wang; Guo, 2018). Chamado por Bueno e Brandao (2016)
de modulagdo inversa, sdo acomodadas as flutuacdes dos diferentes recursos permitindo a
geracdo maxima dos parques eolicos e FV e o uso para compensacdo das fontes que permitam
0 armazenamento do recurso (como a geragao hidrelétrica).

A geracdo edlica somente estd disponivel quando o vento sopra a partir de determinados
niveis de velocidade. A geracdo solar varia com o nivel de irradiagdo incidente na superficie
dos modulos FV, sendo variavel a cada dia, més e ano levando em considera¢do o movimento
do planeta, podendo variar também com a nebulosidade local. Assim, a medida que a
participacdo das fontes eolica e solar cresce nas matrizes elétricas dos paises, maior ¢ a
estocasticidade e intermiténcia na geracdo de energia elétrica e diversos impactos podem ser
gerados, a depender de cada localidade e da capacidade de cada matriz elétrica em absorver

essas flutuagdes.
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Essa incerteza na geracdo, essa possibilidade de comprometimento do balanceamento
de energia em tempo real, bem como da seguranca e estabilidade do sistema de energia deve
ser contornada visando melhorar constantemente a inser¢ao de FIGE aos sistemas de energia.
Contornar os problemas de incerteza e imprevisibilidade inerentes as FIGE incluem trés

principais aspectos:

e uso e produgdo de sistemas preditivos eficientes que venham a mitigar os efeitos
das flutuagdes dos recursos intermitentes (Sperati et al., 2015; Pedro; Coimbra,
2015; Yan et al., 2016; Kaur ef al., 2016; Wang et. al., 2019; Lima et al., 2020;
Carneiro et al., 2021);

e aumento da capacidade de geragdo em rampa por meio da inser¢do de eficientes
sistemas de armazenamento de energia (Liu; Guan, 2016; Liu ef al,, 2017); e

o utilizacdo de fontes despachaveis (com baixos tempos de notifica¢do), ou seja,

que podem ser ligadas rapidamente mediante necessidade (Pinheiro, 2020).

Considerando a importancia dos modelos preditivos e a necessidade de entendimento
da formacao das matrizes elétricas para a compreensao de como deve ser trabalhada a questdo
da insercao das FIGE nos paises, nas secdes 2.1 e 2.2 sdo apresentadas as matrizes elétricas do
Brasil e da Espanha, respectivamente. Dados dos recursos solar e edlico dos dois paises sdo

utilizados como entrada para previsoes nas aplicagdes da presente Tese.

2.1 Matriz Elétrica Brasileira

Na matriz elétrica brasileira, aproximadamente 79% da eletricidade ¢ produzida por
meio de fontes renovaveis, como ¢ apresentado na Figura 2.1. Embora composta principalmente
por hidrelétricas (57,5%), a matriz elétrica nacional € relativamente diversificada; mesmo assim,
apresenta limitacdes como: a) constru¢do de grandes reservatérios; b) Modificagdo do meio
ambiente por conta de inundagdo e da instalagdo de linhas de transmissdo; c) distancia das
regides com maior potencial hidrico dos grandes centros de consumo; d) custo ambiental cada
vez maior (ABEEodlica, 2022); e e) limitacdo na produg@o nos periodos de estiagem.

A concentracdo de mais de 50% da matriz elétrica em hidrelétricas pode resultar em
uma menor oferta de eletricidade em periodos de escassez de chuvas, reduzindo a confiabilidade

da matriz para atendimento as demandas. Diversas regides do Brasil apresentam uma
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sazonalidade bem definida, com fortes chuvas no primeiro semestre ¢ periodos mais secos no

segundo semestre.

Figura 2.1 - Matriz Elétrica Brasileira 2023
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Fonte: INFOGRAFICO da ABSOLAR (2023).

As fontes edlica e solar sdo bastante vidveis pois, além de serem renovaveis, tém o seu
maior potencial nos periodos em que ha baixa pluviosidade, podendo assim suprir os déficits
das hidrelétricas. De acordo com a Associagdo Brasileira de Energia Edlica - ABEEOdlica (2023)
o Brasil apresenta, em julho de 2023, um total de 916 usinas edlicas instaladas, com 26 GW de
capacidade instalada. A partir do INFOGRAFICO da Associagio Brasileira de Energia Solar
Fotovoltaica - ABSOLAR (2023) a geragao solar, até julho de 2023, apresenta capacidade
instalada em torno de 32 GW, incluindo a gera¢ao distribuida e centralizada.

O potencial de geracdo FV no Brasil varia durante todo o ano, a depender das condigdes
climéticas, sendo o primeiro semestre caracterizado pelo menor potencial de geragdo devido
aos altos indices pluviométricos e o segundo semestre do ano pelo maior potencial devido aos
baixos indices pluviométricos (Pereira et al., 2017). A Figura 2.2 apresenta janeiro e fevereiro
como o periodo de menor produtividade FV e agosto e setembro como os meses de maior
produtividade FV.

Na Figura 2.3 sdo apresentados os valores de velocidade do vento para uma altura de

150 metros; as maiores velocidades do vento sdo apresentadas nas regides litoraneas e as
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menores velocidades do vento estdo presentes na regido Norte. O potencial edlico brasileiro ¢

estimado em 143,5 GW (Amarante, 2001).

Figura 2.2 — Produtividade FV (kWh/kWp)
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Figura 2.3 — Mapa tematico de velocidade média anual para a altura de 150 metros

Fonte: Neiva et al. (2017).
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2.2 Matriz Elétrica da Espanha

A geracdo e, especialmente, o consumo de eletricidade representam um desafio para a
economia espanhola. Devido a dependéncia do exterior para importacdo de recursos naturais,
ha flutuagdes frequentes de preco, resultando em problemas econdmicos (Facto Energy/Giz,
2018). Considerando essa realidade e de acordo com Sallé Alonso (2012), a Espanha ha anos
tem sido um dos paises da Unido Europeia que tem buscado promover a difusdo das fontes
renovaveis, visando reduzir a emissao de gases de efeito estufa na atmosfera.

Em 2023, a Espanha atingiu cerca de 60% da capacidade instalada com fontes
renovaveis. Importante o destaque para a fonte eolica, que representou aproximadamente 42%
do total de eletricidade renovavel produzida. A matriz elétrica de 2023 ¢ apresentada na Figura
2.4, onde observa-se uma participacao da fonte edlica com 30% e FV com 18% (Red Electrica

de Espand, 2023); em 2016 a edlica representava 18,4% e a FV 3,1% (Facto Energy/Giz, 2018).

Figura 2.4 — Matriz Elétrica da Espanha em 2023
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Fonte: Adaptado de Reddata da Red Electrica de Espand (2023).

Considerando as metas para o incremento de energias renovaveis na matriz elétrica da
Espanha, ¢ possivel perceber que o Pais vem conseguindo obter resultados que demonstram o
maior uso de fontes renovaveis e da redu¢do do uso de recursos que necessitam de importagao.

Os estudos voltados a caracterizagdo e a previsdo de recursos eélico e solar no Pais podem vir


https://es.statista.com/estadisticas/1136071/porcentaje-de-potencia-electrica-renovable-espana/
https://es.statista.com/estadisticas/1136071/porcentaje-de-potencia-electrica-renovable-espana/
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areduzir os impactos negativos inerentes aos recursos e vir a contribuir nas tomadas de decisdes
em parques edlicos e FV, trazendo beneficios.

Os recursos solar e edlico na Espanha sdo apresentados nas Figuras 2.5 e 2.6 por
meio da apresentagdo da irradiacdo horizontal global anual e dos indices de velocidade do vento,
respectivamente. Ambas as fontes apresentam consideravel disponibilidade e estdo com nivel

importante de crescimento no cenario nacional.

Figura 2.5 — Irradiacao horizontal global na Espanha
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Fonte: Adaptado de PVGIS© European Union.

Segundo Ortiz (2011) o potencial edlico da Espanha ¢ de 330 GW, com
aproximadamente 23% da 4area territorial com velocidades do vento acima de 6 m/s, podendo
gerar aproximadamente 750 TWh de energia elétrica.

O Brasil e a Espanha apresentam matrizes elétricas e potenciais geradores para a
produgdo de eletricidade com altos niveis de contribuicdo das energias renovaveis. As suas
matrizes elétricas vém passando por modificagdes ao longo dos anos e sendo diversificadas de

modo a aumentar ainda mais a contribui¢ao das FIGE.



Figura 2.6 — Velocidade do vento, em m/s, na Espanha
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Km? %
Area total da Espanha 506.215
Area com velocidade média anual superior a 6 m/s 118.625 | 23,43
Superficie apés filtragdo técnica e velocidade superior a 6 m/s 18,

Neste Capitulo foram apresentados os conceitos referentes as FIGE e as mudangas que

essas fontes tém produzido no setor produtivo que envolve a geracdo de energia elétrica. Além

disso, sdo apresentados os potenciais solar e edlico das duas localidades estudadas nesta Tese,

como também suas matrizes elétricas. No proximo Capitulo, serdo apresentadas as revisdes

teoricas, seguindo um protocolo preestabelecido de revisdo, referentes aos temas de previsao

eoblica e solar.
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3 STATUS E TENDENCIAS DA PREVISAO EOLICA E SOLAR

Os métodos de previsdo de séries temporais consideram as observagdes durante um
determinado periodo, contendo informagdes sobre um padrdo de comportamento. Embora
varias técnicas ja estejam consolidadas, novas abordagens ainda estdo surgindo, sejam
individualizadas ou em modelos hibridos, combinando duas ou mais técnicas. A construc¢ao do
modelo de previsdo requer uma analise detalhada do problema e pode ser complexa,
dependendo do nimero de variaveis consideradas.

Os métodos aprendem o comportamento das séries analisadas e implementam o
conhecimento adquirido para prever valores futuros, usando dados passados que podem vir da
propria série ou de outras séries que influenciam o comportamento. As séries de previsoes
aplicadas aos recursos solar e e6lico tém se tornado um desafio na area de mineragado de dados.
A previsdo de valores futuros, com base em dados do passado, tem se tornado um assunto de
especial interesse na academia e na industria, com aplica¢cdes em planejamento de producao,
desenvolvimento de matrizes elétricas ¢ mercado de agdes, entre outros.

As principais abordagens tém apresentado modelos fisicos, estatisticos e de AM
(Antonanzas ef al. 2016; Liu; Sun, 2019). As metodologias de NWP usam imagens de satélite
para prever o recurso solar e a geragdo FV, consistindo nos modelos fisicos (Mathiesen; Kleissl,
2011; Peruchena et al., 2017). Os modelos estatisticos sdo baseados em séries histdricas,
geralmente combinadas com outras metodologias autorregressivas (Bacher; Madsen; Nielsen,
2009), meédia movel autorregressiva (Huang ef al., 2012) e média movel autorregressiva
integrada (Wu; Chan, 2012). Dentre os modelos de AM, as RNA se destacam com diferentes
aplicagdes: a) Redes Neurais Multi-Layer Perceptron (MLP) (Ali Jallal et al., 2020); b) Radial
Base Functions (RBF) (Hu et al., 2018; Jiang et al., 2015); Redes Neurais Recorrentes (Jung et
al., 2020; Gao et al. 2019); Memoria de longo prazo (LSTM) (Qing; Niu, 2018; Wang; Qi; Liu,
2019b).

Os métodos encontrados na literatura tém aplicacdes nos horizontes de curto (até sete
dias), médio (mais de sete dias e até um més) e longo prazo (apds um més) (Kumar Das ef al.,
2018).

Diferentes técnicas de previsao solar propostas entre janeiro de 2015 e margo de 2021 e
técnicas de previsdo edlica entre janeiro de 2018 e margo de 2023 foram revisadas, com o
objetivo de identificar o estado da arte e as tendéncias futuras. As revisdes das andlises solar e

eolica tém periodos diferentes, pois foram ambas desenvolvidas de forma sequencial e a parte



44

solar compds um artigo de revisdo publicado no final de 2021. O desenvolvimento de
metodologias na area de previsdo solar e edlica € o foco de muitos pesquisadores em todo o
mundo. Novas estratégias sdo formuladas e processos sdo atualizados a cada ano. Para evitar o
uso de informagoes desatualizadas, foi estabelecida uma janela de pesquisa considerando pouco
mais de cinco anos (no caso da area edlica) e pouco mais de seis anos (no caso da area solar).

Assim, os principais diferenciais da presente revisdo de literatura sdo: a) Utilizacdo de
uma adaptagao da Systematic Literature Review (SLR) para escolher e analisar publicagdes da
area no periodo mencionado, considerando os principais autores, colegcdes e periodicos; b)
Escolha dos artigos com base na variabilidade das técnicas; ¢) Classificacdo das metodologias
aplicadas com base em diferentes critérios; e d) Definicdo de um perfil de tendéncia nas areas
de previsao solar e edlica, destacando as limitacdes e as vantagens das principais aplicagdes.

A revisdo foi estruturada da forma descrita a seguir. Na secdo 3.1 ¢ apresentado o
protocolo de revisdo a ser aplicado para a elaboragao do estado da arte dos artigos de previsao
solar e eolica, de acordo com a abordagem: AM; modelos fenomenologicos; modelos
estatisticos; e modelos hibridos. Na secao 3.2 ¢ apresentada a revisao desenvolvida para o tema
de previsao solar, subdividida em:

e subsecdo 3.2.1, que ¢ apresentado o estado da arte das metodologias de previsao
solar selecionadas;

e subsecdo 3.2.2, que ¢ contemplada a classificagdo de cada metodologia de
previsdo solar analisada de acordo com o ano de surgimento das principais
metodologias de previsdo solar, os métodos de previsao de geragao FV e de
recurso solar por tipo de abordagem, o horizonte de previsao, o alvo da previsao
e a escala de previsdo espacial;

e subsec¢do 3.2.3, em que as métricas de erro para avaliar a precisdo dos métodos
de previsdo solar sdo discutidas; e

e subsecdo 3.2.4, em que sdo apresentadas as vantagens e limitacdes das
abordagens analisadas nesta revisdo e comenta as principais tendéncias para a
area de previsao solar.

Na secdo 3.3 ¢ apresentada a revisdo desenvolvida para o tema de previsao eodlica,
subdividida em:

e subsecdo 3.3.1, que ¢ apresentado o estado da arte das metodologias de previsao

eolica selecionadas;
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e subsecdo 3.3.2, que ¢ contemplada a classificacdo de cada metodologia de
previsdo eolica analisada de acordo com o ano de surgimento das principais
metodologias de previsdo edlica, os métodos de previsdo de geracao edlica e do
recurso edlico por tipo de abordagem, o horizonte de previsdo, o alvo da previsao
e a escala de previsdo espacial;

e subsecdo 3.3.3, em que as métricas de erro para avaliar a precisdo dos métodos
de previsdo edlica sao discutidas; e

e subsecdes 3.3.4 e 3.3.5, em que sdo apresentadas as vantagens e limita¢des das
abordagens analisadas nesta revisdo e comentam as principais tendéncias para a
area de previsao edlica.

Por fim, na secdo 3.4 s3o apresentadas as consideragdes preliminares referentes as

revisoes sistematicas realizadas sobre os temas de previsao solar e edlica.

3.1 Revisao Sistematica: Protocolo

Comumente aplicada em Engenharia de Software, na presente revisdo ¢ utilizada a
Systematic Literature Review (SLR), que estuda, de forma secundaria, como identificar e
interpretar de forma imparcial, passivel de replicacdo, as evidéncias em relagdo a um tema
especifico de pesquisa (Kitchenham; Charters, 2007). Esta revisao aplica uma modifica¢ao do
SLR, conforme proposto em Santos et al. (2017) (Quasi -systematic Literature review - gSLR).
Na Figura 3.1 € mostrado o esquema do protocolo de revisdo aplicado. Esta Tese implementa

um protocolo de revisdo proprio e norteia suas discussdes em bases recentes.

Figura 3.1 — Fase de planejamento do ¢SLR
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Fonte: adaptado de Santos ef al. (2017).
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Ap6s a aprovagao do protocolo, € realizada a busca dos estudos primarios (critérios de
inclusdo e exclusdo) até o total de artigos a serem analisados e obtido o relatorio. As questdes
de pesquisa utilizadas foram as seguintes: 1. Quais sdo as principais abordagens existentes para
prever os recursos solar e edlico ou para a geracdo FV e eolica? 2. Quais sdo as principais
metodologias implementadas na literatura cientifica dos ultimos 5 anos? 3. Quais métricas
foram implementadas para medir a qualidade das diferentes aplicagdes e quais métodos se
destacaram por serem mais precisos? 4. Como sao classificadas as metodologias? Essas
questdes objetivas identificam os horizontes de previsdo mais comuns, sejam as aplicacoes
regionais ou locais, e a abordagem aplicada (fisica, estatistica, aprendizado de maquina ou uma
combinag¢do de modelos compondo um modelo hibrido).

Na etapa de sele¢dao, os trabalhos sdo excluidos se: a) ndo apresentarem proposta
replicavel; b) ndo utilizarem métricas e metodologias para comparar e validar as aplicacdes; c)
ndo utilizarem uma metodologia que esteja dentro das abordagens fisica, estatistica, de AM ou
uma combinagdo dessas abordagens; d) ndo preverem os recurso solar e edlico ou a geragdo FV
e eolioelétrica; ) ndo forem publicados em periddico revisado por pares. Adicionalmente, foi
dada nota aos artigos recolhidos na primeira fase, a partir de um formulario de avaliagdo da

qualidade, utilizando as seguintes questdes:

* Q1 - Existe uma descri¢do sistematica da técnica? (1 pt)

* Q2 - Existe alguma descri¢ao de restri¢gdes ou condig¢des de aplicabilidade da proposta?
(1 pt)
* Q3 - O artigo usa métricas consolidadas para avaliar a proposta? (1 pt)

* Q4 - O artigo descreve o uso da proposta em diferentes regides ou ¢ especifico? (1 pt)

* Q5 - As hipoteses estdo explicitamente descritas no artigo? (1 pt)

Considerando o protocolo definido previamente, a definicdo do quantitativo dos artigos
a seguirem sendo revisados ficou da seguinte forma: a) Na andlise solar, em um universo de
400 artigos coletados inicialmente, um total de 140 foram selecionados; e b) Na analise edlica,
em um universo de 230 artigos coletados inicialmente, um total de 89 foram selecionados.

Todos os artigos selecionados, seja na revisao eodlica ou solar, obtiveram notas acima de

3, considerando os critérios de Q1 a Q5. Artigos duplicados foram excluidos (na anélise solar
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foram excluidos um total de 28 artigos e na analise edlica foram excluidos um total de 32

artigos). Uma explicacdo dos artigos selecionados, por tipo de abordagem, ¢ descrita a seguir.
3.2 Metodologias de Previsiao Solar

A geragdo FV ¢ caracterizada pela intermiténcia, cujo impacto precisa ser reduzido para
garantir um fornecimento de eletricidade adequado e confidvel. Previsoes de geracao FV com
alta precisdo podem reduzir o custo liquido de geracdao (Lima et al., 2020) e os impactos na
seguranca da rede. Além disso, os beneficios da previsdo do recurso solar podem ser relevantes
em mercados que experimentam desequilibrio de energia, trazendo redugdo nos recursos de
backup. Assim, metodologias que envolvem previsdo de curto prazo podem ser ferramentas
importantes para manter o equilibrio entre demanda e oferta (Kaur et al., 2016; Pedro; Coimbra,
2015a).

Muitas metodologias de previsdo apresentam o desafio de obter dados solares confiaveis
e suficientes para uma aplicacdo especifica. Um novo pacote R - SolarData ¢ apresentado em
Yang (2018), propondo cinco conjuntos de dados principais, incluindo: o modelo fisico solar
versdo 3 do National Renewable Energy Laboratory (NREL); a rede de medigao solar NREL
Oahu; a rede de radiagdo de superficie da National Oceanic and Atmospheric Administration
(NOAA); o fator de turbidez SODA Linke; e a missdo de topografia de radar de 6nibus espacial
da National Aeronautics and Space Administration (NASA). Trabalhos exploratorios desse tipo
podem ser encontrados na literatura e representam um avanco na analise de dados e
disponibilidade de dados online.

Além da dificuldade em obter dados confiaveis, outra limitacdo importante para as
previsoes solares envolve o clima local e as condi¢des do ar. Diferentes filtros sdo propostos
em Nobre et.al. (2016) para entender o comportamento da irradiacdo solar no solo em
Cingapura: um filtro de umidade remove as condi¢des com umidade acima de 80%, o Filtro de
Fracdo de Irradiancia Difusa remove as condi¢des de alta cobertura de nuvens sem chuva, € o
Clear Sky Irradiance Band Filter avalia os dias sem nuvens, utilizando a metodologia proposta
por Yang et al. (2014). Os autores concluem que situacdes com muita neblina ou mé qualidade
do ar resultam em uma queda no desempenho do modulo FV de até 25%.

Para a estimativa do potencial de aplicagdes solares, a existéncia de um mapeamento de
dados que facilite a avaliagcdo dos recursos disponiveis ¢ essencial. Mapas de recursos solares

sdo propostos em Yang e Gueymard (2019) a partir da modelagem de processos gaussianos, que
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¢ usada para combinar duas fontes de dados de forma otimizada. Outro aspecto importante ¢ a
investigacdo do melhor padrao de referéncia a ser utilizado para comparagao nas aplicagdes de
previsoes solares em diferentes horizontes.

Uma analise do desempenho das previsdes solares operacionais em um horizonte diario
¢ encontrada em Yang (2019c¢), usando dados horarios de 32 estagdes ao longo de um ano. Cinco
previsdes de referéncia foram testadas: duas de climatologia (Climl e Clim2), duas de
persisténcia (Persl e Pers2) e a combinacao linear entre os dois tipos (ClimPers). ClimPers
pode ser adequado para referéncia em previsoes solares para o dia seguinte, mas se outras
orientagdes precisarem ser seguidas, como discrimina¢cdo maximizada, por exemplo, outros
métodos podem ter um desempenho melhor.

A previsao da irradiacdo solar envolve muitas incertezas, em decorréncia das
caracteristicas da série solar e da alta volatilidade do clima. Existem diversos métodos para
auxiliar na tarefa de desenvolver previsdes de séries temporais, como os modelos derivados de
estatisticas, de RNA e de outras técnicas de inteligéncia computacional (IC).

As previsdes de energia solar de curto prazo podem ser utilizadas no planejamento da
operagao de sistemas FV, solares térmicos ou hibridos, visando otimizar o uso do recurso solar
(Kumar Das et al., 2018). De acordo com Jung et al. (2020), os métodos de previsdo de geragao
FV podem ser diretos ou indiretos: modelos diretos, como o nome sugere, usam previsao de
geragdo FV; modelos indiretos inicialmente preveem a irradiagdo solar e, posteriormente, uma
conversao numérica ou analitica ¢ usada para estimar a poténcia FV. Em Wang, Qi e Liu (2019a),
¢ encontrada uma classifica¢do da escala de previsdo espacial, que pode ser dividida em campo
unico e previsdo regional.

Por meio de pesquisas no Portal de Periddicos da Capes do Ministério da Educagdo e
no /EEE Xplore, com os seguintes filtros, foram elaborados os graficos das Figuras 3.2 a 3.5.
Os parametros de pesquisa foram: 1. Tipo de publicacdo: artigo; 2. Periodo de avaliagdo: janeiro
de 2015 a marco de 2021; 3. Tipo de periddico: revisado por pares; e 4. Area de pesquisa:
previsao solar.

Na Figura 3.2 sdo mostrados os principais autores da area de previsao solar no periodo
e a quantidade de seus trabalhos; na Figura 3.3 sdo apresentadas as principais cole¢des e a
quantidade de artigos da area; na Figura 3.4 sdo mostrados os principais periodicos e a
quantidade de trabalhos na érea; e na Figura 3.5 sdo apresentados os continentes e o nimero de

contribuicdes na area.
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Figura 3.2 — Informacgdes gerais a respeito de artigos sobre previsdo solar revisados por pares, publicados entre

janeiro de 2015 ¢ margo de 2021: Autores
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Figura 3.3 — Informacgdes gerais a respeito de artigos sobre previso solar revisados por pares, publicados entre

janeiro de 2015 ¢ margo de 2021: Colegdo
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Fonte: Proprio autor.

A colecdo da Elsevier apresenta o maior nimero de artigos da darea, incluindo
publicacdes das revistas Solar Energy, Energy e Applied Energy. Os trés principais autores da
area sao Yang, Dazhi; Kleissl, Jan; e Wang, Fei. Em relacdao aos continentes, os destaques sao
América do Norte (principalmente EUA), Europa (principalmente Espanha e Franga) e Asia

(principalmente Malésia e China).
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Figura 3.4 — Informacgdes gerais a respeito de artigos sobre previsdo solar revisados por pares, publicados entre

janeiro de 2015 ¢ margo de 2021: Jornal
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Figura 3.5 — Informacgdes gerais a respeito de artigos sobre previsdo solar revisados por pares, publicados entre

janeiro de 2015 e marco de 2021: Continentes
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3.2.1 Estado da Arte

3.2.1.1 Previsao do Recurso Solar Baseada em Aprendizado de Maquina

Modelos baseados em AM geraram uma grande cole¢do de artigos sobre previsao solar
nos ultimos anos (Mert Yagli; Yang; Srinivasan, 2019), sendo considerada uma abordagem
popular para previsdo solar no horizonte de horas. A precisdo do modelo depende de uma

variedade de fatores, incluindo tempo ou clima. Uma metodologia para avaliar modelos de
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previsdo solar baseados em AM ¢ encontrada em MertYagli, Yang e Srinivasan (2019). O
desempenho preditivo para 68 algoritmos de AM ¢ testado usando imagens derivadas de satélite.

O método k-Nearest Neighbor Ensemble (KkNNEn) € proposto por Chu e Coimbra (2017),
fornecendo previsdes adaptativas e arbitrarias da Fun¢do de Densidade de Probabilidade (FDP)
aplicadas para prever a Irradiagdo Normal Direta (IND) intra-hora usando dados de irradiancia
difusa e informagdes de cobertura de nuvens. O modelo apresenta desempenho superior aos
modelos de persisténcia e de probabilidade gaussiana em um horizonte maior que 5 minutos
com Forecast Skill Score (FSS) de 14,9%. Um método de similaridade de previsdo solar
baseado em k-Nearest-Neighbors (kNN) é encontrado em Boilley et al. (2016) para prever a
irradiancia solar (horizonte diario). Usando dados de longo prazo do HelioClim-3, os autores
validam a aplicacdo por meio de Baseline Surface Radiation Network (BSRN).

Qing e Niu (2018) propdem um modelo treinado usando LSTM para previsao de
irradiacdo solar diaria em Cabo Verde. O algoritmo ¢ comparado com persisténcia, regressao
linear de minimos quadrados e redes neurais multicamadas feedforward usando métodos de
algoritmo de retropropagag¢dao (RRNM). Um grupo de modelos de Deep Learning € proposto
em Prado-Rujas et al. (2021) para prever a irradiancia solar. Os modelos sdo utilizados para dar
mais flexibilidade e robustez a proposta, visando dar continuidade as previsoes na auséncia de
sensores que possam apresentar falhas no dia a dia. Os modelos sdo treinados em diversos locais
e, na sequéncia, mapas de irradiancia sdo utilizados nas previsdes por meio do LSTM.

Yang (2019) implementa um método chamado Naive Bayes Classifier (NBC)
relacionando climatologia, persisténcia e sua combinagdo convexa Otima. A combinagdo
convexa de climatologia e persisténcia pode ser usada como um benchmark universal para
previsdes solares deterministicas.

Incertezas em relagdo aos modelos de previsdo de irradiacdo horizontal global (IHG)
sdo avaliadas por meio de AM em Voyant ef al. (2017b), onde os modelos testados utilizam
dados de quatro estacdes meteoroldgicas na Franga. As principais incertezas dos métodos de
previsao horaria estao relacionadas aos seguintes pontos e percentuais: a) erro de medigao (1%);
b) erro de amostragem (5%); ¢) erro inerente (10%); e d) erro de horizonte (entre 5 e 20%).

Pedro e Coimbra (2015a) usam kNN para prever [HG e IND e os intervalos de previsao
de incerteza correspondentes. Os autores preveem o intervalo de previsao (IP) que "é uma
estimativa de um intervalo no qual um valor medido futuro cai, dado um limite inferior e

superior". Os IPs fornecem informagdes sobre a incerteza nas previsdes e sao importantes para
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o planejamento operacional. As imagens do céu nao trazem melhorias significativas na previsao,
porém parametros derivados das imagens contribuem quando ha nebulosidade.

Considerando a variabilidade meteorologica de Ajaccio (ilha francesa), Tilos (ilha grega)
e Odeillo (Franga), Fouilloy ef al. (2018) testam onze métodos de previsao de irradiagdo solar
no horizonte de 1 a 6 horas. O modelo de persisténcia mostra o pior desempenho. Para uma alta
variabilidade (Odeillo), os melhores desempenhos sdo obtidos com modelos de aprendizagem
por ensemble.

Em Benali et al. (2019), os métodos de inteligéncia artificial (RNA e RF) sdo
comparados para predizer os trés componentes da irradiacao solar: IHG, IND e Irradiagdo Solar
Horizontal Difusa (IHD) na Franca. Horizontes de previsdo entre 1 e 6 horas sao testados. Em
todas as aplicagdes, RF mostra os melhores resultados.

Liet al. (2016) aplicam os métodos de regressao Hidden Markov Model (HMM) e SVM
para prever a irradiancia solar em sistemas FV. Os modelos sao testados em diferentes condigdes
climaticas: nublado repentino; ensolarado; nebuloso; e chovendo. A regressio SVM tem um
desempenho melhor do que o HMM em todas as condigdes climaticas.

Modelos de RNA sdo projetados para produzir previsdes solares diarias usando dados
terrestres e exdgenos em Aguiar et al. (2016). Os dados sdo obtidos a partir das seguintes fontes:
a) dados terrestres de duas estagdes de medi¢do na ilha de Gran Canaria; b) dados de IHG via
satélite (do Helioclim-3); ¢) dados sobre irradiacdo solar e cobertura total de nuvens do
European Center for Mid-Range Meteorological Forecasts (ECMWF). A combinagao de dados
de satélite e ECMWEF fornece os melhores resultados de previsdo para ambas as estacdes de
medicao. Em algumas aplicagdes, o nRMSE aumenta com o horizonte de previsao.

McCandless, Haupt ¢ Young (2016) usam MLP, dados numéricos de analises
meteorologicas e observagdes de irradiancia solar como entrada para prever o indice de
claridade em vérios locais em Sacramento, Califérnia. O método RNA dependente do regime
reduz o MAE da previsao do indice de clareza em 5,9%, 21,1% e 29,3% para periodos de 60
min, 120 min e 180 min, respectivamente.

Ali Jallal et al. (2020) usam uma RNA com diferentes métodos de treinamento
(conjugate gradient (CG), Levenberg-Marquardt (LM) e Resilient Backpropagation (RP)) para
prever a irradiagcdo solar de curto prazo (minutos) em Marrocos. Uma previsdo de 99,13% ¢é
alcancada na fase de teste para prever os dados de CG nos proximos seis anos (de 2009 a 2014).

Lan et al. (2018) usam a técnica Ensemble empirical mode decomposition (EEMD) com

self-organizing map - back propagation (SOM-BP) para prever a irradiacdo solar em um
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horizonte horario. O método proposto obtém melhores resultados do que aplicagdes com RBF
e Back Propagation (BP) e pode prever com precisdo a irradiagdo solar e rastrear variagcdes do
IHG real.

Considerando a previsdo da irradiacdo solar com 10 minutos de antecedéncia e as
condi¢des de operacdo, Rahmann, Mayol e Haas (2018) propdem uma estratégia de controle
com o objetivo de minimizar os efeitos do sombreamento na operagao de usinas FV. Para cada
uma das trés zonas diferentes sob investigacao, quatro RNA sdo treinados para prever a geragao
da planta FV.

MertYagli et al. (2020) avaliam a qualidade das previsdes solares (horizonte horario)
usando dois tipos de dados: a) IHG baseado em satélite; ¢ b) IHG com base em dados derivados
de satélite com correc¢ao de enviesamento, usando modelos de AM. Em termos de nRMSE, os
modelos apresentam resultados semelhantes. Pedro ef al. (2018b) avaliam técnicas de previsao
para irradiagdo IHG e IND usando métodos AM: kNN e gradiente boosting (GB). Usando a
Prediction Interval Normalized Averaged Width (PINAW) e as previsdes probabilisticas como
referéncia, KNN mostra PINAW < 10,1% para IHG e PINAW < 15,4% para IND; GB mostra
PINAW < 11,7% para IHG e PINAW < 17,5% para IND.

Um modelo de previsao wavelet é proposto em Zhu et al. (2017), usando o indice de
céu claro como entrada, com o objetivo de estimar o IND horario sob qualquer condi¢do de céu.
Uma série de indice de céu claro ¢ decomposta pela tecnologia wavelet para obter quatro
subséries com frequéncias diferentes. O modelo de previsdo wavelet superou o desempenho de
outros modelos de previsao.

Heo et al. (2020) propdem um modelo CNN usando conjuntos de dados de terreno para
estimar e mapear a irradiacao solar anual. A proposta inclui dados topograficos obtidos em um
digital elevation model (DEM) visando selecionar locais adequados para plantas FVs. A partir
desses dados, padroes sdo reconhecidos para modelar a relacdo ndo linear com o potencial de
irradiacao solar da regido.

Usando Adaptive Neuro-Fuzzy Inference Systems (ANFIS) e dados de irradiacao solar
por um periodo de 9 anos coletados em estacdes terrestres, uma metodologia para prever a IHG
com o objetivo de estimar o potencial solar na Tailandia é proposta em Nirudh e Somchat (2019).
O modelo ANFIS apresentou bom desempenho. Mudancas globais na irradiancia horizontal sao
previstas em Kamadinata, Ken e Suwa (2020) usando RNA. A metodologia proposta atingiu
um erro de previsdo de 40% com valores limites de 50 a 100 W/m? para grandes aumentos e

diminuig¢des nas previsdes de irradiancia solar.
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Uma estratégia chamada multi-step forecasting (MSF) ¢ aplicada em Wen et al. (2021).
DL ¢ usado para prever os valores de IHG em vérias previsdes dentro do horizonte de previsao
com a maior resolugdo temporal. A estratégia de MSF pode ser aplicada no controle de taxa da
rampa de poténcia FV e foi demonstrada com um FSS de 17,7% e uma taxa de controle superior

de 98,9% quando comparada ao controle convencional.

3.2.1.2 Previsao da Geragdo FV Baseada em Aprendizado de Maquina

Vaz et al. (2016) propdem uma estratégia de previsdo para a producdo de eletricidade
de uma planta FV no horizonte horario e mensal. Uma arquitetura de RNA ¢ implementada
usando o modelo Non-linear Autoregressive with Exogenous Inputs (NARX), considerando nao
apenas dados climaticos locais, mas também medi¢des de usinas FVs vizinhas, aumentando a
precisao da previsdo. Uma metodologia baseada em RNA e um AnEn para gerar 72 h de
previsdo da geragdo FV deterministica e probabilistica ¢ encontrada em Cervone et al. (2017).
A metodologia mostra uma escala extremamente boa para aplicagdes massivamente paralelas.

Um modelo de previsdo FV para um dia e uma hora a frente ¢ desenvolvido por Hossain
et al. (2017) baseado na abordagem Extreme Learning Machine (ELM). O modelo proposto
utiliza dados de poténcia de uma usina FV e parametros meteoroldgicos registrados em trés
usinas FVs conectadas a rede no telhado da Universidade da Malasia. Um método alternativo
de previsao de intervalo de poténcia FV multimodelo que considera a distribui¢cao sazonal das
caracteristicas de flutuagdo de poténcia ¢ proposto em Han ef al. (2019). O modelo aplicado €
0 ELM. O método multimodelo sazonal proposto ¢ comparado com o modelo nico anual. Para
todas as estacdes, 0 modelo proposto € superior ao modelo nico anual.

Liu e Sun (2019) propdem modelos utilizando algoritmos recurrent neural network
(RNN) do tipo LSTM para prever a poténcia FV no horizonte didrio para diferentes condig¢des
climaticas. Para as condi¢des climaticas ideais, os dados previstos pelo NWP e fatores sazonais
sdo usados como entradas. Para condi¢des nao ideais, sdo usados dados do discrete gray model
(DGM). O modelo ¢ testado para as quatro estacdes do ano, obtendo bom desempenho. Jung et
al. (2020) usam um modelo RNN com memoria de longo prazo para prever a produgdo de
eletricidade FV na Coreia do Sul. O modelo generaliza dados de 164 usinas FVs amplamente

espalhadas pelo pais, e um tinico modelo de previsao ¢ integrado.
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Hu et al. (2018) aplicam um modelo de RNA para previsao da geragao FV de curto
prazo (minutos). A metodologia ¢ dividida em trés etapas: nas duas primeiras fases sdo
analisadas a cobertura de nuvens e as caracteristicas das nuvens. Na terceira etapa, ¢ proposta
uma RBF, e sua previsao de poténcia ¢ comparada com um modelo Auto Regressive (AR). Em
termos de MAPE, o RBF apresenta melhor rendimento que o AR.

Uma metodologia baseada em Algoritmos Genéticos (AG) ¢ aplicada em Tucson,
Arizona, para prever a geragao solar e a absorcao de eletricidade (Alfulayyih; Gwesha, 2019).
O objetivo € planejar a captacao e armazenamento da geragdo solar visando um fornecimento
de energia estavel ao longo do ano, 100% baseado em geragao solar. A logica fuzzy € usada em
Sridharan et al. (2018) para prever a poténcia de saida FV. Quatro fungdes de pertinéncia sdo
usadas como entrada: baixo (L), baixo médio (Lm), médio alto (MH) e alto (H). A porcentagem
de erro e precisdo encontrada ¢ de 5,62% e 94%, respectivamente.

Uma cascade-forward back propagation artificial neural network (CFNN) para prever
a corrente de saida de um sistema FV de 1,4 kWp localizado em Sohar, Oma ¢ investigada em
Ameen et al. (2015). Dois anos de dados sao utilizados, com o modelo proposto obtendo MAPE

de 7,08 %, MBE de 0,21 A (4,98 %) e RMSE de 0,315 A (7,5 %).

3.2.1.3 Modelos Fenomenologicos (Previsdo Numérica do Tempo) para a Previsdo do Recurso

Solar

Modelos NWP tém sido amplamente utilizados para previsdo solar em horizontes de 1
ou 3 horas até 72 horas, com resultados razoaveis. No entanto, como esses modelos geralmente
carregam um viés sistematico, previsoes desse tipo, na maioria das vezes, precisam de pds-
processamento para melhorar o desempenho (Yang, 2019a). Além disso, os métodos NWP sdo
desenvolvidos principalmente para céu claro e areas abertas e ndo podem ser aplicados
diretamente em areas urbanas onde existem diferentes tipos de obstaculos que podem interferir
na incidéncia de radiagao.

Alguns dos equivocos comuns e aplicagdes uteis do Kalman Filter (KF) para o pos-
processamento de NWP sdao comentados em Yang (2019a). O filtro altera o horizonte de
previsao do dia seguinte de NWP para uma hora a frente, tornando o filtro irrelevante para
aplicativos de horizonte diario; além disso, pode ser aplicado a um conjunto ordenado de
previsdes analogicas. O uso de observagdes de satélite geoestacionario em NWP para produzir

previsoes de curto prazo de rampas de irradiacdo solar ¢ descrito em Miller et al. (2018). A
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altura das nuvens, ventos varidveis no espaco/tempo, geometria solar e suas sombras em
modelos de terreno variavel sdo combinados para a previsao.

Weather Research and Forecasting (WRF) ¢ aplicado em Aryaputera, Yang e Walsh
(2015) para prever a irradiancia solar em Cingapura. A aplicagdo ¢ comparada com o modelo
de persisténcia, Seasonal Autoregressive Integrated Moving Average (SARIMA) e exponential
smoothing (ETS). O WRF supera o SARIMA e combinado com o ETS apresenta melhores
resultados que os modelos individualizados. Um modelo WRF ¢ desenvolvido em Huva,
Verbois e Walsh (2020) para simular a atmosfera de Cingapura até 3 km de resolugdo, usando
observagdes para restringir o estado do modelo a uma evolugdo estatica (three-dimensional
variational data assimilation technique - 3DVAR) ou temporal (four-Dimensional Variational
Data Assimilation Technique - 4DVAR). Os dados sdo coletados no Singapore Solar Energy
Research Institute (SERIS) por meio de 25 estacdes de monitoramento terrestre.

O uso de Large Eddy Simulations e um 3D Radiative Transfer Model na produgao de
imagens do céu, nuvens virtuais e medi¢des de irradiagdo solar ¢ analisado em Kurtz, Mejia e
Kleissl (2017). Uma ferramenta sky imager testbed permite a validacao dos resultados de varias
etapas do algoritmo de previsao do sky imager e a avaliacido da origem dos erros remanescentes.
Em horizontes mais longos, a suposi¢ao de advecc¢ao de nuvens congeladas para prever futuras
posigdes de nuvens reduz a precisdo da previsao.

Estimativas de movimentos densos e trajetorias de pontos sdo encontradas em Chow,
Chow, Belongie e Kleissl (2015), usando previsdes de variational optical flow (VOF). As
previsdes de VOF sdo comparadas com as previsdes do método de correlacdo cruzada (CC),
obtendo-se erros médios mais baixos. Nuvens instaveis reduzem a precisao das previsoes, € tais
condig¢des de instabilidade devem ser consideradas na analise.

Uma andlise da 3DVAR ¢ utilizada em Sahu, Yang e Kleissl (2018) visando melhorar a
inicializagdo em modelos NWP e previsdes IHG e Indice de céu claro (ICC). Observagdes
meteorologicas das redes in situ da superficie e do ar superior ao longo da costa sul da Califérnia
sdo usadas como entradas (horizonte horario). A auséncia de contetido de 4gua liquida no
modelo de inicializag¢do faz com que as nuvens se desenvolvam lentamente resultando em uma
subestimacao da cobertura de nuvens estrato-cumulo em relacio a realidade.

Uma previsao de nuvens costeiras do tipo Stratocumulus (Sc) usando o Geostationary
Operational Environmental Satellite (GOES) para melhorar as previsdes diurnas de dissipagao
de nuvens Sc ¢ proposta em Wu, Clemesha e Kleissl (2018). Essas previsoes sdo importantes

porque os vetores de movimento de nuvens (VMN) de satélite ndo preveem com precisdo como
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um Sc se move e se dissipa. A metodologia proposta supera o modelo persistente em 9 das 11
estagdes € o modelo VMN em 7 das 11 estagoes.

O impacto do teor de agua liquida da atmosfera na partida do WRF ¢ analisado em Yang
e Kleissl (2016), usando um Well-mixed Preprocessor (WEMPP); e b) Cloud Data Assimilation
(CLDDA). A primeira metodologia utiliza a camada limite mista para obter o teor de agua que
entra na North American Mesoscale (NAM); o segundo formula o campo de nuvem do modelo
inicial consistente com as observacdes, usando dados Cooperative Institute for Meteorological
Satellite Studies (CIMSS GOES). O objetivo ¢ prever nuvens Sc, que determinam a
variabilidade dos recursos solares e a irradiancia solar.

Uma caracterizagdo local usando o ICC para definir as condi¢des meteoroldgicas e
produzir uma parametrizacao da variabilidade solar intradiaria ¢ proposta em Lauret et al.
(2016). Esta caracterizacdo ¢ aplicada para melhorar um ECMWF, podendo contribuir para
melhorias ¢ aumentar a dinamica das previsdes de irradidncia solar. Um modelo baseado na
analise de desafios praticos de empirical mode decomposition (EMD) para previsdo de
velocidade do vento e irradiagdo solar ¢ desenvolvido em Wang e Wu (2016).

Um sistema de rastreamento de nuvens com o objetivo de prever eventos climaticos com
base em imagens do céu, em situacdes de sol ou nublado, ¢ proposto em Cheng (2017). As
nuvens de rastreamento, mesclagem e divisdo sdo tratadas verificando pares correspondentes
de pontos de recursos entre diferentes clusters. Métodos para reduzir a dimensionalidade para
obter conjuntos robustos de recursos que ndo apenas melhoram a precisdo da previsdo, mas
também fornecem resultados mais interpretaveis e consistentes, sdo investigados em Garcia-
Hinde et al. (2018). A redugdo de dimensionalidade em geral ¢ uma ferramenta util para
melhorar o desempenho, além de facilitar a interpretabilidade dos resultados.

Um modelo baseado em NWP para reduzir incertezas de previsdo IND ¢ proposto em
Nonnenmacher, Kaur ¢ Coimbra (2016), visando: a) Corre¢des do modelo de céu claro; e b)
Realizar previsOes para melhorar as previsoes extraindo informagdes de erros estruturados. A
incerteza de previsdo, usando um método NWP assumindo normalidade multivariada de indices
de clareza transformados por mapeamentos ndo lineares, ¢ analisada em Murata, Ohtake e
Oozeki (2018). As taxas de acerto calculadas a partir de varios intervalos de confianga, usando
a funcao de probabilidade normal multivariada, estdo proximas das taxas modeladas para cada
nivel de confianca de intervalo tnico.

Uma nova metodologia ¢ proposta em Akarslan e Hocaoglu (2017), por similaridade

(procura-se um dia semelhante ao dia de previsdo) e utilizando dados de irradiancia
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extraterrestre, para a previsdo horaria da irradiagdo solar na Turquia; valores nRMSE de

previsao de 18 e 19% sdo encontrados.

3.2.1.4 Modelos Fenomenologicos (Previsdo Numérica do Tempo) para a Previsdo da Gerag¢do

FV

De acordo com Fen et al. (2015), existem muitos /inks em um sistema FV real e em
todos os estagios de conversao, erros sistematicos podem ser introduzidos ao usar os Modelos
Fenomenologicos. Sistemas FV de grande porte integrados em edificios podem ter diferentes
inclinagdes, arranjos e orientagdes tornando a previsao mais complexa. Um modelo numérico
de simulacdo de rede para prever a producdo liquida FV no Japao ¢ desenvolvido em Inage
(2017). Uma Equagao de adveccao estima a velocidade e o crescimento das nuvens; a produgao
da rede FV e o movimento das nuvens sdo simulados numericamente.

Um método baseado na otimiza¢ao de minimos quadrados de NWP ¢ encontrado em
Larson, Nonnenmacher e Coimbra (2016). O estudo ¢ desenvolvido em San Diego, EUA, e
prevé a poténcia FV média horéria para o dia seguinte em duas usinas de 1 MWp sem
rastreamento.

Uma técnica de previsdo de geragdo solar e edlica ¢ desenvolvida usando o sistema de
gerenciamento de banco de dados de cddigo aberto - MySQL em Pedro, Lim e Coimbra (2018a).
O RMSE e o FSS sao calculados todos os dias, refletindo o desempenho geral, variagdes
sazonais para os trés modelos de previsao e quatro horizontes de previsdo em fungdo do tempo,

que ¢ proporcional ao tamanho do banco de dados.

3.2.1.5 Previsdo do Recurso Solar Baseada em Modelos Estatisticos

Um modelo de complete-history persistence ensemble (CH-PeEn) € proposto em Yang
(2019b) como um método de benchmarking universal para previsdo solar probabilistica. A
metodologia continuous ranked probability score (CRPS) depende apenas da localizacao e
resolucao temporal dos dados. Dois métodos paramétricos de previsdo probabilistica para
prever a irradiagdo solar usando distribui¢des de energia beta e bilateral sdo implementados em
Fatemi, Kuh e Fripp (2018). Os testes sdo realizados em Elizabeth City - Carolina do Norte,

Los Angeles - Califéornia e LaOla - Havai. As energias beta e bilateral sdo aplicadas
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individualmente e combinadas; em seguida, ambas sao comparadas com distribui¢do marginal
empirica e modelo PeEn. O método combinado apresenta bom desempenho.

Um método de spatiotemporal kriging é encontrado em Aryaputera et al. (2015),
fornecendo irradiancia solar de curto prazo em locais com e sem estagdes de medicao. A
validagdo cruzada ¢ usada para avaliar o desempenho, usando 17 estagdes no Havai. A
metodologia Lasso € aplicada em Yang et al. (2015a) para previsao de curto prazo da irradiacao
solar no Havai. O método ¢ usado de forma iterativa para identificar os preditores mais
adequados para um determinado tempo. A aplicagdo apresenta resultados superiores a
persisténcia e outros métodos de séries temporais.

A técnica probabilistica ensemble model output statistics (EMOS) ¢ utilizada em Yang
(2020) para adaptacao local e correcdo de variagdes no conjunto amostral, que pode ser super
ou sub disperso em estimativas de irradidncia de grade derivadas de satélite e reanalises. A
técnica se mostrou superior em estimativas probabilisticas e deterministicas.

Varios métodos para prever a irradiancia ao nivel do solo sdo comentados em Reikard,
Haupt e Jensen (2017): WRF, Dynamic Integrated Forecast (DICast) e Autoregressive
Integrated Moving Average (ARIMA), considerando horizontes de previsdo de 15 minutos a 4
horas nos EUA. Em todos os horizontes horarios, ARIMA e DICast obtém os melhores
resultados. Uma avaliagdo de modelos preditivos no dominio da frequéncia é proposta em
Reikard e Hansen (2019). Dados reais de irradidncia em céu claro e indices de claridade vém
de seis locais nos EUA; sdo utilizados métodos como persisténcia, regressoes de nivel, ARIMA
e um modelo de dominio da frequéncia, baseado na transformacdo ARIMA de Fourier. O
modelo de persisténcia apresenta os melhores resultados.

Cinco modelos semiempiricos sdo propostos em Akarslan, Hocaoglu e Edizkan (2018)
para diferentes regides da Turquia, mostrando as caracteristicas: (1) a ultima variacdo na
irradidncia solar ¢ aproximadamente a mesma para a proxima hora; (2) além da amostra de
irradiancia solar passada, ¢ usado o indice de claridade; (3) o valor futuro da irradiancia
extraterrestre pode ser calculado porque este valor € deterministico; (4) analisa-se a influéncia
das variagdes na irradiancia solar extraterrestre, o comportamento estocastico da natureza e o
indice de claridade; e (5) a variagdo da irradiancia solar ¢ considerada proporcional a variagao
correspondente na irradiancia extraterrestre.

Uma metodologia baseada no KF com o objetivo de prever séries globais de irradiagao
solar sem a necessidade de dados historicos ¢ proposta em Voyant et al. (2017a). O modelo ¢

comparado com os modelos ANN, NWP e AR; para o horizonte de 1 h o resultado é considerado
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competitivo. Modelos estocasticos para a previsdo de irradiagdo solar e geracdo FV sdo
propostos em Dong et al. (2020), usando fungdes uncertain basic (UB) (Gaussian (UBG),
Laplace (UBL) e Uniform (UBU)) e modelos estocasticos (algoritmo expectation maximization
(EM) combinado com KF (EM-KF) e Prediction Error Minimization (PEM)). Para irradiagao
solar, os melhores resultados para horizontes de 1, 5 ¢ 50 minutos sio UBU, UBG e PEM,
respectivamente; para geracdo FV, os melhores resultados para horizontes de 1, 5 e 50 minutos
sao UBU, UBG e UBL, respectivamente.

Dados de irradiancia solar inclinada e os efeitos desta inclinagdo ¢ orientacdao sobre a
precisao da previsdo da geragdo FV no Havai sdo analisados em Amaro e Silva e Brito (2019).
Um modelo linear Autoregressive with Exogenous Inputs (ARX) é usado para previsdo espaco-
temporal de curto prazo, junto com um conjunto de dados solares distribuidos espacialmente,
que ¢ decomposto antes de ser aplicado a previsdao ARX. Sdo testados quatro diferentes cendrios
(inclinagdes). A capacidade de previsdo € sensivel ao conjunto de inclinagdo e orientagdo com
entradas apenas no telhado ou fachada.

A metodologia de Box & Jenkins para previsao de médias diarias de velocidade do vento,
irradiancia solar, temperatura ambiente e temperatura do modulo FV ¢ investigada em Bin
Shams et al. (2016). O modelo aplicado para prever a irradiancia solar ¢ 0 ARIMA e a aplicacao

apresenta um MAPE de 6,38%.

3.2.1.6 Previsdo da Geracdo FV Baseada em Modelos Estatisticos

“A estatistica ndo modela os processos fisicos, mas prevé diretamente a produgdo de
energia usando os dados histéricos durante a operagdo realista” (Fen ef al., 2015). Método
estatistico que usa analise fatorial e analise de regressao multipla ¢ aplicado em Fen et al. (2015)
para estimar a produ¢ado diaria FV em Wuhan-China usando séries historicas de geracao elétrica,
dados meteoroldgicos e ambientais. Os dados vém de um sistema FV conectado a rede no
telhado da Universidade de Huazhong.

A incerteza introduzida pelo erro de previsao e um método capaz de gerar um sinal de
erro artificial s3o considerados em Giammanco et al. (2016), usando a distribuicdo de Gauss-
Lorentz. O objetivo € avaliar a capacidade de armazenamento que deve suportar uma planta FV
real de 990 kWp na Italia e a probabilidade de reduzir uma fracao do erro de previsdo do MAE,
dado em fung¢do da capacidade de armazenamento instalada. Uma metodologia baseada em

Gaussian Processes (GP) para previsao de consumo de eletricidade, poténcia FV e demanda
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liquida ¢ proposta em van der Meer et al. (2018). Modelos dinamicos e estaticos sdo testados e
os modelos propostos sao comparados com o ARIMA, que apresenta melhor desempenho.

O método maximum Lyapunov exponent (MLE) € proposto em Zheng et al. (2018) para
a previsdo da geragao FV de curto prazo na China, visando auxiliar a operagdo de uma
microrrede. Os dados sdo coletados de um sistema em um telhado da Universidade de
Hangzhou Dianzi, na China, e divididos em dias ensolarados, nublados e chuvosos. O método
MLE apresenta um bom desempenho quando comparado a um modelo AR.

Modelos caixa-preta, logica fuzzy e um modelo estatistico semiparamétrico inspirado
fisicamente (Generalized Additive Model, GAM), baseado em suavizagdo de splines, para a
previsdo horaria da poténcia FV sdo testados em Paulescu et al. (2017). Os modelos sdo
comparados com o modelo linear simples testado no ambito da European Cooperation in
Science and Technology (COST). Os trés métodos sdo testados em usinas FVs na Catania e
Milao (Italia), com o0 GAM apresentando o melhor desempenho.

Um modelo estatistico de IP para geragdo FV ¢ proposto em Ni et al. (2017). O modelo
usa uma abordagem de lower upper bound estimation (LUBE) combinada com ELM para
construir [P (ELUBE). Véarios modelos sdo testados e comparados: (PeEn), modelo ELUBE e
quatro modelos de conjuntos baseados em ELUBE: mean-value-based weighted average
(MAWA), particle swarm optimization weighted average (PSO-WA), Differential Evolution-
based weighted average (DEWA) e improved Differential Evolution-based weighted average
(IDEWA). Os modelos sao avaliados pelas métricas prediction interval coverage probability
(PICP), pontuacdo de Winkler, erro médio entre PICP e PINC (ACE) e Pl normalized average
width (PTANW).

3.2.1.7 Modelos Hibridos para a Previsdo do Recurso Solar

Um modelo de previsdo denominado Variational Bayesian Convolutional Gate
Recurrent Unit (VB-ConvGRU) € proposto em Liu ef al. (2019a), com o objetivo de prever a
irradiagdo solar no espago € no tempo (horizonte horario), utilizando Deep Learning (DL) e
combinando as vantagens de GRU e CNN. O modelo VB-ConvGRU-VB supera os outros
quatro modelos competitivos (DNN, RNN, LSTM e GRU) em todos os meses. Ghimire et al.
(2019) propdem um modelo hibrido combinando Convolutional Neural Network (CNN) com a

rede LSTM para reconhecimento de padrdes para irradiagdo solar global. O modelo hibrido
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proposto apresenta um desempenho superior aos métodos utilizados para comparagdo, obtendo
um nRMSE de 1,515%.

Um algoritmo operacional de previsao solar para mercado em tempo real (MTR) ¢
encontrado em Yang, Wu e Kleissl (2019). Os autores combinam NAM (previsdes horarias),
pattern-matching algorithm (PMA) (previsdes de minutos) e NWP para prever de forma
probabilistica e deterministica, visando apoiar o independent system operator (ISO), da
Califérnia. Um modelo hibrido combinando NWP e um modelo estocastico para prever IND,
com o objetivo de criar um modelo para entender toda a dindmica de alta frequéncia do IND, ¢
desenvolvido em Peruchena et al. (2017). A série IND ¢ realizada para o horizonte de previsao
horéaria usando interpolagdo linear (IL) e caminhos dindmicos (CD).

Um método hibrido ¢ implementado em de la Rosa, Nufiez e Roca (2019) para prever a
irradiacdo solar para gerar dados que possam contribuir para o projeto e teste de sistemas FV
antes da instalagdo. A metodologia ¢ baseada no célculo de parametros de normalizagao,
tendéncias médias e distribui¢des de probabilidade, que podem ser aplicadas para horizontes de
curto e longo prazo.

Uma abordagem hibrida que combina Principal Component Analysis (PCA),
Transformada Wavelet (WT) e RNA para a previsdo de mapas didrios de irradiacdo solar de
superficie € proposta em Li ef al. (2020). O PCA reduz a dimensionalidade dos dados. A WT ¢
aplicada aos primeiros 28 componentes principais (CP), usados como entrada para a RNA para
realizar a previsao.

Uma abordagem hibrida automatizada ¢ proposta em Raghavan e Gopalan (2018),
combinando WRF com calculadora solar (desenvolvida na caixa numerical toolbox
OpenFOAM), além de um algoritmo para extragdo de contorno. WRF ¢ usado para um célculo
inicial de irradiagdo no local desejado; em seguida, a radiag@o solar direta e difusa do WRF ¢
usada para acionar uma calculadora solar. Uma técnica de combinacdo ¢ aplicada em Verbois
et al. (2018) com base na combinacao de ultima geracdo de WRF com técnicas de aprendizado
estatistico multivariado para fornecer as informagdes mais precisas para a previsao de
irradiancia horaria do dia seguinte em Cingapura.

Os impactos dos microclimas nos erros de previsdo solar sdo avaliados em Pedro e
Coimbra (2015) por meio de previsdes globais de irradiagdo solar. As previsdes sdo baseadas
na otimizacdo de kNN e RNA. Os pardmetros 6timos para os modelos kNN e RNA sado
dependentes do microclima e nebulosidade. Uma selecdo de recursos ¢ necessaria para

aumentar a precisdo dos métodos; AG tém potencial para este fim.
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Um modelo hibrido ¢ encontrado em Dong et al. (2015) combinando SOM, SVR e PSO
para previsdo horéria de irradiancia solar no Colorado, EUA e Cingapura. O modelo hibrido ¢
comparado com os modelos ARIMA, linear exponencial smoothing (LES) e Single Exponential
Smoothing (SES); o modelo proposto mostra 4% menos erro do que a melhor precisdo de
previsdo de todos os modelos comparados. Uma combinacdo de abordagens de estimativa de
densidade do kernel e modelos de previsdo de volatilidade para prever IHG ¢ encontrada em
Trapero (2016). A distribuigcdo do erro ¢ assumida como normal (hipdtese paramétrica), e sua
variancia tem propriedades variantes no tempo estimadas pelos modelos Generalized
Autoregressive Conditional Heteroskedastic (GARCH) e SES.

Dois métodos para estimar a altura da base da nuvem (ABN) usando um unico gerador
de imagens do céu e medi¢des distribuidas de irradiancia solar sdo propostos em Wang,
Urquhart e Kleissl (2019d). Os métodos sdo: Correlacdo de Séries Temporais (CST) e
Geometric Cloud Shadow Edge (GCSE). O ABN ¢ importante para previsdes solares e pode
causar previsoes incorretas de sombras e, posteriormente, erros de previsao de energia.

Uma metodologia combinando SES com métodos heuristicos de decomposigao de séries
temporais para prever IHG ¢é proposta em Yang et al. (2015). Trés estratégias diferentes sdo
testadas: a) decomposicao da tendéncia sazonal; b) decomposi¢do do IHG (componente direto
e difuso); e c) consideracdo do indice de cobertura de nuvens. Um método de correlagdo
espacial e temporal para melhorar o desempenho da previsao da geracao solar em sete locais na
California ¢ proposto em Zagouras, Pedro e Coimbra (2015). Regides microclimaticas
maritimas, mediterraneas, aridas e semiaridas sdo consideradas nessa aplicagdo.

Um sistema hibrido de previsdo combinando a TP e diferentes técnicas de IC € proposto
em Lima et al. (2020). Considerando os dados da Espanha, as previsdes usando DL t€ém um
MAPE de 6,89% e usando a PrevTP um MAPE de 5,36%. Para dados do Brasil, a previsao
obtém MAPE de 6,08% e 4,52% para DL e PrevTP, respectivamente.

Os beneficios da previsdo solar como ferramenta para auxiliar no equilibrio entre
demanda e oferta sdo apresentados em Kaur et al. (2016). Em horizontes de previsdao de 24 h e
5 min s3o comparados os seguintes modelos: a) SVR com seus pardmetros otimizados por um
AG; b) modelo de persisténcia; e c¢) persisténcia inteligente (SP). Uma metodologia baseada no
Satellite Application Facility on Climate Monitoring e modelo McClear (SAF CM) ¢ usada em
Aguiar et al. (2019) para analisar e comparar com 22 estacdes de medicao de solo nas Ilhas

Canarias. Diferentes situagdes sao testadas: céu claro ou nublado e estagao do ano.
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Um modelo hibrido é proposto em Hocaoglu e Serttas (2017) para prever a irradiagao
solar, usando o algoritmo deterministico de Mycielski-Markov. O algoritmo Mycielski ¢ testado
em Antalya e Afyonkarahisar, Turquia. O modelo proposto apresenta os melhores resultados na
localidade de Antalya (menor nebulosidade e dias mais claros). Um modelo hibrido usando
dados de diferentes estagdes meteoroldgicas na Coreia do Sul € proposto em Nam e Hur (2019)
para prever o recurso solar. Os métodos sdo NBC e técnica de modelagem espacial; o modelo
de previsao apresenta um Relative Mean Bias Error ({MBE) de 15%.

Multivariate Empirical Mode Decomposition (MEMD), singular value decomposition
(SVD) e RF sdo combinados em Prasad et al. (2020) para prever a irradiagdo solar através da
ndo linearidade e ndo estacionaridade de deficiéncias que ocorrem naturalmente em preditores
climatoldgicos. Método de IC com ant colony optimization (ACO), MEMD e RF sdo
combinados em Prasad ef al. (2019). O modelo aplicado na Austrélia obtém o maior coeficiente
de correlacdo (R) e o menor RMSE ¢ MAE (R = 0,984, RMSE = 0,89 MJ/m?, MAE = 0,69
MlJ/m?). Um modelo de AM para predi¢ao de IHG ¢é proposto em Bouzgou e Gueymard (2019),
combinando Mutual Information Measure (MIM) com ELM. Os testes sdo realizados usando
séries de irradiincia solar para duas regides aridas (Madina - Ardbia Saudita e Tamanrasset -
Argélia) com diferentes horizontes de previsao (5 e 60 minutos).

Uma abordagem hibrida usando EMD, EEMD e decomposicao Wavelet (WD) ¢
proposta em Monjoly et al. (2017). Os modelos sao comparados com modelos AR e ndo lineares.
Um modelo hibrido utilizando um modelo de previsdao IND (algoritmo Heliosat2) baseado em
imagens de satélite, aplicando um fator de atenuag@o determinado pela presenga de nuvens, é
proposto em Alonso-Montesinos et al. (2019a); duas cameras digitais € o modelo Fiat-Lux para
prever IND em escala intra-hora também sdo usados. Também ¢ determinado o pico de
irradidncia solar no receptor da usina CESA-I Concentrating Solar Power (CSP), Almeria.

A técnica Weighted Gaussian Process Regression (WGPR) ¢ aplicada em Guermoui,
Melgani e Danilo (2018) para prever a IHG e IND no clima do Saara, Argélia no horizonte de
previsdo diaria. Duas arquiteturas WGPR sdo propostas: WGPR Parallel Forecasting
Architecture (WGPR-PFA) e WGPR Cascade Forecasting Architecture (WGPR-CFA).

Uma combinagdo de uma LSTM e codificador de dados de séries temporais em imagens
usando o Gramian Angular Field (GAF) & proposta em Hong, Martinez e Fajardo (2020) para
prever a irradiacao solar didria. Um conjunto de dados IHG de Taiwan ¢ usado € o modelo ¢
testado usando o teste de classificagdo sinalizada de Wilcoxon. O método ¢ comparado com

ARIMA, CNN-LSTM e LSTM com rede fully connected (FC).
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Um modelo de previsao ¢ implementado em Maleki, Khajeh e Rosen (2016) com dados
de uma planta de osmose reversa que fornece agua potavel para uma area remota no nordeste
do Ird. O modelo proposto ¢ baseado em RNA e harmony search (HS). Uma RNA ¢ utilizada
em Raffan, Romero e Martinez (2018) para a elaboracao de uma curva de irradiagado solar ideal,
combinando métodos de aprendizado estatistico e NWP. Os dados vém de San Juan - Argentina
e sdo filtrados para condigdes climaticas extremas. Ensaios de vento de caracteristicas Zonda,
norte ou sul, sdo realizados: O vento Zonda ¢ o fenOmeno com maior impacto na redugao da
irradiagao solar.

Combinagdes de diferentes métodos sdo propostas em Boland, David e Lauret (2016)
para prever a irradiagdo solar em regides na costa (Adelaide - Australia), no interior (Las Vegas
- EUA) e em ilhas (St. Pierre - [lha da Reunido; Oahu - Havai; e Fouillole - Guadalupe). Duas
abordagens sdo propostas: 1) um método empregando séries de Fourier e modelos
autorregressivos - classical time series (CTS); 2) um modelo de indice de céu claro combinando
ANN e ARMA.

O impacto das previsdes do IND na produgdo de uma usina CSP ¢ analisado em Alonso-
Montesinos ef al., (2019b). O método de previsao € o System Advisor Model (SAM), um modelo
técnico-econdmico gratuito. Gemasolar, Espanha e Crescent Dunes, Nevada sdo as plantas
analisadas.

O uso de modelos baseados em DL para comparacao com diferentes metodologias de
previsdo, com diferentes atrasos no vetor de entrada, ¢ encontrado em Wang, Qi e Liu (2019a).
O modelo de RNA desenvolvido com a ferramenta de ajuste tem o melhor efeito preditivo de
irradiancia solar com o maior nimero na entrada. Um modelo hibrido baseado em uma
combinagcdo de RNA estrutural autorregressiva e nao linear, onde a entrada estrutural ¢ o
nimero do més atual, ¢ proposto em Ozoegwu (2019); o objetivo € melhorar a precisdo dos
métodos de previsdo autorregressiva ndo linear e simplificar a camada de entrada do método
autorregressivo nao linear (exdgeno).

Um modelo de previsdao de velocidade do vento e irradiancia solar em microrredes
visando contribuir para a gestdo de energia ¢ analisado em Heydari ef al. (2019). O modelo
hibrido utilizado combina RNA, Group Method of Data Handling (GMDH) e Modified Fruit
Fly Optimization (MFOA).

Uma combinagdo de Transformada Discreta de Fourier (TDF) com PCA e RNA Elman
para a previsdo espago-temporal da irradia¢do solar ¢ desenvolvida em Lan et al. (2019). O

método ¢ aplicado para diferentes estacdes do ano, obtendo-se os melhores desempenhos para
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verdo e inverno. Um método de previsdao de IHG ¢é proposto em del Campo-Avila et al. (2019)
visando a avaliacdo de desempenho nas faixas de resposta espectral de modulos FV de filme
fino. Diferentes algoritmos de classificacdo sao testados (diferentes configuragoes).

KF e preditores regressores sao combinados em Cheng (2016) para prever a irradiancia
solar, com o objetivo de se beneficiar das vantagens de ambas as técnicas. Uma modelagem
hibrida utilizando uma estrutura hierarquica bayesiana em conjunto com o KF estendido para
realizar a regularizacao no aprendizado sequencial de uma RNA para modelagem de irradiagao
solar ¢ encontrada em Hussain e AlAlili (2016). A proposta ¢ comparada com NARX e /inear
regression multivariate (MLR). Os métodos sdo aplicados com e sem outliers, que introduzem
componentes de alta frequéncia ou transientes no sinal.

O uso dos métodos WRF e RNA para prever a irradiagdo solar no Nordeste do Brasil ¢
analisado em Lima et al. (2016); a divisdo da regido em quatro areas ¢ baseada em
caracteristicas meteorologicas semelhantes. As RNA apresentam melhores resultados, gerando
menos viés ¢ RMSE e aumento de R para todas as aplicagcdes nas areas, no periodo seco e
chuvoso.

O uso combinado de SVM e Least Squares (LS-SVM) e algoritmo de artificial bee
colony (ABC) ¢é encontrado em Guermoui ef al. (2020) para prever a radiagao solar global. ABC
¢ usado para otimizacao de parametros, classico (LS-SVM) e Cuckoo Search Least Squares -
Support Vector Machine (CS-LS-SVM) sdo usados como modelos de referéncia para
comprovar o desempenho do modelo hibrido.

Diferentes combinagdes hibridas de modelos estatisticos baseados em diferentes tipos
de algoritmos de RNA, usando medig¢oes in situ e modelos output statistics (MOS) (usando
dados NWP e medigoes locais, como entrada de RNA e modelo de persisténcia) sdo analisadas
em Cornaro et al. (2015). Uma combinagcdo de LSTM e uma funcdo baseada em integral
Choquet ¢ usada em Abdel-Nasser, Mahmoud e Lehtonen (2021) para prever a irradiancia solar.
O modelo ¢ reliable deep forecasting model (RDFM) e usa blocos LSTM. Por meio de uma

medida difusa, a integral Choquet modela a interagao entre as entradas a serem agregadas.

3.2.1.8. Modelos Hibridos para a Previsdo da Geragao FV

Um método de previsdo em tempo real para uma usina FV de 48 MWp ¢ proposto em
Chu et al. (2015), usando RNA e AG. A metodologia visa melhorar o desempenho de trés

metodologias: um modelo fisico baseado em rastreamento de nuvem, ARMA e kNN. A analise
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¢ baseada na estatistica de erros comuns, mostrando a redugdo do erro de viés médio,
principalmente em periodos de alta variabilidade, redugdo da ocorréncia de erros altos e
melhora da capacidade de predigdo. SARIMA e rede neural do tipo random vector functional
link (RVFL) sdo combinados em Kushwaha e Pindoriya (2019) para uma previsao de geracao
FV de curto prazo.

O BMA ¢ proposto em Doubleday ef al. (2021) para prever a poténcia FV em diferentes
horizontes de tempo. O pds-processamento de BMA ¢ executado para montagens NWP.
Aplicada a 11 usinas FVs em escala de utilidade no Texas, a metodologia reduz a subdispersao
do conjunto bruto e melhora a calibragao de previsdo.

Aplicacdes hibridizadas deterministicas (WRF) e estocasticas (varios modelos AM)
para previsao solar sdo comparadas em Pierro et al. (2017). Modelos hibridos de previsao para
alimentadores movidos a energia solar na Califérnia sdo propostos em Chu et al. (2017),
baseados em RNA e SVR, ambos acoplados a métodos que processam imagens do céu. A
introdugdo de imagens do céu aumenta a precisdo do modelo em até 43%.

Uma abordagem corretiva usando erros de previsdo solar ¢ proposta em Wang et al.
(2019c¢). Aplicada a edificagdes em San Bernardino, California, a proposta inclui a programagao
inteligente de Veiculos Elétricos (VE), usando programagao quadratica (PQ) para otimizacao e
suporte da abordagem, um algoritmo Receding horizon optimization (RHC), para modificar a
acao de controle em relagdo a geracao FV esperada, e satisfazer as restricdes em janela de tempo
fixa (24 h).

Modelos de previsdo de séries temporais sazonais para geragdo FV sdo aplicados em
Yang e Dong (2018), usando SARIMA, ETS, MLP, single task learning (STL), TBATS
(Exponential Smoothing Method + Box-Cox Transformation + ARMA model for residuals +
Trigonometric Seasonal) e familias teta. De cada familia, seis modelos sdo selecionados usando
0 Akaike information criterion (AIC) e suas previsdes sdo combinadas usando oito métodos.

As previsoes da geragdao FV por meio de SVR, um NWP e um modelo de cloud motion
vector (CMV) sdo comparadas em Wolff er al, (2016). As previsdes regionais sao
desenvolvidas com horizontes de previsao que variam de 15 minutos a 5 horas a frente; os dados
sdo provenientes de 921 sistemas FV na Alemanha, de 2012 a 2013. Um sistema hibrido
combinando Differential Polynomial Neural Network (D-PNN) e NWP para previsao de
poténcia FV ¢ aplicado em Zjavka (2020). A metodologia tem uma precisao de previsao melhor

do que as solugdes estatisticas simplificadas.
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Um modelo de previsdo de geracdo FV de curto prazo para um sistema off-grid ¢
proposto em Jamal et al. (2019), usando uma ferramenta de modelagem de fluxo de energia ¢ a
integragdo da previsdo do nivel da geracao FV e da bateria. A ferramenta oferece recursos
apropriados para planejadores de sistemas ou partes interessadas que desejam compreender de
forma abrangente a confiabilidade potencial da previsdo FV de curto prazo, juntamente com
economia de diesel e outros beneficios potenciais.

Um modelo hibrido combinando RNA com wavelet para prever a poténcia FV ¢ usado
em Chaudhary e Rizwan (2018). O armazenamento hidraulico bombeado ¢ usado para atender
aos requisitos da rede e resposta a demanda (RD). Além da previsdo, ¢ realizado um sistema de
gestdo com plataforma MATLAB/Simulink e validado em um sistema FV de 5 kW. Uma
abordagem de previsdo com o objetivo de melhorar o desempenho de modulos FV que
apresentam comportamento semelhante ¢ analisada no estudo de Shireen ef al. (2018). Um
algoritmo de séries temporais de processo gaussiano de aprendizado multitarefa é desenvolvido
para aprender as observagdes ausentes no conjunto de dados sem aumentar os esforgos de
medi¢ao.

Uma previsao hibrida visando contribuir para o gerenciamento de uma microrrede
multiagente € proposta em Afrasiabi et al., (2019). Um modelo que combina CNN com gated
recurrent unit (GRU) € usado para energia eolica e solar, demanda e precos de mercado. O
modelo CNN-GRU ¢ comparado com ARIMA, NNE, kNN, LSTM, GRU, CNN e CNN-LSTM.
Deep Learning LSTM e CNN sdo combinados em Wang, Qi e Liu (2019b) para prever a
poténcia FV em um modelo hibrido. O desempenho do modelo hibrido proposto ¢ comparado
com a aplicacdo dos modelos combinados individualmente e com um modelo hibrido LSTM-
CNN de outra aplicagao.

Improved chicken swarm optimization (ICSO), chicken swarm optimization (CSO) e o
ELM sao combinados em Liu ef al. (2020b) para prever a geragdo FV sob condi¢des nubladas,
ensolaradas e chuvosas. O modelo proposto ¢ comparado com os modelos CSO-ELM, SVM,
BP e GPR, apresentando o menor RMSE em todas as condi¢cdes meteoroldgicas. Modelos de
algoritmos de agrupamento PCA e K-means com algoritmo de RF otimizado pelo Differential
Evolution Gray Wolf Optimizer (HGWO) sao combinados em Liu e Sun (2019) para prever a
poténcia FV em trés regidoes. As combinagdes sdo comparadas com SVM, RNA, arvore de
decisdao e modelo de regressao gaussiana.

Um modelo hibrido adaptativo predictor subset selection (PSS) é proposto em Eseye et

al. (2019). Um algoritmo genético binario (AGB) ¢ usado para sele¢do de recursos e SVR ¢
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usado para medir o nucleo do preditor. Dois modelos de previsdo de geragdo FV sdo
comparados em Dawan et al. (2020): o primeiro modelo usa ANFIS; o segundo modelo utiliza
o modelo PSO da IC combinada com métodos de RNA (PSO-RNA).

Diferentes combinagdes baseadas em CNN com um algoritmo de janela deslizante sao
encontradas em Suresh ef al. (2020). Sao aplicados CNN comum, CNN multi-headed ¢ CNN-
LSTM, e os testes sao comparados com os modelos de média mdvel autorregressiva e de
regressao linear multipla. LSTM e um algoritmo PSO sao usados em Zheng et al. (2020) para
a previsao da geragdo FV no horizonte de longo prazo. O PSO ¢ usado para otimizar os
parametros do modelo de previsdo (unidades neurais, taxa de aprendizado, intervalo de tempo
e tamanho do lote). Diferentes estruturas LSTM sdo comparadas para determinar a previsao
final.

Uma metodologia para prever a producao de eletricidade com base em imagens do céu
e o uso de RNA para horizontes de até 15 min com resolugdo de 1 s € proposta em Anagnostos
et al. (2019). Em um predictive energy management system (PEMS) em um edificio em Berlim,
uma metodologia hibrida para previsdo diaria de geragdo FV, por meio da combinagdao de RNA
e modelo fisico, ¢ proposta em Schmelas ef al. (2015). RNA-MLP aplicado individualmente,
MLP com e sem informagao fisica sao testados e comparados. Na Tabela 3.1 sdo apresentados
os artigos mais citados de acordo com a presente revisao de literatura, considerando cada uma
das abordagens de previsdo (fenomenoldgica, estatistica, AM e modelos hibridos). O nimero

de citagdes € obtido por meio do google académico.

Tabela 3.1 - Resumo das metodologias de previsao solar mais citadas

Referéncias Método de  Horizonte Meta de Escala Citacoes
Previsiao de Previsiao Espacial de (google
Previsao Previsao scholar)
(Qing; Niu, 2018) LSTM horario Irradiag@o solar ~ campo unico 290
(Huva; Verbois; Walsh, 2020) NWP horario Geragdo FV regional 161
(Yang, 2020) Lasso minutos Irradiagdo solar regional 92
(la Rosa et al., 2019) RNA e AG horério Geracao FV campo unico 154

Fonte: Proprio autor.



70

3.2.2 Classificacdo dos artigos de revisdo analisados e cronologia das técnicas aplicadas

Na Figura 3.6 sdo mostrados o ano de surgimento das principais metodologias
encontradas na presente revisdo, aplicaveis ao pré-processamento de dados, assimilagao de
dados, otimizagdo de pardmetros e previsao de geragdo FV e irradiagdo solar. As principais

técnicas foram propostas entre as décadas de 1940 e 2000.

Figura 3.6 - Ano de surgimento das principais metodologias de previsdo
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Fonte: Proprio autor.

As metodologias de previsdo solar sdo classificadas de acordo com: a) abordagem
(modelos fisicos, estatisticos, hibridos, de persisténcia e AM); b) horizonte de previsdo (curto,
médio e longo prazo); ¢) previsao direta ou indireta (direta: a previsdo da geragdo FV ¢ realizada;
indireta: a geracdo FV ¢ estimada apos a previsdo do recurso solar); e d) escala de previsdo
espacial (previsao de campo nico ou regional).

Na Figura 3.7 sdo apresentadas as metodologias dos artigos revisados de acordo com a

abordagem. A tendéncia dos modelos hibridos € significativa e a maioria dos modelos combina
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AM com outras técnicas mais tradicionais. Metodologias derivadas da IC, como PSO e ACO,

tém sido amplamente utilizadas na otimizagao de parametros em metodologias de previsao solar.

Figura 3.7 - Classificacdo dos métodos de previsdo da geragdo FV e do recurso solar

= e

Fonte: Proprio autor.

Na Figura 3.8 ¢ apresentada a porcentagem de artigos que aplicam as diferentes
abordagens; o uso de AM e modelos hibridos representa mais de 70% do total de artigos que
compdem a revisao. Métodos fisicos sdo amplamente utilizados em modelos hibridos e quando
os modelos sdo usados para otimizagao de parametros e pré-processamento, os modelos de AM
sdo frequentemente utilizados. Uma tendéncia observada sdo os modelos que sdo aplicados com
0 objetivo de reduzir os erros de previsdo (modelos de assimilagdo e modelos como a Previsao

baseada na Teoria do Portfolio (PrevTP)).

Figura 3.8 - Classificagdo de acordo com a abordagem de previsao

16%

" Aprendizado de Maquina ©  Modelos Fisicos " Hibridos ® Estatisticos

Fonte: Proprio autor.
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Na Figura 3.9 ¢ mostrada a classificacdo das aplicacdes de acordo com o horizonte de
previsao: curto, médio e longo prazo. A previsdo de curto prazo ¢ importante para a integracao
de sistemas FV e pode contribuir para a programagao e despacho de energia elétrica. A previsao
de médio prazo se destaca no planejamento e manutencdo dos sistemas de energia. A previsao
de longo prazo ¢ importante no planejamento de geragdo, transmissdo e distribuicdo de
eletricidade (Kumar Das et al., 2018). Destacam-se os horizontes de previsao horaria e minuto,

refletindo a alta participacdo da previsao de curto prazo (83%).

Figura 3.9 — Classificacdo de acordo com o horizonte de previsao

3%

83%
m Curto prazo Médio prazo = Longo prazo
Fonte: Proprio autor.

Na Figura 3.10 sdo apresentados os objetivos de previsdo nas diferentes aplicagdes. Algumas
metodologias aplicam suas metodologias para prever diretamente a poténcia FV; em outros
estudos, o recurso solar ¢ previsto anteriormente, e outra metodologia é aplicada na sequéncia
para estimar a poténcia FV. Aproximadamente 28% das aplicagdes sdo classificadas como
diretas, fornecendo a geracdo FV. Uma parcela de 64% usa previsao indireta, usando irradiacao
solar (Wh/m?) e irradiancia solar (W/m?), IHG ou IND como meta de previsdao. 8% das
aplicagoes, além de prever a poténcia FV ou realizar a previsao indireta, predizem outros
parametros como a velocidade do vento, temperatura dos moédulos FV, rampas, consumo de

energia e Sc.
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Figura 3.10- Classificag@o de acordo com a meta de previsdo
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Fonte: Proprio autor.

Na Tabela 3.2 sdo apresentados exemplos de técnicas aplicadas satisfatoriamente nos
horizontes de curto, médio e longo prazos e suas limitagdes. O critério para escolha dos artigos
¢ a frequéncia da metodologia encontrada em cada horizonte de previsdo e o nimero de citagdes
na literatura, obtidas por meio do scholar google.

Na Figura 3.11 sdo resumidos os dados referentes a classificacdo da escala espacial de

previsao, destacando que as previsdes de campo Unico representam mais de 65% do total.

Figura 3.11 — Classificagdo com base na escala espacial de previsao

34%
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Fonte: Proprio autor.
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Tabela 3.2 - Técnicas relevantes aplicadas aos horizontes de curto, médio e longo prazo e suas limitagdes

Horizonte de  Técnicas Referéncias mais citadas Limitacoes
Previsdo
(Chu e Coimbra, 2017) Funciona mal sob mudangas climaticas
kNN e (Pedro; Coimbra, 2015a) repentinas, precisando de um banco de
kNNEn (Wang, Urquhart; Kleissl, dados extenso e completo.
2019d)

Para a previsdo de IHG, IND e IHD,

precisa ser combinada com algoritmos

RF (Aguiar et al., 2016) o ]
de otimiza¢do, a fim de funcionar
Curto prazo
corretamente.
Se combinado com NWP, tem um
LSTM (Qing; Niu, 2018)

desempenho ruim no inverno.

Na previsao de poténcia FV, tem baixa

precisdo quando aplicado em locais
MLP (Rahmann; Mayol; Haas, 2018) )

com ocorréncia de neve, com cobertura

total ou parcial dos modulos.

Na presenga de outliers, tem um
NARX (Boilley et al., 2016) desempenho pior do que os modelos

) hibridos.
Curto e médio

Precisa de testes adicionais com

prazo ACO,
(Alonso-Montesinos et al., horizontes de previsdo inferiores a um
MEMD e )
RF 2019b) més, para fornecer maior compreensio
em aplicagdes em tempo real.
PSO Diferentes divisdes de conjuntos de
(Yang; Dong, 2018) dados podem afetar o treinamento do
LSTM
Longo prazo modelo.
Hibrido E limitado a aplicagdes de longo prazo.
(Jamal et al., 2019)
RNA

Fonte: Proprio autor.

3.2.3 Métricas de Avaliagdo de Desempenho

Outras andlises relevantes comentam as métricas utilizadas para analisar a precisdo das
aplicagdes e as principais limitagdes e vantagens de cada aplicagdo. Medidas de desempenho
padronizadas sdo amplamente utilizadas para avaliar o desempenho e comparar diferentes

aplicagdes: RMSE, MAE, MAPE, R, FSS e MSE sio aplicados com frequéncia, principalmente
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a combinagdo de RMSE, MAE e MAPE. Na Figura 3.12 sdo apresentadas as métricas de erro

mais utilizadas para avaliar a acurdcia dos métodos que compdem esta revisao.

Figura 3.12 — Métricas de erro para avaliar a precisdo dos métodos: a) deterministicas e b) probabilisticas
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Fonte: Proprio autor.

As medidas de desempenho mais aplicadas nos artigos que compdem a revisao siao
RMSE, MAE, MAPE ¢ R com 41,11%, 18,30%, 12,77% e 10,55%, respectivamente. E
importante destacar que as medidas de desempenho devem ser aplicadas em conjunto para
realizar uma avaliagdo global das metodologias. Parametros probabilisticos, como PINAW,
PICP e FSS, também podem ser aplicados para avaliacdo de metodologias de previsdo, mas sao

encontrados em menor quantidade.

3.2.4 Discussdo: Andlise Global

Por meio desta ¢gSLR, foram identificados 140 artigos relevantes para responder as
perguntas de pesquisa relacionadas a previsdo solar. Com base nos dados extraidos desses

artigos, foram reunidas algumas evidéncias sobre o assunto.

1. Dependendo do local, condigdes ambientais, disponibilidade e tipo de dados, qualquer uma

das abordagens pode funcionar bem (Wolpert; Macready, 1997);

2. Os métodos baseados em AM apresentam resultados positivos na previsdo solar, mas

precisam de um banco de dados histérico suficientemente grande e de qualidade para
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treinamento, capacidade de preparagdo de dados, software especifico e, muitas vezes, alto custo

computacional para processamento dos algoritmos;

3. Os métodos de AM costumam usar fundamentos estatisticos para obter a precisdo de suas

aplicagdes, mas os motivos nao sao explicados;

4. Uma vantagem da abordagem estatistica € poder explicar as razdes relacionadas as previsoes,

mas a maioria delas s30 menos precisas que os métodos de AM;

5. Quando ha necessidade de interpretagdo e precisao, os modelos combinados aparecem para
obter o melhor de cada metodologia e bons resultados, em compara¢do aos modelos

individualizados;

6. Os modelos baseados em NWP s3o tdo complexos quanto o entendimento dos processos
atmosféricos e dos fluxos de irradiancia em multiplos niveis, apresentando essa dificuldade de
entendimento atmosférico como uma de suas limitagdes. Aplicagdes como essas necessitam de
informagdes de imagens de satélites, o que exige alto processamento computacional, gerando

resultados que demonstrem a incidéncia de irradiacdo solar na superficie analisada;

7. O principal aspecto a ser analisado nas aplicagdes de previsdo solar € a intermiténcia do
recurso solar, visando um planejamento confidvel da geragcdo de energia elétrica. Assim, a
mitigacdo da variabilidade da poténcia FV esta ligada ao estudo da variagdo da irradiacao solar
incidente na superficie do mddulo, causada por atenuacdes atmosféricas. Tais impactos podem
ser minimizados utilizando recursos intermitentes em locais com diferentes caracteristicas

ambientais;

8. As principais limitagdes das previsdes solares estdo ligadas ao equilibrio entre oferta e
demanda, por meio da gestdo de outras fontes para complementar a geracado FV em momentos
adversos. O mapeamento confidvel de dados e recursos tem sido um ramo de pesquisa na area
de previsdo solar cada vez mais necessario para melhorar o desempenho de usinas FVs em todo

o mundo;

9. As principais tendéncias sdo a utilizacdo de modelos hibridos, combinando técnicas que
podem auxiliar na otimizagdo dos parametros do modelo e na redugdo de aspectos como custo

computacional e tempo de treinamento;
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10. Uma area de estudo relevante ¢ a precisao dos modelos, mas também a criagao de modelos

flexiveis capazes de gerir toda a informacdo em simultaneo, na auséncia de dados;

11. Sao necessarios modelos classificados como regionais, aplicaveis a diferentes condi¢oes
climaticas e diferentes horizontes de previsdo. Diferentes horizontes sao importantes para
auxiliar na tomada de decisdo, considerando, em curto prazo, manutengdo, programacao €

despacho de energia elétrica, e em longo prazo, geragdo, transmissdo e distribui¢ao;

12. Diferentes técnicas podem ser combinadas; RNA e diferentes métodos estatisticos

combinados apresentam bom desempenho em diferentes aplicagdes;

13. Os modelos ensemble podem melhorar significativamente a precisdo em termos de
minimizagdo dos erros de previsao, em comparagdo com os preditores individuais, mas os
seguintes pontos devem ser considerados: a maior parte dos trabalhos relacionados calculam as
médias ponderadas ou valores médios entre as previsdes de modelos individuais; devem ser

consideradas as interagdes entre os valores a serem agregados.

As principais limitagdes da maioria das aplicagdes sdo: a) alto custo computacional; b)
necessidade de grandes quantidades de dados; c) sensibilidade a diferentes condi¢des climaticas;
d) necessidade de imagens de satélite; e) especificidade na aplicagdo; f) alguns modelos
hibridos apresentam desempenho inferior em relacdo a diferentes modelos aplicados
individualmente; g) tempo de treinamento prolongado; e h) algumas aplicagdes sao de dificil
compreensao.

A otimizagdo de pardmetros também tem mostrado bons resultados em aplicagdes
hibridas, com a maioria das aplica¢des utilizando metodologias de [A. Alguns métodos buscam
reduzir a dimensionalidade dos dados de entrada sem perder o desempenho das previsoes.
Vérios métodos sdo testados em diferentes regides, para diferentes condigdes climdticas

(condigdes ideais e ndo ideais) e em diferentes horizontes de previsao.

3.2.5 Discussdo: Andlise por Técnica

Considerando as técnicas aplicadas individualmente ou em modelos hibridos, alguns
pontos devem ser considerados:
A NBC pode ser aplicada individualmente ou em modelos hibridos, com dados de

diferentes estagdes (Yang, 2019; Nam; Hur, 2019). Usando dados regionais e obtendo boa
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precisdo, NARX, na presenca de outliers, foi inferior aos modelos hibridos (Hussain; Alalili,
2016). As metodologias kKNNEn e kNN tém sido frequentemente aplicadas a previsao solar nos
ultimos anos (Chu; Coimbra, 2017; Fouilloy et al., 2018; Pedro; Coimbra, 2015a; Pedro ef al.,
2018b; Pedro; Coimbra, 2015). Com um FSS de 14,9 %, um bom desempenho para preditores
IND, o kNN pode ter limitagdes na previsdo de irradiancia solar quando o clima muda
repentinamente, e requer, em algumas aplicagdes (Pedro; Coimbra, 2015a), um banco de dados
grande e completo; IPs podem melhorar as previsoes.

Comparado a outros modelos de RNA, o RF apresentou bom desempenho e
aplicabilidade na previsdo de IHG, IND e IHD, em diferentes horizontes de previsdo; seu
desempenho pode ser melhorado quando aplicado em combinacdo com algoritmos de
otimizagdo (Benali et al., 2019; Liu; Sun, 2019). Modelos SVM tém sido aplicados para
previsao solar com bom desempenho, tanto individualmente (Li ef al, 2016), em diferentes
condi¢des climaticas, quanto combinados com suporte ABC e Minimos Quadrados, onde os
parametros sao otimizados (Guermoui et al., 2020).

O LSTM mostrou um bom potencial para previsao solar e tem sido amplamente aplicado
nos ultimos anos; combinado com previsdes de NWP e fatores sazonais (Liu; Sun, 2019), teve
melhor desempenho na primavera e desempenho inferior no inverno. Na previsao diaria de
irradiagdo solar (Qing; Niu, 2018), o LSTM foi quase 9% mais preciso que o RRNM. Aplicavel
quando ¢ necessaria flexibilidade para previsdes na auséncia de sensores, o LSTM tem sido
amplamente aplicado em modelos hibridos, combinado com GAF, em previsdes IHG (Hong;
Martinez; Fajardo, 2020), PSO (Zheng et al., 2020), para otimizar os parametros do modelo, e
CNN, mostrando superioridade (Suresh et al., 2020) a varios modelos usados para comparagao;
LSTM, combinado com RDFM em estratégias de agregacdo (Abdel-Nasser; Mahmoud;
Lehtonen, 2021), foi superior a varios modelos aplicados individualmente (ARIMA,
persisténcia).

A MLP, usada ha anos para prever diferentes tipos de séries temporais, também tem sido
frequentemente usada na previsao solar (Mccandless; Haupt; Young, 2016; Ali Jallal et al.,
2020), principalmente em aplicagdes no horizonte horario. Usando imagens derivadas de
satélite, as redes MLP funcionam bem sob céu claro. Aplicado isoladamente ou em modelagem
hibrida com modelos fisicos (Abdel-Nasser; Mahmoud; Lehtonen, 2021), o MLP apresentou
limitagdes nos resultados que podem ter sido causadas pela época do ano, quando a neve cobre

os modulos.
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As RNA RBF tém sido testadas nas mais diversas aplica¢cdes em previsdo solar, sendo
superiores ao AR em Hu ef al. (2018) e com desempenho inferior a algumas aplicagdes hibridas,
como EEMD-SOM-BP (Lan et al,, 2018). A CNN tem sido utilizada em muitas aplicagdes, com
modelagem hibrida como CNN-LSTM, atingindo um nRMSE de 1,515% (Ghimire ef al., 2019;
Wang, Qi; Liu, 2019b). A combinag¢do de GRU e CNN (Liu et al., 2019b; Suresh et al., 2020)
foi superior a varios modelos, incluindo CNN-LSTM.

ANFIS sao usados para previsao solar para estimar o potencial solar de locais (Nirudh;
Somchat, 2019), com um bom desempenho em comparagao com RNA tradicionais e modelos
hibridos (Dawan et al., 2020). O AG pode ser aplicado a estudos de viabilidade em sistemas
sustentaveis de fornecimento de energia (ALFULAYYIH; GWESHA, 2019), e como parte de
modelos hibridos (la Rosa et al., 2019; Kaur et al., 2016), para otimizar os parametros ¢ a
selecdo de varidveis. A logica Fuzzy, ja4 amplamente aplicada na ANFIS, também apresenta
potencial de aplicacdo em sua forma tradicional (Sridharan et al., 2018).

Considerando os modelos fisicos, o WRF tem sido amplamente aplicado
individualmente ou em modelos hibridos (Aryaputera; Yang; Walsh, 2015; Nonnenmacher;
Kaur; Coimbra, 2016) e seu desempenho foi aprimorado ao utilizar pré-processadores (Yang;
Kleissl, 2016); em comparacdo com modelos estocasticos (Pierro et al., 2017), o WRF foi um
pouco menos preciso. WRF mostrou potencial (Raghavan; Gopalan, 2018) como estimativa
inicial de irradiacdo solar em areas urbanas; combinado com ferramentas estocasticas, foi
superior ao modelo de persisténcia (Verbois ef al., 2018; Lima et al., 2016). GP foram usados
em modelos dindmicos (Van Der Meer et al., 2018; Guermoui; Melgani; Danilo, 2018) e em

algoritmos de séries temporais para prever observagoes faltantes (Shireen et al., 2018).
Considerando modelos hibridos, as descobertas podem ser resumidas da seguinte forma:

1. Combinagdes de modelos deterministicos e estocasticos sao encontradas em diversos
trabalhos e tendem a aumentar a precisdo das previsodes (Yang; Wu; Kleissl, 2019; Peruchena et
al., 2017; Verbois et al., 2018; Zjavka, 2020; Alonso-Montesinos et al., 2019b; Anagnostos et
al., 2019);

2. RNA combinada com algoritmos, visando otimizar parametros e reduzir limitagdes inerentes
ao microclima e nebulosidade, tem sido amplamente aplicada nos tltimos anos (la Rosa et al.,

2019; Pedro; Coimbra, 2015; Zagouras; Pedro; Coimbra, 2015; Liu ef al., 2020; Eseye ef al.,
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2019; Dawan et al., 2020; Zheng et al., 2020; Wang, Qi; Liu, 2019a; Heydari et al., 2019;
Guermoui et al., 2020);

3. O pos-processamento melhorou a precisao das previsoes (Doubleday et al., 2021);

4. Combinagdes de modelos estatisticos com RNA ou combinacdes de diferentes RNA com
dois ou mais modelos estatisticos melhoram o desempenho de modelos hibridos (Chu et al.,

2017; Chaudhary; Rizwan, 2018; Suresh et al., 2020; Cheng, 2016; Hussain; Alalili, 2016);

5. Combinagdes de previsdes individualizadas, visando a redugdo de erros (Yang; Dong, 2018;

Lima et al., 2020), tém gerado resultados com maior precisao;

6. Algoritmos de decomposi¢do, combinados com outros preditores, foram aplicados (Prasad et

al., 2020); e
7. Diferentes condigdes de céu foram aplicadas na avaliagdo dos modelos (Aguiar et al., 2019).

3.3 Metodologias de Previsao Edlica

A intermiténcia do recurso eolico faz que a producdo elétrica seja um desafio aos
sistemas e mercados de energia, fazendo das previsdes do recurso e da geragdo ferramentas
relevantes e necessarias para a operagao ideal e comercializacdo desse tipo de energia (Yousuf;
Al-Bahadly; Avci, 2019). Para Yaghoubirad et al. (2023), a previsao precisa do recurso edlico
melhora o planejamento da geracdo elétrica e reduz os custos envolvidos.

As previsdes podem ser deterministicas, probabilisticas e multivariadas ou previsdes
para eventos especificos, como rampas ou rajadas de vento (Messner et al.,, 2020). Alguns
trabalhos j& calculam os beneficios que as previsoes podem fornecer aos sistemas elétricos
(Pierro et al., 2022), como também no uso de modelos preditivos na modelagem de despacho
otimo para o dia seguinte do armazenamento e6lico (Nguyen; Le, 2021).

De acordo com Zamo, Bel e Mestre (2021), a previsao edlica na superficie apresenta
algumas limitacdes que devem ser consideradas e que estdo associadas as interagdes complexas
entre diferentes fendmenos: a) estruturas atmosféricas de grande escala; e b) orografia local. As
flutuacdes subitas dos ventos também configuram uma area de estudo relevante, especialmente,

quando consideramos a elevada inser¢do da geracdo eodlica no mundo. Essas flutuagdes sao
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chamadas de wind power ramps (WPR) e diversos trabalhos vém prevendo esses eventos
visando ajudar a gerenciar e despachar melhor a energia edlica (Cui et al., 2019; Li et al., 2020a).

Alguns trabalhos tém avaliado a capacidade dos sistemas globais de previsao climatica
sazonal. Autores como Lee ef al. (2019) consideram que essas previsdes podem fornecer mais
informacdes climaticas uteis e confidveis que podem ser usadas para a industria de geragao
edlica.

Da mesma forma que na previsdo solar, a previsao eolica requer dados historicos,
confiaveis e disponiveis para sua implementacdo. Em Wilczak et al. (2019), sdo analisados
dados coletados em diferentes conjuntos de instrumentos (torres altas, nas naceles de
aerogeradores, perfilhadores de vento e outros) e comparados os beneficios do uso de
observagdes de sensoriamento remoto versus observagdes in situ. Os autores observam que,
para horizontes de previsdes mais longos, as observagdes in situ sdo menos relevantes, enquanto,
o impacto das observagdes de sensoriamento remoto, permanece presente e relevante até a hora
15 da previsdo. Ambos apresentam maior impacto na validacdo diurna e menor impacto na
valida¢ao noturna.

Estudos como o Mohrlen et al. (2022), investigam as barreiras existentes na industria
de energia para a adogao de previsdes de incertezas em seus processos de decisdo. Os resultados
obtidos demonstram que os participantes apontam para uma industria de energia que
compreendeu a necessidade de previsdo de incerteza no manuseio de fontes intermitentes. Mas,
ressaltam que a adaptagdo das previsdes de incerteza nas praticas do dia a dia das empresas
ainda ¢ um processo lento.

Por meio de pesquisas no Portal de Periddicos da Capes do Ministério da Educacao,
ScienceDirect, Scopus e no IEEE Xplore, com os seguintes filtros, foram elaborados os graficos
das Figuras 3.13 a 3.16. Os parametros de pesquisas foram: 1. Tipo de publicacdo: periddico;
2. Periodo de avaliacdo: janeiro de 2018 a margo de 2023; 3. Tipo de periodico: revisado por
pares; e 4. Area de pesquisa: previsdo edlica.

Na Figura 3.13 sdo apresentados os autores da area de previsao eolica que se destacaram
em numero de publicagdes no periodo e a quantidade de seus trabalhos; na Figura 3.14 sdo

apresentadas as cole¢des e a quantidade de artigos da area.
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Figura 3.13 — Informagdes gerais a respeito de artigos sobre previsdo edlica revisados por pares, publicados entre

janeiro de 2018 ¢ margo de 2023: Autores
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Figura 3.14 — Informagdes gerais a respeito de artigos sobre previsdo edlica revisados por pares, publicados entre

janeiro de 2018 ¢ margo de 2023: Colegdo
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Fonte: Proprio autor.

Na Figura 3.15 sao apresentados os principais periodicos e a quantidade de trabalhos na

area; na Figura 3.16 sdo mostrados os continentes € o nimero de contribui¢des na area.
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Figura 3.15 — Informagdes gerais a respeito de artigos sobre previsdo eolica revisados por pares, publicados entre

janeiro de 2018 ¢ margo de 2023: Jornal
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Figura 3.16 — Informagdes gerais a respeito de artigos sobre previsdo edlica revisados por pares, publicados entre

janeiro de 2018 e marco de 2023: Continentes
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Fonte: Proprio autor.

A colegdo da Wiley Online Library apresenta o maior numero de artigos da area (3.495
artigos publicados), seguida da colecdo Scopus (Elsevier) (3.486 artigos publicados). Os
periddicos que se destacaram em nUmero de publicagdes sdo: [EEE Access, Atmospheric

Research, Renewable Energy, Energies e Energy. Os trés principais autores da area, para o
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periodo analisado, sdo Wang, J.; Yuan-Kang Wu; Min, J.; Stoffelen, A. Em relagdo aos

continentes, os destaques sdo para os continentes asiatico e europeu.

3.3.1. Estado da Arte

3.3.1.1. Previsdo do Recurso Eolico Baseada em Aprendizado de Maquina

Modelos baseados em SVR com o objetivo de melhorar as previsdes de velocidade e
direcdo do vento de um modelo NWP em uma regido da Smela island sdo encontrados em
Yakoub, Mathew e Leal (2020). O objetivo ¢ enfrentar o mercado de curto e médio prazo por
meio de melhorias nos erros sistematicos gerais nas previsdes NWP. Uma previsdo do recurso
edlico em curto prazo por meio de CNN ¢ estudada em Wang ef al. (2020). Para a previsao os
autores utilizaram dados coletados em parques edlicos vizinhos e perceberam que a precisao do
modelo foi superior aos modelos SVR, RR ¢ a propria CNN com dados apenas do parque
analisado.

M¢étodos de AM sdo aplicados em Yaghoubirad ef al. (2023) para a previsao do recurso
edlico em uma regido especifica no sudeste do Ira. Trés diferentes horizontes de longo prazo
sdo testados (6 meses, 1 ano e 5 anos) e as metodologias LSTM, GRU, CNN e CNN-LSTM sao
utilizadas. Posteriormente, a poténcia de um parque e6lico, que sera implantado posteriormente
no local, ¢ prevista. O método GRU apresentou maior precisdo em comparagdo com 0s outros
métodos testados.

Previsdes de médio prazo da ECMWEF sao aprimoradas em Zhang et al. (2023) por meio
de DL espago-temporal. Uma fun¢do de perda de aprendizado multitarefa é desenvolvida para
corrigir a velocidade e a dire¢do do vento em tempo real. As habilidades para modelar e prever
séries temporais do recurso edlico por meio do uso de LSTM, modelos Nonlinear Auto-
Regressive (NAR) e Wavelet Neural Networks (WNN) sdo comparadas em Pujari ef al. (2023).
A importancia da previsdo precisa ¢ analisada para melhorar a producdo anual de eletricidade
de um parque edlico projetado para produzir de maneira sustentavel.

Meétodos de reducdo de escala para fins agricolas na Coreia do Sul sdo propostos em
Shin, Min e Kim (2022). Os modelos de AM testados sdo RF, ELM e SVR. O RF foi
considerado o algoritmo mais apropriado dos algoritmos testados para a reducao de escala.
Utilizando oito anos de medi¢des de velocidade do vento em 171 estacdes espalhadas sobre a
Franca, Goutham et al. (2021) relacionam, por meio de modelos de AM (RF e kNN), previsdes

obtidas por NWP com previsdes observadas. O recurso edlico modelado nas analises do


https://www-scopus.ez11.periodicos.capes.gov.br/authid/detail.uri?authorId=56380147600&origin=resultsAnalyzer&zone=authorName
https://www-scopus.ez11.periodicos.capes.gov.br/authid/detail.uri?authorId=7201920155&origin=resultsAnalyzer&zone=authorName
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ECMWE, sozinhas, apresentou erros em todas as estagdes distribuidas amplamente em torno de

uma mediana de 1,42 m/s.

3.3.1.2. Previsdo da Geragdo Eolioelétrica Baseada em Aprendizado de Maquina

Modelos de previsao de energia edlica para longo prazo (seis meses a frente) foram
desenvolvidos em Ahmadi et al. (2020) usando algoritmos de aprendizado baseados em arvores
(RF, arvore de decisdao e outros). Os autores testaram diversas combinac¢des de entradas
variando altura de medi¢do e intervalo de medi¢cdes e os resultados foram satisfatorios.
Melhorias em modelos tradicionais de RNA sdo encontrados em Medina e Ajenjo (2020) para
a previsao da geragcdo em curto prazo. Os autores variaram as entradas das redes e incorporaram
na camada de entrada dados de uma segunda estagdo meteoroldgica além da estacdo de
referéncia do parque eolico.

Um modelo de corre¢do de erro de velocidade do vento NWP baseados em Gated
Recurrent Unit Neural Networks (GRUNNSs) para previsdo da geracdo € proposto em Ding et
al. (2019). Na aplicagdo, sdo consideradas as caracteristicas estatisticas da série temporal para

a correcao de erros.

3.3.1.3. Modelos Fenomenologicos (Previsao Numérica do Tempo) para a Previsdo do Recurso
Edlico

Os modelos fenomenoldgicos incorporam a orografia, permitindo a compreensao do
comportamento fisico. Por meio da resolug@o de sistemas numéricos complexos, esses modelos
geram previsoes regionais e globais usando condi¢des iniciais. Os dados historicos sdo de
menor importancia em tais modelos. E necessaria a obtengdo de informagdes sobre a rugosidade
da superficie e as caracteristicas dos parques eo6licos para a obten¢do de previsdes precisas do
recurso edlico (Yousuf; Al-Bahadly; Avci, 2019). Estudos mostraram que os modelos
fenomenoldgicos tiveram melhor desempenho em previsdes edlicas em horizontes de médio e
longo prazo (Hu et al., 2020).

Visando melhoria nas previsdes da velocidade do vento nos locais das turbinas e na
altura do hub, Sun et al. (2022) desenvolvem o sistema Weather Research and Forecasting Data
Assimilation (WRFDA) com os algoritmos 3DVAR e 4DVAR. Os autores observaram que o
uso de Data Assimilation (DA) desenvolvido melhora a analise e a previsao da velocidade do

vento usando dados de uma turbina edlica.
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Paula ef al. (2020) aplicam diferentes estratégias de AM (RF, RNA e GB) para realizar
regressdo em dados de velocidade do vento no horizonte de longo prazo. Dados de parques
eolicos do Nordeste do Brasil foram utilizados, além de dados do Instituto Nacional de
Meteorologia (INMET). Os autores concluiram que o uso da diversificagdo nos modelos
preditivos em casos relacionados a regressdo nao linear pode ser benéfico, especialmente em
horizontes de longo prazo.

Uma andlise da capacidade do modelo WRF em simular o recurso eo6lico préximo a uma
superficie complexa na Peninsula de Baja — California e de rampas de vento ¢ desenvolvida em
Pereyra-Castro, Caectano ¢ Altamirano del Razo (2021). A partir dos resultados obtidos,
observou-se que em esquemas da camada limite planetaria testados tendem a subestimar os

dados observados, especialmente quando sistemas de mesoescala afetam a regido.

3.3.1.4. Previsao do Recurso Eolico Baseada em Modelos Estatisticos

Os métodos estatisticos necessitam de dados de séries temporais para descobrir as
relacdes geralmente por técnicas recursivas. Fornecem previsdes precisas em horizontes de
curto prazo; o uso de NWP ¢ opcional para esses modelos; baseiam-se em padrdes e nao
utilizam nenhum modelo matematico pré-definido (Yousuf; Al-Bahadly; Avci, 2019). Ao
contrario dos modelos fenomenologicos, estes sdo modelos de séries temporais que
normalmente sdo empregados para caracterizar as flutuacdes lineares de previsdes edlicas em
diferentes locais e, de maneira geral, apresentam boa precisdo em horizontes de curto prazo
(Wang et al., 2021).

Um método calibrated regime-switching (CRS) para previsao do recurso edlico em curto
prazo ¢ encontrado em Ezzat, Jun e Ding (2019). Essa abordagem constr6i um modelo reativo
de mudanca de regime que tem um vi€s inerente devido a extrapolar os atributos das amostras
na forma de previsdes. Viés esse, que € corrigido por meio da introdu¢do de uma calibragao
usando fungdes paramétricas de dois elementos (dando indicagdo de mudangas).

Um método chamado Typical Event Clustering ldentification (TECI) é proposto em Li
et al. (2020a) para pesquisar a probabilidade maxima de ocorréncia de dados histéricos com o
indicador de similaridade. O algoritmo de agrupamento K-means ¢ usado para pré-processar a
velocidade historica do vento e, posteriormente, a similaridade do conjunto de eventos de
energia edlica € obtida por meio da estimativa de probabilidade empirica de sucessivos eventos

historicos de rampa.
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Uma andlise espago-temporal foi desenvolvida em Ezzat, Jun e Ding (2018). Os autores
observaram que os campos eolicos locais sdo fortemente assimétricos. A partir dai, foi proposta
uma metodologia de previsao do recurso eolico aproveitando a correlagdo espacial entre as
turbinas da vizinhanga, em vez de obter uma unica previsao de série temporal para uma turbina
ou uma Unica série temporal agregada para toda a fazenda.

Casciaro et al. (2022) propdoem um EMOS para calibragao de previsdes do recurso e da
geragdo edlica considerando a relagdo ndo linear entre preditores e outros observaveis
climaticos que sao usados como variaveis condicionantes. Os dados utilizados sao obtidos no

ECMWE.

3.3.1.5. Previsdao da Geracdo Eolioelétrica Baseada em Modelos Estatisticos

Um modelo de despacho 6timo para o dia seguinte em um sistema de armazenamento
de geracdo edlica ¢ encontrado em Nguyen e Le (2021). Os autores consideram as incertezas
da geragdo em trés principais etapas: a) pré-processamento; b) modelagem de série temporal; e
¢) método de selecdo de avango rapido. Um modelo AC Optimal Power Flow (AC OPF) com
Battery Energy Storage (BES) e integracdo de vento por meio de técnicas de modelagem de
incerteza de vento (modelo ARMA) sdo implementados.

Uma metodologia de previsdo probabilistica bivariada da geracdo edlica e pregos ¢é
proposta em Lee, Shin e Baldick (2018), sendo dividida em trés etapas: a) Metodologias
individuais sdo implementadas e os erros de previsdo sao coletados (Outliers sao detectados por
meio da RR); b) Geragado da previsao final por meio de uma combinacao de varias metodologias
de previsao; c¢) Os erros de previsdo sdao usados para estimar a distribuicao de forma fechada
usando uma abordagem paramétrica baseada no algoritmo de amostragem.

Um modelo baseado na Higher-order Multivariate Markov Chain (HMMC) para a
previsdo da geracdo de plantas eodlica e solar pode ser encontrada em Sanjari, Gooi e Nair
(2020). Diferentes cenarios sdo simulados e sdo considerados: a varidvel meteorologica do
indice de calor e o procedimento de atualizagdo dindmica dos parametros.

Um método nao paramétrico modificado para construir IP confidveis € proposto em Wu
et al. (2018a). O método LUBE foi adaptado para construir IP para a geracdo, com base nos
dados historicos de velocidade do vento, dados deterministicos e de conjuntos NWP de diversos
parques eodlicos em Taiwan. Os resultados da simulacdo apresentaram IP com qualidade

superior aos construidos usando o modelo de persisténcia.
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Uma modelagem de desvios provaveis das previsdes de geracao pode ser encontrada em
Becker (2018). Uma abordagem que utiliza construgdes pair-copula ou vine copulae para gerar
cenarios de alimentagdo de energia edlica acoplados no tempo ¢ realizada em uma agregagao
de parques eolicos. Essas construcdes levam em consideragdo a propagacao dos erros de
previsdo da geragdo no tempo e podem modelar estruturas de dependéncia complexas entre
multiplas variaveis.

Considerando que o mercado de eletricidade solicita dos parques eodlicos dados de
previsoes pontuais, Mararakanye, Dalton e Bekker (2022) propdem varidveis explicativas que
sdo utilizadas para treinar o estimador de densidade de kernel para derivar pontos agregados e

previsdes probabilisticas da geragdo a partir de pontos descentralizados.

3.3.1.6. Modelos Hibridos para a Previsdo do Recurso Edlico

De acordo com Yousuf, Al-Bahadly e Avci (2019), os métodos hibridos podem ser
definidos como a combinagdo de diferentes métodos de previsao para melhorar o desempenho
da previsdo final. Um modelo individual tem desempenho limitado em vérias situacdes, a
modelagem hibrida reduz essas limitagdes buscando aproveitar o melhor de cada método
combinado.

Meétodos estatisticos com o objetivo de combinar conjuntos de previsdes baseadas em
NWP sdo encontrados em Zamo, Bel e Mestre (2021). Os autores observaram que as equacdes
de pos-processamento podem se tornar inadequadas a medida que mudangas relevantes ocorrem
nos modelos de NWP e que janelas deslizantes de diferentes tamanhos podem reduzir essa
limitagao.

Zhang et al. (2023a) apresentaram um modelo hibrido para previsdo de velocidade do
vento em curto prazo que incorpora métodos de processamento de ruido (VMD), técnicas
estatisticas/estruturas de aprendizado profundo (RNN, LSTM, SVR E XGboost) e algoritmos
de otimizagdo (GWO). Um algoritmo GWO para otimizar a rede LSTM para previsao do
recurso eolico ¢ encontrado em Altan et al. (2021), e os resultados mostram que a otimizacao
do LSTM usando o algoritmo GWO obteve bons resultados. Um modelo hibrido que otimiza
parametros por meio do GWO e utiliza uma ELM regularizada para previsao do recurso eolico
pode ser encontrado em Liu, Wu e Li (2019).

Levando em conta o sinal ndo-linear e ndo-estacionario da velocidade do vento original,
Xiang, Deng e Hu (2019) propuseram um modelo hibrido para previsdo do recurso edlico

usando WT empirica, SVM e o Bird Swarm Algorithm (BSA). Um modelo hibrido que utiliza
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WT, LSTM e GARCH para previsao do recurso edlico em curto prazo pode ser encontrado em
Jiang et al. (2018).

Um modelo hibrido que combina Markov chains (MCh), ARIMA e maximal overlap
discrete wavelet transform (MODWT) ¢ encontrado em Yousuf, Al-Bahadly e Avci (2021),
chamado MODWT-ARIMA-Markov. A aplica¢ao hibrida ¢ usada para prever velocidades de
vento em horizonte de curto prazo por meio da integracdo MChs com uma janela mével de
ajuste dinamica. O mesmo MODWT ¢ utilizado no modelo hibrido proposto em Li ef al. (2022)
combinado a modelos RF, Improved Grey Wolf Optimization Algorithm (IGWO) e LSTM.

Combinagdes utilizando arquiteturas Transformer (LogSparse Transformer, Informer ¢
Autoformer) sdo utilizadas em Bentsen et al. (2023) para a previsdo do recurso edlico. Graph
Neural Network (GNN) ¢ usada para extrair dependéncias espaciais e com diferentes func¢des
de atualizacdo para aprender correlacdes temporais (implementadas usando diferentes
arquiteturas de RNA, incluindo LSTM e MLP). Santos ef al. (2023) propdem uma modelagem
hibrida para a previsdo do recurso edlico utilizando Graph Attention Network (GAT) e
GraphSAGE. O modelo ensemble utiliza dados holandeses e aplica a metodologia a diferentes
horizontes de previsao e investiga fendmenos espago-temporais que sustentam o recurso eolico.

Ahmadi e Khashei (2022) combinam diferentes modelos de previsdo do recurso eo6lico
(hibridos e individuais), utilizando pré-processamento de dados por meio do KF e uma estrutura
baseada em l6gica fuzzy para modelar padrdes lineares e nao lineares.

Um modelo hibrido baseado em trés modulos € proposto em Yang, Hao e Hao (2023).
a) pré-processamento de dados (usando ICEEMDAN e VMD); b) modelagem de frequéncia
mista (por meio de modelos ELM simples e regularizado); e c) previsao de ensemble foram
projetados para construir o sistema de previsdo desenvolvido usando multi-objective Salp
Swarm Algorithm (MSSA). Wang, Li e Bai (2018) combinam em uma modelagem hibrida
baseada em pos-processamento para previsdo do recurso eodlico os modelos ICEEMDAN
(usado para a previsao propriamente dita) e ARIMA (usado para determinar as melhores
variaveis de entrada).

Dois modelos probabilisticos para previsdo da geragdo sdo propostos em Gilbert,
Browell e McMillan (2019): a) Previsdes deterministicas de geracdo no nivel da turbina sdao
utilizadas como varidveis explicativas em um modelo de previsdo probabilistico para uma
fazenda eodlica; e b) uma Bottom-up Hierarchical Approach (BHA) prevendo por meio da

distribui¢do preditiva conjunta da poténcia de saida das turbinas individuais.
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Um modelo hibrido baseado em pré-processamento de dados e problema de otimizagao
multiobjetivo, uma variacao do AG (de ordenacdo nao dominada com trés fung¢des objetivos) e
quatro modelos (dois hibridos ndo lineares e dois lineares) ¢ proposto em Zhang, Dong ¢ Wang
(2019), obtendo boa precisdao na previsao da velocidade do vento.

Um novo modelo hibrido ¢ proposto em Duan et al. (2022), o qual ¢ composto dos
seguintes modelos ICEEMDAN (para pré-processamento), EMD, CNN, RNN e uma rede de
regressao linear considerando o erro historico. O pré-processamento ICEEMDAN produz
resultados de previsao melhores do que aqueles sem decomposi¢ado ICEEMDAN. Dois novos
modelos de calibragdo estatistica para previsdes meteorologicas obtidas a partir de modelos
NWP sdo propostos em Gomes et al. (2021). Os modelos generalizam as técnicas de pos-
processamento Geostatistical Output Perturbation (GOP) e EMOS combinando-as com
modelos dindmicos bayesianos.

Um sticky Hierarchical Dirichlet Process - HMM (sHDP-HMM) para investigar a
capacidade do sistema WRF em prever a velocidade e dire¢ao do vento local ¢ encontrado em
Mastrantonio et. al. (2018). O comportamento do conjunto de dados ¢ descrito pelo Joint
Projected and Skew Normal (JPSN), o HMM fornece a representacdo da evolucao do tempo
com a mudanca de estados homogéneos.

Um modelo de RNA ¢ usado em Couto e Estanqueiro (2022) visando melhorar a
precisdo das previsdes da geragdo explorando todas as capacidades de previsoes NWP
(caracteristicas meteorologicas € o uso de dados de grade espacial). Combinar o uso de
informagdes espaciais do NWP com dados meteorologicos de entrada revelou ser a abordagem
que produz os resultados mais precisos. Um modelo hibrido de NWP e Gaussian Process
Regression (GPR) para a previsdo do recurso edlico proximo a superficie até 72 h a frente €
encontrado em Hoolohan, Tomlin e Cockerill (2018).

A PT ¢ utilizada em Carneiro ef al. (2022) para integrar as previsdes do recurso eodlico
desenvolvidas por trés diferentes modelos de AM: MLP, RBF e SOM. Testada em dois locais
diferentes, a metodologia conseguiu melhorar a precisdo dos resultados obtidos pelos modelos
individuais. Um modelo hibrido que combina RNA e ARIMA para previsdao do recurso edlico
em curto prazo usando estatisticas multivariadas ¢ encontrado em Camelo et al. (2018).

Um sistema hibrido robusto baseado em trés mddulos ¢ desenvolvido em Wang et al.
(2022). EEMD ¢ usado para pré-processamento dos dados do recurso edlico; GWO ¢ utilizado
para otimizar os parametros de diferentes RNA; moddulos de avaliagdo de modelo, que

combinam o desempenho de cada algoritmo, sdo desenvolvidos em vérias etapas. A conversao
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do recurso edlico em geracao elétrica também ¢ considerada. Em Chen et al. (2021) € possivel
encontrar outra aplicagdo do EEMD juntamente com AG e LSTM para previsdo em curto prazo
do recurso eolico.

Um modelo hibrido Bidirectional Long Short-Term Memory (BiLSTM) para previsao
do recurso edlico quase em tempo real ¢ proposto em Joseph et al. (2023). O modelo proposto
foi comparado com modelos comparativos, incluindo LSTM autéonomo e hibrido, RNN, MLP
e RF e o BiILSTM apresentou melhor desempenho. Li, Wu e Liu (2018) propdem um modelo
hibrido que combina os seguintes modelos: WT (para decomposicao de séries de velocidade do
vento), RELM (preditores secundarios para os dados de erro) e LSTM (preditor principal para
os dados decompostos).

Um sistema de previsao do recurso edlico em multiplas etapas ¢ proposto em Zhang et
al. (2020). E realizado um pré-processamento por meio de WD, sdo combinadas as
caracteristicas dos algoritmos NAR e NARX ¢ usado a SVM como um método de pds-
processamento. Um modelo hibrido que utiliza Broyden-Fletcher-Goldfarb-Shanno (BFGS)
para geracdo de subséries de dados edlicos anteriormente decompostos por meio de WD e VMD
¢ encontrado em Liu et al. (2018).

Um sistema hibrido de previsao do recurso eolico de dois estagios é proposto em Zhang
et al. (2019a) com base na abordagem de pré-processamento de dados (usando VMD),
algoritmo de otimizagdo multiobjetivo aprimorado chamado Improved Multi-Objective
Dragonfly Algorithm (IMODA), corregao de erros e estratégia de conjunto ndo linear (modelo
ELM). Um modelo hibrido para previsdao do recurso eolico ¢ proposto em Hu e Chen (2018).
Na modelagem ¢ utilizado o ELM modificado e uma LSTM que tem suas camadas
determinadas por um algoritmo de evolugao diferencial.

Jiang et al. (2023) propdem um modelo com multiplas etapas usando Convolutional
gated recurrent unit (CGRU). Baseado na secondary decomposition (SD) e na otimizagdo
extreme gradient boosting (XGBoost), a série ¢ decomposta em multiplas subséries, e as
caracteristicas da divisao de frequéncia das flutuacdes do recurso sdo extraidas. O modelo
adaptou-se a dependéncia de longo prazo e extraiu informagdes efetivas.

Em Mehdizadeh, Kozekalani Sales e Safari (2020), modelos AR, ARMA, Moving
Average (MA), RF e Multivariate Adaptive Regression Splines (MARS) (de AM) foram
combinados em 6 modelos hibridos. Os modelos hibridos superaram o RF e MARS individuais
para estimativas do recurso edlico de curto e longo prazo. Os modelos RF-AR e MARS-AR

forneceram os melhores desempenhos.
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Wang et al. (2023) propdem uma modelagem hibrida para previsdo do recurso eolico
que utiliza Wavelet Soft Threshold Denoising (WSTD) para eliminacdo de ruido, coeficiente
maximo de informagdo, que mede as relagdes lineares e ndo lineares entre os dados histéricos
analisados, CNN com modificacdes para a realizacdo das previsdes. Uma modelagem com
CNN e SVM para a previsdo do recurso eolico € proposto em Mi, Liu e Li (2019), sendo
utilizada analise do espectro singular e EMD para extrair caracteristicas dos dados de vento. Yu
et al. (2018) utilizam WT para decompor séries historicas do recurso eodlico e propdem uma
modelagem hibrida que combina os seguintes modelos: RNN, SVM, GRU e LSTM.

Um novo modelo hibrido que utiliza uma variagdo da WT combinada ao ARIMA foi
proposto em Singh e Mohapatra (2019) utilizando apenas os dados anteriores para a previsao
da velocidade do vento em curto prazo. O modelo foi comparado ao ARIMA e ao WT-ARIMA,
obtendo melhor desempenho.

Quatro modelos hibridos distintos para a previsdo do recurso edlico sdo propostos e,
posteriormente, integrados em Chem et al. (2019). Echo State Network (ESN) foi utilizado para
realizar a combinac¢ao dos diferentes resultados obtidos individualmente.

Um método hibrido para a previsdo do recurso edlico pode ser encontrado em Zhang et
al. (2019). O modelo ¢ baseado em Online Sequential Outlier Robust Extreme Learning
(OSORELM), no pré-processamento de dados por meio do hybrid mode decomposition
(HMD) e utiliza crisscross optimization (CSO) para otimizagdao de parametros.

Uma nova abordagem hibrida de extracdo de recursos ¢ desenvolvida em Wu, Wu e Zhu
(2019). Density-Based Spatial Clustering of Applications with Noise (DBSCAN) ¢ usado para
selecionar as amostras representativas para treinamento. A extracao profunda de recursos pode
preservar a maioria das informagdes e eliminar informagdes redundantes nos dados. Os recursos
extraidos dos dados histdricos brutos sdo alimentados em redes LSTM para previsao do recurso

edlico.
3.3.1.7. Modelos Hibridos para a Previsdo da Geragao Eolioelétrica

Em Cui ef al. (2019) ¢ desenvolvida uma probabilistic Wind Power Ramp Forecasting
(p-WPRF), dividida em quatro principais etapas e combinando modelos: a) Um método de
aprendizado de maquina que gera varios conjuntos de previsdes deterministicas; b) Um
generalized Gaussian mixture model (GGMM) para ajustar uma fungdo de distribuicdo de

probabilidade real de erros de previsdo de geragdo; ¢) Um método de transformagao inversa de
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GGMM para gerar um conjunto de cendrios de erros de previsao de geracdo; e d) uso de um
algoritmo de porta oscilante para extrair as WRPs nas previsoes de geragao.

Um modelo hibrido que combina CNN e VMD ¢ proposto em Yildiz et al. (2021),
visando a previsao precisa da geragcdo. A metodologia ¢ dividida em duas etapas: a) extragao de
recursos por VMD e a conversao desses recursos em imagens; b) previsao da geracao pela CNN.
Dados meteorolédgicos e de geragao foram empregados como conjunto de dados.

Um modelo hibrido que combina LSTM, improved dynamic swinging door algorithm
(ImDSDA) e agrupamento fuzzy C-means (FCM) ¢ encontrado em Cui et al. (2023). O modelo
proposto prevé a geragdo em curto prazo ¢ considera eventos de rampa (detectados e
classificados por meio do ImDSDA e FCM para serem utilizados posteriormente na previsao
usando LSTM).

Pierro et al. (2022) avaliam os beneficios alcangados por meio das previsdes solares ¢
edlicas na reducdo de desequilibrios e pelo fortalecimento da rede nacional de transmissao
conectando as areas do mercado italiano. Os autores utilizaram modelos hibridos fisicos e de
AM e concluiram que discrepancias significativas foram encontradas na regido estudada
quando apenas modelos fisicos foram usados em comparagao com observagdes.

Visando obter uma previsdo de geracdo mais precisa, Li et al. (2021) propdem uma
metodologia hibrida que usa WRF (para gerar previsoes do recurso edlico), HMM (para
explorar a autocorrelagdo temporal do erro das previsdes obtidas pelo WRF e a correlagcao ndo
linear entre o resultado do WRF e o erro), FCM (para dividir apropriadamente o espaco de
estado de erro).

Um modelo hibrido que combina VMD, CNN e GRU para previsao de curto prazo da
geragdo € proposto em Zhao et al. (2023). O modelo utiliza dados meteorologicos e de geragao
elétrica em um parque edlico na China. O VMD ¢ usado para reduzir a volatilidade das
sequéncias do recurso edlico, a CNN extrai caracteristicas espaciais completas dos dados de
geragdo e a GRU extrai caracteristicas temporais dos dados historicos utilizados na entrada. Um
método GRU bidirecional baseado em estrutura bayesiana foi proposto em Liu et al. (2023)
para previsdo da geragdo de curto prazo. Uma arquitetura de codificador-decodificador foi
combinada com a modelagem GRU bidirecional de série temporal para melhorar a precisdo da
previsao.

Uma abordagem ndo paramétrica de previsao probabilistica da geracdo € proposta em

Wang et al. (2022a). A distribuicdo de probabilidade da geracdo ¢ especificada pela funcao
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quantil spline. Além disso, uma RNN autorregressiva ¢ treinada para aprender todos os
parametros da spline quadratica e uma fun¢ao de perda baseada em CRPS ¢ proposta.

Um modelo hibrido para a previsao da geragdo ¢ proposto em Li et al. (2021a). O
modelo combina SVR e CS e melhorou a precisdao da previsao. O SVR realiza a tarefa de
previsdo ¢ o modelo CS ¢ utilizado para otimizar os hiperparametros com base em uma
comparag¢do abrangente de multiplos algoritmos de otimizacao de inteligéncia de enxame.

Um modelo hibrido ¢ encontrado em Sun e Zhao (2020), combinando o Variational
Optical Flow (VOF) (para eliminar as caracteristicas ndo estacionarias da série de geracao
bruta), a operagdo de convolugdo na rede LSTM (mecanismo preditor) e analise de erros. Shahid,
Zameer ¢ Muneeb (2021) propdem um novo modelo hibrido com AG e LSTM, chamado
Genétic LSTM (GLSTM) para prever a geracdo em parques edlicos na Europa. Aproveitando
o melhor do AG, sdo otimizados as janelas e o nimero de neurdnios das camadas LSTM.

Um modelo hibrido para previsdo da geracdo em horizonte de curto prazo usando
CEEMD com ruido adaptativo, SVR e CNN ¢ proposto em Zhu, Su e Li (2022). O CEEMD
visa melhorar a extracdo da informagdo original. O modelo proposto obteve o melhor
desempenho quando comparado a outros modelos (foram utilizados dados reais da geragao de
um parque edlico). No modelo hibrido proposto em Du et al. (2019), um CEEMD melhorado,
WNN e Multi-objective Moth-Flame Optimization (MOMFO) sdo usados para a previsdao em
multiplas etapas da geragao.

Li et al. (2020a) propdem um modelo hibrido para prever a geracdo. O modelo combina
WD, SVM e um algoritmo de busca atomica melhorado. Os dados sdo decompostos em varios
componentes durante a previsdo e diversas informacdes foram obtidas visando a reducao do
erro de previsdo que as rampas de vento podem causar. Uma abordagem hibrida multiobjetivo
e baseada em otimizagdo de parametros para a previsdao do recurso edlico ¢ encontrada em Li e
Jin (2018). Os modelos aplicados sdo: multi-objective ant lion algorithm (MOALO) e LS-SVM.

Um método de previsdao da geracdo de curto prazo e uma analise de incerteza baseado
no FCM- Whale Optimization Algorithm (WOA)-ELM-GGMM foram propostos em Gu et al.
(2023). FCM agrupa previsdoes NWP e dados do parque edlico; WOA e ELM para otimizagdo
de pardmetros; e 0 GGMM foi usado para calcular com precisao a distribui¢do de densidade de
probabilidade de erro de previsao. Kim e Hur (2018) desenvolvem uma modelagem hibrida
para previsao da geracdo em curto prazo e que faz previsdes de conjunto combinando os

modelos ARIMA, spatiotemporal kriging e regressao polinomial, considerando modelos NWP.



95

Um modelo e procedimento para previsdes deterministicas e probabilisticas da geragao
¢ proposto em Wu et al. (2022). A pesquisa se concentra em tecnologias de pré-processamento
de dados e esquemas de aprendizado usando modelos baseados em inteligéncia artificial.
Caracteristicas importantes da velocidade do vento foram extraidas por PCA ¢ EMD e a
previsdo da geracao foi realizada por RNA e XGBoost.

Uma previsao em multiplas escalas espaciais € proposta em Yan ef al. (2018). Uma rede
de mapeamento multi-to-multi (m2m) baseada em Stacked Denoising Auto-Encoder (SDAE) ¢
desenvolvida. Varias previsdes NWP em uma regido sao corrigidas com base no SDAE para
gerar entradas que, posteriormente, sdo combinadas a varios SDAE com diversos parametros
de modelo e recursos de entrada.

Uma estrutura hibrida que utiliza método de imputacdo multipla, amostragem de Gibbs
e especificagdes totalmente condicionais para especificar distribui¢cdes variavel por variavel
para previsdo da geragdo considerando dados com falhas ¢ encontrada em Wen et al. (2023).

Na Tabela 3.3 sdo apresentados os artigos mais citados de acordo com a presente revisao
de literatura, considerando cada uma das abordagens de previsdo (fenomenoldgica, estatistica,

AM e modelos hibridos). O niimero de citagdes foi obtido por meio do google académico.

Tabela 3.3 - Resumo das metodologias de previsao edlica mais citadas

Referéncias Método de Horizonte Meta de Escala Citagoes
Previsao de Previsao Espacial de  (google
Previsao Previsao scholar)
(Singh; Mohapatra, WT E ARIMA minutos velocidade ~ campo unico 351
2019) do vento
(Hu; Chen, 2018) ELM e LSTM horéario e velocidade campo Unico 229
minutos do vento
(Du et al., 2019) CEEMD, WNN minutos geracao regional 202
e MOMFO edlica
(Shahid; Zameer; AGe LSTM horario geracao regional 169
Muneeb, 2021) edlica

Fonte: Proprio autor.
3.3.2 Classificacdo dos artigos analisados

As metodologias de previsdo eolica sdo classificadas de acordo com: a) abordagem
(modelos fisicos, estatisticos, hibridos e de AM); b) horizonte de previsao (curto, médio e longo

prazo); c) previsao direta ou indireta (direta: a previsao da geragdo de uma turbina ou de parque
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edlico; indireta: a geragdo ¢ estimada apos a previsdo do recurso edlico); e d) escala de previsao
espacial (previsao de campo Unico ou regional). Na Figura 3.17 ¢ apresentado um esquema

referente a classificagdo das técnicas de previsdo edlica.

Figura 3.17 - Classificagdo dos métodos de previsdo da geracao e do recurso eodlico

™

Fonte: Adaptado de Wang et al. (2021).

Na Figura 3.18 ¢ apresentada a porcentagem de artigos que aplicam as diferentes
abordagens; a modelagem hibrida, especialmente em modelagens que realizam pré ou pos-
processamento de dados e otimizagdo de estruturas e pardmetros, representaram 67% do total

de artigos que compdem a revisao.

Figura 3.18 - Classificacdo de acordo com a abordagem de previsao

13%

'5%

15%

67%

= Aprendizado de Maquina = Modelos Fisicos = Hibridos = Estatisticos
Fonte: Proprio autor.
Na Figura 3.19 ¢ mostrada a classificacdo das aplicagcdes de acordo com o horizonte de

previsdo: curto, médio e longo prazo. Dos artigos analisados, 78% preveem em horizonte de

curto prazo.
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Figura 3.19 — Classificacdo de acordo com o horizonte de previsao

9%
13% |
= Curto prazo Medio prazo = Longo prazo

Fonte: Préprio autor.

A previsdo eoblica de curto prazo ¢ importante para planejamento de despacho de carga.
Em horizonte de médio prazo € relevante na comercializacdo e na gestao dos sistemas de energia.
As previsoes em horizontes de longo prazo sdo utilizadas no planejamento do sistema como um
todo e para a orientacdo da programagdo de manutengdes visando a otimizagdo do custo
operacional (Zhao; Wei; Su, 2016).

Na Figura 3.20 sdo apresentados os objetivos de previsdo nas diferentes aplicagdes

analisadas.

Figura 3.20 — Classificacdo de acordo com a meta de previsdo,

4%

59%

= Geragdo edlica Recurso edlico = Qutros parametros

Fonte: Proprio autor.
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As aplicagoes diretas compreendem 37% das aplicagdes analisadas (onde a previsao ¢
realizada visando obter dados da geracdo). Um total de 59% usa previsdo indireta, tendo o
recurso edlico como meta de previsdo. Em um total de 4% das aplicagdes, além de prever a
geragao ou o recurso edlico, predizem outros parametros como a direcdo do vento e indice e
calor. Desse total também estao incluidos artigos que realizaram a previsao de eventos de rampa
edlica (as flutuacdes subitas do recurso ou da geracdo propriamente dita).

Na Figura 3.21 sao resumidos os dados referentes a classificacao da escala espacial de
previsdo. As previsdes de campo unico representam 45% do total e contemplam as previsdes
utilizando dados do recurso eolico coletados em um s6 local ou da geragdo que seja de um
parque ou turbina edlica especifica. As previsoes regionais incluem as previsdes para dados do
recurso edlico coletados em diferentes localidades e aquelas que utilizam dados de geragao de

mais de um parque eoélico.

Figura 3.21 — Classificagdo com base na escala espacial de previsdo

45%

55%

Previsdo em campo tnico Previsao regional

Fonte: Proprio autor.

3.3.3 Métricas de Avaliagdo de Desempenho

Na Figura 3.22 sdo mostradas as métricas de erro mais utilizadas para avaliar a acuracia

dos métodos que compdem a presente revisao (incluindo probabilisticas e deterministicas).
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Figura 3.22 — Métricas de erro para avaliar a precisdo dos métodos: a) deterministicas e b) probabilisticas

1,5% 1%

33%

43%

30%

=RMSE =~MAE =MAPE =R sMBE =BIAS | =PICP PINAW = FSS
a) b)

Fonte: Proprio autor.

As medidas de desempenho mais aplicadas nos artigos sio RMSE, MAE, MAPE e R
com 30%, 28%, 20% e 11%, respectivamente. E importante destacar que as medidas de
desempenho devem ser aplicadas em conjunto para realizar uma avaliacdo global das
metodologias. Alguns pardmetros probabilisticos como PINAW e PICP também foram

encontrados na avaliagdo de metodologias de previsdo, mas em menor quantidade.

3.3.4 Discussdo: Andlise Global

Por meio desta ¢gSLR, foram identificados 89 artigos relevantes para responder as
perguntas de pesquisa relacionadas a previsdo edlica. Com base nos dados extraidos desses

artigos, foram reunidas algumas evidéncias sobre o assunto.

1. A maioria dos modelos baseados em ensemble ndo consideram informacdes espago-
temporais, mas esta informacdo pode ser considerada na concep¢do dos modelos de
aprendizagem para aumentar a precisdo da previsao. Os métodos podem ser explorados
individualmente para cada um dos componentes dos dados da série temporal e, em seguida, os

valores previstos dos componentes combinados para obter a previsdo (Prema et al., 2021);

2. A revisao teorica desenvolvida em Yousuf, Al-Bahadly e Avci (2019) observou que os erros
mais significativos foram observados para os modelos da abordagem fisica, enquanto os

modelos hibridos apresentaram melhores desempenhos em todos os horizontes temporais;
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3. Como as séries temporais do recurso edlico e da geragdo podem ser tratadas como sinais,
muitos pesquisadores tém utilizado métodos de processamento de sinal para decompor esses
sinais em diferentes subséries. Dai, os resultados previstos de todas as subséries sao agregados
para produzir previsdes com base nos dados originais. Atualmente, trés tipos de métodos de
processamento de sinal tém sido amplamente utilizados para pré-processar séries historicas de
dados edlicos: abordagens baseadas em WD (Zhang et al, 2020; Yousuf, Al-Bahadly, Avci,
2021; Jiang et al., 2018); métodos baseados em decomposicdo de modo, tais como,
ICEEMDAN, EEMD, EMD e VMD (Duan et al., 2022; Wang et al., 2022; Zhang; Dong; Wang,
2019; Mi; Liu; Li, 2019) e modelos baseados em analise de espectro singular (SSA) (Wang et
al., 2021);

4. O uso de pré-processamento de dados permite que os modelos sejam mais propensos a
aprender as caracteristicas ndo lineares do recurso edlico. “A eficacia da combinagdo de

processamento de dados foi verificada tanto no aspecto da precisdo quanto da eficiéncia” (Liu,

Chen, 2019);

5. Da mesma forma que foi observado na revisdo sobre previsao solar, na revisao eodlica os
modelos de pré e pos processamento de dados € o uso de ferramentas de otimizagdo nas

modelagens hibridas tém melhorado a precisao nas modelagens hibridas;

6. Do total de artigos analisados, quase 70% foram baseados em combinag¢des hibridas de
diferentes modelos e, a partir dos resultados, foi possivel observar que esses modelos vém

obtendo melhores desempenhos que modelos aplicados individualmente;

7. Os modelos fenomenologicos incorporam a orografia, permitindo a compreensdo do
comportamento fisico. Necessitam da obtencao de informagdes sobre a rugosidade da superficie
e as caracteristicas dos parques eodlicos para a obtengao de previsdes precisas do recurso eodlico

(Yousuf; Al-Bahadly; Avci, 2019);

8. Os modelos fenomenologicos funcionam melhor, em termos de precisdo, nas previsdes

eolicas em horizontes de médio e longo prazo (Hu et al., 2020);

9. A previsdo edlica ligada a agregacdo de parques eolicos tem sido bastante aplicada por
usudrios e operadores de sistemas elétricos para embasar estudos de estabilidade e precos de

energia em sistemas com participacao elevada da geracao associada (Becker, 2018).
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3.3.5 Discussdo: Andlise por Técnica

Considerando as técnicas aplicadas individualmente ou em modelos hibridos, alguns
pontos devem ser considerados:

A SVR tem sido bastante utilizada de forma individual (WANG et al, 2020) e
combinada a outras metodologias. Foi relevante para a melhoria de previsdes em modelos NWP
(Yakoub; Mathew; Leal, 2020); foi aplicado para reducdo de escala visando o uso agricola (Shin;
Min; Kim, 2022); também foi utilizada em diferentes estruturas hibridas: uma onde a SVR ¢
combinada com uma VMD usada para processamento de ruido e GWO (Zhang et al., 2023a);
combinada a CS usada para otimizacao de parametros (Li et al., 2021a); e combinadaa CEEMD
e CNN (Zhu; Su; Li, 2022).

Redes do tipo LSTM tém sido frequentemente encontradas em diferentes metodologias
para a previsdo seja do recurso edlico como também para a previsdo da geracdo. Além disso,
tem sido encontrada em modelagens hibridas (Hu; Chen, 2018) e aplicada individualmente
(Pujari ef al., 2023). Combinada a CNN e aplicada individualmente, a LSTM foi testada em
Yaghoubirad et al. (2023). Algoritmos como o0 GWO e AG foram aplicados para otimizagdo
dos parametros da rede LSTM, obtendo bom desempenho em diferentes aplicacdes (Li et al.,
2022; Altan et al., 2021; Shahid; Zameer; Muneeb, 2021). Além da otimizagao de parametros,
a LSTM, em modelagens hibridas, também foi combinada a modelos como VMD, EEMD e
WT que pré e pos processamento de dados (Zhang et al., 2023a; Chen et al., 2021; Jiang et al.,
2018; Yu et al., 2018; Sun; Zhao, 2020).

As redes CNN foram implementadas individualmente e combinadas a LSTM em
Yaghoubirad et al. (2023); individualmente em Wang et al. (2020) e tendo um desempenho
superior a rede SVR; em diversas modelagens hibridas onde as redes CNN sao utilizadas, o pré-
processamento foi implementado por meio de diferentes modelos: EMD, VMD, ICEEMDAN
e WT (Zhao et al., 2023; Duan et al., 2022; Mi; Yildiz et al., 2021; Liu; Li, 2019).

A ELM foi testada para reducdo de escala (Shin; Min; Kim, 2022); foi aplicada em
modelagens hibridas que otimizam parametros por GWO (Liu; Wu; Li, 2019); e, com bom
desempenho, combinada a modelos que pré-processam dados por meio de ICEEMDAN e VMD
(Yang; Hao; Hao, 2023); com pré-processamento (VMD) e otimizagao de pardmetros (IMODA)
combinados a ELM (Zhang et al., 2019a).

NWP sao frequentemente utilizados, especialmente, em modelagens que visam usar

seus dados para comparacao e avaliacao de desempenho (GOUTHAM et al., 2021) e, em alguns
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casos, visando melhorar as suas previsdes que algumas vezes apresentam falhas ou erros (Couto;
Estanqueiro, 2022; Yakoub; Mathew; Leal, 2020; Ding et al., 2019; Yan et al., 2018). Algumas
aplicagdes fazem combinagdes de diferentes NWP (Gu et al., 2023; Zamo; Bel; Mestre, 2021)
e outros propdem modelos de calibragao para NWP (Gomes et al., 2021). Previsdes obtidas em
ECMWEF foram frequentemente utilizadas. Alguns modelos propdem aprimoramentos nessas
previsoes (Zhang et al., 2023; Goutham et al., 2021); e calibradas em Casciaro et al. (2022).

As GRU sao ferramentas aplicadas de diferentes formas na previsao eolica. Aplicadas
individualmente, apresentam bom desempenho em aplicagdes em horizontes de longo prazo,
sendo superior a CNN, LSTM e CNN-LSTM combinadas (Yaghoubirad et al., 2023); sao
aplicadas no modelo hibrido de multiplas etapas proposto em Jiang et al. (2023) e
individualmente em Yu et al. (2018); em Zhao et al. (2023), com pré-processamento por meio
de VMD, a GRU foi aplicada para extrair caracteristicas temporais dos dados de entrada.
Obteve bom desempenho em longo prazo, mas também foi aplicada de forma satisfatoria na
previsao de curto prazo (Liu ef al., 2023). A GRU tem generalizado com maior precisdo que
redes do tipo LSTM (Ding et al., 2019).

Os modelos AR, do tipo NAR e NARX tém sido frequentemente utilizados em
modelagens hibridas e, em muitas aplicagdes, combinado a pré-processamento de dados por
meio de WD (Zhang et al., 2020). Aplicagdes individuais também foram encontradas,
especialmente para comparacdo com o desempenho de outros modelos de AM (Pujari et al.,
2023). As RNA baseadas em modelos feedforward e nas WD, chamadas WNN, vém sendo
utilizadas na previsdo do recurso eolico (Pujari ef al., 2023) e na previsdo da geragdo em
modelagens hibridas de multiplas etapas (Du et al., 2019).

Metodologias que decompdem dados previamente por meio da WT sdo utilizadas em
diversos trabalhos (Li et al., 2022; Yousuf; Al-Bahadly; Avci, 2021; Zhang et al., 2020; Singh;
Mohapatra, 2019; Xiang; Deng; Hu, 2019; Jiang et al., 2018; Li; Wu; Liu, 2018; Yu et al., 2018;
Liu et al, 2018; Li et al., 2020a). Na maior parte das aplicacdes, o trabalho prévio de
decomposicao de dados contribuiu para melhorias no desempenho preditivo dos modelos e no
aumento da precisdo dos resultados.

Além do uso do WT para decomposicao e reconstrucao de séries de dados, o modelo
VMD foi bastante aplicado em modelagens hibridas para a mesma finalidade (Zhang et al.,
2023a; Yang; Hao; Hao, 2023; Zhao et al., 2023; Yildiz et al., 2021; Zhang et al., 2019a); em

aplicagdes onde também ¢ utilizado o WD (Liu et al., 2018).
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ELM simples e regularizadas foram utilizadas na previsdo edlica (Shin; Min; Kim, 2022;
Yang; Hao; Hao, 2023); como também em modelagens hibridas que utilizam o GWO para
otimizar os parametros da ELM (Liu; Wu; Li, 2019); aplicavel para previsao secundaria em
dados previamente decompostos por WD onde a previsdo primadria ¢ realizada por um modelo
LSTM (Li; Wu; Liu, 2018; Hu; Chen, 2018). Decomposi¢ao de dados por modelo VMD
também foi utilizada para aplicagdo posterior em ELM (Zhang et al., 2019a). Apresentou bons
resultados na previsao de curto prazo e utilizando dados decompostos, sejam por WT ou por
modelos de decomposi¢do de modo (como VMD, EMD e outros).

Como na previsao solar, na previsao eolica o modelo RF apresentou boa aplicabilidade
seja individualmente (Goutham et al., 2021; Shin; Min; Kim, 2022), como também em parte de

modelagens hibridas (Mehdizadeh; Kozekalani Sales; Safari, 2020).

3.4 Consideracgoes Preliminares

A proposicao de modelos precisos de previsdo solar e edlica depende de diferentes
incertezas e requer uma analise detalhada do problema e definicdo das varidveis a serem
consideradas. Previsdes solares e eolicas de alta precisdo podem reduzir o custo liquido de
geracdo, trazendo impactos positivos para a seguranca da rede. Para atingir esses objetivos, sao
necessarios dados solares e edlicos confiaveis e andlises precisas das condi¢cdes ambientais que
possam interferir nesses recursos.

Artigos de revistas especializadas, com foco em técnicas de previsao solar e edlica,
foram analisados. Devido ao grande nimero de artigos disponiveis, foi definido um protocolo
de revisdo baseado em uma adaptagdo do SLR visando uma escolha esquematizada, atendendo
aos objetivos da pesquisa. Conforme apresentado na revisdo, foram destacados alguns pontos
relevantes que podem contribuir para o aprimoramento de pesquisas futuras.

Cada abordagem contemplada no presente estudo tem sua peculiaridade. As técnicas
estatisticas sdo capazes de explicar os motivos das previsdes, o que ndo acontece com as
técnicas de AM. No entanto, as técnicas de AM tém um desempenho melhor do que os métodos
estatisticos. Por outro lado, os métodos fisicos, ferramentas importantes quando sdo necessarios
horizontes de longo prazo, possuem limitacdes quanto a sua complexidade, inerentes aos
processos atmosféricos.

Em contrapartida, as metodologias hibridizadas t€ém se apresentado como a principal

tendéncia para pesquisas futuras tanto na previsao edlica (67%) quanto na solar (42%): estdo
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presentes na maioria das contribui¢des selecionadas e mostram potencial para destacar o que
ha de melhor em cada técnica ou abordagem, aumentando a precisdo das aplicagdes. O pré-
processamento de dados, para aplicagdo na modelagem de previsao, e os métodos de pos-
processamento, como aqueles que utilizam erros de previsao para gerar melhores resultados,
apresentam erros minimizados, em comparacao ao simples uso de preditores individuais.

Os outros aspectos considerados na analise sdo: horizonte de previsao, meta de previsao,
escala espacial e desempenho. A presente analise identificou uma tendéncia crescente na
aplicacdo de sistemas hibridos, principalmente combinando técnicas de previsao individual com
metodologias que reduzem a dimensionalidade dos dados de entrada e otimizam os parametros
do modelo.

Na analise solar, a maioria das aplicagdes usa horizontes de previsao de curto prazo; na
maioria dos casos, os alvos esperados sdo a irradiag¢do solar (indireta) e a geracdo FV (direta).
Em relagdo a escala espacial, a maioria das metodologias sdo aplicadas em locais especificos
(64%). Na andlise edlica, 78% das aplicagdes usam horizonte de curto prazo; 59% preveem a
geracdo e 37% o recurso edlico. Quanto a escala espacial, esta bastante equilibrado o percentual
de aplicacdes em previsao de campo tnico (55%) e regionais (45%).

Modelos de previsdo, aplicados a diferentes horizontes, e considerando grandes areas
com diferentes condigdes ambientais, podem ser uma opg¢do interessante para mitigar os
impactos da intermiténcia solar e edlica nos sistemas elétricos, programando recursos de backup
para momentos de baixos niveis da geracdo de parques FV e e6licos.

Neste Capitulo foi apresentado um levantamento bibliografico relacionado aos temas de
previsdo solar e edlica. O periodo analisado contempla de janeiro de 2015 a marco de 2021, no
caso da andlise solar, e de janeiro de 2018 a marco de 2023, no caso da andlise edlica. Por meio
deste levantamento bibliografico, foi possivel constatar que, no periodo assinalado, em ambos os
casos, existe uma tendéncia ao uso de metodologias hibridas e ensemble (que combina diferentes
abordagens ou metodologias buscando obter o melhor de cada uma). No préoximo Capitulo serdo

apresentadas e detalhadas as metodologias de conjunto (ensemble).
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4 PREVISOES DE CONJUNTO (ENSEMBLE)

Os métodos ensemble visam reduzir a variancia dos modelos aplicados individualmente
e melhorar a generalizagdo, que pode ser realizada por meio de diferentes metodologias. O
principio basico por tras de qualquer estratégia de conjunto ¢ pesar alguns modelos e combinar
suas previsdes individuais para melhorar o desempenho da previsio. E importante que seus
componentes tenham diversidade e precisdo (Rokach, 2019; Zhou, 2012; Bian; Wang, 2007). A
combinagdo de previsdes de varios modelos adiciona um viés que, por sua vez, diminui a
variagdo de um unico modelo treinado. Portanto, ao reduzir a variacdo nas previsdes, o conjunto
pode superar qualquer modelo individual (Livieris et al., 2020). Os modelos ensemble vém
melhorando a precisao das previsdes individualizadas (Carneiro et al., 2022; Yang; Yang, 2020;
Bremnes, 2019; Abuella; Chowdhury, 2019).

De acordo com Zhang e Ma (2012), existem muitas formas de se combinar modelos de
previsdo. Os autores ressaltam que a combinagao das saidas dos modelos individualizados pode
ndo levar necessariamente a um desempenho melhor do que o melhor modelo entre os
analisados, mas a combinag¢dao reduz a probabilidade de escolher um modelo com um
desempenho ruim. Os modelos ensemble reduzem a variancia do conjunto de modelos, como ¢

demonstrado na Figura 4.1.

Figura 4.1 - Redugdo de variabilidade usando sistemas ensemble
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Fonte: Adaptado de Zhang e Ma (2012).
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As formas disponiveis de combinagdes de previsdes buscam detectar quais das técnicas
podem ajudar na melhoria da acurécia. Diversos fatores influenciam na acuracia das previsdes.
Assim, técnicas diferentes podem contribuir capturando algum tipo de informacao que venha a
influenciar esses fatores (Werner; Ribeiro, 2006).

De acordo com Al-hajj, Assi e Fouad (2021), Baba et al. (2015) e Zhang e Ma (2012),
os métodos do tipo ensemble podem ser divididos em duas classes:

e Sequencial: os modelos individuais s3o organizados sequencialmente,
combinagdo comumente aplicada quando ocorre dependéncia entre os modelos
individuais; e

e Paralela: que sdo organizados em uma estrutura paralela, tipo de técnica de
conjunto comumente usada para lidar com a independéncia entre os modelos

individuais de base do ensemble.

Na Figura 4.2 ¢ apresentada uma estrutura paralela usada para a combinagdo de
previsoes individuais. Além dessa classificagdo, existe uma outra divisao: modelos ensemble
heterogéneos (utilizam modelos de base de tipos diferentes) e ensemble homogéneos (utilizam

modelos de base do mesmo tipo) (Zhang; Ma, 2012).

Figura 4.2 — Ensemble da classe paralela com » modelos individuais
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Fonte: Adaptado de Al-hajj, Assi e Fouad (2021).

Trés etapas precisam existir para a constru¢do de um modelo ensemble eficaz: (1)
defini¢do dos dados a serem utilizados no treinamento dos modelos individuais (importancia
para a variabilidade); (2) modelos individuais a serem utilizados; e (3) tipo de combinagdo dos

modelos individuais (Zhang; Ma, 2012).
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Diferentes abordagens podem ser encontradas na literatura para desenvolver estratégias
de previsdo ensemble visando melhorar o desempenho de metodologias de previsdo aplicadas
individualmente. Uma abordagem de ajuste foi proposta em Abuella e Chowdhury (2019) para
melhorar as metodologias de previsao combinadas e prever eventos de rampa com precisdao. O
aprendizado em conjunto foi aplicado como uma abordagem de pds-processamento para
minimizar os residuos das taxas de rampa previstas, combinando diferentes previsdes e suas
taxas de aumento.

Uma complete ensemble empirical mode decomposition (CEEMD) combinado com
algoritmos de RF e Kernel Ridge Regression (KRR) foi desenvolvido em Ali ef al. (2020) para
projetar um modelo hibrido CEEMD-RF-KRR para prever chuva em escala mensal. O modelo
hibrido proposto obteve melhor precisao de previsao de chuva, apresentando os melhores
desempenhos em todos os locais analisados, em comparagdo aos modelos de referéncia, com
valores maximos de coeficiente de correlacao (R) (0,97-0,99), indice de Willmott (0,94-0,97),
Coeficiente de Nash-Sutcliffe (0,94—0,97) e indice de Legates-McCabe (0,74—0,81).

Um método hibrido Bayesian Ridge Regression (BRR) - EEMD foi proposto em Yang
e Yang (2020) para previsdo de velocidade do vento a curto prazo. O EEMD foi usado para
decompor séries complexas de velocidade do vento em varias subsequéncias relativamente mais
suaves. Em seguida, cada subsequéncia foi realizada usando o BRR, sendo o valor de cada
subsequéncia previsto por ele. Os valores de multiplas subsequéncias foram entao fundidos para
formar os resultados de previsdo da série temporal original. Segundo os autores, os valores
previstos apresentaram maior acuracia em compara¢ao com outros métodos de previsao.

Na area de prevencao, diagndstico e tratamento de doengas humanas, um modelo de
previsdo denominado Ensemble of KRR based MiRNA-Disease Association (EKRRMDA) foi
desenvolvido em Peng et al. (2020). Este modelo obteve caracteristicas de microRNAs e
doencas integrando a similaridade semantica da doenca, a similaridade funcional dos
microRNAs e a similaridade do kernel do perfil de interagdo gaussiana para doencas e
microRNAs.

Um método de aprendizado de conjunto, integrando simultaneamente um modelo de
preenchimento de matriz de baixa classificagdo e um modelo de Ridge Regression (RR) para
prever a resposta de drogas anticancerigenas em linhagens de células cancerigenas, foi
investigado em Liu et al. (2020c). O modelo foi aplicado a dois conjuntos de dados de referéncia,
incluindo a Cancer Cell Line Encyclopedia e a Genomics of Drug Sensitivity in Cancer.

Sequencialmente, foi realizada uma comparagao entre o modelo de rede celular-droga integrada
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de camada dupla e o modelo proposto. Dois tipos de estudos de caso verificaram a eficacia da
proposta na previsao da resposta medicamentosa.

A combinagdo de trés estratégias de aprendizado de conjunto também foi proposta
(Livieris et al, 2020): média de conjunto, ensacamento e empilhamento com modelos
avancados de aprendizado profundo para prever os principais pregos por hora de criptomoedas.
Os modelos ensemble propostos foram avaliados utilizando modelos de aprendizado profundo
de ultima geracao como aprendizes de componentes, que eram compostos por combinagdes de
LSTM, LSTM bidirecional e camadas convolucionais. A confiabilidade de cada modelo de
previsdo e a eficiéncia de suas previsdes foram avaliadas examinando a autocorrelagdo dos erros.
Segundo os autores, o ensemble learning e o deep learning podem ser eficientemente benéficos
um para o outro para o desenvolvimento de modelos de previsao confiaveis.

Uma abordagem de Aprendizado por Refor¢o (AR) foi desenvolvida em Perepu et al.
(2020) para atribuir e atualizar dinamicamente pesos de modelos de conjunto em diferentes
instantes de tempo, dependendo da natureza dos dados e das previsdes do modelo individual.
Estudos de simulacdo em dados de séries temporais mostraram que a abordagem ponderada
dindmica usando AR aprende o peso melhor do que as abordagens existentes. A precisdo do
método foi comparada com uma abordagem existente de ajuste de RNA online
quantitativamente por meio de valores de nRMSE.

O uso de métodos de pos-processamento EMOS e ensemble copula acoplamento (ECC)
foi investigado em Worsnop, Scheuerer e Hamill (2020) para fornecer previsdes probabilisticas
calibradas localmente e espacialmente coerentes do indice hot—dry—windy. Cendrios de previsao
foram gerados por meio da variacdo do quantil ECC-Q equidistante, mantendo a coeréncia
espacial e temporal reordenando as amostras das distribuigdes univariadas de acordo com os
ranks do emsemble bruto. Foram utilizados dados de 20 anos sobre os Estados Unidos
continentais. As habilidades de previsao foram quantificadas com a pontuagao de probabilidade
classificada continua usando benchmarks de previsoes brutas e climatoldgicas. Segundo os
autores, o pos-processamento ¢ benéfico durante todas as estagdes do ano para horizontes de
previsao de até duas semanas.

Em Bremnes (2019), um Constrained Quantile Regression Splines (CQRS) para pos-
processamento ensemble foi proposto e testado com dados de previsdo de velocidade do vento
do European Centre for medium-range weather forecasts e Ensemble Prediction System
(ECMWF ENS) na Noruega. Uma comparagcdo de CQRS versus um modelo de mistura de

distribuigdes truncada e lognormal mostrou ligeiras melhorias gerais na pontuagdo de quantil,
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confiabilidade e, até certo ponto, também nitidez. Para previsdes de velocidade de vento forte,

a pontuacdo do quantil foi melhorada em até 4,5%, dependendo do horizonte de tempo.

Na Tabela 4.1 sdo apresentadas as principais caracteristicas dos artigos citados.

Tabela 4.1 - Resumo de abordagens corretivas usando previsao de séries temporais

Referencia Meta de Técnicas Abordagem Principais Consideracdes
Previsao Individuais ou corretiva/Ensemble
dados envolvidos utilizada
(Abuella; Eventos de Regressdo Linear Aprendizagem em 1. As classes de dire¢ao dos
Chowdhury, rampa Multipla (RLM), conjunto eventos de rampa sdo mais
2019) MLP e SVR facilmente previstas do que
as classes de magnitude dos
eventos de rampa. 2. As
previsdes probabilisticas sdo
mais valiosas com esquemas
operacionais conservadores.
(Alietal, Chuvas em RF e KRR CEEMD O modelo pode ser utilizado
2020) escala mensal na gestdo 6tima dos recursos
hidricos (seca, umidade,
irradiag@o solar, culturas
agricolas).
(Yang; Yang, Previsdo de Dados BRR-EEMD Necessidade de ajustes e
2020) velocidade do  Experimentais de novas aplicagdes para
vento a curto Simulagéo aplicagdo no campo real.
prazo Artificial e Dados
Experimentais
Sociais Reais
(Peng et al., Caracteristicas Banco de dados EKRRMDA Aplicagdo de redugdo de
2020) de microRNAs  de associagdes de dimensionalidade para
e doengas miRNA-doenca eliminar ruidos. Célculos de
humana - HMDD similaridade sdo realizados.
V2.0
(Liu et al., Previsao de Matrix Aprendizagem de A falta de respostas para
2020c) resposta a completion (MC) conjunto alguns medicamentos limita
medicamentos and RR o desempenho; estudos
anticancer experimentais podem trazer
melhorias.
(Livieris et Prego da LSTM e CNN Aprendizagem em O custo computacional, a
al., 2020) criptomoeda na conjunto e DL precisdo e a confiabilidade
hora seguinte do conjunto dependem da
escolha da base e quantidade
dos modelos.
(Perepu et Atribuir e LSTM, MLP, RF AR Necessidade de estender o
al., 2020) atualizar pesos método proposto para
de modelos de modelagem de séries
conjunto temporais multivariadas.
(Worsnop; Previsdes ECMWF e EMOS e ECC Aplicado em tempo real, o
Scheuerer; probabilisticas reandlise de gasto computacional seria
Hamill, do indice hot— dados de ERA- menor e ndo exigiria
2020) dry—windy Interim validacdo cruzada.
(Bremnes, Previsao de ECMWF ENS CQRS Aplicavel, com pequenas
2019) velocidade do modificagdes, a outras

vento

variaveis logicas.

Fonte: Proprio autor.
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A maioria dos artigos encontrados na literatura implementou metodologias combinadas
e melhorou as previsdes para apenas um parametro (eventos de rampa (Abuella; Chowdhury,
2019), irradiancia solar (Lima et al., 2020; Yang, 2020; Karasu; Altan, 2019), chuva (Ali et al.,
2020), velocidade do vento (Yang; Yang, 2020), geracao eolioelétrica (Poncela-Blanco; Poncela,
2021). Neste contexto, a presente tese propde implementar metodologias ensemble que visam
a melhoria de previsoes individualizadas aplicadas aos recursos solar e edlico, podendo ser uma
ferramenta util na redu¢ao dos impactos negativos que esses recursos intermitentes podem
causar nos sistemas elétricos.

Este Capitulo apresentou uma contextualizagdo tedrica referente ao tema de previsao de
conjunto (ensemble), apresentando diferentes trabalhos encontrados na literatura nos ultimos
anos. No proximo Capitulo serdo apresentadas as metodologias individuais implementadas
nesta Tese (denominadas MLP, CFBP, RBF ¢ SOM), as duas metodologias de conjunto
propostas visando a combinagdo das técnicas individuais (RRE ¢ WD-RNA-RRE), e também o
detalhamento do PrevTP (metodologia de conjunto utilizada para comparacdo dos resultados

obtidos).



111

5 METODOLOGIA

Diversos trabalhos apresentam pesquisas baseadas em recursos solares e eodlicos,
aplicadas a diferentes solugdes voltadas ao setor elétrico. Solugdes baseadas em previsao edlica
e solar para gerenciamento de energia em uma microrrede foram apresentadas em Heydari et
al. (2019). O sistema de gerenciamento de energia ideal proposto utilizou previsdes de recursos
renovaveis e consumo de energia.

De acordo com Hodge ef al. (2018), os altos niveis de penetragao de fontes renovaveis
em sistemas de energia devem aumentar concomitantemente com melhorias crescentes na
previsdo de energia renovavel e armazenamento de eletricidade. Os autores desenvolveram uma
metodologia para reduzir os impactos da alta inser¢do de fontes renovaveis nas matrizes
elétricas dos paises com base em previsoes solares e edlicas (individualizadas ou simultaneas),
fazendo uma anélise abrangente de como essas tecnologias alteram os sistemas elétricos e os
custos operacionais.

A presente Tese realiza a previsdo dos recursos edlico e solar para duas localidades: a)
Petrolina — Brasil; e b) Algeciras — Espanha. Técnicas de previsibilidade baseadas em RNA sdo
aplicadas e posteriormente integradas por duas técnicas ensemble e pelo PrevIP
(implementados em Matlab na versdo R2020a — licenca académica).

No presente capitulo sdao apresentados os dados de irradidncia solar e de velocidade do
vento, bem como as estruturas das RN A implementadas individualmente (técnicas heterogéneas)
e a modelagem que envolve as trés técnicas ensemble (RRE, WD-RNA-RRE e PrevTP)

aplicadas visando previsdes com melhor desempenho.

5.1 Obtencao de Dados

Os dados de Algeciras, Espanha, foram obtidos usando o PV Geographical Information
System (PVGIS) da European Commission / Institute for Energy and Transport (IET)
(Photovoltaic Geographical Information System 2020). Os dados anemométricos de Petrolina,
Brasil, foram obtidos do banco de dados do Sistema de Organizagdo Nacional de Dados
Ambientais (SONDA). Esse sistema faz parte de um projeto do Instituto Nacional de Pesquisas
Espaciais (INPE), para implantacdo de infraestrutura fisica e de recursos humanos para levantar

e melhorar o banco de dados de recursos de energia solar e edlica no Brasil (SONDA, 2020).
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As duas localidades tém condicdes climaticas diferentes: Petrolina é caracterizada por
um clima semidrido; Algeciras tem um clima mediterranico subtropical. Informacdes sobre
torres de medicao, periodos, latitude e longitude estdo apresentadas na Tabela 5.1.

Os dados utilizados sao valores horarios, medidos a uma altura de 10 metros (Espanha)
e de 50 metros (Brasil), para os dois recursos (solar/edlico) e para os dois locais. Os dados de
velocidade do vento (m/s) contém valores dia/noite; os dados de irradiancia solar (W/m?) sao
filtrados para que sejam usados nas previsdes apenas o periodo entre o nascer € o por do Sol.

Os dados de irradiancia sao filtrados com base no angulo zenital solar (Theta z). Para
grandes valores de Theta z (proximo ao nascer € ao por do Sol), os valores intrinsecos de
irradiancia sdo baixos e, portanto, referem-se a momentos de pouca importancia para o uso da
fonte solar. Além disso, devido ao grande caminho Optico, os modelos tendem a falhar
significativamente nesses momentos. Assim, ¢ pratica comum na literatura excluir valores de
irradiancia associados a momentos de alta Theta z de todas as simulagdes, mantendo os dados

quando o Sol esta mais alto no céu.

Tabela 5.1 - Locais, recursos, periodos e latitude e longitude usados na previsdo

Localizagao Recurso Periodo Nimero de Latitude Longitude
dados
utilizados
Velocidade do 2007-2010 35.064
Petrolina - vento (m/s) o AAt hon o 1 1n
Brasil Irradiancia solar 2013 - 2016 18.030 09°04708" S 40 1971170
(W/m?)
Velocidade do 2007-2010 35.064
Algeciras - vento (m/s)
Irradidncia solar 2007-2010 16.316 36°08'129"N  05°27'12"O
Espanha
(W/m?)

Fonte: Proprio autor.

5.2 Técnicas Individuais

As quatro técnicas utilizadas para a previsdo da velocidade do vento e da irradiancia
solar nos locais mencionados sdo: Backpropagation Multilayer Perceptron (MLP), Radial Basis
Function (RBF), Cascade Forward Back Propagation (CFBP) e Self-Organizing Map (SOM).
Essas quatro técnicas sdo escolhidas com base em uma revisao da literatura e na constatagdo de
aplicagdes consolidadas dessas metodologias para a previsdo de diferentes séries temporais. A

MLP para previsao de recursos solares ¢ usada em Ali Jallal ef al. (2020). Uma modelagem de
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uma matriz FV usando o modelo CFBP ¢ encontrada em Ameen et al. (2015). CFBP ¢ SOM
também sdo aplicados em Carvalho e Carneiro (2021) para estimar o futuro nexo dgua-energia.
O RBF ¢ implementado para a previsdo da geragao FV em Hu et al. (2018) e do recurso solar
em Jiang et al. (2015). Uma RBF com memoéria distribuida ¢ usada em Sideratos e
Hatziargyriou (2020) para prever a eletricidade produzida por fontes eolicas e solares. Uma
metodologia baseada em modelagem RBF ¢ MLP pode ser encontrada em Silva et al. (2022).
Uma RNA do tipo SOM ¢ implementada em combina¢do com outros modelos em Lan et al.
(2018) e Dong et al. (2015) para a previsao de recurso solar e aplicada individualmente como
preditor em Farias et al. (2013).

Para as quatro aplica¢des individuais, os dados foram normalizados por meio da
Equagao 5.1, deixando os dados entre 0 e 1, para que possam ser aplicados as fungdes de
ativacdo adequadamente.

X, = Xi — Xomin (5.1)

Xmax — Xmin
em que X,, ¢ o valor normalizado, X; ¢ o valor observado, X,,,;;, ¢ 0 menor valor € X, ¢ 0
maior valor do conjunto de dados.

Nas quatro técnicas, foi utilizada a validagdo cruzada, em que o conjunto de dados foi
particionado em subconjuntos mutuamente exclusivos. 70% dos dados foram utilizados para
estimar os parametros do modelo (dados de treinamento e validacdo), enquanto 30% foram

utilizados para testar o modelo. O esquema de validagdo utilizado ¢ apresentado na Figura 5.1.

Figura 5.1 — Esquema para validago cruzada na fase de treinamento

Treinamento (70%)

Treinamento Validagao

30% ——» Erro 1l

30% —» Erro 2
m —> Erro 3
Média dos erros — Erro final

Fonte: Proprio autor.

Na Tabela 5.2 sdo apresentadas as médias de RMSE obtidas pelos métodos individuais

aplicados a previsao do recurso solar no Brasil e na Espanha. Esse resultado refere-se a melhor
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combinagdo de pardmetros, com diferentes configuracdes para cada validacao (diferentes
entradas, neuronios e taxas de aprendizagem) e melhores erros obtidos na aplicagdo de

validacao cruzada por 10 vezes (3-folds).

Tabela 5.2 — Média dos erros na validagdo cruzada — recurso solar

Aplicacao Média do RMSE (W/m?) nRMSE = Média do RMSE
(W/m?)/ Média da Série de
dados (W/m?)*

MLP — Recurso Solar - Espanha 57,381 0,085
CFBP — Recurso Solar - Espanha 31,412 0,046
RBF — Recurso Solar — Espanha 45,738 0,069
SOM — Recurso Solar — Espanha 89,351 0,134
MLP — Recurso Solar — Brasil 89,351 0,209
CFBP — Recurso Solar — Brasil 69,323 0,162
RBF — Recurso Solar — Brasil 100,058 0,236
SOM — Recurso Solar — Brasil 69,325 0,162

Fonte: Proprio autor. * Média da Série do Recurso Solar na Espanha = 666,094 W/m e Média da Série do Recurso

Solar no Brasil = 426,891 W/m? (ambas, desconsiderando os periodos noturnos)

Tabela 5.3 — Média dos erros na validagdo cruzada — recurso edlico

Aplicagao Média do RMSE (m/s) nRMSE = Média do RMSE
(m/s)/Média da Série de dados

(m/s)*

MLP — Recurso Eodlico - Espanha 0,453 0,088
CFBP — Recurso Eoélico - Espanha 0,493 0,096
RBF — Recurso Edlico — Espanha 0,575 0,112
SOM — Recurso Eolico — Espanha 0,553 0,107
MLP — Recurso Eoélico — Brasil 0,910 0,178
CFBP — Recurso Eoélico — Brasil 0,399 0,078
RBF — Recurso Edlico — Brasil 0,515 0,101
SOM — Recurso Eoélico — Brasil 0,615 0,120

Fonte: Proprio autor. * Média da Série do Recurso Edlico na Espanha = 5,15 m/s e Média da Série do Recurso

Eolico no Brasil = 5,11 m/s

5.2.1 Multilayer Perceptron (MLP)

A MLP ¢ utilizada como uma estratégia alternativa para resolver problemas nao lineares,

que RNA como perceptron de camada Unica e adaline nao poderiam resolver (Braga, Carvalho;
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Ludermir, 2007). Essas ndo-linearidades sdo incorporadas aos modelos neurais por meio das
funcdes de ativacao (ndo lineares) de cada neurénio e da composi¢do de sua estrutura em
camadas sucessivas.

A MLP ¢ uma rede neural perceptron com pelo menos uma camada intermediaria e alta
conectividade, utilizando fungdes de ativacao ndo lineares e diferenciaveis (Rocha et al., 2019).
As aplicagdes para previsdo de recursos eolicos e solares no Brasil e na Espanha possuem as
seguintes configuragdes de entradas:

a) Vetor de entrada da previsao de recursos edlicos na Espanha (com 6 neurdnios ocultos
na camada intermediaria):

[V(t-6), V(t-5), V(t-4), V(1-3), V(t-2), V(t-1), VO)];

b) Vetor de entrada da previsao de recursos solares na Espanha (com 5 neurdnios ocultos

na camada intermediaria):

[1(t-6), 1(t-5), I(t-4), 1(t-3), I(t-2), I(t-1), I(¥)];

¢) Vetor de entrada de previsdo de recursos solares no Brasil (com 4 neurdnios ocultos na

camada intermediaria):

[1(-8), 1(t-7), I(t-6), 1(t-5), 1(t-4), I1(t-3), I(t-2), I(t-1), I(0)];

O vetor de entrada definido para a previsdo de recursos eolicos no Brasil estd
representado na Figura 5.2. Para aplicagdes de previsao de recursos eodlicos, a saida € V(t+1), e

em aplicacdes de previsao de recursos solares a saida ¢ I(t+1).

Figura 5.2 - Arquitetura MLP para previsdo de recursos edlicos em Petrolina, Brasil

V(‘[_4) W1.. W20

V(t+1)

O —

V(1)
Fonte: Proprio autor.
A funcdo de ativagdo usada tanto para a camada de neurdnios ocultos quanto para a

camada de saida ¢ o sigmoide logistica representada pela Equagdo 5.2.
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_ ! (5.2)
1+exp (—u)

Yj

em que y; € a saida do neurdnio € u; € a soma ponderada de todas as entradas.

O algoritmo utilizado para o treinamento das RNA MLP foi o "backpropagation", que
¢ uma generalizagdo do algoritmo de treinamento "regra delta" da rede Adaline. O MLP usa o
gradiente descendente para estimar o erro nas camadas intermediarias, bem como o efeito que
esses erros tém no erro da camada de saida. O erro da camada de saida ¢é calculado e,
posteriormente, retropropagado para as camadas anteriores, permitindo o ajuste dos pesos

proporcionalmente aos valores das conexdes entre as camadas, por meio da Equagao 5.3.
wiit+1) = wi)—oc- & -yt (5.3)

em que w;; (t + 1) é o peso atualizado, w;}' (t) € o peso na iteragdo, ¢ a taxa de aprendizado
da RNA, 6" é a sensibilidade, yjm_l ¢ a saida da camada anterior, ¢ i ¢ j identificam os
neurdnios da camada posterior e anterior da conexao, respectivamente.

Taxas de aprendizado de 0,25 e 0,15 foram usadas em redes ANN-MLP aplicadas a
previsao de velocidade do vento na Espanha e no Brasil, respectivamente. Nas previsoes de
irradiancia solar, foram utilizadas taxas de aprendizado de 0,35 e 0,45 para Espanha e Brasil,
respectivamente.

O algoritmo basico do modelo MLP para previsdo segue as etapas descritas a seguir:

1. Leitura e preparacdo dos dados para treinamento, validagao e teste;

Inicializagdo aleatdria dos pesos e bias;
Processamento dos dados da entrada até a saida;

2
3
4. Calculos dos erros de previsao;
5. Retropropagagao;

6

Teste da RNA.

5.2.2 Radial Basis Function (RBF)

As redes RBF usam a distancia entre seus vetores de entrada para ativar neurdonios na
camada intermediaria, com funcdes de base radial como fungdes de ativagdo. Em geral, as redes
RBF possuem apenas uma camada intermediaria. A saida da RBF ¢ calculada por uma

combinagao linear entre as ativagdes da camada intermedidria e os pesos que interligam as duas
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camadas. Cada neurdnio intermedidrio RBF define um hiperelips6ide no espaco dos padroes de
entrada, que sdo aproximadores locais (Haykin, 1999).

O treinamento da RBF tem duas etapas. Na primeira, estima-se o numero de fungdes de
base radial e seus parametros (centro e dispersdao) sao definidos por aprendizado nao
supervisionado. Na segunda, os pesos dos neurdnios de saida sdo ajustados. Na presente
aplicagdo, quatro redes RBF foram treinadas e aplicadas para prever dados de velocidade do
vento e irradiancia solar no horizonte horario no Brasil ¢ na Espanha. A estrutura da RBF

aplicada para a previsao de irradiancia solar na Espanha ¢ mostrada na Figura 5.3.

Figura 5.3 - Arquitetura RBF utilizada para previsdo de irradiancia solar em Algeciras, Espanha

1(t-4)
I(t-3) I(t+1)
I(t-2) —
I(t-1)

L(t)

Fonte: Proprio autor.

Os vetores de entrada das outras trés aplicacdes sao:
a) Vetor de entrada da previsdo de recursos eolicos na Espanha (com 7 neuronios

ocultos na camada intermedidria):

[V(t-4), V(t-3), V(t-2), V(t-1), V(1)];

b) Vetor de entrada de previsao de recursos solares no Brasil (com 5 neurénios ocultos

na camada intermediaria):

[1(t-5), 1(t-4), I(t-3), 1(t-2), I(t-1), I®)];

c) Vetor de entrada de previsdo de recursos edlicos no Brasil (com 4 neurdnios ocultos

na camada intermediaria):

[V(t-6), V(t-5), V(t-4), V(t-3), V(1-2), V(t-1), V)]

A camada de saida em todas as aplicagdes ¢ composta por um Unico neurdnio. Nas

previsoes do recurso eolico ¢ o valor da velocidade V(t+1) e nas previsdes do recurso solar € o
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valor da irradiancia solar I(t+1). As Equacdes 5.4 e¢ 5.5 sdo consideradas usando a fun¢ao

Gaussiana.
r? (5.4)
¢ =ep| =352
r:l'x—t'l (5.5)

onde @ ¢ a saida de cada neurdnio da camada oculta, r ¢ a diferenca entre a entrada x e o centro
t, e o ¢ amedida do espalhamento da curva.

A saida RBF ¢ formada por um unico neurdnio linear, que € calculado usando a Equagao
5.6. A soma de cada saida dos neuronios da camada oculta ¢ ponderada por seus respectivos

pesos.
Yy = XWQ; (5.6)

em que y ¢ a saida da RNA e w o peso.
O treinamento da RBF ¢ dividido em dois estagios: inicialmente, o reposicionamento
dos centros foi feito por meio de k-means (Lima, 2020). Em seguida, foi realizado o ajuste dos

demais parametros livres de RBF. Neste caso, o ajuste dos pesos foi feito pela Equagdo 5.7.
wit+1) = wiji®)—«- eji(t) - ¢ (5.7)

em que w;;'(t + 1) é o peso atualizado, w;}' (t) é o peso na iteragdo, o ¢ a taxa de aprendizado
da RNA, §/™¢ a sensibilidade, e{}l (t) é o erro na iteragdo, e i e j identificam os neurdnios da
camada posterior e anterior da conexao, respectivamente.

Taxas de aprendizado de 0,35 (0,55) € 0,25 (0,65) foram usadas em redes RBF aplicadas
a previsdo de velocidade do vento (previsdes de irradiancia solar) na Espanha e no Brasil,

respectivamente.

O algoritmo basico do modelo RBF para previsdo segue as seguintes etapas:

1. Leitura e preparagdo dos dados para treinamento, validagao e teste;

2. Estagio 1: Inicializacdo aleatdria dos centros e a aplicacao do k-means para ajuste
dos centros e definicdo do espalhamento por normalizagao;

3. Estagio 2: Processamento das camadas oculta e de saida, célculos de erros e ajustes
de pesos;

4. Teste da RNA.
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5.2.3 Cascade Forward Back Propagation (CFBP)

O CFBP ¢ uma combinacao de redes do tipo MLP, apresentando uma estrutura onde a
entrada ¢ conectada a todas as camadas da rede, aumentando as oportunidades de corre¢do mais
precisa de erros no processo de retropropagacdo aumentando a probabilidade da precisdo da
previsdo (Pozic; Gvozdenac, 2019).

Como as MLP, as CFBP utilizam o backpropagation para treinamento. Quatro CFBP
foram aplicadas para prever recursos eolicos e solares no Brasil e na Espanha, usando as
mesmas taxas de aprendizado aplicadas em redes MLP simplificadas. O algoritmo de
retropropagacao para atualizar os pesos (W) ¢é descrito na Equagdo 5.3. Fungdes sigmoides
(Equacdo 5.2) foram aplicadas para criar conexdes ndo lineares entre neuronios e entre camadas.
Uma das arquiteturas utilizadas para previsao de recurso edlico no Brasil ¢ mostrada na Figura
5.4. Os parametros para a previsao do recurso edlico na Espanha sdo detalhados a seguir, como

também os parametros utilizados na previsao do recurso solar no Brasil e Espanha.

Figura 5.4 - Arquitetura CFBP para previsdo de recurso edlico em Petrolina, Brasil

Camada Escondida 1 Camada Escondida 2 Camada de saida
w

Entrada — “

| ‘ l w
V (t-4) w
V(t-3) lw — | w | ‘ WA /. | Saida
Vi(t2) - ® — Oy L T v
, b - b | - ’ b D
V (t-1)

Vi

Fonte: Proprio autor.

a) Vetor de entrada da previsao de recurso edlico na Espanha (3 neurdnios ocultos na
primeira camada, 4 neurdnios ocultos na segunda camada):

[V(t-5), V(t-4), V(t-3), V(t-2), V(t-1), V(1)];

b) Vetor de entrada da previsdo de recurso solar na Espanha (5 neurdnios ocultos na

primeira camada e 4 neuronios ocultos na segunda camada):

[1(t-5), I(t-4), 1(t-3), 1(t-2), I(t-1), 1(1)];

¢) Vetor de entrada de previsao de recurso solar no Brasil (3 neurdnios ocultos na primeira

camada e 2 neurdnios ocultos na segunda camada):

[1(-6), 1(t-5), I(t-4), I(-3), I(t-2), I(t-1), I(1)];
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Para as aplicagdes de previsao de recursos eolicos, a saida ¢ velocidade do vento na hora
seguinte V(t+1), e nas aplicagdes de previsdo de recursos solares a saida ¢ a irradiancia solar na
hora seguinte I(t+1). O algoritmo basico da CFBP ¢ o mesmo da MLP, com a diferenca que

todas as camadas recebem os dados da entrada (Pozic; Gvozdenac, 2019).

5.2.4 Self-Organizing Map (SOM)

A RNA do tipo SOM tem como objetivo principal o agrupamento de vetores com
caracteristicas semelhantes em uma mesma classe (neurénio vencedor) ou em classes
semelhantes (neurdnios vizinhos) (Haykin, 1999). Sua arquitetura contém uma camada de
entrada multidimensional e uma camada de saida que pode ser unidimensional ou bidimensional.
Na camada de saida ou camada competitiva, os neurdénios competem e apenas um deles ¢
considerado o vencedor, i.e., a classe mais adequada para um dado vetor de entrada x. Cada
elemento do vetor de entrada esta conectado a todos os elementos da camada de saida. A forca
das conexdes ¢ medida por meio de pesos w;; entre os neurdnios de entrada j € os neurdnios da
camada de saida i. Na etapa de treinamento, as distancias euclidianas entre o vetor de entrada e
0s pesos conectados a cada um dos neurdnios de saida sao calculadas usando a Equagao 5.8.

(5.8)

DI; = \/Z§=1(xf —w;;)? ;fori=1.2,...M

em que X; € o J-€simo componente do vetor de entrada x, J € a dimensdo do vetor de entrada x
e M ¢é o niimero total de neurdnios na camada de saida.

O neurdnio de saida i que obtém a menor distancia euclidiana do vetor de entrada ¢ o
neurdnio vencedor. Os pesos conectados a este neurdnio i* e neurdénios dentro de um raio de
vizinhanga Vi* sdo entdo atualizados pela regra de Kohonen (Beale; Hagan; Demuth, 2012), de

acordo com a Equagdo 5.9.
fori € Vi*e j=1,2,..,J
em que & ¢ a taxa de aprendizagem e n ¢ o indice que representa a sequéncia de apresentacao
das amostras a rede.
Os pesos atribuidos ao neurdnio vencedor e seus vizinhos sdo forgados a se mover em

direcdo ao vetor de entrada apresentado a rede seguindo a regra de Kohonen, tfazendo com que

a distancia euclidiana se torne menor e permitindo a classificagdo de vetores semelhantes. Para
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determinar a vizinhanga, as distancias entre os neur6nios na camada de saida podem ser
definidas de varias maneiras (Beale; Hagan; Demuth, 2012). Na presente aplicagdo, ¢ utilizada
a fungao do tipo bolha de base quadrada (Braga, Carvalho; Ludermir, 2007).

O primeiro treinamento ¢ a fase de ordenacao e o segundo treinamento € a fase de ajuste.
A etapa de ordenacgao ¢ limitada a 60% das iteracdes e o raio da vizinhanga ¢ iniciado com uma
certa distancia que diminui até atingir o valor de uma unidade. Assim, os pesos dos neurdnios
sao dispostos no espago de entrada de maneira consistente com suas posicoes. A fase de ajuste
dura o restante do nimero de iteragdes. Nessa etapa, como o raio da vizinhanga € igual a um,
apenas os pesos do neurdnio vencedor sdo atualizados. Espera-se que os pesos mudem de forma
relativamente uniforme no espago de entrada, mantendo a topologia definida na fase de
ordenacdo (Beale; Hagan; Demuth, 2012). Taxas de aprendizagem SOM de 0,15, 0,25, 0,55 ¢
0,75 foram usadas para as previsoes de vento no Brasil e Espanha e para as previsdes solares
no Brasil e Espanha, respectivamente.

SOM treinado pode ser usado como ferramenta de previsao (Farias et al., 2013). Para
isso, deve-se considerar o vetor de entrada com a auséncia da variavel a ser prevista, seguindo

0s seguintes passos:

e Passo 1: Realizar o célculo das distancias euclidianas entre os vetores de entrada
e os pesos ligados ao neuronio de saida, desconsiderando o elemento j a ser
previsto. Isso pode ser feito incluindo uma variavel booleana mj, como mostrado
na Equacdo 5.10. A variavel mj ¢ utilizada para incluir (mj = 1) ou excluir (mj =
0) a contribuicdo de um dado elemento j do vetor de entrada para o calculo das

distancias euclidianas.

DI, = \/z;zlmj (= wi)? ; for =12, M (5.10)

e Passo 2: Determinar o neurdnio vencedor com base na menor distancia
euclidiana.
e Passo 3: Usar o peso do neurdnio vencedor anexado ao elemento ausente j do

vetor de entrada como a previsao.

Para as previsdes de recursos eolicos, foram utilizados vetores de camada de entrada
com 5 neurdnios (quatro atrasos no tempo) e 7 neuronios (6 atrasos no tempo) para o Brasil e
Espanha, respectivamente. Esses vetores foram representados pelos vetores (1) e (2) na Figura

5.5, onde V(t+1) ¢ a saida. Para as previsdes dos recursos solares, as camadas de entrada tinham
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7 neurdnios (seis atrasos no tempo) e 9 neurdnios (8 atrasos no tempo) para Espanha e Brasil,
respectivamente, representados pelos vetores (3) e (4) na Figura 5.5, onde a saida é I(t+1). Foi
utilizada uma camada de saida bidimensional composta por 25 neurdnios. Na Figura 5.5 ¢
apresentada a estrutura do SOM, destacando um neurdnio vencedor e seus vizinhos. O

treinamento do modelo ocorre no modo sequencial.

O algoritmo basico do modelo SOM para previsao segue as seguintes etapas:

1. Leitura e preparagao dos dados a serem utilizados para treinamento, validagao e teste;

2. Inicializagdo aleatoria dos pesos;

3. Competi¢ao: Cada padrido de entrada é apresentado a RNA, calcula-se a resposta dos
neurdnios da grade de saida e ¢ definido o neurdnio vencedor;

4. Cooperacao: o neuronio vencedor define uma vizinhanga topologica;

5. Adaptagdo Sinéptica: onde os neuronios aprendem em relagdo ao padrido de entrada
apresentado (por meio da atualizacdo dos pesos do neuronio vencedor e seus vizinhos ficando
mais proximos do padrdo de entrada);

6. Uso do modelo SOM treinado como ferramenta preditiva; e

7. Teste da RNA.

Figura 5.5 - Arquitetura da SOM para previsao de irradiancia solar e velocidade do vento em Algeciras

(Espanha) (vetores 2 e 3, respectivamente) e Petrolina (Brasil) (vetores 1 e 4, respectivamente)

Espago bidimensional
5x5

O  Neurénio vencedor

@ Neurénios vizinhos

Vetor (1) = [v-4), V(t-3), V(1-2), Vit-1), V(1)
eVi+l));

Vetor (2) = [v-6), Vit-5), Vit-4), Vit-3), Vit-
2), Vit-1), Vit) e V(t+1));

Vetor (3) = [1t-6), I(1-5), I(1-4), 1(t-3), I(1-2), Camada de saida

Iit-1), I(r) e I(t+ 1)];

Vetor (4) = [11-8), Ia-7), I(1-6), 1(1-5), I(t-4), Y%
It-3), 1t-2), It-1), I(t) e I(t+ D);

Camada de entrada

Fonte: Proprio autor.
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5.3 Metodologias Ensemble Utilizadas para Integracio das Previsoes Individuais

Um modelo ensemble ¢ definido como uma abordagem que se baseia em dividir para
conquistar ¢ visa melhorar a precisdao de preditores aplicados individualmente. Os modelos
preditivos realizam individualmente tarefas especificas, e quando suas previsdes sao
combinadas, um novo resultado com maior precisdo ¢ obtido (Mendes-Moreira et al., 2012;
Stefenon et al., 2022).

Considerando o estado da arte apresentado no Capitulo 3 e a constatagdo de que
metodologias de integragdo/conjunto e modelagens hibridas que combinam um ou mais
modelos individuais tém trazido beneficios nas diferentes aplicagdes preditivas de recursos
intermitentes, a presente Tese propde o desenvolvimento de duas diferentes metodologias de
conjunto.

A primeira metodologia utilizada ¢ um método de aprendizagem ensemble baseado em
Ridge Regression (L2 penalizado), definido Ridge Regression Ensemble (RRE), que integra
metodologias consolidadas de previsdo edlica e solar aplicadas a dois locais com diferentes
latitudes e perfis climaticos.

A segunda metodologia proposta ¢ uma abordagem hibrida que visa a aplica¢dao da
Wavelet Decomposition (WD) para pré-processamento e pos-processamento dos dados brutos
de cada localidade, o uso de quatro metodologias preditivas individuais baseadas em AM e do
RRE. Para a avalia¢dao das metodologias propostas, ¢ utilizada uma metodologia de integracao

que usa uma adaptac¢do da teoria do portfolio (PrevTP) (Lima, 2020).

5.3.1 PrevTP

Uma adaptagdo da TP, proposta inicialmente em Lima (2020), denominada PrevTP, ¢é
aplicada para integrar as previsdes obtidas por modelos preditivos aplicados aos recursos
solares e edlicos no Brasil e na Espanha. Na teoria do TP, quanto maior a quantidade de ativos,
menor serd o risco diversificavel. Desse modo, a melhor forma de atingir uma rentabilidade
elevada com um risco menor, ¢ diversificando os investimentos em todas as classes de ativos.
O PrevTP visa o mesmo entendimento, em que a diversificacdo de preditores vem a melhorar
o desempenho geral da previsao para diferentes séries temporais.

Em seu primeiro uso, o objetivo da TP era maximizar um retorno financeiro, a qualquer

risco, por meio da diversificacdo de titulos ou investimentos que ndo estivessem positivamente
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correlacionados (Markowitz, 1992; Markowitz, 1956; Renner, 2010). De acordo com Devaraj
etal. (2021), as técnicas de previsao de recursos intermitentes podem melhorar o planejamento,
operacdo e gestao de redes elétricas. A metodologia PrevTP pode integrar e melhorar os
resultados das previsdes individuais.

O risco de previsao pode ser definido como a dificuldade que uma técnica especifica ou
uma combinag¢do de técnicas tém na obten¢do do resultado da previsdo. Quanto menor o risco,
maior a possibilidade de a previsao acertar seu resultado. Uma aplicagdo do TP foi encontrada
em Dunlop (2004). O modelo de precificagdo de ativos de capital € usado para entender se ¢
possivel possuir um unico grande parque e6lico ou um portfélio de parques edlicos menores. A
conclusao alcancada foi que o risco de produ¢ao pode ser reduzido em até 30% mantendo um
portfolio de parques edlicos em vez de um unico grande parque edlico. No entanto, o autor
destacou que isso depende da correlagao entre os parques e que depende da localizagao.

De acordo com Lima (2020), o PrevTP ¢é dividido nas seguintes etapas: a) coleta e
tratamento dos dados; b) previsao da velocidade do vento usando as metodologias individuais;
¢) estudo dos erros e riscos de previsao; d) processamento de dados dos erros e riscos de
previsao pelo PrevTP; e) defini¢ao final da ponderagdo dos ativos pelo PrevTP; e f) verificagao
do erro de previsdo usando as metodologias integradas pela metodologia proposta em
comparagdo com os ativos individuais.

Durante a definicdo dos pesos de integracdao, ou seja, durante o treinamento PrevTP,
cada uma das técnicas de entrada (MLP, CFBP, RBF e SOM) ¢ comparada com as velocidades
do vento e irradiancias solares observadas. Com isso, ¢ possivel entender a precisdo e
variabilidade das técnicas de previsdo em relagdao a velocidade do vento e a irradiancia solar
nas duas localidades.

O percentual de erros ¢ calculado comparando as RNA aplicadas individualmente e
utilizando o fator de impacto definido nas Equagdes 5.11 e 5.12. Esses erros relacionados as
previsdes de velocidade do vento e irradiancia solar podem ocorrer em diferentes horarios do

dia em que o recurso esta disponivel no local (Speth, 2012).

_ (Dp — Dn)100 r (5.11)
pp Dm 12

Dy, (5.12)
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em que D, sdo os dados previstos, D, sdo os dados observados, M, o maior recurso € F; € o
fator de impacto.

O fator de impacto ¢ usado para nivelar os erros de previsdo levando-se em consideracao
a amplitude de disponibilidade de recurso, reduzindo as discrepancias devido a subestimacao
ou superestimagao desses erros (Lima, 2020).

A Equacao 5.13 define o calculo da variabilidade dos ativos por meio de correlagao.

_ Cov(y,x) (5.13)
Pxy = Oy * Oy
em que Py, € a correlagdo entre x e y (ativos), Cov(y, x) € a covariancia entre x € y, gy s30 0

desvio padrdo de x, e g, € 0 desvio padrdo de y.

A covariancia entre x ¢ y ¢ obtida por meio da Equagao 5.14.

Yieg (=) =) (5.14)
n

Cov(y,x) =

em que x; sd0 os valores dos ativos de x, X € o valor médio do ativo x, y, sdo os valores dos

ativos y, y € o valor médio do ativo y, e n representa a quantidade de valores dos ativos.

O risco da carteira pode ser determinado pelo calculo do desvio padrio, que revela a
probabilidade de determinado resultado. Para definir o percentual de cada ativo e com isso
reduzir os erros de previsdo, ¢ necessario construir um grafico de Fronteira Eficiente. Esses
limites sao linhas formadas por diferentes proporcdes de ativos em uma carteira, representando
graficamente como um determinado retorno pode promover o menor risco possivel. Na Figura

5.6 ¢ mostrada a situagao hipotética de uma aplicacdo diversificada utilizando os ativos A e B.

Figura 5.6 — Exemplo de fronteira eficiente entre ativos A e B
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Risco (desvio padrio)

Fonte: Lima (2020).
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Um valor absoluto para risco aceitavel ndo pode ser definido. Nesse caso, o risco,
medido pelo desvio padrio, € inerente ao processo de previsao. O desvio padrao (risco) sempre
existira e o PrevTP sempre busca reduzir o risco diversificavel combinando os previsores.

Nas Figura 5.7 - 5.10 sdo apresentadas as estruturas completas e simplificadas da PrevTP
utilizadas para a integracdo das técnicas individuais para o recurso edlico do Brasil, recurso
edlico da Espanha, recurso solar no Brasil e recurso solar da Espanha, respectivamente.

Observa-se nas arquiteturas da Figura 5.7, que a integragdo das previsdes do recurso
eolico no Brasil ocorreu por meio das conexodes Pcr (CFBP e RBF), Pcs (CFBP e SOM) e Pmc
(MLP e CFBP). Sequencialmente, pl e p 2 representam as duas melhores conexdes (menores
erros de previsdo) entre Pcr, Pcs e Pmc e p exibe o valor de previsdo PrevTP. A representagao
simplificada ¢ utilizada apds o treinamento e seus pesos finais interligarem as metodologias
aplicadas individualmente. A contribuicao de cada modelo individual na estrutura simplificada
do PrevTP ¢ obtida a partir da soma das verossimilhancas dos caminhos para a saida Y, por
meio das conexdes Pcr, Pcs e Pmc, pl e p 2. Na aplicagdo com o recurso edlico no Brasil as
contribui¢des de cada modelo individual foi de 0,005 para o Ym, 0,6365 para o Yc, 0,264 para
oYrede 0,095 para o Ys. Um detalhamento dos riscos e erros calculados durante o treinamento

da PrevTP esté apresentado na Tabela 5.4.

Figura 5.7 — Arquiteturas: a) Estrutura da PrevTP; b) Estrutura simplificada da PrevTP. Ambas aplicadas a

integragdo de previsdes de velocidade do vento no Brasil
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Fonte: Proprio autor.
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Os erros ¢ o risco sdo reduzidos apos a integracdo em cada conexdo (Tabela 5.4). Na

Figura 5.7a ¢ ilustrada a contribui¢ao significativa (60% do CFBP e 40% do RBF) na conexao

Pcr (a de menor risco e MAPE), que foi a mais utilizada na estrutura PrevTP otimizada. Os

modelos CFBP e RBF foram escolhidos com alta contribui¢do no resultado, pois, apresentam

os melhores MAPE e riscos. O modelo MLP apresentou alto MAPE e alto risco (maiores entre

os preditores individuais), sendo o modelo que a estrutura adaptativa menos utilizou para a

obtengao do resultado (0,005), pois poderia reduzir a previsibilidade do modelo PrevTP.

Tabela 5.4 - Resumo de erros e riscos calculados em todas as etapas da aplicagdo ao recurso edlico no Brasil

Modelo/Combinacio MAE MAPE RISCO
Ym - MLP 0,874 6,263 8,199
Yc — CFBP 0,616 3,163 4.100

Yr - RBF 1,108 3,784 4,938
Ys - SOM 0,538 5,025 6,563
Pcr 0,812 2,523 3,155
Pcs 0,592 2,743 3,488
Pmc 0,667 2,912 3,684

pl 0,735 2,390 2,985

p2 0,777 2,467 3,078

p (PrevTP) 0,740 2,389 2,984

Fonte: Proprio autor.

A partir das arquiteturas apresentadas na Figura 5.8, observa-se que a integracdo das

previsdes do recurso eodlico na Espanha ocorreu por meio das conexdes Pmc (MLP e CFBP),

Pms (MLP e SOM) e Pmr (MLP e RBF). pl e p2 representam as duas melhores conexdes

(menores erros e riscos de previsao) entre Pmc, Pms e Pmr e p € a previsao do PrevTP. Na
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aplicagdo com o recurso edlico na Espanha as contribui¢des de cada modelo individual no

PrevTP foi de 0,56 para o Ym, 0,135 Yc, 0,08 parao Yr e de 0,225 parao Ys.

Figura 5.8 — Arquiteturas: a) Estrutura da PrevTP; b) Estrutura simplificada da PrevTP. Ambas aplicadas a

integracdo de previsdes de velocidade do vento na Espanha
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Fonte: Proprio autor.

O detalhamento dos riscos e erros calculados durante o treinamento da PrevTP aplicado
ao recurso eolico na Espanha est4 apresentado na Tabela 5.5. Os erros e o risco sdo reduzidos
durante o treinamento e ajuste da estrutura do PrevTP. Na Figura 5.8a ¢ ilustrada a contribuigao
significativa (em torno de 50% da MLP) em todas as conexdes Pmc, Pms e Pmr, que foram
utilizadas de forma similar na obtengao da saida final, tendo as trés conexdes erros € riscos
similares. O modelo MLP foi escolhido com alta contribui¢ao no resultado (mais de 50%) pois,

apresentou os melhores MAPE e risco.



129

Tabela 5.5 - Resumo de erros e riscos calculados em todas as etapas da aplicagcdo ao recurso edlico na Espanha

Modelo/Combinacio MAE MAPE RISCO
Ym - MLP 0,052 1,558 2,464
Yc — CFBP 0,720 1,793 2,750

Yr - RBF 0,278 2,107 2,995
Ys - SOM 0,422 1,996 2,848
Pmr 0,143 1,361 1,895
Pms 0,161 1,331 1,877
Pmc 0,353 1,314 1,840

pl 0,095 1,150 1,630

p2 0,009 1,173 1,668

p (PrevTP) 0,053 1,111 1,590

Fonte: Proprio autor.

A integracao das previsoes do recurso solar no Brasil, como apresentada nas arquiteturas
da Figura 5.9, ocorreu por meio das conexdes Pcs (CFBP e SOM), Pms (MLP e SOM) e Pmc
(MLP e CFBP). p1 e p2 sdo as duas melhores conexdes (menores erros e riscos de previsao)
entre Pcs, Pms e Pmc e o p € a previsdo final do PrevTP. Na aplicacdo com o recurso solar no
Brasil as contribuigdes de cada modelo individual no PrevTP foram de 0,09 para o Ym, 0,455

para o Yc, 0 para o Yr (preditor eliminado durante o treinamento) e de 0,455 para o Ys.

Figura 5.9 — Arquiteturas: a) Estrutura da PrevTP; b) Estrutura simplificada da PrevTP. Ambas aplicadas a

integragdo de previsdes de irradiancia solar no Brasil
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Fonte: Proprio autor.

Os riscos e erros calculados durante o treinamento da PrevTP, em cada camada e por
conexao, aplicado ao recurso solar no Brasil estdo apresentados na Tabela 5.6. Observa-se que
os riscos e erros (nesse caso reduzidos a menos de 50% dos valores iniciais) vao sendo
reduzidos até chegar na previsdo final do PrevTP, demonstrando que a estrutura adaptativa
consegue obter o melhor de cada conexdo visando melhorar o resultado. Na Figura 5.9a ¢
ilustrada a contribui¢do significativa (50% das CFBP e SOM) na conexdo Pcs (menor erro e
menor risco entre as conexodes de sua camada), que chega com 70% nas conexoes pl e pl,

utilizadas em igual porcentagem (50% cada) no resultado Y.

Tabela 5.6 - Resumo de erros e riscos calculados em todas as etapas da aplicag@o ao recurso solar no Brasil

Modelo/Combinacio MAE MAPE RISCO
Ym - MLP 0,757 6,999 10,077
Yc - CFBP 0,428 4,705 6,718
Yr - RBF 2,602 7,628 10,290
Ys—-SOM 0,029 4,698 6,718
Pcs 0,228 3,512 4.796
Pms 0,206 4,084 5,582
Pmc 0,073 4,088 5,578

pl 0,097 3,342 4,561

p2 0,181 3,342 4.560

p (PrevTP) 0,140 3,287 4,454

Fonte: Proprio autor.
Na integra¢do das previsdes do recurso solar na Espanha, apresentada na Figura 5.10,

foram utilizadas as conexdes Pcr (CFBP e RBF), Pmc (MLP e CFBP) e Pmr (MLP e RBF). p1
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e p2 sendo as duas melhores conexdes (menores erros e riscos de previsdo) entre Pcr, Pmc e
Pmr e o p a previsdo final do PrevIP. Na aplicacdo com o recurso solar na Espanha as
contribui¢des de cada modelo individual no PrevTP foi de 0,137 para o Ym, 0,562 Yc, 0,301

parao Yr e de 0 para o Y's (preditor eliminado durante o treinamento).

Figura 5.10 — Arquiteturas: a) Estrutura da PrevTP; b) Estrutura simplificada da PrevTP. Ambas aplicadas a

integragdo de previsdes de irradidncia solar na Espanha
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Fonte: Proprio autor.

Um detalhamento dos riscos e erros calculados durante o treinamento da PrevTP, em
cada camada e por conexao, aplicado ao recurso solar na Espanha estd apresentado na Tabela

5.7.
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Tabela 5.7 - Resumo de erros e riscos calculados em todas as etapas da aplicag@o ao recurso solar na Espanha

Modelo/Combinacao MAE MAPE RISCO
Ym - MLP 1,511 4,489 6,184
Yc — CFBP 2,493 2,493 1,408

Yr - RBF 0,570 2,966 4,653
Ys - SOM 8,641 8,641 4,366
Pcr 2,186 2,211 1,355
Pmc 2,443 2,449 1,369
Pmr 0,157 2,604 3.731

pl 2,086 2,125 1,352

p2 2,216 2,241 1.336

p (PrevTP) 2,164 2,190 1,322

Fonte: Proprio autor.

Os erros e o risco vao sendo reduzidos durante a integragdo, conforme Tabela 5.7. Na
Figura 5.10a ¢ ilustrada a contribuicdo significativa (em torno de 90% do CFBP) nas conexoes
Pcr e Pmc (as de menores riscos € MAPE), que foram as mais utilizadas na estrutura PrevTP
final. O modelo CFBP foi escolhido com alta participagdo (mais de 56%) por apresentar os
melhores MAPE e riscos. O modelo SOM foi eliminado durante o treinamento por apresentar
altos MAPE e MAE.

As etapas gerais de processamento dos dados, sejam edlicos ou solares e independente

do local aplicado, sdo mostradas na Figura 5.11.

Figura 5.11 — Estrutura da integrag@o por meio do PrevTP
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Fonte: Adaptado de Lima et al. (2020) e Carneiro et al. (2022).

A PrevTP realiza a integragao paralela de metodologias de previsdo, para os diferentes
recursos intermitentes e localidades. Com a topologia formada a partir do treinamento do

PrevTP, a estrutura de processamento dos dados pode ser resumida da seguinte forma: entrada
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com as janelas de informagdes sobre recurso intermitente utilizado em cada técnica (MLP,
CFBP, RBF e SOM), processamento das previsdes pelas referidas RNA e aplicagdo das
integragdes com ponderagoes feitas a partir das fronteiras eficientes encontradas pelo PrevTP.
As etapas sdo as seguintes: a) coleta de dados de velocidade do vento e irradiancia solar;
b) treinamento e aplicacdo dos previsores MLP, CFBP, RBF ¢ SOM e o célculo e anélise de
seus respectivos erros de previsdo; ¢) producdo de fronteiras eficientes que sdo utilizadas para
integragdo de técnicas por meio da PrevTP; e d) aplicagdo de pesos; e demonstracdo de

resultados.

5.3.2 Ridge Regression Ensemble (RRE)

Os modelos ensemble no paradigma AM consistem essencialmente em misturar
modelos padrdes para obtencdo de melhores resultados em relagdo aos separados (Zhang; Ma,
2012). Alguns modelos s3o agrupados em esséncia, como RF e Gradient Boosted Regression
Tree. Por outro lado, também ¢ uma abordagem comum combinar diferentes modelos para
chegar a um resultado, usando uma média simples ou ponderada. Existem muitos exemplos
recentes na literatura, que vao desde a aplicacdo direta de métodos de ensemble (Tazim et al.,
2020; Sunil et al., 2021) até a combinacao de resultados obtidos separadamente por diferentes
modelos (Soumyashree ef al, 2021). Na Figura 5.12 ¢ apresentada a ideia principal do
procedimento de ensemble dessa aplicagdo. Cada modelo gera independentemente seu proprio
resultado, que ¢ combinado com os resultados de outros métodos de AM para gerar a saida final
do conjunto. No presente estudo, este procedimento ¢ realizado por uma combinagao linear dos

métodos AM.
Figura 5.12 - Estrutura da abordagem RRE proposta

Preditores i | Integragio | Saida da
P : Previsio
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> RBF P Ridge Previsdo de
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=»> |- - | ;
de entrada : g Regression Saida do

= SOM ~ Ensemble Preditor Final

__________________________________________________

Fonte: Proprio autor.
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Uma forma de agregar os resultados dos métodos ¢ utilizando sistemas de regressao
linear, principalmente os que fornecem selecdo automatica de varidveis (James ef al., 2013).
Em Konstantinov e Utkin (2021) ¢ aplicado o LASSO (Tibshirani, 1996) para encontrar os
pesos de uma abordagem de AM combinada. Os autores indicam que a Ridge Regression (Hoerl;
Kennard, 1970) pode ser usada para a mesma tarefa. Com este objetivo, uma ridge regression
¢ usada para combinar os resultados de modelos de AM, visando a obten¢do de uma melhor
saida.

Ao contrario do LASSO, a regressao ridge raramente remove completamente um
preditor, que, neste trabalho, ¢ a saida de cada método especifico. Essa op¢ao foi escolhida uma
vez que o nimero de modelos testados ndo produz um grande niumero de preditores. Assim,
optou-se por deixar todas as contribui¢cdes possiveis. A regressdo de cume encontra os

coeficientes de regressdo linear adicionando um termo de penalidade L2 (/1 Z;Llﬁjz) e

relacionado a soma dos coeficientes (Equagdo 5.15), impondo assim um equilibrio entre o erro

de previsao e o impacto de cada preditor.
. 2
arg miny [2?:1(yi —Bo—Xio1 Bixi;) +AXY_, ,3]'2] (5.15)

Nesta Equacdo, o primeiro termo somatdrio visa minimizar o erro entre os valores de
treinamento e os preditos, enquanto o segundo termo somatorio adiciona ao procedimento de
minimizagdo o peso de cada preditor (neste caso, as saidas do modelo), tendendo a reduzir os
valores (e importancia) de um modelo especifico que apresenta piores resultados. Essa
abordagem costuma superar o desempenho PrevTP (Lima ef al., 2020), pois enquanto a Gltima
melhora o desempenho por uma grade de pesos pré-especificados, a primeira encontra esses
valores por algoritmos de otimizacdo. Nesse sentido, apds o procedimento de sintonia do
hiperpardmetro A, sdo determinadas as contribui¢des f3; de cada modelo, originando assim um
novo valor predito (ensembled).

E bem conhecido na comunidade de AM, nomeadamente pelo teorema "no free lunch"
(Wolpert; Macready, 1997), que nenhum modelo pode ser reconhecido como o melhor num
sentido global. Ou seja, se hipoteticamente todos os cenarios possiveis pudessem ser avaliados
para diferentes modelos, na média eles teriam desempenho semelhante. Sob esta premissa, o
uso da abordagem ensemble permite aproveitar o método que melhor se adapta a cada cenario

especifico (solar/vento, localizagdo, etc.), uma vez que ndo se poderia afirmar a priori qual
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método ¢ o melhor para aquela situagdo. Essa possibilidade justifica a escolha da avaliacao
ensemble, uma vez que tendera para o método de melhor desempenho para cada caso estudado.
O RRE ¢ desenvolvido seguindo as seguintes etapas:
1. Os parametros A sao determinados pelo usuario;
2. Os coeficientes betas (f8) sdao determinados por meio do conjunto de dados e dos

parametros de penalidade (Equagao 5.16);
pridge = (XTX + A1)7'XTY 5.16

3. O A que fornece o menor RMSE na validagdo cruzada ¢ escolhido como o

parametro de configuracdo; e

4. No final, o modelo ¢é reajustado com o A4 selecionado ¢ as previsdes do RRE sdo

obtidas.

5.3.3 Modelo hibrido que combina Decomposicido Wavelet, Aprendizado de Maquina e Ridge

Regression Ensemble

Considerando o desempenho satisfatorio da aplicacdo RRE e visando obter resultados
ainda melhores por meio dessa modelagem ensemble, a presente Tese propde o uso de WT para
pré e pos-tratamento dos dados brutos visando emprega-los nas metodologias individuais de
previsdo e, obtendo melhores resultados dessas metodologias, aplicar o RRE novamente,
obtendo resultados ainda melhores e contribuindo para a obtengdo de modelos preditivos que
possam ser aplicados para os recursos solares e edlicos no Brasil e na Espanha. Nao foi
encontrado na literatura a combinagdao de WD, RNA e RRE nas diversas modelagens hibridas
estudadas. No entanto, as modelagens hibridas visam obter o melhor de cada modelo usado na
combinagdo, o que € proposto na presente tese. Na Figura 5.13 ¢ apresentada a estrutura hibrida
proposta.

A metodologia hibrida proposta ¢ dividida em quatro principais etapas: a) pré-
tratamento dos dados brutos: WD; b) Aplicacdo dos dados decompostos na previsdo edlica e
solar a ser realizada por meio dos modelos de AM; c) pds-tratamento: reconstrucao dos
componentes previstos pelos modelos individuais via transformada inversa Wavelet; d)

Combinacao dos resultados dos modelos individuais por meio do modelo RRE.
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Figura 5.13 - Estrutura da abordagem hibrida proposta (WD — RNA — RRE)
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Fonte: Proprio autor.

A decomposicao Wavelet (WD) vem com a proposta de reduzir as oscilacdes acentuadas,
picos e diferentes tipos de dados ndo estacionarios que as séries contenham. As séries de
velocidade do vento e de irradidncia solar apresentam essas variabilidades devido as mudancas
inesperadas que ocorrem nas condigdes meteoroldgicas.

A WD permite que uma série temporal seja ampliada escalando e esticando uma fungdo
WT predefinida sobre todas as observacdes, conseguindo extrair mudangas abruptas de curto e
longo prazo. As WT pegam o sinal original e o decompdem em componentes detalhados (D)
(filtros passa-alta) e componentes aproximados (filtro passa-baixa) (Risse, 2019).

De acordo com Rasa et al, (2017), a WT pode ser discreta ou continua e podem ser
aplicadas para decompor séries de dados em diferentes componentes com um comportamento
mais estavel e com menores variagdes em comparagao com as séries originais. A decomposicao
aumenta a capacidade de treinamento dos preditores individuais. Na aplicagcdo de Rasa ef al.,

(2017), a WD decompde séries de geracao solar e demanda e consegue obter melhorias, em
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termos de nRMSE, na previsao de demanda, sendo 17% em previsdes diarias e 20% nas
previsdes semanais.

Diversas pesquisas obtiveram resultados satisfatorios por meio do uso da decomposi¢ao
via transformada de WT. Em Zhu ef al. (2017) uma série de indice de céu claro ¢ decomposta
pela tecnologia WT para obter quatro subséries com frequéncias diferentes; combinada com
PCA e RNA para a previsdo de mapas diarios de irradiacdo solar em Li et al. (2020); na
modelagem hibrida proposta em Monjoly et al. (2017) onde a decomposicao WT ¢ combinada
aos modelos EMD e EEMD; no modelo hibrido proposto em Chaudhary e Rizwan (2018) a WT
¢ combinada a RNA para a previsdo da geracao FV. Um pré-processamento de séries do recurso
eolico por meio da WD pode ser encontrado em Zhang et al. (2020) (a metodologia hibrida
combina WD com NAR, NARX e SVM). Li ef al. (2020a) também realiza pré-processamento
por meio de WD, no entanto, aplicado a dados de geracao edlica (combinando WD com SVM).

De acordo com Zhu et al. (2017), a WD ¢ eficaz na analise de informagdes locais do
sinal tanto no dominio do tempo como no da frequéncia. O sinal apresentado ¢ decomposto em
diferentes séries de frequéncias (alta e baixa frequéncia), lidando bem com séries nao
estacionarias (Daubechies, 1990). Utilizaremos a transformacdo WT discreta para decompor as
séries de irradiancia solar (W/m?) e velocidade do vento (m/s), para as duas localidades, visando
a obtencao de séries mais relativamente estaveis, a fim de melhorar a precisdao das previsdes
dos modelos de AM aplicados individualmente.

As Wavelets sdo apresentadas em forma de blocos com propriedades de translagdo e

dilatagdo em uma fungdo ¥, , (t), definida na Equagéo 5.17 (Melo, 2018).

2y 5.17
)

-1
Wop () = lalZz x ¥(

-1
em que ¢ |a|z o fator de normalizagdo, a ¢ indice de escala e b ¢é o indice de translagdo. a,b €

R,coma > 0.
Para dados discretos, ¢ considerado o a =27/ ¢ b =k x 27/ (Melo, 2018). As
principais Equagdes WT discreta sdo: o sinal da WT mae (W x(t)) e a func@o de escala ¢, (t)

, definidos nas Equagdes 5.18 e 5.19 (Li; Wang; Goel, 2015).

J J
W (t) = 22 x W(22t — k) 5.18

k() = 2% x I t—k) 5.19
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Em que j e k apresentam o parametro de escala e o de localizagdo temporal,
respectivamente.

Combinando as Equagdes 5.17 ¢ 5.18 com os coeficientes aproximados (A) e detalhados
(D) obtidos ¢ possivel expressar o sinal x(t) por meio da Equagado 5.20 (Uzinski; Oliveira; Abreu,

2020).

2 5.20
x(©) = D AR @+ ) DI ] ¥®

k j<jo k

em que j, ¢ o coeficiente de pré-escalonamento. O primeiro somatorio apresenta a tendéncia
(componentes de baixa frequéncia) e o segundo apresenta os componentes de alta frequéncia.
A série x(t) ¢ composta pelo coeficiente de aproximagao no ultimo nivel j, e pelos coeficientes
de detalhes em todos os niveis j.

De acordo com Uzinski, Oliveira e Abreu (2020) os coeficientes de aproximacgao A/[K]

e de detalhes Di[k] sdo definidos como apresentado nas Equagoes 5.21 e 5.22.
AV = (x(0), dyx(D) 5.21

DI[k] = (x(8), $;,(®)) 5.22
Varios trabalhos tém implementado a familia de WT de Daubechies, proposta por Ingrid
Daubechies (Daubechies, 1988), usadas amplamente na andlise de sinais para extrair
caracteristicas desejaveis em diferentes sinais e a ordem mais utilizada ¢ para N=4. (Mandal et
al., 2013; Zhu et al., 2017; Rasa et al., 2017; Lee; Vale, 2020).

Na Tabela 5.8 sdo apresentados os valores de RMSE obtidos pelo modelo hibrido nos
diferentes testes efetuados para a escolha do tipo de Wavelet e da quantidade de niveis. Para os
dados do recurso e6lico, nas duas localidades, o tipo de Wavelet com melhor desempenho foi a
db4, da familia Daubechies, com 6 niveis. Ja relacionados aos dados solares no Brasil e na
Espanha as Wavelets utilizadas foram a dbl10 e db2, respectivamente (com 5 niveis de
decomposicdo). As séries decompostas referentes os dados eolicos e solares nas duas
localidades estdo apresentados no Anexo B.

Algumas metodologias individuais combinadas com WT sdo encontradas na literatura:
para previsao do recurso solar combinada a MLP (Teixeira Junior ef al., 2012; Saraiva et al.,

2014); para previsao do recurso edlico por meio de WT-RNA (De Christo et al., 2016).
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Tabela 5.8 - Testes desenvolvidos para a escolha do tipo de Wavelet e da quantidade de niveis a ser considerada
nas aplicagdes aos dados edlicos e solares nas duas localidades

Daubechies/niveis RMSE obtido na saida do WD-RNA-RRE

Recurso Edlicona  Recurso Edlico Recurso Solar na  Recurso Solar no

Espanha (m/s) no Brasil (m/s) Espanha (W/m?) Brasil (W/m?)

db2 3 0,415 0,435 25,147 37,114
4 0,398 0,412 22,451 36,298
5 0,410 0,384 19,127 28,369
6 0,416 0,372 19,985 28,074
db4 3 0,422 0,432 23,874 36,154
4 0,418 0,391 19,936 32,114
5 0,395 0,367 20,114 29,458
6 0,370 0,354 20,587 29,997
db6 3 0,418 0,440 28,117 45,124
4 0,405 0,383 26,258 36,479
5 0,429 0,376 23,784 29,587
6 0,399 0,398 22,102 30,255
db8 3 0,432 0,410 27,321 47,501
4 0,423 0,426 25,481 43,269
5 0,392 0,398 20,369 40,159
6 0,396 0,374 23,574 39,113
db10 3 0,423 0,417 26,513 48,265
4 0,434 0,387 24,587 35,269
5 0,386 0,377 22,146 27,471
6 0,390 0,369 22,036 27,984

Fonte: Proprio autor.

Na Figura 5.14 ¢ mostrado um exemplo de como ¢ decomposta a série x(t) para as
aplicagoes referentes ao recurso edlico nas duas localidades; o componente de aproximagao,
nesse caso Ag, representa a tendéncia, os componentes D>, D3, D4, Ds, Ds representam
sazonalidades e o D apresenta os ruidos, considerando que ¢ composta pelos valores de mais

alta frequéncia (Uzinski; Oliveira; Abreu, 2020).
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Figura 5.14 — a) Esquema de decomposicao (6 niveis); b) Previsdo por modelos individuais; ¢) Reconstrucao; e

d) aplicacdo do ensemble proposto aos dados de vento nas duas localidades
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Fonte: Decomposi¢do e reconstrugdo adaptados de Mallat (1989) e Uzinski, Oliveira e Abreu (2020).



141

O WD-RNA-RRE ¢ desenvolvido seguindo as etapas descritas abaixo:

1. O sinal inicial (para as séries do recurso eolico e solar nas duas localidades,
aplicados um de cada vez) ¢ decomposto por meio da WT e sdo gerados
diferentes componentes incluindo os de aproximagao e de detalhes;

2. Os componentes obtidos por meio da WD sdo aplicados nas RNA e suas
previsoes sao geradas;

3. Os resultados obtidos pelas RNA s3o recontruidos obtendo as previsdes dos
modelos individuais; €

4. Com as previsdes dos modelos individuais, por recurso e para cada localidade,
o modelo RRE ¢ aplicado com o objetivo de combinar os resultados obtendo o
resultado do conjunto (ensemble), seguindo os passos descritos abaixo:

e Os parametros A sdo determinados pelo usuério;

e Os coeficientes beta (f) sdo determinados por meio do conjunto de dados
e dos parametros de penalidade (Equagao 5.16);

e O A que fornece o menor RMSE na validagdo cruzada ¢ escolhido como
o parametro de configuragdo; e

e No final, o modelo ¢ reajustado com o A selecionado e as previsdes do

RRE sdo obtidas.

5.4 Analise dos Resultados

Os resultados obtidos pelos modelos aplicados individualmente, pelo PrevTP e pelo

modelo RRE foram avaliados usando as métricas descritas nas Equagdes 5.23, 5.24, 5.25 e 5.26.

. (5.23)
1 2
RMSE = N Z(Xprevisto - Xobservado)
I=1
1w (5.24)
MAE = N Z|Xprevisto - Xobservadol
I=1
_ Ziv (Xobservadoi - Xmedia_obseruados) ’ (Xprevistoi - Xmedia_previstos)
\/Z?I(Xobservadoi - Xmedia_observados)2 ' Z?(Xprevistoi - Xmedia_previsto) 2 (525)
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(5.26)

X observado

N
MAPE = % Z |Xprevisto - Xobservadol % 100%
I=1

Em que Xprepisto € 0 valor previsto, Xopservaqo € 0 valor observado ou real,
Xmedia_observados € @ média dos valores observados, Xeqiq previstos € @ média dos valores

previstos.

Também sdo utilizados graficos com uma janela de tempo de 4 dias escolhidos
aleatoriamente do conjunto de dados, que relacionam os valores previstos e observados para os
quatro modelos aplicados individualmente, no PrevTP e para o modelo RRE, considerando
aplicagdes no Brasil e Espanha e os recursos intermitentes sob analise, Bloxplots com erros

absolutos e graficos de correlacao.

Neste Capitulo, foram detalhadas as diferentes metodologias implementadas nesta Tese.
O detalhamento contemplou desde a coleta e o tratamento dos dados do Brasil e da Espanha, as
técnicas individuais de AM e suas respectivas fundamentagdes matematicas. Foi realizado
também o detalhamento das técnicas de conjunto (RRE, WD-RNA-RRE e PrevIP). No
proximo Capitulo, serdo apresentados Graficos, Tabelas e Boxplots com os resultados das
previsdes dos recursos solar e edlico, para as duas localidades, obtidos, tanto pelas técnicas
individuais, quanto pelas suas respectivas combinagdes realizadas pelas trés técnicas de

conjunto.
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6 RESULTADOS E DISCUSSOES

Como mencionado anteriormente, a presente Tese tem como objetivo o processamento
de dados de irradiancia solar (W/m?) e velocidade do vento (m/s) por meio de metodologias
“ensemble”. Ap6s a aplicagdo de técnicas individualizadas de previsibilidade baseadas em AM
(MLP, CFBP, RBF ¢ SOM), as técnicas ensemble, definidas como PrevTP, RRE ¢ o modelo
hibrido WD-RNA-RRE, sdo implementadas visando a integragdo/combinagdo das técnicas
aplicadas individualmente.

Os resultados sao analisados considerando o RMSE, R, MAE, MSE (no PrevTP) e
MAPE. Além disso, sdo criados graficos com uma janela de tempo de 4 dias escolhidos
aleatoriamente do conjunto de dados de teste, que relacionam os valores previstos e observados
para os quatro modelos aplicados individualmente, para o modelo RRE, para o PrevTP e para
o WD-RNA-RRE, considerando aplicagdes no Brasil e na Espanha e os recursos intermitentes
sob analise. Boxplots com erros e graficos de correlacdo sdo analisados para apresentar a
totalidade dos dados de teste das aplicacdes individuais e das aplicagdes RRE, PrevTP e WD-
RNA-RRE. Uma anélise de intervalo quartil (50% dos dados apresentados) ¢ realizada para
entender a localizacao dos erros; assim, tendéncias de superestimagdo ou subestimagdo dos
recursos eodlicos e solares podem ser identificadas verificando a orientacdo interquartil em
relagdo aos eixos positivo € negativo.

No presente capitulo, sdo apresentados os resultados das aplicagdes dos modelos
individuais baseados em RNA, integracdo das RNA por meio da PrevTP, do RRE e do WD-
RNA-RRE.

6.1 Previsdes de Recurso Solar para Brasil e Espanha usando Técnicas Individuais, RRE,

WD-RNA-RRE e PrevTP

As secdes 6.1.1 e 6.1.2 apresentam os resultados das previsdes individuais e das

modelagens de conjunto aplicadas aos dados solares da Espanha e do Brasil, respectivamente.

6.1.1 Resultados — Espanha

Na Figura 6.1 sdao apresentadas as correlacdes entre as previsdes de recurso solar na

Espanha obtidas pelas técnicas individualizadas. Os valores de R obtidos foram: 97% para MLP,
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98% para CFBP, RBF e SOM. Na Figura 6.2 ¢ apresentado o resultado da previsdo usando os
modelos RRE, WD-RNA-RRE e PrevTP para a previsao do recurso solar na Espanha.

Com RMSE de 19,127 W/m?, R de 0,997 e MAE de 13,613 W/m?, o modelo WD-RNA-
RRE foi superior ao melhor modelo de desempenho individual (CFBP), que obteve RMSE de
28,955 W/m?, R de 0,992 ¢ MAE de 25,977 W/m?, e superior as integragdes desenvolvidas pelo
PrevTP (com RMSE de 26,683 W/m?, R de 0,998 ¢ MAE de 19,402 W/m?) e pelo RRE (com
RMSE de 24,086 W/m?, R de 0,996 e MAE de 16,359 W/m?). Em termos de RMSE, os modelos
RRE e WD-RNA-RRE obtiveram melhorias de 16% e 34%, respectivamente, quando
comparados ao melhor modelo aplicado individualmente, e de 10% e 27%, respectivamente,

quando comparados a integragao realizada pelo PrevTP.

Figura 6.1 - Graficos de correlagdo para MLP, RBF, CFPB e SOM, técnicas aplicadas individualmente para

prever o recurso solar na Espanha
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Fonte: Proprio autor.

Embora o tamanho do banco de recurso solar seja semelhante para o Brasil e para a

Espanha (5.408 para o Brasil e 4.893 para a Espanha), o comportamento do grafico de
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correlacdo para a Espanha, mostrado na Figura 6.2, ¢ diferente do que sera mostrado na Figura
6.8, na proxima secdo, sobre os dados do Brasil. Observando a média (492,15 W/m? para o
Brasil e 666,37 W/m? para a Espanha) e a mediana (495,52 W/m? para o Brasil e 798,41 W/m?
para a Espanha), pode-se identificar uma tendéncia a concentracao de valores elevados para os
dados espanhdis, acima da média aritmética dos valores extremos (~525 W/m?).

Este fato deve-se a maior ocorréncia de céu claro no local na Espanha; o local no Brasil
¢ caracterizado pela passagem recorrente de nuvens, o que dispersa os dados medidos. Esse
comportamento pode ser observado nos histogramas, que mostram “lacunas” no caso da

Espanha, ou seja, concentracdo em valores especificos.

Figura 6.2 — Correlagoes e frequéncias de ocorréncia dos modelos ensemble (RRE, WD-RNA-RRE e PrevTP)

para a previsdo solar na Espanha
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Fonte: Proprio autor.
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Na Figura 6.3 s3o apresentados os dados da validacao cruzada e na Figura 6.4 a taxa de
participacao de cada metodologia individual na previsdo RRE (calculada pela penalidade L2),

respectivamente.
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Figura 6.3 - Ajuste de hiperparametros com validacdo cruzada para a previsao solar na Espanha
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Fonte: Proprio autor.

De acordo com a Figura 6.4, o modelo RRE utilizou o CFBP previsto de forma mais
representativa, seguido pelo SOM e RBF. Assim, o modelo obteve o melhor das previsdes e

permitiu que todas as metodologias individuais contribuissem para novos resultados.

Figura 6.4 - Contribuicao de metodologias individuais em RRE para a previsdo de recurso solar na Espanha
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Uma janela de dados de 4 dias (no caso dos dados solares, horas com projecao de luz

solar) para o periodo de teste da previsdo solar na Espanha, usando os modelos aplicados

individualmente, o modelo RRE, o PrevTP e 0o WD-RNA-RRE, ¢ mostrada na Figura 6.5.
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Figura 6.5 - Dados solares observados e previstos dos métodos aplicados individualmente, RRE, WD-RNA-RRE
e PrevTP na Espanha (janela de dados de 4 dias em 2009: 12 — 15/10 — excluindo horas noturnas)
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Fonte: Proprio autor.

Na Tabela 6.1 sdo apresentados os valores de RMSE, R, MAE e MAPE para as técnicas
individualizadas e para os modelos RRE, WD-RNA-RRE e PrevTP para os dados de recurso
solar na Espanha. Considerando o MAPE, os modelos WD-RNA-RRE e RRE podem melhorar
a acuracia dos resultados em relagdo as aplicagdes individualizadas. WD-RNA-RRE MAPE
(10,780%) e RRE MAPE (11,261%) sdo inferiores ao modelo individual com melhor
desempenho (CFBP com MAPE de 12,465%). O modelo PrevTP nao conseguiu melhorar os
resultados na aplicag¢ao aos dados solares da Espanha, em termos de MAPE, obtendo um valor

de 35,581%, superior ao MAPE obtido pelo CFBP.

Tabela 6.1 - Métricas para avaliar metodologias individuais, aplicacdo do RRE, WD-RNA-RRE e PrevTP na

Espanha
MLP CFBP RBF SOM RRE PrevTP WD —RNA - RRE
RMSE (W/m?) 67,589 28,955 49,668 102,563 24,086 26,683 19,127
R 0,983 0,992 0,990 0,992 0,996 0,998 0,997
MAE (W/m?) 47,653 25977 31,429 91,545 16,359 19,402 13,613
MAPE (%) 86,607 12,465 61,808 23,098 11,261 35,581 10,780

Fonte: Proprio autor.

As metodologias CFBP e RBF apresentaram melhor correlacao do que as metodologias
SOM e MLP. Em termos de MAPE, os modelos WD-RNA-RRE e RRE apresentaram

desempenho similar e foram superiores ao PrevTP e modelos individuais. Considerando o
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conjunto das métricas, o modelo WD-RNA-RRE apresentou o melhor desempenho. Os erros
sdo apresentados em um boxplot na Figura 6.6.

A interpretacao do grafico boxplot segue as seguintes regras: a) Onde a haste vertical
comega (de cima para baixo) ¢ a indicagao do valor maximo (exceto valores maximos extremos
— outliers); b) Onde a haste termina, parte inferior, indica o valor minimo (exceto os valores
minimos extremos — outliers); ¢) O retangulo na parte central possui trés linhas horizontais em
que: a linha de baixo ¢ o primeiro quartil, a central indica a mediana e a de cima indica o terceiro
quartil. A diferenca entre o terceiro quartil e o primeiro quartil quantifica o intervalo interquartil.

Na Tabela 6.2 s3ao apresentados os pardmetros para cada modelo aplicado

individualmente, para o modelo RRE, para 0o WD-RNA-RRE e para o PrevTP.

Figura 6.6 - Boxplot da variagdo do erro de previsdo solar na Espanha
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Fonte: Proprio autor.

Para os dados solares da Espanha, os modelos preditivos individuais obtém uma faixa
de quartil entre 25,104 W/m? e 95,939 W/m?, enquanto o RRE obtém uma faixa de quartil de
20,299 W/m?, similar ao modelo WD-RNA-RRE, com faixa de quartil de 20,449 W/m?. A partir
da andlise dos 3° e 1° quartis, os modelos SOM, CFBP e PrevTP tendem a subestimar os dados
reais.

O WD-RNA-RRE ¢ o modelo com a mediana mais proxima de 0, confirmando que seus
valores estdo mais proximos dos observados para o periodo de teste. Considerando os outliers,

0 WD-RNA-RRE ¢ o modelo que reduz os valores com discrepancia em relagdo a série padrao.
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Tabela 6.2 - Parametros de boxplot usados para avaliar as metodologias individuais, RRE, WD-RNA-RRE e
PrevTP na Espanha (W/m?)

Maiximo (exceto Minimo (exceto Intervalo
Modelo quartil3 mediana quartil 1
Outliers) Outliers) interquartil

MLP 111,562 18,631 -3,595 -42,655 -139,939 61,286
CFBP -0,056 -11,250 -28,864 -36,355 -26,414 25,104
RBF 73,869 24,561 6,042 -3,535 -52,397 28,096
SOM -1,393 -34,140 -98,041  -130,079 -148,461 95,939
RRE 38,071 12,657 3 -7,643 -32,441 20,299
PrevTP 13,389 -6,108 -13,850 -24,998 -48,768 18,890
WD-RNA-RRE 35,974 10,466 -0,071 -9,982 -35,768 20,449

Fonte: Proprio autor.

6.1.2 Resultados — Brasil

Considerando a previsdo de recurso solar no Brasil, na Figura 6.7 sdo mostradas as
correlacdes entre as previsdes obtidas através das técnicas aplicadas individualmente. Os

valores de R para MLP e RBF sao de 94%; para os modelos CFBP e SOM sao de 97%.

Figura 6.7 - Graficos de correlagdo para MLP, RBF, CFPB e SOM, técnicas aplicadas individualmente para

previsdo do recurso solar no Brasil
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Fonte: Proprio autor.
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Os resultados dos modelos RRE, WD-RNA-RRE e PrevTP para previsdo de recurso
solar com dados do Brasil sdo mostrados na Figura 6.8. Os resultados dos modelos de
combinagdo superaram as metodologias individuais mostradas na Figura 6.7. O modelo RRE
teve um RMSE de 35,467 W/m?, R de 0,988 ¢ MAE de 24,958 W/m?, que foram melhores que
os resultados de CFBP e SOM: RMSE de 67,323 W/m? e 70,634 W/m?, R de 0,976 € 0,976 ¢
MAE de 47,052 W/m? e 46,979 W/m?, respectivamente. Em termos de RMSE, ha uma melhora
de 47%. O modelo WD-RNA-RRE obteve RMSE de 27,471 W/m?, R de 0,995 ¢ MAE de
17,670 W/m?, apresentando melhor desempenho que o RRE, PrevTP e os modelos individuais
de melhor desempenho CFBP ¢ SOM. Em relacdo ao RMSE, o WD-RNA-RRE obteve uma
melhoria de 58% em relagao aos melhores modelos individuais, e de 22% e 44% em relagdo ao
RRE e PrevTP, respectivamente.

Figura 6.8 — Correlagdes e frequéncias de ocorréncia para os resultados obtidos pelos modelos RRE, WD-RNA-

RRE e PrevTP na previsdo solar no Brasil
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Fonte: Proprio autor.
O modelo PrevTP foi inferior aos modelos RRE ¢ WD-RNA-RRE; no entanto,

conseguiu obter melhorias em relagao aos modelos individuais com RMSE de 48,890 W/m?, R



de 0,98

melhor
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8 e MAE de 32,574 W/m?. Em termos de RMSE e comparado ao modelo individual com
desempenho (CFBP), o PrevTP melhorou o RMSE em torno de 27%.

Na Figura 6.9 sdo mostrados os dados os dados de validagdao cruzada. A taxa de

participacao de cada metodologia individual na previsao por meio do RRE (penalidade L2)

pode ser vista na Figura 6.10.

RMSE (validagao cruzada)

Figura 6.9 — Ajuste de hiperparametros com validagao cruzada para a previsdo solar no Brasil
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Fonte: Proprio autor.

Figura 6.10 — Contribui¢ao das metodologias individuais no RRE para a previsdo de recurso solar no Brasil
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Fonte: Proprio autor.

De acordo com a Figura 6.10, o modelo RRE utilizou as previsdes CFBP e SOM de

forma mais representativa. Na Tabela 6.3 sdo apresentados os valores de RMSE, R, MAE e

MAPE

para as técnicas individualizadas, para o RRE, para 0o WD-RNA-RRE e para o PrevTP

definido para os dados de recurso solar no Brasil. Os modelos CFBP e SOM foram superados
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pelos modelos RRE, WD-RNA-RRE e PrevTP, sendo o WD-RNA-RRE o modelo ensemble de

melhor desempenho na previsao.

Tabela 6.3 - Métricas para avaliar metodologias individuais, RRE, WD-RNA-RRE e PrevTP no Brasil
MLP CFBP RBF SOM RRE PrevTP WD — RNA - RRE

RMSE (W/m? 101,045 67,323 106,133 70,634 35,467 48,890 27,471
R 0,944 0,976 0,942 0,976 0,988 0,988 0,995

MAE (W/m?) 69,989 47,053 76,292 46,979 24,958 32,574 17,670
MAPE (%) 40,417 24,207 32,824 25,556 14,191 18,053 8,946

Fonte: Proprio autor.

Analisando a Tabela 6.3, 0o WD-RNA-RRE mostrou-se como a melhor aplicagdo (com
um MAPE de 8,946%), seguido dos modelos RRE (com MAPE de 14,191%) e PrevTP (com o
MAPE de 18,053%), ambos os MAPE dos modelos ensemble foram inferiores ao MAPE obtido
pelo melhor modelo aplicado individualmente para a previsao do recurso solar no Brasil (CFBP
com 24,207%).

Uma janela de dados de 4 dias referente ao periodo de teste da previsao solar no Brasil
usando os modelos aplicados individualmente, o modelo RRE, 0o WD-RNA-RRE ¢ o PrevTP ¢

apresentada na Figura 6.11.

Figura 6.11 — Dados solares observados e previstos dos métodos aplicados individualmente, do RRE, do WD-
RNA-RRE e do PrevTP no Brasil (janela de 4 dias em 2015: 31/10 — 3/11 — excluindo horas noturnas)
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Fonte: Proprio autor.

Um boxplot com os erros ¢ apresentado na Figura 6.12. Na Tabela 6.4 sdo apresentados

os parametros do boxplot para cada modelo aplicado individualmente, para o RRE, o WD-
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RNA-RRE e o PrevTP na previsao solar no Brasil. Com erros mais proximos de zero e menos
outliers, os modelos WD-RNA-RRE e RRE apresentam os melhores resultados: faixa de quartil
de 23,132 W/m? e 35,006 W/m?, respectivamente, menos da metade da faixa de quartil obtida
pelos modelos CFBP e SOM (faixa de quartil de 65,291 W/m?). O modelo PrevTP conseguiu
melhorar os resultados dos modelos individuais em termos de mediana (0,181 W/m?); no
entanto, em termos de intervalo interquartil, ainda tem valores superiores ao RRE, CFBP e

SOM, mostrando que o modelo teve desempenho similar aos melhores modelos individuais.

Figura 6.12 - Boxplot da varia¢ao do erro de previsdo solar no Brasil
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Fonte: Proprio autor.

Tabela 6.4 - Parametros de boxplot para avaliar as metodologias individuais, RRE, WD-RNA-RRE e PrevTP no

Brasil (W/m?)
Miaximo
Minimo (exceto Intervalo
Modelo (exceto  quartil3 mediana quartil 1
Outliers) interquartil

Outliers)
MLP 187,983 42,611 -5,254 -54,545 -200,280 97,156
CFBP 135,616 37,617 3,068 -27,674 -125,544 65,291
RBF 233,159 80,009 28,388 -22,332 -175,533 102,341
SOM 131,616 33,617 -0,932 -31,674 -129,544 65,291
RRE 69,814 17,838 -0,595 -17,168 -68,499 35,006
PrevTP 138,237 36,361 0,181 -31,657 -133,654 68,018
WD-RNA-RRE 46,412 11,705 0,983 -11,428 -46,034 23,132

Fonte: Proprio autor.

Os erros obtidos pelas previsdes individuais para as duas localidades sdo apresentados

na Tabela 6.5.
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Tabela 6.5 - Resumo de erros obtidos a partir dos sinais reconstruidos para o recurso solar nas duas localidades

Recurso Recurso
Sinais
solar/Espanha solar/Brasil
reconstruidos
RMSE (W/m?)

MLP 55,313 97,383
RBF 32,415 98,110
SOM 95,836 72,128
CFBP 32,163 52,254

Fonte: Proprio autor.

Considerando o desempenho dos modelos individuais descritos nas Tabelas 6.1 ¢ 6.3,
observa-se que, os valores de RMSE descritos na Tabela 6.5, para os sinais reconstruidos, sao,
em alguns casos (MLP, RBF e SOM na Espanha e MLP, CFBP e RBF no Brasil), menores que
os modelos aplicados inicialmente, sem o uso do pré-processamento via WT. Assim, fica
demonstrado que o uso do pré-processamento, por meio de WT, pode melhorar o desempenho
dos modelos individuais e, consequentemente, do resultado do WD-RNA-RRE, como foi
confirmado pelo bom desempenho do modelo hibrido quando aplicado aos dados solares nas

duas localidades.

6.2 Previsoes de Recurso Eolico para Brasil e Espanha usando Técnicas Individuais, RRE,
WD-RNA-RRE e PrevTP

As segoes 6.2.1 e 6.2.2 apresentam os resultados das previsdes individuais e das

modelagens de conjunto aplicadas aos dados eolicos da Espanha e do Brasil, respectivamente.

6.2.1 Resultados — Espanha

Na Figura 6.13 sdo apresentadas as correlagdes entre as previsdes do recurso edlico na
Espanha usando técnicas individualizadas. Os valores de R para os métodos aplicados

individualmente ficaram entre 97 e 98%.
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Figura 6.13 - Gréficos de correlagdo para as técnicas MLP, RBF, CFPB e SOM aplicadas individualmente a

previsdo do vento na Espanha
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Na Figura 6.14 ¢ apresentada a correlagdo para os resultados do RRE, WD-RNA-RRE

e do PrevTP.

Figura 6.14 - Correlagdes e frequéncias de ocorréncia para os resultados obtidos pelos modelos RRE, WD-RNA-

RRE e PrevTP na previsdo edlica na Espanha
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A validac¢do cruzada ¢ apresentada na Figura 6.15. A taxa de participagdo de cada

metodologia individual (definida pela penalidade L2) na previsdo por conjunto ¢ apresentada

na Figura 6.16, indicando que o modelo RRE utilizou predominantemente a participacdo dos

modelos MLP, SOM e CFBP para gerar os melhores resultados.

Figura 6.15 - Ajuste de hiperpardmetros com validagdo cruzada para a previsdo do vento na Espanha
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Figura 6.16 - Contribui¢do de metodologias individuais em RRE para a previsdo de recurso edlico na Espanha
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Na Tabela 6.6 sdo apresentados os valores de RMSE, R, MAE e MAPE para as técnicas
individualizadas, para o RRE, para 0 WD-RNA-RRE e para o PrevTP para dados de recurso
eolico na Espanha. Os modelos individuais obtiveram RMSE entre 0,437 m/s ¢ 0,533 m/s, R

entre 97 e 98% e MAE entre 0,276 m/s e 0,374 m/s.

Tabela 6.6 - Métricas para avaliar metodologias individuais, RRE, WD-RNA-RRE e PrevTP na Espanha
MLP CFBP RBF SOM RRE PrevTP WD -RNA-RRE

RMSE (m/s) 0,437 0,504 0,533 0,510 0,337 0,133 0,370

R 0,990 0,988 0,985 0,987 0,989 0,998 0,981
MAE (m/s) 0,276 0,318 0,374 0,354 0,216 0,089 0,250
MAPE (%) 7,186 7,618 9,327 7,280 5,491 2,060 5,810

Fonte: Proprio autor.
Essas métricas foram superadas pelos modelos RRE (com RMSE de 0,337 m/s, R de
0,989 ¢ MAE de 0,216 m/s), WD-RNA-RRE (com RMSE de 0,370 m/s, R de 0,981 e MAE de
0,250 m/s) e PrevTP (com RMSE de 0,133 m/s, R de 0,998 ¢ MAE de 0,089 m/s) na previsao
do recurso eolico. Diferentemente das aplicacdes para o recurso solar, onde os modelos WD-
RNA-RRE e RRE foram superiores ao PrevTP, na aplicagdo para o recurso edlico na Espanha,
o modelo PrevTP foi superior aos modelos individuais € aos WD-RNA-RRE ¢ RRE.

Vale ressaltar que os trés modelos de conjunto (WD-RNA-RRE, RRE e PrevTP)
conseguiram melhorar o desempenho em relacdo aos modelos aplicados individualmente. Em
termos de RMSE, os modelos RRE e WD-RNA-RRE, comparados com o melhor modelo
aplicado individualmente, apresentaram uma reducao de erro de 22,8% e 15,3% e o modelo
PrevTP obteve uma reducao de quase 69,5%.

Considerando as técnicas aplicadas individualmente a previsao de vento na Espanha, o
MLP apresentou um desempenho geral superior as outras trés técnicas, obtendo um RMSE, R
e MAE de 0,437 m/s, 98% e 0,276 m/s, respectivamente.

Uma janela de dados de 4 dias, referente ao periodo de teste da previsdo de vento na
Espanha, usando os modelos aplicados individualmente, o RRE, 0o WD-RNA-RRE e o PrevTP,

¢ apresentada na Figura 6.17.
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Figura 6.17 - Dados de vento observados e previstos dos métodos aplicados individualmente, RRE, WD-RNA-
RRE e PrevTP na Espanha (janela de dados de 4 dias — 2009: 23 — 25/10)

Velocidade do Vento (m/s)

1 6 11 16 21 26 31 36 41 46 51 56 61 66 71 76 81 86 91 96
Tempo (horas)

= === (Observados —— MLP CFBP RBF
— SOM = RRE PrevTP —WD-RNA-RRE

Fonte: Proprio autor.

De acordo com a Tabela 6.6, o RRE apresenta um MAPE de 5,491%, o WD-RNA-RRE
apresenta um MAPE de 5,810% e o PrevTP um MAPE de 2,060%. O método individual com
melhor desempenho (MLP) obteve um MAPE de 7,186%, confirmando o melhor desempenho
do PrevTP, seguido pelos modelos RRE e WD-RNA-RRE.

Um boxplot com os erros ¢ mostrado na Figura 6.18. Na Tabela 6.7 sdo apresentados os
parametros do boxplot para cada modelo aplicado individualmente e para os modelos de

conjunto RRE, WD-RNA-RRE e PrevTP na previsao de vento na Espanha.

Figura 6.18 - Boxplot da variag¢do do erro de previsdo do vento na Espanha
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Fonte: Proprio autor.
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Tabela 6.7 - Parametros boxplot para avaliar metodologias individuais, RRE, WD-RNA-RRE e PrevTP na

Espanha (m/s)
Miaximo Minimo
Intervalo
Modelo (exceto  quartil3 mediana quartil 1 (exceto
interquartil

Outliers) Outliers)
MLP 0,590 0,152 -0,031 -0,182 -0,672 0,334
CFBP 0,415 0,009 -0,129 -0,293 -0,694 0,302
RBF 0,969 0,188 -0,082 -0,334 -1,051 0,523
SOM 1,090 0,307 0,025 -0,222 -0,999 0,529
RRE 0,494 0,124 -0,026 -0,154 -0,542 0,277
PrevTP 0,560 0,128 -0,034 -0,179 -0,615 0,146
WD-RNA-RRE 0,679 0,167 -0,013 -0,185 -0,711 0,352

Fonte: Proprio autor.

Analisando a Figura 6.18, os modelos RRE, PrevTP e WD-RNA-RRE apresentam
menos outliers e erros proximos de zero. Nessa aplicacdo, considerando as métricas de
avaliagdo (RMSE, R, MAE e MAPE) e o boxplot dos erros com seus parametros, o PrevTP
apresentou desempenho superior ao RRE, WD-RNA-RRE e modelos individuais.

Considerando a Tabela 6.7, o intervalo interquartil do PrevTP apresenta o menor valor
(0,146 m/s), comparado aos melhores modelos individuais (MLP e CFBP) e com os RRE ¢
WD-RNA-RRE, que foram superiores aos melhores modelos individuais, com intervalos

interquartis de 0,277 m/s e 0,352 m/s, respectivamente.

6.2.2 Resultados - Brasil

Considerando o recurso eo6lico no Brasil, nas Figuras 6.19 a 6.22 sdao apresentadas
correlacdes entre as previsdes no pais utilizando técnicas individualizadas, correlacdo e
frequéncia de ocorréncia para os resultados do RRE, do WD-RNA-RRE e PrevTP, validacao
cruzada para definicio de pardmetros e taxa de participacdo de cada metodologia
individualizada na previsao por meio do RRE, respectivamente. Na Figura 6.19 sdo apresentada
as correlacdes entre as previsdes do recurso edlico no Brasil usando técnicas individualizadas.

Os valores de R para os métodos aplicados individualmente ficaram entre 85 e 97%.
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Figura 6.19 - Graficos de correlagao para MLP, RBF, CFPB e SOM, técnicas aplicadas individualmente para

previsdo do recurso eo6lico no Brasil
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Na Figura 6.20 ¢ apresenta a correlagdo para os resultados do RRE, WD-RNA-RRE e

do PrevTP, que obtiveram valores de R em torno de 98%.

Figura 6.20 - Correlagdes e frequéncias de ocorréncia para os resultados obtidos pelos modelos RRE, WD-RNA-

RRE e PrevTP na previsdo eélica no Brasil
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A validacdo cruzada ¢ apresentada na Figura 6.21. De acordo com a Figura 6.22, o
modelo RRE utilizou predominantemente a participacdo dos modelos CFBP, RBF ¢ SOM para

gerar os melhores resultados.

Figura 6.21 - Ajuste de hiperpardmetros com validagdo cruzada para previsdo de vento no Brasil
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Fonte: Proprio autor.

Figura 6.22 - Contribui¢do de metodologias individuais em RRE para a previsao de recurso edlico no Brasil

‘©
>
=
= MLP &
k=]
£
(e}
o CFBP ol
-
o
=
RBF *
SOM o
0 25 50 75 100

Importancia

Fonte: Proprio autor.



162

De acordo com a Tabela 6.8, o modelo RRE obteve RMSE de 0,188 m/s, R de 0,989 e
MAE de 0,138 m/s, resultados superiores aos desempenhos de CFBP e RBF (anteriormente os
melhores resultados): os modelos CFBP e RBF obtiveram RMSE, R ¢ MAE de 0,449 e 0,548
m/s, 96 € 97%, 0,342 ¢ 0,409 m/s, respectivamente, também superiores aos modelos WD-RNA -
RRE que obteve RMSE de 0,354 m/s, R de 0.978 ¢ MAE de 0,265 m/s ¢ PrevTP que obteve
RMSE de 0,509 m/s, R de 0.977 e MAE de 0,413 m/s.

De acordo com a Tabela 6.8, o RRE apresenta um MAPE de 3,927%, uma reducao de
5,42% em relagdo ao melhor modelo individual (CFBP com MAPE de 9,345%). O RRE
apresentou MAPE menor que os modelos ensemble WD-RNA-RRE e PrevTP que obtiveram
MAPE de 9,480% e 12,820%, respectivamente.

Tabela 6.8 - Métricas para avaliar as metodologias individuais, RRE, WD-RNA-RRE e PrevTP no Brasil
MLP CFBP RBF SOM RRE PrevTP WD — RNA - RRE

RMSE (m/s) 0,893 0,448 0,548 0,713 0,188 0,509 0,354

R 0,856 0,968 0,977 0,911 0,989 0,977 0,978
MAE (m/s) 0,678 0,342 0,409 0,544 0,138 0,413 0,265
MAPE (%) 18,228 9,345 14,155 16,433 3,927 12,820 9,480

Fonte: Proprio autor.

Assim, o modelo RRE apresentou uma melhoria de RMSE de mais de 58% em relacdo
ao modelo aplicado individualmente com o melhor desempenho global (CFBP). O PrevTP na
aplicagdo aos dados edlicos do Brasil ndo conseguiu melhorar o desempenho do modelo
individual com melhor desempenho, j4 0o WD-RNA-RRE foi superior ao PrevTP e ao melhor
modelo aplicado individualmente.

Na Figura 6.23 ¢ ilustrada uma janela de 4 dias para o periodo de teste da previsdao de
vento, usando os modelos aplicados individualmente (RRE, WD-RNA-RRE e PrevTP) no

Brasil.
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Figura 6.23 - Dados de vento observados e previstos para os métodos aplicados individualmente, o RRE, o WD-

RNA-RRE ¢ o PrevTP no Brasil (janela de dados de 4 dias —2009: 24 — 27/10)
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Fonte: Proprio autor.

Um boxplot com os erros dos modelos individuais, do RRE, do WD-RNA-RRE e do

PrevTP na previsao de vento no Brasil ¢ apresentado na Figura 6.24.

Figura 6.24 - Boxplot da variacdo dos erros de previsdo de vento no Brasil
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O modelo RRE apresenta menos outliers, comprovando que a sua integracao permite o

ajuste de outliers. A mediana do modelo RRE ¢ a mais proxima de zero entre as aplicacdes (-

0,002 m/s) para previsao de vento no Brasil. Considerando a Tabela 6.9, o intervalo interquartil
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(50% dos dados apresentados) do modelo RRE varia de -0,111 a 0,112 (m/s), sendo o menor
(0,223 m/s) entre as aplicagdes.

Tabela 6.9 - Parametros de boxplot para avaliagdo de metodologias individuais, RRE, WD-RNA-RRE e PrevTP

no Brasil (m/s)

Miaximo Minimo
Intervalo
Modelo (exceto quartil3 mediana quartil 1 (exceto
interquartil

Outliers) Outliers)
MLP 1,875 0,317 -0,208 -0,722 -2,315 1,038
CFBP 0,923 0,140 -0,122 -0,381 -1,165 0,523
RBF 1,228 0,154 -0,179 -0,563 -1,639 0,717
SOM 1,692 0,342 -0,107 -0,571 -1,939 0,912
RRE 0,445 0,112 -0,002 -0,111 -0,446 0,223
PrevTP 0,597 -0,111 -0,347 -0,593 -1,316 0,482
WD - RNA -RRE 0,816 0,208 -0,006 -0,215 -0,773 0,423

Fonte: Proprio autor.

Os erros obtidos pelas previsoes individuais para as duas localidades sdo apresentados

na Tabela 6.10.

Tabela 6.10 - Resumo de erros obtidos a partir dos sinais reconstruidos para o recurso solar nas duas localidades

Recurso Recurso
Sinais
edlico/Espanha eolico/Brasil
reconstruidos
RMSE (m/s)

MLP 0,791 0,762
RBF 0,456 0,443
SOM 0,875 0,710
CFBP 0,489 0,682

Fonte: Proprio autor.

Observa-se que os valores de RMSE descritos na Tabela 6.10, para os sinais
reconstruidos, sdo, para os seguintes casos: RBF e CFBP na Espanha e MLP, RBF e SOM no
Brasil, menores que os modelos aplicados inicialmente sem o uso do pré-processamento via
WT, demonstrando que, em algumas aplicagdes, o uso do pré-processamento por meio de WT
pode melhorar o desempenho dos modelos individuais e, consequentemente, do resultado do
WD-RNA-RRE.

Analisando apenas as aplicagdes individuais (simples), o CFBP apresenta um bom

desempenho em relagdo as outras metodologias de previsao de recurso edlico e solar; esse
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comportamento pode estar relacionado a estruturacdo de sua arquitetura, que combina MLP
simples (conexdes adicionais) e aumenta as oportunidades de corre¢do de erros durante o
processo de aprendizagem. Considerando a previsao solar e eolica no Brasil e na Espanha, os
modelos WD-RNA-RRE e RRE podem reduzir outliers e erros (RMSE, MAPE, R ¢ MAE) e
prever com mais precisdo, provando ser uma ferramenta ensemble util para o aprimoramento
de previsoes isoladas.

Considerando as aplicagdes individuais, usando os sinais decompostos por meio de WT,
e analisando as Tabelas 6.5 ¢ 6.10, que apresentam os erros obtidos apos a reconstru¢ao dos
sinais previstos, as RNA do tipo CFBP e RBF obtiveram um bom desempenho na previsao dos
componentes de aproximacao e de detalhes entre as previsdes individuais para o recurso edlico,
nas duas localidades, e para o recurso solar no Brasil. Para as aplica¢des ao recurso solar na
Espanha, os modelos SOM e CFBP obtiveram os melhores rendimentos.

Comparando os modelos PrevTP, WD-RNA-RRE e RRE, pode-se observar que o RRE
sem o pré-processamento obteve melhorias em relagdo aos modelos individuais em todas as
aplicagdes. O PrevTP conseguiu superar o RRE apenas na aplicagdo ao recurso eodlico na
Espanha; no entanto, apesar da superagao por meio do PrevTP, o RRE foi superior aos modelos
individuais. O modelo hibrido WD-RNA-RRE foi superior aos modelos individuais e aos
modelos PrevTP e RRE nas aplicacdoes aos dados solares nas duas localidades, mas ndo
conseguiu superar o PrevTP na aplicagdo aos dados eolicos da Espanha e o RRE nos dados
edlicos do Brasil. Mas superou os modelos aplicados individualmente em todas as simulagdes.

Importante ressaltar que os modelos ensemble apresentaram-se como ferramentas
relevantes quando se trata da combinacdo de previsdes para recursos intermitentes. O bom
desempenho preditivo e a melhoria da precisdao dos resultados obtida pelos modelos RRE, WD-
RNA-RRE e o PrevTP, podem trazer beneficios aos tomadores de decisdo, reduzir o custo de
geracdo liquida e minimizar os impactos na seguranca da rede. Adicionalmente, os beneficios
de uma previsdo solar e eodlica com minimo erro pode ser relevantes em mercados de
desequilibrio de energia, trazendo uma redugdo nos recursos de backup.

Considerando as revisdes tedricas apresentadas na Sec¢do 3, a Tabela 6.11 foi
desenvolvida visando avaliar como estdo posicionados, em termos de precisdo, os resultados
das previsoes obtidas nesta Tese em relacao as precisoes de parte dos artigos incluidos na qSLR

(tema solar e e6lico).



Tabela 6.11 - Resumo de erros obtidos por parte dos artigos considerados na qSLR e das metodologias

aplicadas nesta Tese

Referéncias

Meta de previsao

Resultados obtidos (em termos

de MAPE - %)

(Jung et al., 2020)

Geragdo Fotovoltaica

11,535 ¢ 10,805

(Hu et al., 2018)

Geragdo Fotovoltaica

RBF -7,4e AR - 13,6

(Heydari et al., 2019) Irradiancia Solar 1,7275
(Lima et al., 2020) Irradiancia Solar Espanha — 5,36 e Brasil —4,52%
(Bouzgou & Gueymard. 2019) IHG 7,4 ¢ 10,77
(Liu et al., 2023) Geragdo Edlica 19,58
(Jiang et al., 2023) Velocidade do Vento 3,2¢e 11,08
(Cui et al., 2023) Geracdo Eodlica 0,094 — 0,154

(MAPE/Capacidade instalada do

parque)

(Carneiro et al., 2022) Velocidade do Vento 1,13
(Duan et al., 2022) Velocidade do Vento 1,18 - 5,43 (na melhor aplicacdo
e em diferentes locais)

RRE — Brasil (1) Velocidade do Vento 3,927

RRE - Brasil (2) Irradiancia Solar 14,191
RRE — Espanha (1) Velocidade do Vento 5,491

RRE — Espanha (2) Irradiancia Solar 11,261
WD-RNA-RRE — Brasil (1) Velocidade do Vento 9,480
WD-RNA-RRE — Brasil (2) Irradiancia Solar 8,946
WD-RNA-RRE — Espanha (1) Velocidade do Vento 5,810
WD-RNA-RRE - Espanha (2) Irradiancia Solar 10,780

Fonte: Proprio autor.

Considerando uma variagdo de MAPE entre 3,9% e 14,19%, obtida pelas diferentes
aplicagdes desta Tese, e observando os erros (em termos de MAPE) obtidos por algumas
referéncias utilizadas nas revisdes tedricas (Secao 3), estes variando entre 1,18% e 19,58%,
pode-se observar que as aplicagdes desta Tese estdo melhores ou similares a outras aplicagdes
encontradas na literatura.

Neste capitulo, foram apresentados os resultados e as discussodes referentes as técnicas
individuais, baseadas em AM, e também as metodologias de conjunto aplicadas a previsao solar
e eolica, no Brasil e na Espanha. Os resultados demonstraram a eficacia das técnicas de

combinagao visando a melhoria dos resultados das previsdes obtidas pelos modelos individuais.
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As técnicas se mostraram eficazes para aplicacdo em localidades com diferentes latitudes e

condig¢des climaticas. As conclusdes desta Tese serdo apresentadas no proximo Capitulo.
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7 CONCLUSAO

Os efeitos da intermiténcia dos recursos eolico e solar podem ser reduzidos usando
ferramentas apropriadas para prever sua disponibilidade, obtendo modelos que podem ser
utilizados para o gerenciamento de usinas eolicas e fotovoltaicas, visando uma geragao de
eletricidade otimizada. Esta Tese vem com 6.la proposta de aplicar duas metodologias
ensemble, a) RRE; e b) WD-RNA-RRE, e compara-las com o modelo PrevTP. As diferentes
técnicas de integragdo agregam os resultados de técnicas de AM, CFBP, SOM, RBF ¢ MLP,
usando dados de recursos edlicos e solares do Brasil e da Espanha.

Como demonstragao da capacidade aprimorada das metodologias ensemble, os erros das
integracdes desenvolvidas pelas técnicas WD-RNA-RRE e RRE, para as quatro técnicas de AM,
apresentaram melhor desempenho, em comparagdo com os erros das metodologias
individualizadas, em todos os casos estudados. O PrevTP conseguiu melhorar o desempenho
das técnicas aplicadas individualmente em duas das quatro aplicacdes.

Considerando os modelos individuais para a previsao de vento no Brasil, CFBP e RBF
obtiveram os melhores desempenhos, com RMSE, R e MAE de 0,449 ¢ 0,548 m/s, 96 ¢ 97%,
0,342 ¢ 0,409 m/s, respectivamente. Considerando a previsdao de vento na Espanha, o MLP
obteve o melhor desempenho com RMSE de 0,437 m/s, R de 99% e MAE de 0,276 m/s. O
CFBP apresentou os melhores resultados na previsao do recurso solar no Brasil, com RMSE de
67,323 W/m?, R de 97% e MAE de 47,053 W/m?. Na Espanha, o modelo tnico com melhor
desempenho foi o CFBP, com RMSE de 24,086 W/m?, R de 0,996 e MAE de 16,359 W/m?.

O modelo hibrido foi superior aos modelos RRE e PrevTP, em termos de RMSE, MAPE
e R, nas aplicagdes ao recurso solar no Brasil e na Espanha. O modelo WD-RNA-RRE obteve
na aplicagdo solar na Espanha um RMSE de 19,127 W/m?, MAPE de 10,780% e R de 0,997;
para o recurso solar no Brasil, foi calculado um RMSE de 27,471 m/s, MAPE de 8,946% e R
de 0,995. Para a previsdo edlica no Brasil, o0 modelo hibrido foi superior ao modelo PrevTP e
inferior ao RRE, com um RMSE de 0,354 W/m?, MAPE de 0,265% ¢ um R de 0,978. Para o
recurso edlico na Espanha, o modelo WD-RNA-RRE melhorou o desempenho dos modelos
individuais, mas ndo conseguiu superar o desempenho dos modelos RRE e PrevTP.

Para o recurso solar na Espanha, o modelo RRE obteve RMSE de 24,086 W/m?, MAPE
de 11,261% e R de 0,996; para o recurso edlico, foi calculado um RMSE de 0,337 m/s, MAPE
de 5,491% e R de 0,989. Para a previsao solar no Brasil, foi calculado um RMSE de 35,467
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W/m?, MAPE de 14,191% e um R de 0,988: para o recurso edlico, um RMSE de 0,188 m/s,
MAPE de 3,927% e um R de 0,989.

O modelo RRE melhorou as previsoes solares e edlicas, em termos de RMSE, na
Espanha em 16% e 22%, respectivamente, em comparagdo com os melhores modelos
individuais. Para as previsdes do RRE para os recursos solares e edlicos no Brasil, o RMSE foi
reduzido em 47,5% e mais de 58%, respectivamente, em comparagdo com os melhores modelos
individuais. O modelo hibrido obteve uma melhoria nas previsdes solares e edlicas na Espanha,
em termos de RMSE, de 33% e 15%, em relacdo aos modelos individuais com melhor
desempenho. Nas previsdes solares e edlicas no Brasil, o modelo hibrido conseguiu melhorar o
seu desempenho, em relacdo aos melhores modelos individuais, em 59% e 20%,
respectivamente.

Para o modelo RRE, analisando os graficos boxplots com os erros dos dados solares, ¢
possivel observar que os erros (50% dos dados) da previsao solar no Brasil apresentam um
intervalo interquartil de 35,006 W/m?, erros mais proximos de zero € menos outliers. A previsao
solar na Espanha, com intervalo interquartil de 20,299 W/m?, apresenta a mediana mais baixa
e valores mais proximos de 0. Considerando o boxplot com os erros dos dados de vento no
Brasil, o RRE apresenta uma mediana proxima de zero (-0,002 m /s) e um intervalo quartil de
0,223 (m/s). Quando aplicado a dados de vento na Espanha, o RRE apresenta menos valores
discrepantes e erros mais proximos de zero (intervalo interquartil de 0,277 m/s).

Analisando os graficos boxplots referentes as aplicagdes hibridas, temos as seguintes
conclusdes: por meio dos erros dos dados solares, € possivel observar que os erros (50% dos
dados) das previsdes solares no Brasil e na Espanha apresentam intervalos interquartis de
23,132 W/m? (menor que o intervalo do RRE) e de 20,449 W/m? (bem proximo do obtido pelo
RRE), respectivamente. Aplicado aos dados solares, nas duas localidades, o modelo WD-RNA-
RRE conseguiu reduzir os outliers. Por meio dos erros dos dados e6licos (50% dos dados) nas
previsoes edlicas no Brasil e na Espanha, observa-se intervalos interquartis de 0,423 m/s (maior
que o intervalo do RRE) e de 0,352 m/s (maior que os intervalos obtidos pelo RRE e PrevTP),
respectivamente.

Considerando os resultados obtidos pelo PrevTP, na integragcdo das previsdes do recurso
solar na Espanha, o modelo obteve RMSE de 26,683 W/m?, MAPE de 35,581% e R de 0,998;
para o recurso eolico, foi calculado um RMSE de 0,133 m/s, MAPE de 2,060% e R de 0,998.
Para a previsdo solar no Brasil, foi calculado um RMSE de 48,890 W/m?, MAPE de 18,053%
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e um R de 0,988; para o recurso e6lico, um RMSE de 0,509 m/s, MAPE de 12,820% e um R
de 0,977.

O modelo PrevTP conseguiu superar o RRE ¢ 0 WD-RNA-RRE apenas na aplicagao da
integragdo do recurso eodlico na Espanha, mas os modelos RRE ¢ WD-RNA-RRE também
obtiveram um bom desempenho e conseguiram melhorar a precisdo em relacdo aos modelos
aplicados individualmente. Conseguiu melhorar a precisdo dos modelos individuais na
aplicacdo ao recurso solar no Brasil, ndo sendo superior aos modelos RRE ¢ WD-RNA-RRE.
Em termos de MAPE (%), o PrevIP ndo conseguiu melhorar a precisdo das aplicagdes
individuais do recurso eolico no Brasil e do recurso solar na Espanha (nessa aplicagdo
conseguindo reduzir o RMSE e MAE).

Para as aplicagdes de previsao solar e edlica nas duas localidades, os modelos WD-
RNA-RR ¢ o RRE foram capazes de extrair o melhor de cada método de AM e melhorar a
precisao dos resultados obtidos pelas quatro técnicas aplicadas individualmente. Assim, esses
modelos podem ser ferramentas uteis para melhorar o desempenho de previsdes, visando um
melhor entendimento do comportamento dos recursos edlicos e solares, auxiliando no
gerenciamento de usinas edlicas e solares. As metodologias sdo estratégias alternativas para
gerenciar novas configuragdes no setor elétrico, com crescente participagdo de fontes
renovaveis eolicas e solares.

Por fim, observou-se que metodologias projetadas para integrar € combinar modelos de
previsdo tém resultados consistentemente melhores do que os melhores modelos aplicados
individualmente. As metodologias RRE e WD-RNA-RRE implementadas neste trabalho
mostram reducdes relevantes nas métricas MAPE, MAE, RMSE e R, quando comparadas as
metodologias individuais, confirmando a possibilidade de seu uso para diferentes recursos
renovaveis intermitentes e locais com diferentes padroes ambientais. Além disso, apresentam
desempenhos superiores ou similares, em termos de diferentes métricas, a outras aplicagdes

encontradas na literatura.
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SUGESTOES PARA TRABALHOS FUTUROS

e Desenvolver modelos Ensemble Dinamicos baseados no Ridge Regression Ensemble,
podendo a metodologia ser chamada de Ridge Regression Dynamic Ensemble (RREd)

com estrutura apresentada na Figura abaixo:

Banco de dados de entrada

Preditores

v v v v

MLP RBF SOM CFBP

Selecio Dinamica de Preditores

Saidas dos preditores individuais

‘ Previsdo de Saida do Preditor Final ‘

e Baseado nas revisdes teoricas desenvolvidas nesta Tese, trabalhos futuros podem visar
a realizacdo de testes com outras metodologias de decomposicdo e reconstrugcdo de

sinais visando a aplicabilidade na metodologia hibrida aqui desenvolvida.
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ARTIGOS PUBLICADOS VINCULADOS AO PROJETO DE TESE

Durante os quatro anos de pesquisas, artigos cientificos relacionados a pesquisa foram

publicados em periddicos. Os artigos estdo listados abaixo:
1. Aplicagdo PrevTP

Carneiro, T. C., Lima, M.A.F.B., Carvalho, P.C.M., Batista, J.G., Fernaindez-Ramirez, L. M.
Methodology for integration of wind resource forecasts based on artificial neural

networks. International Journal of Energy Research 2022. http://doi.org/10.1002/er.7728.
2. Revisdo Sistematica

Carneiro, T. C., Carvalho, P. C. M., Santos, H.A., Lima, M. A. F. B, Braga, A. P. D. S. Review
on Photovoltaic Power and Solar Resource Forecasting: Current Status and Trends. Journal of

Solar Energy Engineering 2021, 144(1), 010801. https://doi.org/10.1115/1.4051652.
3. Aplicagcdo RRE — Solar e Eélica

Carneiro, T. C., Rocha, P. A. C.; Carvalho, P. C. M., Fernandez-Ramirez L. M. Ridge regression
ensemble of machine learning models applied to solar and wind forecasting in Brazil and Spain.
Applied Energy 2022, Volume 314, 15 May 2022, 118936.
https://doi.org/10.1016/j.apenergy.2022.118936.

4. Outras publicagdes

Carvalho, P. C.; Carneiro, T. C. A new methodology to estimate future water-energy nexus
based on artificial neural networks. International Journal of Energy Research 2021, 45(13),
18670-18683.

Silva, A. W. B., Freitas, B. B., de Alencar Filho, C. L., de Freitas, C. D., de Sousa Junior, E.
A., de Castro, E. S., ... & Carneiro, T. C. Methodology Based on Artificial Neural Networks for
Hourly Forecasting of PV Plants Generation. IEEE Latin America Transactions 2022, 20(4),
659-668.


http://doi.org/10.1002/er.7728
https://doi.org/10.1115/1.4051652
https://www.sciencedirect.com/science/article/pii/S0306261922003555?dgcid=author#!
https://www.sciencedirect.com/journal/applied-energy/vol/314/suppl/C
https://doi.org/10.1016/j.apenergy.2022.118936
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Reges, J. P., Carvalho, P. C., de Aragjo, J. C., Carneiro, T.C. Sizing Methodology of Floating
Photovoltaic Plants in Dams of Semi-Arid Areas. Journal of Solar Energy Engineering

2022, 144(4), 041003. https://doi.org/10.1115/1.4052959.
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ANEXO A - DETALHAMENTO DO ESQUEMA DE VALIDACAO CRUZADA PARA
0OS METODOS INDIVIDUAIS BASEADOS EM APRENDIZADO DE MAQUINA

MLP - Recurso Solar na Espanha

Validacao Média do RMSE nRMSE = Média do RMSE (W/m?)/ Média da Série de dados
(W/m?) (W/m?)*
1 62,148 0,093
2 59,258 0,089
3 63,478 0,095
4 77,125 0,116
5 57,381 0,086
6 59,987 0,090
7 65,248 0,098
8 58,369 0,088
9 75,287 0,113
10 65,268 0,098

CFBP — Recurso Solar na Espanha

Validacio Média do RMSE nRMSE = Média do RMSE (W/m?)/ Média da Série de dados
(W/m?) (W/m?)*
1 52,248 0,078
2 31,412 0,047
3 35,487 0,053
4 40,988 0,062
5 37,564 0,056
6 45,874 0,069
7 32,963 0,049
8 50,174 0,075
9 35,255 0,053

[,
<

42,689 0,064




205

RBF — Recurso Solar na Espanha

Validacao Média do RMSE nRMSE = Média do RMSE (W/m?)/ Média da Série de dados
(W/m?) (W/m?)*
1 49,878 0,075
2 48,236 0,072
3 50,213 0,075
4 51,654 0,078
5 46,996 0,071
6 45,738 0,069
7 52,123 0,078
8 50,589 0,076
9 45,960 0,069
10 52,158 0,078

SOM- Recurso Solar na Espanha

Validacao Média do RMSE nRMSE = Média do RMSE (W/m?)/ Média da Série de dados
(W/m?) (W/m?)*
1 92,568 0,139
2 89,351 0,134
3 90,265 0,136
4 95,677 0,144
5 100,655 0,151
6 97,589 0,147
7 101,113 0,152
8 70,998 0,107
9 89,836 0,135
10 103,459 0,155
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MLP- Recurso Eélico na Espanha

Validacio Média do RMSE (m/s) nRMSE = Média do RMSE (m/s)/ Média da Série de dados (m/s)*

1 0,453 0,088
2 0,593 0,115
3 0,658 0,128
4 0,858 0,167
5 0,599 0,116
6 0,745 0,144
7 0,523 0,102
8 0,660 0,128
9 0,780 0,151
10 0,489 0,095

CFBP- Recurso Eélico na Espanha

Validacio Média do RMSE (m/s) nRMSE = Média do RMSE (m/s)/ Média da Série de dados (m/s)*

1 0,511 0,099
2 0,675 0,131
3 0,563 0,109
4 0,521 0,101
5 0,712 0,138
6 0,657 0,128
7 0,555 0,108
8 0,493 0,096
9 0,814 0,158
10 0,612 0,119
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RBF- Recurso Eoélico na Espanha

Validacio Média do RMSE (m/s) nRMSE = Média do RMSE (m/s)/ Média da Série de dados (m/s)*

1 0,784 0,152
2 0,615 0,119
3 0,690 0,134
4 0,814 0,158
5 0,675 0,131
6 0,792 0,154
7 0,614 0,119
8 0,596 0,116
9 0,575 0,112
10 0,745 0,145

SOM - Recurso Eélico na Espanha

Validacio Média do RMSE (m/s) nRMSE = Média do RMSE (m/s)/ Média da Série de dados (m/s)*

1 0,701 0,136
2 0,569 0,111
3 0,782 0,152
4 0,553 0,107
5 0,637 0,124
6 0,799 0,155
7 0,578 0,112
8 0,689 0,134
9 0,754 0,146
10 0,615 0,119
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MLP — Recurso Solar no Brasil

Validacao Média do RMSE nRMSE = Média do RMSE (W/m?)/ Média da Série de dados
(W/m?) (W/m?)*
1 90,587 0,212
2 89,963 0,211
3 95,265 0,223
4 91,558 0,215
5 100,659 0,236
6 96,337 0,226
7 90,594 0,212
8 90,555 0,212
9 89,351 0,209
10 93,475 0,219

CFBP - Recurso Solar no Brasil

Validacao Média do RMSE nRMSE = Média do RMSE (W/m?)/ Média da Série de dados
(W/m?) (W/m?)*
1 75,269 0,176
2 70,963 0,166
3 69,323 0,162
4 72,569 0,170
5 80,975 0,190
6 74,201 0,174
7 71,222 0,167
8 70,900 0,166
9 74,589 0,175

p—
<

70,578 0,165
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RBF — Recurso Solar no Brasil

Validacao Média do RMSE nRMSE = Média do RMSE (W/m?)/ Média da Série de dados
(W/m?) (W/m?)*
1 100,058 0,234
2 110,256 0,258
3 111,556 0,261
4 115,878 0,271
5 105,069 0,246
6 114,124 0,267
7 102,987 0,241
8 103,111 0,242
9 103,998 0,244
10 109,856 0,257

SOM- Recurso Solar no Brasil

Validacao Média do RMSE nRMSE = Média do RMSE (W/m?)/ Média da Série de dados
(W/m?) (W/m?)*
1 73,256 0,172
2 70,989 0,166
3 80,115 0,188
4 72,326 0,169
5 79,113 0,185
6 81,236 0,190
7 69,325 0,162
8 72,900 0,171
9 74,253 0,174
10 74,900 0,175
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MLP- Recurso Eoélico no Brasil

Validacio Média do RMSE (m/s) nRMSE = Média do RMSE (m/s)/ Média da Série de dados (m/s)*

1 1,725 0,338
2 1,456 0,285
3 2,023 0,396
4 1,115 0,218
5 2,100 0,411
6 3,569 0,698
7 1,997 0,391
8 2,564 0,502
9 1310 0,256
10 0,910 0,178

CFBP- Recurso Edlico no Brasil

Validacio Média do RMSE (m/s) nRMSE = Média do RMSE (m/s)/ Média da Série de dados (m/s)*

1 0,496 0,097
2 0,811 0,159
3 0,786 0,154
4 1,230 0,241
5 0,399 0,078
6 0,556 0,109
7 0,749 0,147
8 0,812 0,159
9 0,479 0,094

p—
<

1,026 0,201
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RBF- Recurso Eolico no Brasil

Validacio Média do RMSE (m/s) nRMSE = Média do RMSE (m/s)/ Média da Série de dados (m/s)*

1 0,856 0,168
2 0,617 0,121
3 0,799 0,156
4 0,697 0,136
5 1,023 0,200
6 0,743 0,145
7 0,901 0,176
8 0,515 0,101
9 0,721 0,141
10 1,103 0,216

SOM - Recurso Eolico no Brasil

Validacio Média do RMSE (m/s) nRMSE = Média do RMSE (m/s)/ Média da Série de dados (m/s)*

1 0,615 0,120
2 0,732 0,143
3 0,900 0,176
4 0,823 0,161
5 0,935 0,183
6 1,078 0,211
7 0,863 0,169
8 0,997 0,195
9 1,107 0,217
10 0,698 0,137
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Descricdo das arquiteturas, escolhidas de forma randdmica, para realizagdo da validagdo

cruzada (3 folds) e para os diferentes métodos individuais e localidades:

e MLP
Validacio Entradas (quantidade de atrasos) Camada Oculta (quantidade de neuronios)
1 6 6
2 6 4
3 8 3
4 10 8
5 6 5
6 8 7
7 12 7
8 10 6
9 8 4
10 4 4
e RBF
Validacio Entradas (quantidade de atrasos) Camada Oculta (quantidade de neuronios)
1 5 5
2 7 7
3 10 7
4 9 6
5 8 4
6 4 6
7 6 9
8 6 4
9 4 7
10 8 10




CFBP
Camada 1 Camada 2
Validacdo Entradas (quantidade de atrasos) (quantidade de neurdnios)
1 8 4 3
2 5 5 4
3 6 3 2
4 10 6 4
5 4 2 4
6 9 5 3
7 7 7 5
8 5 3 4
9 6 4 2
10 9 5 3
SOM
Validacio Entradas (quantidade de atrasos) Grade Bidimensional
1 4 5*5
2 6 5*5
3 9 5%5
4 6 5%5
5 12 5%5
6 10 5%5
7 8 5%5
8 7 5%5
9 6 5%5
10 5 5%5
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ANEXO B - DETALHAMENTO DAS DIFERENTES SERIES DECOMPOSTAS POR
MEIO DA DW

e Dados edlicos no Brasil (decomposicao em 6 niveis por meio de db4)
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e Dados edlicos na Espanha (decomposicio em 6 niveis por meio de db4)
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e Dados solares no Brasil (decomposi¢cao em 5 niveis por meio de db10)
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