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RESUMO

Com a evolugdo tecnoldgica, grandes volumes de dados sao coletados e armazenados de forma
répida e prética diariamente. Desta forma, pode-se obter dados dos mais variados tipos, inclusive,
em relagdo as movimentagdes de objetos, tais como humanos, animais ou veiculos, pelo espagco
geogrifico. A extracdo de informacdes uteis desses dados, considerados trajetdrias, pode resultar
em contribui¢des de valor significativo para pesquisas emergentes, como aplicagdes sociais
em ambientes académicos e praticos da sociedade. Todavia, a extracdo de conhecimento é
um desafio, principalmente em relacao a identificagdo de comportamentos frequentes nesses
dados. Assim, este trabalho apresenta um método para a extracdo e tratamento de padrdes
sequenciais frequentes em dados de trajetorias. O algoritmo PrefixSpan foi aplicado sobre um
conjunto de dados anonimizados, considerando trés abordagens propostas, para extraciao de
padrdes sequenciais frequentes. Esses padrdes permitem inferir perfis de comportamento de um
determinado objeto pela repeticao de seus movimentos, além da identificacdao dos lugares mais

visitados por esse objeto.

Palavras-chave: Trajetorias; Mineracdo de dados de trajetorias; Padrdes sequenciais frequentes;

Reconhecimento de padrdes.



ABSTRACT

With technological evolution, large volumes of data are collected and stored quickly and prac-
tically on a daily. Thus, it is possible to obtain data of the most varied types, including in
relation to the movements of objects, such as humans, animals, or vehicles, through geographic
space. The extraction of useful information from these data, considered trajectories, can result in
contributions of significant value to emerging research, such as social applications in academic
and practical environments of society. However, knowledge extraction is a challenge, especially
in relation to the identification of frequent behaviors in these data. Thus, this work presents a
method for the extraction and treatment of frequent sequential patterns in trajectory data. The
PrefixSpan algorithm was applied to an anonymized dataset, considering three proposed approa-
ches to extract frequent sequential patterns. These patterns make it possible to infer behavior
profiles of a given object through the repetition of its movements, in addition to identifying the

places most visited by that object.

Keywords: Trajectories; Trajectory data mining; Frequent sequential patterns; Pattern Recogni-

tion.
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1 INTRODUCAO

Atualmente, devido a evolucao tecnoldgica, € possivel, diariamente, coletar e arma-
zenar grandes volumes de dados dos mais variados tipos. Em especial, podemos nos atentar ao
tipo de dados referente a movimentagdes de objetos pelo espaco geogréfico, os quais podem
ser humanos, animais ou veiculos. Essas movimentacdes caracterizam posicdes geograficas,
que podem ser coletadas por meio de sistemas, como o Sistema de Posicionamento Global
(GPS), e aplicacdes mdveis, como redes sociais e aplicativos de locomog¢ao (ZHENG, 2015;
MAZIMPAKA; TIMPF, 2016).

As posicoes geogrificas ao serem agrupadas estabelecem trajetorias percorridas
por esses agentes. Uma trajetria pode ser compreendida como um conjunto de posigdes
geograficas registradas em um determinado intervalo de tempo (MAZIMPAKA; TIMPF, 2016).
O actmulo dessas trajetdrias originam conjuntos de dados, os quais possibilitam capturar
padrdes e caracterizar comportamentos quando analisados por meio do processo de descoberta
de conhecimento (ZHENG, 2015; WANG et al., 2020).

Esse processo, que possui a mineragdo de dados como uma etapa importante, pode
ser utilizado para a extracdo de informacdes uteis fazendo uso de métodos e aplicacdo de
ferramentas adequadas para cada objetivo. Desse modo, a descoberta de conhecimento sobre
os dados de trajetdrias, pode resultar em argumentos de valor significativo para uma gama de
questdes de pesquisas emergentes e aplicagdes sociais nos ambitos académicos e praticos da
sociedade (ZHENG, 2015; WANG et al., 2020).

Neste contexto, a Mineragdo de Dados surge como uma forma de lidar com grandes
volumes de dados. Principalmente por proporcionar uma 6tima relacao entre os diversos métodos
convencionais de andlise de dados e algoritmos especificos para as mais variadas atividades, os
quais visam realizar o processamento desses dados para extragdo de conhecimento (TAN et al.,
2005). Logo, o analista de dados pode concentrar-se apenas nas partes mais relevantes desses
dados extensos - resultados gerados pelas técnicas aplicadas sobre os dados -, contribuindo no
processo de exploracdo, andlise e compreensdo dos dados (CAMILO; SILVA, 2009).

Diversas pesquisas, tais como (CHAKRI et al., 2017; HUANG et al., 2016; ANDRI-
ENKO et al., 2013), possuem como objetivo a explora¢do dos dados que representam trajetorias.
Isso dar-se devido ao fato desses dados proporcionarem a descoberta de padrdes de mobilidade
pessoal, sendo que a interpretacdo dessas informagdes, geralmente realizada pelo analista de

dados, pode beneficiar diversas instituicdes publicas ou privadas e até empresas, cujos interesses
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encontram-se a locomocao individual, lugares mais visitados e descobrimento de possiveis perfis
de usudrios conforme as suas atividades praticadas diariamente.

As pesquisas descritas analisam principalmente a mobilidade pessoal, visando extrair
perfis com descolamentos habituais de usudrios e possiveis pontos de interesse. Porém, por
focarem especificamente no comportamento pessoal, ndo abordam a possibilidade de aplicar as
andlises realizadas sobre comportamentos de outros tipos de objetos, por exemplo, de veiculos,
animais e de desastres naturais, tal como, furacoes.

Sabendo disso, o presente trabalho visa extrair informagdes uteis, tais como padrdes
sequenciais frequentes, sobre um conjunto de dados de trajetéria independentemente do dominio
de aplicacdo, o qual é representado por esses dados. Ou seja, a extracdo de conhecimento € feita
de forma genérica e conforme os objetivos do analista de dados, de modo a ser aplicado em
diferentes contextos e atividades.

Com esse propdsito, este trabalho utiliza o algoritmo PrefixSpan (HAN et al., 2001)
para o desenvolvimento de métodos capazes de minerar informagdes uteis sobre um conjunto de
dados mediante a andlise e extracao de padrdes sequenciais frequentes. Os métodos e as abor-
dagens definidas foram implementados na biblioteca PyMove (SANCHES, 2019; OLIVEIRA,
2019), biblioteca open source na linguagem Python que possui o objetivo reunir métodos de
processamento, mineragdo e visualizacdo de dados sobre trajetdrias ou qualquer outro tipo de
dados espago-temporal, contribuindo com a expansao da mesma em mineracdo de dados sobre

trajetorias.

1.1 Objetivos

O objetivo principal deste trabalho consiste na proposi¢do e implementacdo de
métodos para a extracdo e tratamento de padrdes sequenciais em dados de trajetdrias.
Como objetivos especificos deste trabalho, temos:
1. Desenvolvimento de abordagens para representacdo de trajetorias.
2. Desenvolvimento de métodos para a extracdo e tratamento de padrdes sequenciais frequen-
tes.
3. Integracdo dos métodos desenvolvidos a biblioteca PyMove.
4. Analise visual dos resultados obtidos em uma amostra de dados.
O presente trabalho estd organizado conforme segue: o Capitulo 2 esclarece os

conceitos tedricos necessarios para o desenvolvimento deste trabalho. Em seguida, o Capitulo 3
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descreve alguns trabalhos correlatos a este estudo. Posteriormente, o Capitulo 4 relata cada etapa
desenvolvida para a concretizacdo deste trabalho. O Capitulo 5 detalha os resultados obtidos no

presente trabalho. Por fim, apresenta-se no Capitulo 6, as conclusdes e trabalhos futuros.
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2  FUNDAMENTACAO TEORICA

Neste capitulo, defini-se os conceitos tedricos fundamentais para a compreensao e
desenvolvimento deste trabalho. Inicialmente, apresenta-se o conceito de processo de conhe-
cimento sobre os dados. Em seguida, defini-se padrdes sequenciais frequentes, incluindo sua
aplicacdo em dados de trajetdrias. Por fim, descreve-se brevemente a utiliza¢do da semantica em

conjuntos de dados sobre trajetorias.

2.1 Descoberta de Conhecimento em Base de Dados

Atualmente, vivenciamos um periodo comumente chamado de ‘“era da informacgao”,
no qual coletar grandes volumes de dados deixou de ser um processo lento e custoso, ja que esse
processo passou a ser realizado de forma pratica, rapida e por diversos meios de aquisi¢ao de
dados. No entanto, essa facilidade ndo se mantém no processo de obtencdo de informacdes rele-
vantes sobre a imensa quantidade de dados coletada. Geralmente, a busca por essas informagdes
€ realizada manualmente, por um analista de dados, e devido ao grande volume de dados, em
alguns casos, essa andlise torna-se inviavel.

Desta forma, devido ao rapido aumento dos dados coletados, faz-se necessario uma
forma de auxiliar o analista de dados no processo de extracao de informagdes tteis (conheci-
mento) sobre esses dados. Para isto, é fundamental o desenvolvimento de teorias e ferramentas
auxiliares, as quais devem ser utilizadas pelo analista de dados neste processo (FAY YAD et al.,
1996).

O KDD (Knowledge Discovery in Databases — Descoberta de Conhecimento em
Bases de Dados) refere-se ao processo de descobrimento de informacdes tuteis em bases de dados,
sendo que dentre os topicos principais dessa drea de pesquisa encontra-se o desenvolvimento
de teorias sobre andlise de dados e ferramentas que auxiliam nesse processo (FAYYAD et al.,
1996). Assim, o KDD ¢€ visto como uma tentativa de solucionar o problema de analisar grandes
volumes de dados existentes (CAMILO; SILVA, 2009).

Conforme evidenciado em Fayyad et al. (1996), “em um nivel abstrato, o campo
KDD se preocupa com o desenvolvimento de métodos e técnicas para entender os dados”. Vale
ressaltar que o KDD € uma area de pesquisa multidisciplinar que envolve diversos outros campos
de pesquisa, tais como aprendizado de maquina, estatistica e inteligéncia artificial (FAY YAD et

al., 1996). Os objetivos dessas dreas de pesquisas e do KDD unificam-se na busca pela extracio
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de um alto nivel de informagdes (conhecimento) sobre uma pequena parcela de uma imensa base
de dados (FAYYAD et al., 1996).

Em vista disso, o KDD aborda todo o processo envolta da descoberta de conheci-
mento a partir dos dados, tais como: i.) a maneira que os dados sdo coletados e armazenados; (ii.)
a implementag¢do de algoritmos capazes de executar sobre grandes volumes de dados eficiente-
mente; (iii.) como os resultados obtidos pelos algoritmos podem ser interpretados e visualizados
e, por fim; (iv.) como a interagdo homem-maquina pode ser modelada e mantida da forma mais
util possivel (FAYYAD et al., 1996).

Isto posto, segundo Fayyad et al. (1996), “o KDD € o processo ndo trivial de
identificar padrdes validos, novos, potencialmente uteis e compreensiveis” nos dados analisados.
Sendo que esse processo possui como um problema bésico o mapeamento de dados brutos,
0s quais geralmente sdo volumosos demais para compreender e manusear, em informagdes
uteis, por intermédio da aplicacdo de algoritmos especificos da mineracao de dados, e de facil
compreensdo (FAYYAD et al., 1996; TAN et al., 2005).

A Figura 1 apresenta as etapas do processo do KDD. Basicamente, o processo de
descoberta de conhecimento € interativo (devido a interagdo entre as suas etapas) e iterativo
(normalmente realiza todas as etapas do processo mais de uma vez, visando aumentar a qualidade
dos resultados obtidos). Esse processo utiliza-se da interacdo — direta ou indireta — com o
usudrio (analista de dados) para a tomada de decisdo sobre particularidades em cada uma de suas
etapas, por exemplo, o algoritmo que serd usado na etapa de Mineracdo de Dados (FAY YAD et

al., 1996).

Figura 1 — Representagdo do processo KDD.

Avaliacéo

Mineragéo de Dados

Transformagéo

Pré-Processamento

Padrdes
Dados
Dados Pré-Processados Transformados

Dados Escolhidos

Conhecimento

Dados

Fonte: Adaptado de (CAMILO; SILVA, 2009).

As etapas do processo do KDD, ilustradas na Figura 1, sdo brevemente descritas a
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seguir.

2.1.1 Selecdo

Previamente a esta etapa, faz-se necessdrio entender o dominio de aplicagao do KDD.
Visto que, sem um conhecimento prévio relevante sobre o contexto de aplicacdo do KDD, a
interpretacdo ou andlise dos resultados obtidos pode ser equivoca. Sendo que, geralmente, € a
partir dessa compreensdo que se define, juntamente com o cliente, os objetivos do processo do
KDD (FAYYAD et al., 1996).

Nesta etapa, define-se os dados sobre os quais o processo de descoberta de conheci-
mento serd aplicado e, consequentemente, o conhecimento obtido refere-se aos dados definidos
nessa etapa. Para isto, seleciona-se um conjunto de dados (dataset). Usualmente, trata-se de
um conjunto de dados existente, porém, pode-se utilizar apenas um subconjunto desse conjunto
de dados, concentrando-se especificamente em atributos especificos ou com uma limita¢io na

quantidade de instancias de dados analisadas (FAY YAD et al., 1996).

2.1.2 Pré-processamento dos dados

Ap6s a escolha dos dados que serdo utilizados no processo do KDD (etapa anterior),
por serem dados brutos, faz-se necessario realizar algumas operagdes bdsicas sobre esses dados.
Essas operacdes compreendem a etapa de limpeza e pré-processamento dos dados, cujo dentre as
principais contribui¢des estdo a remogao de inconsisténcias e ruidos nos dados coletados. Além
dessas atividades, em alguns casos, tem-se que decidir uma estratégia para lidar com a auséncia
de dados. Uma prética comum € a remog¢ao das instancias que ndo possuem todas as informagdes

em seus atributos (FAYYAD et al., 1996; TAN et al., 2005).

2.1.3 Transformacdo

Como mencionado anteriormente, geralmente, o conjunto de dados, além de ser vo-
lumoso, possui um elevado nimero de dimensdes. Nesta etapa, baseando-se no objetivo definido
previamente para a execucao do processo do KDD, busca-se reduzir a dimensionalidade dos
dados por meio da identificacdo dos atributos mais significativos para a tarefa proposta (FAY YAD
etal., 1996). Para esta finalidade, € uma pratica comum aplicar algoritmos de selecao de atributos

e, consequentemente, reducdo a dimensdo dos dados. Sendo que, a partir desse momento, 0
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conjunto de atributos retornado pelo algoritmo, representam o conjunto de dados, geralmente,

sem perda de informacdes (TAN et al., 2005).

2.1.4 Mineracao de Dados

Esta etapa € essencial no processo do KDD. Neste estado do processo, tem-se um
conjunto de dados pré-processado, com dimensao reduzida e pronto para ser utilizado na tarefa
planejada, por exemplo, em uma tarefa de classificacdo ou regressdao. Em vista disso, dentre as
atividades desta etapa, tem-se a busca por um método (algoritmo) de mineracdo de dados que
contemple os objetivos, definidos previamente, que devem ser alcancados com a aplica¢ao do
KDD (FAYYAD et al., 1996).

A escolha de um algoritmo de mineracdo de dados, segundo Fayyad et al. (1996)
€ realizada por meio da andlise exploratéria dos dados. Essa atividade possibilita identificar o
algoritmo que melhor se encaixa com os critérios definidos para a tarefa estabelecida, além da
melhor configuragdo dos pardmetros desse algoritmo. Por exemplo, em alguns casos, para o
usudrio final € mais conveniente a compreensao do comportamento dos dados do que a capacidade
de predicdo do algoritmo. Neste contexto, nessa etapa, realiza-se uma busca por padrdes no

conjunto de dados, segundo o interesse do usudrio final (FAY YAD et al., 1996).

2.1.5 Avaliacao

ApOs a etapa anterior, tem-se um conjunto de padrdes identificados pelo algoritmo de
mineracao de dados escolhido. Contudo, precisa-se avaliar esses padrdes para validar o resultado
obtido pelo algoritmo. Desta forma, nesta etapa, avaliam-se esses padrdes por meio de uma
analise individual. Nessa andlise, verifica-se se o padrao identificado no conjunto de dados
representa alguma situacao real do dominio de aplicacdo.

Em alguns casos, mesmo com a execug¢do de todas as etapas anteriores, pode acon-
tecer de que os padrdes encontrados ndo sdo significativos o suficiente e, assim, precisa-se
reformular as hipéteses e aprimorar tanto a sele¢do dos atributos utilizados para a representacao
do conjunto de dados quanto o modelo e pardmetros do algoritmo selecionado. Por esse motivo,
geralmente, essa etapa ocasiona retorno para uma das etapas anteriores do processo (FAY YAD et

al., 1996).
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2.1.6 Conhecimento

Por fim, tem-se a descoberta do conhecimento propriamente dita. Essa etapa €
responsavel por repassar o conhecimento obtido com a aplicagdo do processo do KDD para as
partes interessadas. Desta forma, pode-se aplicar os resultados em outro sistema, documenta-los
ou apenas repassar para o cliente. Vale ressaltar que nesta etapa também resolvem-se possiveis
conflitos entre o conhecimento prévio assumido no inicio do processo e o obtido. Normalmente,

isso € realizado em conjunto com especialista do dominio e o cliente (FAYYAD et al., 1996).

2.2 Trajetorias

Uma trajetdria pode ser entendida como a movimentagdao de um determinado objeto,
o qual pode ser uma pessoa, animal ou um veiculo, em um contexto espaco-tempo especifico.
Ou seja, trata-se do movimento realizado por esse objeto no espaco geografico ao longo de um
intervalo de tempo. Desta forma, como representado de maneira ilustrativa na Figura 2, uma
trajetoria pode ser descrita por um conjunto de pontos cronologicamente ordenados (ZHENG,
2015).

Ainda conforme a Figura 2, uma trajetéria € essencialmente um deslocamento
de um ponto A até um ponto B. Esse deslocamento por ser reproduzido por intermédio de
pontos espacias, os quais baseiam-se tanto na marcacdo do tempo quanto nas coordenadas
geoespaciais (latitude, longitude). Inclusive, para facilitar a visualizacdo de uma trajetdria, isto
é, do deslocamento do objeto, pode-se tracar uma linha para interligar esses pontos (ZHENG,

2015).

Figura 2 — Representagao ilustrativa de uma trajetoria

A %
Q -
e e ___ @-—-——--—-- @-——-- °°° - Pz

Fonte: Elaborador pela autora (2023).

Formalmente, segundo Wang et al. (2020), uma trajetdria pode ser representada

como .7 = (P;,P»,P5...P,), sendo o P, o i-ésimo ponto dessa trajetdria e constituido por uma
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tupla de n elementos, a saber, P, = (ID;,X;,Y;, T;,A;), onde: ID; é o identificador do ponto; X;eY;
representam, respectivamente, a latitude e longitude do ponto. Ou seja, as suas coordenadas
geogrificas; 7; especifica 0 momento no tempo em que o ponto foi observado; e, por fim, A;
referi-se as informacdes complementares que podem ser adicionadas na descri¢do do ponto, tais
como a direcao do movimento, velocidade do objeto, local de referéncia, etc. Por fim, observe
que cada ponto da trajetdria possui diversas informagdes sobre o0 movimento do objeto e, em
alguns casos, sobre o ambiente no qual ele esta inserido.

Por exemplo, suponha o seguinte cendrio: José e seus amigos marcaram um encontro
as 20h em um restaurante préximo de uma praga que fica no centro da cidade em que mora.
Por morar no centro, José saiu de casa 19h 40min, passou em uma farmdcia localizada a 5
minutos de distancia da sua residéncia e chegou no restaurante no hordrio combinado. Disto isto,
podemos entender como uma trajetéria o deslocamento de José desde a sua casa (ponto inicial)
até o restaurante (ponto final), incluindo a passagem pela farmécia (ponto intermedidrio). Veja
que a descricdo dos locais de referéncia fazem parte das informacgdes adicionais utilizadas para

descrever os pontos da trajetoria.

2.2.1 Mineracgao de Dados de Trajetorias

Em Zheng (2015) é proposto um paradigma para a realizacio de tarefas relacionadas
a mineracao de dados de trajetéria. A Figura 3 apresenta uma versao adaptada desse paradigma.
Cabe salientar que a estrutura da biblioteca PyMove, utilizada no desenvolvimento deste trabalho,
adota veementemente essa versdao (SANCHES, 2019; OLIVEIRA, 2019). Como podemos
observar, basicamente, quatro etapas, sendo que em cada uma dessas etapas t€ém-se diversas
possibilidades de tarefas.

A principio, a partir de um conjunto de dados espaco-temporais, temos a etapa de pré-
processamento de dados, cujo objetivo é aprimorar a qualidade dos dados e, consequentemente,
os resultados obtidos. Em seguida, por conta do grande volume de dados, pode-se aplicar um
processo de indexacdo e recuperagdo de trajetorias, com viés de gerenciamento dos dados e
ganho no tempo de recuperagdo das informac¢des (ZHENG, 2015).

Posteriormente, podemos tanto tratar a incerteza das trajetdrias, devido a dificuldade
de identificar precisamente a localizagao de um objeto, quanto a criagcao de modelos, os quais
podem ser utilizados em aplicacdes em tempo real. Isto posto, o presente trabalho atual espe-

cificamente na sub-etapa de mineracdo de dados (parte da etapa de modelos), no contexto da
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Figura 3 — Paradigma para minerac¢do de dados de trajetdria
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Fonte: Adaptado de (ZHENG, 2015).

identificacdo de padrdes sequenciais frequentes (ZHENG, 2015; SANCHES, 2019; OLIVEIRA,
2019).

A mineragdo de dados de trajetdria, assim como no caso geracao da mineragao de
dados, diz respeito a extracdo de informacdes relevantes de um conjunto de dados, tais como,
anormalidades no trafego e padrdes de movimento de objetos. Neste de caso, essa extragao é
feita a partir de um conjunto de dados de trajetéria. A descrig¢do e previsao de trajetdrias sdo
tarefas tradicionais da mineracdo de dados de trajetdrias, por serem amplamente aplicadas em
problemas relacionados (descoberta de rotas, andlise comportamental de individuos e/ou grupo
de pessoas) a esse tipo de dados (WANG et al., 2020).

A descricao de trajetdrias visa interpretar as informagdes contidas nessas trajetorias
de modo a auxiliar na extracdo de conhecimento sobre os comportamentos por elas representados.
Por isso, comumente utilizam-se técnicas de aprendizado ndo supervisionado (ndo temos o
conceito de classes para diferenciar as instancias de dados), tal como clusterizacio, que visa
identificar similaridade entre padrdes por meio do agrupamento dos dados (WANG et al., 2020).

No caso da predicao de trajetdrias, o conjunto de dados € visualizado como uma
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colecdo de atributos que representam cada uma das trajetérias de modo que seja possivel treinar
modelos supervisionados, por conta da especificacao do rétulo (classe) para cada instancia do
conjunto de dados. Ou seja, para cada trajetoria, representada pelos atributos, tem-se uma classe
especifica que determina o padrao representado pela trajetéria (WANG et al., 2020).

No entanto, devido a imensa quantidade de dados coletados, principalmente quando
as trajetorias sao representadas com dados brutos de GPS — pontos de coordenadas em conjunto
com registros de data e hora —, € invidvel tanto interpretd-los quanto compreendé-los, havendo
a necessidade de minerar pontos significativos em cada trajetéria (HUANG et al., 2016). Neste
cendrio, padroes de trajetérias emergem como sequéncias de regides espaciais obtidos dos dados
de origem e de dreas frequentemente visitadas, sendo que a ordem dessa sequéncia € especificada
pela cronologia apresentada nos dados (GIANNOTTI et al., 2007).

Em trajetdrias € possivel obter quatro tipos de padrdes, sendo: padrdes de movi-
mentacdo em conjunto, trajetérias agrupadas, padrdes periddicos e padrdes sequenciais frequen-
tes (ZHENG, 2015). O presente trabalho utiliza os padrdes sequenciais frequentes como uma
técnica de extracao de informagdes tteis sobre um conjunto de dados de trajetdrias, visando a

descoberta de comportamentos dos objetos analisados.

2.3 Padroes Sequenciais Frequentes

Em aprendizado de méquina, considera-se como um padrdo uma caracteristica
local dos dados. Um padrao pode ser caracterizado tanto por algumas instancias de dados que
apresentam propriedades em comum quanto por um conjunto de varidveis. Neste contexto, os
padrdes sdo fundamentais para compreender o comportamento do conjunto de dados analisado,
principalmente porque podem representar um desvio no comportamento geral dos dados (HAND,
20006).

Em vista disso, na deteccdo de padrdes busca-se especificamente por instincias de
dados, ou regides especificas no conjunto de dados, que correspondam aos padrdes procurados.
Esse processo é conhecido como correspondéncia de padrdes, de modo geral tem-se um conheci-
mento prévio da estrutura do padrdo que objetiva-se encontrar no conjunto de dados (HAND,
2006).

Em uma tarefa de deteccao supervisionada de padrdes, primeiramente, informa-se
os valores de um conjunto de varidveis (varidveis base) e o objetivo € obter os valores de outras

varidveis que, possivelmente, representam pontos de dados com os valores estabelecidos pelas
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varidveis informadas previamente (HAND, 2006).

Por exemplo, em um processo de deteccao de anomalia, objetiva-se identificar as
instancias de dados que apresentam um comportamento anormal (diferente) em relacdo as demais
instancias de dados, de acordo com algum critério (CHANDOLA et al., 2009; TAN et al., 2005).
Isto €, a partir do conjunto de caracteristicas de instancias de dados normais busca-se detectar
outras instancias de dados que possuem caracteristicas semelhantes, sendo que as demais sao
irrelevantes e, consequentemente, consideradas anomalias (CHANDOLA et al., 2009).

No processo KDD, apresentado anteriormente, a Mineragdo de Dados é uma etapa
deste processo que se dedica a identificacdo (descobrimento) de padrdes, os quais sdo resultantes
da aplicacdo de técnicas computacionais. Dentre estas técnicas estd a mineracdo sequencial
de padrdes que se caracteriza por descobrir subsequéncias frequentes em conjuntos de dados
sequenciais (PEI et al., 2004). Em outras palavras, objetiva-se descobrir as subsequéncias
interessantes em um conjunto de sequéncias, baseando-se em algum critério.

Padrdes sequenciais frequentes sdo subsequéncias que ocorrem diversas vezes em
um conjunto de dados de sequéncias, isto €, subsequéncias comuns as varias sequencias e que
aparecem frequentemente no conjunto de dados. Neste caso, o problema basico dos padrdes
sequencias frequentes (frequent sequential pattern — FSP) consiste em encontrar essas sub-
sequéncias (GIANNOTTI et al., 2007). Esses padroes podem ser extraidos de problemas de
andlise que envolvam compras de usudrio ou acessos a Web, processos relacionados ao tempo
como desastres naturais ou tratamentos de doengas, como também em situacdes de andlise a

sequéncia de DNA, entre outras (HAN et al., 2001).

2.4 PrefixSpan: Prefix-Projected Sequential Patterns Mining

O algoritmo PrefixSpan — Prefix-Projected Sequential Patterns Mining (Minera¢ao
de padrdes sequenciais projetados por prefixo) objetiva encontrar todos os padrdes sequenciais
frequentes em um conjunto de dados de acordo com um limite de frequéncia (também chamado
de suporte minimo) previamente definido, o qual define se um determinado padrdo deve ser
considerado frequente ou ndo (HAN et al., 2001).

O conjunto de dados fornecido como entrada para o algoritmo pode ser compreendido
como um conjunto de sequéncias, por conta disso ¢ comumente chamado conjunto de dados de
sequéncia, sendo uma sequéncia uma colecao de itens (elementos) distintos, representada por

(% = (y1,y2,¥3,---,¥n))- Portanto, ndo pode haver duplicidade de um determinado elemento
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(yi), denotado por um conjunto de itens (y; = (eg,ez,e3,...,¢e,), em que i é 0 i-ésimo item), em
uma sequéncia (HAN et al., 2001).

No entanto, um item de um elemento pode ocorrer em diversos elementos da sequén-
cia. Ainda em relacdo ao conjunto de elementos de uma sequéncia, supde-se que os seus itens
estdo ordenados lexicograficamente — possibilitando o uso dos prefixos para representar os
elementos anteriores dos possiveis padrdes sequenciais. Por fim, define-se como tamanho (ou
comprimento) de uma sequéncia a quantidade de elementos que ela possui. Desta forma, pode-
mos visualizar um conjunto de dados de sequéncia como uma colegio de tuplas (yid,y), onde o
primeiro elemento € um identificador — da sequéncia — e o segundo elemento € a sequéncia
(HAN et al., 2001).

Isto posto, para definir se uma sequéncia € um padrao frequente, observa-se tanto o
ndmero de tuplas do conjunto de dados que possuem a mesma como uma subsequéncia quanto o
valor minimo de frequéncia definido. Dado uma tupla % = (yid,y) e uma sequéncia a, dizemos
que % contém « se o C y. Geralmente, dd-se o nome de suporte da sequéncia para essa situagao.
Quando o valor do suporte de uma sequéncia € superior ou igual ao limite minimo de frequéncia
especificado, diz-se que a mesma é um padrao frequente no conjunto de dados(HAN et al.,
2001).

Conforme apresentado em Han e al. (2001), o algoritmo PrefixSpan funciona como
segue:

1. Primeiramente, analisa todo o conjunto de dados para determinar a frequéncia de todos
os itens dos elementos das sequéncias. Cabe salientar que, ap0s este procedimento, sao
gerados padrdes sequenciais com apenas o item ((padrdo) : frequéncia).

2. Em seguida, divide-se o espaco de busca — por isso diz-se que o algoritmo utiliza-se do
conceito dividir para conquistar — conforme os padrdes sequenciais. Inclusive, uma forma
de otimizar o algoritmo &, durante esta etapa, remover todos os padrdes que possuem um
valor de suporte de sequéncia inferior ao limite de frequéncia determinado, visando a
reducao do tamanho do conjunto de dados.

3. Posteriormente, deve-se encontrar os subconjuntos de padrdes sequenciais por meio da
projecdo dos conjuntos de dados correspondentes a cada padriao sequencial, definidos
anteriormente, e do mapeamento recursivo dos subconjuntos dos dados projetados. Basi-
camente, na projecdo, considera-se todos os padrdes sequenciais que possuem o padrao

sequencial em questdo como prefixo. Por fim, o conjunto de padrdes sequenciais final
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€ obtido como resultado desse processo recursivo de busca dos padrdes, a qual pode ser
visualizada como uma busca em profundidade.

O processo de projetar novos conjuntos de dados pode prejudicar o desempenho do
algoritmo, tanto em relacdo ao tempo de execu¢do quanto a memoria necessaria. Uma
forma de evitar isso € por meio do uso apenas do conjunto de dados original em que se

mapeia os subconjuntos de padrdes por intermédio de ponteiros de posi¢ao.

2.5 Biblioteca PyMove

A biblioteca PyMove, desenvolvida na linguagem python e de codigo aberto, objetiva
fornecer métodos de processamento, mineracdo de padrdes e visualizacdo de dados de trajetdrias
ou demais dados espaco-temporais. Dentre as principais caracteristicas propostas pelo PyMove,
temos: documentacao clara, extensibilidade, flexibilidade e uma diversificagdo de operagdes que
auxiliam na analise dos dados (SANCHES, 2019; OLIVEIRA, 2019).

A estrutura da biblioteca PyMove € inspirada na proposta de paradigma para mine-
racdo de dados, ilustrada pela Figura 3, apresentada em (ZHENG, 2015). A Figura 4 mostra
a atual estrutura da biblioteca. Conforme a figura, é possivel perceber que a distribui¢cdo das
operagdes corresponde a cada etapa do processo de mineracdo sobre dados de trajetérias. Por
fim, o PyMove é composto por oito mddulos principais, sdo eles: core, models, preprocessing,
query, semantic, uncertain, utils e visualization.

Segundo Sanches (2019), Oliveira (2019) esses médulos podem ser descritos como
segue.

— core: trata-se do principal médulo do PyMove. Esse mddulo fornece as funcionalidades

essenciais para utilizacdo da biblioteca, tais como, a estrutura para representar os dados e
funcdes para manipuld-los. Além de funcdes especificas para a insercao de novos atributos
aos dados, como: distancia entre dois ou mais pontos, velocidade de deslocamento de
objetos e alternativas para visualizacao dos dados.
Devido o modo como foi implementado, esse mddulo € o principal responsavel por tornar
a biblioteca extensivel e flexivel, ao permitir que usudrio defina e modifique — até certo
nivel — a estrutura de dados a ser utilizada para representar os dados. Atualmente, as
estruturas-base sdo Dask, Pandas e a estrutura padrio da biblioteca — PyMove dataframe
uma adaptacdo da estrutura definida pelo usudrio.

— models: contém diversos modelos, alguns ainda ndo implementados, que objetivam realizar



Figura 4 — Estrutura atualizada da biblioteca PyMove
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Fonte: Adaptado de (SANCHES, 2019).

operacdo sobre dados de trajetorias. No caso, tém-se trés possibilidades de atuacdes sobre
dados de trajetérias. As quais sdo reproduzidas pelos mdédulos de reconhecimento de
padrdes, classificagdo e deteccao de anomalias. Ao final da implementacdo de todos esses
modulos, cada um deles armazenaré técnicas especificas para aplicar operacdes sobre 0s
dados de trajetoria.

Observe que no caso de reconhecimento de padrdes temos uma cole¢do de outros médulos
que conterdo procedimentos que possibilitardo a aplicacdo de técnicas de agrupamento
(clustering.py), detec¢do de similaridade de movimento(moving_together_patterns.py),
identificacdo de padrdes sequencias (freq_seq_patterns.py) e temporais (periodic_patterns.py).
Cabe salientar que a maioria dos métodos implementados neste trabalho foram inseridos
no modulo referente a deteccdo de padrdes sequenciais.

— preprocessing: médulo responsavel por fornecer todas as funcionalidades necessdrias
para realizar o pré-processamento dos dados de trajetéria, de modo, a facilitar essa etapa
do processo de mineragcdo e melhorar a qualidade dos dados.

— query: possibilita, por meio das fun¢Oes implementadas, a realizagdo de consultas sobre
as trajetorias.

— semantic: proporciona funcdes relacionada a semantica dos dados para o enriquecimento

das trajetdrias por meio da inserc@o de informagdes em sua representacdo. Por exemplo,
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inser¢do de um atributo que especifica os segmentos — partes de uma trajetéria — com
periodos sem movimentagao.

uncertain: disponibiliza funcdes para lidar com o problema de incerteza, oriundo da
caracteristica periddica dos dados estudados e da dificuldade em localizar precisamente o
objeto. No caso, pode-se atuar na preservacao da privacidade e reducdo de incerteza sobre
as trajetorias.

utils: reuni um conjunto de médulos utilitdrios que podem auxiliar tanto na implementacio
de outros médulos quanto no desenvolvimento das tarefas do usudrio por intermédio
das diversas fungdes gerais fornecidas. Dado a essa caracteristica desse médulo, alguns
métodos desenvolvidos neste trabalho, por sua generalidade, foram inseridos nesse médulo.
visualization: viabiliza um conjunto de fun¢des para a visualizagdo das trajetorias, por
meio do uso das bibliotecas matplotlib e folium. Com isso, é possivel inserir na visualizacio
da mesma diversos recursos que facilitam a anélise e o entendimento dos dados. Assim
como no médulo anterior (utils), pelo menos dois métodos de visualizagdo implementados

no contexto deste trabalho foram inseridos nesse médulo.
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3 TRABALHOS RELACIONADOS

Neste capitulo descrevem-se trabalhos que se relacionam com o presente trabalho,
visto que abordam técnicas de extracdao de informagdes sobre comportamentos habituais em

dados de trajetérias, com base na andlise dos padrdes de movimentagao.

3.1 Assinaturas temporais baseadas em lugares de interesse pessoal

No estudo apresentado em Andrienko et al. (2013), é proposto uma extensdao da
andlise visual interativa, com a intencao de utiliza-la em conjuntos de dados numerosos sobre
trajetéria. Em sua maioria, esse tipo de andlise é praticada por especialistas somente em pequenas
amostras de dados. O procedimento de manipulacdo dos dados ocorre por meio da extracdao de
pontos de paradas, agrupamento de pontos proximos para a identificacdo dos locais de interesse
pessoal e pela criacdo de assinaturas temporais que caracterizam distribuicdes temporais firmadas
nas visitas aos locais por cada usudrio.

Essas assinaturas sdo criadas a partir da contagem de visitas didrias e semanais.
Também baseiam-se na duracio de cada visita por local de interesse individual identificado.
Nesse método, uma andlise é realizada sobre o padrdo de mobilidade do usudrio, baseando-se nas
assinaturas temporais encontradas, visando identificar e categorizar tipos de possiveis atividades
humanas supostamente realizadas nos lugares de interesse pessoal destacados no estudo.

O presente trabalho se assemelha ao estudo citado no tocante ao seu objetivo de
identificar repeti¢des de movimentagao nos dados estudados e a extracao de informagdes baseadas
nas repeticoes encontradas. No entanto, as abordagens divergem em relagdo ao modo como
os dados sdo tratados, visto que o presente trabalho propde a identificacdo de informagdes de
objetos, de forma genérica, por meio de padrdes sequenciais frequentes e ndo por meio da andlise

interativa de assinaturas temporais.

3.2 Semelhanca Maxima de Padrao de Trajetéria Semantica

A Semelhanca Médxima de Padrdo de Trajetéria Semantica (Maximal Semantic
Trajectory Pattern Similarity, MSTP-Similarity) ¢ uma abordagem, apresentada em Ying et
al. (2010), que visa a extracdo do padriao de trajetoria semantica maxima sobre dados de
mobilidade individual e, baseando-se no resultado obtido, avaliacdo da similaridade semantica

entre trajetorias de dois usudrios. A MSTP-Similarity foi proposta como uma melhoria para
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estruturas de recomendac¢do de amigos em redes sociais baseadas em localizacdo (LBSNs). Neste
contexto, propde uma nova estrutura de recomendacgdo, chamada SemanTraj, que tende a focar
nas informacdes semanticas das trajetdrias para o processo de recomendacao. Ao contrdrio das
estruturas tradicionais que atentam apenas para as caracteristicas geogréficas.

A estrutura surgiu do desejo de indicar amigos que possam ter comportamentos
geograficos completamente diferentes, ou seja, que morem em cidades distintas, mas que
possuem comportamentos semanticos semelhantes. Devido a isso, a sugestdo de amigos é
efetuada por meio da similaridade entre dois usudrios, o que ndo estd necessariamente relacionado
com a cidade onde os individuos vivem. Sendo que a similidade entre usudrios € obtida pela
maxima semelhanca de suas trajetérias semanticas.

O processo realizado pela SemanTraj se inicia na transformacgdo dos percursos de
dados geograficos em trajetdrias semanticas, logo apds esta etapa a estrutura minera os padroes
maximos de semantica nas trajetorias de dois usudrios individualmente por meio da abordagem
proposta, a MSTP-Similarity. Dessa forma, consegue medir a similaridade entre os usudrios
pelos padrdes encontrados.

O estudo apresentado diferencia-se do presente trabalho tanto pela utilizacao da
similaridade entre as trajetorias semanticas quanto pela abordagem de recomendacdo de amigos,
as quais ndo se encontram no escopo deste trabalho. O estudo descrito se assemelha pela técnica

utilizada para extragdo dos padrdes, o algoritmo PrefixSpan.

3.3 Mineracao de comportamentos repetidos de viagem usando regioes de parada

No trabalho apresentado em Huang et al. (2016) é proposto uma nova abordagem,
denominada Miner Repeat Travel Behaviors Using Stop Regions, (MRTBUSR), que busca
identificar pontos de paradas em dados de trajetérias. A MRTBUSR possui como objetivo a
simplificacdo e o descobrimento de comportamentos repetidos, juntamente com a execugao do
processo de descoberta de pontos de paradas de uma trajetdria individual, de modo a contribuir
no processo de compreensdo de uma determinada trajetéria. Nesse trabalho também define-se
um novo conceito de estabilidade de permanéncia entre dois pontos de dados de GPS, como um
método para detec¢ao dos pontos de paradas.

Com os pontos de paradas detectados, a abordagem consegue distinguir aqueles que
estdo proximos e agrupa-los em um cluster, formando regides de parada. Logo apds isso, 0 novo

conceito de estabilidade de permanéncia € utilizado novamente para a medi¢do de velocidade de
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entrada do objeto em movimento na regido de parada, considerando tanto sua velocidade antes e
depois da entrada quanto a duracdo de parada na regido, com o propdsito de determinar as regides
de paradas que se destacam na trajetoria. Dessa forma, € possivel recuperar sequéncias de regides
de paradas que indicam deslocamentos de viagens repetidos, auxiliando no reconhecimento de
comportamentos humanos.

Vale ressaltar que o estudo mencionado se assemelha ao presente trabalho em relagao
ao seu objetivo, isto €, reconhecer e extrair movimentacgdes repetidas no conjunto de dados
analisado, mas se diferencia ao considerar a velocidade e as duracdes de paradas dos objetos
em cada regido de parada. Visto que o presente estudo visa reconhecer os comportamentos das
movimentacdes através dos padrdes sequenciais frequentes nos dados.

O Quadro 1 apresenta os dados e métodos utilizados em cada trabalho relacionado,
como também os que sdao pretendidos na realizagdo deste trabalho, com énfase nas etapas
importantes para a execucao deste trabalho. As colunas desse quadro especificam as caracteristi-
cas consideradas na andlise comparativa dos trabalhos e as linhas apresentam um resumo das

propriedades dos trabalhos analisados.



Quadro 1 —Caracteristicas e Métodos utilizados pelos trabalhos relacionados.
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Técnica utilizada para Abordagem para Estrate.:gla de
- . ~ ~ Reconhecimento de
Dados utilizados manipulacio dos representacao
s Comportamentos
pontos da trajetoria .
repetidos
. Dados de GPS, Detecc¢ao dos Aqahse Ylsual
Assinaturas pontos de paradas, interativa
. GSM Nenhuma .
Temporais . agrupados baseados por meio de
e Twitter . . .
na densidade assinaturas temporais
GPS:
Abordagem de
Alvares .
Usuirios Dados de GPS Nao informado al(i}lﬁg: rsle;[rrzl(;rcllceial
Similares GSM GSM: P (Pre ﬁxg an)
Posi¢des das células P
com informacdes
coletadas pelo
Google Maps
Identificagdo dos Algoritmo Aleoritmo Discoverin
MRTBUSR Dados de GPS pontos de paradas Trajectory Labelling & &
. . Repeat Stay Patterns
com o Algoritmo OneCut com o auxilio do
DBSCAN
Células;
Modelagem Células e Aleoritmo de
Este trabalho | Dados de GPS das trajetérias Rétulo do tempo; Ng .
. . padrdo sequencial
pela bibioteca Células com (PrefixSpan)
PyMove rétulo de origem, P
destino e passagem.

Fonte: Elaborado pelo autor (2023).
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4 PROCEDIMENTOS METODOLOGICOS

Este capitulo tem o objetivo de apresentar a metodologia proposta para a Extragdo
e Andlise de Padroes Sequenciais Frequentes em Dados de Trajetorias, por meio da aplicagao
do algoritmo PrefixSpan. Com este propdsito, apresenta-se cada uma das etapas do processo
desenvolvido para identificar os padrdes sequenciais frequentes nos dados de trajetdria, incluindo
as abordagens propostas. Vale ressaltar que todos os métodos criados para o desenvolvimento
deste trabalho foram implantados na biblioteca PyMove, uma biblioteca aberta a comunidade

cientifica cuja utilizag@o é exclusiva para tratamento de dados de trajetoria.

4.1 Processo de Extracao de Padroes Sequencias Frequentes em Dados de Trajetoria

Conforme a Figura 5, a metodologia proposta constitui-se em quatro etapas: (1.)
Modelagem de Trajetorias: efetua-se o enriquecimento dos elementos que representam uma
trajetoria, por meio da inclusao dos objetos Grid cells (células da Grid) e seus atributos, além da
definicao de trés abordagens distintas para a representacao de uma trajetoria; (2.) Aplicagdo do
PrefixSpan: considera-se as trés abordagens criadas na etapa anterior e aplica-se o algoritmo
PrefixSpan sobre as mesmas; (3.) Tratamento dos padroes frequentes: exclui-se todos os padrdes
frequentes irrelevantes para o escopo deste trabalho; e, por fim, (4.) Andlise dos padroes:
identificacdo visual dos padrdes frequentes, de acordo com suas células e suas respectivas
descricoes.

A seguir descreve-se cada uma das etapas, incluindo o conjunto de dados utilizado.
4.1.1 Conjunto de Dados

O conjunto de dados utilizado € constituido por diversas observacdes das movimen-
tagcdes de veiculos roubados. Essas movimentagdes foram capturadas por sensores, localizados
nas margens das vias publicas da cidade de Fortaleza - Ceard (CE), durante um periodo de seis
meses - janeiro a junho de 2019. Os dados s@o anonimizados e disponibilizados sob sigilo pela
Secretaria de Seguranga Publica e Defesa Social do Estado do Ceard (SSPDS) em parceria com
Universidade Federal do Ceard (UFC) em razdo da realizacdo do projeto SINESP BIG DATA E
INTELIGENCIA ARTIFICIAL PARA SEGURANCA PUBLICA entre as partes.

No contexto do presente trabalho, entende-se como uma observagdo um ponto

geogréfico, o qual faz parte de uma trajetoria, que reflete a localizacdo precisa de um determinado
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Figura 5 — Etapas do processo de extragdo de padrdes sequencias frequentes em dados de
trajetoria

Coni 1 - Modelagem de Representacio das 2 - Aplicagio do
onjuntode —— PR —> SO .
Trajetorias trajetrias por meio PrefixSpan
Dados .
de Grid

4 - Criacdo e 3 - Tratamento dos Padrd 4
— mapeamento dos < Padrdes sequenciais padrdes sequenciais < fa mest Seguetﬂﬂals

pontos de interesse frequentes uteis frequentes requentes brutos

Representacio visual dos
padroes e células frequentes

— identificados com
enriquecimento dos pontos de
interesse

Pontos de interesse 5 - Anidlise dos
criados e mapeados nos Padrées
padroes

Fonte: Elaborador pela autora (2023).

veiculo no momento de coleta da informacdo. Vale enfatizar que ndo foi necessario efetuar
nenhuma tarefa de pré-processamento dos dados sobre o conjunto de dados em questao, pois
o mesmo ¢ resultante da etapa de pré-processamento dos dados realizada em (SILVA, 2021).
Dessa forma, o conjunto de dados possui 24499 observacdes, formando 3978 trajetorias de 479

veiculos distintos.

4.1.2 Modelagem das Trajetorias

Em modelagem preditiva, uma trajetoria em seu formato natural ndo € comumente
utilizada no desenvolvimento de um modelo, principalmente por conta da continuidade do espago
e tempo presente nos dados (SILVA, 2021). Essa mesma situagdo pode ser considerada na tarefa
de extracdo dos padrdes frequentes. Por isso, seria invidvel usar essa forma de representacdo de
uma trajetéria como entrada na aplicagcdo do algoritmo PrefixSpan, um algoritmo geralmente
aplicado para o reconhecimento de padrdes.

Desse modo, realizou-se dois procedimentos, a saber:

1. Construcao do objeto Grid: para representar as trajetérias de uma maneira que simplificasse
a sua utilizacdo e a interpretacao dos resultados obtidos pelo algoritmo.

2. Defini¢ao das abordagens: referem-se as diferentes formas de representacdo de uma
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trajetoria.

A seguir esses procedimentos sdo detalhados.

4.1.2.1 Construgdo da Grid

Este procedimento tem como principal objetivo a criacdo de um objeto virtual
chamado Grid, o qual possui como finalidade simular uma grade sobre o Bounding Box (espaco
geografico que compreende todos os pontos das trajetdrias) do conjunto de dados. A Figura
6, que possui cardcter meramente ilustrativo, apresenta a utilizacdo do objeto Grid (linhas
horizontais e verticais na cor cinza que se cruzam para formar quadrados) aplicado sobre
um conjunto de pontos geogréficos (circulos na cor laranja) demarcados pelo Bounding Box
(retangulo ilustrado por linha na cor vermelha).

Os quadrados da Grid, denominados de células da Grid (grid’s cells), sdo formados
de maneira uniforme e o seu tamanho € definido a critério do usuario. Por exemplo, no caso
deste trabalho, o tamanho escolhido para as grids cells foi de 500 x 500 metros. Esse valor foi
definido conforme o trabalho apresentado em Silva (2021), de modo a manter a integridade dos
dados. Uma vez que a amostra de dados usada neste trabalho é proveniente dos procedimentos
realizados no mesmo. As células da Grid possuem caracteristicas especificas, tais como:

1. Identificador dnico - index grid: usado para identificar especificamente uma célula.

2. Identificadores de latitude - index latitude e longitude - index longitude: usados para
identificar um determinado ponto geogréfico (composto por coordenadas de latitude e
longitude) no cendrio da Grid.

3. Poligono geométrico: representa visualmente uma célula da Grid em um determinado
gréfico, dado que ele possui latitude e longitude das quatro extremidades que formam uma
célula.

Ao final desta etapa, temos que uma trajetdria pode ser descrita por um conjunto de
células da Grid (Grids cells). A Figura 7 mostra a disposi¢do das informagdes (caracteristicas)
das células da Grid inseridas no conjunto de dados. A inser¢do dessas caracteristicas possibilita
a concepg¢do de diferentes abordagens para o processo de extracdo de padrdes frequentes,
principalmente pela abrangéncia da Grid - em relacdo a quantidade de pontos compreendidos
por ela, as quais sao discutidas na préxima etapa. Por fim, na Tabela 1 descreve cada informacao

(atributo) presente no conjunto de dados.
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Figura 6 — Ilustracdo de Grid no espago geografico de Fortaleza — CE

) Super Lagoa V 3 Praialde! Peixe
| TAMBE X £ Iracema
e ine TN I@':‘eci;@ Feirinha Beiral T.TarQ
PRES. KENNEDY MEIRELES
Nor
ALDEOTA
o 2h] o Y
& - z T TOFILO G ] EV
g . | g J 9 4 , DIONiSIO
g 7 7 > G > T Va} TORRES
Je T 1°[* 3 Ay | o [ Santuamo fle Nossa ~
. Eatima Iguatemi Bosque
° N . b °
. = o e 4 ®| Hqspital Infargtit b
o L Albert Sa‘_\ﬂ@__ R
~ UAR
s e € =
) O ol ® . Y ONFE Hospital Unimed Su @
» % ~ ESTEaTfmOTe
Sho LL] b
Sho = % » @
> F
. Cy PERANGABA § CAVAL
44.,,‘\?#‘ P w1 v
° o | q
F 3
Sl e
> [Ferrpingl Siqueifa ” s Lol .
. ry Vit 5 AT Assai A
cRajyA 1sBqA 4 o : 85

BOM JARDIM

Fonie: Elaborador pela autora com auxilio do Google Maps (2023).

Figura 7 — Exemplo de uma trajetdria

datetime lat lon id day period index_grid polygon
0 2019-02-12 15:46:44.000 -3.727427 -38.495475 1 Tuesday Afternoon 2598 POLYGON ((-38.49892562960407 -3.72903710384945...
1 2019-02-12 15:47:52.500 -3.727217 -38.495561 1 Tuesday Afternoon 2598 POLYGON ((-38.49892562960407 -3.72903710384945...
2 2019-02-12 15:49:01.000 -3.723561 -38.505194 1 Tuesday Afternoon 2475 POLYGON ((-38.50794823303801 -3.72452580213247...
3 2019-02-12 15:50:35.000 -3.721683 -38.509194 1 Tuesday Afternoon 2413 POLYGON ((-38.51245953475499 -3.72452580213247...

Fonte: Elaborador pela autora (2023).

Tabela 1 — Descricdo dos atributos

Atributo  Descrig¢do

Datetime  Data e hora que a movimentacéo foi capturada

Lat Latitude do ponto da trajetéria
Lon Longitude do ponto da trajetdria
Id Identificador tinico da trajetoria
Day Dia da semana que a trajetdria ocorreu
Period Periodo que a trajetdria ocorreu

Index_grid Identificador tnico da célula da Grid
Polygon = Coordenadas que demarcam a célula da Grid no mapa

Fonte: Elaborado pelo autor (2023).

4.1.2.2 Definigcdo das abordagens de representacdo das trajetorias

Neste procedimento objetiva-se a defini¢cdo de trés formas especificas de repre-
sentacdo de uma trajetdria, vale ressaltar que essas abordagens e a representacdo usual sio
relativamente diferentes. Principalmente, pelo fato dos componentes das abordagens serem gera-

dos por meio da aplicacdo de diversas transformacdes de dados nos elementos da representacao
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habitual.

Abordagem Sequence_cells: Sequéncia de células

Nesta abordagem, uma trajetéria € representada por uma sequéncia de células da
Grid (ver procedimento anterior), sendo que cada célula refere-se aos pontos da trajetéria que
ela abrange. Inclusive, na reprodugdo da trajetdria a ordenagdo dessas células obedece a ordem
dos pontos. Por exemplo, a trajetdria ilustrada na Figura 7, a qual possui quatro pontos, pode ser
descrita por uma sequéncia de trés células, sao elas: 2598, 2475 e 2413.

No contexto do algoritmo PrefixSpan, essas células sdo encapsuladas em uma estru-
tura de dados simples, no caso, uma lista ([2598,2475,2413]). Como resultado da abordagem
espera-se obter padrdes sequenciais frequentes descritos pela frequéncia do padrio e a sequéncia

de células da Grid formantes do mesmo.

Abordagem Day_period_cells: Sequéncia de Células com mapeamento do Dia e Periodo

Com o propo6sito de aprimorar a abordagem anterior e enriquecer a representacao de
uma trajetoria, esta abordagem considera outras informag¢des sobre a ocorréncia da mesma em
sua ilustracdo, tais como o dia da semana e o periodo do dia. Para isso, dois novos atributos foram
criados, dia e periodo, respectivamente. Desta forma, uma trajetdria passa a ser caracterizada
tanto por essas informacdes de sua ocorréncia quanto pela sequéncia de células da Grid.

Considerando a inser¢ao dessas informagdes no exemplo da abordagem anterior, a
trajetoria da Figura 7 pode ser representada como segue: [Tuesday,A fternoon,2598,2475,2413].
Assim, busca-se como resultado dessa abordagem, padrdes frequentes das trajetorias que além
de indicarem a frequéncia em que ocorrem, também indicam o dia ou periodo, ou ambos, que

caracterize o padrao, seguido da sequéncia das células que compreende cada padrio.
Abordagem Denotation_cells: Sequéncia de Células com a Denotagdo por célula

Nesta abordagem, adiciona-se o conceito de inicio (start), passagem (passage) e
fim (end) de uma trajetéria em sua representacao. Assim, caso uma célula represente o ponto
de partida de uma trajetéria ela € denotada como start. Do mesmo modo que se uma célula
representa um ponto que caracteriza o fim da trajetdria, ela € denominada como end. Por fim, as

demais células da trajetdria, as quais ndo especificam inicio ou fim, simbolizam o decorrer da
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mesma sendo definidas como passage.

Desse modo, considerando o exemplo da subsecdo 4.1.2.2 e adi¢cao das descri¢des
de cada célula, a trajetoria da Figura 7 nesse contexto, € reproduzida como [’2598 start’, 2475
passage’, 2413 end’]. Com essa abordagem, pretende-se obter nos padrdes frequentes, além da
frequéncia do mesmo, uma carateristica relacionada a cada célula constituinte da sequéncia que

faz parte de cada padrao.

4.1.3 Aplicacdo do PrefixSpan

Nesta etapa o algoritmo PrefixSpan, geralmente usado para a extragdo de padroes
sequenciais frequentes, € aplicado, individualmente, sobre as trés abordagens descritas na etapa
anterior. Por conta dos objetivos do presente trabalho, apenas alguns parametros do PrefixSpan
foram considerados (em relacdo aos valores padronizados em sua documentacio). A seguir,
descrevem-se esses parametros e os valores definidos para cada um deles:

1. Suporte Minimo (min_sup): Refere-se a frequéncia minima a ser considerada para que
um determinado padrio sequencial seja identificado como frequente pelo algoritmo. De
modo a definir a frequéncia minima a ser considerada neste trabalho, realizou-se uma
analise descritiva sobre os dados. Sendo que o intuito principal era identificar se os dados
eram esparsos. Para isso, considerando a criagdo da Grid sobre os pontos das trajetorias,
as células foram agrupadas conforme o periodo (de manha cedo, manha, tarde e noite) de
ocorréncia dessas trajetdrias. Em seguida, as métricas de tendéncia central dos dados, tal
como a média, de variabilidade, tais como desvio padrdo e percentis, foram utilizadas para
analisar a dispersao desses dados em relacdo a frequéncia no decorrer do dia (ver a Figura
8).

Figura 8 — Valores das métricas de tendéncia central e de
dispersao dos dados utilizados.

datetime lat lon id day polygon

count 1060.000000 1060.000000 1060.000000 1060.000000 1060.000000 1060.000000
mean 23112264 23112264 23.112264 23.112264 23.112264 23112264
std 32.474144 32474144 32.474144 32.474144 32.474144 32.474144
min 1.000000 1.000000 1.000000 1.000000 1.000000 1.000000
25% 4.000000 4.000000 4.000000 4.000000 4.000000 4.000000
50% 11.000000 11.000000 11.000000 11.000000 11.000000 11.000000
75% 28.250000 28.250000 28.250000 28.250000 28.250000 28.250000

max 328000000 328.000000 328.000000 328.000000 328.000000 328.000000

Fonte: Elaborador pela autora (2023).
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A Figura 8 mostra os valores das métricas de tendéncia central e as de dispersdo relaciona-
das as células da Grid e o periodo do dia. Por fim, levando em consideracao os valores de
média, desvio padrio e o percentil de 75%, concluiu-se que uma frequéncia de pelo menos
30 (trinta) é adequada para que um padrao sequencial possa ser considerado frequente.
Dado que é um valor intermedidrio entre percentil de 75% (ou seja, € um valor superior a
75% da frequéncia da base de dados) e o desvio padrao.

2. Padrao Fechado (closed): Especifica que no cdlculo da frequéncia total de um padrdo
sequencial deve-se considerar apenas os casos de correspondéncia completa. Ou seja,
padrdes incompletos (seja com menos ou mais células) devem ser excluidos da contagem.
Vale salientar que isso assegura a integridade do padrao sequencial frequente identificado.
Com este proposito, esse parametro € setado como verdadeiro (True) no momento da
configuracao dos parametros do algoritmo, tarefa executada previamente a sua aplicacdo
sobre os dados de entrada.

Um dos pré-requisitos de aplicagdo do PrefixSpan, diz respeito a forma que os dados
de entrada estdo dispostos. Assim, espera-se que esses dados estejam organizados em uma
sequéncia de lista, dado que essa sequéncia deve ser compreendida como uma lista. Em outras
palavras, os dados devem ser dispostos como uma lista de listas. Sendo que cada lista dessa
sequéncia representa uma trajetoria.

Observe que, conforme apresentado na etapa anterior, cada abordagem modela uma
trajetoria de uma forma diferente. LLogo, as sequéncias de lista das abordagens diferem entre si.
Por isso, faz-se necessdrio aplicar o algoritmo de modo individual. Como resultado da aplicacio
do PrefixSpan temos um conjunto de padrdes sequencias frequentes (propdsito principal desta
etapa), os quais possuem tamanhos e componentes distintos em concordancia com o que foi
observado nas trajetdrias (veja a Figura 9).

A Figura 9 exemplifica os resultados obtidos com a aplica¢@o do algoritmo PrefixS-
pan sobre os dados modelados conforme a abordagem day_period_cells (4.1.2.2). Os padroes
sequenciais frequentes identificados pela execugdo do algoritmo sdo listados em tuplas, com-
postas por dois elementos. Em cada tupla, observa-se a frequéncia (primeiro elemento da tupla)

correspondente ao padrdo sequencial frequente (segundo elemento da tupla).
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Figura 9 — Exemplo do resultado da
aplicacao do algoritmo PrefixSpan

[(799, ['Tuesday'l]),

(345, ['Tuesday', 'Afternoon']),
(34, ['Tuesday', 2598]),

(33, ['Tuesday', 2475]),

(31, ['Tuesday', 2475, 2413]),
(44, ['Tuesday', 2413]),

(172, ['Tuesday', 'Evening']),
(260, ['Tuesday', 'Morning']),
(31, ['Tuesday', 2720]),

(43, ['Tuesday', 2658]),

(38, ['Tuesday', 2658, 2658]),
(40, ['Tuesday', 2596]),

(31, ['Tuesday', 1965]),

(40, ['Tuesday', 1786]),

(36, ['Tuesday', 1903]),

(42, ['Tuesday', 161@]),

(30, ['Tuesday', 1610, 1610]),
(30, ['Tuesday', 1549]),
(44, ['Tuesday', 2275]),
(45, ['Tuesday', 2213])]

Fonte: Elaborador pela autora (2023).

4.1.4 Tratamento dos padroes sequenciais frequentes

Como discutido na etapa anterior, o resultado da aplicacio do PrefixSpan gera um
conjunto de padrdes sequenciais frequentes que possuem tamanho e componentes distintos. Por
conta disso, se faz necessdrio realizar o tratamento desses padrdes, de forma geral para todas as
abordagens e filtros especificos em consideracdo a abordagem utilizada.

Primeiramente, aplica-se o filtro de exclusdo de células repetidas (Exclusdo de
Repeticoes), independentemente da abordagem utilizada. Basicamente, caso exista uma repeticdo
de células de forma consecutiva exclui-se essa repeticdo por meio da consideracdo de uma
Unica ocorréncia da célula. Veja que isso ndo interfere em ocorréncias multiplas de uma célula,
apenas em episddios continuos. Contudo, o filtro foi implantado na biblioteca PyMove de forma
opcional, ou seja, fica a critério do usudrio utiliza-lo nesta etapa.

O segundo filtro (Tamanho Minimo) aplicado diz respeito ao tamanho minimo de
um padrao sequencial frequente, mas que varia conforme a abordagem considerada. Abaixo
descrevem-se as variagOes desse filtro para cada abordagem.

— Abordagem Sequence_cells
— O tamanho minimo definido para um padrao sequencial frequente foi de pelo menos
duas células, visando o mapeamento desse padrdo em um mapa geografico.

— Abordagem Day_period_cells
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— Considerando a definicdo citada anteriormente sobre o filtro, 0 tamanho minimo
definido para um padrio sequencial frequente na abordagem em questao foi de pelo
menos 3 elementos. De forma que, o primeiro elemento seja necessariamente uma
caracteristica sobre o padrdo sequencial frequente, ou seja, podendo variar entre o
dia da semana ou periodo do dia, seguido da sequéncia de células do padrao.

— Abordagem Denotation_cells

— Em concordancia com o conceito da Abordagem Sequence_cells, o tamanho minimo
determinado para um padrao sequencial frequente também foi de pelo menos 2 ele-
mentos. De maneira que esse padrao possua pelo menos duas células acompanhadas

de suas respectivas denotacoes.

Finalmente, apds as aplicagdes dos filtros de exclusdao de repeti¢des e tamanho
minimo, os padrdes sequenciais frequentes podem ser utilizados para extrair informacdes uteis

sobre os lugares mais recorrentes dos dados analisados.

4.1.5 Criacdo e Mapeamento dos Pontos de Interesse

Primeiramente, consideramos como um ponto de interesse um local fisico, localizado
em um ponto (coordenadas geogréficas - latitude e longitude) especifico do espaco geografico,
que fornece algum servigo a sociedade, tais como, hospedagem tempordria (hotéis, pousadas,
resorts), alimentagdo (restaurantes e lanchonetes), lazer (shopping, estadios, parques), dentre
outros. Isto posto, o principal objetivo desta etapa € mapear os pontos de interesse contidos nas
células que constituem os padrdes sequencias frequentes encontrados na etapa anterior.

Para isto, utilizou-se a biblioteca OSMnx, cujo principal objetivo, baseando-se na
teoria dos grafos, transporte e design urbano, € tornar a coleta, criagdo e andlise dos dados da
infraestrutura das redes das ruas, simples e automatizdveis (BOEING, 2017). A OSMnx usa
a API OpenStreetMap, a qual € constituida por dados abertos e mantida por uma comunidade
de colaboradores. Essa API possui informagdes, verificadas de forma rigorosa por meio de
fotografias aéreas, dispositivos GPS, e mapas do terreno, sobre o mapa do mundo atualizada
(OPENSTREETMAP, 2017).

A geragdo dos pontos de interesse € efetuada por meio do bounding box, as coor-
denadas minima e maxima de latitude e longitude, do conjunto de dados. Essas coordenadas
geogréficas, que especificam uma regido especifica no mapa, sdo dadas como entrada para as

fun¢des da biblioteca OSMnx, de modo a obter todos os pontos de referéncia (interesse) que se
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encontram nessa regiao.

Posteriormente, por meio das informagdes de latitude e longitude, os pontos de
interesse identificados sdo mapeados nas células da Grid, obtida também com base no mesmo
bounding box. Por fim, sendo um ponto de interesse relacionado a uma célula, torna-se possivel
sua plotagem no momento de visualizacdes das células dos padrdes sequenciais frequentes, além
do acréscimo de suas informagdes nas descri¢des de cada célula para o enriquecimento da andlise

visual.

4.1.6 Anadlise dos Padroes

Nesta etapa, os padroes sequenciais frequentes, que foram devidamente tratados
na etapa anterior, sio utilizados na extragdo de informacdes uteis sobre lugares recorrentes
no mapeamento das trajetérias. Como a representacao de uma trajetdria € realizada de forma
numérica, por meio das cé€lulas, se faz necessdrio apresentar os lugares recorrentes de modo
visual. De modo a facilitar a observacao desses lugares pelo analista dos dados.

Para isso, os padrdes sequenciais frequentes sao dispostos em um mapa geogréfico,
por intermédio das informagdes contidas nas células de cada trajetéria. Primeiramente, com o
auxilio de fun¢des da biblioteca GeoPandas (JORDAHL et al., 2020), obtém-se o centroide do
poligono de todas as células dos padrdes. Desta forma, um padrio pode ser visualizado como
uma sequéncia de pontos médios de suas células. Esses pontos sdo interligados e plotados no
mapa (juntamente com as suas respectivas células), por meio de uma funcao de visualizacdo
de padrdes, a qual foi desenvolvida com o auxilio da biblioteca Folium e baseando-se em uma
funcdo de plotagem de trajetdrias da biblioteca PyMove.

A Figura 10 ilustra como funciona o processo de reproducao visual de um padrao
sequencial frequente. Como € possivel visualizar na imagem, o padrdo em evidéncia € composto
por cinco células distintas, as quais sao representadas pelos quadrados na imagem. A cor das
células varia conforme a legenda do grafico (Apparitions Rate), dado que considera a quantidade
de vezes em que cada célula aparece no universo dos padrdes analisados.

Para a plotagem do padrdo considera-se apenas o centroide dessas células, os mesmos
sdo interligados por uma linha vermelha e representam, respectivamente, o inicio (quadrado da
direita que possui um icone de start) e o fim (quadrado da esquerda que possui um icone em
formato de "X") do padrdao em questao.

Além de plotar os pontos interligados, também é possivel associar informagdes
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Figura 10 — Ilustrac@o da plotagem de um padrio sequencial frequente, sem pontos de interesse.
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Fonte: Elaborador pela autora (2023).

relevantes sobre as células de um determinado padrio, sendo que uma célula pode se referir a
um lugar recorrente, considerando a escala de frequéncia dessa célula nos padrdes encontrados.
Conforme ilustra a Figura 11, cada célula € descrita por meio de informagdes como: identificador
unico, quantidade de padrdes em que a célula estar presente, quantidades minima, maxima e
média de frequéncia dos patrdes que a célula pertence. Além disso, segundo a abordagem,
pode-se observar informacdes como dia da semana e periodo de ocorréncia do padrao sequencial

frequente, assim como a denotacdo da célula, isto, inicio, passagem ou fim.

Figura 11 — Descri¢ao das células de um padrao sequencial frequente.
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CELL: 2413; NUMBER PATTERNS: 1; FREQUENCY
CELL: Min=31, Max=31 e Mean=31.00; DAYS: [];
PERIODS: [Marning'] POINTS OF INTEREST: {'bench’:
7, restaurant’: 7, ‘bicycle_parking': 4, "taxi: 4, ‘clock’: 3,
‘bicycle_rental: 2, 'fast_food" 2, ‘waste_basket" 2,
‘car_rental: 1, ‘pub” 1};

Fonte: Elaborador pela autora (2023).
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5 RESULTADOS

Nesta secdo sdo detalhados os resultados obtidos pelo presente trabalho, considerando
as abordagens aplicadas. Em cada abordagem, os trés principais padrdes sequenciais frequentes,
selecionados por meio de um ranking baseado em suas frequéncias, sdo detalhados. Além disso,
também especificam-se os pontos de interesse compreendidos por cada um deles, os quais podem
ser comércios, parques, igrejas, escolas, etc. Em outras palavras, um ponto de interesse é um

local relevante para a sociedade.

5.1 Abordagem Sequence_cells: Sequéncia de células

Na primeira abordagem, apés a aplica¢ao do algoritmo PrefixSpan foram obtidos
um total de 1259 padrdes. Ao serem submetidos a regra de satisfacdo de tamanho (Se¢ao
4.1.4), passaram a ser considerados todos os padrdes sequenciais frequentes tteis para o presente
trabalho, totalizando 1000 padrdes. Isto é, com a aplicacdo da regra, 259 padrdes foram
descartados.

A Figura 12 apresenta os trés padrdes sequenciais frequentes mais relevantes para
esta abordagem. Por intermédio dos simbolos e das cores que representam, respectivamente, o
inicio e fim de um padrao e sua representacdo na Grid, € possivel observar na imagem que o
primeiro padrdo (representado pela cor vermelha) possui uma intersec¢do com o terceiro padrao
(ilustrado na cor verde). Basicamente, eles compartilham uma célula da Grid. No primeiro
padrao sequencial frequente (ID 395, ver legenda da imagem) a célula em evidéncia descreve
um ponto de inicio, enquanto no terceiro padrao sequencial frequente (ID 328) representa o fim
do mesmo. Esse comportamento pode servir como um indicativo de que essa regido € visada
para roubos e/ou desova de carros.

Como mostra a Figura 13, as c€lulas da Grid que constituem os padrdes sequenciais
frequentes possuem informacdes relevantes, tais como, o index da mesma na Grid, a quantidade
de vezes (frequéncia) que a célula integra algum padrdo, algumas medidas estatisticas de tendén-
cia central dos dados (sempre relacionado a frequéncia da célula nos padrdes, minima, média e
maéxima) referente aos padrdoes que a mesma compde e os pontos de interesse compreendidos
pela célula. No caso do principal padrdo sequencial frequente dessa abordagem, para a célula de
inicio (que podemos imaginar como a regido onde o roubo do veiculo ocorreu) ndo possui pontos

de interesse mapeados, os quais sao definidos diretamente pela biblioteca Osmnx conforme o
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Figura 12 — Abordagem sequence_cells: ranking dos padrdes sequenciais frequentes
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Fonte: Elaborador pela autora (2023).

espaco geografico que compreende todos os pontos das trajetdrias. Por outro lado, na célula final

desse padrdo temos dois pontos de interesse, uma igreja e um hotel.

Figura 13 — Abordagem sequence_cells: principal padrdo sequencial frequente
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Fonte: Elaborador pela aufofa (2023).

No caso do segundo padrdo sequencial frequente, € possivel perceber um aumento
na distancia abrangida pelo padrdo, por meio da separacdo das células no mapa (ver Figura 14) -

observe que a quantidade de células, duas, do padrao € idéntica ao do anterior. Todavia, assim
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como ocorreu em uma das células do padrao anterior, ndo temos pontos de referéncia relevantes
para nenhuma das células desse padrdo.

Além disso, ao comparar a quantidade de vezes que as células dos dois principais
padrdes sequenciais frequentes aparecem no universo dos padrdes, ou seja, todos os padroes
possiveis, pode-se inferir que uma das células do segundo padrio, a saber, a célula de index 2403,
€ a que possui mais ocorréncias nos padroes. Considerando o fato de ndo terem sido definidos
pontos de interesse para essa regido, € factivel considerar como uma drea de intersec¢ao entre 0s
padrdes, a qual ndo foi possivel extrair mais informacdes uteis. Todavia, esse comportamento
pode gerar um alerta de "regido suspeita".

Figura 14 — Abordagem sequence_cells: segundo padrao sequencial frequente
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O terceiro padrao sequencial frequente apresenta caracteristicas diferentes dos dois
padrdes anteriores, como apresentado na Figura 15, apesar de ser o menos frequente do ranking
desta abordagem. Principalmente, em relacdo a célula de inicio desse padrdo que possui
diversos pontos de interesse, inclusive os mesmos podem ser agrupados em cafés, lanchonetes,
restaurantes, estacdo ou delegacia de policia, dentre outros.

Como mencionado anteriormente, os padrdes sequenciais frequentes dos extremos
do ranking (1 e 3) compartilham da célula 2213, que ndo possui pontos de interesse identificados.
No primeiro padrdo a mesma simboliza uma regido de inicio e, no terceiro, de fim. Por

fim, considerando a representacdo das trajetérias adotado por essa abordagem, verifica-se a
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Figura 15 — Abordagem sequence_cells: terceiro padrao sequencial frequente
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impossibilidade de identificar pontos de referéncia como os mais visados para executar acoes de

roubo e/ou desova de veiculos.

5.2 Abordagem Day_period_cells: Sequéncia de Células com mapeamento do Dia e

Periodo

Na segunda abordagem, como resultado da aplicag@o do algoritmo PrefixSpan temos
1298 padrdes sequenciais frequentes. Ao aplicarmos o filtro de tamanho (Secao 4.1.4), elimina-
mos 88% desses padroes. Isto €, o universo dos padrdes desta abordagem € composto por 152
padrdes (12% do universo original). Vale salientar que essa reducdo abrupta ocorre por conta
da especificacdo de que para um padrdo ser considerado util, € preciso que ele seja composto
inicialmente por um dia e/ou periodo da semana.

Os dois principais padrdes sequenciais frequentes desta abordagem possuem um
comportamento similar, sendo que eles diferem apenas no periodo do dia em que ocorreram.
Como mostra a Figura 16, os padrdes de ID 34 e 102, respectivamente, primeiro e segundo no
ranking de importancia, sio compostos pelas mesmas células (2213 e 2275). Todavia, o primeiro
padrdo (ID 34) refere-se ao periodo da tarde. Enquanto o segundo padrdo (ID 102) refere-se ao
periodo da manha.

Essa sobreposicao fica evidente na Figura 17. Observe que € possivel identificar
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Figura 16 — Abordagem day_period_cells: padroes sequenciais frequentes sobrepostos.

id_pattern frequency index grid day or period index grid lat index_grid lon polygon
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1 M a1 2275 Afternoon 43 36 POLYGON ({-38.52145213818894 -3.78768402617011...
2 102 74 2213 Evening 43 35 POLYGON ({-38.52599343990591 -3.78768402617011...
3 102 74 2275 Evening 43 36 POLYGON ({-38.52145213818894 -3.78768402617011...

Fonte: Elaborador pela autora (2023).

apenas dois padrdes na figura, um localizado na parte superior (retratado na cor verde) e outro na
parte inferior (simbolizado na cor azul). Porém, pela legenda da imagem € possivel perceber
a existéncia de um terceiro padrdo (representado na cor vermelha). Analisando a imagem e
baseando-se nas informag¢des da Figura 16, é possivel inferir que se trata do padrdo principal

dessa abordagem (ID 34).

Figura 17 — Abordagem day_period_cells: ranking dos padrdes sequenciais frequentes.
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Fonte: Elaborador pela autora (2023).

Devido a maneira como uma trajetdria € representada nesta abordagem, a descrig@o
das células foi ajustada para englobar os dias da semana e os periodos do dia (ver Figura 18).
Além disso, essa descricdo nao estd relacionada diretamente a um padrao especifico. Princi-
palmente, pelo fato de ser um agrupamento de informacdes de todos os padrdes nos quais a
célula ocorre. Por isso na Figura 18 aparecem diversos periodos do dia e ndo apenas um como
na Figura 16. Por fim, ao analisarmos o padrao sequencial de maior frequéncia na abordagem
sequence_cells (Figura 13) e na abordagem day_period_cells (Figura 18), € possivel verificar

que se trata do mesmo padrdo. Sendo que na abordagem day_period_cells, diferentemente da



50

sequence_cells, relata a informacao do periodo do dia.

Figura 18 — Abordagem day_period_cells: primeiro padrao sequencial frequente.
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Fonte: Elaborador pela autora (2023).

No terceiro padrao sequencial frequente do ranking, o qual possui a menor frequéncia,
podemos observar uma concentracao de diversos pontos de interesse nas regioes de inicio e fim
do padrao (ver Figura 19), ambas relativamente proximas ao litoral. Conforme o dia da semana
descrito, pode-se inferir que esse comportamento acontece principalmente as quintas-feiras, seja

no periodo da manha ou a tarde.

Figura 19 — Abordagem day_period_cells: terceiro padrao sequencial frequente.
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Fonte: Elaborador pela autora (2023).
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5.3 Abordagem Denotation_cells: Sequéncia de Células com a Denotacao por célula

Nesta abordagem, a quantidade de padrdes sequenciais frequentes obtidos pela
aplicacdo do algoritmo foi de 853 padrdes. Apoés a etapa de tratamento dos padroes, em relagdo
ao seu tamanho (Secdo 4.1.4), resultou em 612 (71% do universo dos padrdes) padrdes sequencias
frequentes considerados tteis.

A disposicao dos padrdes desta abordagem, ilustrados na Figura 20, repassa um
sentido de continuidade, caracterizado pela interse¢do das células pelos padrdes. Isto €, a célula
de fim dos padrdes iniciais é sempre a de inicio do proximo padrdo. Desta forma, por exemplo,
poderiamos supor uma combinag¢do entre os padrdes de modo a criar um percurso que inicia na
primeira célula do primeiro padrdo (cor vermelha), passa por todas as células do segundo padrao
(cor verde) e finaliza na dltima célula do terceiro e tltimo padrao (cor azul).

Figura 20 — Abordagem denotation_cells: principais padrdes sequenciais frequentes.
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Fonte: Elaborador pela autora (2023).

Como € possivel observar nas Figuras 13, 18 e 21 o principal padrido sequencial
frequente de todas as abordagens, em relacdo ao conjunto de células que o constitui, é o
mesmo. Obviamente, com as diferencas de representacdo de uma trajetéria. Por exemplo, pela
representacdo da abordagem denotation_cells, podemos inferir que esse padrio € constituido por
células de passagem. Isso significa que os pontos representados por elas sdo pontos intermedidrios
da trajetéria. Em outras palavras, caracterizam que veiculos roubados passaram por essa regiao

(pontos das células), mas nao que eles foram roubados ou desovados na mesma.
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Figura 21 — Abordagem denotation_cells: primeiro padriao sequencial frequente
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Fonte: Elaborador pela autora (2023).

As Figuras 22 (semelhante ao padrao apresentado na Figura 14) e 23 apresentam,
respectivamente, o segundo e terceiro padrao sequencial frequente desta abordagem. Os padrdes
dessa abordagem possuem duas caracteristicas em comum: 1) ndo possuem muitos pontos de
interesse, 0 que caracteriza as suas regides como de pouca movimentagao; € 2) sio compostos
apenas por c€lulas de passagem, o que significa que fazem parte de um percurso, mas nao sao a
origem ou o destino do mesmo.

Sabendo disso, por meio dos padrdes sequenciais frequentes - obtidos com a aplica-
¢ao do algoritmo PrefixSpan, podemos observar que veiculos roubados tendem a passar pelas
regides mapeadas pelos mesmos. Inclusive, é possivel compreender o percurso formado pela
combinacdo desses padrdes como sendo parte de uma possivel "rota de fuga". Dado que elas nao

constituem origem ou destino, apenas trechos intermedidrios.
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Figura 22 — Abordagem denotation_cells: segundo padrio sequencial frequente
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Fonte: Elaborado pela autora (2~623).

Figura 23 — Abordagem denotation_cells: terceiro padrao sequencial frequente
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Fonte: Elaborado pela autora (5623).
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6 CONCLUSOES E TRABALHOS FUTUROS

Uma trajetéria € um conjunto de pontos cronologicamente ordenados. Sendo que
um ponto dessa trajetoria € uma cole¢do de informacgdes, tais como as coordenadas geogréficas
(Iatitude e longitude), o momento do tempo em que o objeto foi observado no ponto e informagdes
adicionais que auxiliam na descri¢ao desse ponto. Em outras palavras, uma trajetéria descreve o
deslocamento de objeto especifico entre pontos geoespaciais.

Devido as suas caracteristicas, as trajetorias podem ser utilizadas para compreender
o comportamento de um determinado objeto, seja uma pessoal, animal ou veiculo. Desta forma,
dado um conjunto de dados de trajetdria, que possui diversos padroes de movimento desse
objeto, é possivel utilizar a mineragdo de dados de trajetorias para extrair informacdes relevantes
desses dados de modo a entender o comportamento do objeto alvo - considerado no estudo,
principalmente por meio da interpretacao das informacdes providas das trajetorias.

Essas informagdes podem ser utilizadas para identificar os padroes sequenciais
frequentes do conjunto de dados de sequéncia - observe que pela sua defini¢do, uma trajetoria
pode ser considerada uma sequéncia. Um padrao sequencial- uma subsequéncia - é considerado
frequente quando ocorre indmeras vezes no conjunto de dados. Vale ressaltar que o analista de
dados pode definir a frequéncia minima a ser considerada. Consequentemente, a descoberta
e interpretagdo dos padrdes sequenciais frequentes auxilia diretamente na compreensao do
comportamento do objeto.

O algoritmo PrefixSpan € amplamente utilizado para identificar padrdes sequenciais
frequentes em conjunto de dados de sequéncia. A principio, bastar definir um limite minimo
de frequéncia para os padrdes sequencias e o PrefixSpan retorna todos os padrdes sequenciais
cuja frequéncia seja superior ou igual ao valor limite. Observe que esses padroes passam a ser
denominados frequentes.

O presente trabalho mostrou a aplicacdo do algoritmo PrefixSpan para extracdo de
padrdes sequenciais frequentes sobre dados de trajetdrias. Primeiramente, foram desenvolvidas
trés abordagens distintas para a representacdo de uma trajetéria como uma sequéncia de células,
considerando perspectivas diferentes da trajetéria. Em seguida, aplicou-se, de modo individual,
o algoritmo PrefixSpan sobre as representacdes do conjunto de dados de trajetérias obtidas com
as abordagens.

Os padroes sequenciais frequentes retornados pelo algoritmo foram filtrados con-

forme a abordagem de tratamento desses padrdes aderida no presente trabalho. Por fim, um
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ranking dos trés principais padrdes de cada abordagem foi gerado. Inclusive, discuti-se individu-
almente - por abordagem - cada um dos padrdes do ranking.
Por meio dos experimentos realizados, podemos concluir que:

1. Existe uma regido, do conjunto de dados utilizado, que aparece como principal padrao
sequencial frequente em todas as abordagens. A regido em questdo nao condiz com o
conceito de inicio ou fim de uma trajetéria. Todavia, caracteriza-se como passagem,
inclusive foi observado a existéncia de poucos pontos de interesse na mesma. O que
simboliza uma regido pouco movimenta que pode ser utilizada facilmente como uma rota
de fuga em uma ocorréncia de roubo de veiculo.

2. Padroes sequenciais frequentes que possuem uma vasta quantidade de pontos de interesse
(para entendimento, considere um padrdo do tipo 2) tendem a distanciar-se de padroes
como o do interior (padrdo de tipo 1), principalmente em relacdo a frequéncia de ocorréncia
das células no universo dos padrdes possiveis. Assim, existe uma diferenca significativa
entre as frequéncias das células que constituem esses padroes. Sendo que, em alguns casos,
a frequéncia das células de um padrdo do tipo 1 - com poucos (ou nenhum) ponto de
interesse - é equivalente ao dobro da frequéncia das células de um padrdo do tipo 2 - com
diversos pontos de interesse.

Como trabalhos futuros t€ém-se: a realizacdo de experimentos considerando um
tamanho maior no tratamento dos padrdes sequenciais frequentes, além de pelo menos dois
elementos, e; a inclusdo do enriquecimento semantico na representacdao de uma trajetoria, de

modo a facilitar a compreensao desse tipo de dados.
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