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RESUMO

O crescimento da disponibilidade de dados de trajetórias impulsionou o surgimento de diversas

técnicas para a predição da mobilidade humana nos últimos anos. Tais dados são coletados de

inúmeras formas, seja por aplicações instaladas em smartphones, seja por sistemas de vigilância

de tráfego instalados nas redes de ruas. Neste último caso, esses sistemas produzem trajetórias a

partir de sensores externos (External Sensor Trajectories - EST) que são utilizadas em pesquisas

e aplicações para a predição da próxima localização. Sistemas de vigilância registram, entre

outras características, eventuais restrições de roubo ou furto do veículo. Conhecer a dinâmica da

movimentação dos veículos roubados no espaço urbano é uma informação crucial para agências

governamentais de segurança. No entanto, a predição da próxima localização (neste trabalho,

sensor) de um veículo roubado é desafiador, por conta da baixa regularidade de transição entre

os locais, além da heterogeneidade e escassez de dados de trajetórias. Diante disso, este trabalho

propõe um modelo de rede neural semanticamente enriquecido, analisa a eficácia de modelos

classificadores de aprendizado de máquina, investiga quais são os melhores atributos para os

modelos de previsão em EST para veículos roubados e como diferentes níveis de representação

do dado espacial podem afetar a predição. Como avaliação do desempenho dos modelos,

são realizados experimentos com um conjunto de dados de uma aplicação real. Os resultados

demonstraram a efetividade dos modelos classificadores de aprendizado de máquina enriquecidos

com dados semânticos na predição da próxima localização em EST, que a categoria de atributos

relacionados a Pontos de Interesse contribuíram mais que os dados criminais para a maioria dos

modelos testados e que representações do dado espacial com maior granularidade favorecem a

solução proposta.

Palavras-chave: Aprendizagem Profunda. Trajetórias. Trajetórias semânticas.



ABSTRACT

The growing availability of trajectory data has driven the emergence of different techniques for

predicting human mobility in recent years. Such data are collected either by applications installed

on smartphones or by traffic monitoring systems in street networks. In this case, these systems

are trajectories from external sensors (External Sensor Trajectories - EST) used in research and

applications to the next location prediction. Record surveillance systems, among other property,

restrictions on vehicle theft or theft. Knowing the dynamics of the movement of stolen vehicles in

urban space is crucial information for government security agencies. However, the next location

prediction (in this work, sensor) of a stolen vehicle is challenging due to the low regularity of

transitions and the heterogeneity and scarcity of trajectory data. Therefore, this work offers a

semantically enriched neural network model, analyzes the effectiveness of different machine

learning models, investigates the best attributes for EST prediction models for stolen vehicles,

and how different levels of spatial data representation can affect the prediction. We evaluate our

model on a real dataset. The results demonstrated the effectiveness of machine learning models

enriched with semantic data in predicting the next location in EST. The category of attributes

related to Points of Interest contributed more than criminal data to most of the models tested,

and that data representations with greater granularity favor the proposed solution.

Keywords: Deep Learning. Trajectories. Semantic trajectories.
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1 INTRODUÇÃO

Com o recente crescimento da disponibilidade de dados de trajetórias, surgiram

métodos modernos de análise de padrões de mobilidade de objetos e pessoas. No estudo da

mobilidade uma tarefa recorrente é a predição da próxima localização. Tal tarefa pode ser

definida como inferir a localização que um objeto em movimento irá visitar baseado no conjunto

de suas trajetórias históricas. Essa informação é considerada o alicerce de inúmeras aplicações

como transporte inteligente, serviços compartilhados, controle de tráfego, planejamento urbano,

sistemas de recomendação, entre outros.

Dados de trajetórias fornecem informações sobre o local e a identificação do objeto

em um dado momento e também disponibilizam outros dados como duração do movimento, dis-

tância percorrida e aceleração. Tais objetos podem ser pessoas, veículos, animais ou fenômenos

naturais.

A mobilidade pode ser capturada de forma ativa ou passiva. Exemplos de registro

ativo são atividades em redes sociais em que viajantes compartilham suas experiências com seus

amigos através de fotos e comentários que apresentam marcações geográficas e temporais. Já o

registro passivo pode ser gerado sem intenção dos usuários quando transportam seus telefones

móveis. Nesse caso, as trajetórias são representadas pela sequência de células das torres de

telefonia com a marcação temporal da transição entre elas (ZHENG, 2015).

De forma análoga, o movimento de veículos pode ser capturado a partir de equipa-

mentos de GPS instalados nos veículos como táxis, ônibus e embarcações, permitindo que suas

posições sejam conhecidas em tempo real. Outra forma de registro do movimento de veículos é

através da observação de suas passagens em sistemas de vigilância de tráfego.

Existem diversos tipos de análises sobre a mobilidade. Bucher (2017) apresenta três

níveis de predição: 1) posição do objeto; 2) predição de trajetória; e 3) predição da próxima

localização. Já as técnicas existentes para predição da próxima localização, tema de estudo

deste trabalho, podem ser divididas em duas categorias: baseada em padrões e baseada em

modelos (YAO et al., 2017). Os métodos baseados em padrões buscam extrair padronizações da

movimentação do usuário a partir de dados históricos e utilizam padrões explícitos definidos

anteriormente para inferir a próxima localização. Essa técnica não captura toda a regularidade

do dado, pois extrai informações apenas dos padrões já conhecidos. Por outro lado, os métodos

baseados em modelos capturam a regularidade do movimento do usuário a partir de métodos

estatísticos e realizam predições com os modelos desenvolvidos. Diversos modelos preditivos
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foram propostos, dentre eles estão os modelos baseados em cadeias de Markov, como os

apresentados nos trabalhos de Mathew et al. (2012), bem como em Zhang et al. (2016), fatoração

matricial a exemplo de Duong-Trung et al. (2016) e mais recentemente, modelos de redes neurais

recorrentes (RNN), tais como (YAO et al., 2017) e (CRUZ et al., 2019).

Outro fator que diferencia as diversas abordagens para predição da próxima locali-

zação é o tipo de trajetória utilizada. Grande parte dos trabalhos utiliza dados brutos de GPS,

onde o equipamento que fornece a localização acompanha o objeto analisado, como os trabalhos

de (FENG et al., 2018), (ROCHA et al., 2016) e (TRASARTI et al., 2017). Porém, (CRUZ

et al., 2019) propõe a predição do movimento de objetos cujas trajetórias são capturadas por

sensores externos, como câmeras e sensores de vigilância de tráfego localizados ao longo da

rede viária. Nessa abordagem, chamada pelos autores de External Sensor Trajectory (EST), a

trajetória de um objeto é capturada pela rede de sensores, assumindo que esta rede consegue

identificar unicamente cada objeto em movimento.

Tais redes de sensores externos integram sistemas que ao registrarem a passagem de

veículos, fornecem diversos outros dados como por exemplo, histórico de multas, características

do veículo ou eventuais restrições de roubo e furto. Neste contexto, esse trabalho propõe um

modelo para predição da próxima localização de veículos com restrição de roubo ou furto utili-

zando aprendizado profundo a partir de suas trajetórias observadas por sensores localizados em

uma rede viária. Essa predição é útil para agências governamentais, em especial para aplicações

de patrulhamento policial no rastreamento de criminosos e fornecimento de informações sobre a

dinâmica do crime de roubo de veículos.

No entanto, a análise de trajetórias oriundas de dispositivos externos apresenta vários

desafios (CRUZ et al., 2019):

1. Grande volume de dados: Os sensores realizam uma enorme quantidade de registros de

passagem de veículos. O gerenciamento das tarefas de computar as últimas observações

dos veículos e realizar predições em tempo real se torna complexo à medida que o número

de veículos aumenta.

2. Diversos tipos de trajetórias: As trajetórias de táxis, veículos particulares e veículos

utilizados em serviços de entregas podem apresentar padrões bem distintos, inclusive com

influência do aspecto temporal. Por exemplo, veículos particulares tendem a apresentar a

rota partindo da residência para o trabalho nas manhãs dos dias úteis e terem a viagem

no sentido contrário no fim do dia. Entretanto, o comportamento de táxis ou de outros
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veículos de aluguel dependem dos destinos de seus passageiros.

3. Esparsidade: Os sensores geralmente são instalados apenas nas principais ruas de uma

cidade, dessa forma, a viagem de um veículo dificilmente é capturada por completo. Essa

característica pode gerar trajetórias com poucos pontos, o que dificulta a tarefa da predição

da localização.

4. Incompletude das trajetórias: Além dos sensores não estarem disponíveis em toda a rede

viária, tais equipamentos ainda podem falhar por diversos motivos na tarefa de capturar a

passagem dos veículos, produzindo trajetórias incompletas.

Quando analisadas as trajetórias de veículos roubados, também são incluídos neste

trabalho alguns desafios da análise criminal, como os listados por Huang et al. (2018):

1. Os motoristas de veículos roubados tendem a se afastar dos sensores, o que aumenta a

dispersão dos dados;

2. Conforme declarado em (HUANG et al., 2018), os padrões de crime são dinâmicos, uma

vez que os fatores subjacentes às ocorrências de crime podem mudar com o tempo. Os

crimes podem ocorrer em diferentes regiões geográficas comparando dias de semana e fins

de semana;

3. Os criminosos tendem a evitar alguns Pontos de Interesse, Point of Interest (POI), como

instalações de segurança. Além disso, o trabalho Oróstica e Poblete (2019) demonstra que

o roubo de carros tem forte relação com locais de interesse social como restaurantes e

shopping centers.

As Figuras 1 e 2 apresentam a distribuição das observações de um mesmo veículo

com e sem a restrição de roubo e furto, respectivamente. Ou seja, no momento das observações

da passagem do veículo presentes na Figura 1, tal veículo não apresentava a restrição de roubo.

De outro modo, na Figura 2, as observações da passagem do veículo apresentam a restrição. Por

meio das imagens, é possível perceber uma diferença na distribuição espacial dessas observações.

As observações sem a restrição estão distribuídas por mais regiões da cidade, enquanto as

observações durante o período em que o veículo apresentava a restrição de roubo estão mais

concentradas. Essa diferença pode ser explicada pelos desafios apresentados anteriormente.

Os desafios da predição da próxima localização de um objeto móvel podem ser

melhor entendidos e solucionados a partir do enriquecimento semântico das trajetórias, como

demonstrado por Yao et al. (2017) e Fan et al. (2018). Ao realizar uma análise espacial sobre o

crime de roubo de veículos, Weisel et al. (2006) afirma que notoriamente existem três principais
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Figura 1 – Observações de um veículo sem restrição de Roubo

Fonte: Próprio autor (2020)

motivações para esse crime: motivação pelo lucro, no qual o veículo roubado é vendido em

regiões afastadas do local do roubo ou o veículo é desmontado para a revenda de peças. Outra

motivação é o uso do veículo para o cometimento de outros delitos. Por fim, os veículos são

roubados para o uso recreativo. Oróstica e Poblete (2019) demonstram a relação entre pontos de

interesse sociais com o crime de roubo de veículo. Dessa forma, espera-se que a inclusão de

informações referentes a ocorrências de crime e a proximidade a pontos de interesse social nas

trajetórias de veículos roubados possa melhorar predição da próxima localização de veículos

com essa restrição.

Para a verificação da relação entre Pontos de Interesse e hotspots de eventos criminais

com o problema de predição de trajetórias de veículos roubados, nesta pesquisa será proposto o

enriquecimento semântico com as seguintes categorias de pontos de interesse: Supermercado,

Estacionamento e Oficinas Mecânicas. Essas categorias foram escolhidas devido ao fato de

que veículos roubados geralmente são abandonados próximos a esses pontos. Já os hotspots

criminais avaliados serão os dos seguintes eventos: Crimes Violentos contra o Patrimônio (CVPs),

recuperação de veículos roubados e roubo ou furto de veículos. Estas categorias de eventos
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Figura 2 – Observações de um veículo com restrição de Roubo

Fonte: Próprio autor (2020)

foram escolhidas devido a relação com as motivações do roubo de veículos já mencionadas.

Uma análise trajetórias de veículos com restrição de roubo e de trajetórias veículos

sem restrição podemos observar algumas diferenças do comportamento dos condutores. O

tamanho médio das trajetórias sem restrição é 18,9 pontos por trajetória, enquanto no conjunto

com restrição em média as trajetórias são compostas por 8,6 pontos. As Figuras 3 e 4 demonstram

algumas diferenças na distribuição das observações dos dois conjuntos com relação ao número

de observações por dia da semana e por horas do dia. Através das Figuras observa-se que

a distribuição das observações dos veículos roubados nos dias da semana é um pouco mais

uniforme que a dos veículos não roubados, ambos os conjuntos apresentam uma diminuição

nos domingos. A análise do comportamento durante as horas do dia, o conjunto dos veículos

não roubados enfatiza os horários de pico entre 07:00h e 08:00h e entre 17:00h e 18:00h, que

representam o início e o fim do horário comercial, respectivamente. Enquanto os veículos

roubados tem observações relativamente constantes entre 09:00h e 13:00h e apresentam o maior

número de observações entre 17:00h e 18:00h.

Diversas estratégias foram apresentadas para a resolução do problema de predição

da próxima localização. Como a trajetória gerada pela rede de sensores externos apresenta
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Figura 3 – Distribuição Observações do Conjunto de Veículos sem restrição
de Roubo em Dias da Semana e Hora do Dia

Fonte: Próprio autor (2020)

características de uma série temporal, ou seja, é uma sequência de observações consecutivas no

tempo (BOX et al., 2015), é viável a aplicação de abordagens eficazes em problemas com dados

sequencias, como a utilização de redes neurais recorrentes (RNN) ou, mais especificamente, uma

LSTM. A Long Short-Term Memory (LSTM) é um tipo de rede neural recorrente densamente

conectada que apresenta uma espécie de memória e por isso é utilizada no processamento de

sequências e séries temporais (CHOLLET, 2018). Recentemente, a utilização de uma RNN

genérica para prever a próxima localização, demonstrou o potencial dessa abordagem para

capturar a complexidade da mobilidade em redes de sensores externos (CRUZ et al., 2019).

Também podemos modelar EST como uma sequência de etiquetas dos sensores, permitindo

aplicar LSTM às previsões de EST para veículos roubados.

1.1 Questões de Pesquisa

A avaliação de nosso proposta será orientada pelas seguintes questões de pesquisa:

1) QP1: Qual a eficácia dos modelos de aprendizado supervisionado (KNN, Random Forest e



22

Figura 4 – Distribuição Observações do Conjunto de Veículos com restrição
de Roubo em Dias da Semana e Hora do Dia

Fonte: Próprio autor (2020)

Gradient booting) para predição da próxima localização em trajetórias de sensores externos?

2) QP2: As informações semânticas propostas neste trabalho podem melhorar a eficácia dos

classificadores de aprendizado supervisionado analisados, para predição da próxima localização

em trajetórias de sensores externos? 3) QP3: Quais atributos mais contribuem para os modelos

de predição em EST? 4) QP4: Dentre as representações do dado espacial analisadas (cluster,

index grid e geohash), qual a melhor para utilizar no modelo RNN de predição de trajetórias de

sensores externos?

1.2 Contribuições

O problema abordado nesta dissertação já foi investigado na literatura e foi denomi-

nado Predição do Próximo Sensor Externo da Trajetória (EST Prediction, em inglês) em (CRUZ

et al., 2019; CRUZ et al., 2021), onde a construção das trajetórias não é realizada a partir de

dados de GPS, mas sim montadas a partir dos sensores. Ambos trabalhos resolvem o problema

usando uma RNN. Esta dissertação apresenta três contribuições principais:
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1. Ao contrário de estudos anteriores de previsão de EST, este trabalho analisa a eficácia dos

modelos de aprendizado supervisionado em EST, não apenas em modelos RNN;

2. Este trabalho investiga quais informações semânticas ajudam a melhorar a eficácia dos

modelos preditivos;

3. Por fim, um estudo experimental é realizado para diferentes representações de nível

espacial para trajetórias, bem como é apresentado como cada representação contribui para

melhorar o modelo de previsão.

1.3 Publicações e Submissões

Durante o desenvolvimento deste trabalho o ocorreu a publicação do artigo Location

prediction: a deep spatiotemporal learning from external sensors data, publicado no Journal

Distributed and Parallel Databases e compôs parte da edição especial dos melhores artigos

do Mobile Data Management (MDM) 2019. O referido artigo apresenta uma abordagem de

aprendizado multitarefa para o problema EST. Boa parte dos procedimentos realizados na etapa

de pré-processamento das trajetórias da atual pesquisa foram validados nesta publicação.

No momento da escrita dessa dissertação, o artigo intitulado Predicting the Next

Location for Trajectories From Stolen Vehicles foi aceito para publicação no IEEE International

Conference on Tools with AI (ICTAI) 2021, onde os experimentos e resultados desta pesquisa

são apresentados.

1.4 Estrutura da Dissertação

Este trabalho apresenta a seguinte organização: O Capítulo 2 apresenta a definição

formal do problema. Em seguida, o Capítulo 3 discute os conceitos básicos necessários para a

compreensão deste trabalho. O Capítulo 4 descreve trabalhos relacionados. O Capítulo 5 detalha

a proposta deste trabalho. O Capítulo 6 apresenta as experimentações realizadas. Por fim, o

Capítulo 7 apresenta as conclusões e trabalhos futuros.
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2 DEFINIÇÃO DO PROBLEMA E CONCEITOS PRELIMINARES

A finalidade deste trabalho é desenvolver um modelo para predição do próximo

sensor que um veículo roubado irá passar, dada a trajetória deste veículo constituída a partir

de sensores externos e os instantes de tempo que indicam o momento em que o veículo passou

pelo sensor. A seguir, são apresentadas as definições de trajetórias brutas, trajetórias de sensores

externos, similar à apresentada em (CRUZ et al., 2019), e o problema que o presente trabalho

busca resolver.

2.1 Pontos e Trajetórias

Bogorny et al. (2014) apresentam o conceito trajetórias brutas como uma lista de

pontos localizados no espaço e no tempo. Os autores definem Pontos e Trajetórias da seguinte

forma:

Definição 2.1.1 Ponto. Um ponto p é uma tupla (x,y, t), onde x e y são as coordenadas espaciais

que representam o local e t é o timestamp em que o ponto é coletado.

A partir da definição acima, trajetórias brutas são delineadas como uma lista ordenada de pontos,

como na Definição 2.1.2

Definição 2.1.2 Trajetória. Uma trajetória T é uma lista ordenada de pontos (p1, p2, p3, · · · pn),

onde pi = (xi,yi, ti) e t1 < t2,< t3 < · · ·< tn.

Diversas características físicas podem ser vinculadas a uma trajetória, como ace-

leração, velocidade, alteração da direção, entre outras. Além disso, uma trajetória pode ser

segmentada em várias subtrajetórias.

2.2 Trajetórias de Sensores Externos (External Sensor Trajectory) - EST

No cenário considerado neste trabalho, os objetos em movimento se deslocam sobre

a rede de ruas de uma cidade e suas trajetórias são registradas por sensores localizados ao

longo dessa rede em posições fixas, pré-definidas e conhecidas. Assumindo que cada objeto em

movimento pode ser identificado unicamente, por exemplo pela placa de um veículo, ao registrar

a passagem de um objeto em movimento cada sensor produz a tupla o = (m, s, t) em que:

• m é o identificador do objeto em movimento;
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• s é o identificador do sensor;

• t é um timestamp.

Vale ressaltar que como as posições dos sensores são fixas e compostas por latitude

e longitude, os itens s e t juntos formam uma observação bruta de GPS (xs, ys, t), onde xs e ys

são as coordenadas espaciais do sensor s. Dessa forma, baseado nos conceitos apresentados em

(CRUZ et al., 2019), trajetórias de sensores externos são definidas como:

Definição 2.2.1 (Trajetórias de Sensores Externos) Dado um conjunto O de observações ge-

radas por um conjunto de sensores S. Onde O[m]⊂O é o conjunto de observações relacionadas

ao objeto em movimento m. Dessa forma, a Trajetória de Sensores Externos (EST) do ob-

jeto m é definida como a sequência de observações es_tra jm = (o1, o2, · · · ,o j), de modo que

oi = (xs,ys, ti) é o i-ésimo ponto da trajetória composta pela localização espacial do sen-

sor s = (xs,ys) ∈ S, e um timestamp ti ∈ N para i = 1, · · · , j, em que oi ∈ O[m]. Além disso,

t1 < t2 < · · · < t j.

A Figura 5 mostra uma trajetória gerada por sensores externos. Trata-se da trajetória

de um ônibus que realiza a mesma viagem várias vezes. Os pontos em verde representam as

posições dos sensores que são conectados pelas linhas em vermelho. A figura também exibe

eventuais falhas, quando alguns sensores estão conectados ao próximo sensor esperado. Diferen-

temente de trajetórias brutas, onde o objeto em movimento está equipado por um dispositivo de

GPS que fornece os dados espaciais de latitude e longitude, as trajetórias de sensores externos são

menos densas e uma análise sobre essas trajetórias deve considerar a escassez e a incompletude

que podem ser causadas por exemplo, devido à presença de sensores apenas em ruas principais

da cidade, além de eventuais falhas destes sensores (CRUZ et al., 2019).

Figura 5 – Exemplo de uma trajetória obtida por uma rede de sensores exter-
nos

Fonte: Cruz et al. (2019)
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2.3 Definição do Problema

O problema que o presente trabalho deseja resolver é definido da seguinte forma:

Definição 2.3.1 (Predição de Trajetórias em Rede de Sensores Externos para Veículos Rou-

bados) Seja G a rede de ruas, S o conjunto de sensores externos implantados sobre G, O o

conjunto de observações históricas produzidas por S, R o conjunto de veículos com registro de

roubo em O, e TEST o conjunto de trajetórias históricas derivadas de O que descrevem o padrão

de comportamento dos veículos em R. Dado as últimas observações N de um veículo roubado

r ∈ R produzida por O, o problema consiste na predição do próximo sensor s a ser visitado por

r.
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3 FUNDAMENTAÇÃO TEÓRICA

Neste capítulo são descritos os conceitos fundamentais utilizados no decorrer deste

trabalho. Por se tratar de uma análise de trajetórias de veículos com restrição de roubo ou furto,

na Seção 3.1 é realizada uma breve discussão sobre alguns aspectos relacionados ao roubo de

veículos. Em seguida, a Seção 3.2 descreve os Modelos de Aprendizado de Máquina avaliados

nesta pesquisa, desde Modelos de Aprendizado Supervisionado às Redes Neurais Recorrentes,

uma das principais abordagens utilizadas na resolução do problema de predição da próxima

localização.

3.1 Aspectos Espaciais Relacionados ao Crime

A ocorrência de crimes em uma cidade tem forte impacto negativo no cotidiano

dos cidadãos, exigindo dos entes públicos operações em tempo hábil e, quando possível, ações

de prevenção que aumentem a sensação de segurança da comunidade. Alguns métodos foram

propostos com o objetivo de capturar e explorar o padrão dinâmico do crime e prover predições

confiáveis da ocorrência de delitos que possam auxiliar agências governamentais em ações

preventivas.

A análise criminal é algo bem mais amplo do que apenas a verificação de ocorrência

de ações delituosas. Segundo IACA et al. (2014), a análise criminal é um processo no qual um

conjunto de técnicas quantitativas e qualitativas é usado para analisar dados valiosos para as

agências policiais e suas comunidades. Tal análise pode incluir dados de criminosos, vítimas,

questões relacionadas à qualidade de vida, dentre outros aspectos que podem ser utilizados para

apoiar ações e estratégias que visam a prevenção e redução de crimes, além de resolução de

problemas e avaliação dos esforços policiais.

Uma das áreas de estudo da análise criminal é o mapeamento de crimes. Processo

que pode ser definido como a utilização de um sistema de informações geográficas para realizar

análises espaciais de problemas de crimes e desordens, bem como outras questões relacionadas à

polícia (SANTOS, 2016). A partir do momento em que mapas disponibilizam características ge-

ográficas das áreas de atuação, os departamentos de polícia utilizam esses mapas para determinar

várias de suas ações. Dessa forma, o mapeamento de crime se tornou ferramenta fundamental na

análise criminal.

De forma particular sobre o roubo de veículos, a análise criminal aponta as principais
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motivações para este delito, que de acordo com Weisel et al. (2006) são: (a) Utilização para

cometimento de outros delitos, como roubo a pessoa; (b) Utilização para desmonte e venda de

peças; (c) Utilização para uso recreativo; e (d) Utilização para venda do veículo em outro Estado.

Com o intuito de estabelecer uma relação entre as motivações e os atributos a serem

aplicados neste trabalho, os seguintes dados são utilizados para enriquecer as trajetórias: (i) o

número de ocorrências de crimes violentos contra o patrimônio (CVP) na região ao redor do

sensor; (ii) o número de ocorrências de roubo de veículos na região ao redor do sensor; (iii) o

número de ocorrências de recuperação de veículos roubados nas proximidades do sensor; Por

fim, (iv) menor distância, na rede de ruas, do sensor para cada categoria de ponto de interesse

avaliada. Neste caso, as categorias são: supermercados, estacionamentos e oficinas mecânicas.

Uma das questões de pesquisa a serem investigadas é averiguar a relevância desses

atributos na criação de um modelo preditivo para o próximo sensor de uma trajetória dada como

entrada. Nas próximas subseções, são apresentadas as definições de alguns atributos espaciais

utilizados na análise de crimes.

3.1.1 Pontos de Interesse

Pontos de Interesse são pontos georreferenciados que representam locais como lojas,

supermercados, parques, entre outros. Além das coordenadas de GPS, outras informações como

categoria, popularidade e avaliações podem estar disponíveis. POIs podem ser utilizados de

diversas formas na análise espacial de crimes. Huang et al. (2018), por exemplo, propõe o

DeepCrime, um framework que captura ocorrências criminais relevantes através de diversos

períodos de tempo. Os autores analisam a correlação entre categorias de pontos de interesse

(POIs), anomalias no cenário urbano e dependências temporais com a ocorrência de crime. O

DeepCrime utiliza a distribuição das categorias de pontos de interesse nas regiões de uma cidade

e verifica a existência de uma correlação positiva entre regiões com alta densidade de pontos

de interesse ligados ao entretenimento como bares e clubes, com regiões com alta densidade de

roubos.

Oróstica e Poblete (2019) apresentam uma abordagem que utiliza a proximidade

entre categorias de pontos de interesse com locais de ocorrência de roubo de veículos. No

modelo, cada ocorrência de roubo de veículo é representado como um vetor em função das

distâncias para categorias de pontos de interesse. Cada posição no vetor representa a frequência

de uma categoria de POI dentro de um raio de 200 metros.
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Neste trabalho, os pontos de interesse são utilizados para anotar as trajetórias com

informações sobre a menor distância entre as categorias de POIs apontadas como relacionadas

ao crime de roubo de veículo para os sensores que registram a passagem de veículos roubados.

Assim, a menor distância entre os sensores das trajetórias dos veículos roubados e as categorias

de pontos de interesse analisadas é definida como:

Definição 3.1.1 (Distância para Pontos de Interesse - POIs) Dado uma Trajetória de Senso-

res Externos (EST) es_tra jm = (o1, o2, · · · ,o j) de modo que oi é uma tupla o = (m,s, t) represen-

tado respectivamente o objeto em movimento m, o sensor s e o timestamp t. A menor distância dk

é a distância do sensor s para o POI da categoria k mais próximo de s. Dessa forma, para cada

sensor s registrado na trajetória será produzido um vetor adicionado a trajetória semântica:

S<lat,lon> = [dcategoria1, · · · ,dcategoriak ]

3.1.2 Hotspots de Crimes e Kernel Density Estimation - KDE

O mapeamento de hotspots é uma abordagem muito utilizada na análise e previsão

de crimes. Tal abordagem é centrada na informação espacial e se baseia na hipótese de que os

locais de eventos passados contribuem de forma efetiva na predição de eventos futuros. Hart

e Zandbergen (2014) definem hotspots de crime como áreas de concentração de ocorrência de

delitos que demonstram um padrão não aleatório no espaço e no tempo. Para Eck et al. (2005),

hotspots são áreas de concentração de crime, cuja a identificação parte de eventos individuais e

permite a descoberta de uma série de violações relacionadas. A análise de hotspots de infrações

criminais também está presente nos trabalhos de Yu et al. (2014), Wang et al. (2016) e Oróstica

e Poblete (2019).

Por outro lado, o kernel density estimation (KDE) além de descrever eventos conheci-

dos em termos de padrões espaciais não aleatórios visualizados como várias formas geométricas,

também produz um mapa de risco em perspectiva, que é interpolado de locais específicos de

incidentes de crime para uma área de estudo definida (HART; ZANDBERGEN, 2014). Ou

seja, o KDE generaliza ou "suaviza"pontos de dados discretos para que uma área de superfície

contínua seja produzida e visualizada (BAILEY; GATRELL, 1995; HART; ZANDBERGEN,

2014).

O KDE é uma das técnicas de análise espacial de dados criminais mais utilizada. Isso

ocorre devido à aparência estética dos mapas gerados, o que contribui para a interpretabilidade e

pela flexibilidade dos parâmetros utilizados. Basicamente, para geração de mapas de densidade
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de kernel, os parâmetros utilizados são o raio e a densidade ou volume de ocorrência da área

desejada (CHAINEY et al., 2008).

As Figuras 6 e 7 demonstram algumas técnicas de mapeamento baseada em hotspots.

Figura 6 – Técnica de mapeamento de pontos

Fonte: (RÊGO et al., 2020)

Figura 7 – Técnica de mapeamento de KDE

Fonte: Elaborado pelo autor.

3.2 Modelos de Aprendizado de Máquina

Aprendizado de máquina pode ser definido como um subcampo da Inteligência

Artificial que envolve algoritmos com auto-aprendizagem que derivam conhecimento a partir dos

dados para realizar previsões oferendo uma alternativa mais eficiente para capturar conhecimento

dos dados e auxiliar no processo de tomada de decisão (RASCHKA; MIRJALILI, 2017).

De modo geral o Aprendizado de Máquina pode ser dividido em três tipos: Apren-
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dizado Supervisionado, Aprendizado Não-Supervisionado e Aprendizado por Reforço. O

Aprendizado Supervisionado lida com problemas com as seguintes características: Dados

Rotulados, feedback direto e objetivam a predição do resultado ou do futuro. O Aprendizado

Não-Supervisionado trata de dados não rotulados, não apresenta um feedback direto e busca

encontrar estruturas ocultas nos dados. E por fim, o Aprendizado por Reforço trata de processos

de decisão baseados em um sistema de recompensa e aprendizado de uma série de ações.

O problema investigado nesta pesquisa é uma tarefa de aprendizado supervisionado,

mais especificamente um problema de classificação, que é uma subcategoria de aprendizado

supervisionado que tem por objetivo prever os rótulos de classe categóricas de novas instâncias,

com base em observações anteriores. A seguir são discutidos os algoritmos de Aprendizado de

Máquina utilizados nesta pesquisa.

3.2.1 K-Nearest Neighbors Classifier - KNN

O K-Nearest Neighbors (KNN) é considerado um algoritmo de lazy learner ou

aprendizado lento em virtude de no processo de treinamento não aprender uma função que

descreve os dados, em vez disso memoriza o conjunto de dados (RASCHKA; MIRJALILI, 2017).

Devido a essa característica, o KNN pertence a uma subcategoria de modelos não paramétricos,

caracterizados por apresentarem um processo de aprendizagem baseada nas instâncias.

O funcionamento do KNN é bem simples e representado pelas seguintes ações: 1)

definição dos parâmetros k e métrica de distância; 2) descoberta dos k-vizinhos mais próximos

da amostra a ser classificada; 3) atribuição do rótulo da classe por maioria dos votos.

O parâmetro k deste algoritmo é utilizado para determinar o número de vizinhos

a serem considerados na votação para determinar a classe de uma nova amostra. A Figura 8

demonstra o funcionamento deste algoritmo.

A utilização do KNN para predição da próxima localização é discutida em (ZENG

et al., 2019), onde o algoritmo foi utilizado para verificar se o problema pode ser bem avaliado

baseado apenas na semelhança das amostras.

3.2.2 Random Forest

Random Forest proposto por Breiman (2001) adiciona uma camada de aleatoriedade

ao bagging, Bootstrap Aggregating. Ele usa a seleção aleatória de features em cada nó para

dividir o conjunto de features.
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Figura 8 – Técnica de mapeamento de pontos

Fonte: (RASCHKA; MIRJALILI, 2017)

O Random Forest é uma combinação de preditores de árvore, como cada árvore

depende dos valores de um vetor aleatório amostrado de forma independente e com a mesma

distribuição para todas as árvores, o erro de generalização das árvores converge para um limite

conforme o número de árvores na floresta aumenta. O erro de generalização de uma floresta

depende da força das árvores individuais na floresta e na correlação entre eles.

A utilização de uma seleção aleatória de features para dividir cada nó resulta em

baixas taxas de erro e mais robustez em relação ao ruído. Estimativas internas monitoram erros,

força, e correlação, e estes são usados para mostrar a resposta aumentando o número de features

usadas na divisão. Estimativas internas também são usadas para medir a importância das features.

3.2.3 Gradient Boost Machine

Gradient Boost Machine (GBM) (FRIEDMAN, 2001), também conhecido como

gradient tree boosting ou gradient boosted regression tree, constrói modelos de regressão aditivos

ajustando sequencialmente uma função parametrizada simples (aprendizado básico) aos pseudo-

residuais atuais por mínimos quadrados em cada iteração. Os pseudo-residuais são o gradiente da
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função loss sendo minimizado para os valores do modelo em cada ponto de dados de treinamento

avaliado na etapa atual. GBM é uma técnica de aprendizado de máquina que produz resultados

competitivos de última geração e altamente robustos em uma ampla gama de aplicações de

regressão e classificação. Boosting é um problema de otimização numérica em que o objetivo

é minimizar a perda do modelo adicionando classificadores fracos usando um procedimento

semelhante ao gradiente descendente.

A implementação original desse algoritmo foi chamada de Multiple Additive Re-

gression Trees (MART). A precisão da aproximação e a velocidade de execução do aumento do

gradiente podem ser substancialmente melhoradas incorporando a randomização ao procedi-

mento (FRIEDMAN, 2002). Uma subamostra dos dados de treinamento é retirada aleatoriamente

do conjunto de dados de treinamento em cada iteração. Essa subamostra selecionada aleatoria-

mente é então usada no lugar da amostra completa para ajustar o classificador base e calcular

a atualização do modelo para a iteração atual. Esta abordagem aleatória é chamada Stochastic

Gradient Boosting, e é frequentemente usada para aumentar a robustez contra o excesso de

capacidade do classificador base.

3.2.4 Redes Neurais Recorrentes - RNN

Redes Neurais Recorrentes (RNN) são umas das abordagens mais eficazes para a

predição de dados sequencias. Isso se deve ao fato de proverem o aprendizado através da relação

entre valores consecutivos. A RNN processa uma sequência iterando através dos elementos e

mantendo na saída atual informações dos dados vistos anteriormente, através de um loop interno,

fazendo com que os dados pontuais circulem na rede (CHOLLET, 2018). A Figura 9 demonstra

o funcionamento de uma RNN, percebe-se que a cada etapa de tempo t, o neurônio recebe a

entrada (t) e saída da etapa anterior (t−1). Dessa forma, o fluxo de informações adjacentes

permite que a rede tenha uma memória dos valores passados. Para o processamento da saída,

cada neurônio da RNN recebe dois conjuntos de pesos: um para a entrada, x(t) e outro para a

saída da etapa anterior, y(t−1) (GÉRON, 2019). Esses conjuntos estão representados na Figura 9

como os vetores Wxh e Why, respectivamente. Na transição entre camadas ocultas h, a matriz

recorrente Whh é repassada para a camada seguinte.

A computação da ativação da unidades ocultas da RNN é realizado pela equa-
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Figura 9 – Representação de uma rede neural recorrente - RNN

Fonte: Adaptada de (GÉRON, 2019)

ção (3.1):

h(t) = φh(Wxhx(t)+Whhh(t−1)+bh) (3.1)

Em que:

• φh é uma função de ativação, como por exemplo a função ReLU 1.

• Wxh é a matriz de peso entre a entrada x(t) e a camada oculta h.

• Whh é a matriz de peso associada à aresta recorrente.

• h(t−1) é estado oculto da camada anterior.

• bh é a unidade de polarização ou termo de bias.

3.2.4.1 Long Short-Term Memory (LSTM)

LSTM é um tipo especial de RNN projetado com o objetivo de resolver o problema

de dependências de longo prazo (vanishing gradient) apresentado em uma RNN padrão. Esse

tipo de rede neural vem sendo aplicado em diversas abordagens para predição da mobilidade

(YAO et al., 2017; KONG; WU, 2018; WU et al., 2017). Diferentemente da RNN padrão que

apresenta uma camada oculta simples, a LSTM possuí um módulo de repetição mais sofisticado.
1 A função ReLU é definida como: f = max(0,x)
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O módulo LSTM possui portões para controlar os estados das células anteriores muito antigas

(WU et al., 2017). A Figura 10 apresenta a representação de uma célula LSTM.

Figura 10 – Representação de uma rede neural LSTM

Fonte: Adaptada de (GÉRON, 2019)

A LSTM utiliza dois portões para controlar o estado da célula. O forget gate é

utilizado para determinar quais informações do estado anterior C(t−1) serão mantidas na etapa

atual C(t). Por outro lodo, o input gate decide a quantidade de informação da entrada atual

x(t) será mantida no estado de longa duração C(t). Já o output gate é utilizado para controlar a

informação do estado de longo prazo C(t) que será repassada para o estado de curto prazo h(t). A

seguir, a equação (3.2) demonstra as operações realizadas na célula LSTM como descritas em

Géron (2019):

i(t) = σ((W T
xi · x(t)+W T

hi ·h(t−1)+bi)

f(t) = σ((W T
x f · x(t)+W T

h f ·h(t−1)+b f )

o(t) = σ((W T
xo · x(t)+W T

ho ·h(t−1)+bo)

g(t) = tanh((W T
xg · x(t)+W T

hg ·h(t−1)+bg)

c(t) = f(t)
⊗

c(t−1)+ i(t)
⊗

sg(t)

y(t) = ht = o(t)
⊗

tanh(c(t))

(3.2)

Em que:

• Wxi,Wx f ,Wxo e Wxg são matrizes de peso para cada uma das camadas conectadas com o

vetor de entrada x(t).
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• Whi,Wh f ,Who e Whg são matrizes de peso para cada uma das camadas conectadas com o

estado da etapa anterior h(t−1).

• bi,b f ,bo e bg são os termos de bias.

O modelo de predição proposto neste trabalho investiga o uso da LSTM.

3.2.4.2 LSTM Bidirecional (BiLSTM)

Em casos em que todas as etapas de tempo da sequência estão disponíveis, uma

alternativa é a utilização de uma rede LSTM Bidirecional - (BiLSTM). De modo geral, com

BiLSTMs uma rede neural recorrente é treinada duas vezes. Primeiramente, é realizado o

treinamento na sequência como os dados aparecem na entrada, ou seja, como uma camada LSTM

forward. Em seguida, é fornecida uma cópia da sequência de entrada investida no tempo, como

uma camada backward. Dessa forma, um contexto adicional é fornecido à rede, o que pode

melhorar sua precisão através do aprendizado com informações passadas e futuras.

Na BiLSTM, dado n o número de etapas da sequência de entrada, a LSTM forward
−→
f realiza a leitura da entrada como está ordenada (de x1 para xn), para calcular a sequência

de estados ocultos forward da rede (
−→
h1 , · · · ,

−→
hn). De outro modo, a LSTM backward

←−
f lê

a sequência na ordem inversa (de xn para x1), para calcular a sequência dos estados ocultos

backward da rede (
←−
h1 , · · · ,

←−
hn).

Para computar o estado final h j, para cada entrada x j é realizada a concatenação do

estado oculto forward
−→
h j com estado oculto backward

←−
h j , como demonstra a Equação 3.3.

h j = [
−→
h j ;
←−
h j ] (3.3)

A seguir, são apresentados os trabalhos relacionados a este.
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4 TRABALHOS RELACIONADOS

Objetos em movimento estão presentes em toda parte e relacionados a diversos

aspectos do cotidiano das pessoas. A análise de mobilidade tem recebido relevante atenção

científica, o que fez surgir inúmeras abordagens para a predição da próxima localização. Essa

atenção por parte dos pesquisadores muito se justifica pelo aprimoramento de sistemas de

comunicação sem fio e pelo aumento da procura por serviços baseados em localização por parte

dos usuários. São apresentados neste Capítulo alguns dos mais recentes trabalhos que objetivam a

predição do próximo local em trajetórias externas ou que compartilham a características de serem

esparsas, além de trabalhos que propõem o uso de dados semânticos. Para melhor organização,

os trabalhos foram divididos em duas Seções: Trajetórias de Sensores Externos ou Esparsas e

Trajetórias com Dados Semânticos.

4.1 Trajetórias de Sensores Externos ou Esparsas

Cruz et al. (2019) apresentam o EST Prediction, um estudo profundo sobre os desa-

fios da análise de trajetórias derivadas de sensores externos como o problema da incompletude e

escassez de dados. Os autores analisaram uma base de dados real com trajetórias de uma rede

de 272 sensores e um total de 22.338.916 observações. O objetivo geral do estudo é propor um

modelo para predição do próximo sensor a registrar a passagem de um determinado objeto em

movimento. Para lidar com os problemas de incompletude e escassez os autores demonstram

diversos métodos de imputação de dados e realizam comparações entre eles. A abordagem

utilizada para a construção do modelo é baseada em Recurrent Neural Networks (RNN). A

principal diferença do EST Prediction para proposta desta pesquisa é que aquele não recebe

informações semânticas relacionados às trajetórias, além de não considerar restrições de roubo

ou furto dos veículos.

Liu et al. (2019) apresentam o Travel Time Difference Model (TTDM), um modelo

para predição da próxima localização que utiliza o tempo decorrido entre os segmentos da

trajetória para melhorar o desempenho da predição. O TTDM explora o conjunto de trajetórias

históricas para construção de um grafo ponderado, em que os locais contidos nas trajetórias

são considerados como nós e as transições entre os locais como arestas. Nessa abordagem,

os autores calculam a média do tempo de viagem para cada segmento em diversos slots de

tempo e utilizam essa informação como peso das arestas, em seguida determinam um conjunto
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de locais candidatos a serem a próxima localização de uma trajetória de busca. Finalmente,

realizam a predição do próximo local com base no menor tempo de viagem entre os locais

candidatos. Na fase de predição, o TTDM realiza a integração entre a estratégia baseada no

tempo de viagem com o Modelo de Markov apresentado em Chen et al. (2015), tal integração é

realizada através de interpolação linear. Durante os experimentos foram utilizados dois conjuntos

de dados, o primeiro com trajetórias obtidas por um sistema de vigilância de tráfego que registra

a passagem de veículos (VRP) e um segundo que obtém a localização de uma frota de táxis.

No conjunto de VRP, os locais das trajetórias são os locais de implantação dos dispositivos do

sistema de vigilância, enquanto no conjunto de trajetórias de táxis o espaço geográfico da cidade

é discretizado em células do mesmo tamanho. Apesar de utilizar trajetórias de sensores externos

em suas análises e enriquecer a predição com a diferença temporal das transições entre os locais,

o TTDM difere da proposta deste trabalho por não considerar outras informações semânticas

como pontos de interesse e tipo de via dos sensores, além disso não considera a presença de

restrição de roubo nos veículos do estudo.

O DeepMove, proposto em Feng et al. (2018), é um framework multi-modal para

a predição da próxima localização, em que autores propõe prever a mobilidade humana para

trajetórias grandes e esparsas. O DeepMove apresenta dois módulos: 1) O módulo recorrente

que busca capturar dependências complexas contidas na trajetória mais recente. 2) O módulo

de atenção histórica desenvolvido para capturar a regularidade e a periodicidade do movimento

em longos registros históricos. Na etapa de predição os dois módulos são concatenados em

um único vetor e enviado como entrada para camada de saída de uma RNN para predição do

local na próxima janela de tempo. Os autores analisam três datasets reais, sendo que um deles

apresenta trajetórias esparsas de check-ins, enquanto os outros dois apresentam trajetórias densas

fornecidas por aplicações móveis e por registros de chamadas de celulares. Uma das contribuições

da proposta é auxiliar na interpretabilidade de quais atividades históricas são enfatizadas na

mobilidade futura. Diferentemente do DeepMove, este trabalho lida com trajetórias de sensores

externos e considera informações semânticos destas trajetórias. A inclusão de dados semânticos

são apontados pelos autores do DeepMove como trabalhos futuros para entender a motivação da

movimentação dos usuários.

Com o objetivo de sanar deficiências nas abordagens tradicionais de predição da

próxima localização para trajetórias baseadas em sequência espaço-temporal, Zeng et al. (2019)

propõem o modelo chamado SSTLP. A principal característica da proposta do SSTLP é a cons-
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trução de um modelo que combina a probabilidade de transição entre locais com a probabilidade

baseada na distância. A primeira é calculada a partir das transições de um local para outro.

A segunda é determinada através de distribuição normal e similaridade cosseno da distância

entre os locais. Finalmente, a probabilidade de transição e a probabilidade baseada na distância

são ajustadas para determinar o próximo local. A solução proposta no SSTLP é focada na

descoberta do padrão do usuário ao qual a trajetória dada como entrada pertence, diferentemente

da proposta deste trabalho, não se pretende investigar padrões individuais de trajetórias. Além

disso, o SSTLP não trata do enriquecimento semântico das trajetórias, abordando somente as

características espaço-temporais e a similaridade entre diversos usuários.

Devido a promissora performance demonstrada pela aplicação de Redes Neurais

Recorrentes - RNN, Liu et al. (2016) apresentam uma nova abordagem chamada Spatial Temporal

Recurent Neural Networks (ST-RNN). A solução proposta é capaz de modelar os contextos de

tempo e espaço em camadas separadas com estruturas específicas para diferentes intervalos de

tempo e para diferentes distâncias geográficas. A arquitetura é composta por uma matriz de

transição temporal e uma matriz de distâncias geográficas utilizadas como entrada para a rede

neural recorrente. Na etapa de predição o resultado é obtido através do produto interno das

representação do usuário, indicando que um determinado usuário u tende a ir a um local v no

tempo t. A proposta desse trabalho além de focar nas informações espaço-temporais como o

ST-RNN, propõe a utilização de uma RNN que recebe informações extras.

Kong e Wu (2018), com o objetivo de investigar o problema da predição do movi-

mento de usuários nos próximos minutos ou horas, propõem um modelo de memória espaço-

temporal de longo prazo (HST_LSTM). O HST_LSTM modela o contexto da visita através da

identificação de áreas de interesse (AOI) que representam zonas funcionais do espaço geográfico,

como áreas comerciais e centro de lojas, ou seja, são áreas que concentram vários pontos indivi-

duais de uma determinada categoria. Além disso, a arquitetura proposta realiza uma modificação

nas operações internas da LSTM, adicionando fatores espaço-temporais nos três portões da

rede: input gate, forget gate e output gate. A abordagem reforça a importância da informação

espaço-temporal na predição dos pontos de interesse, porém diferentemente do proposto nesse

trabalho, não considera múltiplas informações semânticas anotadas nas trajetórias.



40

4.2 Trajetórias com Dados Semânticos

O problema da predição da próxima localização em redes de sensores externos

também é abordado em Fan et al. (2018). Os autores propõem um modelo baseado em apren-

dizado profundo com o objetivo de predizer a próxima localização de um veículo a partir de

suas trajetórias históricas e outras informações contextuais. Tais trajetórias são obtidas por

dispositivos de vigilância de tráfego implantados ao longo da rede de ruas de uma cidade. Na

abordagem apresentada, informações de contexto como tipo de veículo, direção do caminho e

fluxo do tráfego, fornecidas pelos dispositivos, são incorporados com dados de climáticos e as

informações espaço-temporais das trajetórias. Os resultados demonstraram que a inclusão de

informações contextuais aprimora a predição. Este trabalho difere da abordagem apresentada

por Fan et al. (2018) pelo fato de analisar trajetórias de veículos com restrição de roubo ou furto.

Além disso, as informações semânticas utilizadas no enriquecimento das trajetórias em nosso

trabalho são pontos de interesse e dados relacionados com crimes no espaço urbano.

Um dos trabalhos que propõe o enriquecimento semântico da trajetória para a

predição da próxima localização é o semantics-enriched recurrent model (SERM) (YAO et al.,

2017). O SERM é um modelo espaço-temporal que aprende com embeddings de múltiplos fatores

(usuário, localização, tempo, palavra-chave) que são concatenados através de um framework

unificado. Os autores analisam dois datasets, o primeiro com dados de check-ins na cidade de

Nova York e o segundo com dados de tweets da cidade de Los Angeles. Para a informação da

localização é realizada a discretização do espaço geográfico das cidades em células de 500m X

500m. A informação semântica é um bag-of-words cujas palavras-chave são mapeadas para um

vetor one-hot encoding. Em seguida é realizada a concatenação de todos os embeddings, após

a concatenação o resultado é dado como entrada para uma rede neural recorrente - RNN. Por

fim, um vetor com as preferências dos usuários é acrescentado à saída da RNN para a predição

da próxima parada do usuário. A proposta desse trabalho difere do SERM pelo fato de utilizar

trajetórias obtidas por sensores externos aos objetos em movimento analisados, portanto mais

esparsas e incompletas. Outra diferença é que a preferência dos usuários não será utilizada,

pois exige um número expressivo de trajetórias por usuário, o que não está disponível no caso

deste trabalho. Além disso, o enriquecimento semântico proposto utiliza outras features como

distância para pontos de interesse e para ocorrências de crimes.

Ghosh e Ghosh (2018) também abordam o problema de predição da próxima locali-

zação com dados de trajetórias esparsas com a agregação de múltiplos fatores. Na proposta são
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abordados três diferentes cenários e consequentemente três problemas distintos: No primeiro

cenário, a localização atual do usuário, bem como sua trajetória recente são conhecidas. Neste

caso, a tarefa é a predição do próximo local. No segundo cenário a informação está incompleta,

diante disso, a tarefa é atualizar o estado do sistema refinando a probabilidade de transição. No

último quadro a localização atual não está disponível, em tal caso, a tarefa é prever a localização

atual com base nos trajetórias históricas. O enriquecimento semântico é realizado com a proxi-

midade entre os locais das trajetórias e pontos de interesse, informações da estrutura da rede de

ruas e indexação dos locais por meio de uma estrutura baseada em hash. Além disso, o modelo

ainda utiliza outras informações de contexto como dados do sensor acelerômetro, atividades dos

usuários nos pontos de interesse e acessos em redes sem fio. Na experimentação, a técnica dos

autores simula a escassez dos dados realizando progressivas reduções de 10%, 20% e 30%. A

proposta de Ghosh e Ghosh (2018) reforça que o enriquecimento semântico contribui para a

predição da próxima localização, inclusive citando como trabalhos futuros a realização de testes

em redes neurais recorrentes, como proposto neste trabalho.

Finalmente, em Wu et al. (2017) é proposto o modelo STS-LSTM. A proposta busca

resolver o problema da perca de informação semântica, presentes na rede de ruas, que ocorrem

em abordagens tradicionais. O STS-LSTM é dividido em duas etapas principais. O passo inicial

é a extração de features espaço-temporais para converter as trajetórias em pontos fixos e discretos

ao longo da rede de ruas. Em seguida é construído um modelo baseado em LSTM para predição

do próximo ponto de parada. As trajetórias utilizadas no STS-LSTM são mais densas que as

utilizadas na proposta desse trabalho, outra diferença entre as abordagens é que o presente

trabalhos utiliza diversas informações semânticas para anotar as trajetórias.

4.3 Resumo dos Trabalhos Relacionados

O Quadro 1, apresentado a seguir, explica resumidamente a relação entre os trabalhos

relacionados e o que está sendo proposto neste trabalho.
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Quadro 1 – Comparação entre os trabalhos relacionados e o proposto
Artigo Tipo Modelo Tipo de Dado Particularidades

Cruz et al. (2019) Classificação/Redes
Neurais

Dados de Sensores RNN Espaço-Temporal

Fan et al. (2018) Classificação/Redes
Neurais

Dados de Sensores RNN com dados semânticos1

Liu et al. (2019) Modelo Probabilís-
tico

Dados de Sensores e Trajetó-
rias Brutas

Cadeias de Markov

Feng et al. (2018) Classificação/Redes
Neurais

Check-ins e redes sociais RNN com mecanismo de aten-
ção

Yao et al. (2017) Classificação/Redes
Neurais

Check-ins e redes sociais RNN com dados semânticos2

Zeng et al. (2019) Modelo Probabilís-
tico

Check-ins Baseado na Probabilidade de
transição dos locais

Liu et al. (2016) Classificação/Redes
Neurais

Check-ins RNN Espaço-Temporal

Ghosh e Ghosh (2018) Modelo Probabilís-
tico

Redes sociais Cadeias de Markov com dados
semânticos3

Kong e Wu (2018) Classificação/Redes
Neurais

Trajetórias brutas RNN Espaço-Temporal

Wu et al. (2017) Classificação/Redes
Neurais

Trajetórias brutas RNN com dados semânticos4

Proposta Classificação/Redes
Neurais

Dados de Sensores Classificadores/RNN com da-
dos semânticos5

Fonte: Elaborado pelo autor.

Descrição dos Dados Semânticos Utilizados nos Trabalhos Relacionados.
1 Tipo de Veículo (pequeno, médio, grande), Direção do Movimento (sul, leste, oeste, sudeste, nordeste, sudoeste

e noroeste), Condições de Tŕafego, Condições Climáticas.
2 Texto, bag of keywords, de redes sociais.
3 Categorias de POIs que indicam atividades realizadas por usuários (universidade, local de trabalho, edifícios

residenciais, etc.).
4 Tags semânticas que indicam o tipo da via na rede de ruas.
5 Categorias de POIs (Supermercado, Oficinas mecânicas e Estacionamentos) e Dados georreferenciados de

ocorrências criminais. Trajetórias de Carros Roubados.
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5 MATERIAIS E MÉTODOS

5.1 Introdução

Neste Capítulo são apresentados todos os procedimentos realizados durante a pes-

quisa. Este estudo pode ser caracterizado de forma geral como um estudo transversal, com

abordagem quantitativa e objetivo exploratório. Na investigação, são utilizados dados primários

reunidos por meio de Application Programming Interface (API)s disponíveis para coleta de

dados georreferenciados, além de dados secundários fornecidos pela Secretaria de Segurança

Pública do Estado do Ceará.

5.2 Conjunto de Dados de Trajetórias

O cenário da coleta de dados é a cidade de Fortaleza, capital do Estado do Ceará,

localizada no nordeste do Brasil. Os dados de trajetórias são observações de passagem de veículos

nos meses de janeiro a junho de 2019, obtidas por 489 sensores instalados às margens da rede de

ruas da cidade. Tais equipamentos são utilizados em uma aplicação real de monitoramento de

tráfego que diariamente registra em torno de 2 milhões de observações. No entanto, este estudo

analisa apenas as observações de veículos que apresentam restrições de roubo ou furto, o que

potencializa os desafios da análise de EST já mencionados como a esparsidade e incompletude.

Figura 11 apresenta os componentes do conjunto de dados de trajetórias de sensores

externos utilizado neste estudo. O conjunto contém 31.280 observações de 3.611 veículos

distintos. Além dos atributos básicos para a formação das trajetórias, estão presentes alguns

atributos temáticos como a placa de identificação do veículo, a velocidade e um atributo que

indica eventuais restrições como, por exemplo, restrição de roubo ou furto. A cidade de Fortaleza

foi escolhida como cenário deste estudo devido a realização do projeto SINESP BIG DATA E

INTELIGÊNCIA ARTIFICIAL PARA SEGURANÇA PÚBLICA, desenvolvido pela Secretaria

Nacional de Segurança Pública do Estado do Ceará em parceria com a Universidade Federal do

Ceará - UFC. Por restrições de confidencialidade, os dados não estão disponíveis para o público

geral.
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Figura 11 – Conjunto de Dados de Trajetórias de Sensores Externos.

Fonte: adaptado de (KAMW, 2019)

5.3 Conjunto de Dados Semânticos

Os dados semânticos estão divididos em duas categorias: (I) Dados Criminais e (II)

Pontos de Interesse.

5.3.1 Dados Criminais

Os dados de ocorrência de crimes, fornecidos pela Secretaria de Segurança Pública e

Defesa Social do Estado do Ceará através do projeto SINESP BIG DATA E INTELIGÊNCIA

ARTIFICIAL, estão divididos em três categorias: (I) Crime Violento Contra o Patrimônio (CVP)s,

roubo ou furto de veículo automotor e recuperação de veículos roubados. Explicitamente, os

registros de ocorrências contém o seguintes atributos: 1) Tipo de Evento: descreve a categoria de

crime; 2) Cidade: informa a cidade de registro do evento; 3) Data/Hora: timestamp do registro

da ocorrência; 4) Latitude e 5) Longitude: descrevem a localização do evento. Tais conjuntos

são detalhados no Quadro 2.

Quadro 2 – Detalhes do conjunto de dados criminais
Categoria Número de Instâncias
CVPs 115.163
Roubo ou Furto de Veículo 3.993
Recuperação de Veículo Roubado 47.762

Fonte: Elaborado pelo autor.
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5.3.2 Pontos de Interesse

O conjunto com os pontos de interesse foi coletado utilizando as APIs Google Maps

(SVENNERBERG, 2010) e OpenStreetMap (OPENSTREETMAP CONTRIBUTORS, 2017).

Os atributos presentes no conjunto de pontos de interesse são os seguintes: 1) Nome do Bairro;

2) Nome do Logradouro; 3) Nome do Local: nome do estabelecimento comercial; 4) Latitude

e Longitude: descrevem a localização do estabelecimento. O Quadro 3 descreve detalhes do

conjunto de dados.

Quadro 3 – Detalhes do conjunto de dados de pontos de interesse
Categoria Número de Instâncias
Oficinas Mecânicas 4.070
Estacionamentos 457
Supermercados 675

Fonte: Elaborado pelo autor.

5.4 Procedimentos

Abaixo, são listados os passos realizados para preparação do conjunto de dados

enviados para os modelos preditivos de sensores externos.

5.4.1 Pré-processamento

Algumas técnicas de limpeza de dados foram aplicadas com o objetivo de eliminar

ruído dos dados ocasionados por problemas na coleta ou armazenamento das trajetórias. A

primeira técnica de limpeza utilizada foi o filtro de trajetórias através da informação de geometria

bounding box, para retirada de pontos de fora do espaço geográfico da cidade de Fortaleza-CE.

A segunda técnica foi a calibração, técnica que auxilia na identificação de tratamento de outliers

e adiciona correção estatística em vez de filtrá-los diretamente (WANG et al., 2021). Neste

trabalho, a calibração aplicada utilizou as restrições da topologia da rede de ruas corrigindo

pontos que se afastavam dos limites das vias, como proposto em Liu et al. (2012).

5.4.2 Engenharia de Features e Enriquecimento Semântico

Devido à continuidade do espaço e tempo, uma trajetória não é dada como entrada

para modelos preditivos diretamente. A seguir, são descritos as atividades de engenharia de
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features para preparação da entrada para os modelos.

5.4.2.1 Dado Espacial

Para o dado espacial, as representações contínuas das coordenadas dos pontos, neste

trabalho sensores, que compõem a trajetória são pré-processadas para converter os valores

das latitudes e longitudes códigos discretos. A codificação discreta escolhida foi o Geohash

(NIEMEYER, 2008). O Geohash é uma forma de codificar uma localização geográfica em uma

sequência de caracteres, sua precisão depende do tamanho da sequência e quanto maior o prefixo

compartilhado entre duas localizações, mais próximas elas serão. O tamanho da sequência do

Geohash utilizado neste trabalho é de 50 caracteres, 25 para latitude e 25 para longitude. Dessa

forma, cada sensor é mapeado para um código diferente.

5.4.2.2 Dado Temporal

A informação temporal é transformada em intervalos discretos, aqui chamados de

slot de tempo. As horas do dia são divididas em múltiplos slots de mesmo tamanho. O tamanho

escolhido neste trabalho foi de 30 minutos. Assim, cada dia contém 48 slots identificados de 0 a

47.

5.4.2.3 Enriquecimento Semântico com Dados Criminais

Para anotação dos dados criminais descritos na Seção 5.3.1 nas trajetórias os seguin-

tes procedimentos são realizados:

a. Construção de uma grid uniforme que divide o espaço geográfico que contém a rede de

sensores em um conjunto de linhas e colunas uniformemente espaçadas (grid cells). O

tamanho escolhido para as grid cells foi de 500×500 metros;

b. Identificação da grid cell em que cada sensor está localizado;

c. Contagem de eventos que ocorreram dentro da grid cell do sensor, das três categorias de

crimes investigadas.

A Figura 12 demonstra o processo de construção de grid e identificação dos eventos.
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Figura 12 – Identificação de eventos criminais nas grid cells dos sensores.

Fonte: Elaborado pelo autor.

5.4.2.4 Enriquecimento Semântico com Dados de Pontos de Interesse

Para a anotação das distâncias para os pontos de interesse, os POIs mais próximos de

cada sensor, das três categorias analisadas, são identificados. Em seguida, a distância euclidiana

desses pontos para sensor é anotado. Esse processo é representado na Figura 13.

Figura 13 – Anotação das Distâncias para Pontos de Interesse.

Fonte: Elaborado pelo autor.
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5.4.3 Imputação de Dados

A imputação de dados de trajetórias de sensores externos é uma maneira de diminuir

a incompletude característica deste tipo de trajetória. A incompletude pode ser ocasionada por

falha na captura da passagem do objeto em movimento, porém, é importante ressaltar que existe

uma incerteza ao analisarmos dados ausentes entre dois sensores consecutivos em uma trajetória,

já que o veículo pode simplesmente não ter passado por uma via que contenha sensores (CRUZ

et al., 2021).

Assim, com realizado no trabalho de Cruz et al. (2019), a imputação é aplicada de

acordo com a hipótese que os motoristas geralmente preferem o caminho mais curto. Dessa

forma, quando os sensores Si e S j aparecem consecutivamente em uma trajetórias, todos os

sensores contidos no caminho mais curto entre Si e S j são considerados sensores faltantes e

incluídos entre esses dois sensores. Apesar de Cruz et al. (2019) apresentar duas estratégias de

imputação, a imputação completa e a imputação de próximo valor, neste trabalho decidiu-se

por utilizar apenas a imputação completa, que realiza a imputação em todas as transições da

trajetória, até à localização que será predita.

5.4.4 Segmentação das Trajetórias

A segmentação é o processo de dividir longas trajetórias em várias trajetórias menores

baseado em alguns critérios, como critérios espaço-temporais que incluem velocidade, aceleração,

localização, entre outros. Ressalta-se que esta segmentação é realizada para preparação do

conjunto de dados e não se refere ao processo de divisão do dado em conjuntos de treino e teste

para os modelos.

A segmentação aplicada para trajetórias de sensores externos foi proposta por Cruz

et al. (2019). De modo geral, inicialmente são computadas as trajetórias com as observações de

um mesmo veículo para cada dia. Após essa primeira segmentação, uma segunda segmentação é

aplicada a partir de dois critérios estatísticos: a média e o desvio padrão do tempo decorrido na

transição entre os dois sensores. O processo de segmentação é detalhado no algoritmo 1.

O Algoritmo 1, que apresenta o procedimento de segmentação (split) das trajetórias

baseado em medidas estatísticas, recebe como entrada as trajetórias diárias dos veículos, o

conjunto com as estatísticas de tempo decorrido nas transições de cada par de sensores, o

coeficiente M, aplicado à média, e o coeficiente P, aplicado ao desvio padrão do tempo decorrido
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Algoritmo 1: Algoritmo Split Estatístico
Entrada: trajetóriasDiárias, estatísticasTempo, M, P
Saída: novoConjuntoDeTrajetórias // novo conjunto de trajetórias após o split estatístico

1 novoConjuntoDeTrajetórias := {}; n :=(trajetóriasDiárias.tamanho-1);
2 para i := 0 até n-1 faça
3 trajetória = trajetóriasDiárias[i]
4 m := (trajetória.tamanho-1)
5 novaTrajetória := {}
6 novaTrajetória.add(trajetória[0]);
7 para k :=0 até m-1 faça
8 sensorInicio = trajetoria.ponto[k]
9 sensorFim = trajetoria.ponto[k+1]

10 tempoDecorrido := trajetotia.ponto[p+1].time - trajetotia.ponto[k].time
11 médiaSegmento := (estatisticaTempo(sensorIncio, sensorFim).média)
12 desvioPadrãoSegmento := (estatisticaTempo(sensorIncio,

sensorFim).desvioPadrão)
13 limite := (M * médiaSegmento) + (P * desvioPadrãoSegmento)
14 se tempoDecorrido <= limite então
15 novaTrajetória.add(trajetoria.ponto[k+1])
16 senão
17 novoConjuntoDeTrajetórias.add(novaTrajetória)
18 novaTrajetória := {}
19 novaTrajetória.add(trajetória[k+1]);
20 interrompa
21 fim
22 fim
23 fim
24 retorne novoConjuntoDeTrajetórias

Fonte: Elaborado pelo autor.

entre dois sensores consecutivos Sk,Sk+1. A cada transição entre dois sensores, o tempo decorrido

(linha 10) é calculado. Em seguida, o limite para o seguimento é obtido na linha 13. Para

determinar se a trajetória será dividida no segmento atual, verifica-se se o tempo decorrido na

transição é menor ou igual ao limite do segmento. Caso o tempo decorrido seja maior que o

limite para o segmento, a trajetória é finalizada no sensor Sk, e uma nova trajetória é iniciada a

partir do sensor Sk+1. Ao fim da execução na linha ??, o algoritmo retorna um novo conjunto de

trajetórias sem a presença de comportamentos incomuns para cada segmento do sensor Sk para o

sensor Sk+1.

Para os experimentos apresentados no próximo Capítulo, M = 1 e P = 2 foram

utilizados, como proposto por Cruz et al. (2019), onde os autores definem formalmente o split

estatístico da seguinte forma:
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Seja µSk,Sk+1 a média e σSk,Sk+1 o desvio padrão do tempo decorrido entre dois
sensores Sk e Sk+1. Considerando a trajetória (O1,O2 ·On−1,On). Nós dividi-
mos a trajetória (O1,O2 ·Oi) e (Oi+1, ·On) quando ti+1 > µSk,Sk+1 +2σSk,Sk+1 ,
que significa um comportamento incomum para o caminho de Sk para Sk+1.

A segmentação por estatísticas de tempo é importante para a identificação das viagens

no conjunto de trajetórias utilizado neste trabalho. Como exposto em Wang et al. (2021), a

análise de uma viagem (ou corrida) de um táxi faz mais sentido do que a análise de movimento

de um táxi para um dia inteiro.

Após a aplicação do split estatístico, as trajetórias com um único ponto são descarta-

das, dessa forma, o conjunto de dados passou a ter 3.151 trajetórias de 460 veículos distintos e

uma média de 5,6 trajetórias por veículo.

5.4.5 Análise dos Sensores Representativos

Como o problema abordado nesta dissertação apresenta várias classes, foi realizada

uma análise da frequência das ocorrências dos sensores no conjunto de rótulos. Em uma

distribuição uniforme, em média cada sensor deveria ter 28.68 ocorrências no conjunto. A Figura

14 mostra a Estimativa de Densidade de Kernel das ocorrências de cada sensor como rótulo.

Nos experimentos foram excluídas as trajetórias que apresentam como rótulo um sensor com

frequência abaixo da média. Dessa forma, o número de classes reduz para de 489 para 165.

Figura 14 – Frequência dos sensores no conjunto de rótulos.

Fonte: Elaborado pelo autor.
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Todo o processo de preparação do conjunto de dados e do processo de treinamento

dos modelos é descrito na Figura 15.

Figura 15 – Processo de Preparação dos dados e de Treinamento dos Modelos.

Fonte: Elaborado pelo autor.

5.4.6 Métricas de Avaliação

As métricas de avaliação utilizadas neste trabalho foram acurácia e o erro de proxi-

midade. A acurácia indica a porcentagem de previsões corretas e é descrita nas Fórmulas 5.1 e

5.2.

Acurcia =
∑

N
i=1 I(li, li)

N
(5.1)

onde li é o rótulo real da próxima localização e li é o rótulo predito, tal como

I(a,b) =

1, se a = b

0, caso contrário
(5.2)

O erro de proximidade, ou closeness error (ce) representado na Fórmula 5.3, mede

a proximidade do local observado ao predito. O erro de proximidade é uma forma complementar

de estimar a qualidade dos modelos, o que ajuda a entender se os locais previstos são próximos
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ou não dos locais esperados.

ce(li, li) = dRN(pi, pi) (5.3)

onde pi e pi são os rótulos de geolocalização li e li, respectivamente. Enquanto dRN(pi, pi)

é o comprimento do caminho mais curto de pi para pi na rede de ruas. Para o cálculo da

dRN(pi, pi) entre dois sensores, utilizamos a biblioteca OSMnx (BOEING, 2017). Através da

biblioteca, identificamos o caminho mais curto entre dois sensores na rede de ruas e registramos o

comprimento deste caminho em uma matriz de distâncias. A Figura 16 demonstra a identificação

do menor caminho na rede de ruas para duas transições entre sensores.

Figura 16 – Identificação do Menor Caminho entre dois Sensores.

Fonte: Elaborado pelo autor.

Os percentis do erro de proximidade foram analisados, pois indicam as porcentagens

de previsões com um determinado valor como o limite superior de proximidade. Além disso,

é informado o e o erro absoluto médio obtidos nos experimentos com diferentes grupos de

atributos.
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6 EXPERIMENTAÇÃO

6.1 Configuração do Experimento

Foram avaliados três modelos de aprendizado supervisionado e amplamente utili-

zados e eficientes no que diz respeito às técnicas consideradas neste trabalho, além de uma

arquitetura de aprendizado profundo BiLSTM. Os modelos avaliados foram: KNN, Gradient

Boosting Regression Trees (GBRT) e Random Forest (RF). Para os modelos KNN e RF a im-

plementação utilizada está disponível na biblioteca Scikit-Learn (PEDREGOSA et al., 2011),

enquanto para o GBRT foi utilizado a classe XGBClassifier implantada em Python e fornecida

pelo pacote XGBoost (CHEN; GUESTRIN, 2016).

O modelo BiLSTM foi implementado em Python com o pacote Keras (CHOL-

LET et al., 2015). A função de ativação e loss function escolhidas foram softmax e sparse

categorical cross-entropy, respectivamente, por serem mais recomendadas para problemas de

classificação multiclasse, como otimizador foi utilizado o Adam, escolhido empiricamente. A

abordagem Grid Seach baseada na função apresentada em (BROWNLEE, 2016) foi utilizada

para obter a combinação de valores para os seguintes parâmetros: learning_rate, bath_size,

epochs, time_embedding_size, spatial_embedding_size e units. O Quadro 4 apresenta os valores

desses hiperparâmetros. Os experimentos foram executados em uma plataforma Linux com uma

CPU i7 de 2,7GHz e 16GB de RAM.

Quadro 4 – Configuração de Hiperparâmetros
Modelo Parâmetro Variação Melhor Valor

KNN
n_neighbors 1 a 5 1
Distance metric Euclidean, manhattan Euclidean

RF n_estimators 50,100,150 100

GBRT

max_depth 3,6,9 6
leaning_rate 0 a 1 1
n_estimators 50,100,150 100
min_child_weight 0 a 5 1

BiLSTM

constant leaning_rate 0.1,0.01 0.01
bath size 32,64,128 64
epochs 400 a 800 600
time_embedding_size 16,32,64 16
spatial_embedding_size 16,32,64 32
units 32,64,128 64

Fonte: Elaborado pelo autor.
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6.1.1 Janela Deslizante

No processo de treinamento foi utilizada a técnica de Janela Deslizante para trans-

formar as trajetórias em sequências de comprimento fixo. A janela deslizante examina cada

sequência avançando uma posição até chegar ao fim. Os pontos dentro da janela foram definidos

como features, e a posição imediatamente fora da janela é usada como label. A Figura 17 ilustra

este processo para uma janela de tamanho m = 5.

Figura 17 – Técnica da Janela Deslizante.

Fonte: Adaptado de (WU et al., 2017)

6.1.2 Treinamento dos Modelos

Após a preparação dos dados para o treinamento, o conjunto de dados é dividido em

dados de treino e teste utilizando a técnica de K-Fold cross-validation com o parâmetro K = 3.

Para a métrica acurácia foi reportada a média obtida pelo K-Fold, enquanto que para a métrica

de Erro de proximidade, foi utilizado o melhor fold de cada modelo para comparação entre a

distância do sensor predito e a o sensor esperado.

6.1.2.1 Preparação dos Dados de Entrada para os Classificadores de Aprendizado Supervisio-

nado

Para os classificadores KNN, RF e GBRT as trajetórias fornecidas como entrada

são transformadas em um vetor de tamanho fixo de m×d dimensões, em quem m é o número de

observações anteriores usadas para previsão e d é o número de atributos. Neste trabalho, uma

dimensão é utilizada para o geohash que representa a localização do sensor, uma dimensão para o

para o slot de tempo e as outras dimensões para os atributos semânticos. O valor de m usado nos

experimentos foi fixado em 5, e o sexto sensor é a target. Por exemplo, quando são analisados

todos os seis atributos semânticos propostos, cada linha do conjunto de features é uma trajetória
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e representada pela matriz X ∈ R5×8. Uma operação flatten é realizada e a matriz X é convertida

em outra de 40 dimensões, X ∈ Rn×40. Em que n é o número de trajetórias. Similarmente, o

sexto sensor, a target, é um vetor de tamanho n.

6.1.2.2 Preparação dos Dados de Entrada para a BiLSTM

Para a utilização da BiLSTM com trajetórias semânticas de veículos roubados, é

realizada uma adaptação do modelo utilizado em (CRUZ et al., 2019). As diferenças entre a

arquitetura citada e a utilizada neste trabalho são basicamente é que esta utiliza uma LSTM

Bidirecional enquanto aquela utiliza uma RNN padrão. A motivação para o uso da BiLSTM é a

possibilidade de processar todas as informações de entrada disponíveis, tanto das etapas passadas

como futuras, ao processar uma etapa de tempo específica.

Outra diferença é a a inclusão de camadas de entrada para os dados semânticos. De

forma mais detalhada, o modelo tem (1) uma camada de Embedding que aplica uma transforma-

ção linear para reduzir a dimensionalidade de vetores one-hot espaciais e temporais preservando

sua similaridade na nova representação. A camada de Embedding é aplicada apenas nos vetores

espaciais e temporais, uma vez que os vetores semânticos já têm dimensões de baixo nível.

(2) Uma camada de concatenação concatena as saídas da Camada de Embedding e da entrada

semântica em um único vetor. (3) Uma Camada BiLSTM é responsável por aprender os padrões

sequenciais da saída da Camada de Concatenação. Além disso, (4) uma Camada de Saída

fornecida por uma camada totalmente conectada com a função de ativação softmax. A camada

de saída converte o retorno da camada BiLSTM em um vetor que indica a probabilidade de cada

rótulo ser o alvo (próximo local). A Figura 18 demonstra a arquitetura da BiLSTM utilizada.

Figura 18 – Arquitetura do Modelo BiLSTM Utilizado

Fonte: Elaborado pelo autor.
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6.2 Grupos de Atributos

Para realização das análises sobre a relevância dos atributos semânticos, os atributos

foram divididos em quatro grupos:

1. Espaço-Temporal - (ET): este grupo utiliza apenas os dados espaciais e os slots de tempo,

como na abordagem tradicional de predição em EST.

2. Espaço-Tempo-Crime - (ETC): Neste cenário, as trajetórias são enriquecidas apenas com

os atributos criminais.

3. Espaço-Tempo-Pois - (ETP): as trajetórias são enriquecidas apenas com os pontos de

interesse.

4. Todos os Atributos - (TA): trajetórias enriquecidas com os atributos criminais e os pontos

de interesse.

O Quadro 5 descreve os atributos presentes em cada grupo.

Quadro 5 – Grupos de Atributos
Grupo Atributos

ET
geohash
slot de tempo

ETC

geohash
slot de tempo
Contagem de crimes violentos contra o patrimônio
Contagem de ocorrência de roubo de veículos
Contagem recuperação de veículos roubados

ETP

geohash
slot de tempo
distância para supermercados
distância para estacionamentos
distância para oficinas mecânicas

TA

localização
geohash
Contagem de crimes violentos contra o patrimônio
Contagem de ocorrência de roubo de veículos
Contagem recuperação de veículos roubados
distância para supermercados
distância para estacionamentos
distância para oficinas mecânicas

Fonte: Elaborado pelo autor.
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6.3 Resultados

Estudo sobre os resultados de QP1 e QP2: A Tabela 1 mostra as métricas acurácia e

Mean Absolut Error (MAE) do Erro de Proximidade calculadas para modelos KNN, RF, GBRT

e BiLSTM para os diferentes grupos de atributos discutidos na Seção 6.2. Todos os experimentos

foram realizados usando validação cruzada k-fold com k = 3, e reporta-se a acurácia média.

A partir dos resultados mais baixos obtidos por KNN, é possível notar que o problema deste

trabalho é mais complexo do que prever o próximo sensor com base no vetor de trajetória mais

semelhante. Além disso, os resultados demonstram que para os modelos KNN, RF e GBRT, a

inclusão de atributos semânticos aumenta a acurácia.

Comparando o desempenho do modelo KNN utilizando apenas os dados espaço-

temporais com os outros grupos atributos que utilizam dados semânticos, observa-se que a

utilização do grupo Espaço-Tempo-Crime melhorou a acurácia em 6,3%. Da mesma forma,

o treinamento com o grupo de atributos Espaço-Tempo-Pois aumenta a acurácia em 11,26%.

Para este modelo, o melhor resultado para a métrica de acurácia é obtido com todos os atributos,

alcançando 52.21%.

O modelo RF também melhorou a acurácia com a inclusão de dados semânticos.

Utilizando separadamente os dados semânticos de crimes e pontos de interesse superam em 13%

o modelo treinado apenas com o dado espaço-temporal. Além disso, o modelo alcançou o melhor

resultado combinando dados espaço-temporais e todos os atributos semânticos. Este resultado

reforça a eficácia dos atributos semânticos no aprimoramento dos modelos de predição de EST.

O modelo GBRT obteve o melhor resultado entre os algoritmos analisados e apresen-

tou a melhor acurácia usando todos os dados semânticos, 68,72%. Apesar do pequeno aumento,

GBRT também se beneficia do uso de atributos semânticos.

No entanto, ao contrário dos modelos de aprendizado supervisionado, os atributos

semânticos não têm impacto positivo na acurácia do modelo BiLSTM. Uma justificativa seria

o baixo número de trajetórias do conjunto de dados, de modo que o modelo BiLSTM não tem

informações suficientes para aprender com a sequência semântica.

As Figuras 19, 20, 21, e 22 mostram a eficácia dos modelos para a métrica de erro

de proximidade. Observe que, como acontece com a acurácia, a inclusão de atributos semânticos

melhora o desempenho dos modelos KNN, RF e GBRT em comparação com a abordagem que

usa apenas informações de espaço e tempo.

Observa-se ainda que no 90o percentil, o KNN reduz o erro de proximidade de 10km
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Tabela 1 – Análise da Acurácia (Acc) e Erro Absoluto do Médio do Erro de Proximidade - MAE
Grupo de KNN RF GBRT BiLSTM
Atributos Acc MAE Acc MAE Acc MAE Acc MAE
ET 40,40 3241,61 53,14 2156,41 66,34 1113,48 63,45 920,82
ETC 46,77 2195,35 66,55 895,41 66,73 825,78 62,55 927,34
ETP 51,66 1811,23 66,96 940,61 67,63 864,87 57,91 978,48
TA 52,21 1698,54 68,18 771,96 68,72 757,00 59,56 1127,67

Fonte: Elaborado pelo autor.

para menos de 6km. Ou seja, uma redução de 40% do erro de proximidade quando o modelo

usa todos os atributos semânticos. Uma análise individual dos grupos de atributos mostra que

os dados de pontos de interesse contribuem mais significativamente para o modelo KNN em

relação à métrica de erro de proximidade. Da mesma forma, quando os modelos RF e GBRT são

treinados com os atributos espaço-temporais e semânticos, esses modelos atingem um erro de

proximidade de cerca de 2,5km, representando uma redução de 68% para esta métrica no modelo

RF e 29% para o GBRT quando comparados com a utilização grupo de atributos espaço-tempo.

Embora a acurácia do modelo GBRT supere o modelo BiLSTM, quando são treinados

apenas com informações espaço-temporais, o modelo BiLSTM obteve um erro de proximidade

ligeiramente melhor. No entanto, ao contrário dos outros modelos experimentados, o BiLSTM

não se beneficia da inclusão de atributos semânticos.

Análise do resultado para a QP3: Para maioria dos modelos, os grupos com atributos

semânticos demonstraram os melhores resultados. Principalmente quando treinados usando

a distância para os pontos de interesse, esses atributos são os mais eficazes para melhorar o

desempenho da acurácia nos modelos de aprendizado de supervisionado. Isso confirma o que

já era esperado pela Secretaria de Segurança Pública do Ceará, já que os veículos roubados

costumam ser abandonados próximos desses pontos de interesse. Assim, as trajetórias de veículos

roubados tendem a passar por sensores próximos a esses locais.

Estudo sobre os resultados do QP4: Foram analisadas diferentes representações da

informação espacial pata o modelo BiLSTM com dados semânticos:

1. Baseado em cluster: o algoritmo DBSCAN (ESTER et al., 1996) foi aplicado utilizando a

matriz de distâncias dos sensores na rede de ruas. O parâmetro MinPts foi definido para

ser igual a 1, este parâmetro indica o número mínimo de pontos, neste trabalho sensores,

necessário para criação dos clusters, configurar esse parâmetro com um número maior que

um iria definir os sensores distantes de outros como ruído, pois é necessário que o cluster

encadeie sensores próximos por densidade. Já parâmetro Epsilon, que define a distância
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Figura 19 – Análise do Erro de Proximidade para o grupo Espaço-Tempo.

Fonte: Elaborado pelo autor.

Figura 20 – Análise do Erro de Proximidade para o grupo Espaço-Tempo-Crime.

Fonte: Elaborado pelo autor.

para agrupamento dos pontos, foi ajustado empiricamente. Para esse parâmetro a seguinte

variação foi testada: (100, 200, 300, 500). A melhor a melhor clusterização foi obtida com

Epsilon = 200;

Com a aplicação da clusterização, os 489 sensores foram reunidos em 304 clusters

2. Índice baseado em Grid: a grid virtual que divide o espaço geográfico da rede dos

sensores em um conjunto de linhas e colunas. O tamanho da célula foi definido como

500m×500m;
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Figura 21 – Análise do Erro de Proximidade para o grupo Espaço-Tempo-Poi.

Fonte: Elaborado pelo autor.

Figura 22 – Análise do Erro de Proximidade para o grupo Todos os Atributos.

Fonte: Elaborado pelo autor.

3. Geohash: as latitudes e longitudes dos sensores foram convertidas em uma sequência de

caracteres com a precisão de 50 caracteres.

As diferentes representações espaciais foram testadas para verificar o impacto destas

representações no problema deste trabalho.

Os resultados da Tabela 2 mostram que nossos dados são sensíveis à utilização

de clusterização e representação por grid. Esse fato pode ser explicado pelo comportamento

de motoristas de veículos roubados. Como os sistemas de vigilância da cidade tendem a ter
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altas taxas de interceptação de veículos roubados quando eles aparecem em vários sensores

na mesma viagem, os motoristas de veículos roubados tendem a escapar dos sensores, o que

torna as trajetórias muito esparsas no tempo e curtas (ou seja, com poucos sensores registrados).

Isso pode justificar as trajetórias com restrição de roubo se beneficiarem da representação por

Geohash, uma vez que não reduzem as trajetórias como abordagens baseadas em Cluster ou

índice da Grid. Geohash garante que cada sensor tenha uma representação hash exclusiva; isso

se torna mais eficaz, dentre as que foram avaliadas nesta pesquisa, representando as transições

(bordas) entre as junções (nós) da rede de ruas. Diferente das abordagens de índice da Grid

ou representação baseada em Cluster, onde as trajetórias podem ser representadas pelo mesmo

índice ou id do cluster repetidamente na sequência.

Tabela 2 – Análise do Nível da Representação Espacial
Grupo de Atributos Cluster Índice da Grid Geohash
Espaço-Tempo 62,09 60,60 63,45
Espaço-Tempo-Crime 57,77 60,41 62,55
Espaço-Tempo-Poi 54,48 54,06 57.91
Todos os Atributos 52,72 52,10 59,56

Fonte: Elaborado pelo autor.
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7 CONCLUSÕES E TRABALHOS FUTUROS

Esta pesquisa avaliou a predição da próxima localização para trajetórias de veículos

roubados com enriquecimento semântico. Os experimentos demonstraram que dados criminais e

atributos de pontos de interesse relacionados ao roubo de veículos melhoram o desempenho dos

modelos de aprendizado supervisionado avaliados. A análise individual dos grupos de atributos

mostrou que o grupo de pontos de interesse é o que mais contribui para a previsão. Porém,

ao contrário dos modelos de Aprendizado Supervisionado, o modelo BiLSTM proposto não

se beneficia da inclusão dos atributos analisados. Este fato pode ocorrer por se tratar de um

conjunto de dados com número reduzido de trajetórias. Outros conjuntos de dados de trajetórias

que não são de veículos roubados não foram utilizados, pois entende-se que o objetivo de avaliar

a contribuição dos atributos semânticos, analisados neste estudo, na predição do próximo sensor

em EST seria prejudicado. Dados de trajetórias externas de veículos com restrições de roubo

dependem da disponibilização por agências de segurança pública o que dificulta o acesso a outros

conjuntos de dados de trajetórias de veículos roubados a serem utilizados nesta dissertação.

Por fim, foram avaliados três níveis de representação dos dados espaciais. O nível

espacial de maior granularidade, Geohash, foi o mais eficaz dentre os avaliados para o problema

EST. Isso pode ser explicado pela característica das trajetórias de veículos roubados de serem

compostas por poucos pontos, se compararmos com trajetórias dos veículos sem essa restrição.

Parte dos procedimentos metodológicos deste trabalho já foi reconhecida pela comu-

nidade cientifica no artigo (CRUZ et al., 2021) e no momento da escrita desta dissertação, os

resultados das análises aqui apresentadas foram aceitas para publicação no seguinte artigo: Pre-

dicting the Next Location for Trajectories FromStolen Vehicles submetido para a conferência

ICTAI 2021.

Como trabalhos futuros, pretende-se examinar como aprender com as distâncias na

rede de ruas e minimizar o erro de proximidade. Outra possibilidade é investigar a realização

de embeddings de sub-trajetórias. Além disso, é necessário investigar se outras features como

distância, velocidade e embedding de subtrajetórias podem contribuir na predição. Planeja-se

também aprimorar os dados para considerar a incerteza e a dispersão das trajetórias obtidas dos

sensores. Outras técnicas para lidar com a incompletude e esparsidade dos dados também podem

ser aplicadas.
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