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“O insucesso € apenas uma oportunidade para
recomecar com mais inteligéncia.”

Henry Ford



RESUMO

O aprendizado de médquina € um algoritmo computacional de andlise de dados que automatiza
a constru¢ao de modelos analiticos. O campo de aplicagdo desses modelos € bastante vasto,
sendo utilizado na engenharia, medicina, seguranca publica, operagdes de crédito e diversas
outras dreas. O presente trabalho utiliza o modelo de floresta aleatdria para classificar clientes
de uma empresa varejista que deixardo de utilizar os servigos prestados. A base de dados
utilizada foi uma amostra do quantitativo total de clientes e é composta por todos os clientes
que tiveram seus servicos cancelados nos ultimos seis meses e clientes ativos escolhidos
aleatoriamente. O conjunto de dados utilizado foi dividido em dois outros conjuntos, sendo um
para treino e outro para teste do modelo preditivo. A escolha do modelo de floresta aleatéria
mostrou-se bastante assertiva uma vez que as estatisticas de performance e validagdo do
algoritmo refor¢am a forca preditiva do modelo, apresentando uma acurdcia de 98% e precisao

de 97%.

Palavras-chave: Floresta aleatdria. Aprendizado de méquina. Modelo preditivo.



ABSTRACT

Machine learning is a computational data analysis algorithm that automates the construction of
analytical models. The field of application of these models is quite vast, being used in
engineering, medicine, public security, credit operations and several other areas. The present
work uses the random forest model to classify customers of a retail company that will no longer
use the services provided. The database used was a sample of the total number of customers
and is composed of all customers who had their services canceled in the last six months and
active customers randomly chosen. The data set used was divided into two other sets, one for
training and the other for testing the predictive model. The choice of the random forest model
proved to be quite assertive since the algorithm's performance and validation statistics reinforce

the predictive strength of the model, presenting an accuracy of 98% and a precision of 97%.

Keywords: Random Forest. Machine Learning. Predictive Model.
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1 INTRODUCAO

No mundo globalizado e com o avang¢o da tecnologia, milhares de dados e
informacdes sobre processos industriais, padrdes de comportamento, variagcdes cambiais,
seguranca publica, dentre outros sdo gerados todos os dias. Assim, devido a limitagdo humana
de absorver, organizar e gerar informacdo e/ou conhecimento da infinidade de dados gerados,
foram desenvolvidos algoritmos computacionais que compilam, aprendem e geram informagao
com uma capacidade muito superior a humana. Diversos modelos ja foram desenvolvidos como
os modelos de regressdo logistica, arvores de decisdo, redes neurais e florestas aleatdrias. Na
metalurgia esses modelos t€m sido utilizados para prever falhas estruturais em equipamentos
metdlicos (DANTAS, 2015), medir o teor de ferro no concentrado da flotagao do minério de
ferro (GUEDES, 2020), melhorar a qualidade e rendimento de carvoes vegetais (PEREIRA,
2019), predicio de inclusdes ndo metélicas em acos (MARTINEZ, 2019) e diversas outras
aplicagdes. Para o caso particular desse trabalho, devido a disponibilidade dos dados, um
modelo preditivo serd usado para prever clientes que deixardo de consumir servigos de uma
empresa de telecomunicagdes.

Com a entrada de novas companhias em varios nichos de mercado, € inevitavel que
ocorra o acirramento da concorréncia entre elas. Desse modo, variados tipos de mercado,
passam a ficar cada vez mais saturados e pressionados pelo aumento da competitividade
(PIMENTEL, 2019). Como resultado, as empresas vém notando que suas estratégias comerciais
devem priorizar a manutencdo dos clientes atuais, ao invés de atrairem novos (COUSSEMENT;
POEL, 2009). Nessa perspectiva, existe um aumento da relevancia dada as iniciativas de
gerenciamento com o consumidor (em inglés, CRM — Client Relationship Managemenent)
dentro das organizacdes. O CRM € uma abordagem de gerenciamento que visa desenvolver,
aprimorar e criar os relacionamentos com clientes criteriosamente segmentados para maximizar
a rentabilidade corporativa e o valor do cliente (A. PAYNE, 2005). Um dos maiores desafios
enfrentados pelos CRM ¢ a identificacao de clientes propensos ao churn (i.e., cancelamento) de
servigos e/ou produtos (HADDEN et al., 2007).

Além disso, € notdrio citar que existem estratégias que sao utilizadas ao longo do
ciclo de vida do cliente (GARCIA et al., 2017):

e Aquisicdo: O momento em que o consumidor adquire um novo produto ou
Servigo, ou seja, inicia o seu relacionamento com a empresa;
e Fidelizagao: Esse ¢ o momento em que a empresa identifica valor no cliente

e de forma proativa tenta maximizar a extracdo de uma maior margem de
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lucro pela sua permanéncia na base ou com a oferta de um produto novo da
mesma empresa;

Retengdo: Nesse momento, o cliente aborda a empresa com o objetivo de
realizar o churn e em contrapartida, a empresa de forma reativa tenta manter
o cliente na base através de uma readequagao do servigo e/ou produto a um

custo menor para o cliente ou aplica descontos agressivos.

Com o objetivo de manter a base de clientes preservada, os analistas de

relacionamento redirecionam sua aten¢do para os clientes com maior probabilidade de churn.

As empresas estdo orientando suas estratégias para o foco no cliente em detrimento do

marketing de massa (BUREZ; VAN DE POEL, 2007).

As empresas e seus clientes estdo em processo de evolucdo e isto pode levar a

fragmentacdes naturais no relacionamento comercial. Logo, nestes casos a continuidade do

ciclo de vida dos clientes ndo serd natural, levando ao entendimento que nem todo churn €

previsivel (PIMENTEL, 2019). Desse modo, € necessario que exista um CRM e por

consequéncia uma forma de gerenciar o churn do cliente. Portanto, é crucial classificar todos

os tipos possiveis de churn (GARCIA et al., 2017):

Churn involuntdrio: Afeta clientes em que a empresa retira o servico (por
exemplo, inadimpléncia, fraude).
Churn voluntario: Sdo os clientes que por decisdo particular decidem

cancelar o servico.

Diante do exposto, o modelo de aprendizagem de mdaquina terd como objetivo

cumprir os requisitos imprescindiveis em um sistema de previsdo de churn. Segundo Balle,

Casas, & Catarineu (2011) os requisitos sdo os seguintes:

Precisdo: Na avaliacdo do classificador este deve possuir uma medida de
recall elevado (pelo menos todos os churners sdo identificados) e precisao
elevada (nao existir muitos falsos positivos);

Desempenho: A velocidade com que o modelo pode ser executado com
novos dados € essencial para as decisdes serem tomadas em tempo hébil;
Escala: O modelo deve reagir de forma coesa com o aumento dos dados de
alimentacao;

Flexibilidade: O modelo deve manter-se com bons indices de previsdao com

a alteracdo nos padrodes dos clientes;
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e Segmentagdo: Capacidade de serem retirados dados concretos sobre o perfil

de clientes mais propensos a abandonarem o servico;
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2 OBJETIVOS

Este trabalho visa antecipar o churn de clientes através da aplicagdo de um modelo
de aprendizagem de méquina utilizando varidveis de faturamento, cadastro e atendimento dos
clientes de uma empresa de telecomunicacdes. E desejado identificar, com precisdo, quais

clientes deixardo a empresa, através de um modelo de classificacdo.
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3 REFERENCIAL TEORICO

Nessa se¢ao serd abordado sobre como o processo ETC € utilizado para preparar
uma base de dados bruta para a correta utilizacdo em um modelo de aprendizagem de miquina

e em como o modelo utiliza essa base de dados para fazer andlises preditivas.

3.1 Extracao, Transformacao e Carga (ETC) de Dados

Processo responsdvel por realizar as operagdes de pré-processamento nos conjuntos
de dados antes de sua utilizacdo no modelo de aprendizagem de mdquina. As operacdes
contemplam a utilizacio de técnicas de selecdo, como a eliminacdo manual de atributos, em
que se observa como os atributos classificados como irrelevantes podem ser identificados e
eliminados manualmente do conjunto de dados. Além disso, modificacdes para codificacdo dos
tipos de varidveis, limpeza e integracao dos dados também sao utilizados.

A técnica de eliminag@o manual de atributos € a primeira técnica a ser aplicada no
conjunto de dados, pois nem todas as varidveis e caracteristicas do conjunto de dados original
sd0 necessdrios para utilizacdo no modelo de aprendizagem de maquina (PIMENTEL, 2019).
Quando o atributo ndo contribui de forma clara para a estimativa do valor alvo, ele pode ser
considerado como irrelevante. Por exemplo, se temos um conjunto de dados com a idade, classe
social, altura, peso, raca, sexo e biotipo de vérios individuos e queremos utilizar um modelo
para classificar estes em atletas ou nao atletas, as varidveis classe social e signo podem ser
descartas, uma vez que nao possuem relevancia para identificacdo de atletas.

A etapa de integracdo de dados € fundamental para a correta utilizacdo dos dados,
pois partindo de um CRM, os conjuntos de dados extraidos de diversos canais de
relacionamento estao integrados. Desse modo, cada conjunto de dados pode estar representando
diferentes atributos de um mesmo grupo de objetos. Assim, é de extrema importancia, na
integracdo de dados, identificar quais os objetos estdao presentes nos conjuntos de dados a serem
combinados. Por exemplo, dado dois conjuntos de dados, o primeiro conjunto possui o registro
geral, idade e cor da populacdo de uma cidade, ja o segundo conjunto de dados possui o registro
geral, sexo e religido da populagdo da mesma cidade, a integra¢do dos dois conjuntos de dados
serd feita através da varidvel de registro geral, que é comum aos dois grupamentos de dados.
Algumas problematicas podem gerar dificuldade na integracdo correta dos dados, como por
exemplo, varidveis que sdo correspondentes podem possuir nomes diferentes em base de dados

distintas. A figura 1 ilustra esse processo.
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Figura 1 — Esquema do processo ETC e suas etapas
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Fonte: PIMENTEL (2019, com adaptagdes).

Na etapa de limpeza de atributos, utiliza-se a validacdo da consisténcia das
informacdes e a correcio de erros existentes. E corriqueiro que alguns objetos associados aos
conjuntos de dados estejam inconsistentes e incompletos. Identificar e remover dados
inconsistentes € fundamental para a melhoria do resultado do modelo. A participagdo do
especialista do dominio da aplicacdo é fundamental na limpeza de atributos (GOLDSCHMIDT;
PASSOS, 2015). Por exemplo, um conjunto de dados com informag¢des dos clientes de uma

empresa que possui somente clientes no estado do Ceard, apresenta registros de clientes no
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estado do Piaui. Para esse caso, a correcdo do estado dos clientes deve ser feita, alterando a
informacdo que estd registrada no conjunto de dados.

A técnica de codificagdo de atributos transforma os valores de determinados
atributos do conjunto de dados. Nessa etapa, € crucial compreender que as varidveis devem ser
codificadas para melhor atender as necessidades dos algoritmos utilizados nas etapas pos pré-
processamento (GOLDSCHMIDT; PASSOS, 2015). Por exemplo, um conjunto de dados que
representa o sexo de um grupo de pessoas como M (masculino) e F (feminino) serd utilizado
por um modelo preditivo que somente aceita varidveis numéricas. Nessa situagdo, a
representacao do sexo das pessoas deve ser substituida por um nimero.

Apos todas as etapas aplicadas, as bases sdo compiladas em um novo conjunto de

dados que, para o caso particular, foi chamado de D.

3.2 Aprendizado de Maquina

Aprendizado de maquina é um ramo da inteligéncia artificial que tem por objetivo
o desenvolvimento de técnicas computacionais sobre o aprendizado e confecc¢do de sistemas
capazes de adquirir conhecimento de forma automatizada (MONARD; BARANAUSKAS,
2003).

Ainda que o aprendizado de mdquina seja uma excelente ferramenta para conquista
de conhecimento, ndo existe algoritmo que descreva, com qualidade, todos os problemas.
Assim, € necesséario estudar a problemética e aplicar o modelo que melhor descreva o problema.

Os modelos de aprendizado de maquina podem ser feitos de forma supervisionada
ou ndo supervisionada. Os algoritmos de forma supervisionada aprendem através de instincias
externas de forma a produzirem hipdteses, que posteriormente fazem estimativas e previsoes
sobre instancias futuras, em que cada exemplo € descrito por um vetor de atributos
(KOTSIANTIS, 2007). O objetivo do modelo é construir um classificador que possa determinar
de forma assertiva novos exemplos ainda ndo conhecidos. J4 os modelos de forma ndo
supervisionada necessitam entender os padrdes, relacdes, categorias ou regularidades nos dados
que lhe vao sendo apresentados e codificd-los nas saidas (ROJAS, 1996). O indutor analisa os
exemplos fornecidos e determina se eles podem ser agrupados (CHEESEMAN & STUTZ,
1990).

Os valores de saida de um conjunto de dados utilizados em um modelo de
aprendizagem supervisionada podem ser continuos ou discretos. A distin¢cdo entre os valores

de saida € importante para saber que tipo de problema o modelo ird resolver. Os principais
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problemas sdo os de classificacdo e regressao (RAUTIO, 2019). Nos problemas de classificagdo
as saidas sdo discretas, ja para os problemas de regressio as saidas sdo valores numéricos e

continuos.

3.2.1 Modelo utilizado

O modelo de aprendizagem de mdquina utilizado € o de floresta aleatdria (em
inglés, random forest). A escolha foi feita em virtude do modelo performar muito bem na
classificacdo de churn, tal constatacdo pode ser observada na tabela 1, em que mais de 50% dos

trabalhos utilizam o modelo de floresta aleatdria para fazer a predi¢ao de churn.

Tabela 1 — Relacdo entre trabalhos publicados e modelos utilizados

Referéncias Algoritmos

(CHIANG et al., 2003) Detecgao de Padroes Sequenciais
(JENAMANI et al., 2003) Semi-Markov

(JONKER et al., 2004) Algoritmos Genéticos

(LARIVIERE:; VAN DEN POEL, 2005) [ Anlise de Sobrevivéncia

(BUCKINX; VAN DEN POEL, 2005) Floresta Aleatéria

(GOLDSCHMIDT; PASSOS, 2005) Floresta Aleatéria

(LIU; SHIH, 2005) Filtro por Preferéncia

(SLOTNICK; SOBEL, 2005) Semi-Markov

(DE BOCK et al., 2010) Markov

(BUREZ; VAN DEN POEL, 2007) Markov e Floresta Aleatéria

(KUMAR; RAVI, 2008) Floresta Aleatdria

(COUSSEMENT; VAN DEN POEL, 2008) | Floresta Aleatéria

(COUSSEMENT; POEL, 2009) Regressao Logistica, SVM e Floresta Aleatéria
(WU, 2009) Hibrido de Floresta Aleatdria e Redes Neurais
(VERBEKE et al., 2012) Métodos de Conjunto

(ZHANG et al., 2012) Hibrido envolvendo Aleatéria, Regressao logistica e Redes Neurais
(COUSSEMENT; DE BOCK, 2013) Floresta Aleatéria

Fonte: PIMENTEL (2019, com adaptacdes).

3.2.1.1 Floresta Aleatoria

Para entender esse modelo, primeiramente € preciso compreender o que sdo drvores

de decisdo. Isso porque o random forest é a combinagdo de diversas drvores de decisdo.
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Arvores de decisio sio modelos estatisticos que fazem uso de treinamento
supervisionado para prever e classificar dados. Em sua constru¢do € utilizado um conjunto de
dados para treinamento formado por entradas e saidas (classes). Esses modelos utilizam a
estratégia de dividir para conquistar: um problema complexo € fragmentado em subproblemas
de menos complexidade e recursivamente a técnica € aplicada em cada subproblema (GAMA,
2004). A figura 2 representa uma arvore de decisdo em que cada n6 de decisdo contém um teste
para algum atributo, o conjunto de ramos sdo distintos, cada folha estd interligada a uma classe
e, cada percurso da drvore, da raiz a folha representam uma regra de classificagdio (GAMA,
2004).

Figura 2 — Representacdo de uma drvore de decisdo

raz

<a, \\)d‘
[ﬁ > folhas

Fonte: GAMA (2004).

O modelo de floresta aleatdria € um algoritmo classificador que faz uso do método
de arvore de decisao criado por Breiman (2001). Essa técnica efetua a criagdo de varias drvores
de decisdo utilizando um subconjunto de atributos selecionados randomicamente a partir do
conjunto original, possuindo todos os atributos (NETO, 2014).

Com a fragmentacdo do conjunto de dados e constru¢do de vérios subconjuntos,
uma arvore de decisdo € construida. A construgdo das arvores ocorre pela selecio aleatdria de
atributos a partir dos subconjuntos, em que eles sdo aplicados nos nés de cada uma das arvores.
Ap6s a criagdo das vdrias arvores, € possivel efetuar a classificacdo de qual possui melhor 16gica

e vantagens para a tomada de decisdo. Para cada subconjunto é dado um parecer sobre a qual
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classe o atributo deve pertencer, esse parecer possui um “peso’” em que é afetado pela igualdade
entre as arvores, ou seja, quanto mais precisa for uma arvore, maior serd sua contribuicao para
a decisdo sobre a qual classe o atributo pertence (NETO, 2014). Para exemplificar as arvores
de decisdo de Breiman, pode-se pensar em uma pessoa que quer jogar ténis. Para isso, sdo
apresentadas algumas caracteristicas do ambiente, como o aspecto do céu, a temperatura, a
humidade e o vento. Cada um desses atributos possui vdrios valores, a temperatura pode ser
amena, fresca ou quente, o aspecto pode ser sol, chuva ou nublado, o vento pode ser fraco ou
forte e a humidade pode ser elevado ou normal. Diante das varias combinacdes, a pessoa ird
decidir, baseada nas suas preferéncias (“pesos”), se ird ou ndo jogar ténis. Entretanto, outra
pessoa ird ter outros tipos de preferéncias sobre o ambiente para decidir se joga ténis ou nao.
Sendo assim, o modelo de floresta aleatoria utiliza de um conjunto de arvores de decisdo com
diferentes “pesos” sobre as varidveis (no exemplo proposto seria a opinido das pessoas sobre o
ambiente) e classifica o atributo de acordo com a classificacdo, feita pelas drvores de decisdao
individuais, que mais se repetiu.
As florestas aleatdrias possuem algumas caracteristicas que as destacam de outras

técnicas, sendo algumas delas:

e Algoritmo mais poderoso do que comparado a somente uma arvore de

decisao;
e Evita o sobre ajuste (overfitting);
e Possui boa assertividade quando testado e treinando em diferentes conjuntos
de dados;
e Menos sensivel a ruidos;
e C(lassificagdo aleatdria das arvores sem interveng¢dao humana.

A figura 3 ilustra o modelo de classificag@o de florestas aleatorias.
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Figura 3 — Ilustragdo da légica por tras do algoritmo de floresta aleatéria

Fonte: LORENZETT (2016).

Na imagem, partindo de um elemento X, no caso, uma base de dados, foram geradas
varias arvores de decisdo, em que cada uma produzem vdrias regras e nelas existe a
possibilidade de encontrar novos padrdes que poderao ser cruciais na tomada de decisdo correta.
ApOs essa etapa, a classificacdo dada ao atributo serd a que mais se repetiu entre o conjunto de

arvores geradas.

3.2.2 Métricas de Validacao e Performance do Modelo

Conforme Botelho e Tostes (2010), com vistas a minimizar o risco de decisoes
erradas na classificacdo dos clientes, diversos métodos estatisticos sao utilizados e descrevem
a habilidade do modelo de classificagdo. A avaliacdo da performance preditiva pode ser feita
através da medida da acurdcia, precisdo, F1 Score, dentre outros.

Castro e Braga (2011) ponderam que a métrica mais utilizada € a acuricia, estimada
em relacdo a um dado conjunto de teste. Esse critério € justificivel uma vez que se busca a
menor probabilidade de erro possivel. Porém, ressaltam que uma maneira mais criteriosa de se
avaliar um dado classificador € através da distin¢ao dos acertos (ou erros) cometidos para cada
classe. Isso € obtido descrevendo o desempenho a partir de uma matriz de confusdo, que
consiste em uma matriz interpor os dados reais e os valores obtidos no modelo, conforme a

figura 4:
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Figura 4 — Modelo de matriz de confusdo

Situa¢do Real

Positivo Negativo

TP

Previsto
no modelo

Negative Pasitive

Fonte: O AUTOR (2021).

Ao longo da diagonal principal (em verde) estio representadas as predi¢des corretas
do modelo: verdadeiros positivos (TP) e verdadeiros negativos (TN); os elementos na diagonal
secundéria representam os erros do modelo: falsos positivos (FP) e falsos negativos (FN).

Luque et al. (2019) ressaltam importantes métricas que podem ser obtidas da matriz

de confusdo. Algumas métricas utilizadas estdo descritas a seguir:

e Acuricia: E a medida do total de acertos do modelo pelo total e pode ser

P+TN

obtido pela equacao P (eq.1);
e Precisdo: Utilizada para indicar a relacdo entre as previsdes positivas

realizadas de maneira assertiva e todas as previsdes positivas (incluindo as

(eq. 2);

TP
TP+FP

falsas). E obtido pela equagio

e Recall: Utilizada para medir a relacdo entre as previsdes positivas

2

realizadas corretamente e todas as previsdes que realmente sao positivas. E

i (eq. 3);

TP+FN

obtido pela equagao

e FI Score: E uma métrica que unifica os resultados da Precisdo e do Recall.

2xRecall*Precisao

E obtido pela média harménica entre os dois resultados

(eq.4).

Umas das métricas de valida¢ao do modelo é o Hold-out. Esse método consiste em

Recall+Precisio

particionar a base de dados em duas partes, uma para treino e outra para teste. Esse processo é
realizado uma unica vez e sua vantagem em relacdo a outros métodos de validagdo é que o

tempo de aprendizagem do modelo € relativamente menor (YADAV et al, 2016).
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Outra métrica de validagdo sdo as curvas ROC (Receiver Operating Characteristic).
A curva fornece uma estimativa da capacidade discriminativa do classificador em termos das
probabilidades de erros. Assim, controla a fragao de exemplos corretamente classificados contra
a fracdo de exemplos incorretamente classificados (CASTRO; BRAGA, 2011). A figura 5

mostra a representacao grafica da curva ROC.

Figura 5 — Modelo de curva ROC

CurvaROC
10=| e ~— ClassifiCador perfeito »

Taxa de Verdadeiros positivos

] 1 1
0.0 0.2 oy 0.6 0.8 10
Taxa de falsos positivos

Fonte: Disponivel no blog diegomariano.

O classificador (1,0) no plano cartesiano define que o modelo esta classificado de
forma perfeita, ou seja, ele sempre acertaré todas as vezes que precisar definir se € ou ndo um

valor positivo ou negativo.
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4 METODOLOGIA E ESTUDO DE CASO

Delimitado o escopo da andlise, foi feita a selecao das varidveis que compdem 0s
dados de entrada do modelo preditivo. As varidveis foram escolhidas apds um debate entre os
analistas dos setores de mercado e sucesso do cliente. Findada a discussdo, dez variaveis foram

escolhidas para compor o modelo. A tabela 2 discrimina as varidveis selecionadas.

Tabela 2 — Varidveis que compdem o modelo preditivo

Dados do Cliente
Idade do Titular
Valor de Contrato
Forma de Cobranga
Tempo de Base do Cliente
Oferta
Dados de Atendimento
Quantidade de Atendimentos
Dados Financeiros
Numero total de faturas
Constancia de pagamento de faturas em dias
Média de atraso de pagamento de faturas pagas apds vencimento
Representatividade de faturas pagas

Fonte: O AUTOR (2021).

As etapas de extragdo, transformacdo e carga foram feitas todas com o software
RStudio®. A amostra de dados gerada possui 29.816 registros, sendo composta pelo churn
involuntdrio dos dltimos 6 meses e por uma base randdmica de clientes ativos. Os dados foram
divididos, mutuamente exclusivos, em 70% para aprendizado e 30% para teste. Tal disposi¢ao
dos dados foi feita para validacdo do modelo através do método Hold-out. O modelo de floresta

aleatdria utilizou 500 arvores de decisdao para avaliar cada cliente na base de aprendizado.
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S RESULTADOS

A matriz de confusio obtida através da aplicagao do modelo construido na base de

treino ter sido aplicado na base de teste estd ilustrada na figura 6.

Figura 6 — Matriz de confusdo do modelo aplicado

Situacdo Real

Positivo

Previsto
no Modelo

MNegativo

Fonte: O AUTOR (2021).

O modelo classificou de forma erronea 143 dados, sendo 90 do tipo falso negativo
e 53 do tipo falso positivo. A tabela 3 resume as estatisticas de performance do modelo obtidas

através da matriz de confusao.

Tabela 3 — Resultado das estatisticas de performance

Métrica Formula Resultado
Acuracia | TP+TN/TP+FP+TN+FN 0,9840
Precisdo TP/TP+FP 0.,9678
Recall TP/TP+FN 0,9807
F1 —Score | Média Harmonica (R.P) 0.9742

Fonte: O AUTOR (2021).

Pode-se fazer as seguintes inferéncias baseado nos resultados das estdticas de
performance:
e A acuricia em 98% permite afirmar que para 100 classificagdes que o

modelo fez, em 98 vezes o fez de forma correta;
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e A precisdo em 97% garante que de 100 resultados que o modelo classificou

como verdadeiro, 97 das classificacdes realmente eram verdadeiras;

e O recall em 98% garante que para 100 resultados positivos, o modelo

classificara de forma correta 98 deles;

e O FI Score unifica os resultados da precisdo e do recall, a métrica ficou

muito préximo de 100% o que reforca a qualidade do modelo utilizado.

A figura 7 apresenta a curva ROC do modelo construido.

Figura 7 — Curva ROC do modelo construido

rf Ponto otimo

Taxa deverdads

— Curva ROC empirica

Classificador aleatorio

T T T T
00 02 04 ne 08 10

Taxa defalsos positivos

Fonte: O AUTOR (2021).

O modelo performa muito préxima ao classificador perfeito, o que garante que as
varidveis selecionadas para alimentar o modelo possuem correlacdo e causalidade com o churn.
Tanto a curva ROC quanto as métricas de performance corroboram para afirmar que o modelo

possui uma grande forca preditiva.
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6 CONCLUSAO

A escolha do modelo de floresta aleatdria para a classificacdo dos clientes em ser
ou nao churn mostrou-se bastante assertiva, uma vez que as métricas de validagdo e de
performance apresentaram resultados satisfatorios. Dessa forma, o objetivo do presente
trabalho foi atingido, pois a classificagdo dos clientes foi feita de forma bastante precisa. O
modelo foi implementando como ferramenta na empresa e medidas de retencao de clientes estdo

sendo aplicadas nos clientes em que o modelo classifica como churn.
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7 TRABALHOS FUTUROS

e Comparativo do modelo de floresta aleatéria com outros modelos
preditivos, como o SVM — Support Vector Machine e a regressao logistica,
verificando a performance dos modelos;

e Utilizacdo do modelo de floresta aleatéria em uma aplicacdo na metalurgia,

como classificacdo de defeitos em fundidos.
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