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RESUMO  

 

As Redes Sociais Baseadas em Localização (RSBL) permitem que os usuários confirmem 

as suas localizações através dos check-ins. Estudos recentes apontam que esses dados 

podem ser coletados e empregados em diversos estudos, como a obtenção de uma matriz 

OD. Métodos tradicionais de obtenção da matriz OD tem pouca atualização, ocorrendo a 

cada 10 anos. Na cidade de Fortaleza, por exemplo, ainda se usam dados coletados em 

1996, através da pesquisa OD domiciliar. Assim, esta investigação teve como objetivo 

analisar a aplicabilidade dos dados provenientes de redes socias como o Twitter e o 

Instagram para a obtenção de uma matriz OD. Com essa finalidade, sistematizou-se um 

método de coleta e tratamento de dados de check-ins, obtenção da matriz OD e definição 

dos motivos de viagens, além da identificação do perfil socioeconômico dos usuários. 

Conseguinte, efetuou-se uma análise de variabilidade das viagens entre os dias da semana 

e finais de semana. E por fim, realizou-se através de uma análise comparativa a relação 

entre a matriz OD das redes sociais e uma matriz OD externa. Os resultados indicaram 

que a maioria das viagens obtidas são por motivo Trabalho. Além disso, houve forte 

relação das origens (domicílios) de viagens com domicílios pertencentes a média e a alta 

renda, e uma baixa relação com indivíduos de baixa renda. As viagens obtidas a partir das 

redes sociais possuem uma espécie de transição entre os dias úteis e os finais de semana, 

mais precisamente às quintas-feiras, e como padrão para comprovar a confiabilidade dos 

dados, pode-se verificar que a frequência de deslocamentos por motivo Trabalho durante 

a semana é maior, e o contrário ocorre nos finais de semana. E com base em testes 

estatísticos, verificou-se a existência de similaridade entre as matrizes, com exceção dos 

destinos de viagens pelo motivo Outro, ou seja, a matriz OD das redes sociais referente a 

este motivo se comportou de modo diferente, quando comparada com a matriz OD do 

TRANUS pelo motivo Outro. De modo geral, essas matrizes das redes sociais podem ser 

aplicadas na área do planejamento de transportes, mais precisamente de complemento a 

pesquisa OD domiciliar. Além disso, ela pode servir de entrada para o modelo de 

distribuição, para que o fluxo de viagens dentro do meio urbano possa ser melhor 

compreendido. Embora essa matriz OD possa ser empregada em diversas áreas do 

planejamento de transportes, seus vieses e limitações devem ser enfatizados.  

 

Palavras-chaves: redes sociais, padrão de deslocamento, variabilidade de viagens, 
similaridade entre matrizes 



ABSTRACT 

 

Location-Based Social Networks (LBSN) allow users to confirm their locations through 

check-ins. Recent studies indicate that these data can be collected and employed in several 

studies, for instance, obtaining an OD matrix. Data obtained by traditional methods of 

obtaining the OD matrix are poorly updated, occurring every 10 years. In the city of 

Fortaleza, for example, data collected in 1996 through a household OD survey are still 

used. Thus, this research aimed to analyze the applicability of data from social networks, 

for instance, Twitter and Instagram, to obtain an OD matrix. In order to achieve this 

purpose, a method for collecting and processing data from check-ins, obtaining the OD 

matrix and defining the purposes of travel, in addition to identifying the socioeconomic 

profile of users was systematized. Subsequently, an analysis of travel variability between 

weekdays and weekends was carried out. Finally, the relationship between the OD matrix 

based on social networks data and an external OD matrix was stablished through a 

comparative analysis. The results indicated that most of the trips obtained are for work 

purposes. In addition, it was observed a strong relationship between the origins 

(households) of travel and households belonging to individuals of medium and high 

income, and a weak relationship with low-income individuals. The trips obtained from 

social networks data presented a sort of transition between working days and weekends, 

more precisely on Thursdays. In order to prove the reliability of the data, it can be verified 

that the frequency of travel for the purpose of work during the week is higher than that of 

the other purposes, and the opposite occurs on weekends. Based on statistical tests a 

similarity between the matrices was identified, except for travel destinations for the 

purpose Other, i.e., the OD matrix from social networks data referring to the purpose 

Other behaved differently when compared to the TRANUS OD matrix for this purpose. 

In general, these matrices of social networks data can be applied in the area of transport 

planning, more precisely as a complement to the household OD survey. Furthermore, it 

can be useful as an input to the distribution model, which can provide a better 

comprehension of the flow of travel within the urban environment. Although this OD 

matrix can be used in several areas of transport planning, its bias and limitations must be 

emphasized. 

 

Keywords: social networks, displacement pattern, travel variability, similarity between 
matrices 



LISTA DE FIGURAS 

 

Figura 1 – Limites dos bairros de Fortaleza ................................................................... 28 

Figura 2 – Zonas de Tráfego ........................................................................................... 29 

Figura 3 - Etapas metodológicas .................................................................................... 30 

Figura 4 - Raio de varredura (2 km) utilizado para a coleta de dados do Twitter, em 

projeção cartográfica UTM, fuso UTM 24S, datum SIRGAS 2000 ........... 31 

Figura 5 - Raio de varredura (5 km) utilizado para a coleta de dados do Instagram, em 

projeção cartográfica UTM, fuso UTM 24S, datum SIRGAS 2000 ........... 32 

Figura 6 – Mapa de lotes desagregados do município de Fortaleza-Sistema de atividades

 ..................................................................................................................... 35 

Figura 7 - Algoritmo de classificação dos motivos de viagem, com base no tipo de lote da 

origem e do destino ...................................................................................... 36 

Figura 8 – Exemplo de informações coletadas através do Twitter ................................. 39 

Figura 9 - Informações coletadas através do Instagram ................................................. 40 

Figura 10 - Classificação a partir do lote de origem e destino ....................................... 41 

Figura 11 - Distribuição espacial das origens das viagens (base residencial) ................ 42 

Figura 12 - Distribuição espacial das atividades do tipo Trabalho e Educação ............. 43 

Figura 13 - Distribuição espacial das atividades pelo motivo Outro .............................. 44 

Figura 14 - Mapa de densidade dos domicílios componentes da amostra ...................... 45 

Figura 15 - Correlação espacial dos domicílios por faixa de renda ................................ 46 

Figura 16 - Dias da semana em função de viagens ao longo dos meses de análise ....... 58 

Figura 17 - Fluxograma para identificação do teste apropriado ..................................... 60 

Figura 18 - Box plots do número de viagens por usuário por dia da semana em Fortaleza 

– a) pelo motivo Trabalho e b) pelo motivo Outro ...................................... 62 

Figura 19 - Representação gráfica do teste Tukey (pelo motivo Trabalho) ................... 66 

Figura 20 - Representação gráfica do teste Tukey (pelo motivo Outro) ........................ 67 

Figura 21 – Etapas Metodológicas ................................................................................. 82 

Figura 22 – Comparação entre LISA Cluster Map e gráfico de dispersão do modelo das 

origens de viagens das redes sociais (a) e o LISA Cluster Map e gráfico de 

dispersão do modelo das origens de viagens do TRANUS (b) por motivo 

Trabalho ....................................................................................................... 86 

Figura 23 - Comparação entre LISA Cluster Map e gráfico de dispersão do modelo das 

origens de viagens das redes sociais (a) e o LISA Cluster Map e gráfico de 



dispersão do modelo das origens de viagens do TRANUS (b) por motivo 

Outro ............................................................................................................ 87 

Figura 24 - Comparação entre LISA Cluster Map e gráfico de dispersão do modelo das 

destino de viagens das redes sociais (a) e o LISA Cluster Map e gráfico de 

dispersão do modelo dos destinos de viagens do TRANUS (b) por motivo 

Trabalho ....................................................................................................... 89 

Figura 25 - Comparação entre LISA Cluster Map e gráfico de dispersão do modelo dos 

destinos de viagens das redes sociais (a) e o LISA Cluster Map e gráfico de 

dispersão do modelo dos destinos de viagens do TRANUS (b) por motivo 

Outro ............................................................................................................ 90 

 



LISTA DE TABELAS 

 

Tabela 1 - Comparação dos Métodos emergentes versus tradicionais ........................... 19 

Tabela 2 – Anova (pelo motivo Trabalho) ..................................................................... 65 

Tabela 3 – Anova (pelo motivo Outro) .......................................................................... 65 

Tabela 4 - Teste Tukey (pelo motivo Trabalho) ............................................................. 66 

Tabela 5 - Teste Tukey (pelo motivo Outro) .................................................................. 67 

Tabela 6 – Teste t ............................................................................................................ 92 

Tabela 7 – Teste t ............................................................................................................ 92 

Tabela 8 – Teste t ............................................................................................................ 92 

Tabela 9 – Teste t ............................................................................................................ 92 

  



SUMÁRIO  
 

1 INTRODUÇÃO ........................................................................................................ 16 

1.1 Questões de pesquisa ........................................................................................... 20 

1.2 Objetivos .............................................................................................................. 20 

1.3 Estrutura da pesquisa ........................................................................................... 21 

2 CARACTERIZAÇÃO DE PADRÕES DE DESLOCAMENTOS URBANOS EM FORTALEZA 
COM A UTILIZAÇÃO DE DADOS DE REDES SOCIAIS GEORREFERENCIADAS ............. 22 

2.1 Introdução ............................................................................................................ 22 

2.2 Revisão bibliográfica ............................................................................................. 23 

2.2.1 Estado da arte no uso de dados de redes sociais para estimação de padrões de 
deslocamentos .............................................................................................................. 24 

2.2.2 Considerações .............................................................................................................. 26 

2.3 Método ................................................................................................................ 27 

2.3.1 Descrição da área de estudo e zoneamento utilizados ............................................... 27 

2.3.2 Bases de dados utilizadas ............................................................................................ 29 

2.3.2.1 Obtenção, tratamento e análise dos dados .................................................................. 30 

2.3.2.2 Obtenção e leitura dos dados ....................................................................................... 30 

2.3.2.3 Associação das postagens às ZATs .............................................................................. 33 

2.3.2.4 Exclusão das postagens que não se configuram deslocamentos ................................. 33 

2.3.2.5 Classificação das postagens ........................................................................................ 33 

2.3.2.6 Estimativa do local dos domicílios e identificação dos destinos das viagens ............. 34 

2.3.2.7 Atribuição do motivo da viagem .................................................................................. 34 

2.3.2.8 Obtenção das matrizes origem-destino amostrais ....................................................... 36 

2.3.2.9 Caracterização socioeconômica dos domicílios .......................................................... 37 

2.4 Resultados e discussões ........................................................................................ 38 

2.4.1 Obtenção e leitura dos dados ...................................................................................... 38 

2.4.2 Atribuição das viagens e construção das matrizes origem-destino ........................... 40 

2.4.3 Caracterização socioeconômica dos domicílios ......................................................... 44 

2.5 Considerações Finais ............................................................................................. 47 

3 ANÁLISE DE VARIABILIDADE DOS DESLOCAMENTOS URBANOS A PARTIR DE DADOS 
DE REDES SOCIAIS EM FORTALEZA ........................................................................ 49 

3.1 Introdução ............................................................................................................ 49 

3.2 Revisão bibliográfica ............................................................................................. 50 

3.2.1 Variabilidade comportamental dos usuários .............................................................. 50 

3.2.2 Variabilidade de viagens através de métodos tradicionais ........................................ 51 

3.2.3 Variabilidade de viagens através de métodos alternativos ......................................... 54 



3.2.4 Considerações .............................................................................................................. 57 

3.3 Método ................................................................................................................ 57 

3.3.1 Tratamento preliminar dos dados ............................................................................... 59 

3.3.2 Caracterização dos padrões de viagens ...................................................................... 59 

3.4 Resultados e discussões ........................................................................................ 61 

3.4.1 Caracterização dos padrões de viagens em Fortaleza ............................................... 62 

3.4.2 Testes estatísticos ......................................................................................................... 64 

3.5 Considerações finais ............................................................................................. 69 

4 ANÁLISE COMPARATIVA ENTRE UMA MATRIZ OD OBTIDA ATRAVÉS DE USUÁRIOS 
DE REDES SOCIAIS E UMA MATRIZ OD EXTERNA E POSSÍVEIS APLICAÇÕES ............ 71 

4.1 Introdução ............................................................................................................ 71 

4.2 Revisão Bibliográfica ............................................................................................ 72 

4.2.1 Matriz OD coletada a partir de dados das redes sociais ............................................ 72 

4.2.2 Potenciais e limitações dos dados advindos das redes sociais ................................... 74 

4.2.3 Aplicabilidade de dados de redes sociais no planejamento de transporte ................. 76 

4.2.3.1 Detecção de Eventos .................................................................................................... 77 

4.2.3.2 Mobilidade urbana e atividades .................................................................................. 78 

4.2.4 Considerações .............................................................................................................. 81 

4.3 Método ................................................................................................................ 81 

4.3.1 Obtenção das matrizes ................................................................................................. 82 

4.3.2 Análise exploratória da comparação entre as matrizes ............................................. 83 

4.3.3 Teste de estatístico de comparação ............................................................................. 83 

4.3.4 Avaliação de aplicabilidade ........................................................................................ 84 

4.4 Resultados ............................................................................................................ 84 

4.4.1 Análise exploratória .................................................................................................... 85 

4.4.1.1 Número de viagens por motivo Trabalho originadas em uma dada Zona de tráfego . 85 

4.4.1.2 Número de viagens por motivo Outro, originadas em uma dada Zona de tráfego ..... 86 

4.4.1.3 Número de viagens por motivo Trabalho destinadas a uma dada zona de tráfego ..... 88 

4.4.1.4 Número de viagens por motivo Outro, destinadas a uma dada zona de tráfego. ........ 89 

4.4.2 Análise comparativa .................................................................................................... 91 

4.4.3 Avaliação de aplicabilidade das Matrizes OD de Redes Sociais ............................... 93 

4.5 Considerações finais ............................................................................................. 95 

5 CONCLUSÕES ........................................................................................................ 97 

5.1 Questões de pesquisa e conclusões ...................................................................... 97 

5.2 Sugestões para trabalhos futuros ....................................................................... 100 

5.3 Publicações no período ....................................................................................... 100 

REFERÊNCIAS ....................................................................................................................... 102 



ANEXO 115 

1: Rotina de coleta dos dados do Twitter ............................................................................. 115 

2: Rotina para estruturação, classificação e obtenção da matriz OD ..................................... 118 

 

 

  

 



16 
 

1 INTRODUÇÃO 

 

Em planejamento e gestão das redes de transportes, a matriz origem e destino 

(OD) representa uma das mais importantes fontes de informações para o planejamento de 

transportes. Segundo Caceres et al. (2008), as matrizes OD são utilizadas para quantificar 

e sintetizar a mobilidade associada a pessoas ou bens, elas fornecem informações sobre o 

número de viagens realizadas entre pares OD durante um determinado intervalo de tempo. 

Dessa forma, fornece informações que representam a demanda de transportes em uma 

cidade.  

Tradicionalmente, as áreas que compõem as origens e os destinos de uma 

matriz, são definidas por critérios socioeconômicos. Elas podem ser produzidas com 

diferentes níveis de agregação, dependendo do nível de detalhe desejado (zonas de 

tráfego, bairros ou setores censitários) ou do tipo de informação exigida: pelo modo de 

transporte ou pelo tipo de bem transportado (pessoas, mercadorias, etc.). Sua 

determinação é essencial e permite o aperfeiçoamento do uso do sistema de transportes, 

tanto para beneficiar os usuários em suas viagens diárias, quanto para se programar os 

investimentos necessários à adaptação de novas infraestruturas, caso sejam necessárias. 

A ausência deste planejamento indubitavelmente explica a maioria dos problemas como 

o congestionamento da rede observado em boa parte das grandes cidades.  

A obtenção da matriz OD se dá através da pesquisa OD domiciliar, essa 

permite a coleta de informações detalhadas (WOLF et al., 2000). Embora a pesquisa OD 

domiciliar proporcione uma amostra representativa da população, também possui 

algumas desvantagens em relação a sua obtenção, tais como: alto custo financeiro e 

atualização pouco frequente (HELLINGA, 1995). Dentre suas desvantagens, destaca-se 

a ausência de uma frequência recorrente de pesquisas desse tipo, esse fato em específico 

é considerado um dos mais graves. Isso provavelmente ocorre devido ao elevado custo 

para as prefeituras e a longa duração da realização desse tipo de pesquisa. Um exemplo 

desse problema a respeito da pesquisa OD domiciliar é visto na cidade de Fortaleza-Ce, 

cuja última pesquisa ocorreu em 1996. Uma outra desvantagem da pesquisa OD 

domiciliar refere-se à resistência por parte de alguns indivíduos em responder a pesquisa, 

desse modo, há uma necessidade de buscar métodos alternativos de forma a 

complementá-la. Essa complementação não vai substituir a pesquisa OD domiciliar, e 

sim, servir de artifício para cobrir a lacuna temporal existente. 
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Na pesquisa OD domiciliar de 1996, foram realizadas entrevistas em cinco 

mil domicílios, equivalente a 2% dos domicílios da cidade na época. Desde então, não 

houve mais pesquisas sobre os padrões de mobilidade na cidade. Apenas existiu um 

esforço de modelagem, tanto por parte da academia (SOUZA, 2016), quanto por parte da 

comunidade técnica, o que ocorreria em seus anos bases de análise (PREFEITURA 

MUNICIPAL DE FORTALEZA, 2015). Porém, ao levar em consideração o crescimento 

populacional em Fortaleza e o aumento das taxas de urbanização nos últimos anos, pode-

se considerar que os dados da pesquisa OD domiciliar de 1996 estão defasados.  

Em contrapartida, em 05 de fevereiro de 2019 foi iniciada uma pesquisa OD 

domiciliar, onde foram visitadas 23 mil residências, equivalente a aproximadamente 4% 

dos domicílios. Foram contratados cerca de 200 pesquisadores, que entrevistaram 

aproximadamente 100 mil pessoas (equivalente a 2% da população em 2019). O 

orçamento para a pesquisa que teve como objetivo principal obter os deslocamentos das 

famílias, ficou por volta de R$ 11,3 milhões de reais. A data de divulgação estava prevista 

para janeiro de 2020, entretanto até julho de 2020, nenhum dado foi divulgado (OPOVO, 

2019). Esse fato explicita a principal desvantagem desse tipo de método, que se refere à 

grande demanda de tempo para coleta, tabulação e divulgação dos resultados. 

Recentemente, ocorreram mudanças que impactaram diretamente nos 

padrões de mobilidade da cidade de Fortaleza, com a implementação de novas 

infraestruturas de transportes, como o projeto de compartilhamento de bicicletas, 

construção de ciclofaixas e ciclovias, implementação de corredores de BRT, de trechos 

de VLT, de corredores exclusivos para transporte coletivo e ampliação da rede 

metroviária. Todas essas modificações tornaram imprescindível a obtenção de dados 

atualizados acerca da mobilidade e indicaram a real necessidade de uma nova pesquisa 

OD domiciliar ou do desenvolvimento de um método complementar para atualização 

dessas informações. 

Em contrapartida, a ampla implantação de dispositivos de computação 

difundidos (smartphone, smartcard, aparelhos com tecnologia GPS, câmeras digitais, e 

outros) tem fornecido dados digitais sem precedentes, revelando detalhes tais como, onde 

estão localizados os usuários dessas tecnologias (espaço/tempo).  Os avanços 

tecnológicos proporcionaram uma maior disseminação social de smartphones. À medida 

que essa tecnologia avançou, gerou o uso de diversos aplicativos, dentre eles, destacam-

se as denominadas redes sociais. Essas, têm a capacidade de produzir uma grande 
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quantidade de dados por um custo ínfimo quando comparado aos métodos tradicionais 

(RASHIDI et al., 2017). Atualmente o armazenamento desses dados na nuvem chega a 

gigabytes ao dia, ou seja, enquadra-se no chamado Big data. Esse termo é definido como 

uma base tão complexa e volumosa que se torna difícil de fazer algumas operações 

simples (remoção e ordenação) utilizando os recursos tradicionais disponíveis (VIEIRA 

et al., 2012). Trabalhos anteriores têm utilizado diferentes metodologias para detectar a 

presença e o movimento desses usuários através de seus dados digitais (Foursquare, 

Twitter e Flickr) (QUERCIA et al., 2011).  

Dados de redes sociais é um dos métodos emergentes de coleta de dados no 

que diz respeito à compreensão da mobilidade nos últimos anos. A Figura 1 compara os 

prós e contras das fontes de dados de redes sociais com os métodos convencionais de 

coleta de dados, apresentando as características dos métodos de coleta de dados baseados 

em tecnologias recentes para a estimativa da compreensão da mobilidade (HU et al., 

2017). Métodos de coleta de dados incluindo pesquisa de viagens baseada em chamadas 

de telefones celulares (Yoo et al., 2005; Deville et al., 2014; Jarv et al., 2014; Jiang et al., 

2017; Wang e Chen, 2018; Wu et al., 2019; Forghani et al., 2020). Método de coleta de 

dados a partir de Bluetooth (Versichele et al., 2012; Michau et al., 2014; Faye et al., 2017; 

Yuan e Mills, 2019; Pu et al., 2020), dados de redes sociais baseadas em localização como 

o Foursquare (Frith, 2013; Grabowicz et al., 2014; Ribeiro et al., 2014; Ferreira et al., 

2015; Abbasi et al., 2017; Li et al., 2018; Deeva et al., 2019; Yang e Durarte, 2019; Chen 

et al., 2020; Cerrone et al., 2020; Novovic et al., 2020) e dados do Twitter (Cranshaw et 

al., 2012; Hong et al., 2012; Li et al., 2013; Hawelka et al., 2014; Lenormand et al., 2014; 

Llorente et al., 2015; Jurdak et al., 2015; Huang e Wong, 2015; Liu et al., 2015; 

Kokkinogenis et al. 2015; Luo et. al, 2016; Yin et al., 2016; Kurkcu et al., 2016; Ellis et 

al., 2016; Soliman et al., 2017; Li et al., 2017; Yin et al., 2017; Khan et al., 2017; 

Provenzano et al., 2018; Wang e Taylor, 2018; Sulis et al. 2018; Kraemer et al., 2018; 

Ahmouda et al., 2019; Miyazawa et al., 2019; Liao et al., 2019; Bisanzio et al., 2020; 

Martin et al., 2020; Mazzoli et al., 2020; Hu et al., 2020; Yigitcanlar et al., 2020;  Luceri 

et al., 2020; Ebrahimpour et al., 2020; Paszto et al., 2020).  

Com base na Tabela 1, verifica-se que os métodos tradicionais, mais 

precisamente a pesquisa OD domiciliar é algo insubstituível e que as novas fontes de 

coletas de dados passivos podem servir de base complementar, ao passo que exista uma 

desatualização acerca das informações dos deslocamentos urbanos (referente a uma dada 

área). Apesar desses dados servirem de base para a compreensão dos deslocamentos 
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urbanos, esses possuem determinadas limitações. Uma mais frequentes refere-se à baixa 

quantidade de dados geolocalizados válidos para cada amostra (SLOAN e QUAN-

HAASE, 2017; CERRONE et al., 2015). Segundo Tasse e Hong (2017) existe uma baixa 

quantidade desses dados provenientes de áreas de baixa renda em comparação com o resto 

da cidade. Essa limitação se dá pela baixa imersão de smartphones e pelo acesso à internet 

em algumas áreas da cidade (TASSE e HONG, 2017). Uma outra limitação segundo 

Sloan e Quan-Haase (2017) refere-se ao fato de que uma parcela dos usuários do Twitter 

não ativa a função de geolocalização ao publicar tweets. Esse fato pode estar associado a 

fatores socioeconômicos (GRAHAM et al., 2014).  

 

Tabela 1 - Comparação dos Métodos emergentes versus tradicionais 

Autor: Adaptado de Hu (2017). 

  

Por outro lado, embora um determinado conjunto de dados possam ser 

aceitáveis em termo de quantidades, a falta de representatividade foi reconhecida como 

um problema. Isso porque os dados das redes sociais coletados em locais específicos, 

revelam detalhes sobre a vida urbana nesses locais em particular, assim, um estudo 

referente a uma dada área, se limita a um determinado local, e suas conclusões podem ser 

diferentes de uma outra área de estudo (MARTI et al., 2019). De outro modo, alguns 

autores (Agryzkov et al., 2015 e Marti et al., 2017) revelam que esses dados podem 
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representar toda a população. De modo geral, os dados advindos das redes sociais, 

possuem as vantagens de serem coletados em grande escala e em tempo real, permitindo 

dessa forma a incorporação de dinâmicas temporais na análise dos padrões de viagens 

dos indivíduos. As preocupações mencionadas são reconhecidas em estudos que 

utilizaram dados de redes sociais no que se refere a compreensão dos padrões de 

deslocamentos urbanos. No entanto, os desafios e limitações acerca da aplicação desses 

dados de modo a complementar a pesquisa OD domiciliar e a compreensão da 

representatividade continuam sendo um desafio. 

 

1.1 Questões de pesquisa 

 

Diante das lacunas encontradas na literatura em relação à aplicação dos dados 

de redes sociais para a caracterização do padrão de deslocamentos, bem como a 

variabilidade do comportamento de viagens e as possíveis aplicabilidade dessa matriz 

OD, levantam-se os seguintes questionamentos:  

• Como definir e caracterizar os deslocamentos a partir de dados geolocalizados 

advindos das redes sociais?  

• Como as viagens baseadas em redes sociais variam ao longo dos diferentes dias 

da semana? 

• Como investigar as semelhanças e diferenças entre a matriz OD das redes sociais 

e uma matriz OD externa? 

 

1.2 Objetivos 

 

Diante do exposto, este trabalho propõe analisar a aplicabilidade dos dados 

provenientes de redes sociais como o Twitter e o Instagram para a obtenção de uma matriz 

OD na cidade Fortaleza-Ce. Para contemplar este objetivo principal, foram definidos os 

seguintes objetivos específicos:  

• Desenvolver um método para definir e caracterizar o padrão de deslocamentos no 

meio urbano a partir de dados provenientes de redes sociais baseadas em 

localização; 
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• Investigar o grau de variação do comportamento de viagens dos usuários do 

sistema de transportes em Fortaleza utilizando dados de redes sociais;  

• Investigar o nível de aderência das informações que possam ser extraídas da 

matriz OD advinda das redes sociais e uma determinada matriz OD externa.  

 

1.3 Estrutura da pesquisa 

 

CAPÍTULO 1: INTRODUÇÃO - Apresenta o contexto da investigação e a 

definição do problema de pesquisa, além dos objetivos geral e específicos definidos com 

a finalidade de preencher as lacunas encontradas a respeito da problemática exposta. 

Destaca-se que os Capítulos 2, 3, 4 e 5 serão apresentados em formato de artigo científico. 

CAPÍTULO 2: CARACTERIZAÇÃO DE PADRÕES DE 

DESLOCAMENTOS URBANOS EM FORTALEZA COM A UTILIZAÇÃO DE 

DADOS DE REDES SOCIAIS GEORREFERENCIADAS – Descreve uma metodologia 

capaz de obter, analisar, definir e caracterizar origens e destinos de viagens a partir de 

dados provenientes do Instagram e do Twitter, além de compreender a que classe 

socioeconômica pertence os indivíduos que realizam essas viagens.  

CAPÍTULO 3: ANÁLISE DE VARIABILIDADE DOS 

DESLOCAMENTOS URBANOS A PARTIR DE DADOS DE REDES SOCIAIS EM 

FORTALEZA – Dedica-se à análise do fenômeno da variabilidade de viagens em 

Fortaleza, utilizando viagens advindas do Instagram e Twitter.  

CAPÍTULO 4: ANÁLISE COMPARATIVA ENTRE UMA MATRIZ OD 

OBTIDA ATRAVÉS DE USUÁRIOS DE REDES SOCIAIS E UMA MATRIZ OD 

EXTERNA E POSSÍVEIS APLICAÇÕES - Apresenta uma análise comparativa e 

sistemática entre a matriz OD das redes sociais e uma matriz OD externa. 

CAPÍTULO 5: CONCLUSÕES – Apresenta brevemente as conclusões e 

ponderações deste estudo, além de sugestões para trabalhos futuros. 
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2 CARACTERIZAÇÃO DE PADRÕES DE DESLOCAMENTOS URBANOS 

EM FORTALEZA COM A UTILIZAÇÃO DE DADOS DE REDES SOCIAIS 

GEORREFERENCIADAS 

 

2.1 Introdução 

  

O conhecimento dos padrões de deslocamentos de pessoas, em especial das 

origens e destinos de suas viagens, tem se mostrado essencial no processo de 

planejamento de transportes. Para a obtenção desse tipo de informação é preciso recorrer, 

convencionalmente, às pesquisas OD domiciliares, a partir das quais são obtidas 

informações acerca dos padrões de viagens dos indivíduos (motivo da viagem, origem e 

destino, modo utilizado, dentre outras), além de suas características socioeconômicas. O 

principal produto desse tipo de pesquisa é a estimação de uma matriz origem-destino, 

com todos os deslocamentos realizados ao longo de um dia típico.  

Reconhece-se, entretanto, que tal tipo de abordagem apresenta algumas 

limitações, relativas tanto à operacionalização da pesquisa quanto à qualidade das 

informações obtidas. No primeiro caso, a principal limitação está relacionada aos 

elevados custos, tanto financeiros quanto de tempo (normalmente mais de um ano), para 

a execução desse tipo de pesquisa. Além disso, é comum verificar erros inerentes ao 

processo de coleta, tabulação e armazenagem dos dados (HELLINGA, 1995). Do ponto 

de vista da qualidade da informação obtida, o que mais se questiona nesse tipo de pesquisa 

é o fato dela retratar apenas um recorte temporal específico, normalmente um dia da 

semana considerado típico. Logo, a matriz obtida apresenta deficiências, já que não 

consegue incorporar as dinâmicas espaciais e temporais inerentes ao fenômeno analisado 

(IQBAL et al., 2014).   

Tais limitações reforçaram a necessidade de se buscar fontes alternativas de 

dados de viagens, de modo a preencher as lacunas observadas nas informações provindas 

de pesquisas OD domiciliares (FERREIRA, 2013; WOLF et al., 2003). Dentre algumas 

alternativas, se destaca a utilização de dados provenientes de redes sociais baseadas em 

localização (RSBL), como o Twitter e o Instagram, por exemplo. Estes tipos de aplicativos 

possibilitam a obtenção da localização geográfica dos usuários no momento em que estes 

compartilham suas atividades através dos chamados check-ins. Isto é possível pela 

incorporação de sistemas globais de posicionamento por satélites (GNSS) aos telefones 
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móveis. Tais informações apresentam a grande vantagem de serem coletadas em grande 

escala e em tempo real permitindo dessa forma a incorporação de dinâmicas temporais na 

análise do padrão de viagens dos indivíduos (HU e JIN, 2017). Portanto, o uso dessas 

ferramentas, quando combinadas a outras bases de dados (uso do solo, censo 

demográfico, por exemplo), despontam como potenciais fontes de informação para se 

estimar padrões de mobilidade no meio urbano, informação essencial ao processo de 

planejamento (AGRYZKOV et al., 2017).  

Diante desse contexto, o objetivo principal deste capítulo é desenvolver um 

método para definir e caracterizar o padrão de deslocamentos no meio urbano a partir de 

dados provenientes de redes sociais baseadas em localização. Para isso, primeiramente 

foi feita uma revisão da literatura (Seção 2.2), cujo objetivo foi a identificação de lacunas 

nessa abordagem a partir do levantamento de trabalhos que utilizaram dados de redes 

sociais para caracterização de padrões de mobilidade no meio urbano. A Seção 2.3 

introduz o método utilizado para a análise, que vai desde a obtenção e tratamento dos 

dados, estimação dos motivos das viagens e construção das matrizes origem-destino, além 

da identificação do perfil socioeconômico dos domicílios amostrados. Já na Seção 2.4, é 

apresentada a aplicação do método proposto a partir de um estudo de caso para a cidade 

de Fortaleza. A partir dos resultados obtidos, foi feita uma discussão do método 

apresentado, analisando as principais limitações encontradas. Por fim, a Seção 2.5 traz as 

principais conclusões do trabalho. 

 

2.2 Revisão bibliográfica 

 

Na década 2010-2020, houve um crescimento no interesse da comunidade 

científica em explorar a utilização de dados de redes sociais como instrumento de 

obtenção de padrões de deslocamentos de indivíduos no meio urbano. Os parágrafos a 

seguir trazem um resumo do estado da arte nesta temática, identificando suas limitações, 

além de lacunas ainda não exploradas pela literatura.  
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2.2.1 Estado da arte no uso de dados de redes sociais para estimação de padrões de 

deslocamentos 

 

Um dos primeiros trabalhos com temática baseada na utilização de dados de 

redes sociais como ferramentas para a compreensão de características socioeconômicas 

de indivíduos foi o estudo de (CRANSHAW et al., 2010). Eles propuseram um modelo 

de agrupamento para estudar a mobilidade da cidade de Pittsburgh com base nos dados 

gerados pelas redes sociais. A metodologia aplicada obteve aproximadamente 42787 

check-ins do Twitter. Além disso, um algoritmo foi desenvolvido capaz de varrer uma 

determinada área e encontrar clusters, que posteriormente foram denominados de 

lifehoods (representação de áreas dinâmicas da cidade). Com o intuito de validar essas 

áreas, os autores realizaram entrevistas de uma hora com habitantes da região de estudo. 

Os resultados indicaram que os clusters obtidos podem fornecer um bom suporte para o 

entendimento da dinâmica acerca das atividades realizadas pelos usuários dentro do meio 

urbano.  

Cheng et al. (2011) utilizaram dados do Twitter, referentes a 

aproximadamente 22 milhões de check-ins de usuários do mundo inteiro. O principal 

objetivo da pesquisa foi a estimação de características socioeconômicas desses usuários 

a partir de aspectos espaciais e temporais das postagens. Foi verificado que a maior 

densidade de check-ins aconteceu em regiões da América do Norte, Europa Ocidental e 

Ásia Meriodional e Pacífica. Além disso, foi percebida uma maior concentração de 

postagem às 9h, 12h e 18h. O perfil socioeconômico dos usuários foi determinado com 

base na sua influência na rede social. Desta forma, ficou evidente que indivíduos com 

grande quantidade de seguidores pertenciam a classes sociais mais elevadas. 

Hasan et al. (2013) avançaram no uso desses tipos de dados, ao inferir padrões 

de atividades realizadas por indivíduos a partir de dados do Twitter e do Foursquare. 

Foram coletadas informações de check-ins dos usuários dessas redes ao longo de 10 

meses, em três cidades americanas (Nova Iorque, Chicago e Los Angeles). Com esses 

dados, os autores construíram um mapa com a distribuição das atividades dos indivíduos 

da amostra, destacando os locais mais frequentados por esses usuários. Essa amostra foi, 

então, extrapolada com a utilização de métodos de estimação de densidade de Kernel, 

cujo produto foi a obtenção de mapas de atividades nas três cidades analisadas para 

períodos temporais distintos, ao longo do dia. Apesar de trazer avanços no conhecimento 
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do perfil socioeconômico e no padrão de atividades dos usuários de redes sociais, os 

trabalhos anteriormente citados, pouco contribuíram para a compreensão dos 

deslocamentos desses indivíduos no meio urbano. Para preencher essa lacuna, Gao et al. 

(2014) utilizaram dados provenientes do Twitter para estimar uma matriz origem-destino, 

no âmbito regional, com os deslocamentos entre cidades da Região Metropolitana da 

Califórnia, nos Estados Unidos. Para isso, foi coletada uma amostra de aproximadamente 

6,8 milhões de tweets georreferenciados de mais de 110 mil usuários. O método utilizado 

para se determinar as viagens baseou-se em duas etapas: detecção do deslocamento do 

indivíduo e agregação da viagem na área. Na primeira etapa, a trajetória do indivíduo era 

identificada pela sequência de tweets geolocalizados. Uma vez definidos o início e o final 

desse deslocamento, cada viagem terá uma origem e um destino, no nível de agregação 

considerado.  

Outro trabalho cuja proposta foi a estimação de uma matriz origem-destino a 

partir de dados de redes sociais foi o de (ABBASI et al., 2017). Em sua pesquisa, eles 

aplicaram um método probabilístico de estimação de deslocamentos de indivíduos 

baseado em ranqueamento, através do qual é determinada a probabilidade de determinado 

destino dada uma origem. A principal dificuldade deste método, entretanto, está 

justamente em ranquear esses potenciais destinos. Deste modo, os autores aplicaram três 

métodos distintos de definição desse ranqueamento: um no qual o peso dos possíveis 

destinos era determinado pela distância destes à origem; um segundo baseado na 

quantidade de estabelecimentos entre a origem e o destino; e um terceiro que ponderava 

a quantidade de estabelecimentos pelo total de check-ins realizados nos mesmos. A 

análise foi realizada em Nova Iorque e utilizou dados provenientes do Foursquare. Os 

resultados dos três modelos foram comparados com os dados de viagens de táxi 

fornecidos pela Comissão de Táxis e Limousimnes (TLC). Concluíram que o uso dos 

dados da rede social melhorou a capacidade de previsão do modelo, em comparação aos 

dois primeiros métodos, devido à capacidade de se incorporar dinâmicas do 

comportamento humano através das informações de check-ins.   

Molloy e Moeckel (2017) modelaram a atratividade de destino de viagem em 

Ontário através dos check-ins oriundos do Foursquare. A metodologia consistiu na 

agregação dos check-ins como indicadores de atratividade de destino para categorias 

específicas. Para isso, foi aplicado o modelo logit multinomial, e este estimou o potencial 

dos check-ins, em medir a atratividade. Os resultados mostraram que a precisão do 
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modelo em todos os fins de viagem melhorou significativamente, particularmente para 

viagens de lazer.  

Cheng et al. (2018) desenvolveram um modelo de regressão random forest 

para estimar o total de viagens entre pares OD da região metropolitana de Sydney, na 

Austrália. Foram construídos dois modelos distintos: um com a utilização de dados de 

viagens de uma pesquisa OD domiciliar, além de informações do censo demográfico; e 

um segundo modelo incorporando dados de check-ins do Twitter em substituição à 

pesquisa OD domiciliar. Neste segundo modelo, utilizou-se uma amostra de mais de um 

milhão de tweets georreferenciados, referentes a mais de 170 mil usuários. Os autores 

obtiveram uma melhor precisão e estabilidade no modelo de regressão, ao considerar os 

dados do Twitter no modelo.  

Por fim, Oliveira et al. (2019) obtiveram a posição dos usuários do Twitter e 

do Instagram, com o objetivo de identificar o uso do solo da cidade de Fortaleza-CE. O 

método consistiu na aplicação de um algoritmo e o uso do site Netlytic para aquisição dos 

dados, que foram mapeados e confrontados às informações sobre os diferentes tipos de 

uso do solo, fornecidas pela prefeitura municipal. Os resultados indicaram que o método 

apresentou uma alta correlação espacial entre o uso do solo inferido e o solo oficial, 

permitindo a identificação de áreas domiciliares e comerciais.  

 

2.2.2 Considerações 

 

A partir da revisão realizada foram percebidas algumas lacunas, 

principalmente de cunho metodológico, nesses trabalhos. A primeira delas foi a ausência 

de um método para a identificação dos domicílios dos indivíduos amostrados (GAO et 

al., 2014; ABBASI et al., 2017; CHENG et al., 2018). Desta forma, não foi possível 

diferenciar viagens de base domiciliar daquelas de base não domiciliar. Além disso, nos 

trabalhos citados não foram apresentados métodos para especificar as atividades 

realizadas nos destinos, de modo a classificar as viagens por motivo. Foram observadas 

ainda limitações com relação à caracterização socioeconômica dos indivíduos 

amostrados. Cheng et al., (2011), por exemplo, fizeram essa caracterização apenas com 

base no número de seguidores dos usuários, em que se assumiu que quanto maior o 

número de seguidores maior seria a renda do indivíduo.  
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Apesar de todo o esforço metodológico com a finalidade de suprir essas 

deficiências, o método proposto neste capítulo se baseou em bases de dados agregados e 

de períodos distintos das coletas de dados realizadas. Dessa forma, existe uma defasagem 

temporal no método proposto.  

 

2.3 Método  

 

Nesta seção são descritos os passos metodológicos para se estimar padrões de 

deslocamentos na cidade de Fortaleza com o uso de dados de rede sociais. Para isso, 

primeiramente são descritos a área de estudo e o zoneamento utilizados. Em seguida, é 

apresentada a base de dados obtida, detalhando as etapas de coleta e tratamento dessas 

informações. Por fim, é introduzido o método utilizado para a construção de uma matriz 

origem-destino para a região, que passa pela identificação das origens e destinos das 

observações da amostra, dos motivos das viagens, além da caracterização socioeconômica 

dos indivíduos.  

 

2.3.1 Descrição da área de estudo e zoneamento utilizados 

 

O método aqui proposto foi aplicado na cidade de Fortaleza, localizada no 

litoral do estado do Ceará, nordeste brasileiro. Em termos populacionais, é a quinta maior 

cidade do Brasil, com 2,6 milhões de habitantes, os quais ocupam uma área de 

aproximadamente 315 km². Tais características fazem com que a capital cearense possua 

a maior densidade demográfica dentre as capitais brasileiras, com quase 7800 hab/km². 

Sob a ótica territorial, Fortaleza é composta por 121 bairros, sendo ela a principal cidade 

de uma região metropolitana composta por outros 18 municípios, os quais também 

impactam no sistema de transportes da cidade como apresenta a Figura 1. 
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Figura 1 – Limites dos bairros de Fortaleza 

 
Fonte: Elaborado pelo autor. 

 

Diante de tal configuração, optou-se, neste trabalho, pelo uso do zoneamento 

proposto por LIMA (2017) como mostra a Figura 2. Neste zoneamento, a cidade de 

Fortaleza foi dividida em 241 ZATs (Zonas de Análise de Tráfego), formadas a partir da 

agregação dos setores censitários do censo do ano 2000, com base na homogeneidade 

socioeconômica.  Onde cada zona possui um raio médio de 500 metros, de onde se infere 

que a maior parte das viagens intrazonais é realizada por modos não motorizados.  
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Figura 2 – Zonas de Tráfego 

 
Fonte: Elaborado pelo autor. 

 

 

Vale destacar que, embora ciente da influência dos municípios da região 

metropolitana, estes foram desconsiderados no zoneamento proposto, devido à 

indisponibilidade de dados relativos a essas regiões.  

 

2.3.2 Bases de dados utilizadas 

Neste estudo, foram utilizadas duas bases de dados provenientes de RSBL: 

Twitter e Instagram. A primeira é considerada um microblog, no qual os usuários podem 

interagir através de mensagens de no máximo 280 caracteres, compartilhando, dentre 

outras informações, atividades realizadas e locais visitados (BIFET e FRANK, 2010). Já 

o Instagram tem como base o compartilhamento de fotos e vídeos, através dos quais é 

possível identificar as atividades realizadas e a localização dos usuários, através dos 

check-ins, ferramenta disponibilizada pelo aplicativo (PIZA, 2012). Além destes, foram 

também utilizados dados de uso do solo, fornecidos pela Secretaria de Finanças do 

município (SEFIN).  
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2.3.2.1 Obtenção, tratamento e análise dos dados 

 

A Figura 3 apresenta o fluxograma das etapas do método, que engloba a 

obtenção e tratamento dos dados, estimação de matrizes origem-destino, por motivo, e 

inferência da classe econômica dos domicílios dos usuários.  

 

Figura 3 - Etapas metodológicas 

 
Fonte: Elaborado pelo autor. 

 

2.3.2.2 Obtenção e leitura dos dados  

 

O processo de coleta dos dados do Twitter foi iniciado através do link a seguir: 

https://apps.Twitter.com/. Após o acesso da página, indicada anteriormente, foi 

necessário realizar um login e criar um projeto (app). Para criar um app foram preenchidas 

algumas informações, tais como: nome ao qual foi nomeado de Dscan e descrição do 

aplicativo. Logo após a criação do app foram obtidas duas chaves de acesso, sendo elas: 

Consumer Key e a Consumer Secret. Esses dois tokens deram acesso à Application 

Programming Interface - API. Para a coleta ocorrer foi fundamental criar uma rotina em 
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linguagem python e empregar a biblioteca chamada twython (ALZAHRANI, 2018). Para 

a execução do twython se inseriu na rotina os tokens criados (Anexo 1). Após a 

implementação do twython, esse utiliza dois parâmetros, sendo eles: a posição 

(coordenadas), de onde se deseja coletar o tweet e o raio de varredura.  

Para a obtenção dos dados em Fortaleza, aplicou-se um raio de varredura de 

2 km, para cada um dos 241 centroides identificados através de coordenadas planas em 

projeção cartográfica UTM (N, E) das ZATs (Figura 4), de modo a abranger toda a área 

da cidade. Além disso, foram testados diversos valores para o raio de varredura, porém 

apenas o raio de 2 Km forneceu o resultado esperado, de outro modo, apenas o raio de 2 

Km fornece o último tweet postado na zona. Nessa busca, foram coletados todos os tweets 

publicados, dentro do raio pré-definido, desde o momento do início da varredura até o 

momento em que se decidir interromper a rotina.  

 

Figura 4 - Raio de varredura (2 km) utilizado para a coleta de dados do Twitter, em 
projeção cartográfica UTM, fuso UTM 24S, datum SIRGAS 2000 

 
Fonte: Elaborado pelo autor. 

 

Os dados provenientes do Instagram foram obtidos através do site 

https://netlytic.org. Em seguida, foram definidos os centroides e raio de varredura de 5km 

(predefinido pelo site) para coleta das informações. O site disponibiliza então os pontos 
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de coleta, totalizando 12 centroides para recobrir integralmente a área de estudo. A Figura 

5 ilustra as áreas definidas para a coleta dos dados do Instagram.  

O tempo de coleta dos dados foi realizado durante o intervalo de um ano, que 

foi do dia 01/10/2017 a 31/10/2018. Porém, a faixa de tempo utilizada neste trabalho é 

referente a oito meses (fevereiro a junho e de agosto a outubro de 2018). Além disso, os 

dados obtidos pelas duas redes são advindos de perfis públicos, dessa forma, não existiu 

a possibilidade de coleta de perfis privados.  

 

Figura 5 - Raio de varredura (5 km) utilizado para a coleta de dados do Instagram, em 
projeção cartográfica UTM, fuso UTM 24S, datum SIRGAS 2000 

 
Fonte: Elaborado pelo autor. 

 

Os dados brutos obtidos das duas redes sociais foram, então, convertidos em 

formato de texto, *.CSV. Dessa forma, foi possível filtrar, através de uma rotina 

implementada em linguagem R, apenas as informações necessárias para a análise: ID do 

usuário e data, horário e coordenadas geográficas da postagem. Após a filtragem, as bases 

de dados foram unificadas. Porém, para evitar erros de duplicação, ou seja, quando um 

mesmo usuário publica nas duas redes sociais ao mesmo tempo, foi tomado o devido 

cuidado em verificar se havia publicações realizadas em um mesmo horário (hora, minuto 
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e segundos), coordenadas iguais. Assim, caso houvesse uma postagem duplicada, seria 

considerada apenas uma única postagem. 

 

2.3.2.3 Associação das postagens às ZATs  

 

Após a leitura e filtragem dos dados, com o uso de uma rotina (Anexo 2) em 

linguagem R, foi realizada a associação dos pontos georreferenciados às respectivas 

ZATs, dentre as 241 existentes. Tem-se, portanto, em 𝐿! = (𝑙!" , 𝑙!# , … , 𝑙!$) a sequência dos 

locais (L) dos tweets e fotos (Instagram) geolocalizados de um determinado usuário (u). 

Esses pontos são, então, associados espacialmente às suas respectivas ZATs, formando, 

dessa maneira, um conjunto 𝑍! = 	(𝑍!", 𝑍!#, … , 𝑍!$) para cada usuário.  

 

2.3.2.4 Exclusão das postagens que não se configuram deslocamentos 

 

Para se configurar um deslocamento era necessário que o usuário tivesse 

realizado pelo menos duas postagens ao longo de um dia (n ≥ 2) em locais diferentes, 

sendo excluídos da amostra todos os indivíduos que fizeram apenas uma postagem em 

determinado dia e aqueles que fizeram mais de uma postagem da mesma localização, ou 

seja, não se deslocaram. 

 

2.3.2.5 Classificação das postagens  

 

Nesta etapa realizou-se a organização e classificação (Anexo 2) das postagens 

a partir dos horários em que elas foram publicadas, dividindo-as em dois grupos. 

Postagens publicadas entre 19 h e 7 h foram consideradas de base domiciliar, partindo da 

premissa de que nesta faixa de horário os usuários estão em seus domicílios.  Na cidade 

de Fortaleza um indivíduo costuma sair do seu trabalho às 18 h e leva uma média de 32 

minutos do trabalho para casa (PEREIRA, 2013). Já para as postagens realizadas entre 7 

h e 19 h, foi constatado que estas estavam relacionadas aos locais de atividades diárias 

(Trabalho, Educação e Outro) dos indivíduos. 
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2.3.2.6 Estimativa do local dos domicílios e identificação dos destinos das viagens 

 

Primeiramente, realizou-se a estimativa dos locais e domicílio dos indivíduos 

da amostra. Para cada usuário, contabilizou-se o total de postagens entre 19h e 7h, durante 

oito meses, e verificou qual ZAT acumulou a maior quantidade delas, a qual foi 

considerada como a zona de domicílio do indivíduo. Já os destinos foram identificados a 

partir da localização das postagens realizadas entre 8h e 11h e entre 13h e 18h, intervalos 

nos quais verificou que esses usuários estariam realizando atividades, classificadas em 

Trabalho, Educação ou Outro. Além disso, desconsiderou-se o intervalo de tempo entre 

12 h e 13 h, pois é nesse período que os indivíduos saem dos seus trabalhos para almoçar, 

dessa forma, postagens neste intervalo de tempo poderia influenciar a amostra.  

Finalmente, para cada indivíduo, construiu-se a conexão entre o seu domicílio e o local 

de cada uma das atividades identificadas, obtendo assim suas viagens. Neste caso, 

somente foram consideradas viagens os casos nos quais a zona do domicílio fosse 

diferente da zona da atividade, desconsiderado da análise possíveis deslocamentos 

intrazonais. Além disso, apenas levou-se em conta, como destino, a última postagem 

realizada pelo usuário dentro da faixa de tempo estipulada, excluindo-se as viagens em 

cadeia.  Considerando que grande parte das viagens intrazonais são realizadas por modos 

não motorizados, os quais geram menor impacto na rede viária, optou-se, portanto, por 

desconsiderar as viagens intrazonais na análise. Ao final desse processo, foi obtida uma 

tabela contendo todas as viagens interzonais, com a localização das origens e destinos, 

realizados dentro da área de estudo.  

 

2.3.2.7 Atribuição do motivo da viagem 

 

Construída a tabela com as informações de origem e destino de todas as 

viagens, passou-se à verificação da origem, se realmente é de base residencial e 

consequentemente à atribuição de motivos a esses deslocamentos, os quais foram 

classificados em Trabalho, Educação e Outro motivos. Para isso, implementou-se uma 

rotina na linguagem R, cujo objetivo foi classificar os pontos nas origens e destinos de 

acordo com o tipo de uso do solo do respectivo lote. As informações acerca do tipo de 

lote foram obtidas através de dados relativos ao ano de 2015, fornecidos pela SEFIN.  



35 
 

Nesta base, os lotes estão categorizados em: comercial, comunicação, desportivo, do 

lazer, fechado, hotelaria, industrial, institucional, instrução, misto, prestação, religioso, 

residencial, residencial e comercial, residencial e serviço, saúde, sem classificação, 

transporte, fechado, agricultura e trabalho e serviços. A distribuição espacial destes usos 

está ilustrada na Figura 6. Desconsideraram-se as viagens nas quais as origens não se 

encontravam em lotes do tipo residencial.  

 

Figura 6 – Mapa de lotes desagregados do município de Fortaleza-Sistema de 

atividades  

 
Fonte: Elaborado pelo autor. 

 

Esses diversos tipos de usos do solo foram, então, agregados em quatro 

categorias, correspondentes às origens e aos motivos de viagem considerados nesta 

análise: Residencial, Trabalho, Educação e Outro. A Figura 7 detalha como foi realizada 

essa classificação. 
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Figura 7 - Algoritmo de classificação dos motivos de viagem, com base no tipo de lote 
da origem e do destino 

 

Fonte: Elaborado pelo autor. 

 

2.3.2.8 Obtenção das matrizes origem-destino amostrais 

 

Com as informações de localização das origens e dos destinos das viagens, 

além da classificação dos motivos destas, foi possível construir três matrizes, para cada 

motivo de viagem, com os totais de deslocamentos 𝑇%& entre as 241 zonas de análise 

consideradas. 
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2.3.2.9 Caracterização socioeconômica dos domicílios 

 

Com o objetivo de se caracterizar os grupos socioeconômicos que compõem 

a amostra proveniente dos dados de rede sociais, foi realizada uma análise de correlação 

espacial entre a quantidade de domicílios que tiveram check-ins em uma determinada 

zona de análise e a quantidade de domicílios, por faixa de renda, da respectiva ZAT. As 

informações de renda dos domicílios foram obtidas através do trabalho de Lima (2017), 

que considera três estratos de renda distintos: baixa (até 3 salários mínimos), média (entre 

3 e 8 salários mínimos) e alta (8 ou mais salários mínimos).  

Para avaliar, espacialmente, a relação entre as duas variáveis, realizou-se, 

primeiramente, um teste estatístico univariado de autocorrelação espacial, com o software 

GeoDA, da variável de quantidade de domicílios, para cada estrato de renda. Com isso, 

foram obtidos os índices locais de associação espacial (LISA) para cada faixa de renda 

analisada, representados graficamente na forma de mapas.  

Segundo Ramos (2002), a autocorrelação espacial do índice local de Moran 

é calculada com base no produto dos desvios em relação à média da variável/indicador 

observado. Esse tipo de gráfico de espalhamento classifica as zonas em quatro grupos, 

com base nos valores da zona relacionados ao valor médio de todas as zonas, cada grupo 

equivale ao quadrante ao qual a zona pertence no gráfico de Moran (LIMA, 2017).  Os 

mapas são apresentados em quatro grupos, o formado pelas zonas High-High, ou seja, 

significa que tanto a zona como as suas vizinhas possuem um valor alto para o indicador. 

No caso das zonas Low-Low, tanto a zona como as suas vizinhas apresentam um valor 

baixo para o indicador. Por fim, onde essa associação é inversamente equivalente, 

considera-se o High-Low, com zonas com alto valor indicador e suas vizinhas com baixo. 

Finalmente, tem o último caso do grupo que são as zonas Low-High, ou seja, as zonas 

com baixo valor indicador e suas vizinhas com alto valor indicador (ANSELIN, 1995).   

Após a classificação dos mapas de espalhamentos, em seguida, construiu-se 

um mapa de densidade Kernel com a distribuição espacial dos domicílios da amostra nos 

quais foram registrados check-ins. Esses mapas foram, então, comparados visualmente de 

modo a identificar a relação entre a concentração desses domicílios e a distribuição 

espacial dos distintos grupos socioeconômicos. Após essa análise visual, realizou-se 

ainda um teste de regressão espacial (spatial lag) entre as variáveis, de modo a quantificar 
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a correlação espacial entre a quantidade de domicílios representativos da amostra de 

check-ins e a quantidade de residências de cada faixa de renda. 

 

2.4 Resultados e discussões 

 

Nesta seção serão apresentados e analisados os resultados da aplicação do 

método proposto para o município de Fortaleza.  

 

2.4.1 Obtenção e leitura dos dados  

 

Para a realização da análise proposta neste trabalho coletou-se uma amostra 

de 1,4 milhões de check-ins, oriundos do Twitter e do Instagram, referentes ao período 

compreendido entre fevereiro a junho e de agosto a outubro de 2018. Para a composição 

da amostra, só foram consideradas as observações relativas aos dias úteis da semana, de 

segunda a sexta-feira.  

O conjunto de dados brutos oriundos do Twitter foi obtido no formato JSON 

(modelo de armazenamento de informações em formato de texto). Durante o período 

definido para a coleta, foram obtidos 30 mil check-ins de 10214 usuários distintos. A 

Figura 8 ilustra todas as informações contidas no dado bruto, muitas das quais são 

excluídas após uma etapa de filtragem. Com isso, permanecem apenas as informações 

consideradas relevantes para a análise, apresentadas no método proposto.  
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Figura 8 – Exemplo de informações coletadas através do Twitter 

 

Fonte: Elaborado pelo autor. 

 

Da mesma maneira, os dados do Instagram, coletados de forma automatizada 

através do site Netlytic, passaram pelo mesmo processo de filtragem no algoritmo, de 

forma a se obter apenas as informações pertinentes (Figura 9). A amostra final, coletada 

entre fevereiro a junho e de agosto a outubro de 2018, foi composta por 1,37 milhão de 

check-ins, associados a 131943 indivíduos. Esse total de indivíduos equivale a 

aproximadamente 5% da população de Fortaleza, sendo um percentual significativo 

quando comparado ao tamanho de uma amostra proveniente de uma pesquisa OD 

domiciliar.  
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Figura 9 - Informações coletadas através do Instagram 

 

Fonte: Elaborado pelo autor. 

 

2.4.2 Atribuição das viagens e construção das matrizes origem-destino 

 

As duas tabelas obtidas, com as informações do Twitter e do Instagram, foram 

unificadas, resultando em uma única tabela, denominada aqui Tabela total. Esta tabela 

contém apenas os dados de indivíduos que realizaram pelo menos duas postagens ao 

longo de um dia, como especificado no método. Logo, cada linha corresponde a uma 

viagem individual, com informações do id do usuário, zona de origem e de destino e 

horário do check-in na origem e no destino. Ao todo, foram obtidas 288264 viagens 

correspondentes a um total de 77215 indivíduos.  

Para cada uma destas viagens, foi verificado se a origem era proveniente de 

um lote residencial e, posteriormente, determinado um motivo, a partir da identificação 

do tipo de uso do solo das coordenadas geográficas das origens e dos destinos. Para cada 
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tipo de lote foi atribuído um motivo, sendo atribuído para a origem o motivo Residencial 

e, para o destino, Trabalho, Educação ou Outro, de acordo com a Figura 7. A Figura 10 

apresenta uma parte da tabela total, com a listagem das viagens, já classificadas por 

motivo. 

 

Figura 10 - Classificação a partir do lote de origem e destino 

 

Fonte: Elaborado pelo autor. 

 

As viagens realizadas tiveram origem de base residencial. Essas estão 

exemplificadas na Figura 11. Percebe-se que a distribuição das origens dessas viagens se 

intensifica em áreas de média e alta renda, como exemplificação houve pontos localizados 

dentro do residencial Landscape. Esse residencial é considerado de luxo e está localizado 

na zona 23, no norte da cidade. A zona 23 e as suas vizinhas são adensadas por residências 

e prédios de alto padrão construtivo.  

  

id origem N (O) E (O) lote1 destino data N (D) E (D) diasemana lote2 motivo
--- 68 555277 9580856 residencial 35 03/03/2018 01:12 557643 9582207 6 comercial trabalho
--- 188 547987 9588012 residencial 187 03/03/2018 01:10 548142 9587154 5 comercial trabalho
--- 188 547987 9588012 residencial 187 03/03/2018 01:10 548142 9587154 5 comercial trabalho
--- 31 561195 9585805 residencial 159 29/01/2018 01:18 550973 9586644 6 comercial trabalho
--- 31 561195 9585805 residencial 159 03/01/2018 03:32 550982 9586645 4 comercial trabalho
--- 93 553418 9588687 residencial 32 29/01/2018 01:45 562315 9583519 4 comercial trabalho
--- 93 553418 9588687 residencial 197 03/03/2018 01:10 549787 9587239 6 transportes trabalho
--- 93 553418 9588687 residencial 197 29/01/2018 01:18 549787 9587239 2 transportes trabalho
--- 35 557573 9583395 residencial 55 29/01/2018 01:18 554553 9573834 2 transportes trabalho
--- 35 557573 9583395 residencial 89 03/03/2018 01:10 553498 9587450 4 transportes trabalho
--- 110 552877 9579351 residencial 23 29/01/2018 01:18 556773 9587215 2 religioso outros
--- 110 552877 9579351 residencial 88 03/03/2018 01:10 553506 9585726 5 religioso outros
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Figura 11 - Distribuição espacial das origens das viagens (base residencial) 

 

Fonte: Elaborado pelo autor. 

 

Com as informações de viagens, diferenciadas por motivo, foram construídas 

três matrizes origem-destinos para a cidade de Fortaleza. Neste sentido, alguns pontos 

merecem destaque acerca dos resultados obtidos. Primeiramente, constatou-se que mais 

da metade das viagens identificadas (55%) foram por motivo Trabalho, sendo essas, 

realizadas a partir da premissa de que das 8 h às 11 h e das 13 h às 18h os usuários 

normalmente estão nos seus trabalhos. Por outro lado, as viagens por motivo educação 

representaram apenas 5% da amostra obtida, enquanto os 40% restantes referiram-se às 

viagens pelo motivo Outro. Isso indica uma tendência de que esses check-ins estejam 

representando mais fortemente viagens do tipo Trabalho, ou seja, os usuários costumam 

realizar publicações quando estão em seus trabalhos.  

A Figura 12 ilustra a distribuição espacial das atividades compulsórias, tipo 

Trabalho e Educação. Verifica-se, pela análise do mapa, uma forte concentração destas 

atividades na região do centro comercial e na área leste da cidade. A primeira se 

caracteriza por ser uma região onde predominam estabelecimentos comerciais e de 

prestação de serviços, concentrando a maior parte dos empregos ofertados. Já na região 
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leste, ocorre uma forte concentração de faculdades particulares, o que tende a atrair muitas 

viagens por motivos educacionais.  

 

Figura 12 - Distribuição espacial das atividades do tipo Trabalho e Educação  

 

Fonte: Elaborado pelo autor. 

 

Já a distribuição espacial das atividades realizadas pelo motivo Outro pode 

ser observada na Figura 13. Onde percebe-se uma concentração deste tipo de atividades 

nas regiões mais ricas da cidade, em especial nas zonas 33 (Edson Queiroz) e 23 

(Meireles). A primeira se destaca pela presença de alguns shopping centers, enquanto a 

segunda fica localizada próximo à orla de praia, atraindo uma grande quantidade de 

indivíduos buscando atividades de lazer.  
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Figura 13 - Distribuição espacial das atividades pelo motivo Outro 

 

Fonte: Elaborado pelo autor. 

 

2.4.3 Caracterização socioeconômica dos domicílios  

 

Identificadas as viagens realizadas, por motivo, optou-se por fazer uma 

análise da situação socioeconômica dos domicílios dos indivíduos amostrados, com base 

na renda domiciliar. Inicialmente construiu-se um mapa de densidades da distribuição 

espacial dos domicílios nos quais foram realizados check-ins durante o período de coleta. 

Essa caracterização está ilustrada no mapa da Figura 14. Visualmente é percebido que há 

uma concentração destes domicílios na região do centro da cidade, ao norte, com alguns 

aglomerados mais o sul, sudeste e sudoeste.  
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Figura 14 - Mapa de densidade dos domicílios componentes da amostra 

 

Fonte: Elaborado pelo autor. 

 

Analisando a autocorrelação espacial da distribuição dos domicílios Figura 

15, concluiu-se que as maiores densidades de domicílios da amostra de check-ins 

coincidem, de forma mais significativa, com os aglomerados de domicílios de renda 

média e alta. Então, as variáveis explicativas como tipos de domicílios por faixa de renda 

foram exemplificadas através do mapa de espalhamento de Moran.  

Dessa forma, as zonas High-High que possuem em sua maioria domicílios de 

renda baixa estão clusterizadas ao sudoeste, oeste e noroeste. Por outro lado, as zonas 

High-High de renda média clusterizam a noroeste, sudoeste e nordeste, e por fim, as zonas 

que possuem em sua maioria domicílios de renda alta estão clusterizadas a norte e 

nordeste exclusivamente.  Em contrapartida, ao analisar a variável renda baixa, foi 

observado que as zonas Low-Low estão a noroeste e nordeste, enquanto os domicílios de 

renda média que pertencem ao grupo Low-Low se encontram a leste exclusivamente. No 

entanto, as zonas Low-Low de renda alta se localizam a oeste, sul e leste.  

A partir dessa análise visual entre o mapa de espalhamento de Moran (Moran 

Map) e o mapa da densidade dos domicílios, percebe-se que existe uma forte relação entre 

as zonas constituídas por domicílios de média e alta renda com os clusters de domicílios 
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“check-ins” da amostra. A partir dessa constatação, cabe assumir, portanto, que a amostra 

obtida, proveniente de dados de redes sociais, representa, de forma pouco significativa, 

as viagens dos grupos pertencentes a estratos da população com renda menores.  

 

Figura 15 - Correlação espacial dos domicílios por faixa de renda 

 

Fonte: Elaborado pelo autor. 

 

Para avaliar de forma quantitativa a relação entre os domicílios da amostra e 

a distribuição das residências por faixa de renda, realizou-se uma regressão espacial do 

tipo spatial lag. Pelos valores do coeficiente de correlação espacial R², observa-se, de 

fato, uma maior correlação espacial entre a localização dos domicílios da amostra com a 

localização dos domicílios de média e alta renda, com valores de R² de 0,4 e 0,5 

respectivamente. Enquanto os domicílios de baixa renda apresentaram um coeficiente de 

correlação espacial de 0,28.  

Uma das hipóteses levantadas para explicar a menor representatividade dos 

domicílios de baixa renda na amostra de viagens, proveniente de dados de redes sociais, 

é o fato da dificuldade de acesso à internet por parte dos indivíduos deste grupo, apesar 
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de que nos últimos anos houve uma maior disseminação dos celulares para a maioria da 

população de baixa renda. Segundo dados do IBGE de 2018, apenas 65,9% dos domicílios 

com renda menor ou igual a três salários mínimos têm internet em casa, seja móvel ou 

fixa. 

 

2.5 Considerações Finais 

 

Neste trabalho, foram identificados padrões de deslocamento em Fortaleza 

através de dados obtidos de redes sociais (Twitter e Instagram). A partir dos check-ins 

georreferenciados, realizados pelos usuários desses aplicativos, foi possível identificar 

suas viagens cuja base fosse o domicílio. Além disso, com o auxílio da base de dados de 

uso do solo desagregada ao nível do lote, foi possível ainda identificar os motivos dessas 

viagens, discriminados em Trabalho, Educação ou Outro. Por fim, realizou-se uma 

análise de caracterização socioeconômica, com base na renda, dos domicílios que 

compuseram a amostra. Diante dos resultados obtidos, foi possível concluir que a base de 

dados provenientes de redes sociais georreferenciadas se apresenta como uma alternativa 

viável aos métodos tradicionais de obtenção de dados de viagens, em especial as 

pesquisas OD domiciliares, de alto custo de obtenção e estacionários no tempo.  

Apesar das vantagens identificadas na utilização deste tipo de dado, foram 

encontradas também algumas limitações. Uma delas foi a pequena representatividade de 

domicílios de faixa de renda mais baixa na composição da amostra de indivíduos. Com 

isso, os padrões de deslocamento observados só refletem as características de uma parcela 

com níveis de renda mais elevados. Além disso, verificou-se uma elevada proporção de 

viagens do tipo Outro e poucas viagens por motivos educacionais. Isso leva a crer que os 

usuários de redes sociais tendem, de modo geral, a realizar check-ins quando estão 

realizando atividades que não sejam compulsórias.  

 No entanto, o trabalho proposto possui uma limitação no que se refere à 

representatividade dos dados (comportamento da população como um todo).  Pois, foi 

observada que boa parte da população ainda não tem acesso às redes sociais baseadas em 

localizações, ou seja, indivíduos de baixa renda. Essa limitação, no entanto, exigirá novas 

pesquisas. Para estudos futuros, propõe-se um estudo sobre a variabilidade de viagens, 

além das etapas de geração e distribuição, e dessa forma, consequentemente, uma 

comparação entre a matriz OD proposta pelo método e uma matriz externa (gerada por 
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alguma pesquisa). Portanto, os resultados amostrais obtidos só são expansíveis em sua 

maioria para viagens não compulsórias de determinados grupos socioeconômicos, de 

faixa de renda mais elevada.  
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3 ANÁLISE DE VARIABILIDADE DOS DESLOCAMENTOS URBANOS A 

PARTIR DE DADOS DE REDES SOCIAIS EM FORTALEZA 

 
3.1 Introdução  

 

De acordo com Zhong et al. (2015) existe uma variabilidade, entre os dias da 

semana, entre indivíduos e entre lugares, nos padrões de mobilidade em uma rede de 

transportes. Esse fenômeno ocorre por que as necessidades dos usuários não são as 

mesmas de um dia para o outro (SCHLICH e AXHAUSEN, 2003). A compreensão desse 

comportamento permite a obtenção de uma visão mais precisa e direta dos padrões 

espaço-temporais, além de possibilitar o estudo do comportamento de viagens 

diariamente em relação aos diferentes motivos de viagens. Certos estudos como o de 

Zhong et al. (2015) consideram a variabilidade nos padrões de mobilidade, como um fator 

importante para identificar a diversidade no comportamento de viagens das pessoas no 

meio urbano.  

De acordo com Schlich e Axhausen (2003), uma das principais limitações 

para efetuar análise de variabilidade de dados relativos a viagens é a indisponibilidade de 

dados amostrais grandes o suficiente para tal análise. No entanto, ultimamente, a 

facilidade e o baixo custo de coletar grandes volumes de dados sobre mobilidade urbana 

em uma escala razoável de tempo contribuiu com o crescente aumento no interesse 

científico em pesquisas relacionadas ao tratamento de dados de mobilidade (ZHONG et 

al., 2015). 

A importância de compreender esse comportamento é reconhecida por e 

Jones e Clarke (1988) e Bartosiewicz e Pielesiak (2019) que ressaltam que o 

conhecimento da variabilidade de viagens é fundamental para o sucesso no processo de 

tomada de decisão do planejamento urbano de transportes, pois a análise da variabilidade 

diária do comportamento de viagens permite que pesquisadores sociais e modeladores da 

demanda por viagens alcancem melhores resultados com a utilização de ferramentas 

estatísticas para compreender melhor o comportamento de viagens dos indivíduos.  

Dessa forma, este capítulo tem como objetivo investigar o grau de variação 

do comportamento de viagens dos usuários do sistema de transportes em Fortaleza 

utilizando dados de redes sociais. Para isso, este capítulo está organizado em cinco 

Seções, sendo esta introdução a primeira delas. Na Seção 3.2, na revisão da literatura 
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analisa-se trabalhos anteriores sobre a variabilidade a fim de encontrar as vantagens e 

limitações dos métodos adotados, tanto para coleta de dados como para o tratamento. 

Além disso, nessa sessão serão também introduzidos conceitos fundamentais sobre a 

variabilidade comportamental dos usuários no que se diz respeito às viagens que eles 

realizam. Na Seção 3.3, é apresentado o método adotado para efetuar a análise de 

variabilidade. Em seguida, na Seção 3.4, o método é aplicado e são apresentados os 

resultados da análise, e, por último, na Seção 3.5 discute-se sobre as contribuições 

metodológicas e fenomenológicas deste estudo.  

 

3.2 Revisão bibliográfica  

 

3.2.1 Variabilidade comportamental dos usuários 

 

A principal causa do problema de medir a variabilidade tem sido a dificuldade 

na obtenção dos dados sobre o comportamento de viagens dos entrevistados (SCHLICH 

e AXHAUSEN, 2003). Atualmente há disponibilidade de grande volume de dados, 

principalmente advindos das redes sociais. Isso permitiu que vários trabalhos realizassem 

a análise de mobilidade dos indivíduos em diversas cidades do mundo em uma escala sem 

precedentes. 

Koppelman e Pas (1984) classificam a variabilidade do comportamento de 

viagens ao longo de uma sequência de dias em: padrões intrapessoal e interpessoal. A 

variabilidade intrapessoal diz respeito à variação no comportamento cotidiano de uma 

determinada pessoa, sendo esse sistemático, onde as diferenças são ocasionadas pelo dia 

da semana. Por outro lado, a variabilidade interpessoal refere-se a diferenças no 

comportamento de indivíduos (no mesmo dia ou em dias diferentes) (PAS e SUNDAR, 

1995). 

Para essas análises de variabilidade é necessário ainda obter dados referentes 

ao comportamento de viagens dos usuários. Esses dados são classificados como 

transversais ou longitudinais. A análise dos dados de viagem transversal considera a 

viagem de um determinado indivíduo como habitual (Hanson e Huff, 1981), enquanto 

dos dados longitudinais são usados para detectar mudanças comportamentais dos usuários 

ao longo do tempo (ELANGO et al., 2007). 
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Os dados de viagem transversal podem apresentar problemas na obtenção de 

inferência a partir dos dados, devido à variabilidade temporal no comportamento de 

viagens. Dados de viagens transversais têm limitações analíticas em relação à dinâmica 

comportamental da viagem, onde não é possível capturar a persistência de hábito (por 

exemplo, indivíduo persiste em realizar compras em um local mesmo depois de abrir um 

local mais próximo com a mesma utilidade) (PENDYALA e PAS, 2000). 

Já os dados longitudinais, por outro lado, são importantes em termos de 

política e análise (ELANGO et al., 2007). Eles facilitam a identificação de relações de 

causa e efeito, pois podem explicar a dinâmica comportamental da viagem (PENDYALA 

e PAS, 2000). Além disso, são eficientes para coleta em caso de pesquisas em painel e 

podem fornecer benefícios em relação ao custo da pesquisa e a eficiência dos parâmetros. 

No entanto, o processo de coleta de dados longitudinais tem suas limitações. Quando 

coletados passivamente exigem tecnologia de ponta e mão de obra qualificada, além 

disso, depende de tecnologias externas, tais como: wireless e GPS (Sistema de 

Posicionamento Global) (ELANGO et al., 2007).  

As diferentes formas de dados têm como propósito compreender o 

comportamento das viagens rotineiras. A questão de como as viagens se repetem ao longo 

de dias tem sido objeto de investigação há anos (SCHLICH e AXHAUSEN, 2003). Há 

na literatura, uma série de publicações acerca do estudo da variabilidade de viagens, sendo 

que, esses trabalhos foram desenvolvidos a partir de dados oriundos de métodos 

tradicionais e alternativos. Os dados provenientes de técnicas de coleta por métodos 

tradicionais, em sua maioria são compostos por informações detalhadas da viagem, 

diferente dos métodos alternativos, onde são coletados principalmente de forma passiva 

através de tecnologias como GPS, Bluetooth e chamadas telefônicas por meio de redes 

GSM (Sistema Global para Comunicações Móveis). 

 
3.2.2 Variabilidade de viagens através de métodos tradicionais 

 

Os estudos a respeito da variabilidade de viagens tiveram início na década de 

60, do século XX, poucos trabalhos anteriormente tentaram estudar o assunto. Marble e 

Bowlby (1968) examinou o nível de repetição das viagens para diferentes propósitos 

através da aplicação de diários de viagem. O estudo foi realizado na cidade de Cedar 

Rapids, no estado de Iowa nos Estados Unidos. Os autores coletaram dados por 

aproximadamente um mês e descobriu que, para a maioria das famílias observadas, cerca 



52 
 

de 75% delas possuíam padrões e repetições de viagens. Porém, não foi estudada a 

repetição ou a variabilidade em um nível individual. 

Pas (1986) investigou o fenômeno acerca da variabilidade intrapessoal na 

cidade de Reading, na Inglaterra. Para isso, ele utilizou os dados que foram coletados em 

outra pesquisa referente a janeiro e março de 1973, durante a Activity Diary Survey 

(SHAPCOTT, 1978). Os dados foram coletados através de uma entrevista, através da qual 

solicitou-se a cada um dos entrevistados registrasse as origens e destinos de seus 

deslocamentos diários durante um período de cinco dias. A amostra de entrevistados 

consistiu-se de 136 pessoas compondo os dados do Reading Activity Diary Survey. Cada 

pessoa forneceu o número de viagens realizadas em cada um dos cinco dias da semana 

consecutivos, bem como o gênero, renda da família e se possuía emprego. Os resultados 

mostraram que o uso de uma amostra de vários dias depende da estrutura de custos da 

coleta de dados e da proporção da variabilidade total atribuída as diferenças entre as 

pessoas, além disso, o número ideal de dias consecutivos pode ser de aproximadamente 

dois dias para um levantamento a respeito do comportamento de viagens a ser utilizado 

na estimativa de modelos de geração de viagem diária.  

Pas e Sundar (1995) estudaram a variabilidade intrapessoal diária em viagens 

urbanas, utilizando um conjunto de dados coletados na cidade de Seattle, no estado de 

Washington nos Estados Unidos. Os dados foram provenientes de uma pesquisa OD 

domiciliar, entrevistando um total de 186 famílias. Os resultados mostraram que a 

proporção da variabilidade total em relação ao comportamento individual é atribuível à 

variabilidade intrapessoal. Nos domicílios de duas pessoas, a variabilidade intrapessoal 

foi de aproximadamente 45% da variabilidade total na frequência de diária de viagens. 

Além disso, a variabilidade intrapessoal foi responsável por mais de 70% da variabilidade 

dentro do agregado familiar composto por duas pessoas. De uma forma geral, com relação 

a certos aspectos de viagem diária, há uma considerável variação no comportamento de 

viagens dos indivíduos.  

Susilo e Kitamura (2005) estudaram a variabilidade do dia a dia dos residentes 

das cidades de Karlsruhe e Halle, Alemanha. Esse estudo se deu através de um conjunto 

de dados conhecidos como Mobidrive (conjunto de dados longitudinais que serviu de base 

para vários trabalhos a respeito de variabilidade), que foram obtidos em 1999. Essa 

amostra foi referente a 317 indivíduos com idade superior a seis anos, compondo um total 

de 139 domicílios. A análise focou na associação entre a extensão e a variabilidade do 

espaço de ação de um indivíduo. Esse estudo confirmou, como já era esperado, que 
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indivíduos que trabalham fora de casa ou que estudam, tendem a realizar as mesmas 

viagens diariamente, ou seja, nos dias da semana quando as atividades tendem a serem 

obrigatórias e rotineiras, além disso, as atividades tendem a ser fixas e o espaço de ação 

tende a ser recorrente.  

Tarigan e Kitamura (2009) quantificaram a frequência de viagens do tipo 

lazer e a variabilidade dessas viagens ao longo de semanas. A frequência e a variabilidade 

das viagens foram medidas para seis tipos de atividades: contato social, esportes, 

recreação, cultura, natureza e compras. Os dados utilizados nessa pesquisa referem-se ao 

Mobidrive, uma pesquisa que ocorreu nas cidades de Halle e Karlsruhe, na Alemanha 

como apresentado em (SUSILO e KITAMURA, 2005). Os resultados corroboram a 

hipótese de que os desejos e as necessidades dos indivíduos são mais variáveis e 

complexos se estiverem envolvidos nas atividades do tipo esporte, contato social e 

recreação. Os autores ainda observaram que não há correlação estatística entre o tempo 

de viagem e a variabilidade em certas atividades, como as do tipo cultura, natureza e 

compras. Dessa forma, os resultados sugerem que ambas as variáveis são independentes 

e que indivíduos resolvem realizar atividades com base em experiências anteriores bem 

sucedidas de viagens a lazer. 

Raux e Cornelis (2016) identificaram como as pessoas organizam as suas 

atividades diárias e como ocorrem as variações temporais com relação aos padrões de 

atividade individuais. Essa variabilidade foi analisada de acordo com vários períodos de 

tempo dentro de uma semana, identificando as variações interpessoais e intrapessoais de 

acordo com os atributos oscilantes das viagens por diferentes tipos de atividades. Os 

autores utilizaram para esse estudo dados referentes a uma pesquisa de mobilidade 

baseada em um método tradicional de entrevista a domicílio. Foram entrevistados 717 

indivíduos durante um espaço de tempo de sete dias, o que resultou em 4000 pessoas 

entrevistadas. Essa pesquisa ocorreu na cidade de Ghent (Bélgica) em 2008, onde a taxa 

de resposta global foi de 18%. Diferentes métodos de indicadores de variância e de 

alinhamento sequenciais foram aplicados para a medição da variabilidade do 

comportamento dos deslocamentos. Os autores perceberam que há uma maior diferença 

no número de viagens por dia ao longo da semana para um determinado indivíduo do que 

para outros, e que a variabilidade intrapessoal é alta durante a semana quando comparada 

exclusivamente com o sábado e o domingo. Por outro lado, a variabilidade total na 

alocação de tempo é aproximadamente constante, quaisquer que sejam os períodos 

considerados na semana, exceto nos fins de semana onde há uma queda.  
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Os esforços de pesquisa para compreender as variações cotidianas no 

comportamento de viagens, variação intrapessoal e interpessoal, podem ser vistos nos 

trabalhos citados anteriormente. Esses estudos mostraram que há uma variabilidade 

significativa no comportamento das viagens para diferentes tipos de atividades como os 

trabalhos de (SUSILO e KITAMURA, 2005; TARIGAN e KITAMURA, 2009).  

Estudos relacionados à variabilidade de viagens, como Pas (1986), dizem que 

o comportamento de viagem pode variar de um dia para o outro. Outros expõem a 

diferença entre dias da semana e fins de semana, como (RAUX e CORNELIS, 2016). Pas 

(1986) e Raux e Cornelis (2016) buscaram compreender a variabilidade entre indivíduos 

(interpessoal) e por indivíduos separadamente. Os trabalhos vistos na literatura 

apresentam diferentes conclusões. Os métodos de coletas de dados vistos nessas pesquisas 

são advindos de métodos tradicionais, como: pesquisa OD domiciliar e diários de viagem. 

E esses, de certa forma podem dificultar e influenciar os resultados. 

As pesquisas tradicionais, como exemplo a pesquisa OD domiciliar, coletam 

um ou dois dias de informações sobre as viagens realizadas por cada domicílio. Essas 

pesquisas tradicionais fazem um trabalho de capturar e compreender o comportamento 

médio das viagens de cada morador do domicílio, além de colher informações 

sociodemográficas. Entretanto, essas pesquisas não fornecem dados suficientes para 

análises comportamentais mais detalhadas em nível desagregado (PENDYALA e PAS, 

2000). Além disso, como se pode observar através dos métodos de coleta de dados dos 

trabalhos apresentados, essas pesquisas podem se tornar muito caras e podem demandar 

muito tempo para que os dados estejam prontos para efetuar a análise comportamental 

dos indivíduos. 

 

3.2.3 Variabilidade de viagens através de métodos alternativos 

 

Com a evolução da análise comportamental de viagens e a otimização de 

técnicas estatísticas, ocorre uma maior necessidade de avaliar a variabilidade diária das 

viagens em níveis intrapessoal e interpessoal. A variabilidade diária de viagens é 

resultado do processo natural de cada indivíduo de se deslocar a partir de um determinado 

modo de transporte para realizar alguma atividade, o que acaba de certa forma afetando 

o sistema. Os métodos alternativos de obtenção de dados em contrapartida aos métodos 

tradicionais podem fornecer informações detalhadas e de baixo custo a respeito da 
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variabilidade de viagens dos habitantes de uma região. Diversos estudos utilizaram esses 

dados para estudar e compreender a variabilidade de viagens. 

Stopher e Zhang (2011) analisaram a repetitividade e a variabilidade de 

viagens. Os dados utilizados nesta pesquisa são provenientes do sistema GPS, do inglês, 

Global Positioning System, os quais foram coletados no subúrbio ocidental de Adelaide, 

no sul da Austrália. Para esse estudo, foram escolhidos aleatoriamente 50 domicílios da 

mesma área geográfica, em que cada morador levou consigo um receptor GPS por 28 

dias. Para obter o número de viagens foi necessário contar o número de ocasiões em que 

cada viagem ocorreu durante vários dias. A partir dessa contagem, os atributos de viagem 

foram comparados. Se as viagens seguissem um mesmo padrão de tempo, atividade e 

hora do dia para o começo e o final, esses atributos sugeririam que os padrões de viagens 

eram repetitivos e não variáveis. No entanto, se algum desses atributos fosse diferente, 

concluiria que os padrões de viagem eram diversos. Os autores concluíram que não há 

padrões repetitivos de viagens, e que a variabilidade de viagens por motivo trabalho e 

estudo é baixa ao longo dos dias da semana. 

Motahari et al. (2012) investigaram como os fatores temporais influenciam 

nas características de viagens e na distribuição espacial. O estudo foi realizado na cidade 

de São Francisco, Califórnia. Para a realização desse estudo, foram coletados registros de 

chamadas telefônicas de aproximadamente três mil usuários, por uma média de quatro 

dias, sendo dois dias úteis e dois finais de semanas. A metodologia de análise foi dividida 

em duas etapas. Na primeira etapa foram investigados como ocorre a variabilidade de 

viagens dos usuários ao longo da semana e das horas do dia. Na segunda etapa, os usuários 

foram monitorados por um mês e após isso, feita uma análise estatística sobre a 

distribuição dos locais mais visitados pelos usuários. Os resultados mostraram que a 

escala de variabilidade é menor durante o horário de trabalho e mais dispersa nos finais 

de semana, além disso, testes estatísticos mostraram uma diferença significativa nos 

padrões de viagens. 

Zhong et al. (2015) apresentaram um conjunto de medidas de variabilidade 

em níveis intrapessoal e agregados utilizando dados de cartão inteligente provenientes de 

viagens do transporte público da cidade de Cingapura. O sistema gerou uma média de 5 

milhões de registros de viagens diários que foram coletados em abril de 2014. Os estudos 

para a compreensão da variabilidade foram realizados por meio de análise estatística, 

matriz de correlação e métodos de agrupamento baseado em rede. Após as análises, foi 

observado que a variabilidade dos padrões de mobilidade existe na escala individual e em 
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nível agregado, porém, na estrutura geral dos movimentos urbanos permanece quase a 

mesma ao longo da semana. Além disso, o número de viagens e os padrões de mobilidade 

variam de um dia para o outro. 

Xianyu et al. (2017) realizaram um estudo a respeito da variabilidade de 

viagens o usando coordenadas obtidas pelo sistema GPS, disponível em smartphones. A 

pesquisa foi realizada em Xangai na China, onde houve uma participação de 46 pessoas. 

A metodologia aplicada foi dividida em duas etapas, na primeira, uma sequência 

multidimensional foi aplicada para medir o grau de dissimilaridade das viagens 

individuais entre diferentes pares. Na segunda, um modelo de regressão foi aplicado para 

estimar os efeitos das variáveis sociodemográficas e os dias da semana. Os resultados 

indicaram que em média, cada participante teve em média 1,4 viagens de atividades fora 

de casa, 2,6 viagens por dia da semana e 2,3 viagens no final de semana. Além disso, 

percebeu-se uma significativa variabilidade de viagens entre os dias da semana, sendo 

maior na quinta-feira e com atividades repetitivas ao longo da semana. Ademais, os 

homens em geral têm uma menor variabilidade intrapessoal em suas atividades diárias, 

isso pode ser explicado devido ao fato de que são menos propensos a serem afetados por 

cuidados infantis e compras. Outro fator importante é que a idade tem um efeito negativo 

na variabilidade intrapessoal, sendo os jovens, os mais propensos a terem uma maior 

variabilidade em seus padrões diários de viagens. 

Os trabalhos supracitados tiveram um papel importante na compreensão da 

variabilidade de viagens através de dados provenientes de métodos alternativos. A partir 

de tecnologias como GPS, smartphones e bilhetagem eletrônica, tornou-se possível a 

coleta de dados advindos de vários dias, e dessa forma através de métodos estatísticos, 

foi possível uma maior compreensão espacial da variação de viagens tempo. No entanto, 

há pouco esforço de pesquisa sobre esse fenômeno no Brasil, utilizando métodos 

semelhantes, como os dados de viagens das redes sociais. Se deve ponderar ainda que no 

caso dos dados de redes sociais, esses podem não ser representativos do comportamento 

devido a uma questão socioeconômica muito relevante na realidade brasileira: o fato de 

que a internet não é de fácil acesso a todos os brasileiros. Segundo o IBGE (2018), cerca 

de aproximadamente 45,9 milhões de brasileiros ainda não tinham acesso à internet em 

2018. Ainda com base na pesquisa, boa parte dos entrevistados declarou não saber utilizar 

a internet, enquanto a outra parcela declarou não ter acesso a internet por questões 

financeiras.  
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3.2.4 Considerações 

 

Diante dessas informações, pode-se afirmar que para essa pesquisa, o tipo 

variabilidade do comportamento viagens dos indivíduos é interpessoal. Além disso, 

descrições sobre o comportamento usual dos indivíduos na cidade motivou a proposição 

de hipóteses para embasar o estudo em Fortaleza. Essas hipóteses se subdividem em dois 

grupos: hipóteses sobre o comportamento e hipóteses sobre a variabilidade desse 

comportamento.  

As hipóteses comportamentais foram as seguintes: 

• Há diferença no comportamento de viagens entre os dias da semana; 

• Nas sextas feiras, o comportamento de viagens é parecido com o dos finais de 

semana; 

• Nos finais de semana, realiza-se mais viagens por motivo Outro do que na semana;  

Enquanto as hipóteses sobre a variabilidade desse comportamento foram: 

• A variabilidade de viagens por motivo Trabalho é menor no final de semana do 

que em dias úteis da semana;  

• A variabilidade de viagens pelo motivo Outro é maior nos finais de semana do 

que em dias da semana; 

• A variabilidade de viagens é maior em viagens pelo motivo Outro do que em 

viagens por motivo Trabalho; 

• A variabilidade de viagens é maior na sexta feira comparada com os demais dias 

úteis da semana. 

 

3.3 Método 

 

O método empregado nessa pesquisa consiste na investigação do volume de 

viagens entre dias (segundas a domingos) e na caracterização de padrões de deslocamento 

dos usuários da cidade de Fortaleza baseando-se nas hipóteses propostas.  

Os dados de viagens utilizados nessa investigação foram obtidos através de 

informações de check-ins de perfis de redes sociais, tais como Instagram e Twitter. Além 

disso, as viagens foram classificadas apenas em dois motivos, Trabalho e Outro. Esses 
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motivos foram atribuídos a depender do horário e da localização onde foram realizados 

os check-ins. Esses dados foram obtidos como descrito no Capítulo 2.   

Nesse trabalho, serão empregadas técnicas estatísticas, como ANOVA e 

Tukey, a fim de identificar e analisar a variabilidade do comportamento de viagens entre 

os diferentes meses, considerando apenas os dados dos dias da semana. O fluxograma da 

proposta metodológica deste trabalho está representado na Figura 16. 

 
Figura 16 - Dias da semana em função de viagens ao longo dos meses de análise

 
Fonte: Elaborado pelo autor. 

 
A análise de variabilidade foi dividida em três etapas: hipóteses sobre o 

fenômeno, obtenção e tratamento preliminar de dados e caracterização dos padrões de 

viagens dos indivíduos. A primeira consistirá em propor hipóteses sobre o fenômeno 

analisado, resultado da análise da revisão bibliográfica feita da seção anterior. Na segunda 

etapa, foram realizados a obtenção e o tratamento preliminar das viagens, e 

consequentemente será feita uma filtragem dos dados para capturar o comportamento 

típico dos usuários a fim de que seja possível investigar as hipóteses aventadas. Na última 

etapa ocorrerá a caracterização dos padrões de viagens dos indivíduos, e por fim as 

hipóteses propostas serão investigadas através da realização de testes estatísticos como 

ANOVA e Tukey. Como resultado dessa etapa, esperam-se conclusões importantes sobre 

o fenômeno em análise.   
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3.3.1 Tratamento preliminar dos dados 

 

De posse das hipóteses propostas e antes de efetuar as análises estatísticas, foi 

realizada uma filtragem preliminar dos dados do estudo da variabilidade de viagens, 

visando dar maior confiabilidade ao estudo. Nessa investigação, busca-se utilizar viagens 

de dias habituais aos usuários a fim de que se possa representar o comportamento usual 

desses. Para isso, serão extraídos do conjunto de dados, os dias atípicos em relação aos 

deslocamentos urbanos, o que retratará o comportamento típico em dias úteis e livre de 

influências, são eles: 

a) Dias com imprecisões (causados por algum problema, ruído na coleta de dados); 

b) Dias de feriados nacionais e regionais; 

c) Dias que antecedem festividades (carnaval, véspera de natal e réveillon). 

Segundo Wright et al. (1997), embora o efeito dos feriados seja pequeno nas 

estimativas médias do volume de tráfego, não é insignificante nos coeficientes de 

variação. Além disso, segundo Oliveira (2004) pode-se excluir os dias nos quais houve 

ocorrência de desvios resultante de uma obra de infraestrutura. Assim, ao definir e aplicar 

esses critérios ao conjunto de dados espera-se que as medidas adotadas tragam uma maior 

confiabilidade nas análises quanto uma maior representatividade do comportamento 

típico do tráfego. Além disso, ainda com o intuito de capturar o comportamento típico 

das pessoas para esse trabalho, serão utilizados os dados provenientes dos meses de 

fevereiro a junho e de agosto a outubro. Essa estratégia é uma recomendação de Oliveira 

(2004), que com o mesmo propósito verificou que nesse período do ano, as pessoas 

exercem um comportamento semelhante e habitual. Ao finalizar essa etapa de filtragem 

dos dados, esses estarão prontos para serem utilizados nas análises das etapas seguintes, 

de investigação das hipóteses de estudo. 

 
3.3.2 Caracterização dos padrões de viagens 

 

A fase de caracterização dos padrões de viagens dos usuários consistirá na 

validação das hipóteses propostas. Essa fase será fundamentada em duas etapas: testes 

estatísticos e conclusões sobre o fenômeno. Na etapa de testes estatísticos, as hipóteses 

serão investigadas através da realização dos testes estatísticos. E na etapa de conclusões 
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sobre o fenômeno, serão elaboradas conclusões baseando-se nos resultados da etapa 

anterior que investigará as hipóteses propostas anteriormente.  

Os testes estatísticos adotados serão o ANOVA, Kolmogorov-Smirnov e o 

Teste Tukey para efetuar a análise sobre o comportamento de viagens dos indivíduos 

entre os dias da semana. O nível de significância adotado para realização dos testes será 

de 95% e a variável analisada será o número diário de viagens dos usuários por dia da 

semana.  

Inicialmente, será feita uma análise descritiva da variável para cada dia da 

semana, através de gráficos box plots. Em seguida, antes de realizar o teste F ANOVA, 

será verificada a normalidade da variável número diário de viagens por usuário, através 

do teste de normalidade Kolmogorov-Smirnov. Se o teste Kolmogorov-Smirnov rejeitar 

a hipótese de normalidade, será aplicado o teste de Kruskal-Wallis. Esse teste não 

paramétrico é análogo ao ANOVA e não leva em consideração a normalidade. Além 

disso, diferente do teste ANOVA, a hipótese nula afirma que as amostras são de 

populações idênticas. Essa explicação pode ser mais bem compreendida na Figura 17, 

que ilustra a etapa de testes estatísticos dessa fase do estudo. 

 

Figura 17 - Fluxograma para identificação do teste apropriado 

 
Fonte: Elaborado pelo autor. 
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O objetivo do ANOVA nessa etapa é testar se há alguma diferença 

significativa entre as médias de viagens de dois ou mais grupos, de modo que a hipótese 

nula é representada por H': 	𝜇()* = 𝜇+), = 𝜇-!., = 𝜇-!%$ = 𝜇()/ = 𝜇(á1 = 𝜇234, 

validando ou rejeitando a primeira hipótese do estudo, a de que há diferença no 

comportamento de viagens dos indivíduos conforme os dias da semana.  

No entanto, se apenas uma dessas médias diferir das demais, isso implicará 

na rejeição da hipótese nula e aceitação da hipótese alternativa. Além disso, o teste 

ANOVA não especifica qual das médias que diferiu das demais, então, em seguida será 

realizado o teste Tukey (caso haja rejeição da hipótese nula).  

Nesse teste, as diferenças entre grupos são chamadas de diferenças em pares. 

O método Tukey testará a maior diferença entre os pares, utilizando o parâmetro 

estatístico “q” para determinar se há diferença significativa entre os pares.  

Esse parâmetro é obtido, subtraindo-se a menor da maior média e dividindo 

esse produto pelo erro padrão geral da média do grupo (BENJAMINI e HOCHBERG, 

1995). O valor “q” é então confrontado em uma tabela de valores “q” para averiguar se o 

valor “q” de um par específico excede o valor “q” crítico necessário para determinar a 

significância estatística. Caso o valor “q” atinja ou exceda o valor crítico, a diferença 

desse par é estatisticamente significativa. Porém, devido à facilidade de interpretação, 

será analisado o “valor-p”. Se o “valor-p” do par em análise for maior do que o “a” 

adotado, no caso 0,05, considera-se que não há diferença significativa entre o par. 

O teste Tukey também identificará quais grupos são diferentes dos demais, 

sendo útil assim para investigar as demais hipóteses do estudo. O teste ANOVA, por sua 

vez, é incapaz de fornecer essa informação, por isso, foi utilizado apenas para investigar 

a primeira hipótese. Esses testes foram realizados por meio do software de programação 

computacional R. 

 

3.4 Resultados e discussões 

 

Nesta seção são apresentados os resultados acerca da análise da variabilidade 

de viagens dos usuários do sistema de transportes de Fortaleza através de dados de redes 

sociais. O resultado está organizado em diferentes níveis de detalhes, analisando o 

comportamento entre os diferentes dias da semana ao longo dos meses considerados no 

estudo. 
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3.4.1 Caracterização dos padrões de viagens em Fortaleza 

 

Antes de proceder aos testes estatísticos, executou-se uma análise de 

estatística descritiva da variável número de viagens por motivo, através dos gráficos box 

plot da variável em análise presentes na Figura 18. Na Figura 18a, encontram-se os 

gráficos referentes ao número de viagens motivo trabalho por usuário para cada dia da 

semana, e na Figura 18b, número de viagens pelo motivo Outro.  

 

Figura 18 - Box plots do número de viagens por usuário por dia da semana em Fortaleza 
– a) pelo motivo Trabalho e b) pelo motivo Outro 

 
Fonte: Elaborado pelo autor. 
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Ao visualizar os gráficos da Figura 18, observa-se que tanto a Figura 18a 

como a Figura 18b apresentam padrões diferentes entre os dias da semana, como 

esperado, corroborando a hipótese de que há diferença no comportamento de viagens dos 

usuários conforme o dia da semana em Fortaleza. Essa diferença é muito maior 

comparando os dias úteis da semana com os finais de semana do que comparando os dias 

úteis da semana entre si e isso ocorre tanto para viagens por motivo Trabalho, quanto para 

viagens pelo motivo Outro.  

Quanto à hipótese de que o comportamento de viagens dos indivíduos na 

sexta-feira é parecido ao dos finais de semana, não é possível afirmar tal afirmação, uma 

vez que na sexta-feira o comportamento dos usuários se assemelha bastante com o dos 

demais dias da semana sendo que na sexta-feira os usuários realizam um número 

ligeiramente maior de viagens do que nos demais dias da semana. O mesmo pode ser 

observado em viagens pelo motivo Outro. No entanto, o resultado referente a esse dia, 

não deve ser comparado com o resultado dos finais de semana, que são muito diferentes 

quando comparados com qualquer dia útil.  

De posse disso, pode-se afirmar que há diferença no comportamento de 

viagens dos indivíduos entre os dias da semana, sendo essa diferença mais significativa 

comparando-se os dias úteis da semana com os finais de semana, não havendo tal 

diferença entre os dias úteis. Percebe-se, através dos resultados apresentados nos gráficos, 

que há evidências empíricas para validar a hipótese de que o comportamento de viagens 

varia conforme os dias da semana, mas não é possível validar as demais hipóteses, 

principalmente aquela que afirma que há diferença entre a sexta-feira e os demais dias 

úteis. Portanto, se faz necessário realizar testes paramétricos para validar as demais 

hipóteses.  

Quanto à variabilidade dos motivos Trabalho e Outro, observa-se através da 

análise dos primeiros e terceiros quartis dos gráficos de box plot, que para viagens motivo 

Trabalho há um grau de variação maior do que para viagens pelo motivo Outro, 

contrariando a hipótese inicialmente proposta, qual seja, de que a variabilidade 

comportamental dos usuários em viagens pelo motivo Outro era maior do que em viagens 

por motivo Trabalho. Além disso, a variabilidade das viagens pelo motivo Outro é 

notadamente maior nos finais de semana do que na semana, corroborando com a hipótese 

proposta no começo do estudo. Se comparada com a variabilidade de viagens por motivo 

Trabalho, nota-se, no entanto, que a variabilidade de viagens pelo motivo Outro é menor 

em dias úteis e no final de semana é tão grande quanto a de viagens pelo motivo Trabalho. 
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Isso só ocorre durante os dias da semana, nos finais de semana, a variabilidade de ambos 

os tipos de viagem são equiparáveis. Isso possivelmente se deve à variabilidade nas 

preferências dos indivíduos, uma vez que nos fins de semana, há pessoas que preferem 

ficar em casa ao invés de sair para realizar outras atividades. Além disso, comparando os 

dias da semana com os finais de semana, observa-se através da posição da mediana que 

nos finais de semana se realizam um número muito menor de viagens por motivo 

Trabalho, que nos dias úteis da semana e se realizam significativamente mais viagens 

pelo motivo Outro. Essa observação fenomenológica não só corrobora a hipótese 

estabelecida no começo do estudo, como atesta a confiabilidade da base de dados obtida, 

uma vez que isso é algo recorrente, pois aos finais de semana, a maioria das pessoas está 

mais livre para realizar outras atividades que não seja trabalhar e, supostamente, tendem 

a realizar mais atividades do tipo Outro.  

 

3.4.2 Testes estatísticos 

 

Conclusa a análise preliminar, seguiu-se para os testes estatísticos de fato para 

poder validar as hipóteses propostas anteriormente. O primeiro teste realizado foi o teste 

de normalidade Kolmogorov-Smirnov, da variável número de viagens por dia de cada 

usuário. Tal teste mostrou que a variável segue normal para todos os conjuntos de dias da 

semana e de meses. Por isso, foi possível utilizar o teste estatístico de análise de variância 

ANOVA.  

Para o teste ANOVA utilizou-se dados de 31 semanas (217 dias). Os dados 

referentes a cada dia da semana foram agrupados de maneira que cada grupo 

compreendesse dados de um dia da semana diferente, totalizando sete grupos, sendo cada 

grupo referente a um dia da semana específico. Esses sete grupos de semanas foram 

divididos em dois grupos classificados de acordo com o motivo de viagens (Trabalho e 

Outro), e após isso, foi aplicado o teste ANOVA para cada motivo de viagem distinto. 

Os resultados ensejam indícios suficientes para a rejeição da hipótese nula, 

ou seja, a média de no mínimo um grupo de dias da semana é diferente dos demais. As 

Tabelas 2 e 3 exibem os parâmetros utilizados na análise, como o F e o Fcrítico, além do 

valor-p. Os parâmetros como o valor F e o Fcrítico foram empregados como critérios para 

a rejeição da hipótese nula. Como o F calculado é maior do que o Fcrítico, em ambos os 

casos (motivos) há indícios suficientes para a rejeição da hipótese nula. Além dos 
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parâmetros F, analisou-se o valor-p, dessa forma, o valor-p foi de α < 0.05, assim sendo, 

há indícios suficientes de que existe pelo menos uma média com diferença significativa 

das demais com nível α de significância adotado.  

 

Tabela 2 – Anova (pelo motivo Trabalho) 
 Sum Sq Df Valor-F Pr (>F) 
Dia 13688804 6 746.074 1.28E-138 
Resíduos 642172.4 210 NA NA 

Fonte: Elaborado pelo autor. 

 
Tabela 3 – Anova (pelo motivo Outro) 

 Sum Sq Df Valor-F Pr(>F) 
Dia 50704287 6 285.325 4.95E-98 
Resíduos 6219750 210 NA NA 

Fonte: Elaborado pelo autor. 

 
Em seguida, realizou-se o teste Tukey (HSD – Diferença Significativa de 

Tukey) para determinar se houve diferença expressiva entre todos os pares possíveis de 

dias da semana. Esse teste para ambos os motivos, indica diferença significativa entre 

alguns dias, com P adj < 0.05. A Tabela 4 apresenta os pares entre os dias para o motivo 

Trabalho, e a Tabela 5 para o motivo Outro. A partir das Figuras 19 e 20 foi possível 

visualizar graficamente a diferença observada.  
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Tabela 4 - Teste Tukey (pelo motivo Trabalho) 
 

Fonte: Elaborado pelo autor. 
 

Figura 19 - Representação gráfica do teste Tukey (pelo motivo Trabalho) 

 
Fonte: Elaborado pelo autor. 

  

Dias (pares) diff lwr upr P adj 
quarta-domingo 538.7742 496.9574 580.591 0 
quinta-domingo 577.3226 535.5058 619.1394 0 
sábado-domingo 18.25806 -23.5587 60.07486 0.85142 
segunda-domingo 549.7742 507.9574 591.591 0 
sexta-domingo 601.6129 559.7961 643.4297 0 
terça-domingo 549.129 507.3122 590.9458 0 
quinta-quarta 38.54839 -3.26841 80.36518 0.092552 
sábado-quarta -520.516 -562.333 -478.699 0 
segunda-quarta 11 -30.8168 52.81679 0.986373 
sexta-quarta 62.83871 21.02192 104.6555 0.000251 
terça-quarta 10.35484 -31.462 52.17163 0.99009 
sábado-quinta -559.065 -600.881 -517.248 0 
segunda-quinta -27.5484 -69.3652 14.26841 0.442513 
sexta-quinta 24.29032 -17.5265 66.10712 0.597164 
terça-quinta -28.1935 -70.0103 13.62324 0.413202 
segunda-sábado 531.5161 489.6993 573.3329 0 
sexta-sábado 583.3548 541.538 625.1716 0 
terça-sábado 530.871 489.0542 572.6878 0 
sexta-segunda 51.83871 10.02192 93.6555 0.005226 
terça-segunda -0.64516 -42.462 41.17163 1 
terça-sexta -52.4839 -94.3007 -10.6671 0.00444 
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Tabela 5 - Teste Tukey (pelo motivo Outro) 
Dias (pares) diff lwr upr p adj 

quarta-domingo -1210.9 -1341.04 -1080.76 0 
quinta-domingo -1196.35 -1326.5 -1066.21 0 
sábado-domingo -251.419 -381.56 -121.279 0.0000006 
segunda-domingo -1137.71 -1267.85 -1007.57 0 
sexta-domingo -1174.03 -1304.17 -1043.89 0 
terça-domingo -1202 -1332.14 -1071.86 0 
quinta-quarta 14.54839 -115.592 144.6886 0.9998891 
sábado-quarta 959.4839 829.3437 1089.624 0 
segunda-quarta 73.19355 -56.9466 203.3337 0.6338644 
sexta-quarta 36.87097 -93.2692 167.0111 0.9800012 
terça-quarta 8.903226 -121.237 139.0434 0.9999939 
sábado-quinta 944.9355 814.7953 1075.076 0 
segunda-quinta 58.64516 -71.495 188.7853 0.8314791 
sexta-quinta 22.32258 -107.818 152.4628 0.9986876 
terça-quinta -5.64516 -135.785 124.495 0.9999996 
segunda-sábado -886.29 -1016.43 -756.15 0 
sexta-sábado -922.613 -1052.75 -792.473 0 
terça-sábado -950.581 -1080.72 -820.44 0 
sexta-segunda -36.3226 -166.463 93.81759 0.9814786 
terça-segunda -64.2903 -194.431 65.84985 0.7618522 
terça-sexta -27.9677 -158.108 102.1724 0.9953873 

Fonte: Elaborado pelo autor. 

 

Figura 20 - Representação gráfica do teste Tukey (pelo motivo Outro) 

 
Fonte: Elaborado pelo autor. 

 

Analisando-se os resultados a partir do teste Tukey, como esperado, a 

quantidade de viagens para o domingo difere dos dias da semana para ambos os motivos. 



68 
 

A partir da análise, pode-se perceber que em relação ao motivo Outro a quantidade de 

viagens do domingo difere do sábado, talvez haja indícios de que as atividades realizadas 

por motivo lazer não sejam as mesmas realizadas aos domingos. Segundo Ahas et al. 

(2010) e Allstrom et al. (2017) o sábado é influenciado pelos impactos dos dias úteis ou 

pela necessidade de realizar compras. O sábado à tarde é um horário típico para realizar 

atividades como compras e lazer. 

 Por outro lado, ao se comparar a média de viagens por motivo Trabalho entre 

sábado e domingo, não foram observadas variações significativas. Isso pode ser explicado 

pela baixa quantidade de viagens por esse motivo no final de semana, sendo mais comum 

esse tipo de motivo durante a semana. Segundo Raux et al. (2016) aos domingos há uma 

queda no número de viagens, fazendo, definitivamente, com que esse dia pareça como 

um dia diferente dos outros dias da semana. Isso indica uma especificidade do sábado e 

domingo em sequência de atividades quando comparados com o restante dos dias úteis.  

Em contrapartida, ao se observar a variabilidade de viagens por motivo Outro 

durante os dias úteis da semana, pode-se verificar que não houve variação no número de 

viagens entre os dias, se assemelhando ao comportamento observado nos gráficos box 

plot que indicavam que não havia grande variação no comportamento dos indivíduos em 

viagens motivo Outro entre os dias úteis da semana. Em atividades de lazer, como as que 

ocorrem em lotes considerados como Outro nesse estudo: esportes, religião e estudo, as 

magnitudes da variabilidade no número de viagens tendem a não variar 

significativamente.  

Por outro lado, as viagens por motivo Trabalho apresentaram baixa 

variabilidade, resultado esse, semelhante ao discutido em (TARIGAN e KITAMURA, 

2009). O teste tukey mostrou que apenas a sexta-feira difere dos demais dias úteis da 

semana, validando a hipótese proposta anteriormente de que na sexta-feira o 

comportamento dos usuários é atípico se comparado ao dos outros dias úteis da semana. 

De fato, a sexta-feira apresentou uma quantidade maior de viagens por motivo Trabalho, 

Figura 18a. Esse resultado é semelhante ao apresentado em Dharmowijoyo et al. (2015), 

em que foi observado que a sexta-feira possui um alto número de viagens em comparação 

com os outros dias úteis. 

De modo geral, os resultados revelaram uma variabilidade de viagens 

significativa, com sequências de viagens semelhantes, apenas diferindo alguns dias, 

confirmando alguns resultados obtidos em trabalhos anteriores como os de 

(DHARMOWIJOYO et al., 2015; AHAS et al., 2010; ALLSTROM et al., 2017; RAUX 
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et al., 2016). Para padrões nos dias úteis da semana, a variabilidade da sexta-feira é bem 

maior que as dos demais dias úteis da semana para ambos os motivos, validando a 

hipótese proposta. Uma revelação inesperada foi que o mesmo ocorre na quinta-feira. 

Esses resultados revelam que existe uma espécie de “transição” nos padrões de 

variabilidade de viagens entre o começo da semana e os finais de semana. 

 

3.5 Considerações finais 

 
As análises dos dados obtidos através do Instagram e do Twitter forneceram 

um estudo acerca da variabilidade de viagens. Essencialmente, foi realizada uma divisão 

dos dados em dois grupos de viagens por motivo, Trabalho e Outro. Em seguida, foram 

aplicados testes estatísticos com a finalidade de compreender que tipo de distribuição a 

variável viagem seguia e qual o método que melhor se adaptaria a análise. Neste capítulo, 

foi visto que a variabilidade pode ser medida levando em consideração os diferentes dias 

da semana, mais especificamente, a variabilidade foi medida como um indicador de 

viagens do tipo interpessoal.  

Os resultados deste estudo forneceram evidências fenomenológicas que 

conduziram ao entendimento da variabilidade no comportamento diário de viagens para 

os diferentes motivos considerados. Com isso, se pode obter não apenas conclusões 

importantes sobre o fenômeno, como constatar o fato de se haver descoberto um período 

de transição entre os dias da semana e o final de semana na quinta e na sexta. Além disso, 

teceram-se considerações que atestam a confiabilidade e a representatividade dos dados 

e do método proposto para o estudo, como o fato de a frequência de viagens por motivo 

Trabalho ter sido maior do que pelo motivo Outro durante a semana, e o contrário, nos 

finais de semana.  

Adicionalmente, pode-se observar a influência dos dias da semana no 

comportamento dos indivíduos quando se verificou que a sexta-feira tende a ter uma 

média maior de viagens e que isso se deve provavelmente a proximidade do final de 

semana e a sua influência no comportamento dos indivíduos nesse dia. Finalmente, 

acredita-se que esse estudo forneceu informações satisfatórias sobre o comportamento da 

variabilidade de viagens a partir de dados de redes sociais, e como essas viagens podem 

ser empregadas para fornecer padrões a respeito da variabilidade. Além disso, com base 

na compreensão do fenômeno, vale salientar que as análises acerca da variabilidade são 
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provenientes de viagens realizadas em sua grande maioria por indivíduos de média e alta 

renda, o que sob esse aspecto, torna a amostra enviesada.  

  



71 
 

4 ANÁLISE COMPARATIVA ENTRE UMA MATRIZ OD OBTIDA ATRAVÉS 

DE USUÁRIOS DE REDES SOCIAIS E UMA MATRIZ OD EXTERNA E 

POSSÍVEIS APLICAÇÕES  

 

4.1 Introdução 

 

A Matriz OD é um dos principais inputs para a grande maioria dos projetos e 

modelos de análise de demanda por transportes. Ela descreve os padrões da mobilidade 

urbano e é considerada o primeiro passo a ser realizado antes do emprego do modelo 

sequencial (MOHAMED et al., 2016). Uma das formas mais comuns para sua obtenção 

é através da pesquisa OD domiciliar (EGU e BONNEL, 2020). Esse tipo de pesquisa é 

cuidadosamente projetado com precisão, e apoiada em procedimentos de amostragem 

cuidadosos, cujo os resultados são combinados aos aspectos socioeconômicos. Apesar 

das vantagens, ainda é considerado um método caro, com quedas nas taxas de respostas 

(Atrostic et al., 1999; Groves, 2006) e com baixa frequência de repetição, sendo esse por 

último a sua maior desvantagem.  

Com o surgimento das tecnologias de informação, houve uma mudança na 

forma da obtenção da matriz OD. Em particular, a disponibilidade dos smartphones e a 

disseminação das redes sociais geraram determinados conjuntos de dados que quando 

estruturados e analisados, fornecem possibilidades sem precedentes acerca da análise dos 

padrões de mobilidade (MIRZAEE e WANG, 2020). Consequentemente, a utilização dos 

dados de redes sociais para a compreensão da mobilidade possui algumas fragilidades em 

comparação aos métodos tradicionais de coleta, mais precisamente a pesquisa OD 

domiciliar. Um dos condicionantes é a importância dos processos de filtragem e pré-

processamento dos dados, para que desse modo, obtenha-se um conjunto de dados com 

informações confiáveis acerca da mobilidade urbana. Outro fatore sobre a limitação desse 

tipo de dado é a baixa resolução temporal. 

Em se tratando da mobilidade urbana, a possibilidade de gerar matrizes OD é 

fundamental para a previsão da demanda por viagens, modelagem por transportes e 

otimização do uso da rede (GAO et al., 2014). Entretanto, as matrizes OD advindas das 

redes sociais necessitam passar por um processo de comparação com estudos externos 

(matrizes OD extraídas de pesquisas domiciliares) antes de serem empregadas para 



72 
 

análise de transportes, especialmente considerando que elas servirão de entrada para 

modelos de transporte.  

Alguns trabalhos desenvolveram diversas técnicas para converter esses dados 

em viagens, porém poucos tentaram realizar sua “validação”, ou seja, a comparação entre 

as viagens advindas das redes socias com dados de uma fonte confiável, a fim de ser obter 

uma opinião mais clara acerca do seu potencial. Uma matriz OD das redes sociais 

confiável, essa serviria de base complementar a pesquisa OD domiciliar, além de ser do 

interesse de órgãos governamentais e empresas de consultoria.  

Desse modo, este capítulo tem como objetivo principal realizar uma análise 

comparativa e sistemática a partir de duas matrizes OD, a saber: uma matriz obtida a partir 

das redes sociais (Capítulo 2) e uma matriz OD estimada por meio do modelo integrado 

de uso do solo e transportes TRANUS. Para tal finalidade, apresentam-se como objetivos 

específicos: i) comparar a matriz obtida das redes sociais com uma matriz OD externa e 

ii) Identificar a utilidade desse tipo de matriz OD para o planejamento urbano de 

transportes (análise de aplicabilidade). Este capítulo está subdivido em cinco seções, a 

primeira delas é introdução, na qual o trabalho é apresentado. Na seção 4.2 apresenta-se 

uma revisão da literatura com os principais aspectos sobre a matriz OD das redes sociais, 

sendo eles: matriz OD coletada a partir de dados das redes sociais, potenciais e limitações 

e aplicabilidade de dados de redes sociais no planejamento de transporte. Na seção 4.3 

encontram-se os procedimentos metodológicos necessários para a comparação entre as 

matrizes OD. Em seguida, na seção 4.4, são apresentados os resultados da comparação e 

possíveis aplicabilidades da matriz OD das redes sociais. Por fim, na seção 4.5, 

encontram-se as conclusões, onde são apresentadas as principais contribuições do 

trabalho, bem como suas limitações.  

 

4.2 Revisão Bibliográfica 

 

4.2.1 Matriz OD coletada a partir de dados das redes sociais 

 

O tráfego urbano está se tornando cada vez mais complexo, caracterizado pelo 

aumento do número de viagens e uso mais intenso de veículos motorizados. Diante dessa 
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complexidade, as fontes tradicionais de dados precisam ser complementadas com novos 

dados que possuam uma maior resolução espacial e temporal. Nesse caso, as diferentes 

possibilidades de dados podem servir de base para descrever padrões e características de 

diferentes indivíduos no que se refere a mobilidade urbana.  

Algumas investigações utilizaram dados de redes sociais para a construção de 

matriz OD. Focando no Twitter como ferramenta para a construção de matriz OD, os 

autores Jin et al. (2014) estimaram uma matriz OD em Chicago baseada no modelo 

gravitacional duplamente restrito, com uso dos dados advindos do Foursquare. A 

metodologia proposta consistiu na calibração e avaliação da matriz OD através de uma 

comparação com a matriz OD gerada pelo método gravitacional de restrição única, como 

também através de uma matriz fornecida pelo planejamento metropolitano local. Os 

resultados mostraram uma melhoria significativa na redução de erros de estimativa 

causado pelo viés de amostragem baseado no modelo gravitacional.  

Yang et al. (2015) estimaram uma matriz OD a partir de check-in de usuários 

do Foursquare na área urbana de Chicago. A matriz OD foi validada por meio de uma 

comparação entre os diferentes comprimentos de viagens, mapas de calor da produção e 

dos destinos de viagens confrontados com dados reais. Os resultados mostraram-se 

semelhantes quando comparados com dados reais, desse modo, foram considerados 

promissores quando se refere a compreensão dos diferentes padrões de mobilidade. 

Kheiri et al. (2015) examinou a eficiência dos check-ins advindos do 

Foursquare, aplicados a obtenção de uma matriz OD do distrito de Manhattan, sendo esse 

um dos mais populosos que compõem a cidade de New York. Os dados utilizados nessa 

pesquisa foram provenientes de 1083 usuários, coletados em um intervalo de dez meses. 

A metodologia consistiu na aplicação de três métodos de estimação de viagens, sendo 

eles: Radiation model (fluxo de viagens de uma zona i para uma zona j), Rank-based 

model (a distância sendo um fator chave para que haja o deslocamento) e Poupolation-

weighted opportunities model (modelo de oportunidades ponderado pela população, onde 

a probabilidade de viajar de i para j é proporcional à destinos de j). Após a obtenção do 

fator de contribuição de cada modelo, eles foram comparados com a pesquisa MTA 

(Metropolitan Transportation Authority). O modelo que melhor se aproximou da 

realidade foi o Rank-based model, esse possuiu um excelente desempenho ao utilizar 

dados LBSN do que os outros modelos.  
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Hu e Jin (2018) estimaram uma matriz OD na ilha de Manhattan em Nova 

York. Os dados empregados foram coletados a partir do Foursquare. Eles utilizaram 

coeficientes de correlação para comparar os padrões de check-ins entre origens e destino. 

Os diferentes pares OD foram integrados à função de atrito de modelo gravitacional. Os 

resultados mostraram que os padrões de fluxos OD por hora alcançaram um erro absoluto 

mínimo e o R² de regressão foi de aproximadamente 0,78. Os resultados apresentaram o 

potencial acerca desse tipo de dado para a estimação da matriz OD e análise da demanda 

de viagens urbanas.  

Os autores Arjona e Palomares (2019) empregaram tweets referentes a área 

metropolitana de Madrid ao longo de dois anos. Eles realizaram a coleta, limpeza e 

estruturação dos dados, com a finalidade de obtenção da matriz OD. Após a coleta, essa 

matriz OD foi comparada com os dados oficiais referentes a uma matriz sintética referente 

ao ano de 2014. Os resultados desta comparação apresentaram que o nível de precisão foi 

adequado e eficiente. 

Os resultados alcançados nesses estudos mostraram o potencial das redes 

sociais na estimação de matrizes OD. No entanto, são necessários análises mais 

detalhadas a respeito dessas matrizes para a sua real aplicabilidade em planejamento de 

transportes urbanos.  

 

4.2.2 Potenciais e limitações dos dados advindos das redes sociais 

 

Convencionalmente, as matrizes OD são derivadas por um processo 

complexo, que envolve diferentes métodos de coleta. Isso inclui alguns métodos, como a 

pesquisa OD domiciliar (Pires et al., 1997) e a pesquisa a partir de contagens volumétricas 

(ROBILLARD, 1975; CASCETTA,1984; HAZELTON, 2008). Essas metodologias são 

consideradas confiáveis e amplamente difundidas. Recentemente, as viagens obtidas 

através das redes sociais vêm sendo aplicadas em diferentes áreas do planejamento de 

transportes, no que se refere ao desenvolvimento de matrizes OD. Essas matrizes têm o 

potencial de servirem de base complementar aos diversos tipos de coleta convencionais. 

Além disso, elas possuem uma cobertura geográfica aceitável e um baixo custo de 

obtenção. A obtenção e aplicação desses dados em planejamento de transportes é 

relativamente nova, possuindo vantagens e desvantagens em comparação com as 
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abordagens tradicionais. Quando empregados para obtenção de uma matriz OD há um 

risco de vieses que precisam ser avaliados. Outro problema é a dificuldade da 

identificação de viagens curtas, assim como o reconhecimento do modo de transporte 

utilizado no deslocamento (RASHIDI et al., 2017). Tais problemas, contrastam com as 

abordagens tradicionais, que permitem questionar diretamente ao entrevistado qual o 

modo de transporte empregado para se deslocar. 

Esses desafios deixam evidente que, embora haja benefícios do uso desses 

dados para a obtenção da matriz OD, esses não são equiparáveis às abordagens 

tradicionais, ainda que a matriz OD das redes sociais forneça informações a respeito da 

mobilidade urbana, essa possui suas limitações. Uma outra desvantagem associada ao uso 

das redes sociais, refere-se à baixa consistência (SUN e LI, 2015). Um outro viés refere-

se ao fato de que os dados de redes sociais refletem os deslocamentos de indivíduos 

pertencentes a uma renda mais elevada.  

Os autores Pourebrahim et al. (2019) afirmaram que os dados do Twitter 

representam apenas os fluxos de viagens de pessoas de renda mais elevada. Daniele et al. 

(2015) afirmam que dados de redes sociais não representam todas as classes 

socioeconômicas, tendo como base a suposição de que apenas uma parte da população 

possui acesso ao smartphone e à internet. Li et al. (2013) empregaram dados 

georreferenciados do Twitter e do Flickr com a finalidade de compreender padrões 

espaciais e temporais dessas fontes de dados a nível nacional nos Estados Unidos. 

Variáveis socioeconômicas foram aplicadas ao modelo de regressão e os resultados 

indicam que pessoas com um perfil socioeconômico mais elevado possuem uma maior 

atividade nas redes sociais. Os autores Robertson e Feick (2016) observaram que esses 

dados não possuem o potencial de descrever áreas de extrema pobreza.  

Ademais, a quantidade dos dados a partir de redes sociais está em grande parte 

associada à propriedade de um smartphone e a conexão de uma internet móvel. Sloan e 

Quan-haase (2017) afirmaram que o Twitter é utilizado apenas por uma parcela da 

população e que parte dos seus usuários não estão com o receptor GPS ativo. Segundo 

Jiang et al. (2019), nem todos os usuários do Twitter compartilham a sua localização, 

resultando assim em um viés populacional que pode acarretar em uma superestimação ou 

subestimação do modelo. Segundo Jiang e Thill (2015), esses vieses precisam ser 

considerados ao empregar informações geográficas voluntárias, ou seja, dados passivos. 

Por outro lado, mesmo que esses dados sejam aceitáveis em termos de quantidade, a 
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representatividade a respeito da informação fornecida foi reconhecida como um 

problema. Segundo Kung et al. (2014) nem todas as pessoas usam redes sociais. Omri 

(2016) realizou uma pesquisa em nível nacional a respeito da representatividade dos 

dados advindos do Twitter nos Estados Unidos. Ele concluiu que esses dados podem ser 

representativos para um estado, mas não necessariamente para outro. Isso sugere que, 

independentemente de quão representativos sejam os dados do Twitter em nível nacional, 

a representatividade em nível estadual pode ser completamente diferente. Isso significa 

que, para alguns estados, os tweets podem ser representativos da população, enquanto, 

para outros, os tweets podem ser completamente insignificantes. Quercia et al. (2015) 

afirmam que os usuários das redes sociais não são necessariamente uma amostra 

representativa e sim que apenas constituem uma parte da população cujo uso tende a estar 

alinhado a um interesse específico. Conforme evidenciado pelos trabalhos citados, apesar 

desses dados possuírem as suas limitações, são considerados um subproduto valioso para 

o estudo dos padrões de deslocamentos.  

Embora os estudos mencionados anteriormente apresentem o potencial dos 

dados das redes sociais, deve-se mencionar as suas vantagens e desvantagens. É 

necessário que haja mais pesquisas para a compreensão do potencial desse tipo de dado. 

Apesar desses estudos terem sido realizados na compreensão dos padrões de mobilidade, 

é essencial mencionar o erro introduzido nos padrões devido à baixa representatividade e 

vieses presentes nos dados.  

 

4.2.3 Aplicabilidade de dados de redes sociais no planejamento de transporte 

 

Nos últimos anos, diversos trabalhos relacionados aos dados de redes sociais 

foram publicados. A maioria dessas pesquisas apresentaram o potencial destes dados na 

área do planejamento de transportes. Segundo Nikolaidou e Papaioannou (2018) existem 

três características importantes das redes sociais que interessam aos analistas de 

transportes. A primeira se refere ao conteúdo postado, geralmente a eventos ou ações 

vivenciadas por indivíduos. A segunda aborda que cada evento está relacionado a um 

determinado intervalo de tempo, ou seja, os usuários tendem a postar informações sobre 

o que aconteceu ou vai acontecer em um dado local. Por fim, cada evento é tido como 

algo importante para esses usuários. Segundo Gal-Tzur et al. (2014), as informações 
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publicadas nas redes sociais a respeito dos diversos acontecimentos na área de transporte 

são divididas em três tópicos: 

• Informações sobre a necessidade de se deslocar; 

• Obtenção de um evento que pode causar impacto na mobilidade, como 

congestionamento, acidente, etc; 

• Opiniões dos usuários acerca da qualidade de um dado serviço de transporte. 

A coleta dos dados das redes sociais como o Twitter, pode ser realizada em 

tempo real. Esses dados quando tratados, podem ser empregados para a detecção de 

acidentes, informações sobre tráfego, dentre outras (CHANIOTAKIS e ANTONIOU, 

2015). De modo geral, os dados das redes sociais vêm sendo aplicados a área de 

transportes, principalmente quando se refere a compreensão da mobilidade urbana, 

eventos no trânsito e obtenção de matrizes OD. 

 

4.2.3.1 Detecção de Eventos 

 

Alguns trabalhos originados a partir das redes sociais foram empregados para 

a detecção de eventos no trânsito. Wanichayapong et al. (2011) desenvolveram um 

algoritmo capaz de obter informações a respeito do tráfego em tempo real. As 

informações foram extraídas através de uma análise textual dos tweets e classificadas em 

duas categorias: ponto e link. Primeiramente, as informações do ponto foram associadas 

a um local (por exemplo, um acidente de carro em uma interseção), enquanto as 

informações do link foram associadas aos pontos de partida e chegada em uma rodovia 

(por exemplo, o congestionamento entre duas interseções). 

Gu et al. (2016) aplicaram uma metodologia de análise de texto, capaz de 

minerar tweets e obter informações relacionadas a incidentes que ocorrem no trânsito de 

forma barata. A metodologia foi empregada em duas regiões metropolitanas de Pittsburgh 

e Filadélfia. Os resultados forneceram informações razoáveis sobre determinadas vias 

arteriais. Eles descobriram que há mais informações sobre acidentes de trânsito nos finais 

de semana do que durante a semana. Além disso, observou-se que há mais ocorrências 

relatadas pelos usuários durante o dia. 

Zhang et al. (2016) verificaram a potencialidade dos tweets em representar 

determinados congestionamentos na rede viária dentro em um dado espaço de tempo. Eles 

combinaram um conjunto de tweets e dados a respeito do tráfego na Virgínia do Norte, 
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assim, foi obtida a correlação entre dois bancos de dados. Os resultados comprovaram o 

potencial dos tweets na detecção dos diversos picos ao longo do dia. Eles verificaram 

ainda a correlação entre a quantidade de tweets e o aumento do tráfego em algumas vias, 

e concluíram que as principais atividades do Twitter se relacionavam ao tráfego intenso. 

Ni et al. (2016) desenvolveram uma abordagem sistemática com a finalidade 

de prever o volume de passageiros em uma estação de metrô, através da utilização dos 

dados advindos do Twitter. O estudo foi realizado em New York e puderam observar que 

existe uma correlação entre o fluxo de passageiros e os check-ins. A metodologia 

consistiu em um algoritmo capaz de detectar determinados eventos no trânsito a partir da 

leitura de hashtag. Além disso, eles propuseram uma abordagem baseada em otimização 

paramétrica, conhecida como função de perda híbrida. Os resultados mostraram que 

houve um melhor desempenho do modelo ao empregar os dados. 

Paule et al. (2019) propuseram um método de inferência que utiliza uma 

abordagem de classificação a partir de tweets geolocalizados, com a finalidade de obter 

incidentes no trânsito. O estudo foi realizado em Chicago, New York. Os resultados 

apresentaram que o método de geolocalização dos check-ins pode ser útil para a 

compreensão e mapeamento de incidentes no trânsito. 

Xu et al. (2019) desenvolveram um método capaz de minerar e associar 

eventos ocorridos no trânsito. O estudo empregou dados do Twitter e foi realizado em 

Toronto, Canadá. Os tweets empregados foram treinados a partir de regras de associação. 

Diversas regras foram criadas com a utilização de aprendizagem de máquina. Essas regras 

se dividiram em: trânsito, acidentes, obras na rodovia e condições climáticas. Após a 

definição das regras, eles compararam os eventos detectados com dados de velocidade 

média, e verificaram que 81% dos eventos correspondem à realidade. Esta pesquisa 

forneceu esclarecimentos para o monitoramento das condições de tráfego em plataformas 

de transporte inteligente. 

Com base nesses dados, é possível detectar incidentes no tráfego urbano e 

superar algumas limitações enfrentadas pelas tecnologias de transporte convencional. De 

modo geral, os planejadores de transportes podem se beneficiar com uso desses dados, 

uma vez que os sensores tradicionais apenas detectam mudanças nas medidas de tráfego, 

e são incapazes de identificar o tipo de evento que está ocorrendo, além de poder ter 

feedback dos usuários (JONES et al., 2018).  

 

4.2.3.2 Mobilidade urbana e atividades 
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No planejamento de transportes, os dados das redes sociais podem ser 

empregados na identificação de padrões de mobilidade e atividades. A partir dos check-

ins geolocalizados, esses fornecem informações a respeito das atividades realizadas ao 

longo do dia, dias da semana e meses. Desse modo, esses dados fornecem informações 

importantes para planejadores de transportes (NIKOLAIDOU e PAPAIOANNOU, 

2018).  

Chaniotakis e Antoniou (2015) exploraram o potencial dos check-ins do 

Twitter na área de transporte. O estudo foi realizado em Atenas, Grécia. Os resultados 

indicaram que os check-ins podem explicar o comportamento de viagens dos indivíduos, 

principalmente quando se trata de indivíduos de renda mais elevada. Além disso, foi 

percebido que há um maior agrupamento de viagens atraídas para áreas de lazer em 

horário não comercial.  

Chaniotakis et al. (2016) extraíram check-ins do Twitter, Foursquare e 

Facebook, referentes à cidade de Thessalonki, Grécia. Foram empregados cinco meses 

de dados, referentes a aproximadamente 18.000 usuários. A metodologia aplicada 

consistiu em observar as atividades realizadas pelos usuários e suas características 

temporais. Os resultados evidenciaram que diferente da pesquisa convencional, os check-

ins são geralmente efetuados em atividades do tipo lazer. Eles concluíram que esses dados 

podem servir de base para a área de transporte, no que se refere obter os destinos de 

viagens pelo motivo lazer.  

Por outro lado, Abbasi et al. (2017) verificaram a aplicação de check-ins 

advindos do Foursquare na previsão de padrões de mobilidade em Manhattan, Nova 

York. Para isso, eles propuseram três cenários: distância de classificação, número de 

locais entre a origem e o destino e um esquema de ponderação de check-ins para calcular 

as classificações. A metodologia consistiu em um modelo conhecido como Rank, onde 

esse é baseado em classificação, sendo semelhante à estrutura do modelo de gravidade. 

Como esse modelo é parametrizado, foi necessário calibra-lo para determinar o parâmetro 

de ajuste. Mas, para o método de calibração foi aplicado o modelo de Hyman na matriz, 

onde esse minimiza a diferença entre a distância real e a distância modelada de modo 

repetitiva. Após isso, o melhor parâmetro determinado foi empregado para calcular a 

distribuição do fluxo de mobilidade. Após isso, o autor comparou os resultados obtidos 

com os dados de viagens de táxi, sendo esses fornecidos pela Comissão de Táxis e 
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Limousimnes (TLC). Os resultados indicaram que os dois primeiros cenários resultaram 

em padrões semelhantes. Mas, o terceiro cenário apresentou uma melhor precisão das 

previsões. Portanto, os check-ins desempenham um papel significativo na melhoria da 

previsibilidade dos padrões de mobilidade, que pode servir de apoio aos planejadores de 

transporte. 

Salas e Quezada (2017) validaram o uso do Twitter com a finalidade de 

mapear os padrões de mobilidade na cidade de Concepción, Chile. A metodologia se 

baseou no modelo de autocorrelação espacial bivariada. Os resultados evidenciaram uma 

quantidade de origens de viagens em áreas residenciais de alta renda situada ao norte do 

centro da cidade e na região sudoeste da cidade.  

Pimpale et al. (2018) analisaram o uso do Twitter para identificar indivíduos 

que exerciam influência em tópicos relacionados a área do sistema de transporte. O estudo 

foi aplicado no condado da Califórnia, Estados Unidos. A metodologia consistiu no 

desenvolvimento de um site atrelado ao Twitter, onde cada usuário selecionava um tópico 

relacionado a área de transporte. Em seguida, os tweets eram recuperados em tempo real 

e relacionados aos indivíduos considerados influentes com relação ao tópico específico. 

O grau de influência foi avaliado a partir de duas medidas. A primeira sendo o número de 

menções no Twitter e a outra sendo a quantidade de retweets. Além disso, os tweets foram 

relacionados a um banco de dados do Google Maps. Os autores concluíram que essa 

metodologia pode ser utilizada por órgãos responsáveis pelo sistema de transportes. Além 

disso, pode encorajar a limitar a desinformação e aceitação e um novo serviço de 

transporte.  

Carvalhoa et al. (2020) coletaram dados do Twitter para a compreensão dos 

padrões de mobilidade e atividades realizadas por eles na cidade do Porto, Portugal. Eles 

obtiveram aproximadamente 24876 tweets, do período de setembro de 2019 a fevereiro 

de 2020. As postagens foram divididas em diferentes grupos como: dias da semana, finais 

de semana, manhã, tarde e noite. Em seguida, identificaram os diferentes padrões de 

deslocamentos em termos espaciais e temporais. Os resultados apresentaram que existem 

pontos na cidade que são mais visitados do que outros locais. Esta análise, permitiu a 

compreensão da distribuição espacial das pessoas, além de descrever uma série de 

medidas relacionadas ao planejamento urbano. Uma das medidas seria tornar 

determinados locais da cidade mais atraentes, e assim, propor novas vias urbanas para o 

transporte público.  
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Miyazawa et al. (2020) avaliaram a relação entre informações textuais dos 

tweets e dados de GPS advindos de Smartphones no Japão. Eles empregaram um 

algoritmo para extrair informações textuais dos tweets. Em seguida, empregaram modelos 

de aprendizagem profunda com a finalidade de estimar diferentes padrões de mobilidade. 

Com base nos resultados, eles sugeriram que a combinação entre as bases de dados pode 

ser viável para a modelagem da dinâmica urbana.  

Os trabalhos supracitados tiveram como foco principal a aplicação dos dados 

das redes sociais na demanda por transportes. Compreender essa finalidade pode fornecer 

aos pesquisadores, planejadores de transportes e órgãos governamentais, uma visão mais 

ampla de como se encontra o sistema de transporte em um dado local, além de fornecer 

ideias para novas implementações.  

 

4.2.4  Considerações 

 

Os trabalhos supracitados apontam inquietações sobre o potencial das redes 

sociais na obtenção de matrizes OD, assim como uma baixa representatividade dos dados 

e vieses socioeconômicos. Além disso, verifica-se ainda a falta de um direcionamento a 

respeito da aplicabilidade dessa matriz OD na prática. Entender esse propósito pode 

fornecer aos pesquisadores, informações sobre uma visão mais ampla do sistema de 

transporte em um determinado local e gerir ideias para novas implementações. Embora a 

literatura apresente essas restrições, alguns pesquisadores mostraram que estes dados 

podem sim ser considerados um subproduto valioso para os diversos estudos, e quando 

estes são georreferenciados, agregam valor à diversas investigações potenciais na área do 

planejamento de transportes.  

 

4.3 Método 

 

Afim de se atingir o objetivo de comparação entre a matriz OD obtida a partir 

das redes sociais e a matriz OD modelada do TRANUS, realizou-se uma análise 

estatística, bem como uma avaliação da aplicabilidade da matriz OD advinda das redes 

sociais. Essa investigação considerou apenas dois motivos de viagens distintos: por 

motivo Trabalho e por motivo Outro. A Figura 21, ilustra a metodologia. 
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Figura 21 – Etapas Metodológicas  

Fonte: Elaborado pelo autor. 

 

4.3.1 Obtenção das matrizes 

 

Primeiramente, os dados que compuseram a matriz OD baseada nas redes 

sociais foram coletados tanto no Instagram quanto no Twitter. A matriz OD assim obtida, 

como descrito no Capítulo 2, considerou viagens por dois motivos, sendo eles: Trabalho 

e Outro, obviamente todos os motivos como educação e lazer, por exemplo, foram 

agrupados no motivo “Outro”. Durante recorte temporal usado para coleta dos dados das 

redes sociais, foram obtidos aproximadamente 1,37 milhões de check-ins, com base em 

131.943 usuários das redes sociais. Após os processos de estruturação dos dados, foram 

obtidas 288.264 viagens, equivalentes a um total de 77215 usuários. As viagens assim 

obtidas, constituíram duas matrizes, a saber: Matriz OD por motivo Trabalho e Matriz 

OD por motivo Outro. Com base nessas viagens, houve a necessidade de se compreender 

quem seriam os usuários que realizaram tais viagens, e a partir de testes estatísticos 

espaciais, verificou-se que a maioria desses indivíduos pertence às classes de média e a 

alta renda.  

Ressalte-se que devido à ausência de dados recentes coletados na área de 

estudo, através de uma pesquisa domiciliar e da impossibilidade de aguardo por uma nova 

pesquisa domiciliar, devido às restrições de tempo demandado para finalização desta 

investigação, foi necessário o uso, para efeito comparativo, de uma matriz OD externa 
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modelada. Tal matriz OD foi obtida a partir do uso do modelo integrado de transportes e 

uso do solo TRANUS, referente ao ano de 2015, para a mesma região estudada. Destaca-

se ainda que esta matriz OD foi obtida a partir da calibração dos modelos de transportes 

do TRANUS para o ano base de 2000, com base em informações da pesquisa domiciliar 

de 1996. Em seguida os parâmetros iniciais foram empregados para calibração do ano 

base de 2015 considerando novas medidas de desempenho (SOUZA, et al., 2019). A 

matriz OD do TRANUS foi modelada para a hora pico da manhã (entre 7:00 e 8:00) de 

um dado dia útil.  

De forma análoga, a matriz OD das redes sociais obtida também corresponde 

a um dado dia útil. Vale ressaltar ainda que para todas as análises posteriores, considerou-

se que os indivíduos se deslocaram através do modo motorizado individual uma vez que 

no Capítulo 2, as viagens obtidas corresponderam aos indivíduos pertencentes em sua 

grande maioria a média e a alta renda. Por outro lado, empregou-se duas matrizes OD do 

TRANUS, a saber: por motivo Trabalho da população de renda média e alta (modo 

motorizado) e uma outra matriz por motivo Outro (modo motorizado).  

 

4.3.2 Análise exploratória da comparação entre as matrizes 

 

Essa etapa consistirá em uma análise de similaridade, ou seja, serão realizadas 

comparações entre as matrizes OD das redes sociais e as matrizes OD do TRANUS, 

levando em consideração o motivo da viagem. Inicialmente, as matrizes serão 

exemplificadas através de mapas de agrupamento de Moran (LISA Cluster Map), 

elaborados a partir da plataforma computacional GeoDA. Assim, será possível identificar 

a distribuição espacial das origens e destino de ambas as matrizes. A partir dessas 

análises, ficará evidente as zonas em comum entre os mapas, e assim pode-se definir 

algum grau de similaridade entre elas.  

 

4.3.3 Teste de estatístico de comparação  

 

Em seguida, serão aplicados dois testes estatísticos, sendo eles: o teste t-

pareado e o de regressão linear. O primeiro terá como objetivo compreender se não há 

diferença entre as médias de viagens entre as duas matrizes OD em análise, com base no 

tipo de motivo. Para esse fim, as matrizes OD serão pareadas de forma alternada, levando 
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em consideração o motivo das viagens. A análise será realizada entre grupos de valores 

não independentes.  

Sendo as hipóteses definidas como: 

 

.𝐻3:	𝜇56789 = 𝜇566:9, 	𝜇55789 = 𝜇556:9, 	𝜇86789 = 𝜇866:9, 	𝜇85789 = 𝜇856:9
𝐻.:		𝜇56789 ≠ 𝜇566:9, 	𝜇55789 ≠ 𝜇556:9, 	𝜇86789 ≠ 𝜇866:9, 	𝜇85789 ≠ 𝜇856:9

 

 

A hipótese nula considera que não há diferença entre as médias populacionais, 

ou seja, a média de viagens entre as origens e destinos das matrizes são iguais. Desse 

modo, ao se comparar em dupla as origens de viagens da matriz OD das redes sociais 

(OTRDS - Trabalho e OTTNS - Trabalho) com as origens da matriz OD do TRANUS 

(OORDS - Outro e OOTNS - Outro), essas não irão variar significativamente segundo a 

hipótese nula. Do mesmo modo, ao se comparar os destinos de viagens da matriz das 

redes sociais (DTRDS – Trabalho e DORDS - Outro) com os destinos da matriz do 

TRANUS (DTTNS - Trabalho e DOTNS - Outro), essas tenderão a se comportar de modo 

semelhante, ou seja, não variar significativamente. Caso a hipótese nula seja rejeitada, 

existirá indícios para aceitação da hipótese alternativa. A hipótese alternativa indica que 

uma das matrizes se comportou de modo diferente. 

Logo após a aplicação do teste t-pareado, será aplicado o teste de regressão 

linear. Esse tem como objetivo medir o quão semelhante as matrizes são, tendo o R–

quadrado como base.  No decorrer da análise, se o valor do R-quadrado for 

significativamente alto, isso indicará a existência de correlação entre as matrizes; caso 

contrário, indicará uma fraca correlação. Por fim, serão formuladas conclusões sobre os 

resultados dessa tentativa de comparação. 

 

4.3.4 Avaliação de aplicabilidade 

 

Com base nos resultados exploratórios e testes estatísticos, serão abordadas 

as conclusões das possíveis aplicabilidade dessa matriz OD na área do planejamento de 

transportes.  

 

4.4 Resultados 
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Os resultados aqui apresentados, foram baseados na matriz OD das redes 

sociais provenientes do Capítulo 2 e a matriz OD do TRANUS. A abordagem empregada 

permitiu identificar visual e estatisticamente as semelhanças existentes entre as matrizes 

OD das redes sociais e as matrizes OD do TRANUS, com base nas origens e destinos das 

viagens para ambos os motivos. Porém, as análises realizadas partiram da premissa de 

que as viagens obtidas a partir das redes sociais foram efetivadas pelo modo motorizado 

e em sua grande maioria por indivíduos pertencentes a média e alta renda.  

 

4.4.1 Análise exploratória 

 

Inicialmente, foi realizada uma análise exploratória (visual) e comparativa 

entre as origens e destinos das matrizes OD das redes sociais com as origens e destinos 

das matrizes OD do TRANUS, com base no motivo da viagem e da renda. Assim, as 

matrizes OD do TRANUS empregadas nesta análise equivalem àquelas nas quais as 

viagens foram realizadas por indivíduos de média e alta renda com base no modo 

motorizado.  

 

4.4.1.1 Número de viagens por motivo Trabalho originadas em uma dada Zona de tráfego 

 

A Figura 22 apresenta o LISA Cluster Map (Figura 22a.1 e 22b.1) para as 

Origens por motivo Trabalho das duas matrizes. O LISA Cluster Map indica os 

agrupamentos estatísticos para a origem por motivo Trabalho, que foram obtidos a partir 

do critério de contiguidade (queen) para a matriz de proximidade (W), além do gráfico de 

dispersão com índice de Moran (Figura 22a.2 e 22b.2). A decisão de empregar essa matriz 

de proximidade (queen) se deu pela sua simplicidade de compreensão, visto que ela 

considera apenas as zonas que possuem uma fronteira em comum. As zonas de cor cinza 

representam as que não estão inclusas no estudo. Como se pode notar no mapa de 

agrupamento de Moran da Figura 22a.1, existe uma configuração espacial bem definida 

com um índice de autocorrelação de Moran de 0,34. Enquanto na Figura 22b.1, verifica-

se um perfil espacial ainda mais significativo com um índice de Moran de 0,51. Ainda no 

mapa de agrupamento (Figura 22a.1), se observa um agrupamento de zonas em High-

High (alto-alto, zonas com valores estatisticamente elevados da variável, vizinhas de 

zonas com valores igualmente altos) ao norte e a leste da cidade. Essas zonas são 
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habitadas predominantemente por indivíduos de renda mais elevada. As zonas Low-Low 

(baixo-baixo, zonas com valores estatisticamente baixos da variável vizinhas de zonas 

com valores igualmente baixos) estão espalhadas a oeste e sudoeste da cidade em regiões 

periféricas. Ao passo que, a Figura 22b.1 apresenta um agrupamento de zonas High-High 

predominante na área norte da cidade. Nesta região, encontram-se indivíduos 

pertencentes à classe de alta renda.  As zonas Low-Low estão agrupadas a leste, oeste e 

sul da cidade. Esses agrupamentos ocorrem em áreas onde predominam em sua maioria 

indivíduos pertencentes à classe de baixa renda. De modo geral, existe um padrão 

semelhante entre os gráficos (Figuras) quando se refere  

às zonas High-High. Mas, quando se analisa as zonas Low-Low, verifica-se um padrão 

distinto. Isso significa que a Figura 22b.1 possui certos comportamentos que não são 

vistos na Figura 22a.1. 

 

Figura 22 – Comparação entre LISA Cluster Map e gráfico de dispersão do 
modelo das origens de viagens das redes sociais (a) e o LISA Cluster Map e 
gráfico de dispersão do modelo das origens de viagens do TRANUS (b) por 

motivo Trabalho 

 
Fonte: Elaborado pelo autor. 

 

4.4.1.2 Número de viagens por motivo Outro, originadas em uma dada Zona de tráfego 

 

A partir da Figura 23a.1 verifica-se as zonas High-High a norte e a leste da 

cidade. Essas zonas e suas vizinhas realizam um número estatisticamente elevado de 
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viagens por motivo Trabalho, enquanto as zonas High-Low que estão localizadas a oeste 

são aquelas que realizam viagens por motivo Outro, e as suas zonas vizinhas possuem 

efeito contrário. Essas zonas são adensadas por domicílios de média e alta renda. Além 

disso, se pode notar que algumas zonas a oeste da cidade aparecem em Low-Low. Essas 

detêm características contrárias às zonas High-High, apresentando uma tendência a não 

realizar viagens por esse motivo. Por outro lado, a partir Figura 23b.1 observa-se as zonas 

High-High a norte, leste e oeste exclusivamente. Enquanto as zonas High-Low se 

agrupam a sudeste da cidade, diferente da Figura 23a.1. Do mesmo modo, as zonas Low-

Low se comportam de forma diferente da Figura 23a.1, ou seja, elas se agrupam a leste e 

a sudeste. Em seguida, obteve-se o índice de Moran de 0,31 (Figura 23a.2), o que indica 

a existência de correlação espacial. Em contrapartida, na Figura 23b.2 observa-se um 

índice de Moran de aproximadamente 0,22.   

De modo geral, as Figuras possuem alguns padrões semelhantes. Mas, a 

Figura 23a.1 possui algumas zonas High-High a mais do que a Figura 23b.1. Isso indica 

que as zonas que se encontram a leste, originam viagens pelo motivo Outro, e que não é 

possível identificar ao se analisar a Figura 23b.1. 

 

Figura 23 - Comparação entre LISA Cluster Map e gráfico de dispersão do 
modelo das origens de viagens das redes sociais (a) e o LISA Cluster Map e 
gráfico de dispersão do modelo das origens de viagens do TRANUS (b) por 

motivo Outro 

 
Fonte: Elaborado pelo autor. 
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4.4.1.3  Número de viagens por motivo Trabalho destinadas a uma dada zona de tráfego 

 

Nas Figuras 24a.1 e 24b.1, se apresentam o LISA Cluster Map, mapeando os 

agrupamentos espaciais das viagens atraídas por motivo Trabalho. Como se pode 

observar na Figura 24a.1, ao norte, sudeste e uma zona a sudoeste da cidade, há 

agrupamentos do tipo High-High da variável número de viagens atraídos. Isso significa 

que essas são regiões que mais atraem viagens na cidade. Enquanto a Figura 24b.1 

apresentam zonas do tipo High-High ao norte e centro exclusivamente. O padrão em 

ambas as Figuras são plausíveis, uma vez que esses agrupamentos abrangem o centro da 

cidade, áreas comerciais importantes e shoppings centers. Essas regiões concentram 

grande parte dos empregos da cidade.  

Por outro lado, na Figura 24a.1 verifica-se que as zonas em Low-Low se 

encontram espalhadas exclusivamente em áreas periféricas por toda a cidade. Enquanto 

na Figura 24b.1, essas zonas encontram-se a leste, sudeste e sul da cidade. Diante do 

nítido padrão de agrupamentos concentrados em regiões específicas, o índice de Moran 

da Figura 24a.2 foi equivalente 0,33, enquanto na Figura 24b.2 foi 0,32. Esses valores 

indicam uma significativa autocorrelação espacial da variável o que de fato pode ser 

observado através do LISA Cluster Map e do mapa de significância de Moran.  

As Figuras 24a.1 e 24b.1 possuem uma grande distinção quando se analisa as 

zonas Low-Low. Pois, a Figura 24a.1 possui um padrão que se distribui ao longo do 

território, enquanto a Figura 24b.1 apresenta um agrupamento exclusivo a leste.  

  



89 
 

Figura 24 - Comparação entre LISA Cluster Map e gráfico de dispersão do 
modelo das destino de viagens das redes sociais (a) e o LISA Cluster Map e 

gráfico de dispersão do modelo dos destinos de viagens do TRANUS (b) por 
motivo Trabalho 

 
Fonte: Elaborado pelo autor. 

 

4.4.1.4 Número de viagens por motivo Outro, destinadas a uma dada zona de tráfego. 

 

A caracterização do número de viagens atraídas por motivo Outro consistiu 

em uma análise exploratória da variável, como explicado na apresentação do método. 

Essa análise foi feita com base na Figura 25, que apresenta o LISA Cluster Map (Figura 

25a.1). A partir da Figura 25a.1, se verifica que as zonas do tipo High-High estão 

localizadas em boa parte da região norte, sudeste e sudoeste da cidade. Enquanto na 

Figura 25b.1, as zonas do tipo High-High se agrupam ao norte e centro da cidade. De 

modo geral, existe uma baixa relação entre as duas matrizes quando se refere a destino de 

viagens por motivo Outro. Nessas zonas High-High, encontram-se diversos locais onde 

as pessoas costumam ir para realizar outras atividades que não sejam trabalho, como fazer 

compras, ou seja, nelas se concentram diversos locais de lazer, cuidado com a saúde, 

centro de eventos e de convenções, supermercados, shopping’s centers, farmácias, 

restaurantes e academias. Ainda com base na Figura 25a.1, existem outras zonas em High-

High espalhadas na região sul da cidade que concentram alguns estabelecimentos 

públicos importantes, como o hospital Sarah Kubitscheck e o estádio Castelão. Por outro 
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lado, as zonas em Low-Low estão espalhadas em pequenas zonas residenciais na região 

noroeste da cidade.  

De modo geral, essas duas Figuras mostraram-se diferentes. Talvez os 

destinos das viagens com base nos dados de redes sociais não possam ser explicados a 

partir dos destinos da matriz OD do TRANUS.  

 

Figura 25 - Comparação entre LISA Cluster Map e gráfico de dispersão do 
modelo dos destinos de viagens das redes sociais (a) e o LISA Cluster Map e 
gráfico de dispersão do modelo dos destinos de viagens do TRANUS (b) por 

motivo Outro 

 
Fonte: Elaborado pelo autor. 

 

Com base nas análises, pode-se verificar que os padrões entre origens e 

destinos das matrizes se assemelham, porém com exceção dos destinos por motivo Outro. 

Este último apresentou um comportamento diferente dos demais. O destino por motivo 

Outro difere ao mostrar que zonas de destino não se assemelham às da matriz OD do 

TRANUS, porém algumas zonas Low-Low aparece em uma e na outra não. Isso sugere 

que os usuários das redes sociais são um pouco diferentes dos usuários modelados no 

TRANUS. De modo geral, apesar de existir uma ligeira semelhança entre as matrizes, 

ainda não está claro o grau de semelhança entre elas. Assim, o próximo passo será a 

aplicação de testes estatísticos para comparar e concluir se existe ou não semelhança entre 

elas.  
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4.4.2 Análise comparativa 

 

Neste tópico são apresentados os resultados acerca do teste t-pareado e do 

teste de regressão linear, esse por último, teve como finalidade medir o nível de relação 

entre os pares.  

Os resultados obtidos a partir da comparação entre os pares são apresentados 

nas Tabelas 6, 7, 8 e 9. A Tabela 6 apresenta uma comparação entre o número de viagens 

por motivo Trabalho originadas em uma dada zona. Nesse caso foram utilizadas as 

origens das viagens pelo motivo Trabalho da matriz OD das redes sociais (OT_RDS) e da 

matriz OD do TRANUS (OT_TNS). Já a Tabela 7 exibe a comparação entre o número de 

viagens, por motivo Outro, originadas em uma dada zona. Para essa comparação, foram 

empregadas as origens das viagens pelo motivo Outro da matriz OD das redes sociais 

(OO_RDS) e da Matriz OD do TRANUS (OO_TNS). A Tabela 8 traz uma comparação 

entre o número de viagens por motivo Trabalho destinadas a uma dada zona de tráfego. 

A análise comparativa foi realizada entre os destinos de viagens pelo motivo Trabalho da 

matriz OD das redes sociais (DT_RDS) e da matriz OD do TRANUS (DT_TNS). Por fim, 

a Tabela 9 apresenta uma comparação entre os destinos de viagens pelo motivo Outro da 

matriz OD das redes sociais (DO_RDS) e da matriz OD do TRANUS (DO_TNS). 

Com base nos resultados das Tabelas, verificou-se que apenas a Tabela 9 

apresentou um valor da estatística t acima do t crítico bi-caudal de 1,97, com um 

coeficiente de determinação R²=0,09, onde esse valor é considerado baixo. Isso significa 

que os destinos de viagens por motivo Outro das redes sociais não possuem relação com 

os destinos por motivo Outro do TRANUS. Os demais resultados como apresentam as 

Tabelas 6, 7 e 8 foram significativos. A relação entre as origens por motivo trabalho da 

matriz OD das redes sociais e a matriz OD motivo trabalho do TRANUS foi de 

aproximadamente 0,52. Enquanto, a relação entre as origens da matriz OD das redes 

sociais por motivo Outro e a matriz OD do TRANUS foi de 0,42. Por fim, os destinos de 

viagens por motivo trabalho entre as matrizes OD foi de 0,33.  

A divergência verificada entre a matriz OD da redes sociais por motivo Outro 

e a matriz do TRANUS por motivo Outro, pode estar relacionada ao fato de que o “Outro” 

é um motivo que agrega diversas atividades e isto pode ter concorrido para que os 

resultados fossem discrepantes, ou seja, o que está dentro do grupo Outro em uma matriz 
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e em outra matriz podem e certamente não sejam exatamente os mesmos motivos e por 

conseguinte as mesmas classes de usuários. 

 
Tabela 6 – Teste t 

 OT_RDS OT_TNS 
Média 11,56 10,06 
Variância 251,4 483 
gl 232  
Stat t 1,32  
P(T<=t) bi-caudal 0,1873  
t crítico bi-caudal 1,97  

Fonte: Elaborado pelo autor. 

Tabela 7 – Teste t 
 OO_RDS OO_TNS 

Média 10,09 9,06 
Variância 197 386 
gl 232  
Stat t 1,73  
P(T<=t) bi-caudal 0,13  
t crítico bi-caudal 1,97  

Fonte: Elaborado pelo autor. 

 
Tabela 8 – Teste t 

 DT_RDS DT_TNS 
Média 13,4 12,2 
Variância 203 432 
gl 232  
Stat t 1,67  
P(T<=t) bi-caudal 0,15  
t crítico bi-caudal 1,97  

Fonte: Elaborado pelo autor. 

 
Tabela 9 – Teste t 

 DO_RDS DO_TNS 
Média 8,74 5,80 
Variância 144 51 
gl 233  
Stat t 3,41  
P(T<=t) bi-caudal 0,0007  
t crítico bi-caudal 1,97  

Fonte: Elaborado pelo autor. 

 

No entanto, é importante ressaltar que essa tentativa de comparação entre as 

matrizes não foi feita utilizando dados oficiais de pesquisas origem e destino, mas sim 

com os resultados de um outro esforço de modelagem e que isto só foi feito, devido à 
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indisponibilidade de pesquisas domiciliares de origem e destino em Fortaleza desde 1996 

e também devido ao fato de este trabalho utilizar dados que surgiram recentemente. 

Porém, sabe-se que a cidade de Fortaleza passou por uma pesquisa domiciliar em 2019, 

e o fato de que até dezembro de 2020 ainda não foram divulgados seus resultados, ratifica 

ainda mais uma das desvantagens desse método, relacionada ao tempo de coleta e análise 

dos dados. Motivo pelo qual foi necessário usar os dados oriundos da modelagem 

integrada de transportes e uso do solo, o TRANUS.  

Ainda que a matriz do TRANUS tenha sido obtida através de um esforço 

complexo de modelagem, não deixa de ser um modelo e nesse sentido, apenas uma 

tentativa de representar a realidade. Portanto, com nos resultados obtidos, pode-se afirmar 

que os dados de redes sociais podem ser empregados para as diversos estudo no 

planejamento de transportes, como exemplo, o estudo dos padrões de mobilidade na 

região estudada. Contudo, com esses resultados, levantam-se outras questões sobre, por 

exemplo, quem seriam esses usuários de redes sociais e quais grupos sociais eles 

representam, uma vez que se acreditava ser possível capturar o comportamento dos 

grupos de renda mais elevada da cidade a partir desses dados. Talvez esse seja um 

subgrupo ainda mais específico de pessoas de renda mais elevada, de uma determinada 

faixa etária e que vive um estilo de vida mais específico.   

 

4.4.3 Avaliação de aplicabilidade das Matrizes OD de Redes Sociais 

 

Com base nos resultados exploratórios e estatísticos, verificou-se que as 

matrizes OD das redes sociais possuem uma relação positiva com as matrizes OD do 

TRANUS, com exceção dos destinos de viagens, por motivo Outro, que apresentou uma 

baixa correlação. Porém, com base nos resultados, verifica-se a necessidade de avaliar as 

possíveis aplicabilidades dessa matriz OD das redes sociais. 

De modo geral, tais matrizes OD podem ser empregadas, por exemplo, para 

tentar compreender as dinâmicas de viagens urbanas em diferentes escalas temporais, 

como também, detectar congestionamentos de tráfego urbano e fluxos de deslocamento. 

Na área do planejamento de transportes, a matriz OD é uma ferramenta fundamental para 

a realização de diagnóstico, prevendo a demanda de viagens e contribuindo para a 

modelagem de transporte e otimização da rede. Os fluxos entre origem e destino, 

fornecem informações úteis para a previsão de serviços e estratégias de controle, como 
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por exemplo, para fins de modelagem. Mas, além das origens e destinos, é necessário 

identificar as preferências modais (RASHIDI et al., 2017). Porém, sabe-se que a partir 

das matrizes OD das redes sociais, a escolha modal é uma de suas limitações (RASHIDI 

et al., 2017). 

Tradicionalmente, a matriz OD é obtida através de pesquisas domiciliares, 

contagens volumétricas, etc. No entanto, são consideradas caras, demoradas e estáticas. 

Mas, como apresentado nesta investigação, os dados oriundos de redes sociais, do Twitter 

e do Instagram em particular, fornecem uma nova maneira de estimar uma matriz OD, 

que pode servir de base complementar à pesquisa domiciliar.  

Arjona e Palomares (2019) obtiveram uma matriz OD a partir dos dados do 

Twitter e identificaram os destinos pelo motivo Trabalho. O estudo foi realizado na área 

metropolitana de Madri como estudo de caso. Assim como eles, nessa Tese foi estimado 

os destinos de viagens pelo motivo Trabalho, levando em consideração o uso do solo e o 

horário do check-ins. Além disso, sabe-se que ao realizar a comparação entre a matriz OD 

das redes sociais e a matriz OD do TRANUS, essa mostrou-se ter um comportamento 

parecido. Segundo Pajevic e Shearmur (2017), obter uma matriz OD pelo motivo 

trabalho, não é apenas de interesse acadêmico, mas de interesse prático por urbanistas e 

planejadores de transportes. Ela fornece informações de como os trabalhadores se movem 

ao longo do dia, além disso, pode servir de input para o gerenciamento de sistemas de 

transportes e de espaços públicos. 

Por outro lado, segundo a literatura a matriz OD das redes sociais pode ser 

empregada na etapa de distribuição de viagens, sendo essa uma das etapas do modelo 

sequencial, ou melhor, do modelo de quatro etapas. A etapa de distribuição de viagens 

busca alocar as viagens produzidas e atraídas, e esse processo proporciona uma melhor 

compreensão dos fluxos de viagens dentro do meio urbano (FAGNANT e 

KOCKELMAN, 2014). Pourebrahim et al. (2018) investigaram a aplicabilidade de uma 

matriz OD a partir de dados do Twitter na previsão da distribuição de viagens na cidade 

de New York, EUA. Eles aplicaram os fluxos de viagens em dois modelos, redes neurais 

e o gravitacional. Os resultados apresentaram que a matriz OD fruto do Twitter pode 

servir na modelagem de transporte, mais precisamente na previsão de viagens. Os autores 

verificaram que ao aplicar os fluxos de viagens em ambos os modelos, pode-se observar 

uma diminuição do erro quadrado e um aumento do R². Além disso, verificou-se que o 

modelo gravitacional superou o de redes neurais. Com base neste trabalho, sabe-se que 

as matrizes das redes sociais como o Instagram e o Twitter podem ser aplicadas com a 
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finalidade de compreender os diferentes fluxos dentro do meio urbano, servindo de base 

para o planejamento de transportes. Além desse tipo de aplicação, a matriz OD das redes 

sociais pode ser empregada na previsão de tráfego (Beiro et al., 2016), Padrões de 

mobilidade (Kurkcu et al., 2016) e fluxos migratórios (Hsiao et al., 2020). Apesar dessas 

vantagens, deve-se ressaltar que esse tipo de matriz possui diversos vieses, 

socioeconômicos, sexo, idade, etc. Esses vieses precisam ser considerados e mencionados 

ao lidar com esse tipo de fonte de dados (CEBELAK, 2015). Em contrapartida, esse tipo 

de matriz OD possui como vantagem poder servir de input para diversos estudos em 

transportes, em especial de servir de complemento a matriz OD domiciliar.  

 

4.5 Considerações finais 

 

Neste capítulo, foi realizada uma comparação entre a matriz OD desenvolvida 

a partir das redes sociais e a matriz OD modelada do TRANUS. Inicialmente, as matrizes 

foram coletadas, sendo elas, a matriz OD das redes sociais obtida no Capítulo 2 e uma 

matriz externa que foi obtida através de uma modelagem integrada de transportes e uso 

do solo, o TRANUS. Em seguida, foi realizada uma análise de similaridade prévia entre 

as matrizes com uso de mapas de agrupamento de Moran (LISA Cluster Map). Após essa 

análise prévia, foram aplicados dois testes estatísticos, o teste t-pareado e o teste de 

regressão linear. Baseado nessas análises, foi possível obter resultados finais acerca da 

semelhança entre as matrizes. Por fim, foram abordados possíveis aplicabilidades dessa 

matriz OD no planejamento de transportes. 

Os resultados prévios mostraram que existe uma similaridade entre as 

matrizes OD, com exceção dos destinos por motivo Outro das redes sociais, esses 

mostraram-se diferentes. Uma das possíveis explicações para essa discrepância é a de que 

as atividades, por motivo Outro, realizadas pelos usuários das redes sociais sejam 

diferentes das atividades dos usuários consideradas pelo TRANUS. Em seguida, os testes 

estatísticos, tais como o teste t-pareado e o teste de regressão identificaram que as 

matrizes possuem similaridade e correlação, apenas os destinos por motivo Outros 

diferiram, com um R² de 0,09. Com base nos demais resultados, verifica-se as diferentes 

possibilidades de aplicações das matrizes OD na engenharia de transportes. A partir da 

matriz OD das redes sociais pelo motivo Trabalho, essa pode fornecer informações de 

como os trabalhadores se deslocam ao longo do dia, semanas e meses. Esse tipo de 

informação pode servir de input para o gerenciamento dos sistemas de transportes. Por 
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outro lado, essa matriz OD pode ser empregada de entrada na distribuição de viagens, e 

assim, ser possível compreender melhor os fluxos de viagens dentro do meio urbano. 

Embora a matriz OD das redes sociais possa ser utilizada em diversas aplicações na área 

do planejamento urbano, deve-se destacar que esse tipo de matriz possui alguns vieses, 

sendo eles socioeconômicos, de gênero, idade, etc. Ao lidar com essas fontes de dados 

passivos, esses vieses precisam ser considerados e mencionados. Um outro ponto a ser 

mencionado é a de que a matriz OD externa empregada foi realizada a partir de uma 

estimativa para o ano base de 2000, com informações da pesquisa domiciliar de 1996. 

Onde esses parâmetros iniciais foram utilizados para calibrar o ano de 2015. E os dados 

das redes sociais são referentes ao ano de 2018. Assim, verifica-se a existência de uma 

defasagem temporal entre as duas matrizes, além disso, a matriz do TRANUS foi 

originada a partir de estimativas e premissas diferentes. Apesar do resultado da 

comparação ter sido satisfatório, faz-se necessário realizar uma comparação a partir de 

dados advindos da pesquisa domiciliar de 2019, que até o momento não foi divulgada.   
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5 CONCLUSÕES 

 

Tradicionalmente, o planejamento de transportes emprega a pesquisa OD 

domiciliar para a estimação da matriz OD. Tal abordagem apresenta algumas limitações 

relativas tanto à operacionalização da pesquisa quanto à qualidade das informações 

obtidas. Além disso, apresenta algumas desvantagens, tais como elevado custo financeiro 

e de tempo (normalmente mais de um ano). Ademais, esse tipo de pesquisa carece de 

constantes atualizações, sendo estas realizadas em uma frequência de 5 a 10 anos. Como 

exemplo, a cidade de Fortaleza não tem uma pesquisa do gênero há aproximadamente 24 

anos. Tais limitações podem ser mitigadas a partir do uso de novas fontes de dados como, 

por exemplo, as redes sociais. Estas possibilitam a geolocalização dos seus usuários no 

momento em que esses compartilham os seus check-ins. Esse tipo de dado apresenta a 

grande vantagem de ser coletado de imediato e, quando combinado com dados 

socioeconômicos e de uso do solo, desponta como potencial fonte de informação para 

estimar padrões de mobilidade no meio urbano.  

A partir dessa contextualização, esta pesquisa teve como objetivo geral 

analisar a aplicabilidade dos dados provenientes de redes sociais como o Twitter e o 

Instagram para a obtenção de uma matriz OD na cidade Fortaleza-CE. Objetivo esse que 

foi atingido com sucesso nesta investigação, na qual foram respondidas as questões de 

pesquisas que a embasam, e são apresentadas no tópico a seguir, bem como as suas 

principais conclusões.  

 

5.1 Questões de pesquisa e conclusões 

 

Diante das lacunas encontradas na literatura com relação a um método capaz 

de obter uma matriz OD, compreender o grau de variação das viagens entre dias úteis e 

as possíveis aplicabilidades da matriz OD, surgiram as questões de pesquisa. Essas estão 

elencadas e respondidas baseadas nos Capítulos 2, 3 e 4. 
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• Como definir e caracterizar os deslocamentos a partir de dados geolocalizados 

advindos do Instagram e do Twitter?  

 

Com base nos dados do Instagram e do Twitter, foi possível definir e 

caracterizar os deslocamentos entre origens e destinos. Essas informações são valiosas 

para etapas posteriores, como a modelagem da demanda por viagens. Então, de posse dos 

dados e a partir de critérios definidos, foram inferidos as origens (domicílios) e os 

destinos. Variáveis de uso do solo serviram de apoio para inferir os motivos dos destinos 

e, a partir dessas origens e com o uso de variáveis socioeconômicas, foi identificado o 

perfil socioeconômico dos usuários.  

 Os resultados revelaram que o método foi eficiente em identificar as origens 

(domicílios) e os destinos de viagens, ou seja, em estimar a matriz OD. Além disso, foram 

inferidos os motivos de viagens, sendo eles: Trabalho e Outro. Análises estatísticas 

apresentaram que os domicílios amostrados estão localizados em regiões de média e alta 

renda. Desse modo, esses dados podem não representar viagens efetuadas por usuários de 

renda mais baixa em Fortaleza. Uma explicação para isso é a de que pessoas com esse 

perfil, em sua maioria, não têm acesso à internet de redes móveis e nem ao smartphone. 

Em tese, esses dados se mostraram promissores para inferir a mobilidade dos usuários de 

média e alta renda na cidade de Fortaleza.  

 

• Como as viagens baseadas em redes sociais variam ao longo dos dias e finais de 

semana? 

 

A partir dos dados do Instagram e do Twitter, foi possível entender o 

comportamento de viagens, ou melhor, a variabilidade de viagens na cidade de Fortaleza. 

Compreender a variabilidade pode interferir positivamente em melhores esquemas de 

gerenciamento de demanda na cidade. Portanto, uma metodologia foi desenvolvida para 

analisar o grau de variação do comportamento de viagens entre dias úteis e finais de 

semana, ao longo de oito meses. Hipóteses foram levantadas a partir de uma revisão da 

literatura e investigadas com base em testes estatísticos como o ANOVA e o Tukey. 

 Os resultados indicaram que existe uma transição entre os dias úteis e os 

finais de semana, mais precisamente nos dias equivalentes às quintas-feiras e sextas-
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feiras. Como critério que atesta a confiabilidade desses dados, pode-se verificar uma 

maior frequência de viagens por motivo Trabalho durante a semana, e o oposto nos finais 

de semana. Ao comparar a média de viagens, por motivo Outro, entre sábados e domingos 

constatou-se não haver variações significativas. Além disso, verificou-se que a sexta-feira 

possui uma tendência a ter uma média maior de viagens e que a quantidade de viagens 

dos dias da semana difere do domingo para ambos os motivos. Por fim, observou-se que 

a quantidade de viagens do domingo difere do sábado e uma razão para isso é que os tipos 

de atividades realizadas em ambos os dias são diferentes. De uma perspectiva 

fenomenológica, verificou-se que as viagens baseadas em redes sociais podem explicar a 

variabilidade de viagens entre dias. Porém, é preciso levar em consideração as 

características de quem são esses usuários, explorado no Capítulo 2.  

 

• Como investigar a semelhança entre a matriz OD das redes sociais e a matriz OD 

externa? 

 

Com base em testes estatísticos foi possível comparar as matrizes. 

Primeiramente, as matrizes foram coletadas e em seguida foi observado à similaridade 

entre elas, representadas com base nos mapas de agrupamento de Moran (LISA Cluster 

Map). De acordo com a análise anterior, foram aplicados dois testes estatísticos, e 

verificado as possíveis similaridades entre as matrizes OD. Por fim, com base na matriz 

OD das redes sociais, foi discutida as possíveis aplicabilidades dessa matriz. Os 

resultados dos testes estatísticos deixam clara a existência de similaridade entre as 

matrizes, com exceção dos destinos de viagens, por motivo Outro, que foram diferentes, 

com um R² de 0,09. Com base nos resultados, é possível analisar possíveis aplicabilidades 

da matriz OD das redes sociais na engenharia de transportes. Um exemplo a ser 

mencionado é a matriz OD por motivo Trabalho, essa pode fornecer informações acerca 

dos deslocamentos dos trabalhadores dentro do meio urbano, servindo como input para o 

gerenciamento de sistemas de transportes. Além disso, essa pode servir de entrada para o 

modelo de distribuição, e assim, ser possível compreender os fluxos de viagens dentro do 

meio urbano. Embora essa matriz possa ser empregada em diversos campos do 

planejamento urbano, deve-se destacar os seus vieses e limitações. 
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5.2 Sugestões para trabalhos futuros 

 
Para trabalhos futuros de pesquisa, seguem algumas sugestões: 

• Buscar novas fontes de dados, tais como outras redes sociais, além do Twitter e 

do Instagram, e dados de bilhetagem eletrônica, na tentativa de incluir usuários 

do sistema de transporte urbano de todas as classes sociais; 

• Insistir e testar outras formas de modelagem desagregada; 

• Buscar novas variáveis explicativas para a etapa da geração de viagens;  

• Aplicar recursos de inteligência artificial para que se possa realizar a leitura dos 

textos e inferir o tipo de atividade, o que tornaria dispensável a preexistência de 

mapeamento em nível de lote de dados acerca do uso do solo; 

• Modelar a geração de viagens de forma desagregada; 

• Aplicar um método de expansão a matriz OD de redes sociais e buscar validá-la 

com base em um estudo externo com informações atualizadas de pesquisas 

domiciliares e com recorte temporal homogêneo. 

 

5.3 Publicações no período 

 

OLIVEIRA, S. F. C.; SILVA, C. A. U.; OLIVEIRA, S. M. Y.  O 

MAPEAMENTO DO USO DO SOLO ATRAVÉS DO TWITTER COMO APOIO 

AO PLANEJAMENTO DE TRANSPORTES, O CASO DA CIDADE DE 
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ANEXO 

1: Rotina de coleta dos dados do Twitter 
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2: Rotina para estruturação, classificação e obtenção da matriz OD 
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