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RESUMO

Planejamento Automatizado é a subárea da Inteligência Artificial que se preocupa com a escolha

de ações de um agente inteligente para alcançar uma meta. Um problema de planejamento, em um

dado domínio, é descrito por meio de uma situação inicial e de uma meta a ser alcançada. Uma

solução para um problema de planejamento é uma sequência de ações que leva o agente do estado

inicial a um estado satisfazendo a meta, denominada plano. No planejamento clássico supõe-se

que o ambiente de planejamento evolui de forma determinística, ou seja, que não há incerteza

sobre os efeitos das ações do agente. No entanto, há situações em que os efeitos das ações

do agente são incertos, podemos ter duas situações: as ações com efeitos não determinísticos

e ações com efeitos probabilísticos. Para estes tipos de domínios a solução é denominada

política. O estado da arte em planejamento automatizado consiste em algoritmos: (i) baseados

em busca heurística, satisfazibilidade booleana e grafos de planejamento para problemas com

ações determinísticas; (ii) baseados em técnicas formais tais como verificação simbólica de

modelos para problemas com ações não determinísticas e; algoritmos baseados em processos de

decisão markovianos para problemas com ações probabilísticas. Recentemente, Toyer (2017)

propôs a utilização de redes neurais artificias na construção de um planejador para problemas

com ações probabilísticas. Para isto, definiu uma arquitetura de rede neural, denominada Action

Schema Network (ASNet). Em seguida, Schäfer (2018) utilizou esta arquitetura e algoritmos

propostos para obtenção de planos para problemas de planejamento determinístico. Este trabalho

propõe a utilização das redes neurais ASNets para obter políticas para problemas de planejamento

em domínios com ações não determinísticas.

Palavras-chave: Inteligencia artificial. Planejamento automatizado. Neural networks (Compu-

tação).



ABSTRACT

Automated Planning is the Artificial Intelligence subarea that is concerned with choosing an

intelligent agent’s actions to achieve a goal. A planning problem in a given domain is described

through an initial situation and a goal to be achieved. One solution to a planning problem is

a sequence of actions that takes the agent from the initial state to a state that meets the goal,

called the plan. In classical planning it is assumed that the planning environment evolves

deterministically, that is, there is no uncertainty about the effects of the agent’s actions. However,

there are situations where the effects of agent actions are uncertain, we may have two situations:

actions with non-deterministic effects and actions with probabilistic effects. For these types of

domains the solution is called policy. State of the art in automated planning consists of algorithms:

(i) based on heuristic search, Boolean satisfiability, and planning graphs for deterministic action

problems; (ii) based on formal techniques such as symbolic model verification for problems

with non-deterministic actions and; decision-based markovian algorithms for problems with

probabilistic actions. Recently, Toyer (2017) proposed the use of artificial neural networks to

construct a planner for probabilistic action problems. To this end, he defined a neural network

architecture called the Action Schema Network (ASNet). Subsequently, Schäfer (2018) used this

architecture and proposed algorithms to obtain plans for deterministic planning problems. This

paper proposes the use of ASNets neural networks to obtain policies for planning problems in

domains with non-deterministic actions.

Keywords: Artificial intelligence. Automated planning. Neural networks (Computation).
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1 INTRODUÇÃO

Planejamento Automatizado (Automated Planning) (GHALLAB et al., 2004) é a

subárea da Inteligência Artificial que se preocupa com a escolha de ações de um agente inteligente

para alcançar uma meta. O agente deve raciocinar sobre um domínio de planejamento, que

descreve as características do ambiente que o agente irá atuar. Um problema de planejamento,

em um dado domínio, é descrito por meio de uma situação inicial e de uma meta a ser alcançada.

Uma solução para um problema de planejamento é uma sequência de ações que leva o agente do

estado inicial a um estado satisfazendo a meta, denominada plano. Um planejador (Figura 1) é

um algoritmo que recebe como entrada a descrição de um problema de planejamento em um

dado domínio e devolve, se possível, um plano solução (MENEZES, 2014).

Figura 1 – Esquema de um planejador

Fonte: (PEREIRA, 2007)

Considere um domínio de planejamento denominado mundo dos blocos (GHALLAB

et al., 2004). Esse domínio consiste em um conjunto de blocos dispostos sobre outros blocos ou

sobre uma mesa. Um braço robótico raciocina para formar pilhas de blocos executando as ações

empilhar, que coloca um bloco que está sobre a mesa em cima de outro bloco, ou desempilhar,

que retira um bloco do topo de uma pilha e o coloca em cima da mesa. A garra pode pegar

apenas um bloco por vez e não consegue pegar um bloco que tenha outro sobre ele. A meta é

construir uma ou mais pilhas de blocos, especificada em termos de quais blocos estão no topo de

quais blocos (NORVIG; RUSSELL, 2014).

Figura 2 – Estado inicial e um estado meta no domínio do mundo dos blocos

C
A

Estado Inicial

B

A
B
C

Meta

Fonte: (PEREIRA, 2007)

A Figura 2 mostra um problema de planejamento no mundo dos blocos em que o

estado inicial é que o bloco A e B estão sobre a mesa e o bloco C está sobre A. O estado meta é
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também exibido no qual o bloco A está sobre B e B está sobre C, que, por sua vez, está sobre a

mesa. Para o problema da Figura 2 um plano é a sequência de ações desempilhar(C,A), empilhar

(B,C), empilhar (A,B), conforme ilustrado na Figura 3.

Figura 3 – Um plano solução para um problema no mundo dos blocos

Fonte: (BARROS, 2003)

No planejamento clássico supõe-se que o ambiente de planejamento evolui de forma

determinística, ou seja, que não há incerteza sobre os efeitos das ações do agente (PEREIRA,

2007). No entanto, há situações em que os efeitos das ações do agente são incertos, uma área

denominada planejamento sob incerteza (PEREIRA, 2007; KOLOBOV, 2012; STEINMETZ et

al., 2016b; TREVIZAN et al., 2018). Neste contexto, podemos ter duas situações: as ações com

efeitos não determinísticos (domínios qualitativo) e ações com efeitos probabilísticos (domínios

quantitativos). Para problemas de planejamento sob incerteza, a solução é denominada política,

consistindo num mapeamento de estados em ações (PEREIRA, 2007).

Na Figura 4 (a) há uma representação de uma ação determinística desempilhar(C,A)

que leva a um próximo estado em que o bloco C está sobre a mesa. Já na Figura 4 (b), há

Figura 4 – Representação da ação desempilhar o bloco C de cima do bloco A, em que: (a) a ação
é determinística, (b) a ação é não determinística (domínio qualitativo) e (c) a ação é
probabilística (domínio quantitativo)

A
C

B

s

A CB
desempilhar(C,A)

A
C

B A CB
desempilhar(C,A)
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A
C

B A CB
desempilhar(C,A) 0.9

0.1

Fonte: Adaptado de (PEREIRA, 2007)

uma ação não determinística que pode levar a dois possíveis estados sucessores, sendo que em

uma possível situação futura o bloco A está sobre a mesa (modelando o caso em que a garra

robótica funciona perfeitamente) e em outra situação nada acontece (considerando que a garra

falhou). A ação pode também ter efeitos probabilísticos (Figura 4 (c)), em que há, por exemplo,

a probabilidade de 90% de a garra robótica funcionar perfeitamente e uma probabilidade de 10%

desta garra falhar.

Entretanto, encontrar um plano ou política é uma tarefa computacionalmente difícil

e está na classe de complexidade PSPACE-COMPLETO (BYLANDER, 1994). Isso significa que

o uso de representações mais compactas para os domínios podem melhorar a escalabilidade dos

algoritmos de planejamento, mas não pode reduzir sua complexidade (PEREIRA, 2007).

O estado da arte em planejamento automatizado consiste em algoritmos: (i) base-

ados em busca heurística (HOFFMANN, 2001; RICHTER; WESTPHAL, 2010), satisfazibili-

dade booleana (SatPlan) (KAUTZ; SELMAN, 1998) e grafos de planejamento (GraphPlan)

(KAMBHAMPATI; NIGENDA, 2000) para problemas com ações determinísticas; (ii) baseados

em técnicas formais tais como verificação simbólica de modelos (CIMATTI et al., 2003; TOR-

RALBA et al., 2017) para problemas com ações não determinísticas e; algoritmos baseados em

processos de decisão markovianos (MDPS) (KELLER; EYERICH, 2012) para problemas com

ações probabilísticas.

Mais recentemente, Toyer (2017) propôs a utilização de redes neurais artificias na

construção de um planejador para problemas com ações probabilísticas. Para isto, definiu uma

arquitetura de rede neural (CHOLLET, 2018), denominada Action Schema Network (ASNet).

Com esta arquitetura, foi proposto um algoritmo que recebe um conjunto de problemas para um

certo domínio de planejamento probabilístico e as políticas para cada um destes problemas e; o

algoritmo é capaz de aprender como obter uma política para um novo problema apresentado. Em

seguida, Schäfer (2018) utilizou esta arquitetura e algoritmos propostos para obtenção de planos

para problemas de planejamento determinístico.

A Figura 5 apresenta um modelo ilustrativo de uma ASNet, que é um grafo cujos nós

são átomos proposicionais ou ações e cujas arestas definem como uma ação a afeta um átomo
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proposicional p e como o átomo proposicional p influencia na saída da ação a (TOYER et al.,

2018).

Figura 5 – Arquitetura de uma ASNet em que nós são átomos proposicionais ou ações e as
arestas representam as conexões entre os nós

Fonte: (TOYER et al., 2018)

Os experimentos realizados por (TOYER et al., 2018) e (SCHÄFER, 2018) utilizaram

os domínios e problemas benchmarks da Competição Internacional de Planejamento (IPC -

International Planning Competition) para avaliar a utilização das ASNets. Nos experimentos,

problemas considerados pequenos (e de solução fácil para os planejadores estado da arte) foram

utilizados para treinar a rede neural. Em seguida, ao apresentar problemas de tamanho grande

(desafiadores até mesmo para os planejadores estado da arte), o algoritmo conseguiu obter uma

solução para tais problemas em tempo comparável ao obtido pelos planejadores estado da arte.

Pelas pesquisas realizadas para elaboração deste trabalho, não foram encontradas a

utilização de tais redes para obtenção de políticas para problemas de planejamento com ações

não determinísticas.

1.1 Objetivos

1.1.1 Objetivo Geral

Propor a utilização das redes neurais ASNets para obter políticas para problemas de

planejamento em domínios com ações não determinísticas (domínios qualitativos).
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1.1.2 Objetivos Específicos

• Propor uma tradução de domínios com ações não-determinísticas para domínios com ações

probabilísticas.

• Usar as redes neurais ASNET para solucionar problemas de planejamento não-determinísticos.

• Avaliar as soluções apresentadas pelo algoritmo em um domínio não determinística da

Competição Internacional de Planejamento.

1.2 Organização

Este trabalho está organizado da seguinte forma: o Capítulo 2 apresenta os conceitos

sobre planejamento automatizado e sobre as redes neurais ASNets; o Capítulo 3 apresenta os

trabalhos relacionados que ilustram como as redes neurais são utilizadas na área de planejamento

automatizado; o Capítulo 4 expõe os resultados e; por fim o Capítulo 5 apresenta as conclusões a

respeito deste trabalho.
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2 FUNDAMENTAÇÃO TEÓRICA

Nesta seção apresentamos a fundamentação teórica, necessário ao entendimento

deste trabalho. Na Seção 2.1 são introduzidos os conceitos referentes à área de Planejamento

Automatizado. Na Seção 2.2 são abordadas aplicações de Aprendizado de Máquina em Planeja-

mento Automatizado. Na Seção 2.3 são apresentados os conceitos de Deep Learning. Finalmente,

na Seção 2.4 serão apresentados os conceitos de Action Schema Networks.

2.1 Planejamento Automatizado

Planejamento é o raciocínio sobre ações para que um agente alcance suas metas.

Nesta seção, abordaremos os conceitos fundamentais das áreas planejamento com ações determi-

nísticas, não-determinísticas e probabilísticas.

Um domínio de planejamento clássico ou determinístico pode ser representado

formalmente por um sistema de transição de estados em que estados são rotulados por um

conjunto de átomos proposicionais P e as transições são rotuladas por um conjunto de ações A.

Na Definição 1, temos a definição formal de um domínio de planejamento clássico. Observe que

nesta definição, as ações tem efeitos determinísticos, isto é, uma ação quando aplicada em um

estado leva a apenas um estado sucessor.

Definição 1 (Domínio de Planejamento Clássico - Representação por meio de Sistema de

Transição de Estados) Dado um conjunto de átomos proposicionais P e um conjunto de ações

A, um domínio de planejamento determinístico com assinatura (P,A) é definido por uma tupla

D = 〈S,A,T 〉, em que (GHALLAB et al., 2004):

• S 6= /0 é um conjunto finito de estados;

• L : S 7→ 2P é uma função de rotulação de estados, utilizando a representação utiliza-se a

suposição do mundo fechado (closed world assumption)1;

• T : S×A 7→ S é uma função de transição de estados.

A Figura 6 ilustra um domínio de planejamento clássico representado por meio de

um sistema de transição de estados sobre um conjunto de proposições P= {p,q} e em que um

conjunto de ações é A = {a,b,c}. Os estados no conjunto S = {s0,s1,s2} são rotulados por

elementos de P, e as transições são rotuladas por elementos de A. Aqui, chamamos atenção
1 Usando a suposição do mundo fechado, representa-se no rótulo do estado apenas o que é verdadeiro, o que não é

representado é considerado falso.
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Figura 6 – Sistema de Transição de estados de um domínio de planejamento clássico sobre o
conjunto de proposições P= {p,q} e conjunto de ações A= {a,b,c}

p

s0

q

s1

p,q

s2

c

a

b

b

Fonte: Elaborado pela autora.

para dois fatos: (i) o estado s0 cujo rótulo L(s0) = {p} possui valores de p verdadeiro e q

falso, uma vez que estamos usando a suposição do mundo fechado e; (ii) as ações a, b e c são

determinísticas, pois quando aplicadas em um dado estado levam a apenas um estado sucessor.

A representação de domínios de planejamento por meio de sistemas de transição

de estados não é escalável, permitindo que se possa representar uma quantidade limitada de

estados e transições. Assim, em planejamento usa-se uma linguagem de ações por meio da

qual é possível representar de forma compacta e implícita o sistema de transição de estados.

Nesta linguagem, cada ação é enriquecida de significado deixando de ser apenas um rótulo da

transição de estados e passando a representar as condições antes e depois da ação ser executada.

Denominamos de pré-condições o conjunto de átomos proposicionais que devem ser verdadeiros

para que uma ação seja executada em um dado estado, e os efeitos, informam como o estado foi

modificado após a execução da ação.

Definição 2 (Domínio de Planejamento Clássico - Representação por meio de Ações) Dado um

conjunto de proposições P, o domínio de planejamento clássico pode ser representado por meio

de um conjunto de ações A com pré-condições e efeitos. Cada ação a ∈ A é especificada pelo

par 〈precond(a),efeitos(a)〉, sendo (GHALLAB et al., 2004):

• precond(a), um conjunto de átomos proposicionais que devem ser verdadeiras no estado

em que a ação a é executada;

• efeitos(a) é o conjunto do que se é modificado após a execução da ação.

Exemplo 1 (Representação de Ação com Pré-condições e Efeitos) A ação a da Figura 6 pode

ser representada por meio de suas pré-condições e efeitos, como a seguir:
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• precond(a) = {p} e;

• efeitos(a) = {¬q}.

A ação a (Exemplo 3) é aplicada apenas em estados nos quais p tem valor verdadeiro.

A execução da ação a em um dado estado modifica-o levando a estado sucessor em que p é

verdade e q é falso (efeitos(a)). A representação de um domínio de planejamento por meio

de ações com pré-condições e efeitos torna possível gerar o sistema de transição de estados

correspondente.

Os pesquisadores da área de planejamento adotam a linguagem PDDL (Planning

Domain Description Language) (MCDERMOTT et al., 1998) como a linguagem padrão para

especificação de domínios e problemas de planejamento. Nesta linguagem, o domínio contém

predicados e ações representadas por pré-condições e efeitos. Em PDDL, são utilizados esquemas

de ações que são uma representação com variáveis que posteriormente serão instanciadas por

átomos proposicionais. Na literatura, quando uma ação está em sua versão com variáveis,

denomina-se lift action, operador ou esquema de ações; e quando uma ação está com todas as

variáveis instanciadas, denomina-se ground action.

A Figura 7 ilustra a representação do domínio do mundo dos blocos em PDDL. Na

linha 02, temos a descrição do conjunto de predicados que representam as propriedades dos

blocos e do ambiente, tais como: limpo (?x), representa que o bloco x está limpo; sobre (?x,?y)

representa que o bloco x está sobre o bloco y; na-mesa (?x) indica que o bloco x está sobre a

mesa. A partir da linha 03, há a representação do conjunto de ações (lift actions): {empilhar

(?x,?y) e desempilhar (?x,?y)} , sendo que x e y são variáveis que representam blocos.

Figura 7 – Esquema de ações do domínio do mundo dos blocos
01 (define (domain blocksworld)
02 (:predicates (limpo ?x) (sobre ?x ?y) (na-mesa ?x))
03 (:action empilhar
04 :parameters (?x ?y - block)
05 :precondition (limpo ?x) (limpo ?y) (na-mesa ?x)
06 :effect (and (sobre ?x ?y) (not (limpo ?y)) (na-mesa ?x))
07 )
08 (:action desempilhar
09 :parameters (?x ?y - block)
10 :precondition (and (sobre ?y ?y) (limpo ?x))
11 :effect (and (na-mesa ?x) (limpo ?y) (not (sobre ?x,?y)))
12 )
13 )

Fonte: (GHALLAB et al., 2004)



21

Problemas de planejamento são atribuídos a um domínio. Em um arquivo do pro-

blema são definidos os objetos concretos, que instanciam os predicados e esquema de ação do

domínio para proposições e ações, respectivamente. Além disso, são especificados o estado

inicial e as metas do agente (GHALLAB et al., 2004).

A Figura 8 mostra a descrição em PDDL de um problema de planejamento no

domínio do mundo dos blocos. Na linha 02 são descritos os objetos, presentes no domínio, que

são os blocos A e B. Na linha 03 é definido um estado inicial para o problema, em que temos:

que os blocos A e B estão limpos, isto é, não há blocos sobre eles, e que os blocos A e B estão

sobre a mesa. Finalmente, na linha 04 é defina a meta do problema, que é colocar o bloco A

sobre o bloco B.

Figura 8 – Problema de planejamento no domínio do mundo dos blocos

A

Estado Inicial

B
A
B

Meta
01 define (problem blocks2)
02 (objects: A B)
03 (initial: limpo(A), limpo(B), na-mesa(A), na-mesa(B))
04 (goal: sobre(A,B))

Fonte: (GHALLAB et al., 2004)

Para obter uma solução para o problema de planejamento, o agente (garra robótica)

deve observar o estado atual e escolher ações, uma de cada vez, até alcançar um estado de meta.

A sequência de ações, aplicada para chegar a tal estado, é chamada de plano. Por exemplo, um

plano para o problema da Figura 8 é a sequência de ações {empilhar (A,B)}.

2.1.1 Domínio de Planejamento com ações Não Determinísticas

Em um domínio com ações determinísticas, a cada ação executada a partir do estado

inicial é possível saber exatamente qual é o próximo estado do ambiente em que o agente se

encontra. Por outro lado, em ambientes não determinísticos, o agente deve estar preparado para

lidar com situações em que as ações possam ter efeitos incertos. Um domínio de planejamento

não determinístico (ou qualitativo) é um modelo que expressa a incerteza que o agente tem

acerca do comportamento do ambiente. Dado um estado s e uma ação a, esse modelo fornece

ao agente uma previsão sobre o próximo estado do ambiente, caso a ação a seja executada no

estado s (PEREIRA, 2007).
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Definição 3 (Domínio de Planejamento Não-Determinístico - Representação por meio de Sis-

tema de Transição de Estados) Dado um conjunto de átomos proposicionais P e um conjunto de

ações A, um domínio de planejamento não determinístico (ou qualitativo) com assinatura (P, A)

é definido por uma tupla D = 〈S,L,T 〉, em que:

• S 6= /0 é um conjunto finito de estados;

• L : S 7→ 2P é uma função de rotulação de estados e;

• T : S × A 7→ 2S é uma função de transição de estados.

Figura 9 – Sistema de Transição de estados de um domínio de planejamento não-determinístico
sobre o conjunto de proposições P= {p,q} e conjunto de ações A= {a,b,c}

p

s0

q

s1

p,q

s2

c

a

b

a

b

Fonte: Elaborado pela autora.

A Figura 9 ilustra um domínio, em que a ação ação a é não determinística, pois ao

executá-la no estado s0 há dois possíveis estados sucessores: o próprio estado s0 ou o estado s2.

Exemplo 2 (Representação de Ação com pré-condições e efeitos) A ação a da Figura 9 pode

ser representada por meio de suas pré-condições e efeitos, como a seguir:

• precond(a) = {p} e;

• efeitos(a) = {(¬q), (q)}.

A Figura 10 ilustra o domínio do mundo dos blocos em PDDL, no qual as ações

empilhar e desempilhar possuem efeitos não determinísticos. Para especificar os efeitos

não-determinísticos, usa-se a palavra oneof para. Por exemplo, a ação empilhar um bloco x

sobre um bloco y possui dois possíveis efeitos: a garra robótica pode ser bem sucedida na tarefa

de empilhar, obtendo como efeito ((sobre ?x ?y) ¬(limpo ?y) (na-mesa ?x)), ou pode falhar,

fazendo com que os blocos permaneçam na mesma configuração. Observe que a linha 08 (and)

corresponde a situação da falha na garra robótica.
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Figura 10 – Esquema de ações do domínio do mundo dos blocos não determinístico
01 define (domain nondetblocksworld)
02 (:predicates (limpo ?x) (sobre ?x ?y) (na-mesa ?x))
03 (:action empilhar
04 :parameters (?x ?y - block)
05 :precondition (and (limpo ?x) (na-mesa ?x))
06 :effect
07 (oneof
08 (and)
09 (and (sobre ?x ?y) (not (limpo ?y)) (not (na-mesa ?x))))
10 )
11 (:action desempilhar
12 :parameters (?x ?y - block)
13 :precondition (and (sobre ?x ?y) (limpo ?x))
14 :effect
15 (oneof
16 (and)
17 (and (na-mesa ?x) (limpo ?y) (not (sobre ?x ?y))))
18 )
19

Fonte: (GHALLAB et al., 2004)

Em domínios de planejamento não determinísticos, em vez de sequências de ações,

planos devem ser políticas. Uma política é um mapeamento de estados em ações que define

um padrão de comportamento para o agente: em cada instante, ele observa o estado corrente do

ambiente e executa a ação mais apropriada para esse estado, conforme especificado pela política.

Comportando-se dessa forma, o agente deve ser capaz de conduzir a evolução do ambiente, a

despeito da ocorrência de eventos exógenos (onde o agente não tem controle), de modo que sua

meta possa ser alcançada (PEREIRA, 2007).

Uma política pode ser fraca, forte ou forte-cíclica. Uma política fraca é uma solução

em que é possível alcançar um estado meta, mas devido ao não-determinismo das ações esse

alcance não é garantido. Uma política forte é uma solução que garante o alcance do estado meta,

a despeito do não-determinismo das ações. Uma política forte-cíclica é uma solução em que se

garante alcançar um estado meta, mesmo que esta solução contenha ciclos (PEREIRA, 2007).

A Figura 11 ilustra o problema de planejamento no domínio do mundo dos blocos

não determinístico. Considerando s0 o estado inicial do problema, então a solução para este

problema é a política π = {(s0, empilhar(A,B)}.
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Figura 11 – Problema com 2 blocos no domínio do mundo dos blocos com ações não determinís-
ticas

A

Estado Inicial

B
A
B

Meta
define (problem blocks2)

(domain: nondetblocksworld)
(objects: A B)
(initial: limpo(A), limpo(B), na-mesa(A), na-mesa(B))
(goal: sobre(A,B))

Fonte: (GHALLAB et al., 2004)

2.1.2 Domínio de Planejamento com Ações Probabilísticas

Um domínio de planejamento com ações probabilísticas supõe que o agente observou

a natureza e obteve estatísticas sobre a frequência com que ela escolhe cada uma das ações.

Definição 4 (Domínio de Planejamento Probabilístico - Representação por meio de Sistema

de Transição de Estados) Dado um conjunto de átomos proposicionais P um conjunto e A, um

domínio de planejamento probabilístico (ou quantitativo) com assinatura (P, A) é definido pela

seguinte tupla D = 〈S,L,T 〉, em que (PEREIRA, 2007):

• S 6=∅ é um conjunto finito de estados;

• L : S 7→ 2P é uma função de rotulação de estados; e

• T : S × A ×S 7→ [0,1] é uma função de transição de estados probabilística.

Figura 12 – Sistema de Transição de estados de um domínio de planejamento probabilístico
sobre o conjunto de proposições P= {p,q} e conjunto de ações A= {a,b,c}

p

s0

q

s1

p,q

s2

c,1

0.3,a

b,1

a, 0.7

b, 1

Fonte: Elaborado pela autora.

A Figura 12 ilustra um domínio, em que a ação ação a é probabilística, pois ao
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executá-la no estado s0 há dois possíveis estados sucessores: o próprio estado s0 ou o estado s2,

em que cada possibilidade tem probabilidades associadas.

Observe que dados dois estados s,s′ ∈ S e uma ação a ∈ A, a probabilidade de

alcançar o estado s′, dado que a ação a foi executada no estado s, é denotada por s ∈ S, se existe

uma ação a ∈ A e um estado s′ ∈ S tal que T (s,a,s′) 6= 0, então (PEREIRA, 2007):

∑
s′∈S

T (s,a,s′) = 1

Exemplo 3 (Representação de Ação com pré-condições e efeitos) A ação a da Figura 12 pode

ser representada por meio de suas pré-condições e efeitos, como a seguir:

• precond(a) = {p} e;

• efeitos(a) = {(0.3,¬q), (0.7,q)}.

A Figura 13 ilustra o domínio do mundo dos blocos em PDDL, no qual as ações

empilhar e desempilhar possuem efeitos probabilísticos. Para especificar os efeitos proba-

bilísticos, usa-se a palavra probabilistic e em cada efeito inclui-se uma probabilidade de

ocorrência. Por exemplo, a ação empilhar um bloco x sobre um bloco y possui dois possíveis

efeitos: a garra robótica tem uma probabilidade de 0.75 de falhar (linha 07), fazendo com que os

blocos permaneçam na mesma configuração, e 0.25 de ser bem sucedida na tarefa de empilhar

os blocos (linha 08), obtendo como efeito ((sobre ?x ?y) ¬(limpo ?y) (na-mesa ?x)).

Tanto problemas de domínios probabilísticos como não determinísticos pertencem

ao planejamento sob incerteza, onde a natureza do domínio pode interferir nas ações do agente,

modificando seus efeitos e tendo uma política como solução. Sendo que em domínios não

determinísticos infere-se que o agente não tem nenhuma ideia sobre como a natureza irá agir. Já

em domínios probabilísticos presume-se que o agente observou a natureza e obteve estatísticas

sobre a frequência com que ela age, ou seja, uma probabilidade de ocorrer cada um dos efeitos.

2.1.3 Transformação de Domínios Quantitativos em Qualitativos

O trabalho de (PEREIRA, 2007) destaca que a única diferença entre domínios de

planejamento sob incerteza quantitativos e qualitativos está no tipo de função de transição

de estados considerada em cada um deles; sendo que nos domínios quantitativos essa função

é probabilística e nos domínios qualitativos essa função é não-determinística. Assim, para
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Figura 13 – Esquema de ações do domínio do mundo dos blocos probabilístico
01. define (domain prob-blocksworld)
02. (:predicates (limpo ?x) (sobre ?x ?y) (na-mesa ?x))
03. (:action empilhar
04. :parameters (?x ?y - block)
05. :precondition (and (limpo ?x) (limpo ?x) (na-mesa ?x))
06. :effect
07. (probabilistic 0.75 (and)
08. 0.25 (and (sobre ?x ?y) (not (limpo ?y)) (na-mesa
?y)))
09. )
10. (:action desempilhar
11. :parameters (?x ?y - block)
12. :precondition (and (sobre ?x ?y) (limpo ?x))
13. :effect
14. (probabilistic 0.75 (and (na-mesa ?x) (limpo ?y) (not (sobre
?x ?y)))
15. 0.25 (and))
16. )

Fonte: (GHALLAB et al., 2004)

interpretar um domínio probabilístico como não determinístico, basta definir a função de transição

de estados do modelo não-determinístico em termos da função de transição de estados do modelo

probabilístico.

Definição 5 (Transformação de Domínios Quantitativos em Qualitativos) Dado um domínio

de planejamento quantitativo D = 〈S,L,T 〉 em que T é uma função de transição probabilística

T : S × A × S 7→ [0,1], o domínio de planejamento qualitativo D = 〈S,L,T ′〉 correspondente

pode ser obtido como a seguir (PEREIRA, 2007):

T ′(s,a) = {s′ ∈ S : T (s,a,s′)> 0},

em que T ′ é uma função de transição não determinística.

Exemplo 4 (Transformando um Domínio Quantitativo em Qualitativo) Seja A um conjunto

finito de ações e S um conjuntos finito dos estados, para transformar o exemplo da Figura 12 em

não determinístico é preciso aplicar a Definição 5 para cada para cada transição T (s,a), tal

que s ∈ S e a ∈ A, teremos:

T ′(s0,a) = {T (s0,a,s0)> 0,T (s0,a,s2)> 0}

T ′(s0,b) = {T (s0,b,s2)> 0}
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T ′(s0,c) = {T (s0,c,s1)> 0}

T ′(s1,b) = {T (s1,b,s1)> 0}

2.2 Redes Neurais Artificiais

Redes Neurais Artificiais (RNA) são inspiradas na hipótese de que a atividade

mental consiste basicamente na propagação de informações em redes de neurônios (NOR-

VIG; RUSSELL, 2014). A Figura 14 apresenta o modelo de neurônio artificial proposto por

(MCCULLOCH; PITTS, 1943), que é utilizado como modelo básico de um neurônio artificial.

Um neurônio artificial recebe um conjunto de valores de entrada, representado na

Figura 14 por x1,x2, ...,xD e produz um valor de saída y. A entrada é representada por um vetor

de valores X = [x1 x2 ... xD]
T em RD. A saída y irá indicar se o neurônio está ativo ou não. A

ativação do neurônio é dada por uma função de ativação f , cuja entrada é uma combinação linear

entre o vetor de entrada e um vetor de pesos W = [w1 w2 ... wD], que associa cada entrada com

um fator de importância. A função de ativação realiza a propagação de informação quando a

combinação de valores de suas entradas excede um dado limiar µ (RAUBER, 2005).

Figura 14 – Modelo de um neurônio

Fonte: (RAUBER, 2005)

A função de ativação desempenha um papel importante no treinamento de RNAs.

Atualmente, a função de ativação mais utilizada, pela sua simplicidade e eficácia, é a Unidade

Linear Retificada (ReLU), definida como f (x) = max(x,0) (RAMACHANDRAN et al., 2017).

Quando o propósito de uma RNA é realizar a tarefa de classificação, é comum

selecionar para f a função denominada softmax, que permite interpretar os valores da camada de
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saída como probabilidades posteriores. O valor produzido pela função softmax para o i-ésima

neurônio da camada de saída é dada pela equação (BEZERRA, 2016):

f (a(L+1)
i ) =

ea(L+1)
i

∑
C
j=1 ea(L+1)

j

As saídas das unidades a i, 1 ≤ i ≤ C, podem ser interpretadas como valores de

probabilidade, visto que pertencem ao intervalo [0,1] e sua soma é igual a 1.

A estrutura de neurônios também pode incluir uma polarização (ou bias) de entrada.

Esta variável é incluída na função de ativação, com o intuito de aumentar o grau de liberdade

desta função e, consequentemente, a capacidade de aproximação da rede (TALON, 2018).

O potencial e flexibilidade do cálculo baseado em RNA vêm da criação de conjuntos

de neurônios que estão interligados entre si. Um neurônio da rede recebe um sinal nas suas

entradas, processa esse sinal e emite um novo sinal de saída, que por sua vez é recebido por

outros neurônios (RAUBER, 2005).

Em uma RNA os neurônios são comumente organizados em camadas. A Figura 15

apresenta uma rede neural com 3 camadas. Os neurônios na camada de entrada relacionam-

se com os neurônios da camada intermediária, e cada neurônio desta camada intermediária

comunica-se com os neurônios da camada de saída (CRESPO; HIDALGA, 2017).

Figura 15 – Representação de uma rede neural padrão

Fonte: (TAFNER, 1998)

O modo como as camadas estão conectadas define a arquitetura de uma RNA.Essa

arquitetura influencia diretamente nos problemas que uma RNA pode resolver. As seções a

seguir apresentam duas arquiteturas de RNAs.
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2.2.1 Multi-Layer Perceptron

Uma das arquiteturas mais simples de RNA é denominada multi-layer perceptron

(MLP) (ROSENBLATT, 1958), que consiste em uma RNA com múltiplas camadas intermediarias

e os neurônios de cada camadas são conectados com todos neurônios da camada sucessiva. A

Figura 16 ilustra um MLP.

A implementação desta rede é realizada por meio de operações com matrizes. A

entrada da rede são vetores de valores numéricos, por exemplo, na Figura 16 X = [x1 x2 x3].

As conexões entre as camadas intermediárias são representadas por matrizes de pesos. Na

Figura 16, por exemplo, W 1 e W 2 são matrizes de dimensão 3 por 3, representando a conexão de

cada neurônio da camada anterior e seu grau de importância. A matriz W3, por sua vez, possui

dimensão 3 x 2, representando as conexões para a camada de saída. A saída é o vetor ŷ, formado

pelos valores ŷ1 e ŷ2.2

Figura 16 – Arquitetura perceptron multicamadas com 4 camadas: uma camada de entrada, duas
camadas intermediárias e uma camada de saída

Fonte: (SCHÄFER, 2018)

O valor de ativação de uma camada l é representado por um vetor hl , resultante

da aplicação da função de ativação f sobre o produto da matriz de pesos W l correspondente a

camada e o valor de ativação da camada anterior, somado ao vetor bl (bias):

hl = f (W l ḣl−1 +bl)

O processo de aprendizado de uma MLP se dá por algoritmos que atualizam o vetor

de pesos para produzir a saída esperada. Em um algoritmo de aprendizado supervisionado, por

exemplo, o treino de uma rede é feito com um conjunto de dados rotulados. Depois é feito testes

utilizando dados não rotulados e gera-se uma saída ŷ, que é comparada com a saída esperada y.
2 O vetor ŷ representa o vetor de valores preditos pela rede.
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Utiliza-se métricas para avaliar o erro, que podem ser vistas como uma distância

estimada da predição da rede até as respostas corretas. Tais métricas podem ser usadas tanto para

avaliar a qualidade da rede como também para melhorar os parâmetros da rede.

O algoritmo de aprendizado, como por exemplo o backpropagation (HECHT-

NIELSEN, 1992) , usa esse valor de erro para atualizar as matrizes de pesos nas camadas

intermediárias.

2.2.2 Convolutional Neural Networks

Convolutional Neural Networks (CNNs) (LECUN et al., 1989) são RNAs que

diferem das redes MLP por utilizar uma conectividade limitada entre neurônios, no lugar de

conectar cada neurônio na camada de entrada com todos os neurônios da camada sucessiva

(EL-SAYED et al., 2013).

Em geral, CNNs são compostas por camadas convolucionais, camadas de subamos-

tragem e camadas completamente conectadas (RASCHKA, 2015). As camadas convolucionais

são responsáveis por aplicar filtros para extrair características da entrada. A camada de subamos-

tragem (também conhecidas como camadas de pooling) reduz a dimensionalidade de um mapa

de características gerando um novo mapa, com uma espécie de resumo. As camadas totalmente

conectadas são essencialmente um MLP, onde cada unidade de entrada está conectada a cada

unidade de saída (BEZERRA, 2016).

Existe uma diferença fundamental entre uma camada totalmente conectada e uma

camada de convolução, as camadas densas aprendem padrões globais de acordo com as entradas

(por exemplo para uma imagem, padrões envolvendo todos os pixels), enquanto camadas de

convolução aprendem padrões locais: no caso de imagens, padrões encontrados em pequenas

partes das entradas (CHOLLET, 2018).

Com isso permitimos a diminuição da quantidade de conexões intermediárias, evi-

tando que cada neurônio em uma camada seja conectada com todos os neurônios da camada que

a sucede. Assim, significa que os neurônios da rede não influenciam necessariamente todos os

nós da camada sucessiva. Entretanto, ao avançar na rede o número de nós afetados aumenta. Essa

forma de interagir é eficiente para aprender dependências complexas, reduzindo a quantidade de

operações (SCHÄFER, 2018).

A Figura 17 apresenta um exemplo esquemático de uma CNN na qual, após a camada

de entrada (que corresponde aos pixels da imagem), temos uma camada de convolução composta
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Figura 17 – Arquitetura típica de uma CNN

Fonte: (BEZERRA, 2016)

de 6 mapas de características (representados como planos na figura), seguida de uma camada de

subamostragem, completando o primeiro estágio. Essa figura ainda ilustra mais uma camada

de convolução e outra de subamostragem, com um segundo estágio do processo antes das duas

camadas completamente conectadas (BEZERRA, 2016).

CNNs são bastante utilizados e funcionam particularmente bem para problemas

de visão computacional devido à sua capacidade de operar convolucionalmente, extraindo

características de partes especificas de uma imagem e permitindo uma representação de maneira

eficiente dos dados (CHOLLET, 2018).

2.3 Action Schema Networks

Em (TOYER, 2017; TOYER et al., 2018; SCHÄFER, 2018), propõem o uso de

redes neurais para aprender a realizar planejamento automatizado, às quais denominam de Redes

de Esquemas de Ações (Action Schema Networks - ASNets). Assim como em CNN, ASNets

utilizam camadas intermediárias, e os neurônios de uma camada podem não ser completamente

conectados com os neurônios da camada sucessiva. Além disso, são capazes de aprender como

extrair uma solução a partir da descrição de problemas de planejamento e suas respectivas

soluções (TOYER et al., 2018).

ASNets são compostas por dois tipo de camadas, de ação e de proposição, dispostas

de maneira alternada, havendo relações entre módulos contidos nas camadas. A Figura 18 ilustra

a estrutura de uma ASNet, onde as entradas e saídas são alimentadas em uma camada de ação

e os módulos em uma camada são conectados apenas aos módulos que possuem relação. As

camadas de ação e proposição serão explicados a seguir.

Estas redes foram originalmente propostas para domínios de planejamento proba-

bilísticos e se propõem a calcular uma política πθ , gerando uma probabilidade πθ (a|s) para

escolher a ação a em um dado estado s para cada ação a ∈ A. A saída é feita por uma camada de
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Figura 18 – ASNet com L camadas de proposições e L+1 camadas de ações

Fonte: (TOYER, 2017)

ação, que depende dos parâmetros de pesos da rede, θ . Uma estratégia que pode ser adotada

para escolha de ações, de acordo com uma política, é escolher a ação com maior probabilidade

de ocorrer em πθ (TOYER, 2017).

2.3.1 Camada de Ações

A camada de ação é composta por módulos que representam ações do domínio de

planejamento. Um módulo de ação para a ∈ A na camada l recebe um vetor de entrada ul
a e

produz como saída uma valor φ l
a dado por:

φ
l
a = f (W l

a . ul
a +bl

a)

onde dh é o tamanho (fixo) de uma camada intermediária, e dl
a o tamanho das entradas de um

módulo de ação, ul
a ∈ Rdl

a é o vetor de entrada para a camada l, W l
a ∈ Rdh x dl

a é a matriz de peso

para este módulo de ação, e ba
l ∈ Rdh corresponde a bias. A função f é uma função de ativação

não linear, como por exemplo ReLU na seção 2.2.

Dado um conjunto de átomos proposicionais P e um conjunto de ações A. O vetor

de ul
a corresponde ao vetor de entrada obtido pela camada de ação l. Esse vetor contém apenas

valores que correspondem as proposições p1, · · · , pM, que estão relacionadas com a ação a. Essa

relação é formalmente definida como R = {(a, p) ∈ A×P | p ∈ (a)∪ e f eitos+a ∪ e f eitos−a },

denotando por R(a, p) se (a, p) ∈ R. O vetor ul
a é dado por:

ul
a =


ψ

l−1
1
...

ψ
l−1
M


Cada módulo de proposição ψ

l−1
i ∈ Rdh tem como tamanho de representação dh. A
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conectividade esparsa de ASNets com base na definição de relacionamentos é inspirada na ideia

de filtros (kernels) de CNNs, que conectam pontos de dados com base na vizinhança espacial.

Figura 19 – Ação empilhar(A,B) do domínio do mundo dos blocos
action: empilhar(A,B)
precondition: {limpo(A), limpo(B), na-mesa(A)}
effects+: {sobre(A,B)}
effects−:{limpo(B), na-mesa(A)}

Fonte: Adaptado de (GHALLAB et al., 2004).

Figura 20 – Ilustração do módulo de ação para empilhar(A,B) do mundo dos blocos

Fonte: Adaptado de (TOYER, 2017)

A Figura 19 ilustra o PDDL da ação empilhar(A,B) com as suas precondições,

efeitos positivos e negativos. Em ASNet é construído um vetor (ul
a) a partir da concatenação de

todas as proposições que se relacionam com a ação. Para a ação empilhar(A,B) as proposições

relacionadas são {limpo(A),limpo(B),na-mesa(A),sobre(A,B)}. O vetor pode ser visualizado na

Figura 20, em seguida ul
a passa pela função f , gerando a ação φ l

a.

2.3.2 Camada de Entrada

Na camada de entrada os módulos recebem um vetor binário de entrada u1
a. Este vetor

inclui valores verdadeiros para proposições no estado s, valores indicando quais proposições

aparecem na meta e um valor indicando se uma ação é aplicável em s.

u1
a =

[
vT gT m

]T

Supondo que as proposições relacionadas com a ação ai sejam p1, · · · , pM. Nesse
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caso, v ∈ {0,1}M é o vetor de valores verdade para as proposições p1, · · · , pM. Teremos vi = 1

se proposição pi é verdadeira no estado s e vi = 0 caso contrário. Da mesma forma, g ∈

{0,1}M indicando se cada proposição pi aparece na meta do problema (gi = 1) ou não (gi = 0).

Finalmente, o valor da máscara m ∈ {0,1} indicando se a é aplicável no estado s.

Por exemplo, para A= {empilhar (A,B), empilhar (B,A), desempilhar (A,B), desem-

pilhar (B,A)} e P= {limpo (A), limpo (B), na-mesa (A), na-mesa(B), sobre (A,B), sobre (B,A)}.

De acordo com o problema do mundo dos blocos (Figura 8) teremos que o vetor m = [1100], no

qual as ações {empilhar (A,B), empilhar (B,A)} seriam aplicáveis e as ações {desempilhar (A,B),

desempilhar (B,A)} não seriam aplicáveis. Por fim, o vetor u1
a1

para a ação empilhar(A,B) seria o

seguinte:

u1
a1
=
[
[1110]T [0001]T 1

]T

2.3.3 Camada de Saída

Na camada de saída a rede gera uma probabilidade πθ (a|s) para cada ação a. Esta

camada calcula uma distribuição de probabilidade sobre todas as ações aplicáveis, assegurando

que ∑a∈Aπθ (a|s) = 1 e que πθ (a|s) = 0 se as precondições de a não são satisfeitas em s.

Para garantir que as ações que não são aplicáveis nunca sejam selecionadas, e garantir que as

probabilidades de ação sejam normalizadas para 1, as saídas passam pela função de ativação

softmax com as máscara mi, garantindo que πθ (a|s) = 0 se a não é aplicável em s.

A função de ativação softmax que calcula a probabilidade πi de ocorrência da ação

ai entre todas as ações A= {a1, . . . ,aN}:

πi =
mi · exp(φ L+1

ai
)

∑
N
j=1 m j · exp(φ L+1

a j )

2.3.4 Camada de Proposição

A camada de proposição é semelhante as camadas de ação. Especificamente, um

módulo de proposição para proposição p ∈ P na l-ésima camada de proposição irá calcular uma

representação:

ψ
l
p = f (W l

p . vl
p +bl

p)
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onde vl
a ∈ Rdl

p é o vetor de entrada, W l
p ∈ Rdh x dl

p é a matriz de peso aprendido para

este módulo de proposição, e bl
p ∈ Rdh corresponde a bias. A função f é a mesma não linear

usada nos módulos de ação.

A principal diferença entre os módulos de proposição e ação, e que também torna a

entrada vl
p nas camadas de proposição um pouco mais complicadas, é que o número de ações

relacionadas a uma proposição podem variar.

Para construir o vetor vl
p, primeiro é encontrado o predicado para a proposição p ∈ P,

em seguida, enumerar todos os esquemas de ação A1, · · · ,AL ∈ A que possui ralação com p. O

vetor vl
p pode ser definido como:

vl
p =


pool({φ l

p
T | op(a) = A1∧R(a, p)})

...

pool({φ l
p

T | op(a) = AL∧R(a, p)})


onde op(a) ∈A representa o esquema de ação para a ação a, e pool é uma função de

pool que combina vários vetores de ações. Em ASNets é suposto que a função de pool calcula o

max pool (isto é, mantém apenas a maior entrada).

A Figura 21 ilustra o módulo de proposição para na-mesa(a), que está relacionada

com as ações empilhar(A,B) e desempilhar(A,B). Que passam por uma função de pool, em

seguida por uma concatenação e é aplicada uma função f gerando a saída ψ l
p.

Figura 21 – Ilustração do módulo de proposição para na-mesa(a) do mundo dos blocos

Fonte: Adaptado de (TOYER, 2017)
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3 TRABALHOS RELACIONADOS

Aprendizado de Máquina vêm sendo utilizado na área de Planejamento Automatizado

para aprender automaticamente: (i) um esquema de ações do domínio de planejamento; (ii) novas

heurísticas para tornar mais eficiente a busca por uma solução e, mais recentemente; (iii) como

obter uma solução para um problema de planejamento.

Planejadores raciocinam sobre esquemas de ações corretos e completos que modelam

as transições entre estados do mundo. No entanto, construir um novo esquema de ações é uma

tarefa difícil e demorada. Uma abordagem alternativa é usar aprendizado de máquina no processo

de construção de um novo esquema de ações. Em 2005, ocorreu a primeira Competição de

Engenharia de Conhecimento para Planejamento (ICKEPS - International Competition on

Knowledge Engineering for Planning and Schedule) na qual abordagens de aquisição automática

de esquemas de ações começaram a ser apresentadas. Destaque para os trabalhos de (WALSH;

LITTMAN, 2008) e (CRESSWELL et al., 2009) que aprendem esquemas de ações com pré-

condições e efeitos para domínios com ações determinísticas e; o trabalho de (JIMÉNEZ et al.,

2008) que aprende um esquema de ações para domínios com ações probabilísticas.

Planejadores estado da arte são em sua grande maioria baseado em busca heurística

(RICHTER; WESTPHAL, 2010; TORRALBA et al., 2017; STEINMETZ et al., 2016a). Desta

forma, algoritmos de aprendizado de máquina estão sendo utilizados para aprender heurísticas

automaticamente. A partir de 2008, foi introduzida uma trilha de planejadores baseados em

aprendizado de máquina na Competição Internacional de Planejamento (IPC - International

Planning Competition). Destaque para os trabalhos de (YOON et al., 2006; XU et al., 2007;

BOHNENBERGER, 2016) que são capazes de aprender heurísticas a partir da análise da estrutura

de domínios, problemas e planos.

Mais recentemente, (TOYER et al., 2018) propuseram um algoritmo que recebe

um conjunto de problemas para um certo domínio de planejamento probabilístico e os planos

soluções para cada um destes problemas. Com isso, o algoritmo é capaz de aprender como

planejar para um problema novo. A abordagem apresenta uma arquitetura de rede neural,

denominada Action Schema Network (ASNet) que é um grafo cujos nós podem ser átomos

proposicionais e ações e cujas arestas definem como um átomo proposicional influencia no

efeito de uma ação. O trabalho de (SCHÄFER, 2018) utilizou desta abordagem para obtenção

de planos para problemas de planejamento determinístico. Bem como em (TOYER et al.,

2018) e (SCHÄFER, 2018), este trabalho utilizará ASNet, mas para domínios com ações não
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determinísticas.

O estado da arte para obtenção de políticas para planejamento não-determinístico é o

planejador PRP (Planning for Relevance Policies) (MUISE et al., 2012). Este planejador realiza

um processo de conversão de ações não-determinísticas em determinísticas (determinização de

ações) e usa um planejador estado-da-arte clássico para obtenção de soluções. Este algoritmo

não utiliza algoritmos de aprendizado de máquina para obtenção de soluções.

Tabela 1 – Comparativo entre as abordagens apresentadas.
Trabalho(s) Usa Aprendizado de Máquina?

Como?
Tipo de Domínio

(WALSH; LITTMAN, 2008; CRES-
SWELL et al., 2009)

Sim, para aprender esquemas de
ações.

Determinístico

(JIMÉNEZ et al., 2008) Sim, para aprender esquemas de
ações.

Probabilístico.

(YOON et al., 2006; XU et al., 2007;
BOHNENBERGER, 2016)

Sim, para aprender heurísticas. Determinístico

(TOYER et al., 2018) Sim, para obter políticas. Probabilístico
(SCHÄFER, 2018) Sim, para obter planos. Determinístico
PRP (MUISE et al., 2012) Não. Não-determinístico
Este trabalho Sim, para obter políticas Não-determinístico

Fonte: Elaborado pela autora.

.
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4 RESULTADOS

Como visto no Capítulo 2, as ASNets raciocinam sobre domínios com ações probabi-

lísticas. No entanto, o foco deste trabalho é a obtenção de soluções de problemas de planejamento

não-determinísticos.

Desta forma, neste trabalho são apresentadas duas contribuições: (i) a proposta de

transformação das ações não-determinísticas em probabilísticas e; (ii) o uso das ASNets na

obtenção de políticas para esta classe de problemas de planejamento.

4.1 Transformação de domínios Qualitativos para Quantitativos

Como as ASNets são capazes de raciocinar sobre os domínios com ações probabilís-

ticas, propomos, nesta seção, um método de transformação de cada ação a ∈ A de um domínio

não-determinístico (domínio qualitativo) em uma ação probabilística correspondente (domínio

quantitativo).

Transformar uma classe de problemas em outra é uma tarefa efetuada por alguns

trabalhos da literatura de planejamento. O planejador PRP (MUISE et al., 2012), por exemplo,

obtém soluções para planejamento não-determinístico realizando a “determinização” das ações

não-determinísticas, isto é, transformando as ações não-determinísticas em determinísticas e

usando planejadores clássicos estado-da-arte para obtenção de soluções. Outro planejador que

realiza transformações de uma classe de problemas em outro é a proposto por (PEREIRA, 2007).

Este planejador realiza a transformação de ações probabilísticas em não-determinísticas a fim de

utilizar algoritmos de planejamento baseado em verificação de modelos para obter políticas.

Como observado em Pereira (2007), a diferença entre domínios qualitativos e quanti-

tativos está no tipo de função de transição de estados; nos domínios quantitativos a função de

transição é probabilística e nos qualitativos a função de transição é não-determinística. Assim,

para interpretar um domínio não determinístico como probabilístico, basta definir a função de

transição de estados do modelo probabilístico em termos da função de transição de estados do

modelo não determinístico.

Definição 6 (Transformação de Domínios Qualitativos em Quantitativos) Dado um domínio de

planejamento qualitativo D = 〈S,L,T 〉 em que T é uma função de transição não-determinística

T : S × A 7→ 2S, o domínio de planejamento qualitativo D = 〈S,L,T ′〉 correspondente pode ser
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obtido como a seguir. Seja X = {s1, ...,sn}, X ⊆ S, o conjunto de estados tal que T (s,a) = X,

para cada s ∈ S temos que:

T ′(s,a,s′) =
1
n

em que T ′ é uma função de transição probabilística.

Exemplo 5 (Transformando um Domínio Qualitativo em Quantitativo) Seja D=< S,L,T > com

assinatura P,A o domínio não-determinístico (Figura 9). Será mostrado aqui como transformar

tal domínio em um domínio D′ =< S,L,T ′ > probabilístico correspondente. Aplicando a

Definição 6, cada transição T (s,a) do domínio D será transformada em uma transição de T ′ da

seguinte maneira:

T (s0,a,s0) =
1
2
= 0.5

T (s0,a,s2) =
1
2
= 0.5

T (s0,b,s2) = 1

T (s0,c,s1) = 1

T (s1,b,s1) = 1

4.2 Usando redes neurais ASNET para solucionar problemas de planejamento não de-

terminísticos

Nesta seção, mostraremos como domínios não-determinísticos na linguagem PDDL

podem ser convertidos em domínios probabilístico nesta mesma linguagem. A transformação de

domínios PDDL não-determinísticos em probabilísticos segue o proposto na Definição 6, uma

vez que a linguagem de ações é a forma compacta, porém, correspondente das transições de um

domínio de planejamento.
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4.2.1 Transformação dos Arquivos de Entrada

Como entrada, tendo um domínio PDDL com ações não-determinísticas, como a

a ação empilhar do domínio do mundo dos blocos mostrada na Figura 22. Os efeitos não-

determinísticos da ação são dadas pelo operador oneof que determina que um dos efeitos pode

ocorrer. No caso da ação não-determinística empilhar podem ocorrer as seguintes situações:

não acontecer nada, efeito representado por (and) com nenhum literal associado; ou o agente

ser bem sucedido na execução da ação de empilhar blocos, efeito representado pela conjunção de

literais (and (sobre ?x ?y) (limpo ?y) (na-mesa ?x)). A palavra oneof do domínio

não-determinístico será substituída pela palavra probabilistic e cada efeito não determinístico

terá uma probabilidade associada, conforme calculado pela Definição 6.

A Figura 23 ilustra a ação empilhar do domínio do mundo dos blocos, após ser

transformada em uma ação probabilística. Neste caso, há a probabilidade de 0.5 de não ocorrer

nada e 0.5 do agente ser bem sucedido na execução da ação de empilhar blocos.

Figura 22 – Esquema da ação empilhar do domínio do mundo dos blocos não determinístico
(:action empilhar

:parameters (?x ?y - block)
:precondition (and (limpo ?x) (limpo ?y) (na-mesa ?x))
:effect

(oneof
(and)
(and (sobre ?x ?y) (limpo ?y) (na-mesa ?x)))

Fonte: (GHALLAB et al., 2004)

Figura 23 – Esquema da ação empilhar do domínio do mundo dos blocos transformado para
probabilístico

(:action empilhar
:parameters (?x ?y - block)
:precondition (and (limpo ?x) (limpo ?y) (na-mesa ?x))
:effect

(probabilistic (0.5 (and))
(0.5 (and) (and (sobre ?x ?y) limpo(?y) (na-mesa ?x))))

Fonte: Elaborado pela autora.

É importante ressaltar que apenas é preciso fazer a conversão no arquivo em que há

a descrição das ações, isto é, o arquivo do domínio. Todos os problemas, que descrevem objetos,

estado inicial e meta, relacionados ao domínio ficam inalterados.
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4.2.2 Experimentos

Para os experimentos, utilizamos os problemas do domínio não-determinístico do

mundo dos blocos da IPC 2008 (International Planning Competition)1 e os problemas gerados por

(TOYER et al., 2018)2. Os experimentos foram executados em uma máquina com processador

Intel Core i5-3470 CPU @3.20GHz x 4 e 8GB de memória RAM.

O objetivo deste experimento é verificar o desempenho das redes ASNETS na tenta-

tiva de solucionar problemas de um domínio não-determinístico, convertidos para probabilístico.

No total foram utilizados 150 problemas do mundo dos blocos com diferentes quantidades

e configurações de blocos. Destas instâncias, o menor problema possui 4 blocos e o maior

problema possui 40 blocos. Os problemas foram separados em: 119 problemas para treinamento

da rede e 31 problemas para testes. A arquitetura da rede foi configurada com uma camada de

entrada, 16 camadas intermediárias e uma camada de saída. Após configurar a arquitetura, foi

realizado o treinamento supervisionado da rede com 70 épocas. Para cada um dos 31 problemas

teste, 100 tentativas (trials) de execução da política foram executadas. Em cada trial, uma

execução de uma ação corresponde a seleção feita pela natureza de que efeito não-determinístico

da ação deve ocorrer.

A Tabela 2 apresenta os resultados obtidos pelas AsNets. A tabela contém: o número

de blocos de cada problema; se foi possível encontrar uma solução; a quantidade de trials da

política que levaram a obtenção da meta (total de 100 trials para cada problema); o custo da

melhor solução encontrada e o tempo de execução. Os experimentos mostram que as ASNETS

conseguiram encontrar uma solução para 6 dos 31 problemas testados. Estas soluções obtidas

foram para problemas com até 25 blocos. A partir deste tamanho de problema, as ASNETS não

obtiveram sucesso na elaboração de soluções. Nos 6 problemas solucionados, a rede encontrou 1

ou mais soluções, tendo um caso em que obteve 23 soluções para um problema.

A rede não obteve um bom desempenho no domínio não determinístico apresentado,

solucionando apenas 6 dos 31 problemas apresentados. Observa-se que isto pode ter ocorrido

devido a interpretação feita neste trabalho de que os efeitos das ações não determinísticas

possuem a mesma probabilidade de ocorrer. Visto que, com ações probabilísticas, em que se tem

a obtenção de dados estatísticos sobre os efeitos das ações, pode haver probabilidades diferentes

e estas são convertidas nos pesos que a rede atribui para a ocorrência dos efeitos. Neste tipo de
1 Problemas disponíveis em <http://icaps-conference.org/ipc2008/deterministic>
2 Problemas disponíveis em <https://github.com/qxcv/asnets/tree/master/problems>

http://icaps-conference.org/ipc2008/deterministic
https://github.com/qxcv/asnets/tree/master/problems


42

Tabela 2 – Desempenho das ASNETs em 31 problemas teste do domínio do mundos dos blocos
não determinístico

ASNET
Blocos Solução Menor Custo Menor Tempo No Soluções
5 Não — — -
15 Sim 79 4.15s 23
15 Não — — -
15 Não — — -
15 Sim 79 4.06s 11
15 Sim 163 8.48s 3
20 Não — — -
20 Não — — -
20 Não — — -
20 Sim 272 26.98s 1
20 Não — — -
25 Não — — -
25 Não — — -
25 Sim 212 37.77s 1
25 Não — — -
25 Sim 290 50.61s 2
30 Não — — -
30 Não — — -
30 Não — — -
30 Não — — -
30 Não — — -
35 Não — — -
35 Não — — -
35 Não — — -
35 Não — — -
35 Não — — -
40 Não — — -
40 Não — — -
40 Não — — -
40 Não — — -
40 Não — — -

Fonte: Elaborado pela autora.
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situação, como apresentado por Toyer et al. (2018), tais redes obtém um resultado bem superior.

Para melhorar tal resultado pode-se testar outros parâmetros de configuração e propor

uma arquitetura de rede que seja mais apropriada para lidar com ações não determinísticas.
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5 CONCLUSÕES E TRABALHOS FUTUROS

Neste trabalho foi realizada uma avaliação do uso das ASNETS para obtenção de

soluções para domínios de planejamento não determinísticos. Os testes foram realizados com

problemas do domínio do mundo dos blocos não determinístico.

As ASNETS foram criadas para solucionar problemas probabilísticos, mas também

já foi testado seu uso para problemas determinísticos, como mostrado por (TOYER et al.,

2018; SCHÄFER, 2018). Para utilizar as ASNETS para solucionar problemas de domínios não

determinísticos foi proposta uma transformação de ações não determinísticas em probabilísticas,

atribuindo probabilidade iguais para cada efeito de uma ação.

A rede conseguiu encontrar uma solução para 6 dos 31 problemas testados. Estas

soluções obtidas foram para problemas com até 25 blocos. A partir deste tamanho de problema, as

ASNETS não obtiveram sucesso na elaboração de soluções. Porém, a rede mostra-se promissora

para solucionar problemas de domínios não determinísticos, considerando que mesmo sem estar

preparada para este tipo de domínio ela obteve soluções para parte dos problemas apresentados.

Como trabalhos futuros podemos citar: modificar o algoritmo utilizado nas ASNETS

para ser aplicável em domínios não determinístico; utilizar outra técnica de transformação de um

domínio não determinístico para probabilístico e; testar o uso das ASNETS para outros domínios

não determinísticos.
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