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Resumo
Neste trabalho avaliamos métodos heurísti
os e exatos para o Problema deParti
ionamento de Conjuntos (PPC). Realizamos testes 
omputa
ionais 
omheurísti
as lagrangeanas baseadas em algoritmos gulosos, bus
a tabu e método deotimização pelo subgradiente. Os resultados obtidos, 
omparados 
om os da literatura,
omprovam a e�
iên
ia de nossas heurísti
as na obtenção de limites inferiores esuperiores de boa qualidade, em tempo 
omputa
ional razoável, para instân
ias daliteratura. Utilizamos um esquema de Bran
h and Bound para tentar resolverinstân
ias do PPC à otimalidade e para 
omprovar a qualidade dos resultadosal
ançados por nossas heurísti
as.PALAVRAS CHAVE : Parti
ionamento de 
onjuntos. Bus
a tabu. Heurísti
aslagrangeanas. Método do subgradiente. Bran
h and Bound.
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Abstra
t
In this work we evaluate both exa
t and heuristi
 methods for the set partitioningproblem (SPP). These heuristi
s are based on greedy algorithms, tabu sear
h andsubgradient optimization. Computational experiments performed on ben
hmarkinstan
es of the problem indi
ate that our heuristi
s are 
ompetitive with existingones from the literature in obtaining both lower and upper bounds of good quality inreasonable exe
ution time. We use a Bran
h and Bound algorithm that allows to proveoptimality of solutions obtained by our heuristi
s for a large set of ben
hmark instan
esof the SPP. Thus, we show that our heuristi
s are e�
ient in obtaining feasible solutionsof good quality for this problem.KEYWORDS : Set Partitioning. Tabu Sear
h. Lagrangian Heuristi
s. Subgradientmethod. Bran
h and Bound.
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Capítulo 1
Introdução
Neste trabalho apresentamos heurísti
as lagrangeanas baseadas em algoritmos
onstrutivos gulosos, meta-heurísti
a bus
a tabu e otimização pelo subgradiente paraobtenção de limites inferiores e superiores para o Problema de Parti
ionamento deConjuntos (PPC). Um esquema de Bran
h and Bound é empregado na tentativa deprovar a otimalidade de soluções en
ontradas por nossas heurísti
as.O PPC é um problema de otimização 
ombinatória NP-difí
il [25℄ que possuiapli
ações práti
as tais 
omo es
alonamento de tripulação de linhas aéreas [32℄,roteamento de veí
ulos [24℄, redistribuição políti
a de território [43℄, lo
alização defa
ilidades [7℄, investimento de 
apitais e projeto de 
ir
uitos elétri
os [43℄.As prin
ipais motivações para a realização deste trabalho são desenvolver métodos
apazes de obter boas soluções viáveis para o PPC, investigando 
om maiorprofundidade o uso de algoritmos meta-heurísti
os asso
iados a algoritmos exatos pararesolver instân
ias da literatura.A inovação deste trabalho está na forma 
omo as té
ni
as de resolução (algoritmosgulosos, bus
a tabu e método de otimização pelo subgradiente) foram organizadas para,em 
onjunto, obter limites inferiores e superiores de boa qualidade para instân
ias daliteratura. Os resultados obtidos mostram que nossas heurísti
as são 
ompetitivas emrelação às existentes na literatura. Utilizamos um esquema de Bran
h and Bound para
omprovar a qualidade dos limites obtidos por nossas heurísti
as.Parte dos resultados heurísti
os deste trabalho estão publi
ados em [2℄, tendo sidofortale
idos ainda mais 
om a utilização de algoritmos exatos e 
om a in
lusão de1



té
ni
as de pré-pro
essamento para o PPC, 
onstituindo nossa prin
ipal 
ontribuiçãopara a resolução desse problema.O trabalho está organizado 
omo segue. No próximo 
apítulo de�nimos o PPC eapresentamos sua formulação 
lássi
a de programação inteira. Desta
amos uma ±eriede apli
ações do PPC, que 
omprovam a importân
ia do seu estudo. Em seguida,fazemos uma revisão bibliográ�
a dos prin
ipais trabalhos que abordam o PPC. No
apítulo 3 abordamos as estratégias de resolução e os algoritmos que utilizamos para oPPC. No 
apítulo 4 des
revemos os resultados 
omputa
ionais obtidos, 
omparando-os
om resultados existentes na literatura. No 
apítulo 5 apresentamos uma 
on
lusão eperspe
tivas de trabalhos futuros.
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Capítulo 2
Con
eitos Bási
os
Neste 
apítulo ini
ialmente de�nimos o Problema de Parti
ionamento de Conjuntos(PPC) e apresentamos sua formulação 
lássi
a de programação inteira. Nas seções 2.2e 2.3 abordamos problemas de 
obertura rela
ionados ao PPC. Na seção 2.4 desta
amosas prin
ipais apli
ações do PPC. Na seção 2.5 fazemos uma revisão bibliográ�
a dosprin
ipais trabalhos que abordam esse problema.2.1 Problema de Parti
ionamento de ConjuntosSeja A = [aij ]m×n uma matriz de elementos 0�1, onde M e N representam,respe
tivamente, o 
onjunto de índi
es das linhas e das 
olunas de A. Cada elementoda matriz é igual a um (aij = 1), se a 
oluna j 
obrir a linha i, ou é igual a zero(aij = 0), 
aso 
ontrário. A 
ada 
oluna j asso
iamos um 
usto cj .Seja J (i) = {j | aij = 1, j ∈ N} o 
onjunto de 
olunas que 
obre a linha i ∈M e
R(j) = {i | aij = 1, i ∈M} o 
onjunto de linhas 
oberto pela 
oluna j ∈ N .Um parti
ionamento é um 
onjunto de 
olunas N ′ ⊆ N , tal que toda linha deMé 
oberta exatamente por uma das 
olunas de N ′. A solução do problema 
onsiste emen
ontrar um parti
ionamento de 
olunas de 
usto mínimo. Formalmente, o PPC é

3



de�nido pelo seguinte modelo de programação inteira 0�1 [14℄:
min

x∈{0,1}n

n
∑

j=1

cjxj (2.1)sujeito a: n
∑

j=1

aijxj = 1, i = 1, . . . , m (2.2)onde atribuímos o valor xj = 1, se a 
oluna j ∈ N (
om 
usto cj) estiver na soluçãodo problema, e xj = 0, 
aso 
ontrário.2.2 Problema de Re
obrimento de ConjuntosO Problema de Re
obrimento de Conjunto (PRC) é uma relaxação do PPC. A diferençaentre eles reside ex
lusivamente na natureza das restrições dos problemas. O PRC éde�nido pela seguinte formulação de programação inteira 0�1 [30℄:
min

x∈{0,1}n

n
∑

j=1

cjxj (2.3)sujeito a: n
∑

j=1

aijxj ≥ 1, i = 1, . . . , m (2.4)Gar�nkel e Nemhauser [26℄ abordam um modelo matemáti
o que leva àtransformação de um PPC em um PRC, enquanto [33℄ mostram a 
onversão entreesses problemas através de métodos algébri
os.2.3 Problema de Pa
kingO PPC, segundo [30℄, pode ser 
onsiderado um 
aso parti
ular do Problema de Pa
king(PP), 
uja fomulação matemáti
a é de�nida 
omo segue:
max

x∈{0,1}n

n
∑

j=1

cjxj (2.5)sujeito a: n
∑

j=1

aijxj ≤ 1, i = 1, . . . , m (2.6)
4



O 
onjunto de restrições do PP 
ondi
ionam a 
obertura disjunta das linhas da matrizApor um sub
onjuntos de suas 
olunas. O modelo do PP possui grande apli
ação práti
ana solução do problemas de 
ortes geométri
os, a
ondi
ionamento de embalagens e
arregamento de veí
ulos. Té
ni
as de 
onversão de um PPC em um PP podem ser
onsultadas em [30℄.2.4 Apli
açõesMuitos problemas de otimização 
ombinatória podem ser modelados 
omo um PPC, oque justi�
a a variedade de áreas de apli
ação desse problema, tais 
omo:
• Alo
ação de serviços de emergên
ia [43℄.
• Alo
ação de tripulação em linhas aéreas [32℄.
• Análise de amostras de sangue [38℄
• Balan
eamento de 
apa
idade em linhas de produção [43℄.
• Caminho em Grafos [30℄.
• Distribuição do tráfego de 
omuni
ações em satélites [43℄.
• Esto
agem de itens sujeitos à deterioração [30℄
• Gestão estratégi
a [26℄.
• Investimento de 
apitais [43℄.
• Lo
alização de fa
ilidades [43℄.
• Lógi
a simbóli
a [17℄.
• Planejamento de 
adeia de suprimentos [30℄.
• Planejamento de tarefas [30℄.
• Problema de 
oloração de grafos [30℄.
• Problema de 
orte [30℄.
• Projeto de 
ir
uitos [30℄.
• Re
uperação de informações em ban
o de dados [5℄.
• Roteamento de petroleiros [23℄.
• Roteamento de veí
ulos terrestres [13℄.5



Devido à sua importân
ia e ao seu impa
to e
on�mi
o, o problema de alo
açãode tripulação em linhas aéreas é provavelmente a área de apli
ação mais estudada doPPC [20℄. A variedade de apli
ações do PPC re�ete a importân
ia do estudo desseproblema, bem 
omo a bus
a por metodologias e�
ientes para solu
ioná-lo.2.5 Revisão Bibliográ�
aCom relação ao problema de es
alonamento de tripulação em linhas aéreas, 
itamosos seguintes trabalhos. Lavoie, Minoux e Odier [36℄ apresentam um algoritmo queaborda a alo
ação de tripulação 
omo um problema de re
obrimento de 
onjuntose utiliza geração par
ial de 
olunas para solu
ioná-lo. Desaulniers et al [18℄ utilizaum modelo de �uxo de redes 
om re
ursos variáveis formulado 
omo um problemade programação inteira, não linear e multi-produto. O autor apli
a uma extensão doprin
ípio da de
omposição de Dantzig-Wolfe e reduz o problema para um PPC queé resolvido pela apli
ação de um esquema de Bran
h and Bound. Emden�Weinerte Proks
h [19℄ apresentam uma abordagem para a programação de tripulações viare
ozimento simulado (Simulated Annealing). Os autores abordam 
omo melhorar aperforman
e dessa heurísti
a no que diz respeito ao tempo de exe
ução e à qualidade dasolução �nal. Ozdemir e Mohan [39℄ modelam o problema de alo
ação de tripulações
omo um grafo, no qual os vérti
es são os v�os e as arestas representam restriçõesde dependên
ia entre os v�os. Cada 
aminho no grafo é uma seqüên
ia fa
tível dev�os que pode ser asso
iada a uma tripulação. O autor apli
a a esse modelo umalgoritmo genéti
o e uma heurísti
a de bus
a lo
al. Pimentel [40℄ propõe uma novametodologia para a solução de problemas de re
obrimento de 
onjuntos de grandeporte, 
om apli
ação no problema de alo
ação de tripulações de 
ompanhias aéreas. Aautora apresenta uma formulação que divide a solução do problema em duas etapas:geração de rotas e otimização. Na etapa de otimização é desenvolvida uma metodologiapara resolver problemas modelados 
omo um problema de re
obrimento de 
onjuntos,enquanto na etapa de geração de rotas é utilizado um algoritmo paralelo, baseadona meta-heurísti
a GRASP [41℄. Beasley e Cao [11℄ apli
am um algoritmo baseadoem programação dinâmi
a para o problema de es
alonamento de tripulação em linhasaéreas.Como exemplos de estratégias de resolução do PPC, 
itamos os seguintes trabalhos.Balas e Padberg [6℄ desta
am as té
ni
as de enumeração implí
ita e métodos de planosde 
orte baseados no simplex para a resolução do PPC. Marsten [37℄ des
reve as té
ni
asde Bran
h-and-Bound e de Bran
h-and-Cut 
omo sendo as ferramentas, baseadas emprogramação linear, mais populares entre pesquisadores para solu
ionar o PPC. Fleuren[24℄ utiliza um esquema de Bran
h-and-Bound 
om relaxação lagrangeana para obter6



limites inferiores para o PPC. Fisher e Kedia [23℄ apresentam um algoritmo que apli
aheurísti
as ao problema dual da relaxação linear para forne
er limites inferiores paraum esquema de Bran
h-and-Bound. Ho�man e Padberg [32℄ propõem um algoritmoexato, baseado em Bran
h-and-Cut que envolve a relaxação linear do problema e ain
orporação de 
ortes derivados do estudo do politopo do PPC. Atamtürk et al [4℄apresentam um algoritmo heurísti
o que in
orpora redução do problema, programaçãolinear, planos de 
orte, pro
edimento dual lagrangeano e té
ni
as de perturbaçãodos 
ustos. Chu e Beasley [15℄ desenvolvem uma heurísti
a baseada em algoritmosgenéti
os. Borndörfer [12℄ desenvolve um algoritmo baseado em Bran
h-and-Cut queutiliza relaxação linear. Barahona e Anbil [8℄ utilizam um algoritmo de volume pararesolver a relaxação linear do PPC, utilizando uma extensão do algoritmo de otimizaçãopelo subgradiente, para al
ançar soluções primais e duais de boa qualidade. Segundo osautores, esse pro
edimento é rápido e simples, requerendo menor esforço 
omputa
ionalquando asso
iado ao método simplex, e pode ser paralelizado de forma direta. Klabjan[35℄ apresenta um algoritmo que 
omputa função dual subaditiva (FSO) ótima paraproblemas de programação inteira. O autor mostra 
omo gerar FSO geradora e 
omoobter solução primal ótima para o PPC, utilizando pré-pro
essamento, desigualdadesde 
lique, heurísti
a de expansão baseada em programação linear, pro
edimento degeração de linhas e um esquema de Bran
h-and-Cut. Desigualdades válidas para oPPC são en
ontradas em Balas e Padberg [6℄ e em Sherali e Lee [43℄.No próximo 
apítulo, abordamos as té
ni
as de resolução heurísti
as e exatas queutilizamos para resolver instân
ias do PPC da literatura.

7



Capítulo 3Estratégias de ResoluçãoIni
ialmente, abordamos té
ni
as de pré-pro
essamento para o Problema deParti
ionamento de Conjuntos (PPC). Na seção 3.2 apresentamos uma heurísti
a gulosa
onstrutiva e as estratégias de seleção de 
olunas que adotamos para a obtenção desoluções viáveis para o problema. Na seção 3.3 apresentamos um esquema de bus
a tabupara obtenção de limites superiores. Nas seções 3.4 e 3.5 abordamos, respe
tivamente,um esquema de relaxação lagrangeana e uma heurísti
a de otimização pelo subgradientepara obtenção de limites inferiores. Nas seções 3.6 e 3.7 apresentamos heurísti
aslagrangeanas, que integram as té
ni
as de resolução anteriores 
om o objetivo demelhorar os limites obtidos para o PPC. Na seção 3.8 des
revemos o algoritmo deintegração utilizado. Na seção 3.9 abordamos o esquema de Bran
h and Bound queadotamos para tentar solu
ionar o PPC à otimalidade.3.1 Té
ni
as de Pré-pro
essamentoEsquemas de pré-pro
essamento são pro
edimentos empregados na reformulação demodelos de programação matemáti
a, que podem reduzir as dimensões do problema eo tempo de exe
ução de algoritmos utilizados na sua resolução. São té
ni
as baseadasem impli
ações lógi
as derivadas de 
ondições de viabilidade e otimalidade [4℄.Para o PPC, pro
edimentos de redução podem ser apli
ados para tentar reduziras dimensões do modelo de programação inteira, de modo que a solução ótima dainstân
ia do problema original seja a mesma da instân
ia reformulada. Pela apli
açãodessas té
ni
as, 
olunas redundantes do PPC que jamais poderiam fazer parte deuma solução viável são removidas. Isso pode, in
lusive, resultar na eliminação derestrições redundantes que são automati
amente satisfeitas quando outras o são. Aredução do número de variáveis e de restrições a serem 
onsideradas faz 
om que algunsmétodos de resolução trabalhem melhor [12℄. No trabalho de Eso [21℄ é mostrado quea ordem em que diferentes pro
edimentos de redução são apli
ados não in�uen
ia o8



problema resultante, mas afeta o 
usto 
omputa
ional envolvido no pré-pro
essamento.Em Borndörfer [12℄, há uma listagem de métodos de pré-pro
essamento e análisesprobabilísti
as da usabilidade deles. Pesquisas re
entes sobre o emprego dessas té
ni
aspara o PPC podem ser en
ontradas em Savelsbergh [42℄ e Klabjan [35℄.A seguir apresentamos as té
ni
as de pré-pro
essamento que utilizamos para o PPC.3.1.1 Colunas iguaisSe uma 
oluna j ∈ N puder ser representada por uma 
ombinação de k outras 
olunasde menor 
usto total, tal que k > 0, então a 
oluna j pode ser removida do problema.Considerando S ⊂ N \ j 
omo sendo uma 
oleção de k 
olunas, essa té
ni
a de reduçãopode ser formalmente de�nida 
omo segue, segundo [44℄. Sejam j e S tais que
R(j) =

⋃

h∈S

R(h), onde R(h1) ∩R(h2) = ∅, ∀ h1, h2 ∈ S,Se cj ≥
∑

h∈S

ch então a 
oluna j ∈ N pode ser removida do problema.Utilizamos esse método de pré-pro
essamento parti
ularmente para k = 1, paraeliminarmos toda 
oluna j de 
usto cj que seja igual à 
oluna p de 
usto cp tal que
j, p ∈ N e cj ≥ cp. Não implementamos esse pro
edimento para valores de k > 1,devido ao grande número de 
ombinações de 
olunas a serem analisadas, que impli
arianum maior 
usto 
omputa
ional.No exemplo abaixo, mostramos uma instân
ia do PPC onde as 
olunas j1 e j6 sãoiguais. A 
oluna j6 é eliminada, uma vez que c6 > c1.

j1 j2 j3 j4 j5 j6

i1 1 0 1 0 0 1
i2 0 1 0 1 0 0
i3 1 0 1 1 1 1
i4 0 1 0 0 0 0
i5 1 0 0 0 1 1

c1 = 1 c2 = 3 c3 = 5 c4 = 2 c5 = 4 c6 = 63.1.2 Linhas dominantes e linhas iguaisSe existirem no PPC duas linhas (restrições) p, q ∈ M, tais que J (p) ⊆ J (q), entãodizemos que a linha q �domina� a linha p. Todas as 
olunas que 
obrem q e não 
obrem9



p podem ser eliminadas do problema, bem 
omo a linha p, uma vez que os 
onjuntos
J (p) e J (q) passam a ser iguais, após a eliminação das 
olunas de J (q) \ J (p) [35℄.A seguir mostramos um exemplo da apli
ação desse pro
edimento numa instân
iado PPC. Na tabela 3.1, J (i5) ⊆ J (i4), então podemos eliminar a 
oluna j1, poisa atribuição dela à solução, x1 = 1, violaria a restrição asso
iada à linha i5. Após aeliminação da 
oluna j1, as linhas i4 e i5 tornam-se iguais e a linha i5 pode ser eliminada.Na tabela 3.2, resultante após as eliminações na tabela 3.1, J (i2) ⊆ J (i3). As 
olunas
j2 e j5, que 
obrem a linha i3 mas não 
obrem a linha i2, podem ser eliminadas, bem
omo a linha �dominada� i2, resultando na instân
ia presente na tabela 3.3.Tabela 3.1:

j1 j2 j3 j4 j5 j6

i1 0 1 1 0 0 1
i2 1 0 0 1 0 1
i3 0 1 0 1 1 1
i4 1 0 1 1 0 0
i5 0 0 1 1 0 0

Tabela 3.2:
j2 j3 j4 j5 j6

i1 1 1 0 0 1
i2 0 0 1 0 1
i3 1 0 1 1 1
i4 0 1 1 0 0

Tabela 3.3:
j3 j4 j6

i1 1 0 1
i3 0 1 1
i4 1 1 0

3.1.3 Clique de linhaO nome desse método de pré-pro
essamento se deve ao fato de que uma instân
ia doPPC pode ser representada por um grafo G 
onexo não orientado [12℄, onde os vérti
essão as 
olunas j ∈ N . Há uma aresta interligando um par de vérti
es de G quandoeles 
obrem pelo menos uma linha em 
omum. Portanto, 
ada restrição do PPC é uma
lique em G e somente um vérti
e de 
ada 
lique pode estar presente numa soluçãoviável do problema.Este pro
edimento de redução é de�nido 
omo segue, 
onforme [35℄. Se existir noPPC uma linha i e uma 
oluna j, tais que j /∈ J (i) e R(j) ∩ R(k) 6= ∅, para todo
k ∈ J (i), então podemos eliminar a 
oluna j.A instân
ia do PPC a seguir ilustra a apli
ação desse pro
edimento para eliminaçãode 
olunas. Na tabela 3.4, 
om relação à linha i1, temos o 
onjunto J (i1) =

{j1, j2, j6, j7} e seu 
omplemento J (i1) = {j3, j4, j5}. A 
oluna j5 ∈ J (i1) 
obrepelo menos uma linha em 
omum 
om todas as 
olunas que 
obrem a linha i1.Conseqüentemente, a 
oluna j5 pode ser eliminada do problema, uma vez que aatribuição dela a uma solução do PPC, x5 = 1, violaria a restrição asso
iada a linha i1.A tabela 3.5 mostra a instân
ia após a eliminação da 
oluna j5. O mesmo pro
edimentoé apli
ado a todas as linhas da instân
ia à pro
ura de 
olunas para eliminação quesatisfaçam as 
ondições men
ionadas. 10



Tabela 3.4:
j1 j2 j3 j4 j5 j6 j7

i1 1 1 0 0 0 1 1
i2 0 0 1 1 0 1 0
i3 1 0 1 0 1 0 1
i4 0 1 0 1 1 1 1

Tabela 3.5:
j1 j2 j3 j4 j6 j7

i1 1 1 0 0 1 1
i2 0 0 1 1 1 0
i3 1 0 1 0 0 1
i4 0 1 0 1 1 1A seguir apresentamos um algoritmo guloso e as estratégias de seleção de 
olunasadotadas para a obtenção de soluções viáveis, que posteriormente são utilizadas numpro
edimento de bus
a tabu para en
ontrar limites superiores para instân
ias do PPC.3.2 Heurísti
a Gulosa ConstrutivaUtilizamos uma heurísti
a gulosa 
onstrutiva que utiliza 
ritérios de seleção de 
olunaspara obtenção de soluções primais viáveis para o PPC. Tais 
ritérios provêm deheurísti
as desenvolvidas por [5,16,45℄ para o problema de re
obrimento de 
onjuntos.A heurísti
a gulosa fun
iona 
omo segue. Ini
ialmente, nenhuma variável érepresentada no vetor solução, xj = 0, j ∈ N . Ordenamos as variáveis de a
ordo
om o 
ritério sele
ionado, dentre os apresentados em 3.2.1, 3.2.2 e 3.2.3. A 
adaiteração, sele
ionamos uma variável r para 
ompor uma solução viável (xr = 1).Como 
onseqüên
ia, toda 
oluna k ∈ J (i)\r tal que a linha i ∈ R(r) é eliminadado problema. Esse pro
edimento termina quando uma solução viável é en
ontrada ouquando veri�
amos que o 
ritério de seleção de 
olunas adotado não obtém su
esso nadeterminação de uma solução viável. Cada um dos 
ritérios de seleção de 
olunas éavaliado separadamente pela heurísti
a e a solução viável do PPC 
om menor 
usto éutilizada, 
aso seja en
ontrada.A seguir des
revemos os 
ritérios de seleção de 
olunas implementados na heurísti
a
onstrutiva gulosa para o PPC.3.2.1 Critério de seleção de ChvàtalO 
ritério de seleção de 
olunas de [16℄ 
onsiste na es
olha de uma 
oluna j ∈ N doPPC por iteração, para 
ompor uma solução viável, de a
ordo 
om a razão entre o
usto da 
oluna j, cj , e a 
ardinalidade do 
onjunto R(j). As 
olunas que apresentammenor razão e não violam as restrições do problema têm preferên
ia na seleção para
ompor uma solução viável para o PPC.

11



3.2.2 Critérios de seleção de Balas e HoOs 
ritérios de seleção de [5℄ 
onsistem na utilização das seguintes funções de avaliaçãode 
olunas:
• cj: ordenação das 
olunas j ∈ N do problema pelo 
usto 
res
ente, dandopreferên
ia às 
olunas de menor 
usto para 
ompor o vetor solução.
• cj

log2(kj)
: ordenação das 
olunas j ∈ N do problema pela razão entre o 
usto da
oluna j e o logaritmo do número de linhas 
obertas na base 2.

• cj

kj log2(kj)
: ordenação das 
olunas j ∈ N do problema pela razão entre o 
ustoda 
oluna j e o número de linha 
obertas, multipli
ado pelo logaritmo na base 2deste valor.

• cj

kj ln(kj)
: ordenação das 
olunas j ∈ N do problema pela razão entre o 
ustoda 
oluna j e o número de linhas 
obertas, multipli
ado pelo logaritmo naturaldeste valor.Nas fórmulas a
ima, cj é o 
usto da 
oluna j e kj é a 
ardinalidade do 
onjunto R(j).3.2.3 Critérios de seleção de Vasko e WilsonAlém das funções de avaliação men
ionadas, utilizamos também os 
ritérios de seleçãode 
olunas de [45℄:

• cj

k2
j

: ordenação das 
olunas j ∈ N do problema pela razão entre o 
usto da 
oluna
j e o quadrado do número de linhas 
obertas.
•
√

cj

k2
j

: ordenação das 
olunas j ∈ N do problema pela razão entre a raiz quadradado 
usto da 
oluna j e o quadrado do número de linhas 
obertas.e a seleção de 
olunas de a
ordo 
om o índi
e 
res
ente que as identi�
a.A solução en
ontrada pela heurísti
a gulosa men
ionada é parâmetro de entradapara a meta-heurísti
a bus
a tabu, apresentada a seguir, que tem 
omo objetivo obterlimites superiores para o PPC.3.3 Bus
a TabuA meta-heurísti
a bus
a tabu (BT) ou tabu sear
h foi proposta, independentemente,por [28℄ e por [31℄ e 
onstitui um pro
edimento iterativo para resolver problemas deotimização 
ombinatória. A BT possui me
anismos para es
apar de ótimos lo
ais, nointuito de tentar en
ontrar a solução ótima global.12



De a
ordo 
om [29℄, a BT parte de uma solução viável ini
ial s0 ∈ S, onde S
onstitui o 
onjunto de soluções viáveis do problema analisado. Em problemas deminimização 
omo o PPC, a BT, a 
ada iteração, explora um sub
onjunto V davizinhança V(s) da solução 
orrente s, em bus
a de um ótimo lo
al através da seleçãoda solução vizinha s′ ∈ V de menor valor, mesmo que o valor de s′ seja maior que ode s. A transição entre as soluções s → s′, que o
orre a 
ada iteração, 
onstitui oque denominamos de movimento. Uma função de avaliação f é utilizada para avaliara qualidade da solução 
orrente s. A melhor solução gerada até a iteração 
orrente, s∗,é sempre armazenada.Para prevenir possíveis retornos a soluções previamente geradas (
i
lagem), a BTutiliza uma memória de 
urto prazo ou lista tabu, que identi�
a os movimentos maisre
entemente realizados e os impede de serem exe
utados por um determinado número
|T | de iterações.Movimentos presentes na lista tabu podem ser realizados, 
aso a nova solução s′ ∈
V(s) satisfaça o 
ritério de aspiração, que permite a realização de um movimento tabuse ele levar a uma solução 
ujo valor seja menor do que o da melhor solução en
ontradaaté então, s∗.A lista tabu 
onstitui uma memória de 
urto prazo que possibilita uma diversi�
açãona bus
a por novas soluções, à medida que dire
iona essa bus
a para novas áreas doespaço de solução, permitindo a fuga de ótimos lo
ais. Memórias de médio e longoprazo também são utilizadas para armazenar soluções 
ompletas e informações desuas vizinhanças. O uso desses me
anismos de memória possibilita estratégias deaprendizado, que podem ser utilizadas para a realização de bus
as mais minu
iosassobre uma região promissora do espaço de bus
a (intensi�
ação). O armazenamentodos movimentos e das 
ara
terísti
as históri
as das soluções al
ançadas leva a umaanálise profunda da vizinhança da solução 
orrente e guia a bus
a para regiõesinexploradas do espaço de soluções (diversi�
ação).O algoritmo 3.1 mostra o fun
ionamento da bus
a tabu que adotamos para o PPC.Os parâmetros de entrada são de�nidos 
omo segue. f é uma função de avaliação desoluções. h é a função de aspiração que avalia se o melhor movimento da iteração
orrente, Iter, está na lista tabu e determina a sua realização se a nova solução geradativer 
usto inferior ao da melhor solução 
onhe
ida. |V| indi
a a 
ardinalidade do
onjunto de soluções existentes na vizinhança V(s) da solução 
orrente s a 
ada iteração.
BTmax indi
a o número máximo de iterações sem melhoria no 
usto da melhor soluçãoviável en
ontrada, que 
onstitui o 
ritério de parada adotado na nossa bus
a tabu. A e
c são, respe
tivamente, a matriz de restrições e o vetor de 
ustos das 
olunas do PPC.Já s 
onstitui uma solução viável ini
ial que obtemos a partir da heurísti
a 
onstrutiva13



gulosa e dos 
ritérios de seleção de 
olunas abordados na seção 3.2, enquanto p é umparâmetro per
entual utilizado na análise da vizinhança da solução 
orrente s (bus
alo
al).Algoritmo 3.1 Algoritmo Bus
a TabuEntrada: f , h, |V|, |T |, BTmax, A = [aij ]m×n, c ∈ R
+, s, pSaída: Limite superior s1: s∗ ← s; /* solução ini
ial */2: Iter ← 0; /* iteração 
orrente */3: MelhorIter ← 0;4: T ← ∅; /* lista tabu */5: enquanto Condição de parada não é satisfeita fazer6: Iter ← Iter + 1;7: Realizar bus
a lo
al para obter o melhor movimento s′ da vizinhança da solução
orrente, V(s), tal que s′ não seja tabu (s′ /∈ T ) ou f(s′) < h(f(s));8: Atualizar a lista tabu;9: s← s′; /* realiza movimento */10: se f(s) < f(s∗) então11: s∗ ← s;12: MelhorIter ← Iter;13: �m se14: Atualizar a função de aspiração h;15: �m enquanto16: s← s∗;17: Retorne s;A BT, a 
ada iteração, sele
iona o melhor movimento s → s′, que não seja tabuou que satisfaça o 
ritério de aspiração. Na atualização da lista tabu, os movimentosmais re
entes são armazenados e impedidos de serem realizados durante |T | iterações,ex
eto se o 
ritério de aspiração for satisfeito, e depois são retirados da lista tabu.A melhor solução s′ es
olhida é aquela 
om melhor avaliação na vizinhança dasolução 
orrente s, 
om relação ao valor da função objetivo, à lista tabu e ao 
ritériode aspiração. Realizamos uma bus
a lo
al na vizinhança V(s) 
omo segue. A solução
orrente s é formada por um sub
onjunto de 
olunas de A que 
onstitui uma soluçãoviável para o PPC. Seja C(|s|, 2) o total de 
ombinações de pares de 
olunas de sdois a dois. Seja s̄ = N\s. Sele
ionamos aleatoriamente p% dos pares de 
olunasda solução 
orrente s que são utilizados na bus
a por tro
as entre 
olunas de s e de

s̄, onde p é um parâmetro de entrada. Uma 
oluna de s pode ser tro
ada por duasde s̄ ou duas 
olunas de s podem ser tro
adas por uma ou duas 
olunas de s̄, desdeque as 
olunas envolvidas nas possíveis tro
as 
ubram o mesmo 
onjunto de linhas.Após a 
oleta de todos os movimentos possíveis, a BT sele
iona aquele que apresentamaior des
rés
imo no 
usto da solução 
orrente ou menor a
rés
imo, 
aso não haja14



tro
as que propor
ionem redução no 
usto da solução 
orrente s. Dessa forma, osmovimentos promovem uma transição entre soluções viáveis do PPC a 
ada iteraçãoda BT, em bus
a de um ótimo global.A melhor solução obtida pela BT 
onstitui um limite superior para o 
usto dasolução ótima do PPC e é utilizado 
omo parâmetro de entrada para a heurísti
a deotimização pelo subgradiente e para as heurísti
as lagrangeanas de�nidas nas próximasseções.3.4 Relaxação LagrangeanaUma alternativa à utilização da Relaxação de Programação Linear para o PPC é aRelaxação Lagrangeana (RL) que 
onsiste na dualização das restrições de igualdadedo modelo de programação inteira, in
orporando-as à função objetivo através demultipli
adores de Lagrange. A solução ótima do problema de programação inteiraresultante (problema lagrangeano) forne
e um limite inferior do valor da solução ótimado PPC. Com base no limite inferior en
ontrado e num limite superior 
onhe
ido parao 
usto da solução do problema podemos avaliar quão próximo da solução ótima estáuma solução viável disponível. De a
ordo 
om [27℄, experiên
ias práti
as têm indi
adoque a RL forne
e muito bons limites inferiores 
om 
usto 
omputa
ional razoável paraproblemas de otimização 
ombinatória.Considere a formulação de programação inteira des
rita em (2.1)�(2.2). Asso
iandoao 
onjunto de restrições (2.2) multipli
adores de Lagrange λ ∈ R
m e, em seguida,in
orporando esse 
onjunto de restrições à função objetivo (2.1), obtemos a formulaçãodo problema relaxado:L(λ) = min

x∈{0,1}n

n
∑

j=1

cjxj +
m
∑

i=1

λi

(

1−
n
∑

j=1

aijxj

) (3.1)que é equivalente aL(λ) = min
x∈{0,1}n

n
∑

j=1

(

cj −
m
∑

i=1

λi aij

)

xj +

m
∑

i=1

λi (3.2)O problema dual lagrangeano, 
uja solução ótima forne
e o valor dos multipli
adoresde lagrange que levam ao limite inferior máximo para o PPC, é dado por:
max
λ∈Rm

L(λ) = max
λ∈Rm

[ min
x∈{0,1}n

{ctx + (λ)t(e− Ax)} ] (3.3)onde e ∈ 1m e c ∈ R
n
+ é o vetor 
uja 
omponente cj é o 
usto da 
oluna j.O 
usto reduzido de uma 
oluna j do PPC é de�nido 
omo:15



Cj = cj −
m
∑

i=1

λi aij , j = 1, . . . , n (3.4)A solução x̄ ∈ {0, 1}n do problema lagrangeano, dado λ̄ ∈ R
m, para j = 1, . . . , n, édada por:

x̄j =







1, se Cj ≤ 0

0, 
aso 
ontrário; (3.5)e o valor 
orrespondente da solução do problema lagrangeano (limite inferior para oPPC) é dado por:
ZLB =

n
∑

j=1

Cjx̄j +
m
∑

i=1

λ̄i (3.6)A seguir apresentamos o método de otimização pelo subgradiente, apli
ado paraen
ontrar valores numéri
os para os multipli
adores de Lagrange para o PPC.3.5 Heurísti
a de Otimização pelo SubgradienteIni
ialmente de�nimos subgradiente para o 
onjunto de restrições do PPC. Em seguidaabordamos o me
anismo de fun
ionamento iterativo da otimização pelo subgradiente.3.5.1 SubgradientePor de�nição, um vetor g = (g1, g2, . . . , gm)t é subgradiente de L em λ se, para todo
λ ∈ R

m, temos que L(λ) ≤ L(λ) + (λ− λ)t g [22℄.O 
onjunto de subgradientes de L em λ é um 
onjunto 
onvexo denotado por ∇L(λ)e 
hamado de subdiferen
ial de L em λ. Em de
orrên
ia disso, se os vetores g1 e g2 sãodois subgradientes em λ, então qualquer 
ombinação 
onvexa deles, θ g1 + (1 − θ) g2,para θ ∈ [0, 1], também é um subgradiente.Proposição 1 Para λ ∈ R
m, sejam S o 
onjunto de soluções do PPC e

H(λ) = {x̂ ∈ S | L(λ) = λt e + (ct − λtA) x̂}. Para todo x̂ ∈ H(λ), (e−Ax̂) ∈ ∇L(λ).Logo (e−Ax̂) é um subgradiente de L(λ) [22℄.Demonstração:
L(λ) = min {λte + (ct − λtA)x} ≤ λte + (ct − λtA)x, ∀ x ∈ {0, 1}n.Para um dado λ ∈ R

n, e em parti
ular para x̂ ∈ H(λ), temos que:
L(λ) ≤ λ

t
e + (ct − λ

tA) x̂. Por de�nição de H(λ), L(λ) = λte + (ct − λtA) x̂.Segue por subtração que 16



L(λ)−L(λ) ≤ (λ
t−λt)e− (λ

t−λt)Ax̂ ≤ (λ
t−λt) (e−Ax̂) ≤ (λ

t−λt)g, ∀ λ ∈ R
m.Logo g = (e−Ax̂) 
onstitui um subgradiente de L(λ). Portanto g ∈ ∇L(λ).
�Logo, o subgradiente para 
ada restrição relaxada do PPC é dado por

gi = 1−
n
∑

j=1

aijxj , i = 1, . . . , m (3.7)3.5.2 Otimização pelo subgradienteA otimização pelo subgradiente é um pro
esso iterativo que 
onsiste na determinaçãode uma seqüên
ia de multipli
adores de Lagrange, que se espera 
onvergir para umvetor ótimo λ∗ ∈ R
m, solução do problema dual lagrangeano (3.3). A heurísti
a deotimização pelo subgradiente para o PPC é de�nida 
omo segue, segundo [10℄.Partimos de um 
onjunto de multipli
adores λ0 ∈ R

m, tal que λ0 = 0. A 
adaiteração t ≥ 0 atualizamos os multipli
adores de Lagrange de a
ordo 
om a expressão:
λt+1

i = λt
i + tpt gt

i , i = 1, ..., m (3.8)onde gt
i , a i-ésima 
omponente do subgradiente g na iteração t, é dada por:

gt
i = 1−

n
∑

j=1

aij x̄j , i = 1, . . . , m (3.9)sendo x̄ a solução do problema lagrangeano 3.1 e 3.2. tpt, o tamanho do passo naiteração t, é dado por:
tpt = π













ZUB − Zt
LB

m
∑

i=1

(gt
i)

2













(3.10)onde 0 < π ≤ 2. ZUB é o melhor limite superior para o problema, obtido pela bus
atabu, e Zt
LB é o valor da solução do problema lagrangeano na iteração t.Após um número máximo de iterações sem a
rés
imo no valor do melhor limiteinferior 
onhe
ido, o parâmetro π é reduzido pela metade. Os 
ritérios de parada são

ZUB − Zt
LB < 1 ou π < 0, 005.A seguir apresentamos as heurísti
as lagrangeanas.
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3.6 Heurísti
a Lagrangeana PuraA heurísti
a lagrangeana pura (HLP) 
onsiste em asso
iar às 
olunas do PPC o
usto reduzido obtido nas iterações da otimização pelo subgradiente [3℄. Apli
amosa heurísti
a gulosa 
onstrutiva e a bus
a tabu às instân
ias do PPC 
om os 
ustosmodi�
ados, para tentar en
ontrar soluções viáveis de melhor qualidade. Quandoa HLP obtém um limite superior inferior ao melhor limite superior 
orrente, ZUB éatualizado. A HLP é exe
utada nas iterações da otimização pelo subgradiente em queo valor da solução do problema lagrangeano é maior do que o melhor limite inferior
orrente.3.7 Heurísti
a Lagrangeana de Custo ComplementarA diferença entre a HLP e a heurísti
a lagrangeana de 
usto 
omplementar (HLCC) éque aquela utiliza 
omo 
usto da 
oluna j o valor Cj (
usto reduzido), enquanto estautiliza o valor cj(1 − x̄j), para j = 1, 2, . . . , n, onde cj é o 
usto original da 
oluna je x̄j é o valor da 
omponente j na solução do problema lagrangeano [3℄. Da mesmaforma que na HLP, a heurísti
a gulosa e a bus
a tabu são apli
adas às instân
iasdo PPC 
om os 
ustos das 
olunas modi�
ados. O objetivo é utilizar informaçõesda estrutura da solução do problema lagrangeano, para tentar en
ontrar bons limitesinferiores e superiores para as instân
ias do PPC. A HLCC é exe
utada nas iteraçõesda otimização pelo subgradiente em que o valor da solução do problema lagrangeano émaior do que o melhor limite inferior 
orrente.A seguir apresentamos algoritmos que 
ombinam as té
ni
as dis
utidas nas seçõesanteriores para 
ompor as heurísti
as lagrangeanas para o PPC.3.8 Algoritmo de IntegraçãoAs té
ni
as de redução e os métodos heurísti
os de 
onstrução de soluções viáveis parao PPC são apli
ados 
onforme o algoritmo 3.2.Ini
ialmente as té
ni
as de pré-pro
essamento são apli
adas para reduzir asdimensões do PPC. Em seguida, apli
amos os métodos heurísti
os de 
onstruçãode soluções viáveis. Avaliamos 
ada um dos 
ritérios gulosos de seleção de 
olunas,des
ritos em 3.2.1, 3.2.2 e 3.2.3, em pro
edimentos distintos e utilizamos a soluçãode menor 
usto obtida, Xinicial, 
omo parâmetro de entrada para a bus
a tabu, quepro
ura obter uma nova solução viável 
om menor 
usto. O 
usto da melhor soluçãoviável obtida 
onstitui o limite superior ZUB que é retornado pelo algoritmo 3.2.A otimização pelo subgradiente, asso
iada às heurísti
as lagrangeanas, é des
ritapelo algoritmo 3.3. ZUB e ZLB 
onstituem os melhores limites superior e inferior18



Algoritmo 3.2 Té
ni
as de redução e 
onstrução de solução viável para o PPCEntrada: Matriz A = [aij ]m×n de elementos 0�1, vetor de 
ustos c ∈ R
n
+Saída: Limite superior ZUB1: /* Pré-pro
essamento */2: Apli
ação do pro
edimento para 
olunas iguais3: repetir4: Apli
ação dos pro
edimentos para linhas dominantes e linhas iguais5: Apli
ação do pro
edimento para 
lique de linha6: até não haver eliminação de linhas ou 
olunas7: /* Métodos heurísti
os de 
onstrução */8: Exe
utar pro
edimentos de 
onstrução de soluções viáveis, a partir dos 
ritériosgulosos de seleção de 
olunas. Xinicial 
onstitui a melhor solução en
ontrada 
om
usto cX9: /* Bus
a Tabu */10: Exe
utar a bus
a tabu que re
ebe a solução Xinicial e retorna o limite superior ZUBobtidos, respe
tivamente. t indi
a a iteração 
orrente, cont é um 
ontador para aquantidade de iterações sem melhoria no valor de ZLB. O valor de π é reduzido pelametade, quando cont atinge o valor máximo α, que indi
a a quantidade limite deiterações sem melhoria no valor do melhor limite inferior 
orrente. Nas iterações daotimização pelo subgradiente em que o valor da solução do problema lagrangeano émaior do que ZLB, apli
amos a HLP ou a HLCC, para tentar reduzir o GAP entre

ZUB e ZLB do PPC.De a
ordo 
om o algoritmo 3.3, na primeira iteração da otimização pelosubgradiente, atribuímos ao vetor de multipli
adores de Lagrange o valor λ = 0.Ini
ialmente o parâmetro de relaxação π assume o valor 2.Nas iterações da otimização pelo subgradiente, quando um dos 
omponentes dovetor de multipli
adores de Lagrange λi, para i = 1, . . . , m, for nulo e o subgradiente
orrespondente for negativo, então realizamos a projeção do valor do subgradientepara zero. Segundo [10℄ essa projeção é ne
essária para que o fator do subgradientenão inter�ra no 
ál
ulo do tamanho do passo, o que favore
e a 
onvergên
ia para λ∗na otimização pelo subgradiente.Os 
ritérios de parada adotados foram valor de π < 0.005 ou ZUB − ZLB < 1. Aseguir abordamos o esquema de Bran
h and Bound que adotamos para o PPC.3.9 Bran
h and BoundO Bran
h and Bound (B&B) realiza um parti
ionamento iterativo do espaço de soluções
S do PPC em subproblemas, tal que S é de�nido pelo 
onjunto de restrições Ax = 1e x ∈ {0, 1}n da formulação de programação inteira do PPC.19



Algoritmo 3.3 Otimização pelo subgradiente e heurísti
as lagrangeanasEntrada: Matriz A = [aij ]m×n, vetor de 
ustos c ∈ R
n
+, limite superior ZUB, α.Saída: Limite superior ZUB, limite inferior ZLB.1: t← 0; π ← 2; λt

i ← 0; gt
i ← 1, i = 1, . . . , m; ZUB ← ZUB;2: Ct

j ← cj , j = 1, . . . , n; Zt
LB ← 0; ZLB ← 0; tpt é dado pela equação (3.10);

cont← 0;3: repetir4: Atualizar multipli
adores de Lagrange λt+1

i , i = 1, . . . , m, por (3.8);5: Cal
ular 
usto reduzido Ct+1

j , j = 1, . . . , n, por (3.4);6: Obter solução x̄ do problema lagrangeano por (3.5);7: Cal
ular subgradiente gt+1

i , i = 1, . . . , m, por (3.9);8: se gt+1

i < 0 e λt+1

i = 0 então9: gt+1

i ← 0;10: �m se11: Cal
ular 
usto do problema lagrangeano Zt+1

LB por (3.6);12: se Zt+1

LB > ZLB então13: ZLB ← Zt+1

LB ;14: cont← 0;15: Exe
utar heurísti
a lagrangeana, que retorna limite superior ZUB;/* HLP ou HLCC */16: se ZUB < ZUB então17: ZUB ← ZUB;18: �m se19: senão20: cont← cont + 1;21: se cont = α então22: π ← π/2;23: cont← 0;24: �m se25: �m se26: Cal
ular tamanho do passo tpt+1 por (3.10);27: t← t + 1 ;28: até (ZUB − ZLB < 1 ou π < 0.005)
20



Utilizamos a relaxação linear para en
ontrar limites inferiores nos nós da árvore deB&B, sendo SR = {x ∈ R
n | Ax = 1, 0 ≤ x ≤ 1} o 
onjunto de soluções do problemarelaxado.O fun
ionamento do B&B para um problema de minimização é apresentado peloalgoritmo 3.4, onde L denota a lista de subproblemas (nós) ativos {NOi} e NO0 é onó raiz, ou seja, é a relaxação linear do problema inteiro original. zi denota o limiteinferior 
orrespondente ao valor da relaxação linear do subproblema NOi. zub denotao valor da melhor solução inteira viável 
onhe
ida do problema original. zlb denotao valor do melhor limite inferior obtido através da relaxação linear dos nós geradosna árvore de B&B. xi denota a solução da relaxação linear de NOi. Ini
ialmente, zubassume o valor de ZUB, melhor limite superior obtido pela exe
ução das heurísti
aslagrangeanas.O algoritmo B&B é tipi
amente visto 
omo uma árvore de bus
a. A árvoreé 
onstruída iterativamente através da formação de novos nós por um pro
esso derami�
ação (bran
hing) de um nó k existente, para o qual a solução ótima da relaxaçãoé fra
ionária. Nesse pro
esso dois nós �lhos são formados a partir da seleção de umadas variáveis xj de valor fra
ionário (variável de bran
hing). Os nós �lhos são 
riadosa partir da �xação de xj em 1 e em 0, respe
tivamente, no intuito de assegurar queo 
onjunto de restrições asso
iado aos nós �lhos de k não in
lua soluções nas quais avariável de bran
hing es
olhida assuma o mesmo valor fra
ionário.A etapa denominada poda é utilizada 
omo 
ritério para avaliar se um nó daárvore não ne
essita ser explorado. Classi�
amos um nó 
omo fathoming nas seguintessituações:

• Inviabilidade: quando pelo menos uma das restrições do modelo de programaçãolinear é violada.
• Bound : quando o valor da sua relaxação linear é maior ou igual ao valor damelhor solução inteira viável 
onhe
ida (zub);
• quando o valor da relaxação linear do nó é inteiro e esse valor é inferior zub.Nesse 
aso, atualizamos zub para assumir o valor zi e removemos de L todos ossubproblemas j 
om zj ≥ zub.Realizamos a poda dos nós 
onsiderados fathoming para tentar obter a solução ótimae provar a otimalidade sem uma bus
a exaustiva no espaço de soluções do problema.O B&B termina quando todos os nós são fathoming ou quando en
ontramos umnó da árvore 
uja solução é inteira e tem valor (limite inferior) igual ao valor do melhorlimite superior 
onhe
ido, zub. Neste 
aso, o
orre a prova de que zub 
onstitui o valorde uma solução ótima do PPC. 21



Algoritmo 3.4 Bran
h-and-Bound1: /* Ini
ialização */L← {NO0};
z0 ← 0;
zlb ← 0;
zub ← ZUB;
opt← 0;2: /* Condições de parada */3: enquanto L 6= ∅ ou opt = 0 fazer4: Sele
ionar e remover um subproblema NOi de L, tal que i ≥ 0;5: Computar a relaxação linear de NOi, 
ujo valor é zi;6: se zi > zub então7: Ir para passo 3; /* poda */8: �m se9: se zi > zlb então10: zlb ← zi;11: �m se12: se xi for uma solução inteira então13: se zi < zub então14: zub ← zi;15: Remover de L todos os subproblemas j 
om zj ≥ zub; /* poda */16: �m se17: se zub = zlb então18: opt← 1;19: �m se20: senão21: /* Parti
ionamento */Seja {Sij}j=2

j=1 um parti
ionamento do 
onjunto de restrições Si do problema
{NOi}. Adi
ionar os problemas {NOij}j=2

j=1
a L, se forem viáveis, onde {NOij}é NOi 
om região de viabilidade restrita a {Sij};22: �m se23: �m enquanto24: se opt = 1 então25: x∗, referente à melhor solução inteira viável, é solução ótima 
om valor zub;26: senão se existir x, referente à melhor solução inteira viável então27: a solução x é retornada 
om valor zub;28: senão29: o problema é inviável;30: �m se
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Sele
ionamos a variável mais fra
ionária 
omo 
ritério de seleção de variáveis debran
hing. Como 
ritério de seleção de nós adotamos o best bound, que 
onsiste emes
olher, entre todos os nós inexplorados de L, aquele que apresenta menor valor delimite inferior.Para implementar a lista de nós não explorados L, utilizamos a estrutura de dadosheap na qual os nós �
am dispostos em um vetor e o nó de menor limite inferior �
asituado na 
abeça do heap, tendo maior prioridade na seleção do próximo nó a seranalisado pelo B&B.A seguir abordamos os resultados 
omputa
ionais obtidos pelas estratégias deresolução apresentadas.
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Capítulo 4Resultados Computa
ionaisNeste 
apítulo abordamos os resultados 
omputa
ionais al
ançados pelas estratégias deresolução apresentadas no 
apítulo anterior. Ini
ialmente, des
revemos as instân
iasdo PPC que utilizamos neste trabalho e o resultado da apli
ação das té
ni
as depré-pro
essamento sobre elas. Na seção 4.3 apresentamos os resultados da exe
ução darotina CPXmipopt da Cplex Callable Library para resolver instân
ias do PPC. Naseção 4.4 des
revemos os resultados da meta-heurísti
a bus
a tabu. Na seção 4.5apresentamos os limites superior e inferior al
ançados pelas heurísti
as lagrangeanas.Na seção 4.6 abordamos os resultados al
ançados pelo Bran
h and Bound. Na seção4.7 
omparamos os resultados obtidos pelas heurísti
as lagrangeanas 
om resultadosexistentes na literatura.4.1 IntroduçãoAs té
ni
as de pré-pro
essamento, as heurísti
as 
onstrutiva gulosa e lagrangeanas e oesquema de Bran
h and Bound apresentados foram implementados 
om a linguagemde programação C++ no sistema opera
ional GNU Linux. Para 
omputar a relaxaçãolinear no esquema de Bran
h and Bound, utilizamos o Cplex [1℄. A máquina utilizadapara a realização dos testes dos algoritmos possui um pro
essador Pentium IV de 3000MHz e 512 MB de memória RAM DDR2.Os algoritmos implementados foram utilizados para resolver 54 instân
ias deHo�man e Padberg [32℄ para o PPC, presentes naOR-Library [9℄. O valor da densidade,relação entre a quantidade de elementos aij = 1 e o total de elementos da matriz A,
ara
terísti
a do PPC, varia entre 0,99% e 36,90%, o que mostra o quanto as instân
iasdo PPC utilizadas são espaças.Em virtude de limitação de re
urso de memória físi
a, não fomos 
apazes de resolvera instân
ia do PPC denominada us01, que possui um total de 145 linhas e 1053137
olunas. Por esse motivo, essa instân
ia não está in
luída nas tabelas dos resultados24




omputa
ionais al
ançados neste trabalho.Nas tabelas que seguem utilizamos a seguinte legenda:instân
ia identi�
ador das instân
ias de [32℄linhas número de linhas da instân
ia do PPC anterior à apli
ação do pré-pro
essamento
olunas número de 
olunas da instân
ia do PPC anterior à apli
ação do pré-pro
essamentolinhas PP número de linhas da instân
ia do PPC após apli
ação do pré-pro
essamento
olunas PP número de 
olunas da instân
ia do PPC após apli
ação do pré-pro
essamento% linha per
entual do número de linhas eliminadas no pré-pro
essamento% 
olunas per
entual do número de 
olunas eliminadas no pré-pro
essamentopClique parâmetro utilizado na té
ni
a de redução 
lique de linhas
usto ótimo 
usto da solução ótima obtido pelo MIP CplexSIG valor da solução da heurísti
a gulosa 
onstrutiva% SIG diferença relativa entre SIG e o 
usto ótimoLS BT limite superior obtido pela bus
a tabu% LS BT diferença relativa entre LS tabu e o 
usto ótimoiter BT número de iterações exe
utadas na bus
a tabuLS HL limite superior obtido pelas heurísti
as lagrangeanas% LS HL diferença relativa entre LS HL e o 
usto ótimoLI HL limite inferior obtido pelas heurísti
as lagrangeanas% LI HL diferença relativa entre LI HL e o 
usto ótimoGAP diferença relativa entre LS HL e LI HLnIOS número de iterações exe
utadas da otimização pelo subgradienteestimativa LS estimativa de limite superior% estimativa LS diferença relativa entre estimativa LS e o 
usto ótimoiter MIP número de iterações do simplexnNodes número de nós usado para resolver o problema inteiro do PPCnCortes número de 
ortes de 
lique adi
ionados durante a otimização pelo CplexnDesigualdades número de desigualdades de 
lique geradas pelo CplexLS Ini
 limite superior ini
ial para o Bran
h and BoundLI Root limite inferior obtido na otimização do nó raiz do Bran
h and Boundsol BB solução obtida pelo Bran
h and Boundgerados número de nós gerados durante exe
ução do Bran
h and Boundexpl número de nós explorados durante exe
ução do Bran
h and Boundinexpl número de nós inexplorados durante exe
ução do Bran
h and Boundt(s) tempo de exe
ução (CPU) em segundos4.2 Pré-pro
essamentoAs té
ni
as de pré-pro
essamento foram apli
adas 
onforme o algoritmo 4.1.Ini
ialmente, apli
amos o pro
edimento de eliminação de 
olunas iguais e, em seguida,de forma iterativa, apli
amos os pro
edimentos de linhas dominantes, linhas iguais e
lique de linhas, até não haver mais eliminações de linhas e de 
olunas.25



Algoritmo 4.1 Pré-pro
essamento para o PPCEntrada: Matriz A = [aij ]m×n, vetor de 
ustos c ∈ R
n
+, pCliqueSaída: Matriz A = [aij ]m×n 
om quantidade menor ou igual de linhas e de 
olunas1: Apli
ar pro
edimento de 
olunas iguais2: repetir3: Apli
ar pro
edimento de linhas dominantes e iguais4: Apli
ar pro
edimento de 
lique de linha5: até não haver eliminação de linhas ou 
olunasA tabela 4.1 apresenta o número de linhas e de 
olunas da matriz A = [aij ]m×n dasinstân
ias do PPC antes e depois da apli
ação dos métodos de pré-pro
essamento,bem 
omo a per
entagem de eliminação desses elementos em relação ao total. Oparâmetro de entrada pClique é determinado empiri
amente para o pro
edimento
lique de linha (3.1.3) e indi
a a quantidade máxima de 
olunas que devem 
obriruma linha para que esta seja 
onsiderada no pro
esso de bus
a por 
olunas que podemser eliminadas. De a
ordo 
om testes experimentais realizados, a apli
ação das té
ni
asde pré-pro
essamento 
om valor de parâmetro pClique maior que o informado resultana mesma quantidade de linhas e de 
olunas eliminadas, mas pode exigir maior 
usto
omputa
ional. O valor de pClique igual a zero indi
a que o pro
edimento 
lique delinhas não elimina linhas ou 
olunas nas instân
ias 
onsideradas.Os resultados 
omputa
ionais apresentados na tabela 4.1 mostram que a apli
açãodos métodos de pré-pro
essamento na maioria das instân
ias do PPC analisadaspromovem reduções signi�
ativas no número de variáveis (
olunas) e de restrições(linhas) do problema. Em média 5,91% das linhas e 27,35% das 
olunas são eliminadasna apli
ação das té
ni
as de pré-pro
essamento. Desta
amos os resultados obtidos emus02 onde houve a eliminação de 55% das linhas e em us04, onde houve redução de84,98% das 
olunas. Tabela 4.1 � Instân
ias de Ho�man e Padberg [32℄instân
ia linhas 
olunas linhas PP % linhas 
olunas PP % 
olunas pClique t(s)aa01 823 8904 617 25,03 7544 15,27 308 6,78aa02 531 5198 362 31,83 3848 25,97 179 1,84aa03 825 8627 553 32,97 6707 22,26 176 6,76aa04 426 7195 343 19,48 6123 14,90 144 1,98aa05 801 8308 533 33,46 6246 24,82 167 4,44aa06 646 7292 504 21,98 5902 19,06 199 5,03kl01 55 7479 47 14,54 5915 20,91 1192 1,19kl02 71 36699 69 2,82 16542 54,93 0 0,10nw01 135 51975 135 0,00 49903 3,99 630 1,37nw02 145 87879 145 0,00 85256 2,98 993 2,25Continua na próxima página26



Tabela 4.1 � Instân
ias de Ho�man e Padberg [32℄instân
ia linhas 
olunas linhas PP % linhas 
olunas PP % 
olunas pClique t(s)nw03 59 43749 59 0,00 38964 10,94 0 0,10nw04 36 87482 36 0,00 46190 47,20 0 0,35nw05 71 288507 71 0,00 202603 29,77 0 2,97nw06 50 6774 50 0,00 5977 11,76 0 0,08nw07 36 5172 36 0,00 2064 39,91 0 0,07nw08 24 434 24 0,00 356 17,97 0 0,00nw09 40 3103 40 0,00 2305 25,72 0 0,00nw10 24 853 24 0,00 659 22,74 0 0,00nw11 39 8820 39 0,00 6488 26,44 0 0,01nw12 27 626 27 0,00 454 27,48 0 0,00nw13 51 16043 51 0,00 10905 32,03 0 0,02nw14 73 123409 73 0,00 95178 22,87 0 0,65nw15 31 467 31 0,00 407 12,85 145 0,02nw16 139 148633 139 0,00 138951 6,51 0 0,73nw17 61 118607 61 0,00 78186 34,08 0 0,49nw18 124 10757 124 0,00 8458 21,37 702 3,52nw19 40 2879 40 0,00 2145 25,49 0 0,00nw20 22 685 22 0,00 536 21,75 33 0,00nw21 25 577 25 0,00 421 27,04 117 0,02nw22 23 619 23 0,00 521 15,83 47 0,00nw23 19 711 19 0,00 424 40,36 176 0,02nw24 19 1366 19 0,00 926 32,21 0 0,00nw25 20 1217 20 0,00 844 30,65 0 0,00nw26 23 771 21 8,70 468 39,30 205 0,04nw27 22 1355 22 0,00 817 39,70 97 0,02nw28 18 1210 18 0,00 582 51,90 189 0,04nw29 18 2540 18 0,00 506 19,92 0 0,00nw30 26 2653 26 0,00 1877 29,25 466 0,10nw31 26 2662 26 0,00 1728 35,09 105 0,02nw32 19 294 19 0,00 252 14,28 0 0,00nw33 23 3068 23 0,00 2308 24,77 403 0,06nw34 20 899 20 0,00 718 20,13 166 0,03nw35 23 1709 23 0,00 1191 30,31 252 0,06nw36 20 1783 20 0,00 1244 30,23 544 0,12nw37 19 770 19 0,00 639 17,01 0 0,00nw38 23 1220 23 0,00 726 40,49 382 0,15nw39 25 677 25 0,00 565 16,54 88 0,01nw40 19 404 19 0,00 336 16,83 0 0,00nw41 17 197 17 0,00 177 10,15 0 0,00nw42 23 1079 23 0,00 795 26,32 220 0,05nw43 18 1072 18 0,00 983 8,30 0 0,00Continua na próxima página27



Tabela 4.1 � Instân
ias de Ho�man e Padberg [32℄instân
ia linhas 
olunas linhas PP % linhas 
olunas PP % 
olunas pClique t(s)us02 100 13635 45 55,00 5766 57,71 1200 3,03us03 77 85552 50 35,06 20632 75,88 2736 31,41us04 163 28016 101 38,04 4209 84,98 187 2,35Em [12℄ e [35℄ há uma listagem de métodos de pré-pro
essamento. Optamospor utilizar somente os três pro
edimentos de redução apresentados porque eles semostraram e�
ientes quanto à relação 
usto/benefí
io, ou seja, foram 
apazes dereduzir quantidades signi�
ativas de linhas e de 
olunas do PPC 
om baixo 
usto
omputa
ional.4.3 MIP CplexNesta seção apresentamos os resultados al
ançados pela apli
ação do software Ilog Cplex10.1 [1℄, para resolver as instân
ias do PPC. Utilizamos Cplex Callable Library paraobter a solução das instân
ias 
onsiderando o modelo de programação inteira (2.1�2.2).A tabela 4.2 mostra informações obtidas durante a exe
ução da rotina CPXmipoptpelo Ilog Cplex, para solu
ionar as instân
ias originais do PPC, não pré-pro
essadas.Todas as soluções obtidas são ótimas.Tabela 4.2 � Resultados da rotina CPXmipopt para instân
ias do PPCinstân
ia 
usto ótimo iter MIP nNodes nCortes nDesigualdades t(s)aa01 56137 14211 128 26 613 37,08aa02 30494 675 0 0 358 0,29aa03 49649 1735 0 1 554 2,67aa04 26374 19561 288 13 343 26,72aa05 53839 2686 33 17 527 4,75aa06 27040 1554 2 10 506 5,01kl01 1086 182 3 10 47 0,89kl02 219 381 19 2 69 4,11nw01 114852 130 0 0 135 3,04nw02 105444 157 0 0 145 6,00nw03 24492 104 0 5 59 10,28nw04 16862 3270 126 48 36 77,59nw05 132878 127 0 0 71 15,84nw06 7810 109 0 3 50 0,68nw07 5476 22 0 0 36 0,14nw08 35894 28 0 0 24 0,02nw09 67760 48 0 0 40 0,08nw10 68271 27 0 0 24 0,02Continua na próxima página28



Tabela 4.2 � Resultados da rotina CPXmipopt para instân
ias do PPCinstân
ia 
usto ótimo iter MIP nNodes nCortes nDesigualdades t(s)nw11 116256 66 0 2 39 0,69nw12 14118 23 0 0 27 0,02nw13 50146 95 0 3 51 1,52nw14 61844 156 0 0 73 6,70nw15 67743 16 0 0 29 0,02nw16 1181590 470 0 0 139 22,36nw17 11115 212 2 20 61 71,44nw18 340160 396 0 10 122 1,11nw19 10898 44 0 0 40 0,10nw20 16812 42 0 8 22 0,03nw21 7408 16 0 2 25 0,03nw22 6984 24 0 2 23 0,03nw23 12534 39 0 0 18 0,02nw24 6314 25 0 3 19 0,05nw25 5960 25 0 2 20 0,04nw26 6796 27 0 1 21 0,03nw27 9933 17 0 1 22 0,05nw28 8298 17 0 2 18 0,04nw29 4274 80 1 12 18 0,20nw30 3942 29 0 4 26 0,13nw31 8038 33 0 4 26 0,10nw32 14877 20 0 3 15 0,02nw33 6678 21 0 0 23 0,11nw34 10488 23 0 1 20 0,06nw35 7216 19 0 0 23 0,06nw36 7314 87 2 6 20 0,22nw37 10068 20 0 1 19 0,03nw38 5558 42 0 0 21 0,05nw39 10080 15 0 2 25 0,05nw40 10809 20 0 0 19 0,02nw41 11307 14 0 1 17 0,02nw42 7656 29 0 1 22 0,04nw43 8904 29 0 1 17 0,04us02 5965 95 0 0 45 0,69us03 5338 81 0 0 50 5,04us04 17854 192 0 0 98 1,16Ao analisar os resultados obtidos na tabela 4.2, 
on
luímos que o Cplex foi 
apazde resolver todas as instân
ias do PPC provenientes da OR-Library 
om fa
ilidade,através da adição de 
ortes e desigualdades de 
lique durante a otimização. Osresultados demonstram a e�
iên
ia do Cplex na resolução dos problemas, 
onsiderando29



a formulação de programação inteira do PPC. O valor da solução ótima obtida éutilizado nas tabelas que seguem 
om os demais resultados 
omputa
ionais para análiseda qualidade dos limites inferior e superior al
ançados pelas heurísti
as.4.4 Bus
a TabuA bus
a tabu (BT) tem 
omo ponto de partida a melhor solução viável obtida pelaapli
ação da heurísti
a gulosa 
onstrutiva e dos 
ritérios de seleção de 
olunas sobre asinstân
ias do PPC. Essa meta-heurísti
a visa melhorar a qualidade das soluções ini
iaisobtidas, no intuito de forne
er um limite superior que é utilizado 
omo parâmetro paraa heurísti
a de otimização pelo subgradiente.Na etapa da bus
a lo
al do algoritmo 3.1, sele
ionamos a melhor solução s′ 
om basena avaliação da vizinhança V(s) da solução 
orrente s, 
om relação ao valor da funçãoobjetivo, à lista tabu e ao 
ritério de aspiração. Sele
ionamos aleatoriamente p = 50%dos C(|s|, 2) pares de 
olunas que são utilizados na bus
a por tro
as entre 
olunas de se de s̄ = N\s. Após a 
oleta de todos os movimentos possíveis, a BT sele
iona aqueleque apresenta maior des
rés
imo no 
usto da solução 
orrente ou menor a
rés
imo, 
asonão haja tro
as que propor
ionem redução no 
usto da solução 
orrente s. Veri�
amosentão se o melhor movimento obtido na bus
a lo
al está na lista tabu. Caso esteja,avaliamos se ele satisfaz o 
ritério de aspiração. Caso satisfaça ele é realizado mesmoestando na lista tabu. Se o melhormovimento sele
ionado não estiver na lista tabu, ele érealizado e, em seguida, inserido na lista tabu. Dessa forma, os movimentos promovemuma transição entre soluções viáveis para o PPC a 
ada iteração da BT.Atribuímos ao tamanho |T | da lista tabu o valor 10, determinado empiri
amenteapós uma série de testes realizados sobre as instân
ias da literatura. Os movimentosque estiverem há |T | iterações na lista são retirados dela. Para 
ada instân
ia daliteratura, realizamos a bus
a tabu até que a quantidade de BTmax = 50 iterações semmelhoria na melhor solução 
onhe
ida s∗ seja al
ançada.A tabela 4.3 informa os resultados 
oletados para as 54 instân
ias da OR-Librarypré-pro
essadas, utilizando o vetor de 
ustos c ∈ R
+ das 
olunas da matriz A doPPC após a exe
ução da heurísti
a 
onstrutiva gulosa e da bus
a tabu. Na tabelainformamos o valor da solução ótima das instân
ias, obtido pelo CPXmipopt do Cplex,o valor da solução ini
ial obtido a partir dos algoritmos gulosos (SIG) e sua distân
iaper
entual em relação ao valor ótimo, o valor do limite superior al
ançado pela bus
atabu e sua distân
ia per
entual em relação à solução ótima. O número de iterações(iter BT) e tempo de exe
ução total em segundos (t(s)) da bus
a tabu também sãoinformados. 30



Tabela 4.3 � Resultados da bus
a tabuinstân
ia 
usto ótimo SIG % SIG LS BT % LS BT iter BT t(s)aa01 56137 57528 2,48 57528 2,48 50 28,86aa02 30494 30497 0,01 30497 0,01 50 10,16aa03 49649 50747 2,21 50702 2,12 90 46,07aa04 26374 29888 13,20 29634 12,24 98 33,58aa05 53839 55160 2,45 55160 2,45 50 23,16aa06 27040 27293 0,94 27293 0,94 50 20,28kl01 1086 1130 4,05 1099 1,20 101 5,69kl02 219 234 6,85 229 4,57 55 16,82nw03 24492 34917 42,56 27177 10,96 134 69,43nw04 16862 20698 22,75 17282 2,49 85 46,48nw05 132878 176114 32,54 173256 30,39 80 663,96nw06 7810 13582 73,91 7810 0,00 85 3,31nw07 5476 31988 484,15 25862 372,28 176 2,83nw08 35894 46556 29,70 44230 23,22 67 0,13nw09 67760 83166 22,74 78880 16,41 71 1,61nw10 68271 83121 21,75 80319 17,65 106 0,42nw11 116256 149127 28,27 147261 26,67 61 4,68nw12 14118 16684 18,18 14118 0,00 56 0,30nw13 50146 55554 10,74 50490 0,69 133 18,85nw14 61844 68996 11,56 62518 1,09 66 216,08nw15 67743 67800 0,08 67743 0,00 55 0,13nw16 1181590 1181590 0,00 1181590 0,00 50 1,30nw17 11115 37938 241,32 13326 19,89 115 205,29nw18 340160 455826 34,00 452478 33,02 57 18,11nw19 10898 18088 65,98 11172 2,51 61 0,55nw20 16812 18873 12,26 17157 2,05 154 0,29nw21 7408 9734 31,40 7408 0,00 60 0,30nw22 6984 7610 8,96 6984 0,00 54 0,20nw23 12534 15144 20,82 12534 0,00 65 0,15nw24 6314 6424 1,74 6314 0,00 55 0,22nw25 5960 9152 53,56 5960 0,00 52 0,08nw26 6796 8432 24,07 6796 0,00 58 0,56nw27 9933 15834 59,41 9933 0,00 56 0,30nw28 8298 8298 0,00 8298 0,00 50 0,25nw29 4274 4702 10,01 4274 0,00 54 0,40nw30 3942 7226 83,31 4108 4,21 59 0,51nw31 8038 9992 24,31 8038 0,00 57 0,32nw32 14877 15609 4,92 14877 0,00 54 0,25nw33 6678 9892 48,13 6678 0,00 51 0,26nw34 10488 13140 25,29 10488 0,00 58 0,40Continua na próxima página31



Tabela 4.3 � Resultados da bus
a tabuinstân
ia 
usto ótimo SIG % SIG LS BT % LS BT iter BT t(s)nw35 7216 7896 9,42 7216 0,00 60 0,53nw37 10068 13503 34,12 10068 0,00 52 0,18nw38 5558 6598 18,71 5558 0,00 52 0,22nw39 10080 10758 6,73 10080 0,00 51 0,30nw40 10809 12372 14,46 10809 0,00 60 0,39nw41 11307 12474 10,32 11307 0,00 52 0,17nw42 7656 10530 37,54 7656 0,00 54 0,34nw43 8904 12370 38,93 8904 0,00 66 0,16Os resultados en
ontrados mostram que a apli
ação da meta-heurísti
a bus
a tabumelhorou o 
usto da solução viável ini
ial em 42 das 54 instân
ias. Para as instân
iasaa01, aa02, aa05, aa06 a bus
a tabu não foi 
apaz de melhorar o 
usto da soluçãoviável en
ontrada pela heurísti
a 
onstrutiva gulosa. No entanto, para as instân
iasnw16 e nw28 a heurísti
a gulosa en
ontrou uma solução 
om 
usto ótimo e, 
omo
onseqüên
ia, a bus
a tabu não foi apli
ada sobre elas. Em 46,30% das instân
ias,uma solução ótima foi al
ançada, 
om 
usto 
omputa
ional razoável. No entanto, paraas instân
ias nw01, nw02, nw36, us02, us03 e us04 não obtivemos solução viável pelaapli
ação das heurísti
a gulosa 
onstrutiva e, 
onseqüentemente, a bus
a tabu não foiapli
ada a elas. Para essas instân
ias, estimamos um limite superior, apresentado natabela 4.4, que é dado pela soma dos 
ustos das m′ 
olunas de maior 
usto, onde
m′ ≤ m é o número de linhas da instân
ia do PPC pré-pro
essada. Com isso, todas asinstân
ias �
am aptas a serem submetidas às heurísti
as lagrangeanas, 
ujos resultados
omputa
ionais são apresentados a seguir.Tabela 4.4 � Estimativa de limite superiorinstân
ia 
usto ótimo estimativa LS % estimativa LSnw01 114852 1622590 1312,77nw02 105444 1744940 1554,85nw36 7314 113474 1451,46us02 5965 64375 979,21us03 5338 78433 1369,33us04 17854 137098 667,88Em geral o tempo de exe
ução da heurísti
a gulosa 
onstrutiva e da bus
a tabujuntas, para as instân
ias pré-pro
essadas do PPC, é maior que o tempo de exe
uçãoda rotina CPXmipopt do Cplex.
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4.5 Heurísti
as LagrangeanasO algoritmo 3.3, apresentado no 
apítulo anterior, des
reve a integração entre asheurísti
as lagrangeanas e o pro
esso de otimização pelo subgradiente. A seguirespe
i�
amos os parâmetros utilizados, bem 
omo os limites inferior e superior obtidospara as instân
ias do PPC.Atribuímos o valor 100 ao parâmetro α, para todas as instân
ias, ex
eto para nw36e para us04, 
ujo parâmetro α re
ebeu os valores 745 e 500, respe
tivamente, de�nidosapós uma série de testes que avaliaram a qualidade do limite inferior obtido. Quando onúmero de iterações sem melhoria no valor do melhor limite inferior 
onhe
ido atingeo valor α, o valor do parâmetro π é reduzido pela metade.As tabelas 4.5 e 4.6 informam o valor do 
usto de uma solução ótima, os valoresdos limites superior e inferior obtidos e o GAP relativo entre esses valores, bem 
omoo número de iterações exe
utadas pela otimização pelo subgradiente e o tempo deexe
ução em segundos das heurísti
as lagrangeanas pura e de 
usto 
omplementar,respe
tivamente, para as instân
ias do PPC pré-pro
essadas.Em virtude da bus
a tabu ser exe
utada em 
ada iteração da otimização pelosubgradiente em que há uma melhoria no melhor limite inferior 
orrente, resolvemosreduzir o parâmetro p da bus
a tabu, que indi
a a per
entagem do total de pares de
olunas da solução 
orrente analisado para a exe
ução do pro
edimento de bus
a lo
al,de 50% para 30% 
om o objetivo de reduzir o tempo de exe
ução de 
ada 
hamada dabus
a tabu. Tabela 4.5 � Resultados Heurísti
a Lagrangeana Pura (HLP)instân
ia 
usto ótimo LS HL % LS HL LI HL % LI HL nIOS GAP t(s)aa01 56137 56989 1,52 55504 1,13 6876 2,68 86,28aa02 30494 30494 0,00 30494 0,00 470 0,00 20,91aa03 49649 49649 0,00 49615 0,07 6680 0,07 83,53aa04 26374 28898 9,45 25863 2,04 4939 11,73 61,31aa05 53839 53935 0,18 53721 0,22 9439 0,40 232,08aa06 27040 27112 0,27 26974 0,24 3764 0,51 353,07kl01 1086 1086 0,00 1084 0,18 2182 0,18 50,34kl02 219 220 0,46 216 1,37 2409 1,85 57,00nw01 114852 114852 0,00 114852 0,00 826 0,00 1254,75nw02 105444 105444 0,00 105444 0,00 46400 0,00 3062,82nw03 24492 24492 0,00 24447 0,18 1620 0,18 105,33nw04 16862 16862 0,00 16311 3,27 2335 3,38 385,85nw05 132878 149136 12,24 132868 0,01 2335 12,24 3561,29nw06 7810 7810 0,00 7640 2,18 1731 2,23 2,01nw07 5476 5476 0,00 5476 0,00 1782 0,00 7,97Continua na próxima página33



Tabela 4.5 � Resultados Heurísti
a Lagrangeana Pura (HLP)instân
ia 
usto ótimo LS HL % LS HL LI HL % LI HL nIOS GAP t(s)nw08 35894 35894 0,00 35894 0,00 210 0,00 0,59nw09 67760 67760 0,00 67760 0,00 298 0,00 5,64nw10 68271 68271 0,00 68271 0,00 380 0,00 1,37nw11 116256 116256 0,00 116255 0,00 1485 0,00 33,74nw12 14118 14118 0,00 14118 0,00 44 0,00 0,01nw13 50146 50146 0,00 50132 0,03 2241 0,03 47,54nw14 61844 61844 0,00 61822 0,04 4591 0,04 3028,86nw15 67743 67743 0,00 67743 0,00 289 0,00 0,03nw16 1181590 1181590 0,00 1181590 0,00 513 0,00 93,41nw17 11115 11196 0,73 10873 2,18 2655 2,97 875,38nw18 340160 368964 8,47 338621 0,45 2101 8,96 219,35nw19 10898 10898 0,00 10898 0,00 74 0,00 0,42nw20 16812 16812 0,00 16626 1,11 1930 1,12 1,21nw21 7408 7408 0,00 7380 0,38 1465 0,38 0,15nw22 6984 6984 0,00 6942 0,60 1152 0,61 0,11nw23 12534 12534 0,00 12317 1,73 1190 1,76 0,11nw24 6314 6314 0,00 5842 7,48 1023 8,08 0,16nw25 5960 5960 0,00 5852 1,82 1020 1,85 0,13nw26 6796 6796 0,00 6743 0,78 1162 0,79 0,15nw27 9933 9933 0,00 9878 0,55 1032 0,56 0,14nw28 8298 8298 0,00 8169 1,55 1059 1,58 0,12nw29 4274 4274 0,00 4170 2,43 2703 2,49 0,61nw30 3942 3942 0,00 3727 5,45 2027 10,22 0,86nw31 8038 8038 0,00 7980 0,72 1488 0,73 0,65nw32 14877 14877 0,00 14570 2,06 1797 2,11 0,17nw33 6678 6678 0,00 6484 2,91 1011 2,99 0,32nw34 10488 10488 0,00 10454 0,32 1073 0,33 0,10nw35 7216 7216 0,00 7206 0,14 1061 0,14 0,22nw36 7314 7314 0,00 7260 0,74 27925 0,74 12,86nw37 10068 10068 0,00 9962 1,05 998 1,06 0,07nw38 5558 5558 0,00 5552 0,11 1557 0,11 0,22nw39 10080 10080 0,00 9869 2,09 1202 2,09 0,11nw40 10809 10809 0,00 10659 1,39 1422 1,39 0,14nw41 11307 11307 0,00 10972 2,96 1007 3,05 0,03nw42 7656 7656 0,00 7485 2,23 1226 2,28 0,16nw43 8904 8904 0,00 8897 0,08 1150 0,08 0,13us02 5965 5965 0,00 5965 0,00 165 0,00 9,26us03 5338 5338 0,00 5329 0,17 76444 0,17 3995,30us04 17854 17854 0,00 17732 0,68 46378 0,69 1340,71
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Tabela 4.6 � Resultados Heurísti
a Lagrangeana de Custo Complementar (HLCC)instân
ia 
usto ótimo LS HL % LS HL LI HL % LI HL nIOS GAP t(s)aa01 56137 57528 2,48 55427 1,27 4127 3,79 94,43aa02 30494 30494 0,00 30494 0,00 447 0,00 20,74aa03 49649 50702 2,12 49605 0,09 2595 2,21 45,61aa04 26374 29769 12,75 25856 2,07 2658 15,13 33,32aa05 53839 53941 0,19 53722 0,22 4854 0,40 140,08aa06 27040 27293 0,94 26974 0,24 3075 1,18 126,74kl01 1086 1086 0,00 1084 0,19 2024 1,18 66,00kl02 219 219 0,00 216 1,37 2356 1,38 64,07nw01 114852 114852 0,00 114852 0,00 734 0,00 1079,85nw02 105444 105444 0,00 105444 0,00 46368 0,00 3840,42nw03 24492 25464 3,97 24446 0,19 1538 4,16 298,31nw04 16862 16862 0,00 16311 3,27 2562 3,37 457,90nw05 132878 149132 12,23 132873 0,00 32853 12,23 3711,21nw06 7810 7810 0,00 7640 2,18 1731 2,22 1,93nw07 5476 5476 0,00 5476 0,00 1853 0,00 4,26nw08 35894 35894 0,00 35894 0,00 55 0,00 0,12nw09 67760 67760 0,00 67760 0,00 263 0,00 5,15nw10 68271 68271 0,00 68271 0,00 125 0,00 1,63nw11 116256 116256 0,00 116255 0,00 2031 0,00 34,67nw12 14118 14118 0,00 14118 0,00 44 0,00 0,07nw13 50146 50322 0,35 50132 0,03 1987 0,37 86,56nw14 61844 62514 1,08 61829 0,02 3093 1,10 2737,34nw15 67743 67743 0,00 67743 0,00 289 0,00 0,07nw16 1181590 1181590 0,00 1181590 0,00 513 0,00 94,83nw17 11115 11142 0,24 10871 2,20 3049 2,49 875,17nw18 340160 415154 22,05 338564 0,47 19559 22,62 235,95nw19 10898 10898 0,00 10898 0,00 51 0,00 1,90nw20 16812 17157 2,05 16626 1,11 2236 3,19 1,30nw21 7408 7408 0,00 7380 0,38 1465 0,37 0,20nw22 6984 6984 0,00 6942 0,60 1152 0,60 0,17nw23 12534 12534 0,00 12317 1,73 1190 1,16 0,14nw24 6314 6314 0,00 5842 7,48 1023 8,07 0,20nw25 5960 5960 0,00 5852 1,82 1020 1,84 0,15nw26 6796 6796 0,00 6743 0,78 1143 0,78 0,24nw27 9933 9933 0,00 9878 0,55 1032 0,55 0,19nw28 8298 8298 0,00 8169 1,56 1059 1,57 0,18nw29 4274 4274 0,00 4170 2,43 2703 2,49 0,72nw30 3942 3942 0,00 3727 5,47 1778 5,76 0,94nw31 8038 8038 0,00 7980 0,72 1613 0,72 0,94nw32 14877 14877 0,00 14570 2,07 1890 2,10 0,29Continua na próxima página35



Tabela 4.6 � Resultados Heurísti
a Lagrangeana de Custo Complementar (HLCC)instân
ia 
usto ótimo LS HL % LS HL LI HL % LI HL nIOS GAP t(s)nw33 6678 6678 0,00 6484 2,91 1011 2,99 0,37nw34 10488 10488 0,00 10454 0,32 1073 0,32 0,23nw35 7216 7216 0,00 7206 0,14 1061 0,13 0,22nw36 7314 7314 0,00 7260 0,74 24461 0,74 12,58nw37 10068 10068 0,00 9962 1,05 998 1,06 0,16nw38 5558 5558 0,00 5552 0,11 1557 0,10 0,31nw39 10080 10080 0,00 9869 2,09 1202 2,13 0,14nw40 10809 10809 0,00 10659 1,39 1574 1,40 0,20nw41 11307 11307 0,00 10972 2,96 1007 3,05 0,03nw42 7656 7656 0,00 7485 2,24 1226 2,28 0,23nw43 8904 8904 0,00 8897 0,08 1150 0,07 0,16us02 5965 5965 0,00 5965 0,00 374 0,00 56,14us03 5338 5338 0,00 5331 0,13 68027 0,13 3671,18us04 17854 17854 0,00 17732 0,68 45065 0,68 1362,62Um 
omparativo entre os resultados al
ançados para as 54 instân
ias da OR-Librarymostra que as heurísti
as HLP e HLCC al
ançaram o mesmo limite superior em 41instân
ias. HLP obteve melhor limite superior nas instân
ias aa01, aa03, aa04, aa05,aa06, nw03, nw13, nw14, nw18 e nw20, enquanto HLCC obteve melhor limite superiorem kl02, nw05 e nw17. Em 46 instân
ias, HLP atingiu a solução ótima, enquantoHLCC obteve a solução ótima em 42 instân
ias. Quanto ao limite inferior, em 45instân
ias, HLP e HLCC al
ançaram o mesmo resultado, sendo que em 13 instân
iasfoi atingido o 
usto da solução ótima. Para as instân
ias aa04, nw03, nw17 e nw18,HLP obteve melhor limite inferior, enquanto para as instân
ias aa03, aa05, nw05, nw14e us03, HLCC obteve melhor limite inferior. Os resultados mostram que tanto a HLPquanto a HLCC al
ançaram a solução ótima 
om prova de otimalidade em 13 das 54instân
ia do PPC. Em média, a HLCC apresentou menor tempo de exe
ução que aHLP.4.6 Bran
h and BoundNesta seção apresentamos os resultados al
ançados pelo nosso algoritmo de B&B queutiliza o software Cplex [1℄ para resolver a relaxação linear das instân
ias do PPCpré-pro
essadas, através do método dual simplex.Na tabela 4.7, LS Ini
 indi
a o limite superior dado 
omo entrada para o B&B,que 
orresponde ao melhor limite superior al
ançado pelas heurísti
as lagrangeanas. LIRoot indi
a o valor da solução da relaxação linear do nó raiz da árvore de B&B. A 
olunasol BB indi
a que nosso B&B al
ançou a solução ótima em todas as instân
ias do PPC36



(GAP = 0), 
om ex
eção de aa01, aa04 e nw04. Nosso B&B não foi 
apaz de resolveressas três instân
ias, devido a limitações de re
ursos de memória no 
luster onde opro
esso foi exe
utado. A di�
uldade apresentada pelo B&B para resolver as instân
iasaa01�06 se deve ao número relativamente grande de linhas por elas apresentado em
omparação 
om as demais instân
ias.Na tabela 4.7 também informamos o 
usto de uma solução ótima, o número de nósda árvore de B&B que foram gerados, explorados e podados durante a otimização, bem
omo o tempo de exe
ução em segundos. Para as instân
ias aa02, nw01, nw02, nw05,nw07, nw08, nw09, nw10, n12, nw14, nw15, nw16, nw19, a resolução da relaxaçãolinear do nó raiz da árvores de B&B resultou numa solução inteira 
om valor igual ada solução ótima. Para as demais instân
ias, os resultados mostram que o B&B tevefa
ilidade em resolvê-las, devido ao pequeno número de nós que foram gerados até queuma solução ótima fosse en
ontrada.Os resultados al
ançados pelo B&B provaram a otimalidade do limite superiorobtido pelas heurísti
as lagrangeanas para as instân
ias do PPC em que o limitesuperior obtido por elas é igual ao valor da solução ótima, o que demonstra a qualidadedos limites al
ançados para a resolução de instân
ias da literatura.Tabela 4.7 � Resultados Bran
h and Boundinstân
ia 
usto ótimo LS Ini
 LI Root sol BB gerados expl podados t(s)aa02 30494 30494 30494 30494 0 0 0 0,243aa03 49649 50702 49616,4 49649 20 10 10 4,596aa05 53839 53941 53735,9 53839 116 58 58 23,338aa06 27040 27293 26977,2 27040 96 48 48 24,407kl01 1086 1086 1084 1086 74 37 22 2,902kl02 219 219 215,25 219 1694 847 285 279,140nw01 114852 114852 114852 114852 0 0 0 2,181nw02 105444 105444 105444 105444 0 0 0 3,936nw03 24492 24492 24492 24492 2 1 2 2,648nw05 132878 149132 149132 132878 0 0 0 10,273nw06 7810 7810 7810 7810 6 3 3 0,308nw07 5476 5476 5476 5476 0 0 0 0,131nw08 35894 35894 35894 35894 0 0 0 0,025nw09 67760 67760 67760 67760 0 0 0 0,219nw10 68271 68271 68271 68271 0 0 0 0,020nw11 116256 116256 116256 116256 2 1 2 0,432nw12 14118 14118 14118 14118 0 0 0 0,022nw13 50146 50146 50146 50146 2 1 0 0,835nw14 61844 61844 61844 61844 0 1 0 4,867nw15 67743 67743 67743 67743 0 1 0 0,030Continua na próxima página37



Tabela 4.7 � Resultados Bran
h and Boundinstân
ia 
usto ótimo LS Ini
 LI Root sol BB gerados expl podados t(s)nw16 1181590 1181590 1181590 1181590 0 1 0 16,123nw17 11115 11142 10875,8 11115 20 10 10 19,638nw18 340160 368964 338864 340160 2 1 0 0,904nw19 10898 10898 10898 10898 0 1 0 0,159nw20 16812 16812 16626 16812 4 2 3 0,127nw21 7408 7408 7380 7408 2 1 0 0,032nw22 6984 6984 6942 6984 2 1 0 0,064nw23 12534 12534 12317 12534 16 8 7 0,100nw24 6314 6314 5843 6314 6 3 3 0,175nw25 5960 5960 5852 5960 4 2 2 0,122nw26 6796 6796 6743 6796 4 2 2 0,059nw27 9933 9933 9877,5 9933 2 1 0 0,087nw28 8298 8298 8169 8298 4 2 2 0,142nw29 4274 4274 4185,33 4274 12 6 6 0,240nw30 3942 3942 3726,8 3942 4 2 0 0,218nw31 8038 8038 8022 8038 6 3 3 0,299nw32 14877 14877 14570 14877 8 4 4 0,039nw33 6678 6678 6484 6678 2 1 0 0,218nw34 10488 10488 10453,5 10488 2 1 0 0,026nw35 7216 7216 7206 7216 2 1 0 0,095nw36 7314 7314 7260 7314 28 14 13 0,387nw37 10068 10068 9961,5 10068 2 1 0 0,023nw38 5558 5558 5552 5558 2 1 0 0,102nw39 10080 10080 9868,5 10080 6 3 3 0,060nw40 10809 10809 10658,2 10809 4 2 2 0,032nw41 11307 11307 10972,5 11307 2 1 0 0,030nw42 7656 7656 7485 7656 6 3 3 0,175nw43 8904 8904 8897 8904 2 1 0 0,085us02 5965 5965 5965 5965 0 0 0 0,645us03 5338 5338 5338 5338 0 0 0 2,192us04 17854 17854 17731,7 17854 6 3 3 1,5024.7 Resultados da LiteraturaNo intuito de avaliar a performan
e das heurísti
as apresentadas, 
omparamos nossosresultados 
om os de algoritmos existentes na literatura que utilizam as instân
ias deHo�man e Padberg [9℄ para o PPC.4.7.1 Algoritmo genéti
oNa tabela 4.8 apresentamos os melhores resultados obtidos pela heurísti
a baseadaem algoritmos genéti
os (AG) desenvolvida por Chu e Beasley [15℄. Essa heurísti
a38




ara
teriza-se por apresentar 
omponentes tais 
omo funções �tness e un�tnessseparadas, esquema de mutação adaptativa, seleção de emparelhamento (mat
hing),função de substituição da população por ranking e um operador de melhoramentoheurísti
o. Trata-se de uma das melhores heurísti
as da literatura para o PPC.Em AG estão os resultados obtidos em uma estação de trabalho Sili
on Graphi
sIndi
o (R4000, 100 MHz). Em % AG mostramos a diferença relativa entre o limitesuperior obtido pelo AG e o 
usto da solução ótima que obtivemos na seção 4.3. Emt(s) indi
amos o tempo médio em segundos que o AG levou para al
ançar sua melhorsolução. O AG não foi 
apaz de en
ontrar solução viável para as instân
ias aa01, aa03,aa05, e nw01. Tabela 4.8 � Resultados do AG de Chu e Beasley [15℄instân
ia 
usto ótimo AG % AG t(s)aa02 30494 30500 0,02 1145,4aa04 26374 28261 7,04 1731,7aa06 27040 27883 3,12 2114,8kl01 1086 1086 0,00 159,6kl02 219 219 0,00 485,7nw02 105444 108816 3,20 15132,0nw03 24492 24492 0,00 2782,0nw04 16862 16862 0,00 3458,6nw05 132878 134170 0,97 24914,5nw06 7810 7810 0,00 326,4nw07 5476 5476 0,00 47,6nw08 35894 35894 0,00 0,7nw09 67760 67760 0,00 14,2nw10 68271 68271 0,00 1,8nw11 116256 116256 0,00 69,8nw12 14118 14118 0,00 3,5nw13 50146 50146 0,00 389,4nw14 61844 62262 0,68 9782,0nw15 67743 67743 0,00 1,4nw16 1181590 1181590 0,0 11810,5nw17 11115 11115 0,00 5650,7nw18 340160 345130 1,46 1540,8nw19 10898 10898 0,00 69,7nw20 16812 16812 0,00 3,2nw21 7408 7408 0,00 1,1nw22 6984 6984 0,00 0,5nw23 12534 12534 0,00 1,5nw24 6314 6314 0,00 4,9nw25 5960 5960 0,00 3,6Continua na próxima página39



Tabela 4.8 � Resultados do AG de Chu e Beasley [15℄instân
ia 
usto ótimo AG % AG t(s)nw26 6796 6796 0,00 4,4nw27 9933 9933 0,00 2,6nw28 8298 8298 0,00 3,0nw29 4274 4274 0,00 48,8nw30 3942 3942 0,00 28,1nw31 8038 8038 0,00 42,2nw32 14877 14877 0,00 1,9nw33 6678 6678 0,00 5,5nw34 10488 10488 0,00 2,2nw35 7216 7216 0,00 4,5nw36 7314 7314 0,00 46,2nw37 10068 10068 0,00 2,3nw38 5558 5558 0,00 6,7nw39 10080 10080 0,00 1,1nw40 10809 10809 0,00 1,4nw41 11307 11307 0,00 0,9nw42 7656 7656 0,00 16,3nw43 8904 8904 0,00 6,5us02 5965 5965 0,00 76,8us03 5338 5338 0,00 1350,2us04 17854 17854 0,00 135,1Nossa HLP al
ançou solução viável para as instân
ias aa01 e aa05 
om distân
iarelativa para a solução ótima de 1,52% e 0,18% respe
tivamente. Para as instân
iasaa03 e nw01, a HLP al
ançou a solução ótima, para as quais a prova de otimalidadeé mostrada pelo resultado do nosso B&B. Em 42 instân
ias do PPC, o melhor limitesuperior al
ançado pelas heurísti
as lagrangeanas e pelo AG foi o mesmo. A HLPobteve melhor resultado nas instân
ias aa01, aa02, aa03, aa05, aa06, nw01, nw02,nw14 do que o AG, enquanto a HLCC foi melhor que o AG nas instân
ias aa01, aa02,nw01 e nw02. Somente para as instân
ias aa04, nw05, nw17 e nw18 o AG obtevemelhor resultado do que a HLP e a HLCC.Em geral o tempo de exe
ução das heurísti
as lagrangeanas é inferior ao do AG.No entanto, deve ser levada em 
onsideração a diferença entre as 
on�gurações dasmáquinas utilizadas para a exe
ução das nossas heurísti
as e do AG ao analisar aperforman
e dos algoritmos em relação ao tempo de exe
ução.4.7.2 Algoritmo função dual subaditivaKlabjan [34℄ apresenta um algoritmo práti
o que 
omputa uma função dual subaditivaótima (FSO) para problemas de programação inteira. Trata-se do primeiro trabalho que40



reporta experimentos 
omputa
ionais de
orrentes da 
omputação de uma FSO. Em [35℄o autor mostra que o algoritmo práti
o é tratável para obter uma FSO para problemasde pequeno e médio portes do PPC, utilizando pré-pro
essamento, desigualdades de
lique, heurísti
a de expansão baseada em programação linear, pro
edimento de geraçãode linhas e um esquema de Bran
h-and-Cut. Em [35℄ o autor também mostra que 
omo uso de funções subaditivas apropriadas é possível realisar análise de sensibilidade queforne
e melhores resultados do que a análise que utiliza vetores duais de programaçãolinear.A tabela 4.9 de [35℄ informa os resultados al
ançados pelos experimentos
omputa
ionais que foram exe
utados em uma máquina IBM Thinkpad 570 
ompro
essador Pentium III de 333 MHz e 196 MB de memória, para resolver as instân
iasdo PPC de Ho�man e Padberg [32℄. O autor utilizou o Visual Studio C++ versão 6.0e o software Cplex versão 6.5 para resolver problemas de programação linear.Tabela 4.9 � Resultados de Klabjan [35℄Tamanho Pré-pro
essamento Tempo CPLEXinstân
ia linhas 
olunas linhas 
olunas t(s) estágio 1 estágio 2 |E| |N\S| t(s)aa01 823 8904 605 7531 32 3803 ? ? 95 723aa03 825 8627 537 6695 30 25 171 142 0 88aa04 426 7195 342 6123 17 ? ? ? ? 908aa05 801 8308 521 6236 21 106 ? ? 1 97aa06 646 7292 486 5858 23 52 ? ? 5 39kl01 55 7479 47 5915 49 12 336 100 13 14kl02 71 36699 69 16542 8 240 ? ? 60 118nw03 59 43749 53 38958 6 29 0 19 0 48nw04 36 87482 35 46189 16 5757 ? ? 998 378nw06 50 6774 37 5964 45 10 0 58 0 8nw11 39 8820 28 6436 28 4 0 3 0 6nw13 51 16043 48 10900 4 9 0 4 0 18nw18 124 10757 81 7861 90 100 0 292 0 13nw20 22 685 22 536 0 0 0 13 0 0nw21 25 577 25 421 0 0 0 4 0 0nw22 23 619 23 521 0 0 0 7 0 0nw23 19 711 15 416 0 4 0 52 0 2nw24 19 1366 19 926 2 1 0 52 0 1nw25 20 1217 20 844 0 0 0 9 0 0nw26 23 771 21 468 1 0 0 7 0 1nw27 22 1355 22 817 3 0 0 4 0 0nw28 18 1210 18 582 3 0 0 10 0 0nw29 18 2540 18 2034 6 3 19 50 4 1nw30 26 2653 26 1877 22 1 0 27 0 1Continua na próxima página41



Tabela 4.9 � Resultados de Klabjan [35℄Tamanho Pré-pro
essamento Tempo CPLEXinstân
ia linhas 
olunas linhas 
olunas t(s) estágio 1 estágio 2 |E| |N\S| t(s)nw31 26 2662 26 1728 14 1 0 13 0 1nw32 19 294 17 250 0 2 0 28 0 1nw33 23 3068 23 2308 26 2 5 16 1 1nw34 20 899 20 718 2 0 0 3 0 1nw35 23 1709 23 1191 7 0 0 3 0 1nw36 20 1783 20 1244 15 5 14 67 12 0nw37 19 770 19 639 0 0 0 3 0 0nw38 23 1220 20 722 9 0 0 6 0 1nw39 25 677 25 565 1 0 0 9 0 0nw40 19 404 19 336 0 0 0 11 0 0nw41 17 197 17 177 0 0 0 4 0 0nw42 23 1079 20 791 4 1 0 30 0 0nw43 18 1072 17 982 0 0 0 3 0 0us02 100 13635 44 5197 289 247 0 287 0 17us04 163 28016 95 4080 53 3 0 25 0 68Segundo o autor, as instân
ias do PPC, 
uja resolução da relaxação linear apresentasolução inteira, foram omitidas na tabela 4.9. Devido à limitação de re
ursos dememória físi
a, as instân
ias nw05, nw17 e us01 não foram resolvidas. A instân
ianw16 foi resolvida na fase de pré-pro
essamento. Na tabela 4.9, mostramos o tamanhodas instân
ias antes e após a apli
ação do pré-pro
essamento. Em virtude do autorter utilizado outros pro
edimentos de redução além dos que utilizamos, as quantidadede linhas e de 
olunas eliminadas nas instân
ias do PPC foi igual ou pou
o superior àquantidade que apresentamos na tabela 4.1. Isso mostra o quanto os pro
edimentos deredução que implementamos foram e�
ientes na eliminação de linhas e de 
olunas nasinstân
ias avaliadas.O algoritmo apresentado por Klabjan [35℄ é 
omposto de dois estágios, 
ujos temposde exe
ução em segundos estão presentes na tabela 4.9. O primeiro estágio é destinadoa en
ontrar uma FSO e uma solução primal ótima, enquanto o segundo estágio re
ebea FSO e 
omputa uma FSO geradora. As 
olunas |E| e |N\E| são 
ardinalidadesde 
onjuntos utilizados para 
omputar a FSO (veja [35℄ para mais informações). Osímbolo �?� indi
a que os algoritmos não foram 
apazes de resolver as instân
ias doPPC no tempo limite de duas horas. A última 
oluna da tabela mostra o tempo deexe
ução de um Bran
h and Cut que utiliza Cplex para resolver as instân
ias do PPC.Segundo Klabjan, os algoritmos empregados não foram 
apazes de �nalizar oestágio 1 no tempo limite estipulado, para resolver a instân
ia aa04, enquanto paraas instân
ias aa01, aa05, aa06, kl02 e nw04 somente o estágio 1 foi resolvido.42



Comparando os resultados do nosso B&B 
om o Bran
h and Cut de Klabjan [35℄,temos que nosso B&B foi 
apaz de en
ontrar a solução ótima para 51 das 54 instân
iasdo PPC num tempo de exe
ução 
ompetitivo 
om o apresentado pelo algoritmo de [35℄.
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Capítulo 5Considerações Finais e TrabalhosFuturosNeste trabalho avaliamos heurísti
as lagrangeanas baseadas em algoritmos gulosos,meta-heurísti
a bus
a tabu e método de otimização pelo subgradiente para resolverinstân
ias ben
hmark da literatura do Problema de Parti
ionamento de Conjuntos(PPC). As heurísti
as usam informações da solução do problema lagrangeano paramodi�
ar os 
ustos das 
olunas e en
ontrar limites superiores e inferiores de boaqualidade. Empregamos um esquema de resolução exato do tipo Bran
h and Bound(B&B) para 
omprovar a qualidade dos resultados en
ontradas por nossas heurísti
as.Utilizamos rotinas de pré-pro
essamento iterativas para reduzir as dimensões dasinstân
ias do PPC avaliadas, no intuito de melhorar a e�
iên
ia 
omputa
ional dasheurísti
as empregadas.Experimentos 
omputa
ionais indi
am que o pré-pro
essamento promove reduçãode 5,91% das linhas e 27,35% das 
olunas, em média, nas instân
ias da OR-Library.Constatamos que a rotina CPXmipopt da Cplex Callable Library resolve todas asinstân
ias do PPC analisadas 
om fa
ilidade, através da apli
ação de 
ortes e dedesigualdades de 
lique. A apli
ação da Heurísti
a Lagrangeana Pura (HLP) levaà obtenção de uma solução ótima em 46 das 54 instân
ias do PPC, ao passo que em 38das 54 instân
ias foi al
ançado um limite inferior da ordem de 2% do 
usto da soluçãoótima. Constatamos também que a apli
ação da nossa estratégia de B&B resultouna obtenção de uma solução ótima em 51 das 54 instân
ias, sendo que em 13 delas aotimalidade foi al
ançada pela resolução da relaxação linear do nó raiz da árvore debus
a do B&B.Os resultados obtidos pelas heurísti
as lagrangeanas 
omparados 
om os daheurísti
a baseada em algoritmo genéti
o (AG) de Chul e Beasley [15℄ mostram quesomente em 4 das 54 instân
ias do PPC avaliadas o AG obteve melhores resultados e44



que as heurísti
as lagrangeanas são 
apazes de obter solução viável para as instân
iasem que o AG não obteve solução.Comparando os resultados das heurísti
as lagrangeanas 
om os do algoritmo que
omputam uma função subaditiva ótima para o PPC, 
onstatamos que o esquema deB&B que implementamos obteve uma solução ótima 
om tempo de exe
ução inferior aodo Bran
h and Cut, presentes em Klabjan [35℄, para a maioria das instân
ias avaliadas.Portanto os resultados obtidos forne
em uma forte evidên
ia de que nossas heurísti
aslagrangeanas são 
ompetitivas 
om as melhores heurísti
as existentes na literatura parao PPC.Como perspe
tivas de trabalhos futuros, pretendemos in
orporar té
ni
as de planosde 
orte e desenvolver desigualdade válidas para o PPC, bus
ando melhorar osresultados obtidos pelas nossas heurísti
as. Pretendemos também investigar 
omo elasse 
omportam ao serem apli
adas na resolução de instân
ias mais 
omplexas desseproblema.
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