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Resumo

Na natureza, e em situações práticas cotidianas, problemas que requerem a extremização

de alguma quantidade são consideravelmente comuns, e formam a base do que hoje é a

tecnologia e ciência aplicada. Contudo, diversas situações de otimização que surgem

com frequência em contextos de engenharia e pesquisa operacional são de grande

interesse teórico devido ao elevado custo computacional necessário para a obtenção de

suas soluções. Esses tipos de problemas, intrisicamente discretos, são denominados de

problemas de otimização combinatória não convexa e não admitem, até então, algoritmos

de complexidade de tempo polinomial que assegurem a obtenção de soluções ótimas

globais. Por conta disso, a construção de métodos aproximativos práticos para o

tratamento dessas classes de problemas é necessária. Assim, sob o contexto da física

teórica, o método de Simulated Annealing representa um dos paradigmas clássicos mais

tradicionais de como a física estatística pode fornecer conceitos e técnicas eficientes para

a solução e análise dos mais diversos problemas de otimização. Diante tal perspectiva,

neste trabalho apresentamos uma introdução à mecânica estatística e sua conexão natural

com problemas complexos de otimização, de modo a construir analogias consistentes

entre conceitos e definições fundamentais de cada grande área de estudo. A partir

disso, escolhemos por discutirmos detalhadamente o método clássico de Simulated

Annealing com o objetivo de exemplificarmos o paradigma da física teórica, mais

especificamente da mecânica estatística, para fornecer modelos teóricos de extrema

importância para a resolução e entendimento de situações práticas de otimização. Ainda

mais, construimos, a partir tanto de argumentos gerais como heurísticos, o algoritmo

clássico do método, de modo a realizarmos as devidas aplicações para dois exemplos

tradicionais de otimização combinatória em teoria de grafos: o particionamento de

grafos e o problema de número cromático em coloração de grafos. Por fim, apresentamos

uma visão acerca das generalizações teóricas do método, a fim de apontar limitações e

perspectivas para o aperfeiçoamento, em nível fundamental, da eficiência do método

tanto para problemas contínuos quanto principalmente para problemas intrisicamente

discretos.

Palavras-chave: Otimização Combinatória. Mecânica Estatística. Simulated Annealing.

Algoritmo de Metropolis.



Abstract

In nature, and on practical daily basis situations, problems that requires the extremization

of some quantity are considerably common, and forms the base of what applied science

and technology are today. However, several optimization situations that arises frequently

in engineering and operational research contexts are of great theoretical interest due to

the high computational cost necessary to obtain their solutions. These kind of problems,

intrisically discrete, are called non convex combinatorial optimization problems and do

not admit, at the current state, algorithms with polinomial time complexity that assures

global minimum solutions. Because that, the construction of practical approximative

methods to handle these classes of problems is necessary. Thus, under the context

of theoretical physics, the Simulated Annealing method represents one of the most

traditional classical paradigms of how the statistical physics can provide concepts and

efficient techniques for the solution and analysis of several optimization problems. Given

this perspective, in this work we present an introduction to statistical mechanics and its

natural connection with complex optimization problems, in a way to build consistent

analogies between fundamental concepts and definitions of each field of study. By

that, we choose for discuss in detail the classical method of Simulated Annealing with

the goal of exemplify the theoretical physics paradigm, more specifically the statistical

mechanics one, to provide theoretical models of extreme importance for the resolution

and understanding of practical optimization situations. Furthermore, we build, from

general and heuristic arguments, the classical method algorithm, so to accomplish the

appropriate applications for two traditional examples of combinatorial optimization in

graph theory: graph partitioning and the calculation of the chromatic number in graph

coloring. Lastly, we present a point of view about the theoretical generalizations of the

method, with the goal to point the limitations and perspectives for the improvements,

in a fundamental level, of the efficiency of the method for continuous problems and,

mainly, for intrisically discrete problems.

Keywords: Combinatorial Optimization. Statistical Mechanics. Simulated Annealing.

Metropolis Algorithm.
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1 Introdução

Não existe, em média, algoritmo invencível para problemas de otimização.

Esse é o resultado central dos famosos No Free Lunch Theorems (NFL), teoremas denomi-

nados por "Não há almoço grátis", provados, em relação aos algoritmos de otimização

combinatória, pelos físicos David Wolpert e William Macready em 1997 (WOLPERT;

MACREADY, 1997). A ideia é simples, se escolhermos dois algoritmos quaisquer e

o aplicarmos a todos os problemas possíveis de interesse, teremos, em média, que a

perfomance de ambos serão iguais, não importando quão sofisticados individualmente

cada um pode ser! Isso não quer dizer, obviamente, que um algoritmo não possa ser

superior a outro na busca de soluções em problemas específicos. Conceitualmente, esse

resultado declara um fator limitante no que concerne na busca de métodos formais

generalizados que possam resolver, com perfomance extraodinária, qualquer classe

de problemas computacionais. Contudo, ao mesmo tempo que debilita, os teoremas

NFL, para os problemas de otimização, permitem uma liberdade absurda para o de-

senvolvimento direcionado de métodos algorítmicos voltados às classes específicas de

problemas, sem necessidade de levar em conta uma aplicabilidade generalizada para a

gama de situações de interesse provindas de diversos campos da ciência e engenharia.

Tal perspectiva fica evidente através da construção ao longo das décadas

passadas, antes mesmo dos teoremas NFL serem provados, de um imenso "cardápio"

de algoritmos computacionais voltados a resolução de problemas específicos (ou

mesmo instãncias particulares desses problemas), onde tais construções são o que hoje

denominamos de heurísticas. Métodos heurísticos nada mais são do que algoritmos

práticos voltados à busca de soluções de casos particulares, sem necessidade de garantir

uma lógica formal ou mesmo perfomance ótima para casos além dos quais foram

construídos. Na prática, a aplicação de heurísticas é amplamente empregada, devido

seu caráter pragmático na resolução de muitos problemas que são, por natureza, de

origem cotidiana em situações de engenharia e pesquisa operacional.

Todavia, para os problemas de otimização combinatória não-convexa, caracte-

rizados por funções de custo altamente degeneradas e conhecidos por serem difíceis de

serem tratados consistentemente, a aplicação de heurísticas sem estruturas formais tem

fortes limitações no que concerne aos aspectos teóricos e empíricos que permitem uma

análise rigorosa sobre as estruturas intrísecas desses tipos de problemas. Devido a isso,

a construção de metaheurísticas, capazes de fornecer informações gerais importantes

sobre as estruturas não convexas de diversas classes problemas, se tornam desejáveis e

necessárias para o entendimento das limitações de eficiência e qualidade de soluções nos

processos de otimização. Tais metaheurísticas são muitas vezes inspiradas em aspectos

e fenômenos análogos provindos de áreas como a física e a biologia (YANG, 2014), de

forma a imitar processos clássicos de otimização observados na natureza.
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Sob a perspectiva da física teórica, o método de otimização combinatória

mais tradicional e também o mais popular é construído sob a análogo do processo de

recozimento de metais, onde a partir de uma alta temperatura um metal é submetido

a um resfriamento lento com o objetivo de diminuir a dureza do metal e torná-lo

viável para os fins necessários. Conhecido como Simulated Annealing, a metaheurística

é melhor exemplificada através do processo de cristalização, onde através de taxas

lentas de resfriamento é buscada uma configuração cristalina de menor energia dos

átomos de uma determinada solução. Dessa forma, fundamentada nos princípios da

mecânica estatística, o método de Simulated Annealing permite a exploração de estados

de um determinado problema na medida que o parâmetro de temperatura é reduzido,

garantindo, sob determinadas condições, a obtenção de soluções ótimas globais de

problemas contendo um alto nível de degenerescência de mínimos de energia.

Neste trabalho, temos o objetivo de discutirmos a perspectiva da física

teórica, mais especificamente a mecânica estatística, na abordagem em problemas

de otimização combinatória, introduzindo conceitos importantes para construirmos

naturalmente os análogos existentes entre as áreas apresentadas. Para isso, focamos

especificamente no paradigma apresentado pelo método de Simulated Annealing. Com

o propósito de complementação, apresentamos brevemente a generalização de Tsallis

para a mecânica estatística com o objetivo de compararmos as diferenças empregadas

pelo método generalizado de Simulated Annealing para funções não convexas contínuas

e o método clássico de Simulated Annealing. Ao final, com intuito de compreendermos

empiricamente a aplicação do método usamos dois grandes exemplos clássicos de

otimização combinatória não convexa.

Em acordo com isso, organizamos essa monografia da seguinte maneira:

No capítulo 2 apresentamos uma discussão dos fundamentos da mecânica estatística

sob o formalismo canônico de Boltzmann-Gibbs, de maneira a introduzirmos os

conceitos centrais desse campo de estudo assim como os modelos teóricos que permitem

uma conexão natural com os denominados problemas não convexos de otimização

combinatória. Em seguida, no capítulo 3, apresentamos, após os paradigmas de

otimização local, o formalismo de cadeias de Markov para a construção dos conhecidos

métodos de Monte Carlo que formam a base para apresentação formal da metaheurística

de Simulated Annealing e seus principais resultados de convergência e eficiência. No

capítulo 4, introduzimos rapidamente o método de Simulated Annealing Generalizado

de Tsallis para funções contínuas, de modo a discutirmos as formas pelo qual o método

discreto pode se beneficiar em termos de eficiência computacional. Após isso, aplicamos

o algoritmo clássico de Simulated Annealing em dois problemas clássicos de otimização

combinatória: particionamento de grafos e a obtenção do número cromático no problema

de coloração de grafos. Após as devidas discussões, fazemos as conclusões finais no

capítulo 5.
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2 Paradigma da Mecânica Estatística para

Problemas de Otimização Combinatória

The behavior of large and complex aggregates of elementary particles, it

turns out, is not to be understood in terms of simple extrapolation of the

properties of few particles. Instead, at each level of complexity entirely

new properties appear, and the understanding of the new behaviors

requires research which I think is as fundamental in its nature as any

other.
–Phillip W. Anderson

A mecânica estatística, junto da teoria termodinâmica, constitui-se, entre

todos os ramos da física teórica, como sendo o escopo teórico que mais permeia

os tantos outros campos da ciência moderna, abrangendo conceitos e técnicas que

são de fundamental importância para novas interpretações em problemas até então

explorados somente por métodos específicos de seus nichos científicos naturais. Dessa

maneira, diversas áreas de estudo têm se beneficiado das implicações profundas obtidas

da aplicação de conceitos e métodos fornecidos pela física estatística, desde áreas

diretamente ligadas às ciências naturais e ciências exatas, como a química, a biologia,

a neurociência e a computação, por exemplo, até mesmo às áreas de cunho social,

como a sociologia, que até então pareciam ser de preocupação exclusiva de humanistas.

Não obstante, em muito desses casos foi possível uma compreensão de cunho muito

mais fundamental sobre importantes fenômenos, permitindo o surgimento de novas

perspectivas de estudos e levantando novas questões de caráter interdisciplinar para

essas áreas, evidenciando muita das limitações no conhecimento científico corrente.

Essa grande importância e interdisciplinaridade existente sobre o escopo

da mecânica estatística é diretamente relacionada com a abordagem diferenciada

com a qual a teoria lida com seus objetos de estudo, preenchendo um espaço até

então pouco explorado pelos conceitos fornecidos pela física clássica vigente antes do

desenvolvimento de seu formalismo. Talvez "pouco explorado" não seja a expressão

mais precisa, mas ainda assim transmite a essência sobre a existência, na física da

época, de uma lacuna no escopo teórico em relação à necessidade de uma teoria que

permitisse uma conexão consistente entre as leis fundamentais microscópicas com o

comportamento observado em sistemas macroscópicos, sistemas esses de interesse

central para a Termodinâmica. Verdade seja dita, o formalismo termodinâmico com

grande sucesso construiu uma compreensão consistente sobre sistemas macroscópicos,

estabelecendo relações entre quantidades intensivas e extensivas, evidenciando sua força

em seu alto nível de generalidade em relação às condições de definição de seus sistemas
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termodinâmicos. Contudo, ao mesmo tempo que a força da teoria termodinâmica

baseia-se no caráter geral dos sistemas estudados, assim também baseia-se sua fraqueza,

não fornecendo uma conexão evidente entre as regras fundamentais do micro e o

comportamento macroscópico.

Nesse sentido, a mecânica estatística surgiu como uma teoria com o objetivo

de suprir essa lacuna, partindo de conceitos puramente microscópicos fundamentais

para fornecer uma conexão natural entre esses e o comportamento da matéria em nível

macroscópico. Assim, ao lidarem diferentemente ambas com as propriedades de siste-

mas macroscópicos, a mecânica estatística e a teoria termodinâmica se complementam,

tendo a mecânica estatística o papel de, independentemente, não só reforçar os resulta-

dos termodinâmicos a partir de princípios microscópicos, mas também obter um novo

meio de compreensão física sobre os fenômenos de calor e o comportamento da matéria.

A essência do empreendimento teórico permitido pela combinação dessas duas teorias

é expressa pelo físico russo Lev D. Landau logo na introdução do primeiro volume

do curso física estatística da sua famosa série de livros em física teórica (LANDAU;

LIFSHITZ, 1963):

“Statistical physics and thermodynamics together form a unit”

reforçando, assim, a ideia de complementação teórica entre essas duas teorias, esta-

belecendo a física estatística como o campo da física teórica voltada ao entendimento

micro e macroscópico de sistemas físicos compostos por um grande número de graus

de liberdade.

Além de toda a importância conceitual fundamental fornecida pela física

estatística em relação à física teórica, o formalismo físico estatístico, como um exemplo de

sua alta aplicabilidade, ainda tem suas contribuições fortemente fincadas no que concerne

as ideias de complexidade e otimização computacional, fornecendo analogias conceituais

e aparatos técnicos que são, cada vez mais, de extrema utilidade no desenvolvimento

de métodos e modelos para a solução de problemas complexos em que é necessário

a busca de um espectro de soluções globalmente ótimas, caso existam, ou que sejam

aproximadamente ótimas. Assim, problemas onde não há existência de somente um

estado ótimo, mas sim de diversas soluções que são localmente ótimas, são comuns na

área de otimização combinatória não-convexa, tendo forte relação conceitual com os

conceitos de desordem, metaestabilidade e frustração provindas de exemplos clássicos

da física estatística. Em vista disso, neste capítulo temos o propósito de introduzir os

conceitos básicos fundamentais da mecânica estatística, para assim darmos uma ideia

geral sobre o tratamento estatístico dado ao problema mecânico em que há um alto

número de graus de liberdade. Dessa forma, é possível introduzir as ideias fundamentais

relacionadas com os problemas complexos de otimização combinatória através das
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propriedades singulares do modelo de Spin Glasses, envolvendo, assim, a analogia

necessária com a otimização combinatória e seu contexto com a física estatística.

2.1 Mecânica Estatística e Quebra de Simetria

O principal objetivo da mecânica estatística é poder prever o comportamento

de um sistema contendo um grande número de graus de liberdade a partir das leis

fundamentais que governam a escala microscópica dos componentes desse mesmo

sistema. Tecnicamente, a motivação dessa abordagem reside na limitação computacional

e conceitual da mecânica clássica para a compreensão e obtenção de todas as informações

sobre o movimento de sistemas mecânicos que tenham até mesmo um número modesto

de graus de liberdade, já que na medida que um sistema se torna consideravelmente

maior, aumentando seu número de componentes e, consequentemente, a quantidade de

graus de liberdade, o nível de complexidade desse mesmo sistema se torna ainda maior.

Complexidade capaz de apresentar uma nova forma de regularidade no comportamento

macroscópico do sistema, emergindo como uma propriedade não trivial em relação às

interações microscópicas.

Essa nova regularidade tem caráter estatístico, apresentando-se, assim, como

um conjunto de leis estatísticas que não podem ser puramente reduzidas a leis me-

cânicas! Portanto, a complexidade observada não é mais resultado da "soma" trivial

do comportamento individual de cada partícula que compõe o sistema, mas na ver-

dade resulta-se como um comportamento não previsto pela mecânica clássica. Essa

"quebra" não trivial das simetrias fundamentais evidenciada pela emergência de um

comportamento complexo é o que permite definir os ditos sistemas complexos, tão

presentes na natureza, e caracterizados a partir de diversas propriedades específicas,

como exemplo a não linearidade, a capacidade de adaptação, ou a própria emergência

de propriedades não triviais. Diante de todo esse cenário, é importante, contudo, que

possamos primeiramente compreender os conceitos básicos fundamentais da mecânica

estatística e em como a formulação estatística é aplicada para sistemas mecânicos em

geral.

2.1.1 Formulação estatística para o problema mecânico

De acordo com a abordagem da mecânica clássica, para uma completa

descrição dos estados de um sistema mecânico é necessário o conhecimento completo

das equações de movimento relacionadas às coordenadas espaciais, assim como os

respectivos momentos associados, de cada grau de liberdade que constitui o sistema

como um todo. Dessa forma, o conhecimento detalhado e completo sobre o sistema é
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obtido através da integração de todas essas equações diferenciais de movimento, que

transmitem exatamente o número total de graus de liberdade existentes no sistema.

Contudo, se considerarmos um sistema consideravelmente grande, composto por um

número gigantesco de partículas exercendo um comportamento intrisicamente complexo,

a abordagem clássica proposta pela mecânica cai por terra, representando um método

impraticável para entender deterministicamente as relações mecânicas envolvidas em

um sistema com um número significantemente grande de graus de liberdade. Assim

sendo, se o número de componentes microscópicos aumentar cada vez mais, como por

exemplo o número de partículas, cada um com um determinado número de graus de

liberdade, é esperado, então, que o sistema se torne cada vez mais complexo.

O que hoje é amplamente conhecido é que o aumento do número de graus de

liberdade de um sistema mecânico torna, na verdade, desnecessário o conhecimento das

equações de movimento de cada um desses, pois em sistemas macroscópicos é observado

a emergência de um novo tipo de regularidade provindo da alta complexidade, de

caráter não determinístico, obedecendo, dessa vez, às leis estatísticas que, indo de contra

o pensamento reducionista clássico da física, não podem ser reduzidas puramente às leis

mecânicas clássicas. Obviamente, essas regularidades estatísticas presentes em sistemas

macroscópicos é o principal objeto de investigação da mecânica estatística, alicerçada

sobre os trabalhos de Clausis, Maxwell e Boltzmann, e logicamente construída por Gibbs

(GIBBS, 1902).

Aqui, consideraremos somente sistemas que encontram-se em equilíbrio

termodinâmico, pela existência de relações muito mais simples entre as propriedades

microscópicas e macroscópicas. Assim, se considerarmos um espaço de fase de 2N

dimensões formado por todos os N graus de liberdade e os devidos momentos associados

(q1, ..., qN , p1, ..., pN) do sistema em questão, onde qi e pi são, respectivamente, as

coordenadas generalizadas e o momento conjugado do grau i, e sendo cada estado do

sistema representado por um ponto nesse espaço de fase, então a trajetória nesse espaço

irá representar a evolução temporal dos estados do sistema considerado. Desse modo,

dado a trajetória no espaço de fase, podemos determinar as equações de movimento

para cada variável canônica através das equações de Hamilton (GOLDSTEIN et al., 2002),

obtidas pela derivação da Hamiltoniana H em relação às suas variáveis

H (q1, ..., qN , p1, ..., pN) �
∑

i

Ûqipi − L(q1, ..., qN , Ûq1, ..., ÛqN , t) (2.1)

onde Ûqi é a derivada temporal da coordenada generalizada qi e L é a lagrangiana do sis-

tema. Contudo, nem sempre as trajetórias no espaço de fase são iguais para um conjunto

de sistemas que são identicamente preparados em termos de suas condições iniciais.

Dessa forma, não é possível obter uma solução determinística para o comportamento

desses sistemas através de um método puramente mecânico, por ser intratável tanto

para o caso de um número grande de variáveis, como pela ausência de uma mecânica
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determinada. Nesse ponto, é necessário que adotemos uma postura de abordagem

probabilística para lidarmos com esses tipos de sistemas, ignorando a ideia de equações

exatas de movimento da mecânica clássica. Assim, distingue-se a essência entre a

diferença de paradigma entre a mecânica clássica e a mecânica estatística.

Com isto em mente, para um conjunto de sistemas identicamente preparados,

o qual nos referiremos de agora em diante como ensemble, consideremos um intervalo de

tempo T suficientemente longo, de modo que a configuração das trajetórias no espaço

de fase possam ser consideradas aproximadamente estacionárias, ou seja, de tal maneira

que um sistema em particular possa passar por todos os seus estados possíveis. Em

seguida, consideremos um subintervalo ∆t pertencente à T, representando o intervalo

de tempo em que o sistema esteja em um determinado volume de fase dado por ∆q∆p,

em que

∆q∆p � ∆q1 · · ·∆qN∆p1 · · ·∆pN (2.2)

de maneira que agora podemos definir uma nova quantidade w através da razão entre o

subintervalo de tempo e o tempo T considerando o caso limite em que

w � lim
T→∞

∆t

T
(2.3)

e, assim, tornamos esse subintervalo infitesimalmente pequeno, tal que ∆t → dt, para

definirmos então dw como sendo a probabilidade de que o estado esteja no volume de

fase infinitesimal dqdp:

dw � ρ(q1, ..., qN , p1, ..., pN)dqdp (2.4)

onde ρ é a densidade da distribuição de probabilidade no espaço de fase, ou a distribuição

estatística do sistema, obedecendo, como esperado, à regra de normalização:
∫
ρ(q , p)dqdp � 1 (2.5)

A distribuição ρ é de principal importância da física estatística, já que quando

determinada, é possível calcular o valor de qualquer quantidade física Q que dependa

do estado do sistema, de forma que o valor médio de Q no sistema é dado por

〈Q〉 �

∫
Q(q , p)ρ(q , p)dqdp (2.6)

onde, ainda nesta seção, veremos como relacionar ρ com uma nova quantidade que

permite cálculos mais simples do que a resolução da integral (2.6).

A construção acima é, obviamente, puramente clássica, definindo todos os

estados do sistema em um espaço de fase de acordo com o número correspondente de

graus de liberdade do sistema. Contudo, se descrevermos os estados do sistema como
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estados quânticos o processo é equivalente, de modo a levar às mesmas conclusões da

aproximação clássica garantindo que sejam satisfeitas as considerações feitas acima.

No caso de estados quânticos, estamos interessados em obtermos a função de onda

|ψ〉 que descreve o estado de uma partícula, fornecida pela equação de Schrödinger

independente do tempo, considerando novamente o caso estacionário, de modo que

Ĥ |ψ〉 � E |ψ〉 (2.7)

onde E é a energia do sistema. Contudo, assim como no caso clássico, é totalmente

impraticável, e mesmo desnecessário, obter todos os estados quânticos do sistema

macroscópico em questão, onde sua função de onda não é definida por um estado

puro, mas sim por um estado misto. Dessa forma, tratamos o problema do ponto de

vista probabilístico, nos restrigindo aos métodos estatísticos. Assim, considerando uma

energia fixa, definimos a base dos estados possíveis como |n〉, de maneira que o valor

médio de um observável Q̂ qualquer é dado por

〈Q̂〉 �
∑

n

ρ(n)〈n |Q̂ |n〉 (2.8)

em que ρ(n) é o equivalente quântico da distribuição clássica definida na equação (2.5).

Contudo, quão relevante é o valor médio 〈Q〉 em comparação com o real

valor de Q nos sistemas macroscópicos considerados? Considerando a vantagem

de se trabalhar com sistemas ditos em equilíbrio termodinâmico, para um tempo

suficientemente longo, denominado tempo de relaxamento do sistema em questão, as

quantidades físicas desses sistemas são aproximadamente constantes, de maneira que

as flutuações da quantidade Q são muito pequenas em relação ao valor da quantidade.

Essas flutuações são quantificadas através da variância σ(Q) da quantidade física Q,

dada pela relação

σ(Q) � 〈Q2〉 − 〈Q〉2 (2.9)

de modo que para a razão entre a raiz de σ e o valor médio de Q, ou seja, a flutuação

relativa da quantidade Q, temos uma relação inversamente proporcional em relação

a raiz do número N de componentes ou variáveis livres do sistema macroscópico

(LANDAU; LIFSHITZ, 1963) √
σ(Q)
〈Q〉 ∝

1√
N

(2.10)

e como geralmente os problemas lidados pela mecânica estatística envolvem um número

consideravelmente grande de graus de liberdade, então para esses tipos de sistemas,

podemos fazer a aproximação Q � 〈Q〉 sem perca relevante de informação da quantidade

considerada. Portanto, com exceção do ponto crítico, onde as flutuações são significantes
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em todas as escalas espaciais consideradas (STANLEY, 1999; BINNEY et al., 1992),

quanto maior o sistema, mais preciso é o valor médio de uma quantidade ao seu valor

real no instante de tempo considerado.

Nos ensemble considerados, como é evidenciado pelo espaço de fase caracte-

rístico, existe um conjunto, contínuo ou discreto, de todas as possíveis configurações

microscópicas, denominados de microestados, que correspondem às posições particulares,

orientações e estados específicos das partes que compõem o sistema. Cada microestado

µ do sistema tem uma energia associada Eµ para uma determinada temperatura de

equilíbrio T, onde essas quantidades são essenciais para a caracterização macroscópica

de qualquer sistema termodinâmico. Através da definição de microestados, a mecânica

estatística fornece uma conexão simples, mas poderosa, entre o micro e o macro, des-

tacando como resultado fundamental a relação entre a probabilidade ρµ de que um

determinado sistema, dentro de um ensemble de sistemas igualmente preparados em

contato com um reservatório térmico, se encontre no microestado µ, e as quantidades

diretamente relacionadas com o comportamento macroscópico do sistema. Dessa ma-

neira, a probabilidade ρµ é diretamente proporcional ao valor e−βEµ através da relação

ρµ �
1
Z

e−βEµ (2.11)

onde Z é o fator de normalização devido à restrição de que o sistema deve se encontrar

sempre em algum microestado, ou seja,
∑
µ ρµ � 1, e, assim, Z é denominada como

função de partição (do alemão "Zustandssumme", significando "soma sobre os estados") e é

Figura 1 – Distribuição de probabilidade de Boltzmann-Gibbs.

Fonte: Fornecido pelo autor. Comportamento da distribuição de probabilidade de Boltzmann-Gibbs em
função das energias dos microestados de um sistema arbitrário em diversas temperaturas de equilíbrio T.
Quanto maior a temperatura de equilíbrio do sistema maior a probabilidade do sistema ser encontrado
em estados mais energéticos.
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dada pela soma dos fatores de probabilidade sobre todos os microestados possíveis:

Z �

∑

µ

e−βEµ (2.12)

onde β � 1/kBT, com kB representando a constante de Boltzmann, 8,617 × 10−5 eVK−1.

A equação (2.11) é a famosa distribuição de probabilidade de Boltzmann-Gibbs, e

dela é possível observar (Fig.1) a tendência de que sistemas em equilíbrio têm maior

probabilidade de estarem nos microestados de menor energia do que nos microestados

mais energéticos. Contudo, quanto maior for a temperatura de equilíbrio T do sistema

maior será a probabilidade de acesso aos estados de maior energia. Estados mais

enérgicos em geral são característicos pelo alto grau de desordem entre seus componentes,

enquanto estados de menores energias tendem a ser notáveis pelo nível de organização

dos componentes de um sistema, como por exemplo o estado gasoso (vapor) e sólido

(gelo) da água, respectivamente. Como veremos, a busca de mínimos de energia é o

principal foco dos próximos capítulos.

Como já foi dito, através de (2.11) podemos calcular o valor médio de qualquer

quantidade térmica Q se conhecermos cada microestado do sistema, suas respectivas

energias Eµ e os valores Qµ, de maneira que possamos executar a soma

〈Q〉 �
∑

µ

ρµQµ �
1
Z

∑

µ

Qµe−βEµ (2.13)

reforçando a ideia que a equação (2.11) fornece uma conexão simples e universal

entre leis microscópicas que governam o sistema e seu comportamento no equilíbrio

termodinâmico.

Em relação ao que foi dito, é importante frisarmos a importância, mesmo não

obviamente deduzível de (2.11), da função de partição Z, quantidade central da mecânica

estatística, por conter em seus valores as informações necessárias para a derivação das

principais quantidades termodinâmicas de um sistema. A função de partição Z através

de sua dependência da temperatura e dos parâmetros de vínculo que determinam

as energias dos microestados, permite uma conexão direta entre o microscópico e as

quantidades macroscópicas do sistema. Dessa forma, como exemplo, mostramos a seguir

a derivação de duas quantidades extensivas, essenciais ao formalismo termodinâmico,

a partir de Z, obtendo uma interpretação mais profunda sobre as propriedades físicas

dessas quantidades. O conjunto de parâmetros que servem de vínculos para Z serão

de agora em diante denotados por {V}, de maneira que Z � Z(β, {V}), com β sendo o

parâmetro relacionado à temperatura.

De início, se derivarmos ln Z em função de β mantendo os parâmetros de

vínculos constantes, sendo Z dado por (2.12), temos que

−
(
∂ ln Z

∂β

)

{V}
�

∑
µ Eµe−βEµ

∑
µ e−βEµ

�
1
Z

∑

µ

Eµe−βEµ (2.14)
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onde o último termo à direita nada mais é do que a média das energias do conjunto de

microestados, que emerge macroscopicamente como a energia interna U do sistema

termodinâmico

U � 〈E〉 � 1
Z

∑

µ

Eµe−βEµ
� −

(
∂ ln Z

∂β

)

{V}
(2.15)

nos permitindo entender, a partir dos detalhes microscópicos dados pelas energias Eµ,

o comportamento das flutuações existentes nessa quantidade. Assim, se δU representa

a flutuação dos valores medidos de U, então temos

(δU)2 � 〈E2〉 − 〈E〉2 (2.16)

em que o valor médio 〈E2〉 também pode ser obtido através da função de partição,

sabendo que

〈E2〉 � 1
Z

∑

µ

E2
µe−βEµ (2.17)

nos deixando somente a fácil tarefa de manipulação de Z e suas derivadas para, assim,

obtermos a relação

〈E2〉 � 1
Z

(
∂2Z

∂β2

)

{V}
(2.18)

para, enfim, aplicarmos à equação (2.16), de modo que

(δU)2 �
1
Z

(
∂2Z

∂β2

)

{V}
−

(
∂ ln Z

∂β

)2

{V}

�
1
Z

(
∂2Z

∂β2

)

{V}
−

(
1
Z

(
∂Z

∂β

)

{V}

)2

�

(
∂2 ln Z

∂β2

)

{V}

(2.19)

onde podemos fazer uso da relação termodinâmica para o calor específico em relação à

derivação de U em função da temperatura T

C{V} �

(
∂U

∂T

)

{V}
� kBβ

2
(
∂2 ln Z

∂β2

)

{V}
(2.20)

e, então, obtemos finalmente o resultado geral relativo às flutuações no valor da energia

interna de um sistema termodinâmico.

δU � T
√

kBC{V} (2.21)

O resultado (2.21) acima nos permite um olhar mais atencioso sobre o valor

da energia interna U em comparação ao conhecimento puramente termodinâmico do
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sistema macroscópico. Devido ao crescimento linear com o tamanho do sistema do calor

específico C{V} e da energia U, temos que ao definirmos a flutuação relativa δU/U da

energia interna, temos que δU/U deve cair com a raiz quadrada do tamanho do sistema,

de maneira que se considerarmos o caso limite em que o sistema se torna infinitamente

grande, conhecido como limite termodinâmico, a flutuação na energia se torna desprezível,

ou seja, δU → 0, reenfatizando o resultado mostrado pela equação (2.10). Tal resultado

somente não é válido para a situação em que o sistema se encontra no ponto crítico,

onde ocorre o fenômeno de transição de fase e o valor de C{V} diverge.

Seguindo com o desenvolvimento, consideremos que os parâmetros de

vínculos são mantidos constantes, de modo que nenhum trabalho mecânico é realizado.

Dessa maneira, qualquer mudança dU na energia do sistema deve ser somente por

razão de fluxo de calor dQ � TdS, onde S é a quantidade termodinâmica denominada

entropia. Dessa forma, temos que

dU � C{V}dT � TdS⇒

⇒ C{V} � kBT
∂S

∂(kBT)

�
1
β

∂S

∂
(
1/β

) � −β
(
∂S

∂β

)

{V}

(2.22)

e comparando com a equação (2.20), temos a relação seguinte

C{V} � −β
(
∂S

∂β

)

{V}
� kBβ

2
(
∂2 ln Z

∂β2

)

{V}
(2.23)

de modo que podemos integrar ambos os lados da equação em relação à β,
∫

dβ

(
∂S

∂β

)

{V}
� −

∫
dβ

[
β

(
∂2 ln Z

∂β2

)

{V}

]
(2.24)

onde resolvendo a integral do termo à direita pelo método de integração por partes,

obtemos para a entropia S do sistema a relação abaixo

S � −kBβ

(
∂ ln Z

∂β

)

{V}
+ kB ln Z +Φ({V}) (2.25)

com Φ({V}) sendo uma função somente dos parâmetros de vínculo. Considerando esse

aspecto, algumas considerações são necessárias para o entendimento da forma analítica

de S. Sendo S uma função dos parâmetros extensivos de um sistema termodinâmico, ou

seja, S � S(U, {V}), a terceira lei da termodinâmica enuncia que para o caso limite em

que a temperatura vai a zero, T → 0, a quantidade S deve tender a um valor constante,

independentemente dos parâmetros de vínculos, implicando que a função Φ({V}) deve

ser nula e mostrando que em zero temperatura, a entropia de um sistema é nula. Ainda

mais, se considerarmos a energia média interna U do sistema, e definirmos Ω como
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sendo o número de microestados do sistema pertencente ao intervalo de energia U + δU,

podemos desconsiderarmos os microestados que não pertencem a esse intervalo, de

modo que a função de partição é aproximadamente

Z ≈ Ωe−βU (2.26)

isso, claro, só é válido pelo fato de que, nos sistemas termodinâmicos, as flutuações nos

valores da energia interna δU são geralmente ínfimas, de modo que a chance de que o

estado do sistema se encontre em um microestado fora do intervalo U + δU é muito rara.

Portanto, ao usarmos a relação (2.26) em (2.25), obtemos a famosa relação da entropia

como uma quantidade proporcional ao número de microestados acessíveis pelo sistema

S � kB lnΩ (2.27)

sendo a entropia S diretamente relacionada com o grau de desordem do sistema.

Além dos resultados acima, outras quantidades termodinâmicas importantes,

como as energias livres de Gibbs e Helmhotz, podem ser derivadas a partir do conheci-

mento da função de partição Z, de maneira que todas as quantidades de interesse da

termodinâmica clássica podem ser obtidas através do método mostrado brevemente aqui.

Felizmente, outras informações sobre o sistema podem ser obtidas através dos métodos

estatísticos, informações essas que estão além do alcance do formalismo termodinâmico

e que permitem uma análise ainda mais profunda sobre as propriedades físicas do

sistema. Para isso, é claro, é necessário o conhecimento da expressão de Z em função da

temperatura e dos vínculos, sendo possível se conhecermos as energias associadas a

cada microestado possível, onde dizemos que as informações sobre as microenergias do

sistema são armazenadas em uma função H {µ}, a qual denominamos de Hamiltoniana

do sistema.

2.1.2 Quebra espontânea de simetria

Classicamente, o principal interesse sobre a Hamiltoniana H de um determin-

dado sistema mecânico é a caracterização completa de todo o sistema através somente

do conhecimento de H em função das coordenadas e momentos generalizados qi(t) e
pi(t), sendo possível determinar todas as equações de movimento a partir das condições

iniciais do sistema para um instante inicial de tempo t � t0. Diferentemente do forma-

lismo lagrangiano, as equações de movimento obtidas pelo formalismo hamiltoniano

formam um conjunto de 2N equações diferenciais de primeira ordem, definindo as

conhecidas equações de Hamilton

Ûpi � −∂H

∂qi

Ûqi �
∂H

∂pi

(2.28)
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com N representando o número de graus de liberdade do sistema dado.

Com isso, apesar da resolução das equações diferenciais acima fornecerem a

solução do problema mecânico dado, é possível obter várias informações de relevância

sobre um determinado sistema através somente das propriedades da hamiltoniana H

sob transformações específicas, sem necessidade da resolução direta das equações (2.28),

que são muitas vezes, como discutido anteriormente, intratáveis e mesmo desnecessárias

sob a perspectiva da mecânica estatística. Entre essas propriedades está a igualdade

da hamiltoniana com a energia total do sistema, portanto que seja satisfeita a condição

de que não haja dependência temporal em H , de modo que, como admitimos no final

da seção 2.1.1, as energias Eµ de cada microestado são armazenadas nas respectivas

hamiltonianas Hµ, de modo a permitirem o cálculo de Z do sistema de interesse. Ainda

mais, se a i-ésima coordenada generalizada qi não está explicitamente presente na forma

de H , então −∂H /∂qi � Ûpi � 0, e qi é denominada como uma coordenada cíclica.

A relação Ûpi � 0, consequência da independência de qi em H , implica

que a quantidade pi , chamada de momento generalizado, é constante e, portanto,

é uma quantidade conservada do sistema mecânico para qualquer mudança de qi .

Assim, a relação entre quantidades conservadas e as propriedades fundamentais de

sistemas físicos envolve um conceito tão substancial em física quanto as próprias leis de

conservação: simetria. Não obstante, o conceito de simetria e as propriedades resultantes

deste não são exclusivos da física, estando a ideia de simetrias presente em diversos

aspectos da ciência e, principalmente, da matemática.

Para a física teórica, o conceito de simetria está intimamente relacionado com

as leis de conservação de quantidades físicas, e portanto, com a forma da hamiltoniana

dos sistemas de interesse em cada campo específico de estudo. Desse modo, ao

considerarmos um sistema mecânico, se a i-ésima coordenada generalizada é ausente, e

logo uma coordenada cíclica, de H , implicando em uma quantidade conservada, então

uma transformação em qi , sob a forma qi → qi +∆qi mantém a hamiltoniana do sistema

inalterada (o mesmo vale para a lagrangiana L no formalismo de Lagrange), resultando

na propriedade de que sob uma determinada transformação, o sistema permanece o

mesmo, ou invariante.

Matematicamente, essa invariância do sistema define exatamente o conceito

de simetria, de modo que a simetria de um determinado objeto é caracterizada por

um grupo de transformações que mantém determinadas propriedades desse mesmo

inalteradas. Alicerçada sobre essa ideia, é construída a teoria matemática de grupos,

definida como a teoria da simetria, como um modo de classificar e formalizar determi-

nados grupos de transformações simétricas para determinados objetos matemáticos.

Um exemplo simples, mas muito instrutivo, é a formalização pela teoria de grupos das

transformações simétricas de um triângulo equilátero, de modo que seis determinadas

transformações, três transformações de rotação e três de reflexão, aplicadas ao triângulo
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Figura 2 – Grupo de transformações simétricas para a geometria de um triângulo
equilátero.

Fonte: Fornecido pelo autor. O grupo de transformações simétricas de um triângulo equilátero é dividido
em dois componentes, de acordo com a característica geral da transformação. Assim, é possível dividir as
transformações nos grupos de rotação I (identidade), r− (rotação em −2π/3), r+ (rotação em +2π/3), e
nos grupos de reflexão mA (reflexão em torno do eixo de A), mB (reflexão em torno do eixo de B) e mC

(reflexão em torno de C).

produzem como resultado o mesmo triângulo inicial sem nenhuma distorção de seu

formato. Portanto, o triângulo equilátero é invariante sob o grupo de transformações

mostradas na figura 2, onde é possível visualizarmos as transformações de rotação I, r−

e r+, assim como as transformações de reflexão mA, mB e mC em relação aos três vértices

do triângulo.

Para o desenvolvimento formal do conceito de simetria para as relações

fundamentais em física houve uma forte relação com os desenvolvimentos matemáticos

ligados às áreas de álgebra e geometria, como brevemente mostrado no parágrafo

anterior. Inspirada pela iniciativa do programa "Erlangen"(KLEIN, 1893; BONOTTO,

2007), a construção de um formalismo acerca das estruturas simétricas da mecânica

clássica e as suas relações com as leis de conservação foi desenvolvida através dos

trabalhos da matemática Emmy Noether. Noether elaborou na forma de teorema

matemático, que leva seu nome, a ideia de que para cada relação simétrica em uma

quantidade física presente nas leis fundamentais existe um princípio de conservação

diretamente associado a essa quantidade, como é o exemplo da conservação do momento

linear sob transformações de translação ou para o caso de conservação do momento

angular para transformações de rotação. Assim, através dessas relações fundamentais,

foi possível obter uma compreensão mais fundamental sob os formalismos hamiltoniano

e lagragiano, onde a hamiltoniana (assim como a lagrangiana) de um sistema físico
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transmite toda a estrutura simétrica presente no sistema.

Contudo, outro importante conceito, relacionado à ideia de simetria e es-

sencial para o entendimento da complexidade macroscópica de muitos fenômenos

observáveis, surge como consequência: a quebra espontânea de simetria. Nessa perspectiva,

as leis fundamentais, através de H , se evidenciam como altamente simétricas, mas para

diversos exemplos de sistemas macroscópicos, contendo um número consideravelmente

grande de variáveis livres, é notável o caráter qualitativamente distinto destes em relação

ao grau de simetria presente em seus níveis mais fundamentais.

Essa diferença no grau de simetria, entre as leis que governam um deter-

minado sistema e o seu estado macroscópico, evidencia um processo de quebra de

simetria, intimamente relacionado com o surgimento de propriedades emergentes do

sistema, ou seja, propriedades não dedutíveis somente pelo comportamento individual

de cada componente que forma o sistema. Dessa forma, uma determinada simetria

é dita "quebrada"quando novas propriedades emergentes não são invariantes sob as

transformações que mantém inalterada a hamiltoniana do sistema. Acredita-se que

o processo de quebra espontânea de simetria está intimamente relacionado com os

fenômenos de transições de fase (MAINZER, 2005), onde a mudança de uma fase física

para outra é acompanhada por uma mudança abrupta de determinadas propriedades

característica do sistema, levando a uma redução no grau de simetria do sistema.

Contrário ao senso comum, a redução de simetria do sistema é muita vezes

acompanhada pela emergência de novos níveis de ordem. Em relação a isso, o cristal é,

talvez, um dos exemplos mais tradicionais desse fenômeno, representando uma ótima

analogia à ideia de ordem. Estando na fase sólida, o cristal de gelo não é invariante

sob todas as transformações de rotação da fase líquida e gasosa, onde as partículas

executam movimentos aleatórios, sem direções preferenciais, de modo que na medida

que o sistema é resfriado, e as flutuações térmicas deixam de dominar as interações no

sistema, novas características emergem, e a simetria é espontaneamente quebrada. É

possível visualizarmos tanto o processo de quebra de simetria como o de transição de

fase em um outro exemplo bastante conhecido dos físicos: O modelo de Ising.

2.1.3 Modelo de Ising

Por si só, o modelo de Ising pode ser detalhadamente estudado em um

trabalho por completo, seja no que concerne tanto a seu aspecto histórico quanto aos

seus desenvolvimentos teóricos, desde sua criação pelo físico Wilhelm Lenz por volta

de 1920, passando pela primeira solução analítica do modelo unidimensional por Ernst

Ising, estudante de Lenz, assim como pelas diversas tentativas de solução do modelo

para o caso em duas dimensões, até a obtenção da famosa solução analítica pelo químico

Lars Onsager em 1944 (ONSAGER, 1944), e ainda assim teríamos muito para contar,
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chegando no estágio atual no qual não há ainda quem tenha achado uma solução

analítica para o modelo em três dimensões. De maneira geral, o modelo de Ising tem

sua fama também por representar o principal modelo teórico para o estudo numérico e

analítico do fenômeno de transição de fase característico das propriedades magnéticas

de imãs.

Alicerçando seus argumentos nos princípios da física quântica contemporânea

de sua época, Wilhelm Lenz, em 1920, formulou os princípios físicos que dariam suporte

para a criação de seu modelo como uma tentativa de capturar a essência física para a

explicação dos fenômenos de magnetização espontânea de materiais ferromagnéticos

(BRUSH, 1967):

“For ferromagnetic bodies, in addition to the temperature dependence of the

susceptibility, one has to explain first of all the fact of spontenous magnetization,

as is observed in magnetite and pyrites. If one assumes that in ferromagnetic

bodies the potential energy of an atom (elementary magnet) with respect to it’s

neighbors is different in the null position and in the π position, then arises a natural

directedness of the atom corresponding to the crystal state, and hence a spontaneous

magnetization. The magnetic properties of ferromagnetics would then be explained in

terms of nonmagnetic forces [...]. It is to be hoped that one can succeed in explaining

the properties of ferromagnetics in the manner indicated.”

Seguindo essa ideia, o modelo teórico é construído através de uma rede

de sítios refletindo o arranjo espacial atômico/molecular simplificado da estrutura

magnética, onde cada átomo tem um momento de spin magnético associado, que pode

estar orientado tanto para cima ou para baixo, representando as duas medidas possíveis,

em que para cada orientação é atribuído um valor escalar, de maneira que o i-ésimo

spin da rede tem valor σi ∈ {+1,−1}. É assumido que cada spin exerce somente forças

de curto alcance que atuam sobre os spins vizinhos, de modo que a energia de interação

J , considerada como constante, depende somente das configurações dos spins vizinhos

na rede. É possível também exercer a influência de um campo magnético externo, de

módulo B, à estrutura, de maneira que haja uma tendência espontânea de que que cada

spin se alinhe naturalmente ao campo.

Para o caso em que não há campo magnético externo, temos que a energia,

ou hamiltoniana, H do sistema é dada através do somatório

H � −1
2

∑

i j

Ji jσiσ j (2.29)

em que o termo 1/2 serve para compensar as interações contadas duas vezes na soma
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através de Ji j , que assume os valores

Ji j �





J , i e j vizinhos

0, caso contrário
(2.30)

onde J > 0 e constante, de modo que os spins tendem a se alinhar no mesmo sentido

de seus spins vizinhos, contribuindo para a convergência ao estado de menor energia.

Nesse caso, o sistema tende a se comportar como um material ferromagnético.

Dessa forma, considerando uma rede regular contendo N spins em que cada

spin pode assumir somente dois valores, +1 ou −1, temos portanto que o número total

de configurações possíveis do sistema é dado pelo valor 2N , onde cada configuração tem

um valor de energia específico Hi , considerando i como sendo a i-ésima configuração

possível do sistema. Como exemplo, para o caso de uma rede regular quadrada de 2 × 2

spins, e suas 24
� 16 configurações possíveis, é possível ver que somente duas entre

todas as configurações correspondem ao estado de menor energia desse sistema, sendo

para o caso em que ou todos os spins estão para baixo ou todos estão para cima, ou seja,

para o caso de uma magnetização total do sistema.

Considerando o conjunto {si} de microestados possíveis, onde i � 1, ..., 2N ,

relativo a uma rede de N spins, temos que a função de partição ZIsin g do modelo de

Ising é igual a

ZIsin g(β) �
∑

{si}
exp(−βHi) (2.31)

de acordo com a equação (2.12), onde Hi corresponde à energia do microestado i. Dessa

forma, a probabilidade de que o sistema de spins se encontre em um determinado

estado si é dado a partir da relação (2.11) para a função de partição ZIsin g :

ρ{si} �
exp(−βHi)

ZIsin g
(2.32)

Como vimos na seção 2.1.1, pelo formalismo fornecido pela mecânica es-

tatística, somente com o conhecimento da função de partição de Ising ZIsin g dada

por (2.31) é possível o cálculo de todas as quantidades termodinâmicas, apresentadas

anteriormente, dessa vez para o modelo de Ising. Contudo, nos deparamos com um

sério obstáculo computacional consequente dos princípios envolvendo a realização de

medidas de interesse da mecânica estatística. Por exemplo, para o caso de uma rede

regular quadrada contendo 6 × 6 � 36 spins (uma rede muito pequena!), temos um total

de 236 estados possíveis, de modo que a soma (2.31) deve ser realizada para 68719476736

estados diferentes! Apesar da possibilidade do uso de argumentos de simetria para a

redução desse número, a ordem de grandeza do número total de operações continua

absurdamente grande mesmo para sistemas muito pequenos, onde as flutuações são
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ainda muito significantes. Analiticamente, para o caso não trivial J , 0, a solução desse

tipo de problema ocorreu somente para poucos modelos, sendo o modelo de Ising em

duas dimensões um deles (ONSAGER, 1944).

Contudo, não sendo o objetivo deste trabalho discutir o tratamento analítico

do modelo, ainda é possível visualizarmos o comportamento das quantidades macroscó-

picas de interesse se usarmos os conhecidos métodos de Monte Carlo para a simulação

numérica do modelo de Ising. Os métodos de Monte Carlo são usados com o objetivo de

calcular aproximadamente ZIsin g para sistemas maiores sem a necessidade do cálculo

inviável fornecido pela soma (2.31). No próximo capítulo, veremos em mais detalhes os

princípios que regem os métodos de Monte Carlo.

Com isso, é possível observar no comportamento do modelo que iniciando-se

em uma temperatura de equilíbrio T relativamente elevada o sistema se encontra em

estados com um alto nível de desordem em relação ao sentido dos spins na rede, de

modo que não há uma magnetização macroscópica aparente. Contudo, à medida que

a temperatura de equilíbrio é diminuída até que se ultrapasse o valor de temperatura

TC, relativo ao ponto Curie de materiais ferromagnéticos, o sistema muda bruscamente

de um estado de desordem para um estado fortemente ordenado, onde os spins estão

em sua grande maioria alinhados em um mesmo sentido, gerando uma magnetização

espontânea do sistema. Esse comportamento caracteriza o fenômeno de transição de fase

entre a fase paramagnética e ferromagnética de um material, representando a transição

de um estado altamente simétrico (maior temperatura) para um estado menos simétrico

(menor temperatura), onde não havendo campo magnético externo para criar uma

tendência de alinhamento dos spins, o sistema "escolhe" o sentido de sua magnetização

final, quebrando espontâneamente sua simetria.

Diante disso é possível observar, através do modelo de Ising, a forte relação

entre um fenômeno emergente através de uma transição de fase com a quebra de

simetria do sistema. Visualmente, temos na Fig. 3 exemplos de disposições espaciais de

aglomerados formados por spins de mesmo sentidos em diferentes temperaturas de

equilíbrio, com TC representando o ponto de quebra de simetria do sistema, ou seja,

onde ocorrem as transições nos níveis de ordem do sistema.

Em geral, o principal ponto conceitual de nosso interesse sobre o modelo

de Ising é a existência natural de um processo de quebra de simetria na medida

que o parâmetro de controle do sistema, a temperatura T, é ajustado para um valor

específico, de modo que, a uma menor redução da temperatura, o sistema atinge uma

configuração específica entre dois estados possíveis de mínima energia, sem haver

qualquer preferência ou tendência (B � 0) por quaisquer um dos estados: em que ou

todos os spins estão direcionado para cima ou em que todos estão direcionados para

baixo. Ainda assim, o modelo de Ising é significantemente simples no que concerne seus

estados de ordem, estando suscetível a somente dois estados globais de mínima energia,



32

Figura 3 – Disposição espacial de aglomerados de spins σi � 1 no modelo de Ising.

Fonte: Fornecido pelo autor. Disposição espacial de aglomerados de spins σi � 1 para diferentes valores
de temperatura T, evidenciando um estado simétrico desordenado, T > TC , um estado crítico em
transição de fase, T ≈ TC , e um estado fortemente ordenado com quebra de simetria, T < TC . É notável a
presença de aglomerados de vários tamanhos em T ≈ TC , característica da divergência no tamanho de
correlação dos agregados no ponto crítico, ao contrário dos outros casos, onde há a presença de um
aglomerado que ocupa praticamente toda a lattice (T < TC), ou somente aglomerados muito pequenos
onde as flutuações térmicas tendem a dominar no sistema (T > TC).

estando ambos relacionados por uma operação simétrica (σi → −σi). Um outro modelo,

contudo, mais intrigante a esse respeito, oferece uma perspectiva conceitual mais rica e

profunda em relação às ideias de complexidade, ordem e simetria em sistemas ainda

mais complexos.

2.2 Spin Glass: Analogia aos Problemas de Otimização

Combinatória

Outro modelo de extrema importância teórica foi aos poucos construído ainda

mesmo na ausência de uma solução analítica para o problema bidimensional do modelo

de Ising, abrindo caminho para novos questionamentos que, imprevisivelmente, serviram

de impulso para o desenvolvimento de ideias capazes de auxiliar no entendimento de

propriedades físicas de sistemas altamente complexos, assim como fornecer conceitos e

novos paradigmas para a resolução de problemas de interesse do mundo real, incitando

a curiosidade de cientistas em áreas além da própria física teórica. Esse modelo é

denominado por spins de vidro ou, pelo termo em inglês, de spin glass, recebendo a

mesma nomenclatura dos materiais que inspiraram a concepção do modelo teórico.

Historicamente, o modelo de spin glasses foi desenvolvido com o objetivo de

capturar a essência das principais características observáveis em experimentos envol-

vendo misturas metálicas entre componentes magnéticos em baixíssimas concentrações

(menores que 1% de impureza magnética) com outros materiais metálicos não mag-
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néticos. Nestes experimentos, realizados inicialmente em meados da decáda de 30,

foram observados comportamentos incomuns sobre os metais impuros em relação

a propriedade de resistividade elétrica desses materiais. Contudo, tais fenômenos

foram posteriormente devidamente nomeados de efeitos Kondo, propriamente explicados

através do trabalho do físico Jun Kondo em 1964 (KUOWENHOVEN; GLAZMAN, 2001).

Fora isso, como era esperado, nenhuma propriedade magnética foi observada nesses

materiais metálicos impuros, já que por serem dispostos aleatoriamente dentro do mate-

rial os momentos magnéticos, em baixa concentração, tendem a se localizarem muito

distantes entre si, de modo que não desempenham nenhuma influência ferromagnética

(ou antiferromagnética) relevante macroscopicamente. Contudo, motivados pela obser-

vação dos efeitos Kondo, diversos experimentos foram realizados posteriormente (já por

volta das décadas de 60 e 70) com o aumento da concentração das impurezas magnéticas,

de modo a verificarem possíveis evidências de comportamento emergente de algum

tipo de ordem magnética para baixas temperaturas, como em materias ferromagnéticos.

Nas medidas experimentais, o que se constata, na verdade, é que de alguma

maneira os momentos de spins se encontram em orientações estáticas ou "congeladas",

presas em orientações aleatórias, um comportamento significantemente diferenciado

dos materiais magnéticos comuns de estudo até então (STEIN; NEWMAN, 2013). Ainda

mais, a existência de uma transição de fase em sistemas como esse, com dimensionalidade

diferente de um e infinito, permaneceu e permanece até os dias atuais como um problema

em aberto, com a ausência de soluções rigorosas que evidenciem tal comportamento.

Ainda mais, os sistemas vítreos demonstram outras características de grande

interesse e importância para o entendimento de sistemas complexos. Esse fato é

devido a dois ingredientes essenciais contidos nestes materiais: aleatoriedade estática e

frustração. O primeiro ingrediente, também conhecido por aleatoriedade "congelada"das

orientações dos spins, evidencia uma desordem natural que permanece estática para

escalas de tempo absurdamente longas em relação às escala de tempo de observação. O

segundo ingrediente, talvez o mais importante entre ambos, é conhecido como frustração,

sendo o principal mecanismo para o surgimento das complexidades existentes nos

sistemas de spin glasses.

2.2.1 Frustração geométrica

Os principais mecanismos físicos propostos para o processo de frustração

são caracterizados pela relevância das interações ferromagnéticas e antiferromagnéticas

entre os momentos magnéticos em posições aleatórias do material. Essa concepção é

capturada teoricamente pelo o que é conhecida como interação RKKY, que diz respeito

às interações de acoplamento entre momentos magnéticos através dos elétrons de

condução (condutividada elétrica) do material. Assim, como visto no modelo de
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Ising, os momentos magnéticos de spin do material interagem indiretamente entre si

através dos valores constantes de acoplamento J , não dependentes do campo magnético

aplicado sobre o material. Contudo, para o caso dos materiais vítreos a distância entre

cada par de spins não é regular, e portanto a força de interação entre cada par de spin

varia em função da distância r entre cada um. A forma funcional da relação entre J e r é

dado através do mecanismo de RKKY como

J (r) � −J 2
0

[
sin(2kFr) − 2kFr cos(kFr)

(kFr)4

]

(2.33)

com kF sendo denominado como vetor de onda de Fermi, tendo seu valor inverso na

ordem do tamanho de um espaço interatômico.

Visualizando a função J (r), Fig.4, percebemos que na medida em que a

distância entre um par de spins aumenta, o valor de acoplamento oscila entre valores

positivos e negativos, implicando que dois momentos próximos localizados em posições

aleatórias têm aproximadamente probabilidade igual de terem entre si uma interação

ferromagnetica (J > 0) ou antiferromagnética (J < 0). Ainda mais, estando os spins em

posições fixas, as interações indiretas de acoplamento são também ditas "congeladas"ou

estáticas, sem variação temporal de seus valores. Dessa forma, com o princípio físico

fornecido pelas interações RKKY e através da consideração a priori para probabilidades

iguais dos dois tipos de interações magnéticas, é possível construir um modelo teórico

simplificado capaz de capturar as características universais de materiais vítreos.

Nessa perspectiva, o modelo teórico de spin glasses pode ser pensado como

uma generalização do modelo de Ising, introduzindo um arranjo espacial particular de

spins, de forma que a definição da hamiltoniana desse sistema pode ser dada como

H � −
∑

〈i j〉
J (ri j)σ̂i · σ̂ j − h ·

∑

i

σ̂i (2.34)

onde, nesse caso os momentos de spins σ̂i são interpretados classicamente como vetores

que podem apontar em qualquer direção. No entanto, a diferença essencial no modelo

de spin glass é contida na introdução da interação de acoplamento J (ri j) como uma

quantidade que tem seus valores distribuídos entre valores positivos e negativos, em que

novamente 〈i j〉 representa interações de curto alcance entre spins vizinhos e ri j � |ri− r j |
representa a distância entre dois spins σ̂i e σ̂ j . Essa hamiltoniana é conhecida como

hamiltoniana de Edwards-Anderson (ANDERSON, 1989a), onde Ji j admite valores

distribuídos de acordo com alguma distribuição de probabilidade.

O que de fato é observado é a emergência de um alto grau de degenerescência

em relação às energias dos estados do sistema, surgindo uma quantidade significan-

temente alta de estados de mínima energia. Tal circunstância tem relação direta com

a ocorrência de um fenômeno apropriadamente denominado de frustração geométrica
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(MOESSNER; RAMIREZ, 2006) ou somente frustração, provocado pelo conflito entre a

disposição espacial dos spins no material com as correlações locais produzidas pelas

interações de acoplamento entre cada par de spin. Devido a isso, determinados estados

não podem satisfazer o critério de mínima energia e ao mesmo tempo corresponder às

interações de curto alcance entre certos pares de spins.

Para compreendermos melhor esse fenômeno, imaginemos dois casos simples

que mostram como um sistema se torna frustrado. Em ambos os casos os spins são

situados em uma rede regular, onde no primeiro caso fazemos uso de uma lattice de

arranjo triangular e no segundo caso uma lattice regular quadrada tal qual a usada no

modelo de Ising. Primeiramente consideremos um triângulo em particular do primeiro

exemplo, onde possamos dispor três spins com cada um podendo apontar tanto para

cima como para baixo. Nesse caso, todas as interações de acoplamentos são constantes e

negativas, de forma que os momentos de spins tendem a se alinharem antiparalelamente

com seus respectivos vizinhos para assim atingirem a configuração de menor energia

desse sistema. Ao dispormos os dois primeiros spins, Fig. 4 (lattice triangular), ambos

são colocodos em suas posições com orientações diferentes, de acordo com a regra de

antiferromagnetismo.

Independentemente de qual for a orientação escolhida para o terceiro spin

nenhuma entre essas escolhas irá satisfazer simultaneamente as interações antiferro-

magnéticas com ambos seus respectivos vizinhos, surgindo duas configurações de

mínima energia equivalentes e tornando, assim, o sistema frustrado! No próximo

exemplo, ao considerarmos uma geometria quadrada, onde um quadrado em particular

permite a disposição de quatro spins em seu arranjo, escolhemos todos os valores de

interações como sendo ferromagnéticos (positivos), exceto um só, de modo a exibir

uma interação antiferromagnética (Fig.4). Ao dispormos três dos quatro spins nas

localizações mostradas na figura 4 de forma que todos eles compartilham a mesma

orientação, em qual orientação deve ser colocado o quarto spin? Novamente, qualquer

orientação escolhida para o spin gera um conflito com um de seus dois vizinhos, de

interações magnéticas diferentes, implicando novamente em uma degenerescência das

configurações de mínima energia e, portanto, que o sistema se encontra frustrado. Em

escalas significantemente maiores, os fenômenos de frustração exemplificados acima

ocorrem ainda com mais frequência nos materiais de spin glasses.

Esses sistemas são fortemente frustrados e por conta disso contém intrisica-

mente uma alta degenerescência dos seus estados fundamentais de mínimas energias,

além da presença de estados com energias mínimas locais, que portanto não corres-

pondem às energias fundamentais. Esse alto número de estados de mínimos não

são relacionados por operações de simetria, diferente do exemplo dos dois mínimos

fundamentais do modelo de Ising, representando, assim uma quebra de simetria muito

mais complexa e rica em relação ao visto no modelo anterior. Tais mínimos locais são
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Figura 4 – Comportamento característico da interação RKKY e exemplos de frustração
geométrica em geometrias simples.

Fonte: Fornecido pelo autor. Comportamento característico do valor de acoplamento indireto entre
momentos magnéticos de um material em função da distância r entre eles (esquerda). Exemplos
do fenômeno de frustração geométrica: na lattice quadrada existem três interações ferromagnéticas
(vermelhas) e uma só antiferromagnética (azul), enquanto que na lattice triangular todas as interações são
ditas antiferromagnéticas (direita).

denominados de estados metaestáveis, definindo a existência de mínimos múltiplos

do modelo de spin glass, ideia central na conexão entre a mecânica estatística e os

complexos problemas de otimização combinatória.

2.2.2 Mecânica estatística e a otimização combinatória

Apesar de ser, por si só, de grande relevância para a física teórica, o modelo

de spin glass se apresentou como uma verdadeira "cornucópia"(ANDERSON, 1989b)

para além da física, gerando frutos sob a forma de um novo paradigma (ANDERSON,

1989c) para tratar problemas altamente complexos até então comuns dos estudos

matemáticos computacionais da área de otimização combinatória. Assim, diversos

conceitos construídos para o entendimento do fenômeno físico permitem analogias

intrísecas aos ditos problemas complexos de otimização combinatória não convexa.

Uma situação de otimização combinatória é definida através de uma função

de custo H e um conjunto finito e discretoΛ contendo todas as configurações µ possíveis

que essa determinada situação pode assumir. Sendo H uma função naturalmente

discontínua, temos que para cada configuração há um valor real, ou custo, associado, tal
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que

H : Λ→ R (2.35)

de modo que com o objetivo de otimizarmos a situação dada, queremos encontrar uma

configuração ν específica, tal que H(ν) ≤ H(µ) para qualquer outra configuração µ

pertencente a Λ. Assim, dentre a classe de problemas de otimização combinatória, é

possível classificar as diversas situações de otimização em relação ao custo computacional

necessário para a obtenção da melhor solução de um dado sistema. Quando o número

de configurações possíveis é exponencial com o tamanho do sistema e o custo H é não

convexo, ou seja, contém diversas soluções mínimas, locais e globais, então um problema

de otimização é dito não convexo, fazendo parte da classe de problemas considerados

muito difíceis.

Dentre a classe de problemas difíceis, há um exemplo clássico que transmite

a essência da correspondência entre esses e o comportamento dos materiais de spin

glasses. Em tradução, o problema é conhecido como problema do caixeiro-viajante e é

enunciado da seguinte maneira: Dada uma lista de N cidades (bairros, países, ou

qualquer coisa do gênero), onde cada cidade é rotulada por um valor i � 1, 2, ...,N, e

dada todas as distâncias entre cada par de cidades di j , qual é a menor rota possível que

passa por todas as cidades, visitando cada cidade somente uma vez, e retorna ao ponto

de origem?

Claramente, esse problema nada mais é do que o problema de minimização

de uma determinada função custo H, definida para esse problema em específico como

H �

N∑

j�1

dn j n j+1 (2.36)

onde nN+1 � n1 por definição, sendo a disposição dos ni correspondente ao percurso a

ser otimizado. Esse sistema é aleatório, no sentido de que a disposição espacial das N

cidades não encontra-se geralmente em uma rede regular de sítios, mas sim como sítios

dispostos de maneira irregular. Além disso, o sistema é frustrado, de modo que um

subpercurso ótimo localmente pode excluir outros caminhos, não contribuindo para a

formação de um caminho global que seja realmente o menor percurso entre todos os

possíveis. Nesse sentido, mesmo com a possibilidade de um percurso ótimo, existem em

geral uma quantidade significante de percursos ótimos ou aproximadamente próximos

de uma solução ótima, mas que, assim como os spin glasses, não são relacionados por

nenhuma operação simétrica (PALMER, 1987).

Obviamente, qualquer problema semelhante, definido por uma função de

custo contendo os dois principais ingredientes do modelo de spin glass, aleatoriedade

estática e frustração, será um problema equivalente, e será caracterizado por um grande

espectro de soluções locais ótimas, tornando-se assim um problema de complexidade
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NP-Completo (PAPADIMITRIOU; STEIGLITZ, 1998), indicando que a complexidade

algorítmica de tempo para a busca de uma solução ótima global se torna impraticável

para um número razoavelmente grande de número de elementos N , onde uma busca

exaustiva sobre todos os estados, em princípio necessário para a verificação da qualidade

de uma solução qualquer, é exponencial em N. Assim, é dito que a existência de um

algoritmo polinomial (classe de algoritmos rápidos) para a busca da melhor solução de

um problema NP-completo não é possível.

Por conta disso, é de grande interesse o uso de métodos e técnicas que forne-

çam soluções aproximadamente ótimas de maneira prática. Aqui focaremos no papel

da mecânica estatística para fornecer novas perspectivas e métodos consistentes para a

busca de soluções ótimas em problemas complexos de otimização. Para isso, é necessário

frisar que a aplicação da mecânica estatística para problemas de otimização provém de

uma forte correspondência entre os ditos problemas de otimização combinatória e os

conceitos da física estatística.

Assim, sendo os problemas de otimização combinatória não convexos defini-

dos através de um tamanho N de elementos que definem o tamanho do problema, um

conjunto de instâncias possíveis i ∈ I, um conjunto de configurações possíveis µ ∈ Λ de

uma mesma instância e, como vimos, uma função custo Hi(µ). No caso mostrado acima,

uma instância é dada por uma distribuição particular das localizações das cidades

especificadas pelas distâncias dmn , uma configuração é um percurso particular n j dessas

mesmas cidades, e a função custo é dada por (2.36). Com essas analogias em mente,

organizamos as devidas correspondências na tabela 1.

Em seguida, com o intuito de formalizarmos a correspondência apresentada,

consideremos a quantidade dada pela energia livre de Helmhotz F de um sistema

termodinâmico, dada funcionalmente pela relação fundamental F � F(T,V,N1, ...,Nk)
obtida através de uma transformação de Legendre (CALLEN, 1985), onde V,N1, ...,Nk

correspondem aos parâmetros extensivos de um sistema termodinâmico de volume V

formado por k componentes de quantidades N1, ...,Nk . Assim, temos que a dependência

de F em relação a temperatura do sistema é dada por

F � U − TS (2.37)

que, de acordo com as equações (2.15) e (2.25), podem ser escritas em termos da função

de partição

F � −
(
∂ ln Z

∂β

)

{V}
− T

[

− kBβ

(
∂ ln Z

∂β

)

{V}
+ kB ln Z

]

� −kBT ln Z (2.38)

de modo que a energia do sistema é minimizada através do processo de esfriamento até

o zero absoluto T � 0, de forma que sendo E0 a energia mínima do sistema para uma
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Tabela 1 – Correspondência entre os conceitos da mecânica estatística com os problemas
de otimização combinatória.

Mecânica estatística Otimização Combinatória

Tamanho do sistema N Tamanho do problema N

Microestado µ Configuração µ

Amostra {J } Instância i

Energia E(µ) Custo Hi(µ)
Temperatura T Pseudotemperatura T

determinada configuração µ, temos que

E0 � − lim
T→0

kBT ln Z � − lim
T→0

[

kBT ln

(∑

x

exp(−E(µ)/kBT)
)]

(2.39)

de forma que a equação acima pode ser aplicada para uma função de custo de um

problema de otimização específico seguindo a correspondência dada na tabela 1. Dessa

forma, considerando T como um parâmetro de controle sem representação física em

um problema de otimização, incluído para manter a correspondência, então temos

min
µ

Hi(µ) � − lim
T→0

T ln Z � − lim
T→0

[

T ln

(∑

x

exp(−Hi(µ)/T)
)]

(2.40)

onde as unidades são devidamente escolhidas de modo que kB � 1.

Apesar da equação 2.40 acima não fornecer um método de minimização para

uma instância em particular, sendo impraticável calcular analiticamente Z nesse caso,

ainda é possível obter informações importantes através de médias sobre várias instâncias,

de maneira a fornecer limites sobre predições de soluções possíveis. Para isso, existem

várias técnicas analíticas que permitem a execução do procedimento de média sobre as

configurações possíveis do problema. Contudo, esses procedimentos analíticos estão

fora do escopo e objetivo deste trabalho, de modo que o leitor interessado sobre esses

tópicos pode se dirigir inicialmente para leituras específicas (PALMER, 1987; STEIN;

NEWMAN, 2013; MéZARD; PARISI, 1985). Na verdade, em diante concentraremos

nossas discussões mais detalhadamente em técnicas computacionais que permitem

o cálculo aproximado da energia de um sistema em função da temperatura através

dos métodos de simulações de Monte Carlo, de maneira a construírmos um modelo

computacional baseado nos princípios da mecânica estatística para a busca de soluções

ótimas em problemas complexos de otimização combinatória.
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3 Otimização por Simulated Annealing

- Oh, ‘tanstaafl.’ Means ‘There ain’t no such thing as a free lunch.’ And

isn’t, I added, pointing to a FREE LUNCH sign across room, “or these

drinks would cost half as much. Was reminding her that anything free

costs twice as much in long run or turns out worthless.

- An interesting philosophy.

- Not philosophy, fact. One way or other, what you get, you pay for.

–Robert A. Helein, The Moon is a Harsh Mistress

Considerando que os problemas de otimização combinatória pertencentes à

classe de problemas não polinomiais (NP-completo) são, em geral, de grande interesse

prático, principalmente no que se refere às áreas de computação e engenharia, é natural

que diversos métodos heurísticos tenham sido propostos para a busca de soluções

desses, satisfazendo requerimentos de tempo comptucional proporcionais a pequenas

potências do tamanho do sistema. Nesse sentido, o objetivo de uma heurística é a

busca de soluções ótimas aproximadas em tempo computacional razoável (isto é, em

tempo polinomial), para um determinado problema, não garantindo, todavia, uma

aplicabilidade generalizada para os diversos tipos de problemas de otimização, ou

mesmo para casos gerais do problema a ser resolvido. Dessa forma, apesar de grande

utilidade prática, métodos heurísticos tendem a ser escassos de uma estruturação

conceitual formal que permita a compreensão de princípios fundamentais gerais para os

problemas NP em geral, de modo que seja possível o entendimento do comportamento

comum à toda classe de problemas complexos de otimização.

De acordo com esse contexto, tendo o intuito de criar um modelo de alta

aplicabilidade para a classe de problemas NP e baseado em princípios fortemente

fundamentados pela mecânica estatística, S. Kirkpatrick, C. D. Gelatt e M. P. Vecchi pro-

puseram em 1983 o método de Simulated Annealing (KIRKPATRICK et al., 1983) como um

exemplo de metaheurística aplicável, em princípio, a qualquer problema de otimização

combinatória passível de ser estruturado de acordo a alguns requisitos mínimos. Com

uma forte analogia ao processo de recozimento (annealing) em sólidos, o método ganhou

grande popularidade científica 1 por representar um modelo robusto e eficiente para

a otimização de propriedades de sistemas complexos altamente degenerados. Assim,

além da utilidade prática óbvia de um método eficiente de otimização, o método fornece

ferramentas téoricas para a obtenção de resultados à respeito do comportamento médio

da classe de sistemas ao qual é aplicado, mostrando que para sistemas consideravel-
1 Segundo o Scientific Citation Index (SCI) no ano de 2014, o artigo científico ‘’Optimization by Simulated

Annealing‘’ estava configurado como um entre os 100 artigos científicos mais citados da história!
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mente grandes a análise de caso de pior perfomance se torna irrelevante, tornando a

perfomance média do algoritmo, assim como na mecânica estatística do equilíbrio, o

fator dominante sobre a análise de complexidade dos problemas práticos.

Superando, em muitos casos de relevância, métodos de otimização mais

simples, como o método de busca local de gradiente descendente, e batendo de

frente com métodos heurísticos clássicos, o processo de Simulated Annealing pode

ser rigorosamente formulado como uma cadeia de Markov não-homogênea, sendo

assim possível demonstrar, através do formalismo probabílistico da teoria de cadeias de

Markov em tempo discreto, a convergência assimptótica às soluções globalmente ótimas

do problema dado. Ainda mais, sendo construído através dos princípios dos métodos

computacionais de Monte Carlo, o algoritmo de Simulated Annealing é muitas vezes

classificado como um algoritmo randomizado, e pode ser implementado de maneira a

obter em tempo polinominal soluções muito próximas às soluções globais do sistema,

tornando-se assim uma alternativa prática importante e eficiente dentre o zoológico de

métodos heurísticos existentes na literatura.

Além disso, devido ao caráter generalizado de determinadas condições

fornercidas no formalismo de cadeias de Markov, junto à parametrização da formulação

não extensiva da mecânica estatística de Boltzmann-Gibbs por Tsallis (TSALLIS, 2009),

evidenciou-se a possibilidade da construção de uma estrutura generalizada para o

método de otimização por Simulated Annealing, de modo a introduzir melhorias

significativas em relação ao tempo computacional de convergência para a obtenção de

soluções ótimas práticas em sistemas a serem otimizados. Diante essa construção teórica,

foi proposto o método de Simulated Annealing Generalizado, permitindo, através da

parametrização natural da mecânica estatística não extensiva, a análise computacional

referente ao comportamento ótimo do próprio método computacional.

Assim, apoiado sobre todo esse contexto, apresentamos neste capítulo o

método de Simulated Annealing Clássico, como apresentado originalmente no artigo de

origem em 1983, e sua construção formal em termos de cadeias de Markov com o intuito

de demonstrarmos sua convergência assimptótica para soluções globalmente ótimas em

problemas de otimização. Para essa tarefa, primeiramente introduzimos brevemente

os princípios teóricos e computacionais dos métodos de Monte Carlo, responsáveis

por formar a base para a construção algorítmica do modelo, assim como fornecer uma

introdução aos conceitos centrais das cadeias de Markov. Por conseguinte, introduzimos

o método de Simulated Annealing Clássico(CSA) de acordo com os princípios chaves

apresentados anteriormente, de modo a discutirmos suas propriedades assimptóticas

e aproximadas para problemas gerais de otimização e, em seguida, apresentarmos os

argumentos heurísticos para a construção do algoritmo eficiente de Simulated Annealing.
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3.1 Otimização Local

Em geral, há duas estratégias para abordar um problema de otimização com-

binatória e, consequentemente, construir um método heurístico para um determinado

problema. A primeira abordagem é conhecida pelo termo "Dividir e Conquistar", sendo

estratégia central em programação dinâmica, onde é exigido que o problema em mãos

seja disjunto, ou seja, que possa ser "quebrado"em vários subconjuntos menores, de

forma que as soluções obtidas para cada subconjunto possa, ao final do processo, serem

unidas a fim de se obter a solução do problema por completo. Infelizmente, a condição

de que um problema seja naturalmente disjunto nos põe uma limitação debilitante

diante os complexos e frustrados sistemas que nos deparamos em vários problemas

pertencentes à classe NP. Felizmente ainda nos resta uma estratégia que permite muitas

possibilidades, caso da abordagem por melhoria iterativa, ou rearranjo iterativo. A

essência dessa abordagem baseia-se na execução de um movimento ou perturbação no

sistema por iteração capaz de alterar a configuração do sistema, de modo que o custo

dessa mesma configuração possa ser calculada e comparada com a configuração anterior

ao movimento, com o qual é determinado se o sistema se manterá na configuração origi-

nal ou adotará a nova configuração consequente da mudança executada. A comparação

entre os valores das funções custos entre as diferentes configurações pode ser realizada

de diversas maneiras.

Podemos tornar a busca por uma configuração de custo mínimo muito

mais intuitiva e eficiente com uma ideia bastante simples. Suponhamos, por exemplo,

que estamos em uma superfície irregular, como um campo aberto, repleto de vales e

planaltos, em uma região sem iluminação de modo que só possamos enxergar poucos

passos ao nosso redor. Na esperança de que possamos ampliar nosso alcance de visão,

queremos encontrar a região mais alta dessa região. Considerando que não há nenhum

conhecimento a priori dessa região a opção de busca mais viável que nos resta é verificar

ao nosso redor, ou vizinhança, a direção de maior inclinação e torcermos para que

essa direção nos guie ao planalto mais alto. Esse exemplo, apesar de sua limitação em

termos de analogia, transmite a essência de uma busca ou otimização local, cujo objetivo

é a otimização de uma determinada função custo a fim de encontrarmos uma região

de custo mínimo (ou máximo, no exemplo acima em específico) através somente do

conhecimento local da "região"de estados possíveis de um determinado problema.

Obviamente, em relação aos objetivos deste trabalho, os problemas de

otimização combinatória aqui considerados são naturalmente discretizados, de modo que

uma determinada configuração S de um sistema tem um número finito de configurações

S′ ditas vizinhas, que podem ser obtidas a partir de um rearranjo de S. Dessa forma, uma

alternativa intuitiva de buscarmos uma solução ótima através do método de rearranjo

iterativo para um problema dado é realizando uma otimização local, de modo que
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qualquer perturbação no sistema que diminua o valor da função custo H é aceita, até

que não seja mais possível realizar um rearranjo de menor custo. Para isso, é preciso

especificar um método de rearranjo/perturbação do sistema, de modo que seja possível

fazer transições entre configurações com diferentes custos. Definindo a vizinhança N (S)
de S como o conjunto de estados S′ do sistema que podem ser obtidos através de uma

perturbação de S, então o algoritmo de otimização local é escrito assim de acordo com o

algoritmo (1) mostrado abaixo (AARTS; KORST, 1989), onde o resultado S retornado

pelo algoritmo corresponde a uma configuração de custo mínimo local. Contudo, o

mínimo local encontrado não necessariamente corresponde a uma solução ótima global

do problema, assim como sua qualidade não é assegurada de ser satisfatoriamente

próxima do valor mínimo de custo, de forma que o que resta é esperarmos que a solução

seja ótima o suficiente para o problema em questão.

Infelizmente, para uma grande classe de problemas as soluções ótimas

obtidas através de uma otimização local estão longe de serem satisfatórias, fornecendo

soluções com valores de custo significantemente maiores que o valor mínimo possível.

Como exemplo desse fato, podemos considerar o problema de particionamento de um

grafo. Dado um grafo não direcionado G(V, E) formado pelo conjunto de vértices V e

pelas ligações pertencentes ao conjunto de pares de vértices E, procura-se particionar o

grafo em dois conjuntos V1 e V2, por exemplo, de mesmo tamanho, onde V � V1 ∪ V2.

Especificamente esse caso corresponde ao problema de biparticionamento de um grafo, e

sua solução ótima equivale ao caso em que o número de ligações entre as duas partições

é mínima.

A implementação de um processo de otimização local em problemas de

biparticionamento de grafos como esse é trivial, onde a perturbação do sistema pode

ser definida simplesmente como a execução de uma permutação de membros entre

as partições e a verificação da função custo, isto é, o número de ligações entre as duas

partições do problema. Dessa forma, as iterações de rearranjo são pouco dispendiosas e,

assim, uma busca local parece ser uma opção viável diante um problema pertencente à

classe NP, onde a busca de uma solução ótima global é muito difícil. Contudo, as soluções

Algoritmo 1: Otimização Local

Defina uma configuração inicial S0;
S← S0;
while Houver vizinho S′ não verificado do

S′ ∈ N (S);
if H(S′) < H(S) then

S← S′;
end

end
return S
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encontradas através de uma busca local fornecem soluções pouco satisfatórias para a

maioria dos problemas de otimização não convexa, até mesmo para o biparticionameto

de grafos pequenos, tornando as soluções ainda mais insatisfatórias quanto maior o

grafo. Na figura 5a, vemos o exemplo de um grafo contendo apenas oito vértices e tendo

custo mínimo global igual a Hmin � 2 (Fig.5b). Apesar de uma busca local retornar a

configuração de custo mínimo para alguns estados iniciais S0, a maioria das soluções

obtidas fornecem configurações pobres (Fig.5c) para as duas partições. 2

Como esperado, esse comportamento é compartilhado pela maioria dos

problemas NP, mostrando que as soluções obtidas por busca local são pobres em relação

aos valores mínimos globais das funções custos correspondentes a cada problema. Como

as funções custos dos problemas NP compartilham a propriedade de não convexidade,

elas tendem a ser irregulares, apresentando um número significantemente grande de

mínimos locais, assim como degenerescência entre seus mínimos globais, como visto

em sistemas frustrados. Assim, a eficiência da metaheurística de otimização local

para esses tipos de problemas é completamente debilitada. Contudo, partindo de

princípios da mecânica estatística é possível construir uma metaheurística capaz de obter

assimptoticamente soluções globalmente ótimas, assim como soluções aproximadamente

ótimas para problemas práticos. Mas, antes que possamos apresentar detalhadamente o

método de Simulated Annealing, introduzimos a seguir as noções gerais dos métodos

de Monte Carlo e a teoria de cadeias de Markov que possibilitam tanto a construção de

um algoritmo eficiente, como a obtenção de demonstrações rigorosas concernentes às

soluções ótimas para problemas complexos.

2 Pelo grafo considerado ser muito pequeno, é possível obter soluções globalmente ótimas em algumas
execuções do algoritmo de otimização local.

Figura 5 – Biparticionamento de um grafo pequeno por otimização local.
(a) (b) (c)

Fonte: Fornecido pelo autor. Para um grafo G(V, E) contendo 8 vértices (a), tendo tamanho de corte
mínimo igual Hmin � 2 (b) o processo de otimização local obtém soluções que representam mínimos
locais da função custo que não representam necessariamente soluções aproximadas boas para o problema
(c). Quanto maior o grafo, maior será o número de configurações, de modo que uma otimização local se
tornará ainda mais ineficiente para casos cada vez maiores.
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3.2 Princípios Gerais de Métodos de Monte Carlo

Como discutido no capítulo anterior, a obtenção de médias sobre determi-

nadas quantidades de interesse de sistemas em equilíbrio termodinâmico tendem a

corresponder de maneira muito precisa aos valores reais do sistema, portanto que se

garanta a condição de limite termodinâmico, onde o sistema consideravelmente grande

contém flutuações desprezíveis nos seus valores de energias. Dessa forma, o sistema em

equilíbrio percorre trajetórias contidas, na escala de tempo relevante de observação, em

uma parcela muito restrita do seu espaço de fase, de modo que alguns estados ou confi-

gurações se tornam muito mais prováveis, contribuindo majoritariamente para o valor

médio 〈Q〉 de uma quantidade termodinâmica Q qualquer. Esse fato tende a se mostrar

ainda mais consistente para baixas temperaturas, onde não tendo energia suficiente para

alcançar estados mais excitados, o sistema é caracterizado por uma parcela de estados

multíssima menor do que o número total de configurações possíveis. Como mostrado

na figura 1, quanto menor a temperatura de equilíbrio menor a quantidade de estados

relevantes para a caracterização das quantidades termodinâmicas desse sistema.

Portanto, para simularmos corretamente um sistema físico em equilíbrio

termodinâmico e obtermos os valores esperados das quantidades que nos interessam,

não é necessário a enumeração de todos os estados possíveis do sistema, mas somente

dos estados mais prováveis do sistema. Caso contrário, teríamos que obter um número

de amostras absurdamente elevado mesmo para sistemas pequenos, o que nos atribuiria

uma tarefa impraticável para as situações de relevância no estudo das propriedades

termodinâmicas. Certamente, devido a esse fato, o estudo computacional numérico das

propriedades termodinâmicas torna-se uma alternativa necessária para os problemas

relevantes da mecânica estatística que carecem de soluções analíticas, ou seja, a grande

parte dos problemas de importância. Como sabemos, pelo formalismo canônico da

física estatística, que a distribuição de probabilidades para os microestados de um

sistema em equilíbrio termodinâmico seguem a equação 2.11, então ao simularmos um

sistema físico correspondente em um computador, devemos colher amostras dentre

os microestados que sigam aproximadamente essa distribuição. Feito isso, teremos

em mãos meios suficientes para calcularmos os valores esperados termodinâmicos do

sistema em estudo. Os métodos de Monte Carlo de simulação de sistemas em equilíbrio

termodinâmico são baseados nesses princípios fundamentais.

Os métodos de Monte Carlo têm caráter estocástico, de forma a fazer uso

de variáveis aleatórias para a construção de caminhos no espaço de fase que possam

convergir para as regiões que caracterizam os microestados mais prováveis de um

determinado sistema, representando a parte mais densa (bulk) da distribuição de

Boltzmann-Gibbs (2.11). Para isso, números pseudoaleatórios 3 são usados para as
3 Números pseudoaleatórios são números aproximadamente aleatórios gerados por computador através
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regras de seleção de configurações do sistema, de modo que o objetivo dos métodos

de Monte Carlo é centrado na obteção prática e precisa dos valores médios 〈Q〉 das

quantidades termodinâmicas de um sistema. Como visto no capítulo 2, a média de uma

quantidade Q é obtida de maneira exata através da equação

〈Q〉 �
∑
µ Qµe−βEµ

∑
µ e−βEµ

(3.1)

onde o somatório é realizado sobre todos os microestados µ do sistema, em prática

sendo possível somente para sistemas realmente pequenos. De maneira aproximada,

podemos realizar essa soma apenas para uma determinada quantia M de microestados,

introduzindo, assim, erro no valor obtido para 〈Q〉 quanto menor for o subconjunto de

M microestados.

Felizmente, como para sistemas em equilíbrio termodinâmico somente al-

gumas poucas configurações, as mais prováveis, realmente contribuem de forma

considerável para o valor da média das quantidades, então podemos escolher um

subconjunto de M microestados de acordo com uma distribuição de probabilidade pµ

especificada, de forma que pµ nos permita obter as amostras mais relevantes do sistema.

Assim, ao escolhermos um subconjunto contendo M microestados de acordo com pµ,

definimos o avaliador QM da quantidade Q, dado por

QM �

∑M
i�1 Qµi p

−1
µi

e−βEµi

∑M
j�1 p−1

µ j
e
−βEµ j

(3.2)

de forma QM → 〈Q〉 para o caso em que M → |{µ}|, com |{µ}| representando o

número total de microestados do sistema. Diante disso, nos resta somente escolhermos

pµ adequadamente com o objetivo de reduzirmos os erros estatísticos para os valores

médios calculados. Contudo, de que forma devemos escolher tal distribuição de

"escolha"?

Se escolhermos nossas M amostras de maneira uniformemente aleatória, ou

seja, com os valores pµ � p iguais para todos os microestados, então temos que

QM �

p
∑M

i�1 Qµi e
−βEµi

p
∑M

j�1 e
−βEµ j

�

∑M
i�1 Qµi e

−βEµi

∑M
j�1 e

−βEµ j

(3.3)

que já sabemos, por nosso conhecimento da distribuição do sistema, que essa escolha se

trata de uma escolha pobre para o avaliador QM , pois como dentre uma infinidade de

microestados somente alguns são realmente importantes para o valor médio, então ao

escolhermos M amostras uniformemente temos uma probabilidade ínfima de termos

de algoritmos determinísticos. Obviamente, os números gerados não são verdadeiramente aleatórios e
dependem fortemente de um valor initial, denominado de semente. Devido sua praticidade, a geração
de número pseudo aleatórios são muito úteis em diversos ramos da ciência.
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amostras relevantes, implicando em um valor muito impreciso para 〈Q〉. Consideremos,

por exemplo, o caso de uma rede quadrada pequena de 6 × 6 spins que comentamos

no capítulo anterior. Como vimos, mesmo para um sistema tão pequeno, o número de

microestados é consideravelmente grande, mesmo que seja tratável para um computador

moderno. Contudo os sistemas físicos que apresentam as propriedades relevantes para

estudo tendem a ser maiores que esses pequenos casos, de modo que o número de

microestados se torna intratável até mesmo para os supercomputadores da atualidade.

Dessa forma, é ser talvez ingênuo demais esperar que uma escolha aleatória qualquer

dentre essa quantidade de configurações possíveis possa retornar valores precisos para

os observáveis de interesse do sistema.

Portanto, ao conhecermos os estados que têm contribuições importantes

para a soma (3.2), de forma a obtermos um subconjunto de M microestados dentre os

relevantes, podemos obter valores com boa precisão para as médias 〈Q〉 sem necessitar

de um número absurdamente grande de termos. Essa é a essência do que chamamos

de Amostragem de Importância, conceito principal para os métodos de Monte Carlo

para simulação de sistemas em equilíbrio. A amostragem de importância transmite a

característica física de um experimento real, onde as medições feitas sobre um sistema

são realizadas sem a necessidade de que o sistema passe por todas as suas configurações

possíveis, já que o experimento representa apenas uma pequena porção do espaço de

fase durante a realização de uma medida (NEWMAN; BAKERMA, 1999).

Em essência, um sistema em equilíbrio termodinâmico representa um con-

junto de transições entre diferentes configurações, de modo que a ocorrência de todas

as amostras geradas tem probabilidade de acordo com a distribuição (2.11). Portanto,

no final das contas, ao invés de definirmos um subconjunto de amostras a partir

de escolhas igualmente prováveis entre todas as configurações, definiremos um sub-

conjunto {µ1, ..., µM} de M amostras de modo que pµ corresponda à distribuição de

Boltzmann-Gibbs (2.11), implicando que o avaliador de Q será definido como

QM �

∑M
i�1 Qµi (Z−1e−βEµi )−1e−βEµi

∑M
j�1(Z−1e

−βEµ j )−1e
−βEµ j

�
1

M

M∑

i�1

Qµi (3.4)

correspondendo, assim, a uma simples média aritmética sobre os valores de Qµi em

cada microestado µi . Contudo, ainda nos resta um questionamento importante: como

gerar um subconjunto {µ1, ..., µM} de M amostras de acordo com a distribuição de

probabilidades desejada? Para isso, faremos uso da teoria de cadeias de Markov, que

introduziremos a seguir.
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3.2.1 Distribuições estácionárias em cadeias de Markov

O modelo estocástico de cadeias de Markov, subconjunto da teoria de pro-

cessos estocásticos, é de extrema importância no estudo de processos aleatórios que

evoluem no tempo, sendo essencial na modelagem de vários problemas reais. No que

concerne aos métodos de Monte Carlo para o equilíbrio termodinâmico, é possível

entender as principais propriedades estatísticas dos sistemas considerados através da

análise de cadeias de Markov discretas, onde, nos sistemas dados, assumimos que o

conjunto total de estados possíveis é discretizado e finito. Dessa forma, os processos de

Markov são construídos como ferramentas para a geração de conjuntos de microestados

que assimptoticamente convergem a uma determinada distribuição estacionária, levando

em conta a principal propriedade dessas: a independência do passado para a previsão

do comportamento futuro de um processo aleatório. Na literatura científica, a essa

propriedade é dada o termo memoryless para enfatizar a dependência somente do estado

atual de um processo para o entendimento probabilístico de seus estados seguintes.

Nesse aspecto, dado um estado inicial µ do sistema o mecanismo markoviano gera um

novo estado ν desse mesmo sistema, independente do estado anterior a µ.

Assim, para uma cadeia de Markov em tempo discreto é evidente que a

evolução temporal de um processo aleatório w(t) se dá em passos discretizados de

tempo, de modo que em cada passo de tempo t ∈ Z+, o processo assume um estado

específico µ, pertencente a um conjunto discreto e enumerável Λ, a qual denominamos

espaço de estados, definindo todos os estados possíveis que um determinado processo

de Markov pode assumir. Assim, para um determinado passo, cada estado pertencente

a Λ tem uma probabilidade pµ associada, de modo que se
∑

µ∈Λ
pµ � 1 (3.5)

então pµ é a distribuição de probabilidade da cadeia no passo dado, e os estados possíveis

são modelados pela variável aleatória w distribuída de acordo com pµ

pµ � P{w � µ} (3.6)

Ainda mais, ao considerarmos a existência de mais de um estado possível, a

distribuição de probabilidade partindo de um estado µ qualquer depende, em geral,

desse mesmo estado presente do processo, de maneira que para cada regime temos uma

distribuição diferente, ou seja, uma probabilidade diferente para cada estado ν ∈ Λ,

incluindo o caso indentidade ν � µ. Essas distribuições para cada situação são expressas

pela matriz de transição P,

Pµν � P(µ→ ν) : µ, ν ∈ Λ (3.7)
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onde Pµν é definida como a probabilidade de transição de µ a ν, ou seja, de que o

próximo estado após µ seja o estado ν. Essas probabilidades obedecem a condição de

normalização de probabilidades, de modo que a relação seguinte é satisfeita
∑

ν∈Λ
P(µ→ ν) � 1 (3.8)

definindo, assim, a matriz de transição P como uma matriz estocástica (NORRIS, 1997).

De acordo com as definições acima, dizemos que um processo w(t ≥ 0) é

uma cadeia de Markov com distribuição inicial pµ0 e matriz de transição P (NORRIS,

1997) se

1. O estado inicial w0 tem distribuição pµ0 .

2. Partindo do estado w(t) � µ, com t ≥ 0, o estado seguinte w(t +1) tem distribuição

(Pµν : ν ∈ Λ) e é independente de todos os outros estados anteriores a X(t).
Dessa maneira, um processo aleatório em tempo discretizado X(t)0<t≤N é

um processo markoviano M(pµ , P) se, e somente se, para todos os estados pertencentes

ao espaço de estados, ou seja, todos µ0, µ1, ..., µN ∈ Λ, a seguinte a relação é satisfeita

P{w0 � µ0, w(1) � µ1, ..., w(N) � µN} � pµ0Pµ0µ1Pµ1µ2 · · · Pµ(N−1)µN
(3.9)

correspondendo a uma cadeia de probabilidades de transição entre estados do sistema.

Em visto disso, para um processo aleatório com comportamento em cadeia de Markov é

de principal interesse o conhecimento das quantidades relacionadas a estados futuros

específicos, como a probabilidade do processo atingir o estado j após um determinado

número de passos, ou mesmo qual a quantidade média de passos necessários para

que se alcance uma determinada “região” de estados de Λ. Questões como essas

baseiam todo o conjunto de modelagens de problemas reais em cadeias markovianas, e

para as simulações de Monte Carlo aqui discutidas a mais importante das questões é

centrada nas propriedades necessárias para garantir a convergência das distribuições de

probabilidades de cada passo de tempo para uma distribuição estacionária determinada.

Esse tipo de questionamento pode ser respondido através do conhecimento de

propriedades específicas das cadeias, obtidas com a introdução de operações matriciais

entre o vetor de probabilidades ®p e a matriz de transição P. Com essas quantidades

conhecidas, temos as seguintes definições de operações

(®pP)ν �
∑

µ∈Λ
pµP(µ→ ν) (3.10)

(Pn)µκ �

∑

ν1

∑

ν2

· · ·
∑

νn

Pµν1Pν1ν2 · · · Pνnκ (3.11)

onde νm ∈ Λ para m � 1, 2, ..., n. Tanto a equação (3.10) quanto a equação (3.11)

permitem responder de imediato aos questionamentos levantados a respeito do compor-

tamento probabilístico das cadeias em evolução. Com o intuito de termos em mãos os
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conceitos e resultados essenciais para a construção dos métodos estocásticos de Monte

Carlo que serão usados nas próximas discussões, apresentamos abaixo os resultados

obtidos através da aplicação das operações definidas acima, de modo que o leitor pode

encontrar suas demonstrações rigorosas em (NORRIS, 1997):

1. A probabilidade de que o processo X(t ≥ 0), markoviano M(®p , P), atinja o

estado ν após t passos de tempo é dado pelo elemento ν do vetor ®pPn . Ou seja,

P{X(t} � ν) � (®pPn)ν.
2. Partindo do estado X(m) � µ, com m ≥ 0, a probabilidade Pn

µν do processo atingir

o estado X(m+n) � ν em n passos de tempo é dado pelo elemento (µ, ν) da matriz

Pn . Ou seja, Pµ{X(n) � ν} � P{X(m + n) � ν |X(m) � µ} � (Pn)µν.
Dito isso, nas simulações de Monte Carlo os processos de Markov são usados

para gerar cadeias de estados, de forma que partindo de um estado inicial qualquer o

sistema evolua através de várias transições do tipo µ→ ν→ λ→ · · · até que, dada uma

quantidade suficiente de tempo, o sistema irá eventualmente produzir uma sucessão de

estados de acordo com uma determinada distribuição de probabilidade de interesse,

no caso a distribuição de Boltzmann-Gibbs. Esse processo corresponde exatamente a

simulação de um processo de relaxamento de um sistema físico até atingir o equilíbrio

termodinâmico. Contudo, para que isso de fato ocorra, a cadeia de Markov gerada

precisa cumprir determinadas condições para que a convergência ao equilíbrio seja

garantida. Como sabemos, os sistemas termodinâmicos em equilíbrio tendem cumprir

a hipótese de ergodicidade, de modo que na medida que o sistema possa ser observado

por um tempo indeterminado de tempo, todos os seus microestados serão acessados,

inclusive os menos prováveis! justificando assim a correspondência entre a média

temporal de um sistema e a média sobre o conjunto de estados sobre seu espaço de fase.

Da mesma forma, as cadeias de Markov geradas nas simulações de Monte

Carlo devem cumprir a condição de ergodicidade, de maneira que para isso acontecer

a probabilidade de que se atinja um estado ν qualquer a partir de um estado inicial µ

qualquer deve ser diferente de zero para algum valor de tempo. Segundo as notações

que estabelecemos acima, isso pode ser facilmente traduzido para o fato de (Pt)µν > 0

para algum valor qualquer de t > 0. Isso não necessariamente implica que os valores de

transição da matriz P devem ser todos não nulos, já que a condição de ergodicidade

garante apenas que dado um tempo τ > 0 suficientemente longo deve existir ao

menos um valor de t, tal que 0 ≤ t ≤ τ e (Pt)µν > 0, de forma que no processo de

construção de um algoritmo de Monte Carlo, algumas ou mesmo várias probabilidades

de transição P(µ→ ν) podem ser definidas como nulas, sem comprometer a condição

de ergodicidade da cadeia de Markov usada.

Ademais, outra condição é necessária para a convergência para o equilíbrio

em cadeias de Markov, denominada de balanceamento detalhado, do inglês detailed balance.

Para que haja balanceamento das probabilidades de transição entre os estados, é
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necessário que a taxa a qual o sistema realiza as transições para um estado µ qualquer

deve ser igual a taxa a qual o sistema parte desse mesmo estado. Em resumo, o fluxo das

probabilidades de transições devem ser balanceadas para que a cadeia de Markov possa

convergir para uma distribuição estacionária correspondendo ao estado de equilíbrio.

Assim, o balanceamento é definido como
∑

ν

pµP(µ→ ν) � pµ �

∑

ν

pνP(ν→ µ) (3.12)

de forma que usamos a relação de normalização das probabilidades (3.5) para igualarmos

o termo à esquerda com pµ. Contudo, tal condição não garante a convergência do

sistema à distribuição pµ desejada, garantindo somente que o sistema atinja um equilíbrio

dinâmico, com a existência de ciclos entre as transições onde os estados gerados não

necessariamente correspondem aos valores de acordo com a distribuição alvo.

Felizmente, podemos impor ao sistema uma modificação da condição de

balanceamento (3.12) de modo a garantir que o equilíbrio da cadeia de Markov seja

simples, sem a existência de ciclos entre as distribuições dos estados durante o pro-

cesso. Para isso, devemos garantir a reversibilidade do processo, de modo que a

condição de balanceamento detalhado para as simulações de Monte Carlo para sistemas

termodinâmicos em equilíbrio se torna

pµP(µ→ ν) � pνP(ν→ µ) (3.13)

garantindo que a convergência do sistema para uma situação de equilíbrio simples, de

acordo com uma determinada distribuição pµ.

3.2.2 Probabilidades de aceitação e algoritmo de Metropolis

Como queremos simular o processo de relaxamento de um sistema para o

equilíbrio termodinâmico, a distribuição alvo, de acordo com as definições acima, deve

coincidir com a distribuição de Boltzmann-Gibbs, de forma que

pµ �
1

Z
e−βEµ (3.14)

implicando que a condição de balanceamento detalhado (3.13) fica definida como

P(µ→ ν)
P(ν→ µ) �

pν

pµ
� e−β(Eν−Eµ) (3.15)

em que essa relação, junto às condições de ergodicidade e (3.5), permitem que o

sistema atinja o equilíbrio gerando cadeias de estados de acordo com a distribuição de

Boltzmann-Gibbs, assim como o desejado.

Como podemos notar, as probabilidades de transição entre os estados não

estão restritas a tomarem alguma determinada forma, estando restritas somente a
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satisfazerem a relação acima dada pela razão entre as transição de ida e volta entre

dois estados quaisquer. Por conta disso, existe liberdade de escolha na forma em como

definimos as probabilidades P(µ→ ν), de modo que a razão de aceitação (3.15) pode

assumir valores de acordo com o fator e−β(Eν−Eµ). Devido à liberdade de definição das

probabilidades de transição do sistema, podemos construí-las como o acoplamento

de duas outras probabilidades, uma probabilidade g de seleção de estados e uma

probabilidade de aceitação A (NEWMAN; BAKERMA, 1999), de modo que

P(µ→ ν)
P(ν→ µ) �

g(µ→ ν)A(µ→ ν)
g(ν→ µ)A(ν→ µ) (3.16)

onde g(µ→ ν) representa a probabilidade com qual o sistema seleciona um estado ν

dado o estado inicial µ, sem efetivar a transição entre os dois estados, e A representa

a probabilidade de aceitação, ou seja, a probabilidade de que, dado µ e ν, ocorra a

transição entre eles.

Nessa perspectiva, o algoritmo de Monte Carlo a ser construído tem o

objetivo de continuamente gerar novos estados aleatórios ν dado estados anteriores

µ, de acordo com um conjunto de probabilidades de seleção g(µ→ ν), e, em seguida,

aceitar ou rejeitar esses estados de acordo com as probabilidades de aceitação A(µ→ ν),
satisfazendo a equação (3.16) e (3.15). Obviamente, um algoritmo onde as probabilidades

de aceitação são muito pequenas é extremamente ineficiente, rejeitando a maioria dos

estados gerados e, assim, levando um tempo impraticável para atingir o estado de

equilíbrio. Em vista disso, o objetivo na construção de um algoritmo de Monte Carlo

é tornar as probabilidades de aceitação mais próximas possíveis da unidade, sem

comprometer outros fatores importantes do algoritmo. Para isso, como o valor da

razão entre as probabilidades não é fixa, podemos atribuir a uma das probabilidades de

aceitação o valor um, enquanto a outra probabilidade será, assim, definida de modo

a satisfazer a distribuição desejada. Essa é a ideia essêncial do conhecido algoritmo de

Metropolis (METROPOLIS et al., 1953).

Para construirmos o algoritmo de Metropolis, usamos os conceitos e mecanis-

mos definidos acima, isto é, escolhemos um conjunto de probabilidades de seleção g, um

para cada transição possível µ→ ν, e então escolhemos o conjunto de probabilidades de

aceitação A de modo a satisfazer as relações dadas por (3.15) e (3.13). Em seguida, para

cada novo estado gerado, aceitamos ou rejeitamos a transição aleatoriamente de acordo

com a probabilidade de aceitação escolhida para o algoritmo. Caso o novo estado ν seja

aceito, realizamos a transição de um estado inicial µ para ν, ou, caso o novo estado seja

rejeitado, mantemos o sistema exatamente como de início, ou seja, no estado µ. Para a

convergência ser garantida, as probabilidades de seleção de estados g devem satisfazer

a condição de ergodicidade, de modo que a regra de seleção para o sistema, usada para

gerar novos estados, deve ser construída levando tal critério em consideração.
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Como vimos, um sistema em equilíbrio no limite termodinâmico é carac-

terizado por flutuações de energia consideravelmente pequenas (2.16), de modo que

a maior parte do tempo tal sistema se encontra em um subconjunto de estados com

energias que diferem muito pouco com a energia macroscópica do sistema, e raramente

transita por estados que gerem uma mudança brusca no valor de energia. Em vista

disso, rearranjos que representem mudanças pequenas no sistema mostram ser a melhor

maneira para a construção das regras de seleção nas simulações de Monte Carlo. O

procedimento de se gerar um novo estado a partir de um estado inicial é particular

do problema que se queira simular, mas para todas as simulações de Monte Carlo

em equilíbrio termodinâmico é usado o mecanismo de pequenas perturbações para a

exploração dos microestados de um sistema. Tanto no problema de particionamento

de grafos como na simulação do modelo de Ising, colocamos em prática esse método.

Para o biparticionamento de um grafo a perturbação do sistema é representada pela

permutação de dois vértices pertecentes a conjuntos diferentes, enquanto que no modelo

de Ising a perturbação é realizada através da mudança de direção de um spin aleatório

da rede de spins. Em ambos os casos, a perturbação não altera drasticamente a energia

do sistema, de modo que as transições realizadas são feitas entre estados com energias

próximas. Assim, o sistema pode explorar assimptoticamente todos os estados possíveis

do sistema, satisfazendo a hipótese de ergodicidade.

Para o algoritmo de Metropolis, as probabilidades de seleção g(µ → ν)
para cada estado ν são todas escolhidas de forma a serem iguais, estabelecendo que a

condição de balanceamento detalhado tome a forma dada por

P(µ→ ν)
P(ν→ µ) �

A(µ→ ν)
A(ν→ µ) � e−β(Eν−Eµ) (3.17)

de jeito que nos resta definirmos as probabilidades de aceitação A(µ→ ν) que satisfaçam

essa relação. Em acordo com a relação obtida acima, temos que

A(µ→ ν) � A0e−
1
2 β(Eν−Eµ) (3.18)

onde A(µ → ν) ≤ 1. A eficiência de um algoritmo de Monte Carlo depende sensi-

velmente da escolha dada a A0, influenciando diretamente na frequência com que

determinados estados são aceitos para as transições. Vejamos o exemplo do modelo de

Ising discutido no capítulo anterior.

A seleção no modelo de Ising, através da realização de um "giro" em um

spin qualquer, gera uma mudança de energia de no máximo 2zJ , com z representando

o número de vizinhos do spin. Diante disso, para garantirmos que A(µ → ν) ≤ 1,

então a relação A0 ≤ e−βzJ deve ser satisfeita. Contudo, como resultado dessa escolha,

a probabilidade de aceitação assume valores próximos de zero para a maioria das

transições (Fig. 6), tornando o algoritmo muito ineficiente. Com isso em mente,
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Figura 6 – Comportamento das probabilidades de aceitação e do valor de magnetização
no modelo de Ising para o algoritmo de Metropolis, comparado a uma escolha
ineficiente de balanceamento detalhado.

(a) (b)

Fonte: Fornecido pelo autor. O algoritmo de Metropolis permite um número muito maior de transições
aceitas durante a execução da simulação de Monte Carlo 8(a), de modo que o número de iterações
necessárias para atingir o equilíbrio se torna significantemente menor. No cálculo da magnetização por
spin no modelo de Ising 6(b) , em uma lattice de tamanho linear L � 35 com temperatura T � 0.05TC ,
o algoritmo de Metropolis converge para o equilíbrio consideravelmente rápido, convergindo para o
valor de magnetização m � −1.0, enquanto que a escolha ineficiente A0 � e−βzJ depois de somente
algumas iterações não permite nenhuma transição, porque o método se encontra preso em um mínimo
local da paisagem de energias do modelo, e as probabilidades de aceitação para diferenças ∆E > 0 são
significantementes pequenas.

a maneira de maximizarmos a aceitação das transições, ou seja, de construirmos o

algoritmo mais eficiente, é simplesmente atribuirmos à maior das probabilidades o

valor um, e então ajustar o valor da outra para satisfazer o balanceamento detalhado das

probabilidades. Com isso, obtemos o algoritmo de Metropolis, onde a probabilidade de

aceitação para a transição de um estado µ para um estado ν é dado por

A(µ→ ν) �




e−β(Eν−Eµ) se Eν > Eµ

1 caso contrário
(3.19)

permitindo a construção de simulações de Monte Carlo no equilíbrio que sejam compu-

tacionalmente eficientes.

Na Fig.6 abaixo comparamos o comportamento das probabilidades de aceita-

ção do algoritmo de Metropolis para o modelo de Ising com a escolha A0 � e−βzJ , de

forma a ser notável a diferença considerável entre as escolhas discutidas acima. Com

ambas as escolhas, visualizamos (Fig.6b) a evolução do valor da magnetização por spin

M, obtido pela diferença entre spins para cima e spins para baixo, para cada iteração

do algoritmo. Em relação aos problemas de otimização combinatória, o algoritmo de

Metropolis desempenha papel importante ao permitir que estados com energias maiores

que um determinado estado atual da simulação tenham probabilidades de aceitação
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considerável, proporcionando, assim, uma alternativa para um processo de busca não

ficar preso em mínimos locais. Contudo, veremos na próxima seção que somente

isso não garante a eficiência de um algoritmo de otimização, sendo necessários outros

mecanismos para a busca de mínimos locais em sistemas que apresentam energias ou

funções custos não convexas.

3.3 Simulated Annealing Clássico

Com as definições e conceitos dados até então podemos nos concentrarmos

enfim no método de Simulated Annealing Clássico (CSA), afim de aplicarmos e formali-

zarmos os conceitos chaves envolvidos na construção teórica do método metaheurístico

e também descrevermos o algoritmo computacional que define os procedimentos de

otimização em diversos problemas de interesse, em que os detalhes de implementação

são determinados a partir do tipo de sistema a ser minimizado/maximizado pelo

método. Diferenciando-se do método de busca local, o processo do método de CSA

permite a exploração de todos as configurações possíveis do espaço de estados através

de um processo iterativo atado ao algoritmo de Metropolis, enquanto se reduz, a uma

taxa bem definida, os valores do parâmetro de controle do método. Tal parâmetro

desempenha o papel da temperatura do sistema, de acordo com a analogia física com

o processo de recozimento em sólidos. Adiante, assumimos, para os problemas de

otimização a serem atacados pela metaheurística de Simulated Annealing, a existência

de uma estrutura de vizinhança para os estados pertencentes ao espaço de estados finito

Λ do problema dado, assim como um mecanismo de geração de novos estados através

de uma perturbação no sistema, como discutido anteriormente, de modo que possamos

explorar a região de configurações do problema.

Levando isso em conta, para uma aplicação do algoritmo de CSA conside-

remos dado um problema não convexo de otimização tal que este seja definido por

uma função real, denominada de energia ou custo H, e o espaço Λ de estados possíveis,

de modo que dado estados µ e ν quaisquer, cada um representando uma solução do

problema em específico, temos um valor de custo associado, respectivamente, H(µ) e
H(ν). Junto a isso, definindo as probabilidades de transição de acordo com o algoritmo

de Metropolis, os valores de transição entre os estados µ e ν são dados de forma que

PT(µ→ ν) �




exp

(
−H(ν)−H(µ)

T

)
se H(ν) > H(µ)

1 caso contrário
(3.20)

onde T(t) é o parâmetro de controle a ser ajustado durante a execução do algoritmo,

tendo dependência com o passo de iteração t. A escolha da taxa de descrescimento da

função não-crescente T tem relação direta com o tempo computacional de convergência



56

do método até uma solução globalmente ótima ou, em prática, aproximadamente ótima,

e é denominada como cronograma de resfriamento 4. Nas discussões adiante discutiremos

mais detalhadamente sobre as definições adequadas de T(t) para diversos problemas

complexos, de modo a otimizar a velocidade de convergência do algoritmo. Assim,

tendo estas definições em mãos, podemos descrever o algoritmo de CSA de acordo com

o algoritmo 2 abaixo (AARTS; KORST, 1989).

Contudo, além da própria função T, fazemos uso de um outro parâmetro

importante para a convergência para as soluções ótimas desejadas, definido como o

comprimento L(t) da cadeia de transições geradas no passo de iteração t. Esse parâmetro

permite que o sistema relaxe à distribuição estacionária antes que uma mudança da

temperatura ocorra, simulando um processo quase-estático para evitar que o algoritmo

fique preso em mínimo local de energia. Contudo, é necessário obtermos uma maneira

de definirmos e atualizarmos corretamente, durante a aplicação do método, os valores

para cada um desses parâmetros, de forma a não disperdiçarmos tempo computacional

desnecessariamente.

Com isso em mente, para que possamos obter os limites dos valores para T

e L em cada passo de iteração do algoritmo, fazemos uso do fato de que o método de

Simulated Annealing é modelado por uma cadeia de Markov discreta não homogênea,

4 mais conhecido pelo sua denominação em inglês: Cooling Schedule

Algoritmo 2: Simulated Annealing Clássico

Defina uma configuração inicial S0;
Defina os valores iniciais para T0 e L0;
µ← S0;
t ← 0;
do

for l = 0 até L(t) do
Seleciona(µ→ ν);
if H(ν) < H(µ) then

µ← ν;
else

if exp

(
−H(ν)−H(µ)

T(t)

)
> uniform[0,1) then

µ← ν;
end

end
end
ATUALIZA_TEMPERATURA_Tt();
ATUALIZA_COMPRIMENTO_Lt();

while Condição de Parada;
return S;
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implicando que a cadeia de Markov w(t) característica do método depende dos passos

de tempo durante sua evolução devido a dependência no tempo do parâmetro T(t).
Para o caso em que T não depende de t, a cadeia se torna homogênea, de forma que

a modelagem do método de Simulated Annealing é dada através de uma cadeia de

Markov homogênea (assim como no modelo de Ising). Em ambos os casos é possível

demonstrar que o método sempre converge assimptoticamente ao conjunto das soluções

ótimas globais do sistema dado. Para visualizarmos essa propriedade do algoritmo de

CSA, usamos novamente os conceitos apresentados pela teoria de cadeias de Markov

em tempo discreto.

3.3.1 Soluções ótimas globais: Convergência assimptótica

Ao discutirmos os sistemas modelados por cadeias discretas de Markov

assumimos que o tempo evolui de maneira discreta, onde o sistema evolui por uma

sequência de saltos, transições ou transformações entre seus possíveis estados, de modo

que tais transições ocorrem em períodos determinados assim como os passos de um

ponteiro de relógio. Se essas transições são constantes no tempo a cadeia em questão

é dita homogênea temporalmente. O método de Simulated Annealing é um modelo

de cadeia de Markov discreta, onde as probabilidades de transição entre os estados

do sistema são dinâmicas em relação ao processo de resfriamento do parâmetro de

temperatura, implicando em uma nova cadeia não estacionária para variação de T. Se os

valores de temperatura têm dependência temporal, então o método é modelado por uma

cadeia não-homogênea, devido à dependência explícita das probabilidades de transição

com os valores de T, ou seja, considerando estados µ, ν e λ quaisquer do sistema, então

P(µ→ ν)(t) � Pµν(T(t)) �




gµν(T(t))Aµν(T(t)) se µ , ν

1 −∑
λ,ν Pµλ(T(t)) se µ � ν

(3.21)

onde gµν e Aµν representam as probabilidades de seleção e aceitação, respectivamente,

introduzidas na seção anterior pela equação (3.16). Na versão original do método de

Simulated Annealing as probabilidades de seleção e de aceitação para a cadeia caracte-

rística do algoritmo são definidas assim como no algoritmo de Metropolis discutido

anteriormente, aplicado para garantir a convergência à distribuição de Boltzmann-Gibbs.

Por conta disso, as probabilidades de seleção gµν são independentes do parâmetro T(t),
sendo todas definidas como constantes para toda a vizinhança N (µ) de um estado µ

qualquer

gµν(T(t)) � gµν �
χN (µ)(ν)
|N (µ)| (3.22)
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em que χN (µ)(ν) é uma função booleana para o conjunto N (µ) definida como

χX(x) �




1 se x ∈ X

0 se x < X
(3.23)

enquanto que as probabilidades de aceitação Aµν são definidas de acordo com a equação

(3.20) para a função custo H do problema e a temperatura T(t):

Aµν(Tt) � exp

(
− (H(ν) − H(µ))+

T(t)

)
(3.24)

de modo que o valor x+ é definido como zero para todo valor de x ≤ 0 e x para os

demais valores.

Agora, para podermos analisarmos a convergência da cadeia para as soluções

de interesse, ou seja, as soluções globais ótimas, então devemos garantir que o método

empregado pelo algoritmo de Simulated Annealing encontre uma solução ótima com

probabilidade um para um número suficientemente grande de passos de tempo, de

forma que

P{w(t) ∈ Λ∗} � 1 (3.25)

onde Λ∗ representa o conjunto das soluções ótimas para o problema caracterizado pela

função custo H e espaço de estados Λ.

Com essa ideia em mente, é necessário demonstrar o limite

lim
t→∞
P{w(t) ∈ Λ∗} � 1 (3.26)

para a cadeia de Markov característica do método de Simulated Annealing. Para isso,

podemos considerar, por simplicidade, primeiramente o caso em que o parâmetro de

temperatura não depende da evolução temporal do sistema. Dessa forma, a cadeia

dependente de T tem a propriedade de ser homogênea no tempo.

Assim, como T é independente do tempo, a evolução do sistema pode ocorrer

com um determinado valor de temperatura fixo até que a cadeia possa convergir

para a distribuição estacionária desejada. Após a convergência à distribuição de

Boltzmann-Gibbs, o parâmetro de temperatura pode ser ajustado de maneira que o

conjunto de estados acessíveis para os valores de T coincidam com as soluções ótimas

do problema de função custo H. Como vimos acima, para que uma cadeia de Markov

discreta possa convergir para uma distribuição estacionária simples, evitando mesmo

um equilíbrio cíclico, é preciso que as condições de ergodicidade e balanceamento

detalhado (3.13) sejam satisfeitas. Felizmente, como as probabilidades de seleção e

aceitação coincidem com o algoritmo de Metropolis, então já sabemos que as condições

necessárias para o equilíbrio da cadeia de Markov do método de Simulated Annealing
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Clássico estão satisfeitas, de modo que dado o problema de otimização e a cadeia de

Markov característica do método de CSA, temos que

pµ(T) � lim
t→∞

wµ(t) �
exp

(
− H(µ)

T

)

∑
ν∈Λ exp

(
− H(ν)

T

) (3.27)

de forma que nos resta ajustarmos os valores de T de modo a encontrar as soluções

ótimas que correspondem aos estados de mínima energia do sistema. Como a distri-

buição corresponde à distribuição de Boltzman-Gibbs, com a função de partição sendo

representada pelo somatório do termo à direita na equação (3.27), então sabemos que os

estados menos energéticos são mais prováveis para valores baixos de temperatura (Fig.1).

Assimptoticamente, se ajustarmos a temperatura até o zero absoluto, a distribuição de

probabilidade (3.27) se torna extremamente estreita em torno dos microestados menos

energéticos do problema de otimização com "hamiltoniana" H.

Com isso, garantimos que os estados gerados pela cadeia de Markov que

representa o método de CSA coincidam com as soluções ótimas do problema de

otimização combinatória definida pela função custo H e por seu conjunto de estados

possíveis Λ. Dessa forma, temos que

pµ � lim
T→0

pµ(T) �
χΛ

∗(µ)
|Λ∗ | (3.28)

implicando então que

lim
T→0

lim
t→∞
PT{w(t) ∈ Λ∗} � 1 (3.29)

demonstrando, assim, a convergência assimptótica do método de Simulated Annealing

homogêneo para obtenção de soluções globalmente ótimas de um determinado problema

complexo de otimização.

Diante tal resultado, é esperado que possamos construir o algoritmo de CSA

simplesmente permitindo que a cadeia de Markov atinja o equilíbrio para um valor

constante de temperatura T muito pequeno, fazendo uso somente da propriedade

de homogeneidade da cadeia de estados geradas, garantindo a convergência para

as soluções globais desejadas. Contudo, para valores realmente muito pequenos de

temperatura, as probabilidades de transições que permitem a fuga de mínimos locais

se tornam muito pequenas, havendo uma taxa desprezível de aceitações de estados,

de modo que um algoritmo construído sob essas condições seria inviável na prática,

tomando um tempo computacional excessivo para atingir o equilíbrio. Por conta disso, o

método de Simulated Annealing contorna esse problema permitindo que a temperatura

tenha dependência com o tempo durante o processo, de forma que seja reduzida

lentamente durante o processo de relaxamento de acordo com um "cronograma de

resfriamento" específico dado por uma função descrescente T(t). Dessa forma, a cadeia
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de estados se torna não-homogênea, implicando que as probabilidades de transição

P(t) se comportam dinamicamente durante a convergência ao equilíbrio de distribuição

estacionária pµ.

O motivo da temperatura T(t) ser definida como uma função que decresce

lentamente é devido ao fato de que durante um determinado número de passos L(t) a
temperatura deve ser mantida praticamente constante para que durante esse determinado

momento a cadeia não-homogênea se comporte como uma cadeia homogênea de

tamanho finito. Dessa forma, a cadeia não-homogênea característica do algoritmo de

Simulated Annealing é constituída por um número infinito de cadeias homogêneas

de tamanhos finitos. Sob essa definição, é possível demonstrar que uma cadeia do

tipo não homogênea converge para uma distribuição de equilíbrio, portanto que se

garanta que determinadas condições sejam satisfeitas, ou seja, podemos provar (AARTS;

LAARHOVEN, 1997) que nesse caso

lim
t→∞
P{w(t) ∈ Λ∗} � 1 (3.30)

onde, para isso, precisamos ter em mãos algumas definições essenciais.

Novamente, a condição de ergodicidade deve ser garantida para que a

convergência ao equilíbrio seja garantida para a cadeia não-homogênea. Contudo, para

uma cadeia não homogênea temporalmente a condição de ergodicidade assume tanto

uma forma fraca como uma forma forte, onde para garantir que a cadeia irá convergir

a uma distribuição pµ, é necessário que ambas as condições de ergodicidade sejam

satisfeitas. Para definirmos ambas as formas da condição, é preciso compreender a

maneira sob qual as probabilidades de transição evoluem com o tempo. Para isso,

definimos a matriz U(m , k) como sendo a matriz estocástica das probabilidades de

transição resultante da evolução da cadeia do passo de tempo m ao passo k, ou seja,

U(m , k) � P(m)P(m + 1) · · · P(k) �
k∏

t�m

P(t) (3.31)

que por definição representa a probabilidade condicional dada por

Uµν(m , k) � P{w(k) � ν |w(m − 1) � µ} (3.32)

de forma que a condição de ergodicidade para uma cadeia finita e não homogênea é

satisfeita portanto que

lim
t→∞
(Uµλ(m , t) −Uνλ(m , t)) � 0 (3.33)

para a forma fraca da condição, enquanto que para a forma forte a ergodicidade é

definida pela condição que

lim
t→∞

Uµν(m , t) � pν (3.34)
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garantindo-se a existência do vetor estocástico ®p. Assim, a forma forte da condição de

ergodicidade implica na convergência ao equilíbrio, onde a probabilidade para a cadeia

atingir um estado ν qualquer após a convergência é dada como

lim
t→∞
P{w(t) � ν} � lim

t→∞

(∑

µ

Uµν(m , t)P{w(m − 1) � µ}
)
� pν (3.35)

representando o acoplamento da evolução das probabilidades de transição entre o passo

m e o passo t, e a probabilidade que a cadeia corresponda ao estado µ no passo anterior

à evolução, onde µ pertence ao espaço de estados do problema dado.

Assim, se as probabilidades de transição Pµν(t)de uma cadeia não-homogênea

independem ao longo prazo do estado alvo j, então a cadeia é fracamente ergódica,

mas não necessariamente satisfaz a forma forte da ergodicidade se essas probabilidades

Pµν(t) variam sempre com o valor de t, sem haver relaxamento com o passar do tempo,

dado um determinado estado µ. Como vimos, para uma cadeia temporalmente homogê-

nea, não existe distinção entre uma forma fraca e forte para a condição de ergodicidade,

já que as probabilidades de transição se mantém fixas com a evolução do sistema.

Para que uma cadeia de Markov não-homogênea possa cumprir a condição

forte de ergodicidade (3.34), é necessário que seja satisfeita primeiramente a condição

fraca (3.33), para qual a cadeia se torna independente do estado alvo dado t passos de

tempo. Além disso, ao considerarmos a evolução do sistema w(t) através da relação

wν(t + 1) � Pµν(t)wµ(t) (3.36)

deve existir, para todo valor de t, um vetor ®w tal que satisfaça a equação característica

lim
t→∞

(
®w(t + 1) � P(t) ®w(t)

)
(3.37)

com autovalor igual a um. Dessa forma, as coordenadas do autovetor normalizado

obtido por essa equação devem não divergir durante a evolução da cadeia de Markov

para um tempo suficientemente longo, isto é,
∞∑

t�1

∑

µ

|wµ(t) − wµ(t + 1)| < ∞ (3.38)

mostrando que enquanto o sistema evolui a cadeia irá convergir para uma distribuição

de equilíbrio pµ se

®p � lim
t→∞

w(t) � lim
t→∞
®w(T(t)) (3.39)

Para o algoritmo de Simulated Annealing Clássico, temos que a distribuição

de equilíbrio obedece a relação (3.28), onde para o caso não-homogêneo pµ � pµ(T(t)), e

desde que a função descrescente T(t), ou cronograma de resfriamento, satifaça a relação

lim
t→∞

T(t) � 0 (3.40)
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então assimptoticamente os estados resultantes da cadeia de Markov característica do

método de CSA irão convergir para as soluções ótimas do problema específico dado, ou

seja,

lim
t→∞
P{w(t) ∈ Λ∗} � 1 (3.41)

mostrando, assim, que o método de Simulated Annealing Clássico, definido através

das probabilidades de aceitação de acordo com (3.24), retorna sempre as soluções

globais ótimas do sistema, portanto que seja permitido que o sistema evolua por tempo

suficientemente longo e que a função de temperatura seja definida de acordo com o

limite (3.40).

3.3.2 Aproximação de tempo finito para algoritmo computacional

Pelos resultados anteriores, já temos o conhecimento de que o método de

Simulated Annealing Clássico converge para o subconjunto das soluções globais ótimas,

dado um problema de otimização combinatória de espaço de estados Λ e função

custo H, portanto que deixemos a cadeia não-homogênea característica evoluir por um

tempo infinitamente longo, para o caso assimptótico. Contudo, para ser realmente

útil o algoritmo de CSA deve obter, ao menos, soluções aproximadamente ótimas que

sejam viáveis na prática, ou seja, que exĳam uma quantidade finita e útil de tempo

computacional. Dessa forma, de forma a validar o caráter prático do método de CSA, nos

resta responder à pergunta: Quão rápida é a convergência ao conjunto Λ∗ do algoritmo

de CSA?

Apesar de que os resultados relativos a convergência da metaheurística

sejam bem conhecidos na literatura científica, resultados que envolvem a velocidade de

convergência do método são consideravelmente menos conhecidas, sendo restritas para

alguns casos específicos e para problemas com tamanhos pequenos de espaços de estados.

Por conta disso, a construção do algoritmo de Simulated Annealing exige em aspectos

importantes a aplicação de definições e atribuições de caráter heurísticos, que dependem

significantemente do tipo de problema o qual deve ser otimizado. Praticamente todas

as definições heurísticas do método são focadas na definição dos parâmetros T(t) e L(t),
de modo a garantir as propriedades de equilíbrio das cadeias de Markov homogêneas

finitas que compõem a cadeia não-homogênea infinita. Obviamente, com o intuito de

obter resultados práticos, a certeza na obtenção de soluções globais ótimas não é mais

possível. Contudo, mesmo com a aproximação de tempo finito as soluções obtidas

tendem a ser, com boa aproximação, próximas às soluções globais.

No aspecto prático, o algoritmo de CSA pode gerar apenas cadeias finitas, o

que implica no caráter aproximativo do método, significando, na prática, que podemos

gerar um número finito de cadeias homogêneas com comprimento também finito na
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medida que o valor de temperatura é reduzido, onde o comprimento de uma cadeia de

Markov reflete no número de passos de tempo, considerando um valor fixo de T, em que

o sistema é permitido evoluir. Como vimos, o algoritmo construído para o método de

CSA deve satisfazer a condição limite para T(t) dada pela equação (3.40), satisfazendo

uma redução lenta da temperatura, devido às condições de equilíbrio que devem ser

obedecidas para cada cadeia homogênea finita. Isso se deve ao fato de que para cada

valor de T(t) devemos garantir que cada cadeia atinja primeiramente o equilíbrio antes

de um novo resfriamento. Ao atinjir o equilíbrio, variamos a temperatura por um

pequeno fator, T(t + 1) � T(t) − δ (δ > 0), de modo que o sistema se encontre em um

estado de quasi-equilíbrio para a nova temperatura, implicando que o comprimento

L(t + 1) da próxima cadeia homogênea não necessite ser comparavelmente grande, uma

vez que somente algumas transições aceitas serão necessárias para atingir novamente o

equilíbrio, dessa vez para a nova cadeia de temperatura T(t + 1).
Devido ao processo de quasi-equilíbrio, a relação entre os parâmetros de

temperatura e comprimento das cadeias homogêneas é representada por uma relação de

troca: se definirmos o algoritmo de forma que a taxa de resfriamento seja mais rápida,

ou seja, com um maior fator de |δ |, então o comprimento da cadeia para o próximo passo

de tempo terá de ser mais longa, devido à maior mudança do sistema. Por outro lado,

para que o comprimento da cadeia seja realmente muito pequena, sem a necessidade de

muitas iterações para se atingir o equilíbrio, então a taxa de redução da temperatura

deve ser menor. Essa ideia é retratada considerando uma distribuição de probabilidade

q(L(t), T(t)) para as soluções da cadeia de temperatura T(t) e comprimento L(t), e

verificando se tal distribuição é suficientemente próxima da distribuição estacionária

esperada para T(t), isto é,
∑

µ

|qµ(L(t), T(t)) − wµ(t)| < ǫ (3.42)

para um valor especificado de ǫ > 0.

Dessa forma, uma implementação de tempo finito do algoritmo de CSA

é obtida pela geração de uma sequência de cadeias de Markov homogêneas com

comprimentos finitos L(t) em cada passo de tempo t enquanto reduzimos a temperatura

T(t) do sistema. Para isso, devemos especificar escolhas apropriadas para os parâmetros

iniciais e determinar as regras de resfriamento durante a evolução do sistema, onde

temos que essas regras definem o que chamamos de cronograma de resfriamento,

responsável por governar a evolução da cadeia não-homogênea. Nesse sentido, para

a construção do algoritmo computacional necessitamos especificar o cronograma de

resfriamento a partir de quatro definições essenciais:

1. Um valor inicial de temperatura T(0) � T0;

2. Uma função decrescente T(t) para estabelecer o comportamento do processo de

resfriamento.
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3. Um valor final de temperatura especificado pela condição de parada do algoritmo.

4. Um comprimento finito L(t) para cada cadeia de Markov homogênea definida no

passo de tempo t.

Essas definições são responsáveis por determinar a velocidade e a precisão

do algoritmo construído. Para o valor inicial de temperatura, por exemplo, o valor de T0

deve ser escolhido de modo a "fundir"o sistema, ou seja, deve ser alta o suficiente para

garantir que a distribuição de aceitação se comporte como um movimento aleatório

(T → ∞), o mesmo que uma distribuição uniforme. Dessa maneira é possível um

número maior de transições aceitas e, como consequência, uma convergência mais

rápida ao equilíbrio para as cadeias finitas iniciais. Assim, quando a primeira cadeia

homogênea, de comprimento L0, atinje o equilíbrio, a temperatura T0 deve ser reduzida

de maneira suave e lenta o suficiente para que a nova cadeia seguinte, de temperatura

T1, se encontre em um estado de quase equilíbrio, de modo que o comprimento L1 da

cadeia possa ser pequeno suficiente para convergir aproximadamente ao equilíbrio.

Esse mesmo processo é repetido até que o valor de temperatura coincida com a condição

de parada determinada, implicando que o sistema se encontra congelado.

Contudo, o projeto de concepção de um cronograma de resfriamento ótimo

ainda exige muito de argumentos e abordagens heurísticas para permitir que as soluções

obtidas pelo método sejam aproximadamente ótimas e que, ao mesmo tempo, requiram

também tempo computacional viável. Analiticamente, Hajek (HAJEK, 1988) deduziu

um cronograma de resfriamento ótimo capaz de garantir que o algoritmo de CSA seja

capaz de encontrar soluções globais ótimas com probabilidade igual a um. Todavia, em

termos práticos, o cronograma definido é realmente muito lento (da ordem do inverso

do logarítmo) para permitir uma implementação prática para a maioria do problemas

complexos de otimização, apresentando interesse majoritariamente teórico. Por conta

disso, os anos que sucederam o artigo que introduziu o método de CSA foram marcados

por intensas pesquisas com o intuito de definir cronogramas que sejam realmente

ótimos para problemas específicos, de modo a permitir a construção de algoritmos de

tempo finito capazes de obter soluções ótimas. Uma discussão detalhada sobre diversos

cronogramas heurísticos de resfriamento é dado no apêndice A deste trabalho.
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4 Aplicações e Generalização do Método de

Simulated Annealing

The entropy of a system composed of several parts is very often equal to

the sum of the entropies of all the parts. This is true if the energy of the

system is the sum of the energies of all the parts and if the work performed

by the system during a transformation is equal to the sum of the amounts

of work performed by all the parts. Notice that these conditions are

not quite obvious and that in some cases they may not be fulfilled.

–Enrico Fermi, Thermodynamics

No capítulo anterior, discutimos detalhadamente os princípios teóricos e

métodos computacionais que permitem a construção consistente do método de otimiza-

ção de Simulated Annealing para problemas não-convexos, assim como apresentado

originalmente em 1983 (KIRKPATRICK et al., 1983). Com isso, apresentamos a modela-

gem do método por cadeias de Markov com o intuito de garantirmos a convergência

para as soluções globais ótimas de um sistema dado. Em vista disso, temos ao nosso

dispor todas as ferramentas necessárias para a construção do algoritmo numérico para

as devidas aplicações em problemas clássicos de otimização combinatória. Contudo,

mesmo sendo o método de Simulated Annealing, como apresentado anteriormente,

extremamente útil e prático para diversos problemas de interesse, permitindo a obtenção

de soluções aproximadas com alta precisão em relações às soluções globais de determi-

nados sistemas, o método obviamente tem seus defeitos, mostrando-se muito lento para

outras situações de interesse. Como já é conhecido formalmente na literatura científica,

não há método de otimização que seja eficiente para todas as classes de problemas

(WOLPERT; MACREADY, 1997). Por conta disso, é natural que, nos casos em que o

método de CSA se torna ineficiente e de pouca aplicabilidade, métodos heurísticos

alternativos de otimização sejam de maior preferência por permitir soluções precisas

satisfatórias com menor custo de tempo computacional.

Entretanto, antes mesmo de abandonarmos o método de Simulated Annea-

ling em determinados problemas (talvez o mais famoso método de otimização proposto

sob a perspectiva da física teórica), é importante termos em mente que o método de

Simulated Annealing desde sua concepção tem passado por diversas propostas de

melhorias, permitindo que o método se renovasse com novas técnicas e suposições

teóricas, possibilitando estender a aplicabilidade do modelo e tornando-o extremamente

competitivo com diversos métodos heurísticos dominantes em classes específicas de

problemas não-convexos. Como vimos nas discussões acima, a condição de balance-
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amento detalhado de cadeias de Markov estacionárias permite uma maior liberdade

nas definições acerca das probabilidades de seleção e aceitação, sendo o algoritmo de

Metropolis a escolha natural para o método de CSA sob o formalismo canônico da

física estatística, em acordo com a distribuição de probabilidade de Boltzmann-Gibbs

(2.11). Por conta disso, as melhorias propostas para o método de CSA geralmente

são concentradas em modificações sobre as probabilidades acopladas que definem as

probabilidades de transição entre os estados do sistema.

Nesse sentido, apresentamos neste capítulo uma ideia geral do formalismo

que envolve a proposta de generalização da mecânica estatística através da forma

entrópica de Tsallis, com o intuito de usarmos a extensão da teoria estatística envolvendo

a distribuição de Boltzmann-Gibbs como um meio de generalização do método de

Simulated Annealing. Dessa forma, é possível realizarmos uma análise detalhada e de

maior completude em relação ao princípios do método de otimização discutido durante

todo este trabalho e, claro, também em relação as suas possíveis melhorias através

da aplicação do algoritmo computacional correspondente em problemas clássicos de

otimização. Com essa iniciativa, podemos obter uma conclusão embasada em elementos

teóricos e empíricos sobre de que forma a aplicação de um método generalizado de

Simulated Annealing pode ser estendido para problemas que antes o método clássico se

mostrava ineficiente em comparação à outros métodos heurísticos.

4.1 Simulated Annealing Generalizado

Mesmo diante todo o sucesso da mecânica estatística do equilíbrio definida

pela distribuição de Boltzmann-Gibbs, e, consequentemente, do sucesso do método de

Simulated Annealing, é conhecido entre físicos teóricos as limitações do formalismo

estatístico fornecido por (2.11) para determinadas classes de sistemas físicos em que

existem a forte presença de interações de longo alcance, longas dependências temporais

e/ou mesmo estruturas ditas fractais. Tais limitações são consequências diretas da

falta de solidez na construção dos alicerces ditos fundamentais nas definições para

a mecânica estatística, que até então permanecem como questionamentos em aberto.

Essa ideia fica clara através das palavras de Josiah W. Gibbs ainda em seu tratado de

formalização da física estatística (GIBBS, 1902):

“Certainly, one is building on an insecure foundation, who rests his work on

hypotheses concerning the constitution of matter. Difficulties of this kind have

deterred the author from attempting to explain the mysteries of nature, and have

forced him to be contented with the more modest aim of deducing some of the more

obvious propositions relating to the statistical branch of mechanics.”

onde é possível capturarmos ideia relacionada a incerteza que envolvem as hipóteses
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fundamentais que, em princípio, permitem definir e obter a generalização da natureza

estatística da matéria.

Com essa imagem em mente, o físico teórico Constantino Tsallis, em 1988,

propôs sua abordagem para a generalização do formalismo de Boltzmann-Gibbs para

a mecânica estatística (TSALLIS, 1988) baseado sob uma forte analogia às estruturas

ditas multifractais (MANDELBROT, 1998). Tsallis introduziu um conjunto de funções

matemáticas parametrizadas de modo a permitir a derivação natural de uma forma

universal para a entropia, e consequentemente para as distribuições de probabilida-

des dos ensembles microcanônico e canônico. Tal generalização assume a mecânica

estatística tradicional, apresentada no capítulo 2, como casos limites particulares, possi-

bilitando uma extensão de várias propriedades e fornecendo, assim, novas perspectivas

e interpretações para fenômenos de difícil tratamento através da física introduzida

inicialmente por Boltzmann. Introduzimos, a seguir, algumas considerações gerais

que envolvem o formalismo de Tsallis para, em seguida, generalizarmos o método de

Simulated Annealing discutido anteriormente.

4.1.1 Entropia de Tsallis: considerações gerais

Como vimos anteriormente pela equação (2.25), a entropia de um sistema

termodinâmico pode ser representada através de relações diretas com seus microestados,

de modo que

S � kBβ
1

Z

∑

µ

Eµe−βEµ
+ kB ln Z (4.1)

onde usamos a relação (2.15) para o valor da energia interna U do sistema. Sabendo

que βEµ � ln(pµZ) e substituindo na equação acima, obtemos uma forma alternativa

para a expressão da entropia

S � kB

∑

µ

[
ln Z(1 − pµ) − pµ ln pµ

]
� −kB

∑

µ

pµ ln pµ (4.2)

também conhecida, pela teoria da informação, como entropia de Shannon.

Como proposta de generalização da forma da entropia S, Tsallis (TSALLIS,

1988) propôs a forma entrópica parametrizada Sq , dada por

Sq ≡ k
1 −∑

µ p
q
µ

q − 1
(4.3)

onde k é uma constante positiva, o somatório é calculado para todos os microestados do

sistema e as probabilidades pµ obedecem à condição de normalização
∑
µ pµ � 1. Se
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fizermos o limite para q → 1, reobtemos a forma entrópica da mecânica estatística:

S1 � lim
q→1

Sq � k lim
q→1

1 −∑W
µ�1 p

q
µ

q − 1

� −k
∑

µ

pµ ln pµ

(4.4)

evidenciando que a constante k corresponde à constante de Boltzmann, ou seja, k � kB.

Considerando o formalismo canônico, tratado no capítulo 2, e o princípio de

extremo para a entropia (CALLEN, 1985), queremos extremizar o valor de Sq de acordo

com as condições de normalização
∑
µ pµ � 1 e de energia interna

∑

µ

pµEµ � Uq (4.5)

onde, considerando o tratamento generalizado, denominamos os valores reais {Eµ} e Uq

como, respectivamente, espectro generalizado de energia e energia interna generalizada.

Para extremizarmos Sq podemos usar o método de multiplicadores de

Lagrange (GOLDSTEIN et al., 2002), introduzindo os parâmetros λ1 e λ2 para as

condições dadas para a extremização. Com isso, definimos a quantidade φq , assim

como originalmente em (TSALLIS, 1988), dada por

φq �

Sq

k
+ λ1

∑

µ

pµ − λ1λ2(q − 1)
∑

µ

pµEµ (4.6)

de tal forma que para
∂φq

∂pµ
� 0, para qualquer µ, temos que

pµ ∝
[
1 − β(q − 1)Eµ

] 1
q−1 (4.7)

ou seja,

pµ �

[
1 − λ2(q − 1)Eµ

] 1
q−1

Zq
(4.8)

em que

Zq �

∑

ν

[
1 − λ2(q − 1)Eν

] 1
q−1 (4.9)

onde, se fizermos o caso limite q → 1, obtemos a distribuição de Boltzmann-Gibbs

pµ �
e−λ2Ei

Z1
�

e−βEi

Z
(4.10)

o que implica que Zq representa a função de partição generalizada e λ2 �
1

kBT .
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Figura 7 – Comportamento, para valores de q, das distribuições de probabilidades
generalizadas pµ.

Fonte: Adaptado de (TSALLIS, 1988). Para valores de q > 1 a distribuição generalizada de probabilidades
de seleção se torna cada mais abrangente, tornando sua cauda cada vez mais pesada, possibilitando que o
sistema ocasionalmente possa visitar estados que não estejam imediatamente em sua vizinhança. Pelo
fato da distribuição convergir a uma gaussiana para o limite q → 1, as distribuições obtidas através da

probabilidade generalizada gqV são denominadas de q-gaussianas.

4.1.2 Simulated Annealing Generalizado

A generalização de Tsallis para a mecânica estatística permitiu diversas

aplicações e novas perspectivas para diversos problemas que não podiam ser tratados

satisfatoriamente, principalmente no que diz respeito aos sistemas fortemente correlaci-

onados assim como as estruturas anômalas e fractais. Para tais sistemas, o tratamento

teórico generalizado a partir das expressões parametrizadas Sq e p
q
µ se torna natural.

Ainda mais, a mecânica estatística generalizada permite estendermos naturalmente o

método de Simulated Annealing Clássico.

Como vimos, o método de otimização de CSA evita ficar preso em mínimos

locais através de probabilidades não-nulas, em temperaturas diferentes de zero, de o

sistema realizar transições para estados mais energéticos em comparação ao estado em

que o sistema se encontra. Tal probabilidade, seguindo o algoritmo de Metropolis, é

proporcional ao fator de Boltzmann em relação à diferença de energia entre os estados.

De acordo com a mecânica estatística de Tsallis, a probabilidade do sistema se encontrar

em um microestado µ em um determinado valor de β, dado por (2.11), nada mais é

que um caso particular da distribuição (4.8) para o caso limite em que q → 1 (4.10).

Por conta disso, a generalização do algoritmo de Metropolis é dada naturalmente, de

maneira que as probabilidades de aceitação para os estados ν gerados a partir de µ são
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de tal forma que

AqA(µ→ ν) �





1 se ∆H < 0
[
1 +

(qA − 1)∆H

TA
q1

] 1
qA−1

se ∆H ≥ 0
(4.11)

em que para o limite pela direita TA
q (t) → 0, A � 1 para ∆H < 0 e A � 0 para ∆H ≥ 0,

cumprindo os objetivos de otimização global do método de Simulated Annealing.

Seguindo as considerações de (TSALLIS; STARIOLO, 1996) assumiremos que

os valores de energia são todos não negativos (H(µ) ≥ 0) para todos os microestados

do sistema dado. Para qA < 1, atribuímos às probabilidades o valor zero para os

casos em que (1 + (qA − 1)∆H/TA
qA
) < 0. Dessa forma, as probabilidades de aceitação

são restritas ao intervalo [0, 1] ao mesmo tempo que variam de 1 a 0 para ∆H ≥ 0

enquanto a temperatura decresce monotonicamente do infinito a zero, e se igualam a

um para ∆H < 0. Ao discutirmos os métodos de Monte Carlo anteriormente, impomos

para as probabilidades a condição de balanceamento detalhado para que a cadeia de

Markov característica convergisse ao equilíbrio de acordo com a disttribuição (2.11).

Para a generalização do método de Simulated Annealing dada por (4.11) a condição de

balanceamento detalhado não é satisfeita, implicando que a distribuição de equilíbrio

do processo não necessariamente equivale a (4.8). Contudo, por não ser uma condição

necessária, a convergência ao equilíbrio não é comprometida, ao mesmo tempo em que

são satisfeitos os limites dos valores de probabilidades para T � 0.

Para os problemas de otimização combinatória considerados, naturalmente

discretos, definimos a probabilidade de seleção g(µ → ν) de estados vizinhos como

uniforme para uma perturbação local simples aplicada ao sistema. A razão para tal

consideração, além da fácil implementação no algoritmo de Metropolis, se deve ao fato

de que as perturbações aplicadas geralmente são do tipo de curto alcance, levando em

conta somente os estados imediatamente vizinhos, como aqueles obtidos no modelo

de Ising através de um giro de um único spin. Essa dinâmica gera estados de maneira

uniforme, sem preferência por estados específicos, o que justifica adotarmos uma

distribuição uniforme para g(µ→ ν) no algoritmo de Metropolis usado no método de

CSA no capítulo anterior. Claramente, essa forma de perturbação no sistema permite que

exploremos o espaço de estados de um dado problema discreto de modo restritamente

local, realizando transições somente entre estados que são imediatamente vizinhos.

Contudo, não estamos limitados a tal dinâmica, de modo que podemos ampliarmos

essa dinâmica de perturbação de maneira a permitir a exploração de estados que estão

mais "distantes" do estado atual do processo a partir de uma probabilidade de seleção

g(|∆|), onde |∆| é uma distância definida por uma métrica adequada ao problema. Essa

ideia pode ser visualizada mais facilmente ao estendermos o método de otimização

para uma função não convexa contínua em D dimensões.
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Se quisermos aplicar o método de CSA em uma função não convexa F(®x)
contendo vários mínimos locais e talvez mínimos globais degenerados, então para a

regra de seleção de estados temos naturalmente que a escolha de um estado vizinho

deve ser proporcional à distribuição normal centrada na posição ®x0 do estado atual do

processo, com energia dada por F( ®x0). Dessa forma, considerando um estado vizinho

®x1 com energia F(x1), temos que a probabilidade de seleção será dada por

g( ®x0→ ®x1) � g(|∆®xt |) ∝ exp

[
− (∆xt)2

T(t)

]
(4.12)

de modo que os vizinhos imediatos mais próximos do estado atual têm chances muito

maiores de serem selecionados. Após a seleção do estado baseado na distribuição de

seleção g, realizamos o processo de aceitação de acordo com a probabilidade A.

Estendendo essa ideia para a estatística de Tsallis, podemos definir, em relação

ao objetivo de generalização do método de Simulated Annealing, uma probabilidade

de seleção generalizada gqV , de modo a termos o caso clássico (4.12) como um caso

particular para qV � 1.

De acordo com esses resultados, a proposta para a probabilidade generalizada

de seleção é dada pela fórmula parametrizada de

gqV (∆xt) � c
[TV

qV
(t)]d

{[TV
qV
(t)]e + (qV − 1)b(∆xt)2}a/(qV−1) (4.13)

onde os valores a , b , c , d , e são números adimensionais. Em (TSALLIS; STARIOLO, 1996)

os autores fazem uso da condição de convergência a uma solução global ótima para o caso

assimptótico t →∞ para reduzirem o número de valores independentes adimensionais,

de modo a provar que a soma, em cada passo de tempo, das probabilidades de seleção

diverge assimptoticamente, evidenciando que o sistema visita todos os seus estados

possíveis frequentemente dado tempo suficiente para tal. O que é demonstrado de fato

é a relação de proporcionalidade

∞∑

t�t0

gqV (∆xt) ∝
∞∑

t�t0

[TV
qV
(t)]d (4.14)

onde é assumido que d � (qV − 1)−1, de modo que é obtido uma fórmula geral para a

função temperatura

TV
qV
(t) � TV

qV
(1) 2qV−1 − 1

(1 + t)qV−1 − 1
(4.15)

para um valor qualquer de D. Em seguida, assumindo por simplicidade que b � 1, e

usando uma relação linear para a em relação a qV , tal que

a � 1 +
D − 1

2
(qV − 1) (4.16)
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então obtemos para a probabilidade generalizada de seleção de estados a relação

gqg (∆xt) � K(qV ,D)
(

qV − 1

π

)D/2 [TV
qV
(t)]−

D
3−qV

{
1 + (qV − 1) (∆xt)2

[TV
qV
(t)]−

2
3−qV

} 1
qV−1+

D−1
2

(4.17)

onde K(qV ,D) é uma função determinada como

K(qV ,D) �
Γ

(
1

qV−1 +
D−1

2

)

Γ

(
1

qV−1 − 1
2

) (4.18)

para uma função não convexa F em D dimensões.

Assim como enfatizado pelos autores em (TSALLIS; STARIOLO, 1996), não

existe motivo formal na construção das probabilidades generalizadas g e A para

igualarmos as funções de temperatura de cada distribuição, sendo em princípio uma

independente da outra em sua construção teórica. Contudo, para fins de simplicidade

da implementação do método, evitando maiores complexidades no algoritmo compu-

tacional, assumiremos que TA
qA
(t) � TV

qV
(t) evidenciando, afinal, que a temperatura é

homogênea para ambas as probabilidades. Além disso, é importante enfatizarmos que

a probabilidade de seleção gqV se torna não normalizável para valores de qV ≥ 3, de

modo que excluímos esses valores para as implementações do método.

Dessa maneira, para implementarmos o algoritmo de Simulated Annealing

Generalizado (GSA) para a otimização de uma determinada função custo não convexa

F(®x) é necessário primeiramente fixarmos os valores de (qA , qV), de modo a definirmos

as distribuições de aceitação e seleção, respectivamente. Dessa forma, iniciamos nosso

processo de otimização em t � 1 em um valor arbitrário ®x1 da função em um alto valor

de temperatura TqV (1) � TqA(1). Feito isso, podemos calcular o valor da função custo

F(®x1) nessa posição, para em seguida gerarmos aleatoriamente um novo estado ®x2 a

partir da distribuição (4.17) para obtermos o tamanho do salto ∆xt de seleção. Assim,

calculamos o custo F(®x2) e usamos a probabilidade de aceitação dada por (4.11) para

decidirmos se o novo estado é aceito ou não. De uma maneira ou de outra, atualizamos

o valor da temperatura do sistema através da equação (4.15), e repetimos o processo até

que tenhamos encontrado um mínimo de energia com a precisão desejada.

Podemos aplicar os resultados aqui mostrados a um problema simples de

uma função não convexa em uma dimensão, D � 1. Para a função F(x) de poço duplo

definida como

F(x) � x4 − 16x2
+ 5x (4.19)

temos que a energia mínima F0 do sistema já é conhecida com antecedência, de forma que

somamos à função para que tenhamos todas as posições com valores não negativos de
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Figura 8 – Comportamento, para valores de qV , das probabilidades generalizadas de
seleção de estados para uma função não convexa de poço duplo.

Fonte: Adaptado de (SZU; HARTLEY, 1987). Para valores de q > 1 a distribuição generalizada de
probabilidades de seleção se torna cada mais abrangente, tornando sua cauda cada vez mais pesada,

possibilitando que o sistema ocasionalmente possa visitar estados que não estejam imediatamente em sua
vizinhança. Pelo fato da distribuição convergir a uma gaussiana para o limite q → 1, as distribuições

obtidas através da probabilidade generalizada gqV são denominadas de q-gaussianas.

energia, ou seja, F(x) � F(x)+ aF0, onde a ≥ 1. Com isso, a implementação do algoritmo

é trivial, sendo necessário somente escolher a melhor opção para as quantidades (qA , qV).
Na figura 8 mostramos o comportamento das probabilidades de seleção para alguns

valores de q, de modo que possamos visualizar a capacidade das escolhas q > 1 de

promoverem "saltos" mais distantes com maior probabilidade, evidenciando mesmo a

possibilidade não-nula (diferente da gaussiana q � 1) de saltar diretamente para o outro

mínimo da função.

A aplicação desse método é natural para a otimização de funções contínuas

não convexas, enquanto que para problemas discretos de otimização combinatória é

necessário uma aproximação em relação à distribuição de seleção de estados (4.17), já

que o "salto"∆xt de gqV é discreto nesses casos e representa equivalentemente a dinâmica

de perturbação aplicada ao sistema. Na literatura científica, a aplicação do método

de GSA é limitada a aplicar somente o algoritmo de Metropolis generalizado (4.11)

de acordo com um determinado cronograma T(t) não necessariamente igual a (4.15).

Mesmo implementado por imcompleto, o algoritmo ainda evidencia ser superior ao

método clássico em alguns problemas da classe NP-Completo.

Na próxima seção, abordamos os problemas clássicos de otimização com-

binatória não convexos, de modo a aplicarmos o método de otimização clássico de

CSA. Após as aplicações realizamos testes das extensões triviais apropriadas para a

implementação do método generalizado de GSA para exemplos dos problemas dados.
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4.2 Particionamento de Grafos

Partindo para a aplicação do método de Simulated Annealing, iniciamos a aná-

lise empírica da implementação do algoritmo através do problema de particionamento

de grafos, assim como visto no capítulo anterior quando discutimos a aplicabilidade do

processo de otimização local. Mais detalhadamente, o problema de particionamento de

um grafo G(V, E), dado pelo conjunto V de vértices ou nós da rede e o conjunto E de

ligações entre os nós, é classificado como um problema do tipo NP-Completo, já que o

número de configurações possíveis que uma rede de N vértices pode ser divida em k

partições de mesmo tamanho é igual a N!/(Nk!)k , implicando que uma busca exaustiva

necessitaria de um tempo exponencial para garantir que a melhor solução encontrada

seja um mínimo global. A função energia ou custo do problema de partição depende de

como definimos inicialmente o problema (JOHNSON et al., 1989). Se desejarmos que

todas as partições encontradas tenha tamanho exatamente igual, então a função custo é

equivalente ao problema de particionamento perfeitamente balanceado, representando,

assim, o número de cortes necessários para dividir a rede em partições disjuntas. Por

outro lado, podemos permitir que as partições encontradas em cada passo de iteração

do algoritmo tenham tamanhos que sejam aproximadamente, mas não necessariamente,

iguais, sendo, assim, necessário incluir um fator de penalização na nova função de custo

do problema.

A seguir, aplicaremos o algoritmo de Simulated Annealing, para diferentes

cronogramas de resfriamento, de forma a realizarmos uma análise empírica sob os

parâmetros heurísticos do algoritmo computacional para a análise de eficiência e

convergência para cada caso. Ademais, também faremos uso da generalização do

método, apresentada acima, para realizarmos os devidos testes de perfomance e

convergência para as soluções ótimas, de modo a analisarmos a viabilidade do método

generalizado para o problema discreto de particionamento de grafos. Como trataremos

tanto o caso perfeitamente balanceado como a forma não balanceada de particionamento,

então introduzimos duas formas diferentes de realizarmos uma perturbação no sistema,

de modo a realizarmos os testes de seleção e aceitação de novos estados do sistema.

Como discutimos na seção 3.1, podemos realizar uma perturbação na rede

G através da permutação de dois nós pertencendo cada um a uma partição diferente.

Essa permutação é executada através da troca de partição entre os dois nós, de modo

que o sistema atinge uma nova configuração vizinha, com um novo valor de custo H.

Como fica claro, esse método de perturbação é exclusivo para o caso de particionamento

perfeitamente balanceado, já que preserva o tamanho de cada partição do sistema. Para

o caso de balanço imperfeito, o método de perturbação do sistema se dá através da

troca de partição de somente um vértice, assim como o giro de um spin no modelo de

Ising. Dessa forma, a igualdade de tamanho das partições não são preservadas, mas são
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aproximadamente balanceadas se incluirmos um fator de penalização para partições de

tamanhos muito diferentes.

4.2.1 Particionamento perfeitamente balanceado

Para a otimização do problema de particionamento perfeitamente balanceado

temos o objetivo de divirmos uma rede G(V, E) de N vértices em k partições Vi , de

modo que todas as partições tenham tamanho iguais, ou seja, |V1 | � |V2 | � · · · � |Vk |.
Tal divisão deve ser de tal modo que o número de ligações entre diferentes partições

seja a menor possível, de modo que o problema de otimização equivale à otimização da

função custo

HP �

∑

(u ,v) ∈ E

δ
i j
uv (4.20)

onde (u , v) representa todas as ligações entre vértices da rede, e δi j
uv é definida como

uma variável booleana tal que

δ
i j
uv �





1 se i , j , dado que {u ∈ Vi , v ∈ Vj}
0 se i � j , dado que {u ∈ Vi , v ∈ Vj}

(4.21)

Figura 9 – Exemplo de uma rede artificial aleatória com N � 300 vértices, sem valor
mínimo de corte previamente conhecido.

(a) (b)

Fonte: Fornecido pelo autor. Rede aleatória contendo número de vértices igual a N � 300 e não tendo
nenhuma divisão natural internamente, implicando que a degenerescência de estados de custos mínimos
é alta, havendo várias possibilidades de particionamento. Por conta disso, é de esperar que o método de
Simulated Annealing encontre facilmente valores mínimos de corte.
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de modo que HP é o número de cortes necessários entre as k partições da rede G para

que cada partição se torne completamente desconectada das outras.

Definida a função custo do problema, aplicamos o método tradicional de

Simulated Annealing para dois exemplos de redes aleatórias simples, construídas

artificialmente de modo a servir como teste para o método de CSA. Para os dois

exemplos, usamos três cronogramas de resfriamento diferentes: o cronograma de

Hajek (HAJEK, 1988), que garante a convergência à solução ótima global do problema,

mas tem a desvantagem de ser muito lento; o cronograma multiplicativo adaptado

do cronograma de Hajek (AARTS; KORST, 1989) e o cronograma estático geométrico

(A.1), de fácil implementação, tendo como desvantagem a garantia de soluções que são

somente aproximadamente ótimas.

Figura 10 – Resultado da aplicação do método de Simulated Annealing Clássico para a
rede aleatória de tamanho N � 300.

Fonte: Fornecido pelo autor. Como podemos visualizar, a aplicação do método clássico de Simulated
Annealing permite encontrar divisões intuitivas mesmos em redes que não contêm um particionamento
natural em suas estruturas internas. O particionamento encontrado para a rede representada foi obtido
através da aplicação do método de CSA junto ao cronograma de resfriamento de Hajek, com L(t) � 1.
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Figura 11 – Comportamento da função de custo para o problema de particionamento de
uma rede aleatória de tamanho N � 300.

Fonte: Fornecido pelo autor. Aplicação do método de Simulated Annealing Clássico para uma rede
aleatória de N � 300. Foram aplicados três cronogramas de resfriamentos diferentes. O primeiro
(Hajek) se aproxima com muita precisão de um mínimo depois de 30000 iterações, com L(t) � 1. Para o
cronograma de Aarts (adaptado do cronograma de Hajek somente por um fator α constante multiplicado
ao logaritmo) usamos dois valores α com valores de L(t) � 100 e L(t) � 125 respectivamente. Para o
cronograma geométrico, usamos os valores de L(t) � 100 e L(t) � 150.

Figura 12 – Exemplo de uma rede aleatória artificial com N � 20 vértices, contendo
número mínimo de corte conhecido previamente.

(a) (b)

Fonte: Fornecido pelo autor. Através do modelo de Erdos-Renyi, geramos duas redes aleatórias que
foram mescladas através de três ligações, de modo que o valor mínimo da função custo equivale ao
valor Hmin � 3. Visualizamos em (a) a rede através de uma distribuição aleatória dos nós, evidenciando
nenhuma informação sobre sua estrutura interna, enquanto que em (b) ao aplicarmos o algoritmo de
direcionamento por força podemos visualizar a divisão natural interna da rede.
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A primeira rede a ser usada como teste para os métodos de Simulated

Annealing é mostrada na figura 9 sob dois tipos de visualização, uma considerando

um completo desconhecimento da estrutura interna da rede, a partir de um arranjo

aleatório, e a outra a partir da aplicação do algoritmo de direcionamento por forças,

com o objetivo de visualizar a rede a partir de sua densidade de ligações entre os nós. O

primeiro, segundo e terceiros exemplos foram construídos artificialmente através do

modelo de Erdos-Renyi (NEWMAN et al., 2001) para redes aleatórias. Assim, o exemplo

da figura 9 consiste em uma rede aleatória de N � 300 vértices e 3593 ligações, não

contendo nenhuma divisão natural intríseca. Por conseguinte, aplicamos o método

de Simulated Annealing para esse exemplo com temperatura inicial T0 � 16/ln(2), de

forma que obtemos, como resultado de uma das simulações, particionamentos como o

da figura 10.

O segundo exemplo (Fig.12) consiste em duas redes aleatórias densas de

tamanho N � 10 adicionadas de três ligações entre as duas de modo que o valor

mínimo de corte para esse exemplo corresponde a HPmin � 3. No terceiro exemplo

(Fig.15), usamos uma rede aleatória maior formada por quatro redes aleatórias de

tamanho N � 30 cada uma, onde entre as quatro redes adicionamos nove ligações, de

modo que esperamos que o valor ótimo de corte para esse exemplo seja igual a nove

(HPmin � 9), apesar de não termos essa garantia a priori. Para o segundo exemplo,

por ser um exemplo pequeno, a convergência para a solução ótima é rápida mesmo

para um baixo valor de temperatura inicial T0 � 4/ln(2). No terceiro exemplo, nos

deparamos com um espaço de estados característicos de problemas difíceis, pois dentre

a gama de configurações possíveis, há somente poucas que correspondem aos estados

fundamentais, com valores de energia ou custo consideravelmente menor do que os

valores das demais configurações.

Como quarto exemplo, na figura 18 escolhemos uma rede geométrica regular

quadrada de dimensão linear l � 18, de modo que a rede contém N � 324 vértices. Para

uma rede como essa, o espaço de estados contém suas configurações ótimas globais em

pouquíssimas quantidades em relação ao número total de particionamentos possíveis,

com valores de custos muito menores que os valores das demais configurações. Devido

a isso, o algoritmo de Simulated Annealing mesmo muito próximo de um mínimo

global precisa realizar uma quantidade perturbações realmente muito grande para

conseguir "achar"a configuração de menor energia desse sistema, implicando que em

redes geométricas como essas a perfomance do método de CSA é ruim.

4.2.2 Particionamento balanceado

Para o caso do particionamento imperfeitamente balanceado, permitimos que

as partições possam ter seus tamanhos alterados, de forma que não é mais necessária
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Figura 13 – Resultado da aplicação do método de Simulated Annealing Clássico para a
rede aleatória de tamanho N � 20.

(a) (b)

Fonte: Fornecido pelo autor. Como podemos visualizar, a aplicação do método clássico de Simulated
Annealing permite encontrar a divisão visualizada acima sem nenhuma informação adicional da rede a
não ser suas ligações entre os vértices. Em uma rede como essa, o número de configurações possíveis de
particionamento é realmente muito pequeno, de forma que mesmo um cronograma lento como o de
Hajek é capaz de encontrar rapidamente a solução ótima esperada, onde usamos o comprimento máximo
de cada cadeia L(t) � 1.

que a condição de valores iguais para cada partição seja satisfeita. Assim, a perturbação

nesse tipo de problema pode ser definida agora como uma troca individual de partição

para um vértice por vez, ou seja, trocando-se a partição de um determinado nó para

uma nova partição. Esse tipo de perturbação mesmo aumentando o número de soluções

possíveis do sistema tem a vantagem de diminuir o tamanho da vizinhança de cada

estado em comparação com o tamanho de vizinhança para a permutação de partições

entre pares de vértices, o que implica que o sistema necessita de menos tempo para

atingir o (quasi) equilíbrio, evidenciando-se como uma alternativa mais rápida em

termos computacionais.

Contudo, ao adotarmos essa nova perturbação do sistema também obtemos

um número não nulo de soluções possíveis que são de qualidade inadequada para o

problema de particionamento com função de custo equivalente ao número de corte

(4.20). Por exemplo, para o caso de biparticionamento (k � 2) uma solução possível

correspondente a um valor mínimo de corte pode ser dada através de uma configuração

onde o tamanho das partições podem ser tais que |V1 | � N − 1 e |V2 | � 1, de modo que o

número de corte seja definido como o número de ligações do vértice único pertencente

à segunda partição. Todavia, sabemos que esses tipos de soluções são inadequadas, de

modo que devemos redefinirmos a função de custo de maneira a punirmos soluções
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Figura 14 – Comportamento da função de custo para o problema de particionamento de
uma rede aleatória de tamanho N � 20.

Fonte: Fornecido pelo autor. Aplicação do método de Simulated Annealing Clássico para uma rede
aleatória de N � 300. Para esse caso especificamente usamos somente o cronograma de resfriamento de
Hajek, por conta da simplicidade e tamanho do problema dado. Como é possível ver, a convergência na
busca da solução ótima é realizada em apenas alguns poucos passos de iteração de tempo, tendo sido
usado o comprimento máximo das cadeias como L(t) � 1.

Figura 15 – Exemplo de uma rede aleatória artificial com N � 120 vértices, contendo
número mínimo de corte conhecido previamente.

(a) (b)

Fonte: Fornecido pelo autor. Novamente através do modelo de Erdos-Renyi, geramos dessa vez quatro
redes aleatórias que foram mescladas através de nove ligações, de modo que o valor mínimo da função
custo equivale ao valor Hmin � 9. Visualizamos em (a) a rede através de uma distribuição aleatória dos
nós, evidenciando nenhuma informação sobre sua estrutura interna, enquanto que em (b) ao aplicarmos
o algoritmo de direcionamento por força podemos visualizar a divisão natural interna da rede.
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Figura 16 – Resultado da aplicação do método de Simulated Annealing Clássico para a
rede aleatória de tamanho N � 120.

(a) (b)

Fonte: Fornecido pelo autor. Como podemos visualizar, a aplicação do método clássico de Simulated
Annealing permite encontrar a divisão visualizada acima sem nenhuma informação adicional da rede
a não ser suas ligações entre os vértices. Para esse tipo de rede, com número de nós e ligações que
permitem um grande número de configurações possíveis, o método de Simulated Annealing tende, em
média, a encontrar soluções muito próximas da solução global, mas não necessariamente encontra a
configuração de menor energia.

como aquelas onde os tamanhos das partições são muito distintas entre si. Com isso, a

nova função de custo para o particionamento imperfeitamente balanceado, temos que a

função de custo do problema é dada através de

H �

∑

(u ,v) ∈ E

δ
i j
uv +

2α
k(k − 1)

k∑

i

k∑

j>i

(|Vi | − |Vj |)2 (4.22)

onde reconhecemos o primeiro termo como sendo o número de corte original do

particionamento perfeitamente balanceado, enquanto o segundo termo é o que definimos

de termo de penalização, dado pela média das diferenças quadráticas dos tamanhos

das partições, com α sendo um fator de penalização constante.

Assim, configurações onde existam partições de tamanhos muito distintos

são penalizadas com alto valor de custo, de modo que as soluções inadequadas do tipo

que exemplificamos são quase nunca tratadas como soluções ótimas pelo algoritmo.

Como consequência, ao minizarmos a função de custo (4.22) esperamos indiretamente

particionarmos o grafo dado em partições de tamanhos razoavelmente próximos e com

o mínimo de número de cortes.
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Figura 17 – Comportamento da função de custo para o problema de particionamento de
uma rede aleatória de tamanho N � 120.

Fonte: Fornecido pelo autor. Aplicação do método de Simulated Annealing Clássico para uma rede
aleatória de N � 120 contendo uma partição natural. Foram aplicados três cronogramas de resfriamentos
diferentes. Todos os cronogramas usados, em média, encontram configurações que são distantes da
solução ótimas através de uma perturbação, mas tendem a se resfriarem antes de encontrar a melhor
configuração. Dentre as simulações, algumas foram capazes de encontrar o valor mínimo de Hm in � 9.
Para os comprimentos de cadeia foram usados os valores de L(t) � 1, 1, 50, 100, 200 para, respectivamente
o cronograma de Hajek, cronograma adaptado de Hajek e o cronograma geométrico.

4.3 Coloração de grafos: Número cromático

Como segundo exemplo de problema clássico de otimização combinatória

temos a obtenção do número cromático γ de um grafo G(V, E) para o processo de

coloração desse mesmo grafo. O problema pode ser enunciado da seguinte maneira:

dado um grafo G(V, E) qualquer contendo N vértices, quantas cores no mínimo γ são

necessárias para que possamos colorir o grafo G de tal maneira que nenhuma ligação

conecte dois vértices de mesma cor?

Tal problema é um caso particular da classe de problemas de coloração de

grafos, onde as "cores" ou quaisquer outros tipos de rótulos são dadas aos vértices ou

ligações, dependendo do tipo de problema, de modo a satisfazer certas restrições. Os

algoritmos de coloração são amplamente usados para a determinação de tabelas de

cronogramas onde eventos são rotulados por horários, de maneira que certos pares de

eventos não sejam agendados no mesmo horário. A determinação do número cromático

de uma rede, ou seja, mínimo de cores necessárias para que as restrições sejam satisfeitas,

é um problema de complexidade NP-Completo, de forma que não há algoritmo que

possa garantir uma solução ótima para o problema em tempo polinomial. Felizmente, a

aplicação do método de Simulated Annealing para a determinação do número cromático

γ é simples e fornece geralmente boas soluções, dependendo, obviamente, do tipo de

rede usada.
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Figura 18 – Exemplo de uma rede geométrica regular com N � 324 vértices, contendo
número mínimo de corte conhecido.

(a) (b)

Fonte: Fornecido pelo autor. Aplicação do método de Simulated Annealing Clássico para uma rede
geométrica de N � 324. Em redes geométricas, o método de Simulated Annealing tende a ter perfomance
limitada, pois um grande número de configurações do sistema não são válidas como partições naturais.

Para aplicarmos o método de Simulated Annealing no processo de coloração,

definimos um estado inicial para a rede, dado convencionalmente como o estado em que

todos os vértices contêm a mesma cor, de forma que o número k inicial de cores é igual a

um. A partir dessa configuração realizamos o seguinte procedimento: a perturbação no

sistema é realizada através da troca de cor de um determinado vértice, de maneira que

escolhemos aleatoriamente um valor no intervalo de ki ∈ [1, k + 1], de modo que se o

valor escolhido for menor que k+1, então mudamos o vértice para a novo cor ki escolhida.

Contudo, se escolhermos o valor ki de tal forma que ki � k + 1, então definimos uma

nova cor, diferente de todas as outras, para o vértice em questão e incremetamos o

número k de cores existentes. Feita tal perturbação no sistema, calculamos o novo valor

da função custo e executamos o algoritmo de Metropolis, como de costume. A função

de custo é definida (JOHNSON et al., 1991) como

H �

k∑

i�1

(
− |Ci |2 + 2|Ci | |Ei |

)
(4.23)

onde Ci representa o número de vértices da rede definidos pela cor i, enquanto Ei

equivale ao número de ligações ruins, definidas como ligações que conectam dois

vértices de mesma cor. Todos os mínimos da função custo acima equivalem a colorações

válidas para o grafo.

Assim, ao usarmos o algoritmo de Simulated Annealing para o problema
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Figura 19 – Coloração de uma rede aleatória de tamanho N � 400 vértices, com número
cromático γ � 16.

Fonte: Fornecido pelo autor. Rede aleatória construída através do modelo de Erdos-Renyi após a
aplicação do método clássico de Simulated Annealing para o problema de coloração de grafos através da

busca do valor de número cromático. Utilizamos nesse exemplo o cronograma de resfriamento
geométrico, por se mostrar eficiente em termos de tempo de execução e qualidade da solução.

de coloração de grafos, aplicamos o método a dois exemplos de redes específicas. A

primeira rede consiste em uma rede aleatória de número de vértices N � 400, construída

novamente através do modelo de Erdos-Renyi. Ao aplicarmos o método para uma

temperatura inicial de T0 � 10/ln 2, obtemos, como resultado de uma das simulações, a

configuração da figura 19. O comportamento dos valores da função custo durante a

execução do algoritmo para os cronogramas de resfriamento usados estão representados

na figura 20. Como é esperado, o valor da função custo, por conta do estado inicial

escolhido, é muito alto logo nas primeiras iterações do algoritmo, mas cai drasticamente

para valores negativos, de modo que o custo do problema vai se reduzindo lentamente
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Figura 20 – Comportamento da função de custo para o problema de coloração de uma
rede aleatória de tamanho N � 400.

Fonte: Fornecido pelo autor. Aplicação do método de Simulated Annealing Clássico para uma rede
aleatória de N � 400. Para o problema de coloração através do número cromático, todos os cronogramas
de resfriamento aplicados permitiram a obtenção de uma solução mínima de qualidade ótima, de modo
que para problemas de coloração em redes aleatórias o cronograma geométrico é preferível em comparação
aos outros métodos de resfriamento.

até se estabilizar em valores por volta de H � −15000.

Figura 21 – Exemplo de solução, γ � 13, obtida pelo método de Simulated Annealing
para uma rede de mundo pequeno com N � 400 vértices.

(a) (b)

Fonte: Fornecido pelo autor. Rede de mundo pequeno com N � 400 vértice após a aplicação do método
clássico de Simulated Annealing para o problema de coloração de grafos através da busca do valor de
número cromático. Utilizamos nesse exemplo o cronograma de resfriamento geométrico, por se mostrar
eficiente em termos de tempo de execução e qualidade da solução.
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Figura 22 – Comportamento da função de custo para o problema de coloração de uma
rede de mundo pequeno de tamanho N � 400.

Fonte: Fornecido pelo autor. Aplicação do método de Simulated Annealing Clássico para uma rede de
mundo pequeno N � 400. Assim como no caso de uma rede aleatória, para o problema de coloração
através do número cromático, todos os cronogramas de resfriamento aplicados permitiram a obtenção de
uma solução mínima de qualidade ótima, de modo que para problemas de coloração em redes de mundo
pequeno o cronograma geométrico é preferível em comparação aos outros métodos de resfriamento.

Para a segunda rede, usamos uma rede do tipo mundo pequeno, (WATTS;

STROGATZ, 1998) com número de vértices N � 400. Aplicamos o método para a

temperatura inicial de T0 � 8/ln 2, e obtemos, como resultado de uma das simulações, a

configuração da figura 21. O comportamento dos valores da função custo durante a

execução do algoritmo para os cronogramas apropriados estão dados na figura 22.

4.4 Generalização de Tsallis para Problemas Discretos

Como vimos no início deste capítulo, a generalização de Tsallis permite

construir um algoritmo de Metropolis generalizado em termos do parâmetro q nas

distribuições q-exponenciais e, ainda, generalizar as distribuições de seleção de novas

configurações, de modo a permitir que o processo de busca não seja mais restritamente

local. Com essa ideia, a generalização de Tsallis permite uma melhoria significante no

tempo de convergência na busca de soluções ótimas de funções contínuas não convexas.

Contudo, tal generalização para problemas de otimização combinatória, naturalmente

discretos, não é obtida simplesmente por simples associação, já que as q-gaussianas

das distribuições de seleção são construídas proporcionalmente às variações contínuas

do vetor ∆®x. Os análogos de tais variações contínuas nos problemas de otimização

combinatória são representados através das perturbações no sistema, como a troca de

partição de um vértice no problema de particionamento de grafos ou a troca de cor de

um vértice no problema de coloração de grafos. Todas as perturbações de otimização
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combinatória descritas durante este trabalho e na literatura científica corrente são

perturbações restritamente locais, de modo que o espaço de estados é explorado como se,

no exemplo de funções contínuas, o vetor de variação ∆®x fosse constante durante todo

o processo, não permitindo usar as vantagens de uma distribuição q-gaussiana para

permitir uma exploração mais eficiente da vizinhança de uma configuração corrente.

Contudo, por não fazer parte do escopo deste trabalho, mantemos a discussão

acerca da generalização dos métodos perturbativos em otimização combinatória para

trabalhos futuros. Aqui, faremos uso da generalização do algoritmo de Metropolis para

compararmos os resultados obtidos por tal generalização com os resultados obtidos

pelo método tradicional. Usamos o exemplo de coloração de grafos na rede aleatória da

figura 19 e calculamos o comportamento da função de custo H durante a execução do

algoritmo de Simulated Annealing Generalizado.

Figura 23 – Aplicação do método de Simulated Annealing Generalizado para diversos
valores do parâmetro q.

Fonte: Fornecido pelo autor. Média do comportamento da função custo do problema de coloração de
grafos para diversos valores do parâmetro q, referente à entropia generalizada de Tsallis. É possível
perceber que para valores negativos de q, a função custo converge mais rapidamente ao valor mínimo de
custo do problema.

Como resultado (Fig.23), vemos que para determinados valores do parâ-

metro q (q < 1) o algoritmo generalizado de Simulated Annealing tem perfomance

consideravelmente significante em relação ao método clássico de otimização, conver-

gindo aos valores ótimos da função H mais rápido, sendo necessário muito menos

iterações de tempo do algoritmo. Por não haver nenhuma dependência específica ao

problema, esperamos que tal resultado se repita em outras classes de problemas de

otimização combinatória, servindo, assim, de motivação para uma análise teórica e

empírica mais detalhada em relação ao uso da generalização da estatística de Tsallis

para o aperfeiçoamento de problemas discretos de otimização.
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5 Conclusão

Na primeira parte deste trabalho, ao introduzirmos os conceitos essenciais

da mecânica estatística, mostramos como o formalismo teórico físico, através de seus

conceitos e técnicas, pode fornecer novas perspectivas e meios para o tratamento de

problemas que vão além da ciência pura. Os denominados problemas não convexos

de otimização combinatória se mostram muitas vezes intratáveis sob um olhar mais

analítico, contudo são de extrema utilidade no cotidiano científico e tecnológico de

grandes setores da ciência aplicada e engenharia. Não é a toa o enorme número

de heurísticas existentes, cada uma voltada para fins muito restritos. Nesse sentido,

introduzimos no capítulo 2, após as considerações gerais da mecânica estatística, o

modelo de spin glass, mesmo que sob uma abordagem um tanto superficial, com o

objetivo de mostrarmos em como a análise de um modelo teórico puramente físico

é capaz de transmitir toda a complexidade característica da classe de problemas de

otimização intrisicamente discretos.

Com isso em mente, é natural que se tenha proposto, por diversas vezes no

meio científico, métodos téoricos e computacionais inspirados por fenômenos naturais.

Neste trabalho apresentamos um exemplo deles, o tradicional método de Simulated

Annealing, detalhado no capítulo 3. Apesar da existência de vários outros métodos

da própria mecânica estatística para abordar problemas de otimização, o modelo

markoviano de Simulated Annealing permite uma introdução concisa, rigorosa e ainda

de acordo com o escopo deste tipo de trabalho, de maneira que todos os conceitos

centrais da mecânica estatística do equilíbrio possam ser diretamente relacionados com

o desenvolvimento do método.

Por conseguinte, na parte final deste trabalho, após a apresentação do método

de Simulated Annealing como um todo, mostramos uma generalização natural da

metaheurística para funções contínuas a partir da apresentação da mecânica estatística

não extensiva de Tsallis, não discutida detalhadamente por não ser o foco do trabalho.

Após isso, voltamos ao método clássico, de modo que aplicamos o método em dois

exemplos característicos de otimização combinatória: o particionamento de grafos e

a obtenção do número cromático no problema de coloração de grafos. Assim, feitas

as devidas discussões sobre as análises empíricas, apontamos, ao final, em como a

generalização de Tsallis e o próprio mecanismo do método de Simulated Annealing

permite aperfeiçoamentos na estrutura fundamental do algoritmo de otimização, muito

além do que meros ajustes empíricos, de modo a permitir uma generalização também

para problemas que sejam intriscamente discretos.
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APÊNDICE A – Cronogramas Heurísticos

Já sabendo da importância da definição de um cronograma de resfriamento

para a precisão das soluções obtidas pelo método de CSA, assim como para sua

velocidade de convergência, então aqui listamos os principais cronogramas heurísticos

da literatura científica atual, com o objetivo de compararmos e analisarmos o cronograma

de resfriamento mais eficiente para as aplicações devidas do algoritmo para problemas

complexos de otimização. Aqui, tratamos de dois tipos gerais de cronogramas usados

correntemente nas implementações de CSA: os cronogramas estáticos e dinâmicos. Como

o nome já implica, os resfriamentos estáticos mantém a regra de redução de temperatura

fixa em relação aos parâmetros da função T(t), de modo que a função e seus parâmetros

são mantidos fixos durante toda a execução do algoritmo computacional. Isso também é

válido para o comprimento L(t)das cadeias homogêneas. Já para o caso dos cronogramas

dinâmicos, os parâmetros que definem as funções de temperatura e comprimento das

cadeias são adaptadativamente atualizadas de acordo com o comportamento das cadeias

durante o algoritmo. Obviamente, a implementação estática tem suas vantagens pelo

fato de implicar em uma fácil implementação do algoritmo de CSA, enquanto a dinâmica

exige uma implementação mais minuciosa em relação ao problema.

O cronograma de resfriamento estático mais simples (depois do cronograma

linear), mas também muito usado, é o cronograma geométrico (AARTS; LAARHOVEN,

1997), definido pela função

T(t + 1) � αT(t) (A.1)

onde α é uma constante entre zero e um, especificada a priori, tendo valores típicos

entre os valores 0.7 e 0.99. Nesse caso, a definição da temperatua inicial T0 tende a ser

escolhida de acordo com a maior diferença possível entre os valores da função custo

∆maxH para soluções vizinhas. Como nem sempre o valor ∆H é fácil de se obter, então

normalmente a escolha de T0 tende a ser obtida pelo método de tentativa e erro, sendo

necessário alguns poucos testes para a estimativa do melhor valor inicial de temperatura.

De maneira similar, a condição de parada do algoritmo é definido para valores realmente

baixos da temperatura, normalmente ajustado para ser próximo à menor diferença

possível entre os valores ∆minH. De forma a ser construído sem tantas complexidades,

o comprimento de cada cadeia homogênea é definida como um valor constante, tal que

L(t) � L, com L representando uma valor da ordem do tamanho da vizinhança dos

estados do sistema.

Tal escolha de cronograma apresenta suas vantagens por conta de sua fácil

implementação, sendo possível construir o algoritmo de CSA para diversos problemas

onde um cronograma geométrico pode ser suficiente bom para a obtenção de soluções
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aproximadas em uma quantidade de tempo computacional razoável. Contudo, ao

buscarmos cronogramas eficientes, é importante que possamos, durante a execução do

método, ajustarmos os parâmetros das funções de modo que possamos economizar

o máximo de tempo computacional possível, evitando assim tanto cálculos desneces-

sários como erros maiores que o aceitável para cada problema. Para isso, adotamos

cronogramas dinâmicos mais sofisticados na concepção do algoritmo.

Para os cronogramas adaptativos, a temperatura em um passo seguinte de

tempo é calculada baseado nas informações de todos os passos anteriores do algoritmo

em execução. Dessa forma, o objetivo é permitir que cada cadeia homogênea possa

convergir para o mais próximo possível do equilíbrio ao mesmo tempo que o processo

de resfriamento seja o mais curto possível. A satisfação total dessas duas condições

exige uma condição de troca entre a taxa de variação da temperatura e o comprimento

de cada cadeia pertencente à cadeia não-homogênea total que representa o método de

Simulated Annealing. Assim, para que os parâmetros possam ser atualizados com a

evolução do sistema, é necessário quantificarmos o comportamento médio da energia

do sistema ou função custo do problema dado. Para isso, definimos primeiramente o

valor esperado 〈H(T)〉 da função custo no equilíbrio de temperatura T como

〈H(T)〉 �
∑

µ

H(µ)
exp

(
− H(µ)

T

)

∑
ν∈I exp

(
− H(ν)

T

) �

∑

µ

pµ(T)H(µ) (A.2)

assim como seu valor quadrático 〈H2(T)〉

〈H2(T)〉 �
∑

µ

H2(µ)
exp

(
− H(µ)

T

)

∑
ν∈I exp

(
− H(ν)

T

) �

∑

µ

pµ(T)H2(µ) (A.3)

de forma que podemos quantificar as flutuações δH(T) do valor esperado de custo no

equilíbrio através de sua variância, definida como

(δH(T))2 � σ2(T) � 〈H2(T)〉 − 〈H(T)〉2 (A.4)

e, assim como para o caso da energia no capítulo 2 (2.20), podemos obter o calor

específico do sistema através da derivada da energia 〈H(T)〉 em relação à temperatura,

de modo que temos

C(T) � d〈H(T)〉
dT

�

∑

µ

H(µ)
dpµ(T)

dT
(A.5)

onde
dpµ(T)

dT
�

H(µ)
T2

exp
(
− H(µ)

T

)

Z
−

exp
(
− H(µ)

T

)

Z2

dZ

dT
(A.6)



91

sendo Z �

∑
ν exp

(
− H(ν)

T

)
a função de partição para a distribuição pν(T), de forma que

1

Z

dZ

dT
�

1

T2

∑

ν

H(ν)
exp

(
− H(ν)

T

)

Z
�

1

T2
〈H(T)〉 (A.7)

o que mostra que o calor específico é dado como

C(T) � σ2(T)
T2

(A.8)

Felizmente, é possível obter a maioria dos cronogramas adaptativos clássicos

através da relação (A.8) acima, de modo que as diferenças entre cada um é definido

através de determinadas condições heurísticas aplicadas para as taxas de resfriamento.

A seguir, usaremos essa relação para derivar a relação geral para um cronograma de

resfriamento eficiente e mostraremos as particularidades dos cronogramas adaptivos

que são extensivamente usados nas diversas aplicações do método de CSA (TRIKI et al.,

2005). Considerando as relações (A.5) e (A.8), temos que

d〈H(T)〉
dT

�

〈H(T)〉 − 〈H(T − δT)〉
δT

≈ σ
2(T)
T2

(A.9)

e definindo a quantidade ∆(T) � 〈H(T)〉 − 〈H(T − δT)〉, a variação infinitesimal de

temperatura é dada por

δT �

∆(T)T2

σ2(T) (A.10)

de modo que a temperatura no passo de tempo t + 1 é representada através da relação

T(t + 1) � T(t) − δT � T(t)
[

1 − ∆(T(t))
σ2(T(t))T(t)

]

(A.11)

ou, de maneira equivalente, (TRIKI et al., 2005)

T(t + 1) � T(t) 1

1 +

∆(T(t))
σ2(T(t))

(A.12)

de modo que o método adaptativo de resfriamento é definido por completo através de

uma escolha apropriada para o parâmetro ∆(T).
Os quatro exemplos de cronogramas heurísticos dinâmicos mais conhecidos e

implementados na literatura científica são nada mais que formas específicas da equação

(A.12) para determinadas condições de ∆(T). Disposmos na Tabela 2 todas as funções

de resfriamento para a temperatura T(t), assim como os valores escolhidos de ∆(T) para

cada um delas. É interessante notar que todos os cronogramas definidos na Tabela

2 são equivalentes, sendo necessário somente alguns poucos ajustes para que todos
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Tabela 2 – Exemplos de cronogramas heurísticos adaptativos para a implementação do
método de Simulated Annealing.

Regra de Resfriamento ∆(T(t))

T(t + 1) � T(t) 1

1 +
ln(1+δ)
3σ(T(t))

ln(1 + δ)
3

σ(T(t))

T(t + 1) � T(t) 1

1 +
γ
U T(t)

γ

U
σ2(T(t))

T(t + 1) � T(t) − 1

M(t) ·
T3(t)
σ2(T(t))

ln(1 + δ)
H′max

σ2(T(t))

T(t + 1) � T(t) exp

(
− λT(t)
σ(T(t))

)
λσ(T(t))

apresentem o mesmo comportamento de resfriamento. O leitor interessado em mais

detalhes pode consultar as bibliografias (LUNDY; MEES, 1986; HUANG et al., 1986;

OTTEN; GINNEKEN, 1986; AARTS; KORST, 1989).

Na prática, os valores de custo dos estados gerados e aceitos em cada cadeia

homogênea devem tornar-se cada vez mais próximos do valor esperado obtido por

(A.2), de forma de que quando suficientemente próxima ao equilíbrio, podemos calcular

o valor da variância σ2(T(t)) da função custo H, de modo a implementar a regra de

resfriamento de acordo com o cronograma escolhido e assim variar a temperatura para

repetir o processo para a nova cadeia finita.
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